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融合 RFE-CV 和 Optuna-TPE 超参数优化的机载
LiDAR 湿地松人工林碳储量估测模型

盛文蕾 1a，温小荣 1b，汪求来 2，叶金盛 2

（1. 南京林业大学  a. 林草学院、水土保持学院；b. 南方现代林业协同创新中心，江苏  南京  210037； 
2. 广东省林业调查规划院，广东  广州  510520）

摘    要：【目的】融合机载 LiDAR 点云特征与超参数优化算法，构建精准的湿地松 Pinus elliottii 人工林碳储量

估测模型，为大尺度碳汇监测提供科学依据，进而制定有助于实现“双碳”目标的森林经营决策。【方法】以

广东省湿地松人工林为对象，基于机载 LiDAR 数据提取 101 个点云特征变量，采用递归特征消除结合交叉验证

（RFE-CV）筛选最优特征组合，并引入基于 TPE 算法的 Optuna 超参数优化框架（以 RMSE 为目标函数）构建

随机森林（RF）、K- 近邻（KNN）和极端梯度提升（XGBoost）模型，模型性能通过 R2、RMSE 和 MAE 进行评估，

利用 SHAP 值解析特征对湿地松碳储量预测的贡献机制。【结果】1）运用五折 RFE-CV 筛选出 5 个与湿地松碳

储量估测紧密相关的最优特征变量（AIH40、AIH80、H10、H25、Imax），相较于使用全部变量构建模型，特征筛选显

著提高了各模型的预测精度。其中，XGBoost 模型效果最明显（R2 从 0.78 提升至 0.89，RMSE 从 0.63 t 降至 0.46 t， 

MAE 从 0.48 t 降至 0.41 t）。2）基于 TPE 算法的 Optuna 超参数优化框架效果显著优于随机搜索，XGBoost 模

型的 RMSE 值降低了 2.31%，误差调整百分比（13.13%）达到随机搜索的 3.57 倍；RF 和 KNN 模型的收敛迭代

次数分别减少 33.33% 和 49.18%。3）经 Optuna-TPE 优化后，各模型精度显著提升，XGBoost 模型精度最优，

R2 从 0.89 显著提升至 0.93。4）SHAP 值表征不同模型的特征依赖性差异，AIH40 主导 XGBoost 模型预测（SHAP

值为 0.64），而 H25 对 RF 模型更具关键性（SHAP 值为 0.28）。【结论】特征选择和基于 TPE 算法的 Optuna

超参数调优对提升湿地松碳储量估测模型性能至关重要。优化后的 XGBoost 模型结合最优特征组合，实现了对

湿地松人工林碳储量的高精度估测。

关键词：Optuna-TPE 超参数；碳储量；随机森林；KNN；XGBoost；贝叶斯优化
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An integrated model for estimating carbon stock in airborne LiDAR-
mapped wetland pine plantations combining RFE-CV and Optuna-TPE 

hyperparameter optimization

Sheng Wenlei1a, Wen Xiaorong1b, Wang Qiulai2, Ye Jinsheng2

(1. a. College of Forestry and Grassland, College of Soil and Water Conservation;  
b. Co-Innovation Center for Sustainable Forestry in Southern China, Nanjing Forestry University, Nanjing 210037, Jiangsu, China;  

2. Guangdong Forestry Survey and Planning Institute, Guangzhou 510520, Guangdong, China)

Abstract:【Objective】This study integrated airborne LiDAR point cloud features with a hyperparameter optimization algorithm to 
develop a precise carbon stock estimation model for Pinus elliottii plantations in wetlands. The aim is to provide a scientific basis for large-
scale carbon sink monitoring, thereby supporting forest management decisions that align with the "dual carbon" goals.【Method】Taking  
Pinus elliottii plantation in Guangdong Province as the research object, 101 point cloud feature variables were extracted based on 
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全球城市化与工业化进程的加速增加了碳排

放量，由此引发的全球气候变暖已成为当前最严峻

的生态危机之一 [1-3]。森林作为陆地碳汇的核心载

体，其碳储量的动态变化对全球碳循环与气候变化

具有关键影响 [3-4]。在我国推进“碳达峰”“碳中

和”目标的背景下，湿地松 Pinus elliottii 作为南方

丘陵地区重要的速生经济造林树种，因固碳率高而

成为碳汇造林的重要树种之一 [5-6]，对其森林碳储

量的精准评估是实现“双碳”目标，应对全球气候

变化的关键环节。传统碳储量估算方法（如样地清

查法、微气象学法等）存在效率低下、适用范围

有限等问题 [7-9]；光学遥感则受限于植被冠层穿透

能力，难以获取森林垂直结构信息 [10]。机载激光

雷达（LiDAR）技术通过提取点云的高度、强度、

覆盖度等特征变量，为森林碳储量模型的高精度

估算提供新路径 [11-14]。研究表明，融合 LiDAR 结

构特征（如随机森林、XGBoost 等机器学习算法）

可有效实现单木或多树种尺度碳储量的高精度反 
演 [15-18]，但针对湿地松人工林的大尺度、高效、高

精度动态遥感监测方法仍有待完善 [19]。

与此同时，为提高碳储量模型估测效率并防

止过度拟合，特征变量选择和超参数优化尤为关

键 [15-16]。在特征变量选择方面，随机森林（RF）、

递归特征消除（RFE）等算法能有效筛选关键变量，

从而提升模型精度。例如，Cheng 等 [17] 基于遥感

数据采用随机森林算法筛选特征变量，显著提升

了森林碳储量模型估算精度（R2 为 0.63 ～ 0.66，
RMSE 为 36.04 Mg/hm2）。高宇航 [20] 利用广西高

峰林场桉树的遥感影像数据和实测数据，结合相

关性分析和随机森林算法对变量进行重要性排序，

从 31 个遥感特征变量中筛选出 10 个关键变量进

行建模；Luo 等 [18] 首次将递归特征消除（RFE）
与类别特征梯度提升（CatBoost）模型结合应用于

温带森林地上生物量估算，通过筛选机载 LiDAR
冠层高度分位数、多光谱植被指数（如 NDRE）
等关键特征，使模型精度显著提升（R2 为 0.87，
RMSE 为 28.6 Mg/hm2）。在超参数优化方面，常

用的超参数优化方法主要有随机搜索、网格搜索

以及贝叶斯优化法 [21-24]。随机搜索效率高于网格

搜索，但精度不稳定 [24]。贝叶斯优化则在兼顾效

率与效果上更具优势，能有效减少冗余计算 [25]。 
树结构 Parzen 估计器（Tree-structured parzen estimator， 
TPE）作为改进的贝叶斯优化方法，无需假设参数

独立性，在神经网络调优中已被证明优于随机搜

索。Bergstra 等 [22] 首次提出树结构 Parzen 估计器

（TPE），并证明其在神经网络和深度信念网络

（DBNs）的调参任务中优于随机搜索和网格搜索。

此外，目标函数的合理设定往往是超参数优化过

程的核心 [21]。例如，在回归任务中，均方根误差

（RMSE）因对异常值具有敏感性，常被用于提升

模型的鲁棒性，进而实现数值的精准预估 [26-27]；

在分类问题中，准确率、召回率、F1 分数等能够

有效评估分类效果的指标则更为适用 [28]。尽管基

于 TPE 算法的 Optuna 优化框架在深度学习领域的

调参成效显著，但其在森林碳储量模型构建中的

应用仍属空白 [25]，尤其是在结合 LiDAR 多维特征

开展协同优化方面。当前研究存在双重局限：一

是缺乏对 Optuna 处理复杂非线性碳储模型适用性

的验证；二是尚未建立遥感多维特征与 TPE 算法

的协同机制以适配复杂地形 [21-23]。突破超参数动

airborne LiDAR data. The recursive feature elimination combined with cross-validation (RFE-CV) was used to screen the optimal 
feature combination, and the Optuna hyperparameter optimization framework based on the TPE algorithm (with RMSE as the objective 
function) was introduced to construct random forest (RF), k-nearest neighbor (KNN) and extreme gradient boosting (XGBoost) models. 
The model performance was evaluated by R2, RMSE and MAE, and the SHAP value was used to analyze the contribution mechanism 
of features to the prediction of carbon storage of Pinus elliottii.【Result】1) Five optimal feature variables (AIH40, AIH80, H10, H25, Imax) 
closely related to the estimation of Pinus elliottii carbon storage were selected by 5-fold RFE-CV. Compared with the model using all 
variables, feature selection significantly improved the prediction accuracy of each model. Among them, the XGBoost model has the 
most obvious effect (R2 increased from 0.78 to 0.89, RMSE decreased from 0.63 to 0.46 t, MAE decreased from 0.48 to 0.41 t); 2) The 
Optuna hyperparameter optimization framework based on the TPE algorithm is significantly better than random search: the RMSE 
value of the XGBoost model is reduced by 2.31%, and the error adjustment percentage (13.13%) is 3.57 times that of random search. 
The convergence iterations of the RF and KNN models are reduced by 33.33% and 49.18%, respectively; 3) After optimization by 
Optuna-TPE, the accuracy of each model has been significantly improved: the XGBoost model achieves the highest accuracy, with its R2 
significantly increasing from 0.89 to 0.93, thus becoming the optimal model; 4) SHAP value analysis revealed the difference of feature 
dependence in different slash pine models: AIH40 dominated XGBoost prediction (SHAP = 0.64), while H25 was more critical to the RF 
model (SHAP = 0.28).【Conclusion】This study showed that feature selection and Optuna hyperparameter tuning based on the TPE 
algorithm are crucial to improve the performance of the Pinus elliottii carbon storage estimation model. The optimized XGBoost model 
combined with the optimal feature combination realized the high-precision estimation of the carbon storage of Pinus elliottii plantations.
Keywords: Optuna-TPE hyperparameter; carbon storage; random forest; KNN; XGBoost; Bayesian optimization
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态调整与特征变量优化的协同范式，已成为提升

复杂地区碳储量估算精度的关键突破口。

本研究提出“RFE-CV 与 Optuna-TPE 超参数

优化”的协同框架，以湿地松人工林为对象，通

过整合机载 LiDAR 数据与地面实测数据，采用结

合五折交叉验证（CV）的递归消除法（RFE）筛

选最优点云特征组合，进而构建基于优选特征变

量的碳储量估算模型（包括 RF、KNN 及 XGBoost
模型）并开展精度评价。在此基础上，引入以

RMSE 为目标函数的 Optuna-TPE 超参数优化框架，

旨在构建“特征筛选与超参数优化”的协同机制，

实现自动搜索与特征选择的动态耦合，以克服现

有研究中超参数优化的局限性，探索该方法在湿

地松机载 LiDAR 数据处理中的可行性，为湿地松

人工林碳储量的遥感估算提供新的方法论支持 [17]，

并为“双碳”目标的实现提供科学依据。

1 材料与方法

1.1 研究区概况

本研究随机选择广东省的 6 个林场，地理位

置 为 21°93′ ～ 24°49′N，109°89′ ～ 115°81′E。 研

究区属于亚热带季风气候，是我国光、热和水资

源的丰富地区，且雨热同季，地貌类型复杂多样，

有山地、丘陵、台地和平原。地势总体北高南低，

北部多为山地和高丘陵，南部则为平原和台地。

土壤类型主要为红壤和黄壤，植被覆盖度较高，

平均覆盖度约为 75%。主要植被类型包括南亚热

带常绿阔叶林、针阔混交林及针叶林；主要优势

树种包括杉木 Cunninghamia lanceolata、马尾松

Pinus massoniana、桉树 Eucalyptus、湿地松 Pinus 
elliottii 等。

1.2 数据收集与预处理

1.2.1 外业数据收集

本研究以广东省湿地松人工林为对象，布设

41 块 30 m×30 m 的方形样方，对样地内胸径为 
5 cm 以上的林木进行每木检尺，调查并记录树种

相关信息以及高程信息，并利用载波相位差分技

术（Realtime kinematic，RTK）进行定位。同时，

在实测相同位置、无人机不限飞的样地中，使用

DJI 经纬 M300RTK 无人机搭载 DJI L1 禅思航摄仪

进行机载 LiDAR 数据的采集，飞行高度为 100 m，

航线速度为 10 m/s，激光旁向重叠率为 50%，采

样频率为 160 kHZ，采用三回波模式进行重复扫描。

实测样地信息见表 1。

表 1    样地信息汇总
Table 1    Summary of plot information

样地号
Plot No.

株数
Tree number / 株

平均树高
Mean height /m

平均胸径
Mean DBH /cm 

样地号
Plot No.

株数
Tree number / 株

平均树高
Mean height /m

平均胸径
Mean DBH /cm 

1 86 17.48 11.94 22 140 12.89 13.01

2 74 18.60 13.05 23 118 14.02 11.37

3 90 13.77 9.84 24 113 13.35 11.26

4 101 12.79 10.11 25 152 12.25 11.56

5 87 17.35 11.65 26 112 11.16 8.79

6 82 15.60 11.12 27 98 9.67 8.05

7 78 17.36 11.47 28 70 16.26 10.19

8 126 13.52 8.74 29 109 13.76 13.16

9 125 12.84 8.04 30 101 16.16 13.21

10 143 12.22 9.08 31 121 16.54 15.31

11 36 21.75 13.56 32 125 7.78 4.66

12 50 25.83 17.39 33 61 9.34 4.90

13 140 13.07 9.33 34 168 10.88 6.28

14 48 28.43 19.31 35 110 14.45 11.67

15 101 16.60 14.47 36 103 14.25 12.22

16 116 15.69 14.70 37 102 15.68 10.78

17 105 15.37 14.96 38 85 16.75 11.78

18 64 17.16 15.50 39 67 19.49 13.40

19 164 12.51 10.85 40 77 18.41 13.07

20 81 14.72 8.44 41 71 22.90 16.56

21 45 24.77 14.45
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1.2.2 内业数据预处理

利用 DJI Terra 软件将无人机原始数据生成为

LAS 点云数据及影像数据，随后使用 LiDAR360
分别对各采样点的激光雷达点云数据进行去噪处

理，再通过改进的渐进加密三角网滤波算法 [28] 完

成地面点与非地面点的分类。采用克里金插值法

生成数字高程模型（DEM），并基于该 DEM 进

行归一化处理，最终提取归一化数字表面模型

（nDSM）。在此基础上进一步提取森林参数，包

括高度特征变量、强度特征变量、覆盖度、间隙

率及叶面积指数，共得到 101 个点云特征变量，

详见表 2。

表 2    点云特征变量
Table 2    Point cloud characteristic variable

点云特征变量
Point cloud feature variable

描述
Description

点云特征变量
Point cloud feature variable

描述
Description

AIH1, AIH5, ... , AIH99 累计高度百分位数，共 15 个 IA1, IA5, ... , IA99 累计强度百分位数，共 15 个

H1, H5, ... , H99 高度百分位数，共 15 个 I1, I5, ... , I99 强度百分位数，共 15 个

D1, D2, ... , D10 密度变量，共 10 个 Imax 强度最大值

Hcrr 冠层起伏率 Imin 强度最小值

Hmax 高度最大值 Imedian 强度中位数

Hmin 高度最小值 Imean 强度平均值

Hmean 高度平均值 Imadmed 强度中位数绝对偏差的中位数

Hmadmed 高度中位数绝对偏差的中位数 Iaad 强度平均绝对偏差

Haad 高度平均绝对偏差 Iskewness 强度偏斜度

Hskewness 高度偏斜度 Ivar 强度方差

Hvar 高度方差 Istd 强度标准差

Hstd 高度标准差 Ikurtosis 强度峰度

Hkurtosis 高度峰度 Icv 强度变异系数

Hmedian 高度中位数 Iiq 强度百分位数四分位数间距

Hcv 变异系数 CC 覆盖度

Hsms 二次幂平均 GF 间隙率

Hcmc 三次幂平均 LAI 叶面积指数

AIHiq 累计高度百分位数四分位数间距 Hiq 高度百分位数四分位数间距

1.3 研究方法

1.3.1 碳储量计算

基于单木实测胸径和树高数据，参考 GB/T 
43648—2024 主要树种立木生物量模型与碳计量参

数 [29] 计算单木生物量，将单木生物量乘以含碳系

数得到单木碳储量，单木碳储量累计相加即为样

地林分碳储量。具体公式如下：

 2.103 59 0.631 08 30.047 440 10W D H −= × × × 。（1）

式中：W 为单木生物量；D 为单木实测胸径；H
为单木实测树高。

 0C C W= × 。 （2）

式中：C 为单木碳储量；C0 为含碳系数，采用立

木标准规定的 0.5。
1.3.2 基于 RFE-CV 的特征变量筛选方法

在利用机载激光雷达数据构建湿地松碳储量

模型的过程中，特征选择是确保模型精准反映真

实碳储量情况、提升计算效率的关键环节 [30]。本

研究使用递归特征消除结合五折交叉验证（RFE-

CV）的方法筛选最优特征子集，RFE 的原理是基

于一个基础模型，通过迭代移除贡献度最低的特

征，直到获得最佳特征子集。本研究设定 RF 为

RFE 的基础模型，并设置每次迭代剔除 1 个特征。

为增强模型稳健性，本研究将特征消除过程与五

折交叉验证相结合：在每次评估特征子集大小时，

通过交叉验证确保所选特征组合在不同数据划分

下均能保持最优性能，并以交叉验证的均方根误

差（RMSE）作为评估各子集性能的指标，最终输

出最优特征子集。此外，为深入探究变量组合对

模型精度的影响，本研究分别基于全部点云特征

变量与最优特征变量组合，独立构建 k近邻（KNN）

和极限梯度提升（XGBoost）模型对其精度进行系

统的评估。

1.3.3 以 RMSE 为目标函数的 Optuna-TPE 模型超

参数调优方法

针对湿地松人工林 LiDAR 数据高维度、非均

匀分布的特性，为提升研究效率、减少人为误差、

增强模型对复杂点云特征的适配能力，同时更精
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准地反映模型估测效果，本研究引入基于 TPE 算

法的 Optuna 超参数优化框架，以最小化测试集

均方根误差（RMSE）为目标函数，设定优化方

向为最小化该目标函数值，并开展 100 次迭代优

化。此外，通过系统对比 Optuna 和随机搜索超参

数优化方法在湿地松碳储量预测模型中的调优效

果，评估 Optuna 的有效性。本研究以均方根误差

（RMSE）为核心评价指标，同时引入收敛迭代次

数（Convergence iteration，CI）与误差调整百分比

（Error adjustment percentage，EAP）2 个关键性

能指标。RMSE 值代表模型预测值与真实值的均

方根误差，数值越低表明模型预测精度越高；CI
值指优化算法首次达到全局最优 RMSE 值（或当

前迭代中的历史最优 RMSE 值）所需的试验次数，

反映优化算法的搜索效率（数值越低则收敛速度

越快）；EAP 值表示优化过程中模型性能的相对

提升幅度，该值越高说明优化效果越好。

 
MSE
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n =

= −∑ ；	 （3）
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= ；	 （4）
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100%R RE

R
−

= × 。	 （5）

式中：Ci 为实际碳储量， ˆ
iC 为估算碳储量，a 为

首次达到最优 RMSE 的次数，b 为总迭代次数，

RMSE0 为初始 RMSE 值，RMSEa 为最佳 RMSE 值。

1.3.4 湿地松碳储量模型构建方法

本研究将所有样本按 4∶1 的比例划分为训练

集与验证集，利用训练集数据构建随机森林（RF）、
K- 近邻（KNN）及极端梯度提升（XGBoost）模型。

其中，RF 模型 [31] 采用集成学习策略，通过构建

多棵决策树进行预测，并持续调整决策树数量、

最大深度等关键参数，从而有效处理碳储量数据

中的复杂关系；KNN 模型 [32] 则依据输入样本在特

征空间中的距离度量，为待预测样本筛选出训练

集中的 K 个最邻近样本，再利用这 K 个样本的标

签或数值进行预测；XGBoost 模型 [33] 基于梯度提

升决策树（GBDT）框架迭代生成一系列决策树，

在每一轮迭代过程中，通过最小化损失函数的梯

度（一阶导数）与海森矩阵（二阶导数）来评估

当前集成模型的伪残差，并以此优化新增决策树

的训练目标（即拟合残差），同时引入正则化项

以控制模型复杂度。

1.3.5 模型精度评估

建立评价指标决定系数（R2）、均方根误差

和平均绝对误差（Mean absolute error，MAE）来

评估模型的有效性和稳定性。R2 值越接近 1，表示

模型对数据的解释能力越强；RMSE 值越小，表

示模型预测值与实际值之间的差异越小；MAE 值

越小，表示模型预测值与实际值之间的差异越小。
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式中：Ci 为实际碳储量， iC 为实际碳储量平均值，

 ˆ
iC 为估算碳储量。

2 结果与分析

2.1 基于 RFE-CV 的特征变量筛选结果

基于机载 LiDAR 数据提取的 101 个特征变量，

本研究采用五折交叉验证的递归特征消除（RFE-
CV）方法进行最优特征子集筛选，最终筛选出 5
个最优特征变量，其中包含 4 个高度变量（AIH40、

AIH80、H10、H25）和 1 个强度变量（Imax）。

由图 1 可知，当特征数量为 5 时，RMSE 得

分达到最低（1.25），表明此时模型性能最佳。当

特征数量为 0 ～ 5 时，平均 RMSE 得分逐渐降低，

说明特征的引入使模型性能有所提升；而当特征

数量超过 5个后，RMSE得分逐渐增加并趋于平稳，

每个灰色点表示 1 次交叉验证的均方根误差（RMSE）得分，每条灰色线表
示一折交叉验证的变化趋势。黑色粗线表示五次交叉验证的 RMSE 得分的

平均值。红色虚线标出了最优特征数量（5 个）。 
Each gray dot represents the score–root mean square error (RMSE) from one 
cross-validation run, while each gray line shows the trend of variation across 

the folds. The thick black line indicates the average RMSE across all five cross-
validation runs. The red dashed line identifies the optimal number of features (5).

图 1    RFE-CV 特征选择的准确性随特征数量的变化趋势
Fig. 1    The variation trend of the accuracy of RFE-CV  

         feature selection with the number of features
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这意味着继续增加特征变量已无法进一步提升模

型性能。因此，本研究选择这 5 个特征作为最优

特征子集是合理的。

分别采用全部变量与优选变量构建 RF、KNN
及 XGBoost 模型，各模型精度详见表 3。对于所

有模型而言，使用优选变量组合建模后，其性能

均得到显著提升。其中，XGBoost 模型在不同特

征选择条件下均表现最优，尤其在优选变量条件

下，其R2值高达0.89，RMSE与MAE分别低至0.46、
0.41 t，这表明该模型对数据的拟合能力与泛化能

力均较强。同时，RF 模型在优选变量条件下性能

也有明显改善，R2 达到 0.86，RMSE 和 MAE 分别

为 0.51、0.41 t，展现出特征优化后的良好表现。

但是，KNN 模型的精度提升幅度相对较小，性能

也略逊于 RF 和 XGBoost 模型。总体来看，特征

选择在提升模型性能方面发挥了关键作用，优选

变量不仅提高了所有模型的 R2 值，还降低了误差

指标，有力证明了关键特征在模型训练过程中的

重要性。结果表明，在实际应用中，采用特征选

择结合高效模型（如 XGBoost 或 RF）能够有效提

高预测精度与模型可靠性。因此，本研究采用优

选特征变量组合开展后续模型构建是可行的。

2.2 以 RMSE 为目标函数的 Optuna-TPE 超参数

调优结果

为验证 Optuna 在 LiDAR 数据驱动的碳储量

建模中的优势，本研究对比了 Optuna 与随机搜

索（Random search）的超参数优化效率。如图 2
和表 4 所示，Optuna 在森林碳储量预测模型的参

数优化中展现出显著优势。具体而言，在模型精

度提升方面，Optuna 在所有模型中均获得更低

RMSE：XGBoost 模型误差降低 2.31%、KNN 模型

降低 0.34%、RF 模型降低 0.20%。其中，Optuna
优化的 XGBoost 模型实现了 13.13% 的误差调整百

分比，显著优于随机搜索（3.68%），充分验证了

Optuna 对处理复杂模型的高度适应性。在收敛效

率的提升方面，在优化 RF 模型时，Optuna 较随机

搜索迭代效率提升 33.33%；Optuna 在优化 KNN
模型时迭代效率提升 49.18%；在优化 XGBoost 模
型时，尽管 Optuna 与随机搜索的收敛迭代次数相

同（27 次），但 Optuna 实现了更大的误差调整百

图 2    Optuna 与随机搜索在 RF、KNN 和 XGBoost 模型中的 RMSE 收敛特性对比
Fig. 2    Comparison of RMSE convergence characteristics between Optuna and random search for RF, KNN and XGBoost models

表 3    模型精度评价
Table 3    Evaluation of model accuracy

变量
Variable

模型
Model

决定系数
R2

均方根误差
RMSE /t

平均绝对误差
MAE /t

全部变量
All variables

RF 0.71 0.74 0.63

KNN 0.66 0.81 0.69

XGBoost 0.78 0.63 0.48

优选变量
Optimal 
variables

RF 0.86 0.51 0.41

KNN 0.72 0.73 0.61

XGBoost 0.89 0.46 0.41
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分比（13.13%），展示了其在同等收敛速度下更

强的优化能力。

基于 TPE 算法的 Optuna 超参数优化框架的自

动优化能力，本研究实现了特征变量最优子集与

模型超参数的协同优化，显著提升了模型的预测

性能。同时，利用 Optuna 内置的可视化工具，量

化展示了关键超参数对模型性能的影响，有效识

别关键超参数，提升调参效率，从而更有效地优

化模型性能。

由表 5 可知，在 RF 模型中，叶子节点最小样

本数对模型拟合的重要性最高，为 42.48%，同时

自助采样设置为 True，有助于通过增加数据多样

性来减少过拟合并提高模型的泛化能力，显著提

高模型的稳定性和预测性能。邻居数量的设置对

KNN 模型的超参数贡献度最高，为 71.26%，说明

该参数的合理设置对于 KNN 模型非常重要。对于

XGBoost 模型，L1 正则化项系数具有很高的超参

数重要性，为 88.65%，证明在此模型的构建中，

只需要调整该参数，就可以快速将模型达到最优

性能，从而提升模型性能。

表 4    Optuna 与随机搜索在各模型超参数优化中的性能对比
Table 4    Performance comparison of Optuna and random search in hyperparameter optimization of multiple models

模型
Model

优化方法
Optimization method

最佳均方根误差
The best RMSE

收敛迭代次数
Number of 

convergence iteration

误差调整百分比
Error adjustment 

percentage /%

RMSE 相对优化
RMSE relative 
optimization /%

迭代效率提升
Iterative efficiency 
improvement /%

RF
Optuna 1.389 8 52/100 4.14 0.20 33.33

Random search 1.392 7 78/100 1.75 — —

KNN
Optuna 1.543 0 31/100 5.91 0.34 49.18

Random search 1.548 3 61/100 4.56 — —

XGBoost
Optuna 1.439 3 27/100 13.13 2.31 0

Random search 1.473 4 27/100 3.68 — —

表 5    模型超参数优化结果及重要性
Table 5    Model hyperparameter optimization results and importance

模型
Model

超参数
Hyperparameter

优化结果
Optimal result

重要性
Importance /%

模型
Model

超参数
Hyperparameter

优化结果
Optimal result

重要性
Importance /%

RF

学习器数量 190 8.25

XGBoost

学习器数量 434 2.34

树的最大深度 7 6.96 树的最大深度 18 0.68

节点最小样本数 2 4.68 学习率 0.09 3.12

叶节点最小样本数 1 42.48 样本抽样比例 0.84 0.41

最大特征数 None 5.25 决策树中抽样比例 0.95 0.35

自助采样 True 32.37 最小分裂损失 0.01 3.12

KNN

加权机制 Distance 25.70 L1 正则化项系数 2.63 88.65

邻居数量 7 71.26 L2 正则化项系数 0.01 1.89

距离度量的阶数 1 3.04

2.3 碳储量模型建立与评价

由表 6 可知，各模型在经过 Optuna-TPE 超参

数调优后，性能均得到了显著提升。对于 XGBoost 
模型，调优后 R2 从 0.89 显著提升至 0.93，RMSE
从 0.46 t 降至 0.37 t，MAE 从 0.41 t 降至 0.33 t，
表明该模型的预测精度和稳定性均有了明显提高。

KNN 模型在调优后的效果尤为显著，R2 从 0.72 上

升 至 0.88，RMSE 从 0.73 t 降 至 0.47 t，MAE 从 
0.61 t 降至 0.40 t，模型的泛化能力和准确性得到

了增强。RF 模型调优后，R2 从 0.86 提升至 0.90，
RMSE 从 0.51 t 降 至 0.47 t，MAE 从 0.41 t 降 至 
0.38 t，虽然提升幅度相对较小，但模型的预测性

能也得到了改善。总体来看，调优工作有效提升

表 6    调优前后碳储量模型评价
Table 6    Evaluation of carbon stock models before and 

                    after tuning

模型
Model

指标
Index

优化前
Before 

optimization

优化后
After 

optimization

XGBoost

R2 0.89 0.93

RMSE /t 0.46 0.37

MAE /t 0.41 0.33

KNN

R2 0.72 0.88

RMSE /t 0.73 0.47

MAE /t 0.61 0.40

RF

R2 0.86 0.90

RMSE /t 0.51 0.47

MAE /t 0.41 0.38



75中  南  林  业  科  技  大  学  学  报第 46 卷

了所有模型的碳储量预测能力，其中 KNN 模型的

优化效果最佳，XGBoost 模型在优化后展现出最

高的预测精度，而 RF 模型则在优化后保持了较为

稳定的性能提升。

从图 3 可以看出，所有模型的预测值与实际

值都呈正相关，且数据大致沿着拟合线分布，说

明模型具有较好的预测能力。其中，XGBoost 模
型表现最佳。综合模型评价指标和模型结果拟合

效果可以看出，模型优度表现为 XGBoost 模型＞

RF 模型＞ KNN 模型。

图 3    RF、KNN、XGBoost 模型碳储量实测值和预测值的散点图
Fig. 3    Scatter plots of measured and predicted carbon stock values for the RF, KNN, and XGBoost models

2.4 基于 SHAP 值的最优特征组合中特征变量的

重要性评估

为研究各变量对模型的贡献程度，针对机器

学习模型的“黑箱”特性，本研究基于 SHAP[34]

（SHapley Additive exPlanations）来统一量化解释

关键变量对不同模型预测结果的影响。从表 7 可

以看出，不同模型对同一特征的重要性评估存在

明显差异。例如，特征 AIH40 在 RF 中的 SHAP 值

为 0.35，在 KNN 中为 0.27，而在 XGBoost 中高

达 0.64，这一差异表明 AIH40 在 XGBoost 模型中具

有更高的预测价值。相反，特征 H25 在 XGBoost
中的 SHAP 值仅为 0.01，而在 RF 和 KNN 中的

SHAP 值分别为 0.28 和 0.20，说明该特征在 RF
和 KNN 模型中发挥的作用相对较大。此外，特征

Imax在KNN中的SHAP值（0.33）显著高于RF（0.10）
和 XGBoost（0.22），可见 KNN 模型对这一特征

的依赖性更强。总体来看，不同模型由于自身算

法机制的不同，在捕捉特征与目标变量关系的方

式上也有所不同，进而导致在特征选择和权重分

配方面表现不同。

3 讨论与结论

3.1 讨    论

3.1.1 基于 RFE-CV 的特征筛选与模型性能提升

的关联性

研究发现，使用优选特征变量组合建立的

模型性能显著优于使用全部变量建立的模型：

XGBoost 模 型 的 R2 从 0.78 提 升 至 0.89（ 提 升

14.1%），随机森林模型的 R2 从 0.71 提升至 0.86 
（提升 21.1%），验证了特征选择在降低维度噪

声、增强模型泛化能力等方面的关键作用。这一

结论与高宇航 [20] 和 Luo 等 [18] 的研究结果相一致，

即合适的变量组合可以显著提高模型对森林碳储

量估测的精度。这说明特征选择能够有效去除冗

余信息，减少模型复杂度，提升模型的泛化能力

和预测精度。在实际应用中，特征选择能够帮助

研究者聚焦对目标变量具有重要影响的关键特征，

从而提高模型的解释性和实用性。除此之外，通

过 RFE-CV 筛选出 4 个高度变量（AIH40、AIH80、

H10、H25）和 1 个强度变量（Imax），证明了高度

变量在模型中的主导地位，这与穆喜云等 [35] 的研

究结果相似，表明高度变量与森林碳储量的相关

性较强。

3.1.2 以 RMSE 为目标函数的 Optuna-TPE 调优框

架的适用性

与传统网格搜索或随机搜索相比，以 RMSE
为目标函数的 Optuna-TPE 调优框架的优势是其

“自适应采样”特点 [21]，动态聚焦最优超参数区

表 7    特征变量重要性 SHAP 值
Table 7    The SHAP value of the importance of 

                            characteristic variables

变量 
Variables

SHAP 值 SHAP value 
RF KNN XGBoost

AIH40 0.35 0.27 0.64 
AIH80 0.30 0.31 0.14 
H10 0.26 0.27 0.36 
H25 0.28 0.20 0.01 
Imax 0.10 0.33 0.22 
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域，更加适配湿地松 LiDAR 数据的特性。例如，

XGBoost 模型的 RMSE 值降低了 2.31%（Optuna
误差调整百分比达随机搜索的 3.57 倍），RF 和

KNN 模型的收敛迭代次数分别减少 33.33% 和

49.18%。基于 TPE 算法的超参数重要性分析展示

了关键超参数的贡献程度，为高效调优提供了理

论支撑。XGBoost 模型对 L1 正则化项系数的高敏

感性（重要性 88.65%）表明其依赖正则化约束缓

解过拟合；KNN 模型则通过优化邻居数量使 R2 提

升 0.16，体现其在小样本高异质性场景中的潜力。

这一结果与王可月等 [15] 和李海霞等 [23] 关于自动化

调参可降低人为经验偏差的结论一致，但需结合

模型特性差异化设计优化目标。比如 XGBoost，
因集成学习机制更适合复杂非线性建模 [33]。此外，

超参数优化效果在一定程度上依赖于目标函数的

设定和搜索空间的定义。如果目标函数不恰当或

搜索空间不合理，可能导致优化结果不理想。因此，

本研究选取 RMSE 为目标函数，不仅是因为其对

异常值敏感，更因其能适配湿地松机载 LiDAR 数

据高维度与非均匀分布的特性，以降低估测偏差，

这对湿地松森林碳储量的精确估测具有实践意

义 [1]。同时，Optuna 在处理高维度、大规模数据

时可能会面临计算资源和时间成本的挑战。正如

Bergstra 等 [21] 指出，Optuna 在高维空间中可能不

如遗传算法等进化策略有效，尤其是当搜索空间

中存在复杂的相互作用时。Yu[24]在研究中也提到，

面对大规模数据集时，Optuna 的计算成本可能会

显著增加，从而限制其在实际应用中的效率。因此，

在未来研究中需进一步探索混合式优化方法（如

Optuna 融合遗传算法、粒子群优化等）[25,36]，并遵

循目标函数精准化、搜索空间结构化、算力评估

可行性原则，以实现碳储量模型效能与计算成本

的动态平衡。

3.1.3 模型选择与数据适配性

经特征筛选和超参数优化全流程优化后，各

模型性能显著提升。XGBoost 模型的 R2 达 0.93（提

升 19.2%），RMSE 降至 0.37 t（降幅 41.3%），

成为最优模型；KNN 模型的 R2 提升 33.3%，

实现较大改进；RF 模型保持稳健（MAE 降低

39.7%）。三大模型在优化后均展现良好性能，证

实集成学习模型在碳储量预测中的优势，同时表

明多种机器学习模型的适用性。这与 Wang 等 [37]

的结果一致，其融合无人机 LiDAR 与卫星遥感数

据预测红树林碳储量时发现，XGBoost 在特征筛

选与复杂地形建模中表现最优。傅志强 [38] 研究表

明，XGBoost 算法在进行碳储量反演时精度最高。

Cheng 等 [17] 研究显示，RF 在精度和可靠性方面优

于其他算法。这可能与模型的算法原理和数据特

征有关：XGBoost 的梯度提升机制适合处理湿地

松机载 LiDAR 特征间的非线性关系；RF 则基于

决策树的集成策略来实现对数据的处理和预测，

适合处理具有复杂关系的数据。因此，在实际应

用中，应根据研究对象的特性和数据分布选择合

适的模型。对高维非线性数据（如融合激光雷达

与多光谱特征）优先选择 XGBoost；当样本量有

限或存在测量噪声时，RF 的随机空间策略更能保

障泛化能力。此外，本研究仅依赖 LiDAR 数据，

未考虑土壤条件、地形等，但湿地松的固碳能力

受多种因子影响 [35]，未来可扩大样地范围，融合

多源数据（如多光谱数据、土壤数据）来增强模

型的生态学解释性，提升模型普适性。

3.1.4 基于 SHAP 值的特征重要性解释差异

本研究引入 SHAP[34] 来统一解释 RF、KNN 和

XGBoost 模型对湿地松碳储量的预测效果。通过

计算优选特征变量对预测结果的边际贡献（SHAP
值），并取绝对平均值来量化其对森林碳储量估算

的整体重要性：该值越高表明特征贡献度越大，对

模型输出的影响越显著。SHAP 值量化分析表明，

不同模型由于算法机制的不同（如 RF 的决策树集

成、XGBoost 的梯度提升机制），对相同特征的依

赖度存在显著差异。例如，特征 AIH40 在 XGBoost
模型中具有更高的预测价值特征，而特征 H25 在

RF 和 KNN 模型中的作用相对较大。这说明模型选

择直接影响特征变量的贡献度，需结合算法特性解

析碳储量驱动机制。这与 Chen 等 [39] 的研究结果一

致，他们整合无人机和多光谱数据，通过 SHAP 值

评估不同尺度下特征的重要性差异，为草原碳汇监

测的多源数据融合提供了优化策略。此外，Li 等 [30]

利用 SHAP 值分析得出不同树种对特征的依赖性也

存在差异：针叶林模型中，冠层高度的贡献更显著；

阔叶林模型中，光谱反射率（如近红外波段）的贡

献更高。因此，在实际应用中，选择合适的模型和

理解其对特征的利用方式对于准确评估特征的重要

性至关重要，未来可增加不同植被类型下的模型比

较研究，以探索特征重要性在多尺度、多类型环境

中的变化规律，为多物种森林碳储量估算的特征优

化提供支持，为碳储量估算提供更具普适性和适应

性的方法支撑。

3.2 结    论

本研究以湿地松人工林为对象，提出“RFE-
CV 特征筛选与 Optuna-TPE 超参数优化”的协同

框架，显著提升了湿地松人工林碳储量模型的估
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测精度。结果表明，该框架能有效降维去噪、提

升模型泛化性并显著优化模型性能。其中，优化

后的 XGBoost 模型展现出最优性能，充分证实了

集成学习算法在预测湿地松人工林碳储量上的优

越性。此外，本研究发现高度变量在模型构建中

占主导地位，5 个关键变量中有 4 个为高度相关变

量。同时，基于 SHAP 值的分析结果表明，由于

算法机制不同，模型对不同特征的响应存在显著

差异，为明确湿地松碳汇的关键驱动特征提供了

重要的理论与方法学依据。本研究所构建的全流

程优化框架，不仅提升了湿地松碳储量估测的精

度和效率，为湿地松人工林碳储量的精准估算提

供了可靠的解决方案，也为相关森林参数反演及

生态过程建模研究提供了参考性的概念框架。未

来可进一步扩大样地覆盖范围（如纳入不同林龄、

立地条件的林分），并融合多源数据以增强模型

的生态学解释能力，从而进一步提升模型在区域

尺度碳储量估测中的适用性。
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