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基于 AMBOP-SRC 模型的木质家具供应链市场
需求预测

屈俊林，庞    燕，王忠伟

（中南林业科技大学，湖南  长沙  410004）

摘    要：【目的】木质家具供应链市场需求受季节波动、突发事件冲击和多因素耦合影响明显，导致传统单一

模型预测精度与稳定性不足。为此，本研究提出一种基于自适应游走矩优化与季节性、残差协同机制的木质家

具供应链市场需求预测模型（AMBOP-SRC），以提高预测精度、鲁棒性和泛化能力。【方法】首先，对木质家

具销售数据进行清洗、归一化及周粒度聚合，构建需求时间序列；其次，采用 SARIMA 模型刻画需求序列中的

线性趋势与季节性规律，并提取初始预测残差；然后，进一步利用 PSO 优化 SVR 模型，对残差序列中的非线

性波动进行拟合；在此基础上，引入自适应游走矩优化算法（AMBOP），对组合模型参数与协同预测过程进行

动态优化，提高高维参数空间中的搜索效率与预测稳定性；最后，通过消融试验、模型对比试验和泛化试验，

对所提模型进行系统验证，并采用 RMSE、MAE 等指标评价模型性能。【结果】消融试验表明，AMBOP-SRC

预测模型中任何组件的缺失都会导致预测性能的明显下降；AMBOP 不仅能对模型的参数进行优化，而且能够

有效平衡季节性波动和突发事件响应之间的关系，实现算法与家具行业特性的深度适配。性能对比试验表明，

AMBOP-SRC 预测模型的综合性能明显优于相应领域的经典预测方法，有效提高了木质家具供应链需求预测的

精度和可解释性。泛化试验表明，AMBOP-SRC 预测模型在不同数据集上展现出良好适应能力，可应用于木质

家具供应链各关键环节的需求预测。【结论】AMBOP-SRC 预测模型高度适用于木质家具供应链需求预测，具

备较高的预测精度、良好的泛化性能，预测结果能为家具企业在库存周转率优化、生产计划动态调整等方面提

供重要的决策参考，从而增强供应链的韧性。

关键词：木质家具；供应链；需求预测；AMBOP-SRC
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Research on market demand forecasting for wood furniture supply chain 
based on the AMBOP-SRC model

Qu Junlin, Pang Yan, Wang Zhongwei

(Central South University of Forestry & Technology, Changsha 410004, Hunan, China)

Abstract:【Objective】Market demand in the wood furniture supply chain is strongly affected by seasonal fluctuations, unexpected 
disturbances, and multi-factor coupling, which often limits the accuracy and stability of traditional single forecasting models. To address 
this issue, an AMBOP-SRC model is proposed for market demand forecasting in the wood furniture supply chain, with the aim of 
improving forecasting accuracy, robustness, and generalization capability.【Method】First, the wood furniture sales data were cleaned, 
normalized, and aggregated at the weekly level to construct a demand time series. Then, a SARIMA model was employed to capture 
the linear trend and seasonal patterns of the demand series, and the initial residuals were extracted. Next, an SVR model optimized by 
particle swarm optimization (PSO-SVR) was used to fit the nonlinear fluctuations contained in the residual series. On this basis, an 
adaptive movement block optimization procedure (AMBOP) algorithm was introduced to dynamically optimize the parameters and 
collaborative forecasting process of the hybrid model, thereby improving search efficiency and prediction stability in a high-dimensional 
parameter space. Finally, ablation experiments, comparative experiments, and generalization experiments were conducted, and model 
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在数字化发展加速、消费需求日益多元化

的背景下，木质家具产品消费者的需求正逐渐从

基本功能向个性化、定制化和智能化服务等方向

转变，这就要求供应链的需求预测更加准确、高

效。基于此，研究人员对家具供应链需求预测方

法进行了研究。例如，杨梦等 [1] 分别采用回归模

型、自回归滑动平均模型以及简单移动平均法对

“十四五”期间中国主要木质家具的消费量、进

口量、出口量进行了预测；Buongiorno[2] 在全球

家具产品模型中引入随机需求冲击，实现了气候

约束下全球产量与价格的预测；Adamowicz 等 [3] 

基于波兰国有家具拍卖数据构建了状态空间趋

势模型，并对针叶锯材平均售价进行了预测；

Tzanova[4] 采用单变量与多变量指数平滑法在滚动

原点框架下对欧盟纸浆进口进行了预测。木质家

具供应链市场需求具有很强的季节波动性，一些

学者为解决供应链需求预测中的季节性波动问题

展开了研究。例如，De Livera 等 [5] 提出了具有

复杂季节模式的时间序列扩展指数平滑模型；吴

义来等 [6] 构建了 ARIMA 模型用于预测他汀类药

物需求量，为医疗机构制定药品采购计划提供了

可靠工具；Taylor[7] 调查了季节性差分自回归滑

动平均（Seasonal auto regressive integrated moving 
average，SARIMA）模型在超市销售预测中的应用，

并强调了它在管理季节变化方面的优势；沈俏会

等 [8] 采用灰色预测法和时间序列模型，基于浙江

省 2011—2020 年的环境质量数据，对该省 2021—
2025 年的环境质量进行了预测和分析。基于线性

时间序列的模型在捕捉趋势和季节波动方面具有

显著优势，但对于突发性需求波动等非线性问题

却无法有效解决。因此，一些学者开始将时间序

列预测方法与机器学习等可处理非线性特征的预

测方法相结合，开展相关研究。例如，汪芸芳等 [9] 

引入蝙蝠算法（Bat algorithm，BA）用于优化支

持向量回归（Support vector regression，SVR）模

型的自由参数值，构建 BA-SVR 混合模型，对北

京市果蔬生鲜需求变化趋势进行模拟仿真及实证

预测；郝杨杨等 [10] 构建了基于改进粒子群算法优

化的反向传播神经网络预测模型，并通过上海生

鲜农产品物流需求预测实例验证了该模型的有效

性；Seyedan 等 [11] 提出了一种集成的 SARIMA-
SVR 模型用于多期物流需求预测；Quan 等 [12] 研

究了 SARIMA 和 SVR 模型在预测物流需求动态

条件中的应用。与此同时，模型参数的选择在决

定预测精度和可靠性方面起着至关重要的作用。

为此，一些研究者提出了如豪猪优化 [13]、随机

搜索 [14]、差分进化 [15]、贝叶斯优化 [16]、模拟退 
火 [17]、网格搜索 [18]、点阵搜索 [19] 等不同参数优

化方法，用于增强预测模型的性能。上述的模型

参数优化方法虽然各有优势，但面对木质家具产

品需求中具有的季节波动性大、突发事件频繁发

生以及供应链结构复杂等家具行业特性时，在行

业适配性方面还存在明显局限。值得注意的是，

从算法原理上看，随机游走算法与自适应算法在

处理不确定性高、动态变化强、结构复杂的问题

上更加具有适用性，高度契合木质家具供应链的

运行特点。部分学者对随机游走算法与自适应算

法进行了研究。例如，Jiang 等 [20] 提出了一种基

于随机游走算法的索引方案，用于高效准确地计

算大规模动态图中的 SimRank 相似度；Vital 等 [21]

对多种随机游走策略进行了比较分析，证明不同

的随机游走策略在图嵌入和链接预测任务中具有

不同的表现；谢嘉等 [22] 提出了一种自适应多态蚁

群算法，通过优化蚁群算法中的参数设置及信息

素更新机制，有效提升了无人配送车的路径规划

效果；Chen 等 [23] 利用自适应算法改进野火概率建 
模，提高了森林地区野火预测的准确性。

然而，现有需求预测方法在进行木质家具供

应链市场需求预测时面临显著挑战，存在一些局

performance was evaluated using indicators such as RMSE and MAE.【Result】Ablation experiments demonstrate that the absence of 
any component in the AMBOP-SRC forecasting model leads to a significant decline in predictive performance. The AMBOP method not 
only optimizes model parameters but also effectively balances the relationship between seasonal fluctuation modeling and emergency 
response, achieving deep adaptation to the characteristics of the furniture industry. Performance comparison experiments show that the 
AMBOP-SRC forecasting model significantly outperforms classical forecasting methods in the corresponding field, effectively improving 
the accuracy and interpretability of wooden furniture supply chain demand forecasting. Generalization experiments indicate that the 
AMBOP-SRC forecasting model exhibits strong adaptability across different datasets, making it applicable to demand forecasting in key 
stages of the wooden furniture supply chain.【Conclusion】The AMBOP-SRC forecasting model is highly suitable for wooden furniture 
supply chain demand forecasting, featuring high prediction accuracy and excellent generalization performance. Its results provide crucial 
decision-making references for furniture enterprises in optimizing inventory turnover rates and dynamically adjusting production plans, 
thereby enhancing supply chain resilience.
Keywords: wood furniture; supply chain; demand forecasting; AMBOP-SRC
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限，主要体现在以下 3 个方面。1）木质家具销售

受节假日、季节更替等因素影响，呈现周期性变

化；传统统计预测模型虽然可以捕捉线性趋势与

季节规律，但对突发非线性波动的响应能力较弱。

2）木质家具供应链受政策调整、物流中断、市场

促销等突发因素冲击，导致需求时常出现非线性

波动；机器学习模型虽可处理非线性关系，但对

长期季节性趋势的建模精度不足；深度学习方法

依赖大量历史数据，在数据不足的情况下存在泛

化能力不强的问题。3）混合预测模型涉及多组参

数，传统优化方法的参数优化策略多为静态设定，

在高维参数空间中效率较低，且难以适应动态数

据变化，导致预测模型稳健性降低。

为应对上述挑战，本研究拟提出一种新颖的

AMBOP-SRC 预测模型，通过采用季节性与残差序

列协同（Seasonal and residual series collaborative，
SRC）的两级串联结构，显著提升需求预测的精度

和鲁棒性。首先，采用季节性时间序列方法捕捉数

据中的线性趋势及显著季节规律，可有效应对数据

的周期性波动；其次，运用改进的粒子群优化算法

（Particle swarm optimization，PSO）对支持向量回

归（SVR）模型进行参数优化，通过对残差序列进

行非线性拟合，增强模型对突发需求波动的响应能

力；最后，为进一步提升预测模型参数优化的效率

与准确性，本研究设计了一种新颖的自适应游走

矩优化算法（Adaptive movement block optimization 
procedure，AMBOP），实现高维参数空间下的高

效搜索与动态调整，克服传统优化方法在复杂环境

下收敛速度慢、适应性差的缺陷。

1 数据与方法

1.1 数据来源与预处理

本研究以 Wooden Furniture Sale 数据集作为木

质家具供应链市场需求预测模型的主试验数据集。

该数据集来源于公开家居零售销售数据库，包含订

单日期、订单数量、单价、折扣和运费等与家具销

售相关的交易信息，共计 8 500 条记录 [24]。由于该

数据集样本量较大、时间跨度较长，且能够较为完

整地反映木质家具销售过程中的时序波动特征，因

此将其用于模型训练、性能对比和消融试验。

为提高数据质量并减少异常因素干扰，首先

对原始数据进行了数据清洗，主要包括缺失值处

理、异常记录剔除和字段统一整理等操作。清洗

后的数据结构如表 1 所示。其中，单价表示单件

产品价格，运费表示订单运输成本。由于原始数

据源未明确说明币种，本研究将二者统一表述为

货币金额变量。随后，考虑到支持向量回归模型

对特征量纲较为敏感，采用最大 - 最小归一化方法

对相关变量进行线性变换，以降低不同量纲对模

型训练过程的影响。

表 1    数据清洗后的数据结构示例
Table 1    Example of data structure after data cleaning

订单日期
Order date

订单数量
Order 

quantity

单价
Unit price

折扣
Discount /%

运费
Shipping 

cost
January 2017 5 25.26 0.5 11.92

January 2018 4 166.71 0.6 9.81

January 2019 2 57.39 0.2 8.30

January 2020 2 132.87 0 9.63

January 2021 7 122.07 0.6 12.56

为满足季节性时间序列建模需求，本研究将

清洗后的交易数据按周粒度进行聚合，构建以周为

时间步长的销售量序列。聚合后的时间序列数据

结构如表 2 所示。按周聚合后的样本时间为 2017
年 1 月 1 日—2021 年 1 月 3 日。在此基础上，按

照时间顺序将样本划分为训练集和测试集，其中训

练集占 80%，测试集占 20%，用于模型拟合与预

测性能检验。此外，为验证所提模型在不同木质家

具数据集上的适用性与泛化能力，后续研究中进一

步选取 Furniture Price Prediction-1 和 Furniture Price 
Prediction-2 数据集开展泛化性能验证，相关数据

集信息将在泛化试验部分作进一步说明。

表 2    按周粒度聚合的数据结构示例
Table 2    Example of a data structure aggregated by week

订单日期 Order date 订单数量 Order quantity

1 January 2017 5

8 January 2017 53

15 January 2017 58

22 January 2017 50

29 January 2017 37

1.2 AMBOP-SRC 模型构建

针对木质家具供应链市场需求同时具有显著

季节性规律和突发性非线性波动的特点，本研究

构建了一种由 SARIMA 模块、PSO-SVR 模块和

AMBOP 优化机制组成的混合预测模型：AMBOP-
SRC 模型。该模型遵循先构建线性季节成分、再

对非线性残差进行修正、最后对关键参数进一步

优化的基本思路。首先，利用 SARIMA 模型对需

求序列中的趋势项和季节性成分进行拟合与预测，

得到基准预测结果，并据此提取残差序列；然后，
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将残差序列输入 PSO-SVR 模块，对线性模型未能

刻画的非线性波动进行学习与补偿；最后，引入

自适应游走矩优化算法（AMBOP），对组合模型

中的关键参数搜索过程进行优化，以提高高维参

数空间中的寻优效率和模型预测稳定性。模型总

体架构如图 1 所示。

图 1    AMBOP-SRC 预测模型整体架构
Fig. 1    Overall architecture of AMBOP-SRC prediction model

1.2.1 SARIMA 模型

SARIMA 模型主要用于分析受季节性变化或

其他因素引起的周期性时间序列，其突出优势在

于短时预测结果精度较高，劣势在于长期预测效

果较差。其表达式为 SARIMA(p,d,q)(P,D,Q)s，其中

包含 2 组参数和 1 个季节周期。（p,d,q）为非季

节性部分，p 为非季节部分的自回归阶数，衡量当

前值与过去 p 个时间点之间的线性关系；d 为非季

节性差分次数，使序列满足平稳性要求；q 为非

季节性移动平均（Moving average，MA）项的阶

数，反映当前误差与过去 q 个时间点误差之间的

关系。（P,D,Q）为季节性部分，P 为季节性自回

归项的阶数，D 为季节性差分次数，Q 为季节性

移动平均项的阶数。s 为季节周期长度。在本研究

中，SARIMA 模型主要用于刻画木质家具市场需

求序列中的线性变化趋势和季节性波动规律，并

输出基准预测结果。模型建模过程包括序列平稳

性处理、候选模型构建、参数筛选和拟合预测等

步骤。考虑到周度销售数据具有明显年度季节性

特征，s 设定为 52。最优模型阶数通过校正赤池信

息量准则（Corrected akaike information criterion，
AICc）自动筛选，以兼顾模型拟合效果与复杂度。

SARIMA 模型的标准数学表达与建模流程可参见

文献 [25]。在本研究中，SARIMA 模型的输出公

式如下：

 SARIMA 1 2 1
ˆ ( , , , )t tM f y y y −=  。 （1）

式中：yt 为时刻 t 的实际需求值； ˆ
tM 为 SARIMA

模型在时刻 t 的预测值。对应残差序列的计算公式

如下：

 ˆ
t t te y M= − 。 （2）

式中：et 表示 SARIMA 模型在时刻 t 未能刻画的

误差值。该残差中包含序列中的非线性波动信息，

为后续 PSO-SVR 模块提供建模对象。

1.2.2 PSO-SVR 模型

支持向量回归（SVR）是一种基于统计学习

理论的监督学习算法，广泛应用于回归分析任

务，在处理高维、非线性数据时表现出优秀的泛

化能力。SVR 的核心思想是通过构建 1 个间隔带

（e -tube），使大多数样本落于该带内，从而实现

对函数关系的稳健拟合。SVR 借助核技巧实现特

征空间映射，能够有效处理非线性关系，因此在

诸多实际领域中得到广泛应用。为提升 SVR 在木

质家具供应链需求预测中的适用性，需要对其关

键参数进行精细化调整。其中，惩罚系数、高斯

径向基核函数的核参数以及不敏感损失函数的间

隔带宽度，对模型的非线性拟合能力与泛化性能

具有显著影响。由于这些参数之间存在复杂的耦

合关系，且最优组合难以通过经验设定获得，因

此采用智能优化算法实现超参数的自动调参显得

尤为关键。

粒子群优化算法（PSO）作为基于群体智能的
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全局搜索方法，特别适用于 SVR 超参数的自动化

优化。PSO 通过模拟个体与群体的社会学习行为，

在高维连续参数空间中高效探索最优解。相较于

网格搜索或随机搜索，PSO 具备更强的全局寻优

能力与更快的收敛速度，且仅需设置少量控制参

数。更重要的是，PSO 能在有限迭代过程中动态

平衡全局探索与局部开发，显著提升参数搜索效

率与稳定性。因此，将 PSO 用于 SVR 的超参数自

动调优，不仅克服了人工调参主观性强、耗时费

力的缺陷，还能系统性地挖掘模型潜力，构建出

更高精度与鲁棒性的预测模型。通过 PSO 算法对

SVR 模型进行优化，构建了优化后的支持向量回

归模型（PSO-SVR）。本研究设计的 PSO-SVR 模

型基本结构如图 2 所示。

C. 惩罚系数；γ. 核函数参数；ε. 不敏感损失函数间隔带宽度。C. Penalty coefficient; γ. Kernel parameter; ε. Width of ε-insensitive tube.

图 2    PSO-SVR 模型基本结构示意图
Fig. 2    Schematic diagram of the basic structure of PSO-SVR model

使用粒子群算法对 SVR 模型的参数调优步骤

如下：

1）确定 SVR 模型的核函数和参数范围。首

先选择适合的核函数，常见选项包括线性核、多

项式核与高斯径向基核等。随后设定惩罚系数（C）、
核函数参数（γ）以及不敏感损失函数间隔带宽度（ε）
等待优化参数的取值范围。

2）定义粒子群算法的目标函数。适应度函

数衡量参数性能，采用均方根误差（Root mean 
square error，RMSE）作为评价指标，其值越小代

表粒子对应的参数组合越优。

3）初始化粒子群的位置和速度。在设定的参

数范围内随机生成 1 个粒子群，每个粒子的位置

代表 1 组 SVR 参数，速度代表参数调整的方向与

幅度。同时初始化个体最优与全局最优位置。

4）计算每个粒子的适应度。将每个粒子当前

位置的参数代入 SVR 模型进行训练与预测，计算

其在验证集上的目标函数值作为该粒子的适应度。

5）更新粒子的位置和速度。根据每个粒子的

适应度和全局最优粒子的位置，更新每个粒子的

速度和位置。

6）迭代直至收敛。重复执行步骤 4 和 5，直

到达到预设的最大迭代次数或目标函数值低于设

定阈值的终止条件。

7）输出最优参数并进行预测。选取全局最优

位置所对应的参数组合作为 SVR 的最优超参数，

使用该配置重新训练模型并用于最终预测。

SVR 的目标是在输入数据 xi 和实际输出

yi 之间找到函数 f(x)，使得预测值 f(xi) 与实际

yi 之间的误差在阈值 e 以内。其基本目标函数

 2
, 1

1min ( )
2

n
w b i ii

C ξ ξ∗
=

 + +  ∑w 的约束条件如下：

 *

*

( )( )

0
i i i i i i

i

y x b x b ye ξ e ξ ξ

ξ

 − + + + − +



≤ ≤

≥

w w
。（3）

式中：w 是权重向量，决定超平面的方向；b 是偏 
置，控制超平面的偏移；e 是误差阈值，定义了一个 
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“不敏感带”，在该带内的预测误差不计入损失；

 iξ 是第 i 个样本对应的松弛变量，表示样本偏离 ε
不敏感区间的程度；i为训练样本索引，i=1，2，…，

n；n 为训练样本总数；||w||2 是 w 的二范数的平方，

用于控制与训练误差之间的关系。

为高效求解上述带约束的优化问题，通常引

入拉格朗日乘子并将其转化为对偶问题。通过构

建拉格朗日函数，先对原变量求极小值，再对拉

格朗日乘子求极大值，得到拉格朗日对偶目标函

数，其表达式如下：

             
 

( , ),
1 1 1 1

1max ( )( ) ( ) ( )
2 i j

n n n n

i i j j x x i i i i i
i j i i

yα α α α α α γ e α α α α∗
∗ ∗ ∗ ∗

= = = =

 
− − − − + + − 
  

∑∑ ∑ ∑ 。                       （4）

约束条件如下：

 

1
( ) 0

0

n

i i
i

i

i C

α α

α

α

∗

=

∗


− =







∑
≤

≤

。 （5）

最终得到的 SVR 决策函数：

 
( , )

1
( ) ( )

i

n

i i x x
i

f x bα α γ∗

=

= − +∑ 。 （6）

式中：αi 和 αi
* 是拉格朗日乘子，分别对应原始问

题中 2 个不等式约束； ( , )ix xγ 是核函数，用于将样

本映射到高维特征空间，以处理非线性回归问题；

自变量 x 表示待预测样本。

由此表明，只有那些对应（αi-αi
*）不为 0 的

样本点（即支持向量）才会对模型预测结果产生

影响，从而保证模型的稀疏性与泛化能力。

1.2.3 SRC 协同预测机制

当单独使用 SARIMA 模型或 SVR 模型进行木

质家具供应链需求预测时，SARIMA 模型能够有

效捕捉数据中的线性及季节性特征，但在处理由

促销、供应链中断等突发因素引起的非线性波动

时表现较差，对非线性关系的刻画能力有限。而

经 PSO 优化的 SVR 模型虽然在拟合整体趋势方面

具有一定优势，但对波动幅度的精确预测仍存在

明显偏差。为弥补这一缺陷，本研究将 SARIMA
模型与 PSO-SVR 模型相结合，构建混合预测框

架（SRC）。在 SRC 框架中，首先使用 SARIMA
模型对家具需求序列进行初步预测，并提取其残

差序列（该残差中包含原始数据中未被线性模型

捕捉的非线性成分）；然后利用 PSO 算法优化的

SVR 模型对该残差进行再学习和建模，从而实现

对 SARIMA 模型预测误差的有效补偿。

实际需求值 yt 为线性季节成分与非线性扰动

成分之和，计算公式为：

yt=Mt+Nt。 （7）
式中：Mt 表示由 SARIMA 模型刻画的线性与季节性

部分；Nt 表示由 PSO-SVR模型拟合的非线性残差部

分。由此，组合模型在时刻 t 的最终预测值（ ˆty ） 
计算公式为：

 ˆ ˆˆt t ty M N= + 。 （8）

式中： ˆ
tM 为 SARIMA 模块输出的预测值； ˆ

tN 为

PSO-SVR 模块输出的残差修正值。

对于残差序列 et，采用长度为 m 的滑动窗口构

建监督学习样本。具体而言，在时刻 t，选取前 m
个时刻的残差值构成输入向量 xt=(et-m,et-m+1,…,et-1)，
并以当前时刻残差 et 作为输出值，以此构建训练

样本（xt，et）。在本研究中，考虑周度数据的短

期波动特征，将窗口长度设定为 4，用于表征近 4
周的需求变化信息，样本示意图如图 3 所示。

绿色方框表示残差子序列，蓝色方框表示输出标签；绿色方框与蓝色方框
共同构成一个 SVR 样本。 

Green boxes represent residual subsequences, blue boxes denote output labels, 
and each pair constitutes an SVR sample.

图 3    PSO-SVR 模型训练样本示意
Fig. 3    Schematic diagram of PSO-SVR model training samples

1.2.4 AMBOP 算法原理

当前主流优化方法中，遗传算法、粒子群

优化算法等元启发式算法依赖无导向随机探索，

缺乏梯度利用，收敛效率低；而随机梯度下降、

Adam 等算法虽然具有局部收敛优势，但受固定参

数约束，对复杂损失响应迟钝，容易陷入局部最优。

相比之下，模拟退火等随机游走策略虽具有全局

搜索潜力，却缺乏方向引导。为此，本研究提出

一种新颖的自适应游走矩优化算法（AMBOP），

通过融合随机游走的全局探索能力与自适应动

量机制的方向引导优势，构建协同优化框架。

AMBOP 引入可控随机扰动并动态调节其强度与梯

度驱动权重，实现探索与开发的在线平衡，同时

结合曲率感知机制，增强对参数空间非线性结构
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的响应能力，特别适用于木质家具供应链需求预

测这一类高维、非凸、强扰动的场景。AMBOP 算

法的函数定义如下所示。

 2
MAE

1 ˆmin
1 t t

T
L y y

tTθ γ= − +
=∑ w 。 （9）

 ˆ ( ) ( ) ( )d S T
t p t Q t ty B y B Xϕ ϑ e σ= ∆ + + w 。 （10）

式中：
 1 ˆ

1 t t
T

y y
tT

−
=∑ 代表平均绝对误差损失函

数，用于衡量 yt 与  ˆty 之间的平均绝对误差；T 代

表时间序列的总长度。yt 通过对各时刻的误差取

绝对值后计算平均数，主要用于反映整体的预测

精度，最终目标是使误差实现最小化，让预测结

果尽可能接近实际情况。γ 是正则化参数，主要用

于控制正则化的强度。γ ||w||2 代表正则化项，可以

防止模型出现过拟合现象，并且可以通过调整 φ
的值，在模型复杂度和预测精度之间寻求平衡。

 ˆty 是模型的预测输出，它定义了模型的预测形

式，确保预测由线性和非线性 2 个部分共同组成。

 ( ) d
p tB yϕ ∆ 表示对时间序列的线性趋势部分建模；

 ( )S
Q tBϑ e 是 SARIMA 模型对季节性部分的建模；

wTσ(Xt) 是 SVR 模型对季节性时间序列预测产生的

残差非线性建模部分，其中 σ(Xt) 是激活函数，Xt

是输入特征。

AMBOP 算法的初始化阶段，会随机生成 N
个候选解，如公式（11）所示。

θk={p，d，q，P，D，Q，C，γ，ε}k。    （11）
式中，k=1，2，…，N。θk 表示第 k 个候选解，即

第 k 组待优化参数组合。p、d、q、P、D、Q 为

SARIMA 模型参数，C、γ、ε 为 SVR 模型中的参数。

根据周期销售时间序列的季节性特征，本研究将

季节周期参数 s 设为 52。其他参数的取值范围设

置为：p、q ∈ [0，5]，d ∈ [0，2]，P、Q ∈ [0，2]， 
D ∈ [0，1]；C ∈ (0，100]，γ ∈ (0，10]，
ε ∈ [0.001，1]。初始候选解在上述参数空间内

随机生成，以提高参数搜索的覆盖性和全局寻优 
能力。

AMBOP 算法的候选解更新函数用于更新每个

候选解的位置，计算公式如下：

 new and best and best( ) ( )k k k kθ θ r θ θ r θ θα β= + − + − 。（12）

式中： new
kθ 代表更新后的第 k 个候选解。α 为步

长系数，用于控制当前迭代的参数更新幅度；β 为

历史信息衰减系数，用于控制前一时刻矩估计项

在当前更新中的保留程度。参考自适应优化算法

中常用的参数设定方式，并结合预试验结果，本

研究中 β 取 0.95，历史信息衰减系数 β 主要用于

控制前一时刻矩估计项在当前更新中的保留程度，

本研究根据预实验结果将其固定设为 0.95，不随

迭代次数动态更新；α 则随迭代过程动态调整，以

兼顾全局探索能力和局部收敛效率。较大的学习

率可以使算法更快速地搜索参数空间，但有可能

会导致算法错过最优解；较小的学习率则可以使

算法更精确地搜索，但搜索速度相对较慢。rand 是

1 个在 [0，1] 均匀分布的随机数，用于增加搜索

的随机性，有助于算法跳出局部最优解。θbest 是当

前找到的最优解，也是当前目标函数值最小的候

选解。 new
kθ 将不断向 θbest 方向移动，最终实现算

法对最优解的搜索。

AMBOP 算法自适应步长的调整主要通过自适

应步长函数来实现。自适应步长函数如下所示：

αi+1=αi×exp(-i/τ)。                                      （13）
式中：i 为当前迭代次数；τ 为步长衰减因子，用

于控制步长随迭代次数增加而减小的速度；α 为自

适应步长系数。在参数搜索初期，较大的 α 有助

于扩大搜索范围，增强全局探索能力；随着迭代

进行，α 逐渐减小，使算法在潜在最优区域内进行

精细搜索，从而提高局部寻优精度。

AMBOP 算法中预先设定收敛阈值 μ=1×10-4

和最大迭代次数 Imax=200。Fi+1 和 Fi 分别表示第

i+1 次和第 i 次迭代后的目标函数。当相邻 2 次迭

代的目标函数值变化量满足 |Fi+1-Fi| ＜ μ，或当前

迭代次数达到 Imax 时，算法停止迭代。在迭代过程

中，若目标函数值变化量小于收敛阈值 μ，说明算

法已收敛到相对稳定的解，继续迭代对解质量的

提升有限，因此终止迭代。此外，为避免算法陷

入无限循环，当迭代次数达到最大迭代次数 Imax 时，

无论是否满足收敛条件，均停止迭代。

为避免目标函数符号混淆，本研究将候选解

的目标函数记为 F(θk)，表示第 k 个候选参数组合

代入AMBOP-SRC模型后得到的验证集预测误差，

其计算公式为：

 2

1

1 ˆ( ) RMSE( ) [ ( )]
n

k k k
j j

j
F y y

n
θ θ θ

=

= = −∑ 。（14）

式中：yj 为第 j 个样本的实际值； ˆ ( )k
jy θ 为采用

候选解 θk 对应参数得到的预测值；n 为验证集样

本数量。F(θk) 用于衡量单个候选解的适应度，数

值越小表示该参数组合越优。

为区分单个候选解目标函数与迭代过程中的



屈俊林，等：基于 AMBOP-SRC 模型的木质家具供应链市场需求预测210 第 7 期

全局最优目标函数，进一步定义：

 best( )i
iF F θ= 。 （15）

式中：Fi 表示第 i 次迭代结束后全局最优候选解对

应的目标函数值； best
iθ 表示第 i 次迭代后获得的

全局最优候选解。Fi 和 Fi+1 用于判断相邻 2 次迭

代之间算法整体是否收敛。

当新候选解的目标函数值不优于当前候选解

时，为增强算法跳出局部最优的能力，引入自适

应接受概率 Pa，其计算公式为：

 

a

1 ( ) ( )

( ) ( )exp ( ) ( )

k' k

k' k
k' k'

i

F F
P F F F F

θ θ

θ θ θ θ
λα δ




=   −
−  + 

， ＜

， ≥
。（16）

式中：θk′ 为更新后生成的新候选解；λ 为接受

概率调节系数；δ 为防止分母为 0 的极小常数。

F(θk) 和 F(θk’) 用于比较单个候选解更新前后的优

劣，当 F(θk’) ＜ F(θk) 时，直接接受新候选解；当

F(θk’)≥F(θk)时，则根据Pa以一定概率接受较差解，

从而避免算法过早陷入局部最优。AMBOP 优化过

程如表 3 所示。

1.3 试验环境

为保证试验结果的准确性、可重复性和一致

性，减少硬件、软件及运行环境差异对试验结果

的影响，本研究所有试验均在统一环境下完成。

试验平台为 AutoDL，主要硬件配置：中央处理器

为 Intel(R) i9-10980XE 3.00 GHz，GPU 为 NVIDIA 
GeForce RTX 2080 Ti，内存为 11.0 GB；软件环

境为 Windows 10 操作系统，Python 开发环境为

PyCharm，深度学习框架 PyTorch 版本为 1.8.1。

表 3    AMBOP 优化过程
Table 3    AMBOP optimization process

步骤 Step 操作 Operation 说明 Description

1 初始化参数
初始化候选解数量 N、最大迭代次数 Imax、收敛阈值 μ、初始步长 α、历史信息衰减系数 β，并在参数空间

内随机生成初始候选解 θk。k=1，2，…，N

2 计算初始适应度 将每个初始候选解 θk 代入 AMBOP-SRC 模型，计算对应的目标函数值 F(θk)，并确定当前最优候选解 θbest

3 判断迭代条件 当前迭代次数 i 小于最大迭代次数 Imax，且尚未满足收敛条件时，继续执行参数更新

4 生成候选参数 根据自适应随机游走更新策略，对当前候选解 θk 进行扰动和更新，生成新的候选解 θk′

5 计算候选解适应度 将新的候选解 θk′ 代入 AMBOP-SRC 模型，计算其目标函数值 F(θk′)

6 更新当前候选解
若 F(θk′) ＜ F(θk)，则接受新的候选解；否则，按照自适应接受概率（Pa）判断是否接受该候选解，以增强

算法跳出局部最优的能力

7 更新全局最优解
若当前候选解的目标函数值小于全局最优目标函数值，则更新全局最优候选解 θbest 及其对应的目标函数值

F(θbest)

8 调整步长参数
根据步长衰减函数更新步长系数 α，使算法在前期保持较强的全局搜索能力；随着迭代进行，α 逐渐减小，

在后期提高局部搜索精度

9 判断收敛条件 若相邻 2 次迭代的目标函数值变化量满足 |Fi+1-Fi| ＜ μ，或迭代次数达到 Imax，则停止迭代

10 输出最优参数 输出全局最优候选解 θbest，作为 AMBOP-SRC 模型的最优参数组合

2 结果与分析

2.1 模型评价指标与参数设置

本研究采用平均绝对误差（Mean absolute error， 
MAE）、均方根误差（RMSE）、平均绝对百分比

误差（Mean absolute percentage error，MAPE）和

决定系数（Coefficient of determination，R2）4 个

模型性能评价指标。MAE（MAE）指标是指预测值

与实际值之差的绝对值的平均数，其主要用于衡

量模型预测的平均误差大小，以及评估模型的稳

定性和可靠性。RMSE（RMSE）指标是指预测值与

实际值之差平方的平均数的平方根，这个指标主

要用于识别模型在处理极端值或异常值时的表现。

MAPE（MAPE）指标是指预测误差的绝对值与实际

值的比率的平均数，它主要用于衡量预测误差相

对于实际值的大小。R2 指标是指实际观测值的变

异中有多少可以由模型解释，这个指标能衡量模

型解释数据变异性的能力，并判断模型的拟合度。

当 R2 的值越接近 1，则表示模型的解释能力越强。

2.2 不同参数优化算法的对比试验

为全面评估所设计的自适应游走矩优化算法

（AMBOP）的性能，本研究开展了参数优化对

比试验。试验将 AMBOP 与对应领域的经典和先

进算法进行对比，这些算法包括网格搜索（Grid 
search，GS）[26]、随机搜索（Random search，RS）[27]、

模 拟 退 火（Simulated annealing，SA）[28]、 差 分

进化（Differential evolution，DE）[29]、豪猪优化

（Porcupine optimization，PO）[30] 及贝叶斯优化

（Bayesian optimization，BO）等 [31]，结果如表 4
所示。
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表 4    不同算法进行模型参数优化的试验结果对比
Table 4    Comparison of experimental results for model  

                  parameter optimization using different algorithms

算法与模型组合
Algorithm and model 

combination
MAE MAPE /% RMSE R2

PO+SRC 30.56 25.71 36.89 0.42

RS+SRC 29.94 24.45 35.74 0.48

DE+SRC 27.88 21.96 30.92 0.60

SA+SRC 25.69 20.89 30.88 0.62

BO+SRC 33.90 22.46 33.76 0.59

GS+SRC 20.70 18.42 28.45 0.69
AMBOP+SRC 16.71 14.46 23.76 0.71

试验结果表明，经过 AMBOP 优化后的模型

在 MAE、MAPE、RMSE 和 R2 指标上均取得最优

结果，展现出全面领先的预测精度与拟合能力。

相比之下，其他算法因机制局限导致 4 项指标均

不及 AMBOP 算法。以 MAPE 评价指标为例，GS
（MAPE=18.42）仅次于 AMBOP，但其依赖预设网

格结构，在高维参数空间中难以精细覆盖最优区

域，搜索效率低且无法动态调整，进一步限制了精

度的提升；RS（MAPE=24.45）完全依赖无导向采样，

未充分利用历史搜索信息引导优化方向，导致 
大量计算资源浪费在低效区域；SA（MAPE=20.89）
采用单点迭代，其收敛性能高度依赖初始温度与

降温策略，在非平稳需求波动下易过早陷入局部

最优，全局探索能力受限；DE（MAPE=21.96）虽

然具有一定的全局搜索能力，但变异因子与交叉

率需人工经验设定，种群多样性易快速丧失，后

期收敛速度缓慢，对残差的精细拟合能力不足；

PO（MAPE=25.71）机制较为简单，探索与开发过

程切换不稳定，易出现震荡或早熟收敛现象，鲁

棒性差；BO（MAPE=22.46）依赖高斯过程构建代

理模型，在高维混合参数空间中存在协方差矩阵

估计偏差大、计算成本高、获取函数优化困难等

问题，且其平滑先验难以刻画超参数变化引发的

模型性能突变。上述各类经典与先进方法因搜索

僵化、引导缺失、参数敏感或性能突变等缺陷，

难以应对高维、非凸起、强扰动的木质家具供应

链需求预测场景，而 AMBOP 通过融合自适应动

量与可控随机游走，实现探索与开发的动态平衡，

兼具全局跳跃能力与局部精调优势，因而全面超

越现有方法，展现出更强的智能性与适应性。

AMBOP 优化算法较好的性能证明了其在处理

木质家具供应链中市场需求季节性波动、突发事件、

不确定性干扰等方面具备明显的优势，实现了算法

与行业特性的最优适配。AMBOP 通过其自适应机

制实现了优化策略与行业特性的深度契合，不仅显

著提升了预测精度和鲁棒性，也为应对复杂时序数

据的参数优化问题提供了有效的解决方案。

2.3 消融实验

为证明 AMBOP-SRC 模型中的 AMBOP 优化

算法、SARIMA 模型和 PSO-SVR 模型这几个组件

的存在必要性，本研究在相同试验条件下，使用

Wooden Furniture Sale 数据集进行消融试验，结果

如表 5 所示。

表 5    模型组件消融试验结果对比
Table 5    Comparison of model component ablation 

                       experiment results

模型组件组合
Model component 

combination
MAE MAPE /% RMSE R2

SARIMA 32.55 25.27 39.97 0.52

SVR 33.90 22.46 33.76 0.59

SARIMA+SVR 30.71 20.55 31.79 0.62

AMBOP+SVR 20.71 18.46 28.76 0.68

AMBOP+SARIMA 20.70 18.42 28.45 0.69

AMBOP+SARIMA+SVR 16.71 14.46 23.76 0.71

通过消融试验结果可以看出，模型中任一组件

的缺失均会削弱整体预测性能。单独使用 SARIMA
或SVR模型时，预测精度有限，MAE较高、R2偏低，

说明单一模型难以充分捕捉家具市场需求中复杂

的线性与非线性特征。将 SARIMA 与 SVR 直接结

合（未使用 AMBOP 优化），虽然较单一模型有

明显改善，体现出模型间一定的互补优势，但其

预测精度仍低于经过AMBOP调优后的完整模型，

说明参数优化环节对提升预测性能具有不可或缺

的作用。此外，AMBOP 优化算法对单一模型的预

测能力具有显著提升作用。经 AMBOP 优化后，

AMBOP+SARIMA 与 AMBOP+SVR 的 MAE 相比

未优化版本大幅下降，R2 也提升至 0.68 以上，证

明该优化算法能够有效搜索到更优超参数，增强

模型的拟合与泛化能力。完整的 AMBOP-SRC 模

型（AMBOP+SARIMA+SVR）在 MAE、RMSE、
MAPE 和 R2 等评估指标上均达到最优性能，优于

其他消融配置，充分证明了 3 个组件的不可替代

性与协同有效性。

2.4 AMBOP-SRC 模型性能对比试验

为系统验证 AMBOP-SRC 模型的整体性能，

本研究基于 Wooden Furniture Sale 数据集，将其与

对应领域的经典和先进预测模型进行对比试验。

这些预测模型涵盖经典统计模型（SARIMA[32]、 
Prophet[33]）、机器学习模型（LSTM[34]、XGBoost[35]、 
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SVR[36]）及深度学习模型（Tensor-Forecast[37]、

Informer[38]、N-BEATS[39]、PatchTST[40]）等。具体

结果如表 6 所示。

表 6    不同预测模型性能试验结果对比
Table 6    Comparison of experimental results for different 

                  prediction model performance

预测模型
Prediction model MAE MAPE /% RMSE R2

LSTM 41.45 26.89 38.96 0.43

XGBoost 36.32 23.45 32.64 0.52

SARIMA 32.55 25.27 39.97 0.52

SVR 33.90 22.46 33.76 0.59

Prophet 32.46 22.32 33.45 0.60

Tensor-Forecast 32.40 22.24 33.24 0.60

Informer 32.18 22.05 32.77 0.61

N-BEATS 31.26 21.46 32.20 0.61

PatchTST 20.71 18.46 28.76 0.68

AMBOP-SRC 16.71 14.46 23.76 0.71

从对比结果看，AMBOP-SRC 模型在多项评

价指标上均表现较优，说明该模型在木质家具供

应链市场需求预测任务中具有较强的综合性能。

相较于 SARIMA 和 Prophet 等统计模型，AMBOP-
SRC 在处理复杂非线性波动方面更具优势。这是

因为传统统计模型主要依赖线性结构和固定季节

模式建模，对于由促销活动、物流波动、政策调

整等因素引发的异常变化适应能力有限。相比之

下，AMBOP-SRC 在保留季节性建模能力的同时，

引入了残差修正机制，因此能够更好地兼顾长期

规律与局部扰动。

与 SVR、XGBoost 和 LSTM 等机器学习模型

相比，AMBOP-SRC 的优势主要体现在其针对任

务特性的结构化建模思路。单一机器学习模型通

常直接从原始输入中学习映射关系，虽然能够刻

画非线性，但在处理显著周期规律和长期趋势时，

往往缺乏专门的结构约束，容易出现对季节性特

征刻画不足的问题。本研究提出的 AMBOP-SRC
模型先由 SARIMA 提取可解释的趋势和季节性部

分，再由 PSO-SVR 学习残差中的复杂波动，从而

提高了对木质家具市场需求多尺度变化特征的适

应能力。

与 Informer、N-BEATS、PatchTST 等深度学习 
模型相比，AMBOP-SRC 在当前任务中表现更优，

一个可能的重要原因在于本研究所使用的数据规

模和任务特征更适合“统计模型 + 机器学习模型 + 
智能优化算法”的混合框架。深度学习模型通常

具有更强的表征能力，但同时也依赖较大规模样

本和更稳定的训练条件；在家具需求预测这类存

在强季节性、局部扰动明显且可用样本规模相对

有限的场景中，结构更清晰、参数更可控的混合

模型可能更具实用性。

2.5 模型泛化试验

本研究使用Furniture Price Prediction-1与Furniture  
Price Prediction-2 数据集对 AMBOP-SRC 模型进

行泛化试验，测试结果如表 7 所示。结果表明，

AMBOP-SRC 模型在 MAE、MAPE、RMSE 和 R2

评估指标上均表现出良好的性能，显示出良好的

泛化能力、适应性与稳定性。在具备基础特征的

数据集 Furniture Price Prediction-1 上测试发现，

AMBOP-SRC 模型在预测方面维持了可以接受的

精度，证明其在原始数据质量特征相对有限的条件

下，仍然具备了一定的实用价值。在经过高级特

征工程处理后的数据集 Furniture Price Prediction-2
上测试发现，AMBOP-SRC 模型预测结果的准确

性有所提升。在 2 个数据集上进行泛化试验后的

结果证明，AMBOP 算法能够根据特征质量的不同

对模型参数进行动态优化。在相对较低质量特征

的环境下，AMBOP 算法会优先进行噪声过滤的强 
化；而在具有较高质量的特征空间下，AMBOP 算

法则能够精准捕捉到特征与目标之间的复杂关系。

表 7    模型泛化试验结果对比
Table 7    Comparison of model generalization experiment results

数据集 Data set MAE MAPE /% RMSE R2

Furniture Price Prediction-1 19.89 18.76 26.89 0.61

Furniture Price Prediction-2 15.62 12.11 23.45 0.66

3 讨    论

尽管本研究提出的 AMBOP-SRC 模型在木质

家具供应链市场需求预测任务中取得了较好的结

果，但仍存在进一步完善的空间。

1）数据维度仍有拓展空间。本研究主要基于

销售数据构建时间序列并开展预测，虽然能够较

好地反映市场需求变化趋势，但对影响木质家具

需求的外部驱动因素考虑仍不充分。例如，节假

日促销、原材料价格波动、物流时效变化、宏观

政策调整以及消费者偏好变化等因素，均可能对

需求产生重要影响。后续研究可进一步引入多源

异构数据，构建包含时间因素、价格因素、促销

因素和供应链运行因素在内的多变量预测框架，

以增强模型对复杂市场环境的解释能力。

2）AMBOP算法的适用边界仍需进一步检验。

本研究试验结果表明，AMBOP 在当前木质家具需
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求预测任务中能够获得较好的参数优化效果，但

其在更大规模样本、更高维特征空间以及其他供

应链预测任务中的稳定性与效率，仍需通过更多

场景加以验证。未来可将 AMBOP 与更多预测框

架相结合，并在跨行业、跨区域和跨品类数据集

上开展进一步测试，以检验其普适性。

总体而言，本研究所提出的 AMBOP-SRC 模

型为木质家具供应链市场需求预测提供了一种有

针对性的混合建模思路，但在多源驱动因素融合、

模型可解释性增强、算法普适性验证和结果分析

深度等方面，仍值得进一步拓展和深化。

4 结    论

本研究针对木质家具供应链市场需求中同时

存在季节性波动明显、突发性扰动频繁和多因素耦

合复杂等问题，提出了一种融合季节性建模、残

差非线性修正与自适应参数优化机制的需求预测

模型—AMBOP-SRC，并通过参数优化试验、消

融试验、性能对比试验和泛化试验对其有效性进 
行了验证。结合全文研究结果，可得到以下结论。

1）AMBOP-SRC 模型优化了木质家具需求预

测中的季节性建模与非线性波动协同建模过程。本

研究构建的 SRC 协同预测框架，利用 SARIMA 模

型提取木质家具市场需求序列的趋势和季节成分，

同时通过 PSO-SVR 模型学习线性模型残差中的非

线性扰动特征。与单独使用 SARIMA 或 SVR 相比，

该模型通过“基准预测 + 残差修正”的两阶段建模

方式，提高了对木质家具市场需求复杂变化规律的

刻画能力，从而优化了传统单一模型难以同时兼顾

长期规律和局部异常波动的问题。

2）AMBOP-SRC 模型优化了组合预测模型的

参数搜索过程。本研究引入 AMBOP 算法对组合

模型中的关键参数进行动态寻优，从而改进了传

统优化方法在高维参数空间中搜索效率不足、易

陷入局部最优和适应性较弱的问题。结果表明，

在相同的 SRC 预测框架下，AMBOP 优化后，模

型在 MAE、MAPE、RMSE 和 R2 等指标上均取

得了更优结果，说明 AMBOP 能够有效提升组合

模型的参数配置质量和预测稳定性。具体而言，

AMBOP 优化的并非原始数据本身，而是 SRC 框

架中的参数寻优过程、模块协同配置过程以及残

差修正阶段的参数匹配质量。

3）AMBOP-SRC 模型优化了各模块之间的协

同匹配关系。在本研究模型中，SARIMA 负责提

取相对稳定的周期性规律，PSO-SVR 负责补偿残

差中的复杂非线性波动，AMBOP 则进一步对组

合模型的参数配置与搜索路径进行优化，使季节

性建模与非线性修正 2 个部分能够形成更加协调

的预测结构。消融试验结果表明，缺少任一关键

模块后，模型整体性能都会下降，这说明完整的

AMBOP-SRC 结构较单模块或简单组合模型具有

更好的协同性和更强的综合预测能力。

4）AMBOP-SRC 模型在木质家具需求预测任

务中表现出较好的综合性能。模型性能对比试验表

明，AMBOP-SRC 在 Wooden Furniture Sale 数据集

上的 MAE、MAPE、RMSE 和 R2 指标分别达到了

16.71、14.46、23.76 和 0.71，整体表现优于本研究

中所比较的其他经典统计模型、机器学习模型和深

度学习模型。由此说明，本研究模型在当前任务条

件下能够较好兼顾预测精度、稳定性和适应性。

综上，AMBOP-SRC 模型主要优化了木质家

具需求预测中的季节性规律提取、残差非线性波

动修正、组合模型参数搜索效率以及模块间协同

匹配机制，从而提升了预测精度、鲁棒性和泛化

能力，为家具企业在库存管理、生产计划调整和

供应链协同决策等方面提供方法支持。
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