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摘要：对动物体尺测量关键点进行精确定位，实现智能畜牧健康监控和自动化测量具有重要意义。现有关键点检测模型

往往存在：参数量较大，不利于在边缘设备上的部署；部分轻量化模型的检测精度难以满足定位精度的要求。为此，研究

设计一种基于改进 YOLOv8-Pose 架构的轻量化模型，在保证实时性的同时有效提升了关键点检测精度。该模型在主干

网络的浅层以及 3 个检测头之前集成坐标注意力机制，将空间坐标信息有效编码到通道注意力中，增强模型对关键点空

间分布感知能力，提升关键点定位的精确度和稳定性。浅层主干网络引入强制锐化模块，强化边缘和轮廓等细节信息，平

衡全局语义信息与局部细节信息的表达能力。此外，模型在浅层主干网络引入强制锐化模块，强化边缘和轮廓等细节信

息，平衡全局语义信息与局部细节信息的表达能力。另外，模型通过分支方式引入更高分辨率的特征图，向 3 个检测头提

供细粒度的空间信息，弥补深层特征图在空间分辨率上的不足。试验结果表明，所提出的改进模型在复杂马匹关键点检

测任务中精度达到 82. 6%，召回率为 81. 3%，mAP50-95 提升至 58. 1%。相较于 YOLOv8-Pose，模型精度、召回率和

mAP50-95 分别提高了 21. 0%、39. 2% 和 45. 3%，在复杂姿态和多变场景下表现出更强的关键点定位能力。模型参数量

由 3. 361 M 增加至 4. 611 M，增幅约为 37. 2%；浮点计算量由 9. 6×109增加至 10. 4×109，增幅仅为 8. 3%。在保持推理速

度基本不受影响的前提下，模型性能实现了显著提升，表明该方法以较小的模型代价换取较大的性能收益，在精度与效率

之间取得良好的平衡，对智能畜牧养殖和自动测量等应用具有重要推动作用。
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0　引言

近年来，关键点检测作为一种介于目标检测与精

细结构建模之间的中间表示方法，已被广泛应用于农

业与畜牧视觉感知任务中［1-3］。现有研究表明，其应用

大体可分为以粗略定位为目标的姿态与行为分析［4-6］，

以及以高精度定位为基础的几何测量与三维重建两

类。前者主要用于目标结构建模与状态识别，对像素

级定位精度要求相对有限。相比之下，在农业表型分

析［7-8］与动物体尺测量等任务中，关键点不再仅用于结

构描述，而是直接作为几何测量与空间计算的核心基

准点。例如，在玉米植株参数提取及牲畜体长、体高等

体尺测量任务中，无论采用单目、双目还是多深度相机

系统［9-11］，最终的距离与尺度计算均高度依赖关键测量

点的精确定位。已有研究指出，关键点二维定位误差

会在视差计算与深度恢复过程中被显著放大，从而成

为制约测量精度与系统稳定性的主要误差来源［1，12-14］。

因此，在此类应用场景下，关键点检测实质上承担了跨

视角匹配与三维计算锚点的功能。

然而，对于复杂姿态与多关键点分布等任务场景，

高精度模型通常依赖复杂网络结构和较高计算开销，

难以满足农业与畜牧系统对实时性和稳定运行的要

求；而轻量化模型虽具备较好的推理效率，却往往难以

提供稳定可靠的关键点定位精度。随着农业生产和畜

牧养殖向智能化、自动化方向发展，关键点检测系统逐

步从实验室研究走向实际场景部署，这使得模型在保
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证一定定位精度的同时，还必须具备推理效率高、结构

简洁、易于部署等特性。已有大量研究表明，基于

YOLO［15］的单阶段目标检测模型已在农业与畜牧视觉

任务中实现了稳定的实时部署和良好的工程适配

性［16-18］。在现有关键点检测框架中，以 YOLO-Pose 为

代表的单阶段方法在推理速度、工程适配性和部署成

熟度方面具有明显优势，因此成为当前实现关键点检

测工程化落地的合理选择。

综上所述，在智能化农业测量与动物体尺估计等高

精度应用场景中，高效且稳定的关键点精确定位能力已

成为制约系统性能的核心瓶颈。现有 YOLO-Pose 方

法虽然在工程部署和实时性方面具有优势，但其在动物

精确定位方面仍有提升空间。一方面，YOLO-Pose 对

关键点没有显示空间建模。另外，因为共享主干，也容

易发生多任务的特征优化冲突。基于此，本研究以

YOLOv8-Pose为基础模型，对其进行针对性改进，以提

升复杂场景和姿态下关键点检测的精度和稳定性，为视

觉测量应用提供更加可靠的技术支撑。

1　材料与方法

1. 1　试验材料

本研究采用的试验数据集为马匹关键点数据集，

来源于公开数据集 AnimalPose［19］。为保证数据质量，

剔除了人眼难以辨识关键点以及马匹在图像中占比过

小、无法进行有效关键点标注与测量的 223 个样本，最

终获得了一个包含 500 张图像的马匹关键点数据集

合。图 1 展示了不同姿态、不同光线和不同环境下马

匹图像标注样本。

该数据集中包含不同场景的马匹图像，图像之间

不存在时序关联，具有较高的场景多样性。马匹在图

像中呈现出丰富的姿态变化，涵盖站立、行走、奔跑等

多种动作形式，同时伴随复杂多变的光照条件。此外，

不同马匹在体型和品种方面存在明显差异，使得整体

数据分布更加复杂，对关键点检测模型的鲁棒性提出

了较高要求。在关键点标注方面，数据集共标注了包

括眼睛、耳朵及四肢关节在内的 20 个关键点。表 1 描

述了数据集中关键点序号代表的部位。

1. 2　数据集预处理

作 为 一 种 典 型 的 监 督 学 习 关 键 点 检 测 模 型 ，

YOLOv8-Pose 对训练数据标注质量具有较高敏感性。

标注误差所引入的标签噪声可能影响模型的特征学习

过程并降低预测精度。为减小标签噪声对模型训练的

干扰，本文借助可视化检查脚本对 500 张图像的关键

点标注进行了逐一核查与修正，从而提高训练数据的

准确性与一致性。由于数据量相对较少，难以涵盖所

有可能的姿态和环境变化，模型容易发生过拟合，泛化

能力不足。

为此，本研究对数据集进行了离线数据增强，主要

采用左右和上下翻转以扩大关键点分布范围，利用自

适应直方图均衡化增强图像局部对比度，突出边缘细

表 1　数据集 20个点关键点对应关系

Table 1　Correspondence of keypoints for 20 points in the dataset

关键点序号

0

1

2

3

4

5

6

7

8

9

10

11

12

13

14

15

16

17

18

19

代表的部位

左眼

右眼

鼻子

左耳

右耳

左前肘关节

右前肘关节

左后肘关节

右后肘关节

左前膝关节

右前膝关节

左后膝关节

右后膝关节

左前蹄

右前蹄

左后蹄

右后蹄

喉咙部位

鬐甲

尾根

图 1　不同姿态、不同光线和不同环境下的马匹关键点

Figure 1　Keypoints of horses under different poses， lighting 
conditions， and environmental settings
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节，以及使用上下对称裁剪、左右对称裁剪、中心裁剪

增强以强化局部信息和局部特征学习。离线数据增强

之后，再次去除极端结果，原有 500 张标注图像扩充至

4 257 张，数据集随机划分为训练集（3 326 张）、验证集

（698 张）和测试集（233 张）。同时，本研究不使用模型

在线数据翻转增强，开启了在线数据增强中的马赛克

策略，以进一步提升数据多样性和模型鲁棒性。图 2
展示了增强后的图像样本。

2　改进 YOLOv8n-Pose检测模型

2. 1　YOLO-Pose检测模型

YOLO-Pose 是在 YOLO 目标检测框架基础上发

展 而 来 的 关 键 点 检 测 模 型 ，最 早 由 Maji 等［20］基 于

YOLOv5 提出，通过将目标检测与关键点回归统一到

单阶段网络中，实现了无热图的端到端多人姿态估计。

该方法以直接回归关键点坐标的方式替代传统两阶段

或基于热图的检测范式，在模型结构简洁性和推理效

率方面具有明显优势。

图 2　所有用到的增强方式

Figure 2　All applied data augmentation methods

图 3　改进的 YOLOv8-Pose结构图

Figure 3　Architecture diagram of the improved YOLOv8-Pose model
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基于上述分析，本文围绕 YOLOv8-Pose 结构展开

改进，针对关键点检测任务的特点设计了一系列改进，

旨在提升模型在复杂环境中的关键点检测性能和稳定

性，为智能畜牧领域的视觉测量任务提供更加可靠的

技术支撑。图 3 为改进后的结构示意图，虚线框内为

本文所作修改。

2. 2　添加坐标注意力机制

在实际畜牧体尺测量场景中，关键点往往沿目标

的长轴方向呈现非均匀分布，例如体长相关关键点主

要沿水平方向排列，而体高相关关键点则沿垂直方向

分布。此外，目标在不同拍摄距离与姿态下，其尺度变

化显著，导致关键点在特征图中的相对位置差异较大。

现有 YOLO-Pose 中的特征主干主要关注全局语义响

应，缺乏对关键点空间方向性的显式建模能力，在目标

尺度变化或姿态倾斜时，容易出现关键点响应分布模

糊、定位偏移等问题。因此，在本研究中，关键点检测

不仅需要语义区分能力，还需要显式建模关键点在水

平与垂直方向上的空间分布特征，以增强模型对结构

性几何信息的感知能力。基于上述考虑，本研究引入

了坐标注意力机制［21］（coordinate attention， CA）。坐

标注意力机制通过将二维空间信息沿水平方向和垂直

方向进行解耦建模，分别对特征图在高度和宽度方向

进行全局聚合，生成具有方向感知能力的注意力权重，

并与原始特征进行逐元素融合。该过程在建模通道间

依赖关系的同时，保留了关键的空间位置信息，从而实

现对不同空间位置特征响应的自适应增强。具体的实

现过程如图 4 所示。

本文在 YOLOv8-Pose 主干网络的第二层以及 3
个检测头之前引入坐标注意力机制，以增强模型对关

键点空间结构的建模能力（见图 3 中①）。该机制在特

征提取阶段显式引入空间位置信息，引导网络重点关

注与关键点定位密切相关的结构区域。

2. 3　引入锐化模块

在动物体尺估计等应用场景中，关键点通常分布

于目标结构的边界或局部几何突变位置，例如关节拐

点、躯干端点及轮廓极值区域。这类关键点的准确定

位高度依赖于局部边缘与轮廓等高频几何信息［22-24］。

然而，在 YOLO-Pose 框架中，边框检测与关键点回归

任务共享同一特征主干，特征提取过程更侧重目标区

域的语义一致性。在连续卷积、下采样及多尺度特征

融合过程中，与关键点定位密切相关的浅层边缘与局

部几何信息容易被平滑化，从而削弱模型对精细结构

的表达能力，导致关键点在边界区域出现定位抖动或

系统性偏移。针对上述问题，本文在特征提取阶段引

入了一种针对关键点任务的局部几何增强锐化模块

（图 3 中②）。该模块旨在补偿多任务共享特征主干中

高频几何信息的损失，通过显式增强特征图中与边界

和局部结构变化相关的响应，使关键点预测更加集中

于真实几何位置，从而提升后续测量任务中的定位精

度与稳定性。

具体而言，锐化模块采用基于拉普拉斯算子［25］的

固定权重卷积，对特征图各通道进行高频强化处理，在

不引入额外下采样或空间压缩的前提下，突出边缘、轮

廓及局部强度变化显著的区域，抑制过度平滑的冗余

特征。与依赖学习权重的常规卷积不同，该模块通过

显式建模局部几何变化，为关键点分支提供更加清晰

且判别性更强的结构特征支持。其具体实现流程如图

5 所示。

2. 4　Pose分支单独引入高分辨率特征

在实际采集条件下，为覆盖完整目标并保证多目

标并行处理，农业与畜牧图像通常具有较大的视场范

围，单个目标在图像中所占比例有限，导致部分关键点

在 高 层 特 征 图 中 仅 对 应 极 少 的 像 素 响 应 。 现 有

YOLO-Pose 关键点预测主要依赖 P3 及以上特征层，

其空间分辨率较低，对于体型较小或远距离目标，关键

点在特征空间中容易发生量化误差，限制了像素级定

位精度。然而，在体尺测量任务中，即使是亚像素级的

二维误差，也可能在深度恢复过程中被显著放大。因

此，有必要在模型中引入更高分辨率的特征表示，以保

图 4　坐标注意力机制

Figure 4　Coordinate attention

图 5　锐化模块

Figure 5　Sharpen module
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留细粒度空间信息。

基于上述需求，本文在特征金字塔结构中引入高

分辨率 P2 分支，用于增强关键点分支对细粒度空间结

构的感知能力（见图 3 中③）。相较于仅依赖 P3 及以上

特征层的关键点预测方式，P2 分支能够在较少语义抽

象的前提下保留更加精细的位置信息，从而有效提升

小尺度目标及边界关键点的定位精度。此外，作为面

向关键点检测的独立特征分支，P2 分支为关键点任务

提供了一条更偏向局部几何信息的特征路径，在一定

程度上减少了其对高层语义特征的依赖，从而缓解了

边框检测与关键点检测在共享主干上的特征竞争

问题。

2. 5　模型训练与算法性能指标

2. 5. 1　模型训练

本研究试验均在统一的软硬件环境下完成。试验

平台基于 Ubuntu 24. 04 LTS 操作系统，硬件配置包括

14 核 vCPU、120 GB 系统内存，以及一块 24 GB 显存的

NVIDIA GPU。深度学习加速环境采用 CUDA 11. 8，
模 型 训 练 与 推 理 基 于 PyTorch 2. 1. 0 框 架 ，使 用

Python 3. 10 作为开发语言。在模型设置方面，本文以

Ultralytics 8. 0. 183 作为改进版本，并在其基础上进行

结构改进与对比试验。所有输入图像均统一调整为

640×640 的分辨率，以保证训练与测试阶段的一致性。

在训练策略上，模型优化采用随机梯度下降优化器，初

始学习率设置为 0. 01，动量参数设为 0. 937。训练过

程中批大小设为 16，每个模型均训练 200 轮次，以确保

模型充分收敛并获得稳定的性能表现。

2. 5. 2　评价指标

在模型的训练损失函数曲线可用于反映训练过程

的收敛特性与优化稳定性，其下降趋势及最终收敛水

平在一定程度上决定了模型的性能上限。在性能评估

阶 段 ，本 文 主 要 采 用 精 确 率（Precision）、召 回 率

（Recall）、平均精确率（average precision，AP）和均值平

均精确率（mean average precision，mAP）等指标，对模

型在关键点检测任务中的整体性能进行定量评估，见

式（1）—式（4）。当统计所有任务指标时，边框检测任

务使用 Box 表示，关键点检测关键点任务使用 Point 表
示。在关键点检测任务中，模型需要首先正确定位目

标实例，并在此基础上预测其对应的关键点位置。对

于第 i 类目标，其平均精度 AP（i）定义为在指定 IoU 阈

值范围内精确率与召回率（Precision-Recall）曲线下的

面积。均值平均精确率 mAP 则通过对所有类别 AP 值

取平均值获得，用于综合评估模型在多类别关键点检

测任务中的整体性能。本文采用 mAP50-95 作为主要

评价指标，该指标在 10 个不同 IoU 阈值（0. 50， 0. 55， 

0. 60， …， 0. 95）下分别计算 AP 并取平均值，能够更全

面地反映模型在不同定位精度要求下的关键点检测能

力。此外，为评估模型在实际部署场景中的运行效率，

本文引入模型参数量（Params）、计算量以及推理速度

作为辅助评价指标。通过综合精度指标与效率指标，可

对模型在关键点检测任务中的性能进行全面评估。

Precision = TP
TP + FP

（1）

Recall = TP
TP + FN

（2）

AP =∫
0

1

Precision (Recall ) dRecall （3）

mAP = 1
N ∑

i = 1

N

 AP ( i) （4）

式中：TP——在给定边框或者关键点的 IoU 阈值下，

正确预测的边框或者关键点的数量；

  FP——在给定边框或者关键点的 IoU 阈值下，

错误预测的边框或者关键点的数量；

  FN——在给定边框或者关键点的 IoU 阈值下，

未能预测的边框或者关键点的数量。

3　试验结果与分析

3. 1　消融试验

首先，在基线模型上引入了坐标注意力机制（A）

后，模型在目标检测与关键点检测任务上均取得明显

提升。其中，目标检测精度与召回率均有显著提高，关

键点检测的整体精度提升幅度为 7%，同时模型参数量

和计算量基本保持不变。随后，引入锐化模块（B）后，

关键点检测性能获得一定提升，关键点召回率提高

16. 5%，但对目标检测性能的提升有限，整体增益相

对较小。在模型结构中加入 P2 高分辨率特征图分支

（C）后，关键点检测精度得到进一步提升，关键点

mAP50-95 提升 30%，但同时带来了模型参数量和计

算量的增加。在组合试验中，BC 组合相较于基线模

型，使关键点检测精度提升 11%，关键点召回率提升

29. 7%，验证了高分辨率特征与局部细节增强模块之

间的互补性。AB 组合在保持模型规模不变的前提下，

使目标检测精度提升 7%，同时关键点检测精度提升约

13. 7%。进一步地，AC 组合在关键点检测任务上取得

更大提升，关键点精度与召回率分别提升 13. 5% 和

35. 9%，表明坐标注意力机制与高分辨率特征分支在

多关键点建模方面具有显著协同作用。

综合 3 种改进模块后，ABC 模型在整体性能上达

到最优。与基线模型相比，目标检测精度提升 7. 1%，

关键点检测精度提升 21%，关键点检测召回率提升
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39. 2%，关键点 mAP50-95 提升 45. 3%。在可接受的

计算开销增加下，模型在多关键点复杂姿态场景中的

检测性能得到显著增强。消融试验结果如表 2 所示，

部分关键点检测结果如图 6 所示。

图 7 为消融试验中不同模型在关键点任务上的训

练集与验证集损失曲线。引入改进模块后的模型在训

练和验证阶段均表现出更快的收敛速度，并在训练后

期达到更低的损失水平，表明所提出的改进有助于优

化关键点回归的学习过程并提升模型的收敛下限。

3. 2　与其他算法对比分析试验

为了验证所改进方法的有效性，本研究选取了

YOLO 系 列 中 具 有 代 表 性 的 多 个 版 本（YOLOv3、

YOLOv5、 YOLOv7［26］ 、 YOLOv8、 YOLOv11、
YOLOv12）进行对比。YOLO 系列以其轻量化设计和

快速的推理速度广泛应用于目标检测任务，且各版本在

结构和性能上存在差异，能够反映轻量目标检测模型的

性能水平。与此同时，本研究还对比了当前主流的关键

点检测和姿态估计模型，包括 Keypoint R-CNN［27］、

CenterNet［28］、HRNet［29］和 DEKR［30］，这些模型在关键点

定位精度和检测准确率方面均处于领先水平。

表 2　消融试验结果

Table 2　Results of ablation experiments

Model

YOLOv8-Pose

A

B

C

BC

AB

AC

ABC

Box

Precision
/%

91.6

96.3

90.5

91

90.8

98.6

97.4

98.7

Recall
/%

0.85

90.4

84.3

82

83

92.8

95

95.6

mAP50-95
/%

71.6

81.2

70.6

71.2

70.7

80.6

81

84.3

Point

Precision
/%

61.6

79.6

68.5

69.6

72.6

73.5

75.1

82.6

Recall
/%

42.1

69.6

58.6

57.8

71.8

76.9

78

81.3

mAP

50-95/%

12.8

35.2

40.6

42.8

50.5

52.6

56.4

58.1

参数量

/M

3.361

3.374

3.361

4.599

4.599

3.374

4.611

4.611

浮点计算量

/（×109）

9.6

9.6

9.6

10.3

10.3

9.6

10.4

10.4

推理速度

/(帧·s-1)

120

118

119

110

108

117

108

105

图 6　消融试验可视化

Figure 6　Visualization of ablation study results
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对比结果如表 3所示，YOLO 同系列模型在参数量

和计算复杂度方面较低，适合实时性要求较高的场景，

但关键点检测性能有限，mAP50-95 指标普遍较低，最

高仅为 13. 5%；主流关键点检测模型则表现出明显优

势，Precision和 Recall均高于 80%，其中 HRNet以 85%

的 mAP 领先；而本文所改进的模型在参数量、计算量上

和计算速度与大部分 YOLO 系列相当，显著低于大部

分模型，但关键点检测性能大幅提升，达到 58. 1% 的

mAP50-95，精确率和召回率均超过 80%，实现了准确

度与效率的良好平衡，体现了所提方法在保证轻量化的

同时显著提升检测性能的能力，具备较强的应用价值。

4　讨论

为进一步分析各改进模块在关键点检测任务中的

作用差异，本文统计了不同消融配置下模型在测试集

上的各关键点平均像素误差，相关结果如表 4 所示。

需要说明的是，本文所研究的关键点定位任务与

人体姿态估计等通用姿态任务在问题设定上存在一定

差异。在实际测量场景中，关键点检测仅针对可见关

键点展开，不可见关键点（包括因遮挡导致的不可见

点）不参与位置回归与像素误差计算，模型训练过程中

也仅对关键点可见性进行约束。因此，本文中关于性

图 7　消融试验中在验证集和训练集的关键点损失曲线

Figure 7　Keypoint loss curves on the training and validation sets 
in the ablation experiments
表 3　对比试验结果表

Table 3　Comparison experiment results

Model

YOLOv3

YOLOv5

YOLOv7

YOLOv8

YOLOv11

YOLOv12

Keypoint
R-CNN

CenterNet

HRNet

DEKR

Ours

精确

率/%

58

56

62

61.6

53

51.4

68

80

89

81.3

82.6

召回

率/%

49.2

50.3

57

42.1

48.3

47.6

57.6

79.9

87.8

80.2

81.3

mAP50
-95/%

13.5

12.1

26

12.8

11.8

11.1

46

48.7

85

82

58.1

参数

量/M

4.413

2.693

36.6

3.361

2.94

2.919

34.5

151.5

63.5

60

4.611

浮点计

算量/
（×109）

14.8

7.9

104

9.6

7.8

7.9

45.4

131

131

32

10.4

推理

速度/
(帧·

s-1)

95

136

33

120

140

133

50

23

21

70

108

表 4　不同消融配置下测试集各关键点的平均像素误差

Table 4　Mean pixel error of each keypoint on the test set under 
different ablation settings

序

号

0

1

2

3

4

5

6

7

8

9

10

11

12

13

14

15

16

17

18

19

YOLOv8-
pose

90.21

90.27

88.49

87.79

88.84

67.99

63.12

76.77

72.09

80.86

78.52

90.63

89.79

99.49

99.75

98.86

99.39

97.99

89.41

99.54

A

45.1

45.13

44.24

43.89

44.42

47.59

44.18

53.73

50.46

56.6

54.9

63.4

62.85

49.74

49.87

49.43

49.69

63.69

58.11

49.77

B

54.12

54.16

44.25

52.74

53.04

40.74

37.87

46.02

43.54

40.43

39.26

45.15

44.85

49.75

49.85

49.43

49.95

48.95

44.05

49.77

C

40.7

42.36

40.49

35.79

36.83

30.5

31.12

34.35

30.19

42.86

42.5

37.65

38.79

42.9

45.7

48.8

48.9

43.1

47.21

47.3

BC

28.49

29.62

28.34

25.05

25.78

21.35

21.78

24.04

21.13

25.71

25.5

22.59

23.24

25.74

27.42

29.28

29.34

25.86

28.32

33.11

AB

27.55

26.56

24.12

21.94

26.21

23.79

22.09

26.86

25.23

24.16

25.35

26.43

29.18

23.82

25.96

27.72

25.85

28.57

25.88

24.85

AC

20.35

21.18

24.24

17.89

18.41

18.3

18.67

20.61

18.11

25.71

25.5

22.59

23.27

21.45

22.85

24.4

24.45

25.86

22.32

23.65

ABC

19.31

20.06

21.86

16.1

16.57

16.47

16.8

18.5

17.3

24.14

22.95

20.33

20.94

19.3

20.56

21.96

22

23.27

20.04

21.28
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能提升的分析主要集中在可见关键点的定位精度上。

基于该设定，本文进一步从关键点空间分布位置及其

在不同姿态下的几何变化特性出发，对各改进模块的

作用进行了讨论。

4. 1　坐标注意力机制的影响

在 YOLO-Pose 框架中，关键点坐标回归并非基于

所有候选锚点，而是基于正样本分配阶段筛选得到的

有效锚点。具体而言，模型首先在目标边框内部对锚

点进行筛选，并依据 IoU 或匹配策略选取与真实目标

重叠度较高的锚点作为正样本，用于后续的边框与关

键点回归。由于该筛选过程以目标边框重叠关系为主

要依据，最终保留下来的正锚点在空间分布上通常集

中于目标主体区域，整体上接近于物体的几何中心位

置。基于这一特性，本文将关键点到目标几何中心（亦

可视为正锚点聚集区域）的空间距离，作为衡量关键点

“远离目标中心”程度的参考指标。对于马匹关键点而

言，耳朵、眼睛、马蹄及尾根等部位在静止状态下本身

即位于目标轮廓或肢体末端区域，相较于躯干中心具

有更大的空间偏移；同时，在实际运动或姿态变化过程

中，马匹四肢摆动幅度较大，头部在低头或抬头等动作

下亦会产生明显位移，使得上述关键点在图像中的空

间位置变化更为剧烈。因此，这类关键点可视为相对

于正锚点分布区域距离更远且对姿态变化更为敏感的

一类关键点。由表 4 可见，在仅引入 CA 注意力机制的

情况下，模型在马蹄、耳朵等关键点上的误差下降幅

度，相较于肘关节、膝关节等更接近目标中心的关键点

更为显著。由于 P2 分支中同样引入了 CA 模块，其整

体提升趋势与单独引入 CA 的结果保持一致，进一步

表明 CA 注意力机制对远离目标中心且空间变化较大

的关键点具有更显著的增强作用。

4. 2　锐化模块的影响

锐化模块的核心作用在于强化特征中的边界轮廓

与高频信息，从而提升模型对局部几何结构的辨识能

力。然而，该过程在增强目标轮廓的同时，也不可避免

地存在对噪声或背景边缘产生误增强的潜在风险，尤

其是在纹理变化较为剧烈的区域。因而，锐化模块的

输入特征质量对其实际效果具有重要影响，其前序特

征提取与筛选过程在一定程度上起到了抑制无关高频

噪声的过滤作用。

从表 4 的统计结果可以观察到，单独引入锐化模

块时，模型在马匹四肢、鬐甲及鼻部等轮廓特征较为明

显的关键点上获得了相对更显著的误差降低。进一步

结合 CA 注意力机制及高分辨率分支后，锐化模块的

增益得到进一步放大，整体误差水平持续下降。这一

结果表明，通过注意力机制的约束以及预训练特征的

引导，可以在强化关键点相关高频结构信息的同时，有

效抑制锐化模块可能带来的噪声放大问题，从而提升

其在关键点定位任务中的整体有效性。

4. 3　改进模型在视觉测量领域的影响

在畜牧生产场景中，动物体尺测量、姿态监测及生

长状态评估对自动化与实时性提出了更高要求。本文

所提出的关键点检测改进方法，在保持较低模型复杂

度与良好推理效率的前提下，显著提升了复杂姿态条

件下关键点的定位稳定性，尤其在肢体末端及轮廓关

键点上表现出更强的鲁棒性。基于上述特性，该方法

能够有效支持基于单目 RGB 图像的非接触式体尺测

量与姿态分析，在实际养殖环境中具备良好的应用可

行性，可为规模化养殖条件下的个体生长监测与精细

化管理提供技术支撑。在此基础上，若进一步结合双

目或多视角成像系统，所提出的关键点检测模型有望

作为稳定的前端感知模块，为高精度体尺测量与三维

结构重建提供可靠的关键点约束。相较于单目测量方

式，多视角条件下可在尺度一致性、深度估计精度及复

杂姿态下的几何稳定性方面获得进一步提升，从而更

好地适应自由运动、视角变化较大等实际养殖场景。

5　结论

1）本研究提出了一种改进的 YOLOv8-Pose 关键

点检测模型，在复杂姿态和多尺度目标场景下表现出

较好的检测性能。通过在网络中引入坐标注意力机

制、特征锐化模块以及高分辨率 P2 检测分支，模型在

关键点定位精度和整体检测稳定性方面均取得了明显

提升。试验结果表明，改进模型在保持较低参数量和

计 算 复 杂 度 的 前 提 下 ，在 Precision、Recall 以 及

mAP50-95 等指标上均优于原始 YOLOv8-Pose，并在

性能与效率之间实现了较好的平衡，验证了所提方法

在轻量化关键点检测任务中的有效性。

2）本研究的主要创新体现在针对关键点检测任务

特点的结构设计与优化上。坐标注意力机制通过在空

间维度上显式建模关键点的位置信息与通道关系，增

强了模型对关键点空间分布和结构约束的感知能力；

特征锐化模块强化了边缘与局部细节特征，有助于缓

解关键点回归过程中细粒度信息被弱化的问题；引入

的 P2 高分辨率分支进一步补充了浅层细节特征，使模

型在复杂姿态场景下具备更强的关键点定位能力。上

述改进在不显著增加模型复杂度的情况下，有效提升

了 YOLOv8-Pose 的整体性能。

3）尽管改进模型在试验数据集上取得了较为理想

的效果，但仍存在一定的局限性。一方面，关键点检测

精度仍有进一步提升空间，尤其在姿态变化剧烈、关键
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点分布密集的情况下，部分关键点仍存在定位偏差，说

明模型在细粒度空间约束建模和高难度关键点回归方

面仍有不足；另一方面，当前试验主要基于特定数据集

进行评估，尚未在更大规模、更多场景以及更复杂姿态

分布的数据上进行充分验证，模型的泛化能力仍需进

一步检验。此外，本文工作主要聚焦于单帧图像条件

下的关键点检测性能，尚未系统分析模型在视频流或

实际应用场景中的时序稳定性与推理效率，在一定程

度上限制了结论的普适性。

4）未来研究可从多个方向展开。首先，有必要采集

更多贴近真实养殖环境的图像数据，在光照变化、背景

复杂度、遮挡情况和姿态多样性等方面增强数据分布的

真实性，以提升模型在实际应用中的鲁棒性和泛化能

力。其次，可引入更多场景、多姿态和多尺度的数据进

行训练与测试，进一步完善模型的关键点表达能力。此

外，结合时序信息或视频级建模方法，有望提升关键点

检测在动态场景下的稳定性。同时，还可探索更高效的

注意力机制或结构重参数化策略，在进一步压缩模型规

模的同时持续提升关键点检测精度。最后，将改进模型

部署于实际应用系统中，如集成至采摘机器人上，对其

在真实环境下的实时性、稳定性和工程可行性进行验

证，将有助于推动轻量化关键点检测方法的实际落地。
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Animal body measurement keypoint detection based on 
YOLOv8-Pose

Liu Dihua1，Si Xiuli1，2，Zhang shumin3，Ma Li4*

（1. School of Information Technology， Jilin Agricultural University， Changchun 130118， China； 2. Jilin 
Agricultural Artificial Intelligence Research Base， Changchun 130118， China； 3. School of Animal Science and 
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Abstract: Accurate localization of keypoints for animal body measurement is of great importance for intelligent livestock 
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health monitoring and automated measurement systems.  However， existing keypoint detection models often suffer from two 
major limitations： a large number of parameters which are unfavorable for deployment on edge devices， and insufficient 
localization accuracy in some lightweight models that fails to meet the precision requirements of body measurement tasks.  To 
address these challenges， this paper proposes a lightweight keypoint detection model based on an improved YOLOv8-Pose 
architecture， which effectively enhances detection accuracy while maintaining real-time performance.  In the proposed model， 
coordinate attention mechanisms are integrated into the shallow layers of the backbone network and before the three heads， 
enabling spatial coordinate information to be effectively embedded into channel attention.  This design enhances the model 
ability to perceive the spatial distribution of keypoints， thereby improving the accuracy and stability of keypoint localization.  In 
addition， a forced sharpening module is introduced in the shallow backbone to strengthen edge and contour features， 
facilitating a better balance between global semantic representation and local detail preservation.  Furthermore， a high-
resolution feature branch is incorporated to provide fine-grained spatial information to the three detection heads， compensating 
for the loss of spatial resolution in deeper feature maps.  Experimental results demonstrate that the proposed model achieves a 
precision of 82. 6%， a recall of 81. 3%， and an mAP50-95 of 58. 1% on complex horse keypoint detection tasks.  Compared 
with YOLOv8-Pose， the proposed method achieves improvements of 21. 0%， 39. 2%， and 45. 3% in precision， recall， and 
mAP50-95， respectively， exhibiting superior robustness and localization capability under complex poses and diverse 
environmental conditions.  In terms of model complexity， the number of parameters increases from 3. 361 M to 4. 611 M， 
corresponding to an increase of approximately 37. 2%， while the floating-point operations rises from 9. 6×109 to 10. 4×109， 
an increase of only 8. 3%.  Despite this limited computational overhead， the proposed model delivers substantial performance 
gains without significantly affecting inference speed.  These results indicate that the proposed approach achieves a favorable 
trade-off between accuracy and efficiency by incurring a relatively small model cost for considerable performance 
improvement， demonstrating its strong potential for intelligent livestock farming and automated body measurement 
applications.
Keywords: YOLOv8-Pose； animal keypoint detection； local feature enhancement； coordinate attention； intelligent livestock 
farming
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