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基于RS_FUJII动态散斑算法的苹果损伤检测方法研究
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摘要：随着苹果产量的持续增长，运输与储存过程中因碰撞、温控不当等因素造成的损耗问题日益突出。传统人工对苹果

表面损伤的检测方法不仅效率低、成本高，而且受操作经验与主观因素影响，检测的准确性难以保障。针对上述问题，研

究提出了一种基于激光散斑成像技术的低成本、高精度的苹果表面损伤智能检测方法。该方法结合 RS_FUJII 散斑特征

提取算法与无监督学习的 RECONANOM-AE 损伤检测模型，实现了对苹果损伤的快速识别与精准评估。研究以山东富

士苹果为研究对象，首先对采集的散斑图像进行预处理与特征提取。针对传统 FUJII 算法中“帧间差异比值累加”在时空

特征表达与抗噪性能方面的不足，本研究引入时空加权机制与鲁棒性增强策略，构建了改进型 RS_FUJII 算法，用于高精

度损伤特征提取。在此基础上设计了一种无监督自编码网络 RECONANOM-AE，通过重构误差实现苹果损伤区域的自

动识别与异常检测。试验结果表明，所提出模型在训练过程中表现出良好的收敛性与稳定性，训练与验证误差均随迭代

次数增加而逐步降低。综合性能评估结果显示，模型在损伤检测任务中取得较高的分类与识别性能：正确预测率（true 
positive rate，TPR）为 86. 67%，错误预测率（false positive rate，FPR）为 6. 67%，Accuracy 达到 90%，Precision 为 92. 86%，

Recall 为 86. 67%，Specificity 为 93. 33%，F1 Score 为 89. 68%。研究结果表明，该方法在保持高检测精度的同时，具有良

好的泛化能力与鲁棒性，可实现苹果的无损质量智能评估。该研究为果品品质检测提供了可行且高效的技术路径，为智

能农业与食品质量控制领域提供了新的研究思路与技术支撑。
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0　引言

苹果采摘、运输、分拣中易轻微碰撞，初期损伤难识

别且后续会褐变腐烂，传统人工挑选存在不足，故寻求

快速高效的损伤检测方法对果品质量鉴定意义重大。

目前，激光散斑成像技术已广泛应用于果品质量

检测。方益明等［1］应用该技术对梨表面缺陷进行检

测，通过 Fujii方法和加权广义差分分析，提出了新的特

征提取方法，取得了较高的检测精度。Pieczywek 等［2］

利用激光散斑成像技术对苹果呼吸速率进行无接触估

算，研究表明，散斑动态特征能够反映果实代谢活动变

化 ，为 损 伤 和 生 理 应 激 的 监 测 提 供 了 新 途 径 。

Bouzaouia［3］、Ansari［4］和 Thakur［5］等的研究则进一步验

证了该技术在果实损伤检测和生物组织活性变化监测

中的应用。Cai 等［6］和 Wu 等［7］分别采用结构化照明成

像技术，提升了对腐烂橙子和黄桃轻微碰伤的检测精

度。此外，小波能量谱图分析作为一种新型的图像处

理技术，已被广泛应用于果品损伤检测，通过正交小波

分解提取低频分量，有效增强了苹果正常区域与损伤

区域的区分度［8-13］。激光散斑与 K-means 聚类算法的

结合［14］进一步优化了噪声抑制和损伤区域识别精度。

国际研究中，苹果损伤的早期检测也取得了显著

进展。研究发现，苹果撞击损伤部位的散斑活动随时

间显著下降，可作为早期隐性损伤的识别指标［15］。近

红外激光的应用不仅有助于建立苹果的呼吸速率预测

模 型 ，还 为 损 伤 与 品 质 关 联 监 测 提 供 了 新 的 研 究

路径［16-18］。

尽管激光散斑成像技术在苹果损伤检测中取得了
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初步成果，但仍面临三大核心挑战：即时检测能力不足、

噪声干扰问题以及模型鲁棒性不足。为此，本研究以山

东富士苹果为研究对象，基于激光散斑成像技术，结合

RS_FUJII 算法和 RECONANOM-AE 自编码器模型，

旨在提高苹果损伤的检测速率、准确性与鲁棒性。

1　材料与方法

1. 1　试验材料与装置

本研究以 200 个成熟度一致的山东富士苹果为研

究对象，通过小球下落装置对这 200 个苹果统一进行

机械损伤处理，再次采集损伤状态下的散斑图像，构建

损伤样本数据集。确保样本在初始状态一致性的基础

上，实现损伤前后数据的精准对应，为后续特征分析与

模型训练提供更严谨的试验数据支撑。试验所用的苹

果图像具体如图 1 所示。在完成模型的训练后，准备

额外的苹果 60 个作为测试样本用于测试模型。整个

软件平台包括：Pycharm2023、Anaconda3。试验中涉

及的试验装置有 25-LHR-911-230 型氦氖激光器等如

表 1 所示，光学元件摆放装置如图 2 所示。

1. 2　试验原理

氦氖激光器发出的激光经空间滤波器、反射镜等

光学元件处理后，照射到带有损伤点的苹果上。由于

样品表面或内部结构的不均匀性，激光发生散射，散射

的激光会在接收平面上呈现出特定的强度分布，接收

平面上的激光强度分布，能直接反映苹果损伤点的位

置、大小、形态，并间接体现其表面及内部组织的均匀

性，为判断苹果品质与损伤情况提供依据［19-24］。这些

强度分布使接收平面看起来像被一层粒子结构覆盖，

如图 3 所示，最后由计算机对采集到的散斑图像进行

分析处理，以此来研究样品的相关特性。

借助激光散斑技术，试验人员可对散斑图像开展

合理统计分析以获取所需信息。试验中，苹果按每 5
个为 1 组分为 40 组，随后采用帧率 30 帧/s的 CCD 相机

采集散斑图像，每个苹果 512 张，每组累计 2 560 张，最

终共得到 102 400 张原始图像。

1. 3　散斑图像的处理与特征提取

在获得苹果的散斑图像后，还需要遵循两阶段处

理流程：第一阶段执行图像数据初步处理，第二阶段则

借助各种散斑特征提取算法来提取苹果损伤区域的散

斑特征。

在采集到原始的苹果散斑图像后，为减少后续的

模型训练成本，需要将其进行灰度化以减少原始图像

的通道数量，其次是通过二值化如式（1），来得到图像

中的苹果主体区域。最后通过得到的二值化图像来作

为掩码提取图像主体，切割多余部分如式（2）。

B ( x，y )=ì
í
î

255 if GD norm ( x，y )≥ T

0 otherwise
（1）

σ2 ( T )= ω 0 ( T ) ω 1 ( T ) [ μ0 ( T )- μ1 ( T ) ]2 （2）
式中：ω 0，ω 1——两类像素的占比；

  μ0，μ1——两类像素的均值；

  T——手动设定的阈值；

  σ 2——类间方差。

由于图像中存在噪声区域干扰检测结果，故设定
图 2　散斑成像装置示意图

Figure 2　Schematic diagram of the speckle imaging device

图 3　部分苹果的散斑图像

Figure 3　Speckle images of partial apples

表 1　光学与工业设备配置表

Table 1　Configuration table of optical and industrial equipment

装置名称

氦氖激光器

工业 CCD 相机

变焦工业镜头

气垫隔振光学试

验台

空间滤波器

光学反射镜

装置型号/平台版本

25-LHR-911-230 型

MV-EM120C 型

M3Z1228C-MP 型

ZPOTO9-06 型

HPSF101 型

MTMSO-2R 型

制造商

Melles Griot公司

维视图像公司

维视图像公司

长富科技（北京）有

限公司

恒洋光学

恒洋光学

图 1　苹果原始图片

Figure 1　Original images of the apples
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了连通区域面积范围如式（3）作为检测阈值；同时，不

同的目标区域通常具有特定的形状特征，对轮廓外接

矩形的宽高比进行筛选出具有特定形状特征的区域以

减少图像噪声干扰如式（4）。

Cmin ≤ C ≤ Cmax （3）

K r ≤ min ( w，h )
max ( w，h )

≤ 1 （4）

式中：C——候选连通区域的轮廓面积；

  w、h——轮廓外接矩形的宽度和高度；

  K r——轮廓外接矩形的宽高比阈值；

  Cmin、Cmax——预设的最小面积和最大面积阈值。

1. 4　RS_FUJII算法提取散斑特征

RS_FUJII 是针对序列图像动态变化检测设计的

增强型算法，算法结构如图 4 所示，在传统 FUJII 算法

“帧间差异比值累加”核心逻辑基础上，通过时空维度

加权优化与鲁棒性增强，增强了算法对苹果散斑特征

图中时间关联性不敏感、空间噪声干扰大、抗环境干扰

能力弱等问题的解决能力［25-30］。

首先对输入的苹果散斑序列灰度图像进行预处

理，将像素值标准化到 [-1，1 ]范围，消除不同帧因光

照、拍摄条件差异导致的亮度偏移，为后续变化检测提

供统一基准；接着计算空间自适应权重，利用 Sobel 算
子分别对 x、y 方向进行卷积，得到各像素点的梯度强

度如式（5）。

∇G ( x，y )= ( gradx )2 +( grady )2 （5）
式中：∇G ( x，y )——梯度强度；

  gradx——图像在 x 方向的梯度分量；

  grady——图像在 y 方向的梯度分量。

针对总帧数为 N 的苹果散斑图像序列，第 i对相邻

帧的时间权重进行定义如式（6），再通过式（7）将梯度

强度归一化到 [ 0，1 ]，使边缘区域获得接近 1 的高权

重，平坦背景区域获得接近 0 的低权重，实现空间维度

上“关键区域强化、噪声区域弱化”的效果。随后，算法

遍历所有相邻帧对，计算每对帧的变化比值如式（8）
所示。

w t ( i )= K t
( N - 1 - i ) （6）

w s ( x，y )= ∇G ( x，y )+ ϵ
max ( ∇G )+ ϵ

（7）

A = |Ii + 1 ( x，y )- Ii ( x，y ) |
Ii + 1 ( x，y )+ Ii ( x，y )+ ϵ

（8）

式中：N——总帧数；

  K t——时间衰减因子；

  ∇G ( x，y )——梯度强度；

  ϵ——大于零且数值非常小的正数。

最终的 RS_FUJII 图通过累加所有帧对的时空加

权变化量获得，如式（9）所示。

F ( x，y )= clamp (∑
i = 0

N - 2

w t ( i ) ⋅ w s ( x，y ) ⋅ A，0，Z )
（9）

式中：Z——截断阈值；

  Ii——标准化后的第 i帧图像。

研究在苹果散斑特征图输入前对数据进行了数据

增强操作，通过在图像输入中加入噪声构建噪声增强

型损伤特征鲁棒性自编码器，具体结构如图 5 所示。

通过主动注入高斯、椒盐等典型图像噪声迫使模型在

学习过程中区分“噪声干扰”和“损伤特征”，同时引入

反向传播操作驱动模型参数的迭代优化，使编码器更

聚焦损伤特征、解码器更精准还原真实结构并再次强

化模型对噪声的抵抗能力。通过图 6 所展示的结果表

图 4　RS_FUJII算法结构示意图

Figure 4　The schematic diagram of the RS_FUJII algorithm structure
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明有噪声增强的试验方案整体表现优于无噪声增强。

图 6（a）中，两者随训练轮次增加均快速下降并趋

于稳定，但有噪声增强的初始损失更低，下降过程更平

滑，最终收敛到的损失值也更小；在图 6（b）中，有噪声

增强的初始 RMSE 更低，且在整个训练过程中始终保

持更低的 RMSE 水平，最终收敛后的数值也更小。这

表明噪声增强有助于模型在训练过程中更高效地降低

损失、减小误差，无论是训练阶段的拟合能力还是验证

阶段的泛化性能，都得到了提升。噪声增强型损伤特

征鲁棒性自编码器的引入进一步强化了对苹果散斑图

像中静态噪声的过滤能力，提升损伤特征的鲁棒性。

图 像 预 处 理 经 中 值 滤 波 等 操 作 ，共 采 集 得 到

102 400 张原始图，经 RS_FUJII 算法处理后得到苹果

个体的散斑特征图像，接着采用 Hold-Out 算法按 7：3
的比例划分为训练和验证集。

1. 5　基于卷积神经网络模型分析

RECONANOM-AE 采用将注意力机制嵌入编码

器、解码器的改进对称结构。编码器采用 4 层卷积核

大小为 3、步长为 2 的卷积操作，图像通道数变化为“3
→32→64→128→128”并采用 ReLU 激活函数；解码器

采用与编码器相同参数的 4 层转置卷积操作，但图像

通道数变化为“128→128→64→32→3”与编码器图像

通道数变化刚好相反，同时，在前三层卷积操作采用

ReLU 激活函数，最后一层采用 Sigmoid 激活函数。通

过编码与解码器将该表示重建为与输入相似的数据，

通过最小化输入与重建结果的差异来学习数据的有效

特征。接着在编码器侧引入“残差注意力卷积”对中层

特征图进行特征加权，其中，残差注意力模块的主要步

骤为输入特征图先经 1×1 卷积统一通道；特征变换分

支通过两层 3×3 卷积生成变换特征；注意力分支中，

通道权重由全局平均池化结合两层全连接与 Sigmoid
激活函数得到，空间权重由通道均值结合 3×3 卷积与

Sigmoid 激活函数得到，两者逐元素相乘为联合权重；

最后将变换特征与联合权重相乘，再与原始输入特征

残差相加，经 ReLU 激活函数输出。在解码器侧引入

“转置注意力卷积”强化损伤区域细节的重构精度。同

时，在不同尺寸的特征图阶段进行差异化的卷积、反卷

积操作以确保从浅层到深层特征都能被有效利用。模

型的训练均按照 epoch=50，batch size=8，latent 维度

为 50 176，优化器使用 Adam 优化器，初始学习率为

0. 000 1，L2 正则化系数为 1e-5，其 beta1、beta2、eps 参
数 分 别 为 0. 9、0. 999、1e-08。 学 习 率 衰 减 采 用

ReduceLROnPlateau 调度器，监控验证集损失，连续 3
轮无下降则衰减 50%；早停机制设置耐心值为 8，当验

证集损失连续未下降时触发。整个试验所训练的场景

均 在 相 同 的 计 算 环 境 下 进 行 ，具 体 为 ：NVIDIA 
GeForce RTX 4060 Laptop GPU、13th Gen Intel（R） 
Core（TM）i7-13700H CPU、16 GB 内存。工作的具体

机制流程如图 7 所示［31-33］。

该模型由两部分组成：编码器将输入图像 x 压缩

为紧凑的潜在表示 z，如式（10），解码器再将该表示重

构为输出图像 x̂ 如式（11）。

z = fencoder ( x，θe ) （10）
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图 5　噪声增强型损伤特征鲁棒性自编码器工作机制示意图

Figure 5　Schematic diagram of the working mechanism of noise-
enhanced damage feature robust autoencoder

图 6　RECONANOM-AE 中有无噪声增强的训练对比

Figure 6　Comparison of training with and without noise 
augmentation in RECONANOM-AE
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x̂ = fdecoder ( z，θd ) （11）
式中：x——原始输入图像；

  z——编码器输出的潜在表示；

  x̂——解码器输出的重构图像。

训练自编码器的目标，就是让解码器的输出 x̂ 尽

可能地接近原始输入 x。用均方误差（mean squared 
error， MSE）来量化这个“接近程度”，并将其作为损失

函数如式（12）。

LMSE ( x，x̂ )= 1
N ∑

i = 1

N

( xi - x̂ i )2 （12）

式中：N——图像中像素点的总数；

  xi——原始图像的第 i个像素值；

  x̂ i——重构图像的第 i个像素值。

为最小化损失函数，模型引入反向传播和参数优

化器。通过计算损失函数对每个参数的梯度来灵活地

对模型参数进行调整。并利用如式（13）高效的优化算

法自适应地调整每个参数的学习率。

W t = W t - 1 - η
m̂ t

v̂ t + ϵ
（13）

式中：W t——更新后的参数；

  W t - 1——上一次迭代结束时的权重；

  η——步长；

  m̂ t——梯度的指数移动平均值；

  v̂ t ——梯度平方的指数移动平均值的平方根；

  ϵ——大于零且数值非常小的正数。

训练完成后，系统利用正常样本的重构损失分布

计算均值 μ 和标准差 σ，并基于 3σ 原则设定一个损伤判

定阈值如式（14）。

K = μ loss + 3 ⋅ σ loss （14）
式中：μ loss——正常样本重构损失的均值；

  σ loss——正常样本重构损失的标准差。

2　结果与讨论

2. 1　不同算法间的训练结果对比

本研究同时用不同算法提取苹果表面散斑特征得

到不同算法下苹果表面的原始散斑图像，并通过给散

斑图像添加伪色彩图像来体现不同算法下散斑图的特

点 ，如 图 8 所 示 。 从 图 中 可 见 ，GD（generalized 
difference）算法如图 8（b、c）对苹果散斑的灰度与伪色

彩呈现，在损伤等细节的区分度上有所不足；LSTCA
（laser speckle time contrast analysis）算法如图 8（d、e）
虽有一定表现，但灰度图和伪色彩图对苹果特征的刻

画仍不够精准、清晰。而 RS_FUJII 算法如图 8（f、g）生

成的灰度图能更细腻地呈现苹果散斑的灰度层次，伪

色彩图也更鲜明地突出了苹果的相关特征，相比 GD
和 LSTCA 算法，RS_FUJII 算法在苹果散斑图像的细

节呈现与特征区分方面优势更明显，能更有效地助力

苹果图像的区域提取与分割等后续分析工作。

对 比 不 同 算 法 在 相 关 任 务 中 的 性 能 表 现 ，对

RS_FUJII、GD 以及 LSTCA 算法进行了多维度指标

的测试与统计，具体结果如表 2 所示，从中能清晰看出

各算法在损失、误差及异常检测等方面的差异，尤其突

出 RS_FUJII 算法的优势。从表 2 不同算法下模型性

能指标数据来看，在最低训练损失、最低验证损失、最

终训练误差均值、最终训练误差 RMSE（root mean 
square error）等指标上，RS_FUJII 算法分别为 3. 371 9
像素、3. 314 0 像素、1. 795 4 像素、1. 796 3 像素，相较于

GD 算法 LSTCA 算法，整体表现更优，损失和误差更

小；在最终验证误差均值、最终验证误差 RMSE 方面，

RS_FUJII 算法的 1. 780 6 像素、1. 780 8 像素也处于较

高水平，且异常检测阈值 1. 859 2 像素也高于 GD 和

LSTCA，意味着能更精准地区分正常与异常情况。综

合各项指标，RS_FUJII 算法在模型训练的损失控制、

误差表现以及异常检测能力上，均展现出比 GD 和

LSTCA 算法更出色的性能。

图 9 展示了各种算法的不同指标间的差异，在图 9
（a）、（b）中，Kruskal-Wallis H 检验的 p 值均小于 0. 05，
说明 3 种方法的分布存在显著差异。其中，RS_FUJII
算法在图 9（a）中，箱体最窄，红色中位数线最低，上下

须范围小，并且无顶部异常值，体现出其验证损失的中

图 7　RECONANOM-AE 模型工作示意图

Figure 7　Working  schematic of the RECONANOM-AE model
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心趋势最优、波动最小；在图 9（b）中，红色中位数线最

低，箱体也更窄，尽管存在多个顶部异常值，但中间

50% 数据的波动仍小于另外两种方法，中心趋势更优。

图 9（c）中，红色中位数线最低，箱体最窄，GD 的箱体

最宽、上下须范围最大；图 9（d）、（e）中，红色中位数线

均低于 GD 和 LSTCA，且箱体更窄，中间 50% 数据的

波动更小，中心趋势显著更优。说明 RS_FUJII 验证误

差的波动稳定性最优，并且在图 9（c）、（d）、（e）中，

Kruskal-Wallis H 检验的 p 值均呈现显著差异。综合

来看，在 5 个指标的箱线图中，RS_FUJII 的红色中位

数线显著更低，箱体更窄；Kruskal-Wallis H 检验的结

果也一致表明，RS_FUJII 与 GD、LSTCA 在这些指标

的 分 布 上 存 在 显 著 差 异 的 同 时 ，RS_FUJII 的 表 现

更优。

图 10 围 绕 RECONANOM-AE、 ResNet50、
VGG16 三个模型的训练收敛趋势展开，分别展示了验

证误差 RMSE 和验证损失的变化规律，其中，图 10（a）
中 的 初 始 阶 段 VGG16 的 验 证 误 差 RMSE 最 高 ；

RECONANOM-AE 次之；ResNet50 最低。随着训练

推进，三者的 RMSE 均呈快速下降趋势。在 Epoch 约

为 10 之后，RECONANOM-AE 的 RMSE 曲线逐渐低

于 ResNet50 和 VGG16，并持续保持这一优势。到训

练 末 期 降 至 三 者 中 最 低 ；ResNet50 与 VGG16 的

RMSE 则趋于接近。这表明 RECONANOM-AE 在验

证误差 RMSE 的优化上，不仅收敛过程更稳定，最终性

能也最优。在图 10（b）的初始阶段，VGG16 的验证损

失最高；RECONANOM-AE 约为 2. 85；ResNet50 约为

2. 78。 训 练 过 程 中 ，三 者 的 损 失 均 快 速 下 降 。 在

Epoch 约为 10 之后，RECONANOM-AE 的损失曲线

逐渐拉开与 ResNet50、VGG16 的差距，持续处于较低

水平。训练至 Epoch=50 时，RECONANOM-AE 的验

证损失降至最低。这说明 RECONANOM-AE 在验证

表 2　不同算法下 RECONANOM-AE 模型性能指标

Table 2　Performance metrics of the RECONANOM-AE model under different algorithms

算法名称

RS_FUJII

GD

LSTCA

最低训练损

失/像素

3.371 9

3.447 7

3.469 8

最低验证损

失/像素

3.314 0

3.324 0

2.939 0

最终训练误

差均值/像素

1.795 4

1.803 9

1.815 5

最终训练误差

RMSE/像素

1.796 3

1.804 5

1.823 6

最终验证误

差均值/像素

1.780 6

1.759 4

1.651 3

最终验证误差

RMSE/像素

1.780 8

1.759 6

1.651

异常检测阈

值/像素

1.859 2

1.840 4

1.780 6

图 8　图像的区域提取与分割

Figure 8　Regional extraction and segmentation of images
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损 失 的 优 化 上 ，具 备 更 稳 定 的 下 降 趋 势 和 更 优 的

最 终 表 现 。 综 合 来 看 ，RECONANOM-AE 在 验 证

误 差 RMSE 和 验 证 损 失 这 两 个 关 键 指 标 上 ，均 展

现 出 更 稳 定 的 下 降 过 程 与 更 低 的 最 终 数 值 ，其 收

敛 性 和 最 终 性 能 优 于 ResNet50 和 VGG16。 而

ResNet50 与 VGG16 在 这 两 个 指 标 的 训 练 过 程 及

最终表现中，趋势和数值均较为趋同，且整体弱于

RECONANOM-AE。

最后为全面评估不同算法在模型训练过程中的

性能表现，从误差均值、误差均方根、误差标准差以

及损失这 4 个关键维度展开分析，通过图 10、图 11，
可直观对比 RS_FUJII、GD 和 LSTCA 算法在训练集

与验证集上的表现差异，进而明晰各算法的优势与

不足。

从误差均值对比图可见图 11（a），随着训练轮次增

加，RS_FUJII 算法在训练集和验证集上的误差均值下

降趋势更为显著且最终值更低，GD 和 LSTCA 算法的

误差均值下降相对缓慢且最终处于较高水平。在误差

均 方 根 对 比 图 中 图 11（b），RS_FUJII 算 法 的 误 差

RMSE 曲线同样以更陡峭的下降趋势逼近更低的最终

图 9　不同算法间的 Kruskal-Wallis H 检验箱型图结果

Figure 9　Boxplot results of Kruskal-Wallis H test among different algorithms

图 11　不同方法的误差指标对比

Figure 11　Comparison of error metrics for different methods

图 10　RECONANOM-AE 与 ResNet50、VGG16的训练结果

对比

Figure 10　Comparison of training results between 
RECONANOM-AE， ResNet50， and VGG16

175



2026 年智能化农业装备学报（中英文）

值，体现出其在衡量误差离散程度方面的优势，能更精

准地控制误差的平方均值。

误差标准差对比图里图 12（a），RS_FUJII 算法的

误差标准差曲线更为平稳，波动极小，说明其误差的离

散程度低、稳定性好，而 GD 和 LSTCA 算法的误差标

准差要么初始值高，要么波动大。如图 12（b）所示，

RS_FUJII 算法的损失值从初始阶段就快速下降，最终

在训练集和验证集上都维持在较低水平，相比之下，

GD 和 LSTCA 算法的损失下降速度慢，且最终损失值

更高。综合而言，RS_FUJII 算法在模型训练过程中，

不仅能更高效地降低误差与损失，还具备更出色的稳

定性，在拟合数据和泛化新数据的能力上，都显著优于

GD 和 LSTCA 算法。

2. 2　不同滤波器数量间的训练结果对比

为探究滤波器数量对算法性能的影响，针对不同

滤波器数量，分别测试了最低训练损失、最低验证损

失、最终训练误差均值、最终训练误差 RMSE、最终验

证误差均值、最终验证误差 RMSE 以及异常检测阈值

等关键指标，具体结果如表 3 所示。

从表 3 不同滤波器数量的模型性能指标数据可

知，滤波器数量为 96 时对应的模型最低训练损失处

于较低水平，最终训练误差均值和 RMSE 也位列前

列；最低验证损失仅略高于滤波器数量为 160 的情

况，最终验证误差均值和 RMSE 在所有配置中最低；

异常检测阈处于合理区间，既不会因阈值过高导致

损伤样本漏检，也不会因阈值过低导致正常样本误

检。以上数据表明当滤波器数量为 96 时模型在训练

集上对正常样本的拟合精度足够高、对未知数据的

泛化能力最强。

2. 3　模型的训练结果

图 13 表明 RS_FUJII 模型在训练过程中误差的变

化情况，分别绘制了训练误差均值与验证误差均值、训

练误差 RMSE 与验证误差 RMSE 的对比图，可从中观

察模型在不同训练轮次下的误差表现。

随着训练轮次的增加，训练集和验证集的误差均

值、误差 RMSE 均呈下降趋势。训练集的误差均值和

误差 RMSE 下降更为显著且最终值更低，验证集的误

差均值和误差 RMSE 虽然下降幅度稍缓，但整体也能

较好地跟随训练集的趋势下降，这表明 RS_FUJII 模型

在训练过程中，不仅对训练数据的拟合效果不断提升，误差

持续降低，同时在验证集上也展现出了较好的泛化能力，误

差能够有效减小，模型的性能在训练过程中逐步优化。

图 14 探究了 RS_FUJII 模型的训练稳定性与损失

变化规律，以及训练损失与验证损失对比图。如图 14
（a）可知，验证集的误差标准差整体呈下降趋势且最终

维持在较低水平，波动较小，说明模型在验证集上误差

的离散程度低、稳定性好；而训练集的误差标准差虽有

波动，但也能体现出一定的变化规律；图 14（b）展示了

训练集和验证集的损失值均随着训练轮次增加而显著

图 12　不同算法的模型误差与损失指标对比

Figure 12　Comparison of model error and loss metrics under 
different algorithms

表 3　不同滤波器数量下模型性能指标

Table 3　Model performance indicators under different numbers of filters

滤波器数量/
个

64

96

128

160

321

最低训练损

失/像素

3.447 7

3.267 7

3.259 0

3.239 6

3.371 9

最低验证损

失/像素

3.324 0

3.116 1

3.112 0

3.095 1

3.314 0

最终训练误差

均值/像素

1.803 9

1.765 2

1.765 8

1.762 2

1.795 4

最终训练误差

RMSE/像素

1.804 5

1.766 3

1.766 8

1.763 3

1.796 3

最终验证误差

均值/像素

1.759 4

1.697 1

1.727 4

1.783 9

1.780 6

最终验证误差

RMSE/像素

1.759 6

1.697 7

1.727 7

1.784 5

1.780 8

异常检测阈

值/像素

1.840 4

1.827 8

1.823 9

1.830 4

1.859 2
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降 低 ，训 练 集 损 失 下 降 更 快 且 最 终 值 更 低 ，表 明

RS_FUJII模型在训练过程中，不仅损失能有效减小，还

在验证集上展现出较好的稳定性，整体性能逐步优化。

最终从训练拟合能力、泛化能力、异常检测合理性

分析得到模型性能如表 4 所示。由表 4 模型最终性能

指标数据可知，在训练拟合能力上：最低训练损失

3. 267 8 说明模型对训练集充分拟合，最终训练误差均

值：1. 765 2 像素与 RMSE：1. 766 4 像素则反映训练精

度处于较高水平；在泛化能力上：最低验证损失：3. 116 
2 像素低于最低训练损失，最终验证误差均值：1. 697 2
像素与 RMSE：1. 697 7 像素均优于训练集对应指标，

表明模型对未见过的验证集数据泛化能力突出；在异

常检测合理性上：通过对比不同种阈值策略并作出敏

感性分析，具体结果如图 15 所示，图 15（a）以柱状图形

式对比了 7 种阈值方案的“异常比例”和“误检概率”。

其中，均值+3σ 的异常比例和误检概率均处于合理且

最优区间，既不会像“均值+2σ”“中位数+2σ”那样因

阈值过松，导致异常比例和误检概率过高；也不会像均

值+3. 5σ 那样因阈值过紧，使异常识别范围过度收窄。

从而表明阈值：1. 827 8 像素基于“均值+3σ”的科学逻

辑设定，在“有效识别异常”与“严格控制误检”之间实

现了更优的平衡，并且可有效区分正常与异常样本，为

实际场景的损伤检测提供了可靠量化标准。

图 14　训练集与验证集误差标准差及损失变化对比

Figure 14　Comparison of error standard deviation and loss 
between the training and validation sets

图 15　不同阈值策略的异常检测阈值综合分析与性能验证图

Figure 15　Comprehensive analysis and performance verification 
diagram of anomaly detection thresholds for different threshold 

strategies

表 4　模型最终性能指标

Table 4　Final performance metrics of the model

性能指标

最低训练损失/像素

最低验证损失/像素

最终训练误差均值/像素

最终训练误差 RMSE/像素

最终验证误差均值/像素

数值

3.267 8

3.116 2

1.765 2

1.766 4

1.697 2

图 13　训练误差对比图

Figure 13　Comparison chart of training errors

177



2026 年智能化农业装备学报（中英文）

2. 4　RECONANOM-AE模型检测结果

将准备好的 30个损伤苹果和 30个无损伤苹果进行

损伤检测，最终结果如图 16所示，表明模型成功检测出的

受损苹果数量为 26个，未成功识别出受损苹果 4个；成功

识别出无损伤苹果 28个，未成功识别出无损伤苹果 2个，

通过计算得出模型的 TPR 为 86. 67%，FPR 为 6. 67%，

Accuracy 达 到 90%，Precision 为 92. 86%，Recall 为

86. 67%，Specificity为 93. 33%，F1 Score为 89. 68%。

R = TP
TP + FN

（15）

S = TN
TN + FP

（16）

F1 = 2 × P × R
P + R

（17）

PR = TP + FP
TP + TN + FP + FN

（18）

FPR = FP
TN + FP

（19）

式中：P——预测为阳性的样本中，实际为阳性的比例；

  R——阳性的样本，被正确预测为阳性的比例；

  TP——损伤样本，且被正确预测为损伤的样本数；

  FN——损伤样本，但被错误预测为正常的样本数；

  TN——正常样本，且被正确预测为正常的样本数；

  FP——正常样本，但被错误预测为损伤的样本数；

  S——正常样本，被正确预测为正常的比例；

  F1——精确率与召回率的调和平均数，综合评估

               模型分类性能；

  PR——模型预测为“有损伤”的样本，在所有样本

               中的占比；

  FPR——真实无损伤的样本中，被模型错误判定

                  为“有损伤”的比例。

图 17　模型对损伤区域检测示意图

Figure 17　Detected damage area

图 16　模型对损伤样本的检测混淆矩阵

Figure 16　Confusion matrix of the model for damage sample detection
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图 17 呈现了模型对苹果损伤的预测结果并标记

出了损伤区域，同时还呈现出模型识别置信度和对应

的预测损伤区域面积。模型通过中华人民共和国农业

农村部所规定的《苹果等级规格》（NY/T 1793—2009）
中对苹果表面损伤程度等级（轻度损伤：碰压伤面积≤
1 cm²，中度损伤：碰压伤面积≤2 cm²，重度损伤：碰压

伤面积＞2 cm²）从而将苹果表面损伤分成了 3 个等级，

整体而言，该模型对不同程度的苹果损伤都有较好的

识别效果，无论是严重损伤还是轻微损伤，检测准确性

都较高，有助于实现对苹果的无损质量评估。

3　结论

本研究以成熟度一致的山东富士苹果为研究对

象，构建了一套融合激光散斑成像技术、RS_FUJII 算
法与 RECONANOM-AE 模型的苹果无损损伤检测体

系，RS_FUJII 算法改善了传统算法对时间关联性不敏

感、易受空间噪声干扰的缺陷，生成的灰度图可更细腻

呈现散斑灰度层次，伪色彩图能更鲜明突出损伤特征

并且在相同模型上训练得到的模型最终训练误差均

值、训练误差 RMSE 及验证误差指标均优于对比算法，

且验证误差标准差低且稳定；RECONANOM-AE 模

型有效提升了模型对“噪声干扰”与“损伤特征”的区分

能力，模型训练收敛稳定，训练集与验证集的误差均

值、RMSE 及损失均随训练轮次呈持续下降趋势。

当滤波器数量设定为 96 时，模型综合性能最优。

此时，模型最低训练损失（3. 267 8）、最低验证损失

（3. 116 2）处于较低水平，最终训练误差均值（1. 765 2
像素）、训练误差 RMSE（1. 766 3 像素）及验证误差指

标（验 证 误 差 均 值 1. 697 1 像 素 、验 证 误 差 RMSE 
1. 697 7 像素）在所有配置中表现最佳，且异常检测阈

值（1. 827 8 像素）能有效平衡漏检与误检风险。

最终在测试集上展现出 TPR 为 86. 67%，FPR 为

6. 67%，Accuracy 达 到 90%，Precision 为 92. 86%，

Recall 为 86. 67%，Specificity 为 93. 33%，F1 Score 为

89. 68%，并且能实现损伤分级，满足了损伤检测的

需求。

激光散斑成像技术与深度学习模型的融合，既突

破了传统检测技术的瓶颈，又实现了“低成本、高效率、

高精度”的苹果损伤检测目标，为果品质量检测领域的

技术革新提供了新路径。
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Research on apple damage detection method based on 
RS_FUJII dynamic speckle algorithm

He Wenbo，Zhang Junhao，Liu Yue，Li Xiaoxin，Men Sen，Li Kehong*

（Robotics College， Beijing Union University， Beijing 100020， China）

Abstract: Apples， as a high-yield fruit， often suffer significant losses during transportation and storage due to collisions and 
improper temperature control.  Traditional manual inspection methods for apple surface damage are not only costly and 
inefficient but also heavily reliant on operator experience and subjective factors， leading to limited detection accuracy.  To 
address these issues， this study proposed a cost-effective and efficient apple damage detection method based on laser speckle 
imaging.  The proposed approach integrated the RS_FUJII speckle feature extraction algorithm with the RECONANOM-AE 
damage detection model to improve detection speed and accuracy.  Shandong Fuji apples were used as the experimental 
samples.  Speckle images were first preprocessed， followed by feature extraction.  To overcome the limitations of the 
traditional FUJII algorithm in spatiotemporal feature representation and noise robustness， this study introduces a 
spatiotemporal weighting mechanism and robustness enhancement strategies to develop an improved RS_FUJII algorithm for 
high-precision damage feature extraction.  In addition， an unsupervised neural network model， RECONANOM-AE， is 
designed to automatically identify damage regions via reconstruction error.  Experimental results demonstrate that the 
proposed model exhibits favorable convergence and stability during training， with both training and validation errors gradually 
decreasing with increasing epochs.  Comprehensive performance evaluation showed that the model achieved a true positive rate 
of 86. 67% and a false positive rate of 6. 67%.  The overall recognition Accuracy reached 90%， with a Precision of 92. 86%， 
Recall of 86. 67%， Specificity of 93. 33%， and an F1 Score of 89. 68%.  These results demonstrated that the proposed 
method achieved good training stability and strong generalization ability.  The method enabled non-destructive quality 
assessment of apples and provided a reliable technical solution for intelligent fruit quality inspection.
Keywords: Shandong Fuji apples； laser speckle imaging； RS_FUJII algorithm； RECONANOM-AE model； damage 
detection
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