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摘要：叶面积指数（leaf area index，LAI）是表征冬小麦冠层结构特征与生长状态的关键生物物理参数，在精准农业监测与

作物长势评估中具有重要作用。然而，现有反演方法在不同飞行高度下存在精度不稳定、模型泛化能力不足的问题，为提

升冬小麦 LAI 的反演精度与泛化能力，本研究基于多高度无人机多光谱数据结合集成学习模型与多种机器学习方法，构

建 LAI 反演模型。采用 ANOVA 分析飞行高度对反射率及纹理特征的影响机制，基于多光谱数据提取植被与纹理指数，

并通过皮尔逊和斯皮尔曼相关性分析筛选 LAI 敏感指数用于建模，构建 XGBoost、RF、XGBoost-EN 和 RF-Ridge 4 种模

型，开展多高度、多特征条件下的 LAI反演及精度对比分析。结果表明：无人机飞行高度对反射率与纹理特征存在明显尺

度效应，80 m 为反射率影响临界值；单特征与混合特征输入下模型在多高度 LAI 反演中均表现为 20 m 高度反演精度最

高、效果最佳，R²最高达 0. 745，RMSE 最低为 0. 699，MAE 最低为 0. 507；XGB-EN、RF-Ridge 集成模型在 LAI反演中的精

度均高于其余特征模型，表现出更优的反演效果，R²最高达 0. 802，RMSE 最低为 0. 592，MAE 最低为 0. 421，具有优异的

拟合精度和稳定性。综合来看，XGBoost-EN 是 LAI 反演任务中最具优势的模型。研究验证了多高度下集成学习模型与

机器学习方法在 LAI高精度反演中的可行性，为遥感驱动的作物生长监测提供了理论基础与技术路径。
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0　引言

叶面积指数（leaf area index，LAI）是描述作物冠层

结构的核心生物物理参数，通常定义为单位地表面积

对应的单侧绿色叶片面积总和。对于冬小麦而言，

LAI 是表征其群体生长状况与冠层结构特征的重要指

标，还在调节光合作用、蒸散作用以及碳循环等生态过

程方面发挥关键作用［1-2］。通过对冬小麦 LAI 进行动

态监测，可以为冬小麦长势评估、产量预测以及田间精

细化管理（如灌溉调控与精准施肥等）提供科学依据，

从而提升农业生产效率并促进农业可持续发展。

传统实地测量 LAI 方法多依赖破坏性取样与人工

操作，过程繁琐、效率低，难以准确反映 LAI 的时空变

化特征［3-4］。遥感技术在 LAI 反演中具有显著优势，能

够实现大范围、非破坏、连续性的动态监测，其中无人

机遥感具有获取灵活和成本较低等优势，在农田尺度

精细化监测中表现突出［5-6］。然而，现阶段无人机遥感

反演 LAI 仍面临由飞行高度变化引起的尺度效应问

题，飞行高度的差异直接导致影像空间分辨率及冠层

信息表达发生变化，使得反射率及纹理特征在不同尺

度下响应不一致，从而降低特征稳定性；多高度观测条

件下特征表达差异显著，增加了模型构建的不确定性。

此 外 ，单 一 模 型 在 复 杂 环 境 中 的 泛 化 能 力 仍 然

有限［7-10］。
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在遥感 LAI 反演研究中，单一光谱信息往往难以

全 面 表 征 复 杂 的 冠 层 结 构 ，容 易 受 到 其 他 因 素 影

响［11-13］。随着高分辨率影像的发展，纹理特征被逐步

引入，其能够反映植被空间结构信息，与光谱信息形成

有效互补。此外，株高、茎粗等生理参数能够反映作物

生长状况，多特征融合有助于提升 LAI 反演模型的稳

定性和精度［14-16］。

在观测层次上，多高度无人机遥感为分析 LAI 反
演中的差异问题提供了重要手段，多高度无人机数据

在空间分辨率和信息表达上存在差异，从而导致 LAI
反演结果存在明显差别。通过对比不同高度数据，可

评估各高度下特征对 LAI 的表征能力，进而筛选出反

演效果最优的飞行高度，从而提高模型反演精度与结

果可靠性。

在 模 型 方 面 ，随 机 森 林（RF）和 极 端 梯 度 提 升

（XGBoost）等方法虽具有较强非线性建模能力，但单

一模型稳定性仍有限；集成学习方法对异常样本与噪

声具有更强的鲁棒性，并在一定程度上缓解过拟合问

题，通过融合多模型优势，可进一步提升预测精度、与

泛化能力［17-19］。

基于此，为提升冬小麦 LAI 反演的精度与稳定性，

本研究基于多高度无人机多光谱数据，融合集成学习

与多种机器学习模型开展 LAI反演。通过分析不同飞

行高度下反射率和纹理特征的变化规律，筛选 LAI 敏
感指数组合，在此基础上构建 XGBoost、RF 及集成回

归模型，对多高度、多特征条件下的 LAI反演性能进行

对比分析，实现冬小麦 LAI的高精度反演，为多高度无

人机遥感条件下 LAI的精准反演提供理论依据与方法

支持。

1　材料与方法

1. 1　试验地概况

研究区域如图 1 所示。位于陕西省杨凌示范区西

北 农 林 科 技 大 学 中 国 旱 区 节 水 农 业 研 究 院（108°
4′20′′E，34°17′42. 17′′N，海拔 525 m）。

该区域属于温带半干旱半湿润的大陆性季风气

候，年日照时数较长，太阳能资源丰富，气温与太阳高

度角变化平缓且均在 13：00 达到最大，年均降水量约

640 mm，主要集中在 7—9 月。试验地 0~60 cm 深度的

土壤类型为中壤土，平均田间持水率为 26%，凋萎系数

为 8. 6%（均为质量含水率），土壤干容重 1. 33 g/cm3，土

壤 pH 值为 8. 1，有机质含量为 13. 3 g/kg，总氮含量为

0. 82 g/kg。地下水埋藏较深，其向上的补给量可忽略

不计。

1. 2　田间试验

试验设置在两个不同的地块同时进行，地块Ⅰ试

验设置 4 个不同的水分处理，分别为 T1（40%~50% 田

持）、T2（50%~65% 田持）、T3（65%~80% 田持）、T4
（80%~95% 田持），每个水分处理进行 3 次重复试验，

每个试验小区的尺寸为 4 m×4 m，一共 12 个小区，不

同水分处理的小区随机分布。地块Ⅱ试验设置 5 个不

同的水分处理，水分处理包括：T0（不进行灌水）、T1、
T2、T3 和 T4，每个水分处理进行 10 次重复试验，共计

50 个试验小区，每个试验小区的尺寸为 4. 5 m×4. 5 
m，不同水分处理的小区随机分布。每个小区均配备

水表和滴灌管，确保定量均匀灌溉，使整个小区小麦长

势相当。为消除边际效应，在各小区之间设置 1. 5 m
宽的保护行，以减少漏水的影响。冬小麦于 2024 年 10
月 12 日进行人工播种，2025 年 6 月 1 日收获。选用的

小麦品种为西农 9112，行间距 25 cm，施用 600 kg/hm2

的复合肥料作为底肥，每行播种 40 g 种子。为保证小

麦存活，于 2024 年 12 月 15 日和 2024 年 12 月 30 日进行

冬灌并进行雨养。试验采用滴灌进行灌溉，各小区的

灌水量采用水表计算，每次灌溉前一天采用打土钻的

方式确定土壤含水率。

1. 3　数据获取与处理

1. 3. 1　多光谱数据采集及处理

使用 Matrice300RTK 无人机，如图 2（a）所示，并同

时 搭 载 AQ600 Pro 多 光 谱 相 机 ，如 图 2（b）所 示 ，

AQ600Pro 多光谱相机共有 5 个多光谱通道和一个

RGB 通道，5 个多光谱通道中心波长分别为 450 nm，

555 nm，660 nm，720 nm，840 nm，每个波段配备 3. 2 M
像素的 CMOS 传感器。

在 晴 朗 且 视 野 良 好 的 天 气 状 况 下 ，使 用

Matrice300Rtk 无人机搭载 AQ600 Pro 多光谱相机采

集冬小麦冠层的多光谱图像，图像采集时间为每天的

图 1　研究区域概况图

Figure 1　Overview map of the study area
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13：00，进行不同飞行高度的图像采集，如图 2（c）所示，

分别在 20 m、40 m、60 m、80 m、100 m 不同高度拍摄多

光谱图像，每张图像都是在小区正上方选择相应的悬

停高度悬停 1 min，镜头垂直向下拍摄获得。为获取精

确的作物反射率信息，设置地面控制点位于冬小麦实

验地中，将获得的无人机影像和控制点的坐标数据导

入 pix4Dmapper 软件对遥感图像进行拼接和控制点的

手动配准校正，然后利用 ENVI5. 6 软件合成 5 波段图

像，提取冬小麦各波段反射率。

鉴于小麦阴影、土壤背景和作物冠层在太阳光下

具有不同的光谱特性，为避免混合像元对反演精度的

影响，使用基于最大似然估计的监督分类对遥感影像

进行地物分割，剔除阴影和土壤背景后得到各小区冬

小麦冠层平均反射率。

1. 3. 2　地面数据采集及处理

光谱数据采集后在试验小区内随机选取 3 株具有

代表性的小麦，茎叶分离后利用 MATLAB R2022b 对

照片（图 3）阈值分割后提取单株叶面积，再以 3 株小麦

叶面积均值乘以单位面积单茎数（单位面积单茎数是

根据关键生育期田间群体样本调查获得）得到叶面积

指数。冬小麦株高采用卷尺测量，从植株底部到顶部

垂直距离；茎粗采用游标卡尺测量，于植株基部上方约

2~3 cm 处选取主茎进行测定。植被覆盖度通过样方

面积内获取的数字图像，采用阈值分割方法提取植被

与背景信息，计算植被像元占总像元的比例，作为植被

覆盖度指标［20-22］。叶片含水量用于表征叶片水分状

况，通过鲜重与干重测定获得。比叶重用于表征单位

叶面积的干物质积累水平，由叶片干重与叶面积计算

得到。

1. 4　植被和纹理指数的计算与相关性分析

植被指数基于多光谱影像的 5 个波段进行构建，

包括 band1 蓝光（Blue）、band2 绿光（Green）、band3 红

光（Red）、band4 红 边（Red Edge）及 band5 近 红 外

（NIR），依据常用植被指数的计算公式，利用 Python 编

程实现了 93 种植被指数的批量计算，增强特征表达能

力，以用于后续特征分析与模型构建。所选植被指数

主要来源于已有研究及常用指数体系（如归一化植被

指数、增强型植被指数等），并根据波段组合关系进行

扩展计算。

由于冬小麦是行播种作物，而 Matrice300RTK 无

人机采集的多光谱图像空间分辨率较高，大部分窗口

大小涉及土壤背景和玉米植株，因此以最小窗口大小

（3 像素×3 像素）进行纹理特征计算［23］。图像纹理分

别为：均值、方差、同质性、对比度、差异性、熵、能量和

相关性，从中筛选与 LAI关系最显著的指数，采用皮尔

逊相关系数（Pearson correlation coefficient）和斯皮尔

曼秩相关系数（Spearman rank correlation）对 93 个植被

指数和 40 个纹理指数与实测 LAI 之间的关系进行了

定量分析，并选取 Pearson 和 Spearman 相关性大于 0. 7
的前 10 个植被和纹理指数作为模型输入特征，用于后

续的 LAI反演建模。

同时，在生理特征方面，除传统的株高和茎粗等结

构指标外，还引入植被覆盖度、叶片含水量以及比叶重

等生理指标作为补充特征，以丰富植被生理信息表达，

并为 LAI集成学习反演模型的构建提供更加全面的输

入变量。

1. 5　单因素方差分析（ANOVA）原理与检验标准

单因素方差分析用于检验单一自变量对连续型因

变量的显著性影响。在进行分析前，需满足以下前提

条件：因变量在各组内近似服从正态分布；各组数据满

图 2　冠层光谱采集设备

Figure 2　Canopy spectral data acquisition equipment

图 3　叶面积提取示意图

Figure 3　Schematic diagram of leaf area extraction
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足方差齐性，即组间方差差异不显著；各观测值相互独

立，通常以显著性水平 P≥0. 05 判定正态性与方差齐

性成立。在满足上述条件时，采用单因素方差分析检

验组间差异显著性（P≤0. 05 表示差异显著），其中 F
值反映组间差异相对于组内变异的大小，数值越大表

明影响程度越显著。当数据满足正态分布但不满足方

差齐性时，采用 Welch 方差分析进行稳健检验，并选用

Games-Howell 方法进行事后多重比较；当数据不满足

正 态 分 布 时 ，采 用 非 参 数 检 验 方 法 进 行 分 析（如

Kruskal-Wallis 检验），并据此进行组间差异比较，显著

性判定标准同样以 P≤0. 05 为依据［24-25］。

1. 6　模型构建与精度评价

1. 6. 1　模型构建

本研究构建多特征融合集成学习模型（图 4）反演

叶面积指数（LAI）。先将植被、纹理、生理参数 3 类特

征 分 别 输 入 随 机 森 林（RF）和 极 端 梯 度 提 升

（XGBoost）模型，得到 3 组初步反演结果（记为 LAI-
VI、LAI-TF 和 LAI-PF）。再将其作为新变量输入岭

回归（Ridge）和弹性网络（Elastic net）模型进行集成学

习，深度融合多源信息，输出优化的 LAI反演结果。

为精准反演冬小麦叶面积指数，利用实测多光谱

数据计算植被和纹理指数，并采用皮尔逊和斯皮尔曼

秩相关系数相关性分析方法，筛选出与 LAI 高度相关

的植被和纹理指数作为建模特征。依据筛选结果结合

生理特征与对应的 LAI 值构建模型。分别构建 4 种机

器 学 习 模 型 ：XGBoost、RF、XGBoost-EN 和 RF-
Ridge，模型适配非线性关系与高维遥感数据，适用于

农业遥感反演与监测任务中。

模型训练过程中，使用 70% 的模拟数据集作为训

练集，30% 作为验证集，对 4 种模型分别进行训练与验

证，在建模过程中引入超参数优化与十折交叉验证，以

降低数据划分带来的随机性并抑制模型过拟合。同

时，对输入数据进行标准化处理，以保证不同模型结果

的可比性。在集成学习框架中，为避免信息泄露并提

高 模 型 泛 化 能 力 ，采 用 基 于 折 外 预 测（out-of-fold， 
OOF）的策略构建二阶段输入特征，在第一阶段模型

训练过程中，通过 K 折交叉验证获取各基学习器在验

证折上的预测结果，并将其拼接形成完整的 OOF 预测

作为第二阶段模型的输入，从而实现模型间的有效融

合与稳健提升。

1. 6. 2　精度评价

为了全面评估不同模型在 LAI 反演中的表现，本

研究选用决定系数（R²）、均方根误差（RMSE）和平均

绝对误差（MAE）3 项指标作为模型精度评价标准。其

中，R²用于衡量模型预测值与实测值之间的拟合优度，

值越接近 1 表示拟合效果越好；RMSE 用于反映预测

值与实测值之间的整体偏差，值越小表示误差越小；

MAE 表示所有预测误差的平均绝对值，具有良好的解

释性和稳定性。

2　结果与分析

2. 1　纹理特征和反射率的方差分析结果

对不同波段的纹理特征进行单因素方差分析，如

表 1 所示，（高度对比组 20-40 代表飞行高度 20 m 与 40 
m 比较），展示了近红外波段（多光谱 5 个波段中受高

度变化的影响程度最弱，波段最稳定）的结果，可以发

现均值在所有高度类型下的 P 值均大于 0. 05，说明均

值在各高度类型下均未达到显著差异水平。对于方

差、同质性、相关性、相异性、熵、能量、对比度等纹理，

不同高度类型之间的比较中，P 值均小于 0. 05，方差在

20-40 m 组 P 值为 0. 01，同质性在 40-60 m 组 P 值为

0. 03，这表明除均值外的纹理特征均达到显著差异

水平。

进一步统计其余波段（蓝、绿、红和红边）的分析结

果发现，除蓝、绿、近红外波段的均值对高度变化无影

响外，大多数纹理特征在不同高度间均存在显著差异

（多数类型 P≤0. 05）。

对不同波段的反射率同样进行单因素方差分析，

各波段结果如表 2 所示，可以看出，多个波段在 80 m 临

界点之后会受到高度变化的影响，在绿波段、红波段以

及红边波段中，仅在 20 m 与 80 m、100 m 之间出现显著

差异，说明这 3 个波段只有在低高度与较高高度之间

才会产生明显的反射率差异。

相比之下，蓝波段、近红外波段多个高度之间均出

现显著差异，表明这两个波段在较大高度变化条件下

更容易受到影响，以上结果表明飞行高度变化对反射

率产生了显著影响。

0�K U
Base learners
U
���U

�=�� *)'�3)'�

RF & XGBoost

LAI

Ridge & Elastic net
0�K U
Meta learner
U����U

LAI-VI LAI-TF LAI-PF

图 4　集成模型结构示意图

Figure 4　Schematic diagram of the integrated model structure
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2. 2　基于斯皮尔曼、皮尔逊和 SHAP分析的相关性植

被指数和图像纹理筛选

以蓝波段 20 m 的植被指数筛选结果为例，分析结

果如图 5 所示，首先通过斯皮尔曼和皮尔逊相关分析

筛选出与 LAI 相关性较高（均大于 0. 7）的 10 个特征，

在此基础上分别基于所筛选特征开展单特征建模、混

合特征建模以及集成学习建模，以比较不同特征组合

及模型类型对 LAI反演精度的影响，不同飞行高度下，

建模优选的植被指数和纹理指数存在明显差异，但也

存 在 共 性 特 征 。 植 被 指 数 中 ，红 边 叶 绿 素 指 数

（CIRE）、归一化差异红边指数（NDREI）、蓝色色度坐

标（BCC）、叶绿素植被指数（CVI）、绿光优化土壤调节

植被指数（GOSAVI）在各高度均为稳定的关键特征；

纹理指数中，蓝光熵（b1ENT）、近红外均值（b5MEA）、

近红外同质性（b5HOM）、红边能量（b4ENE）等在多个

高度下被高频筛选。

随飞行高度增加，植被指数构成稍有扩展，纹理特

征则呈现出从低波段向高波段扩展、同质性与能量类

特征占比提升的变化规律。

2. 3　不同特征组合下多高度的 LAI反演结果

基于不同飞行高度，分别以纹理特征、植被特征、混

合特征为输入变量，结合 XGBoost、RF 两种模型对 LAI
反演结果进行分析。结果如表 3所示，单特征模型 R²最
高 为 0. 657（XGB-植 被），RMSE 为 0. 781、MAE 为

0. 601；RF-植 被 模 型 R2 为 0. 651，RMSE 为 0. 798，
MAE 为 0. 599。 混 合 特 征 模 型 R² 最 高 达 到 0. 745
（XGB-混合），RMSE 和 MAE 分别为 0. 699 和 0. 507，
RF-混合模型 R²为 0. 711，RMSE 为 0. 714，MAE 为

0. 552，这表明在相同高度下，混合特征模型的反演精度

高于单特征模型。

在 40 m 和 60 m 时，单特征模型 R²分别下降到

0. 583~0. 619 和 0. 526~0. 607，RMSE 升高至 0. 793~
0. 822 和 0. 801~0. 831，MAE 也有所增加；混合特征模

表 1　近红外纹理 ANOVA分析 P值表

Table 1　P-value table for ANOVA analysis of near-infrared texture

高度对比组/m

20-40

20-60

20-80

20-100

40-60

40-80

40-100

60-80

60-100

80-100

均值

0.195

0.15

0.1

0.22

0.2

0.35

0.24

0.098

0.16

0.15

方差

0.01

0.015

0.04

0.025

0.01

0.027

0.032

0.04

0.008

0.1

同质性

0.01

0.01

0.015

0.02

0.03

0.022

0.027

0.018

0.03

0.245

相关性

0.01

0.015

0.04

0.025

0.13

0.027

0.032

0.04

0.008

0.15

相异性

0.075

0.015

0.01

0.025

0.04

0.04

0.022

0.015

0.025

0.21

熵

0.01

0.015

0.04

0.025

0.01

0.03

0.032

0.04

0.008

0.01

能量

0.075

0.015

0.01

0.02

0.04

0.04

0.022

0.015

0.025

0.24

对比度

0.01

0.015

0.04

0.025

0.01

0.027

0.032

0.04

0.008

0.15

表 2　反射率 ANOVA分析 P值表

Table 2　Reflectance ANOVA analysis P-value table

高度对比

组/m

20-40

20-60

20-80

20-100

40-60

40-80

40-100

60-80

60-100

80-100

band1
蓝光

0.214

0.61

0.01

0.01

0.01

0.01

0.01

0.071

0.553

1

band2
绿光

1

0.774

0.01

0.01

1

0.338

1

0.805

1

0.695

band3
红光

0.621

0.284

0.01

0.026

1

0.607

1

1

1

1

band4
红边

0.967

1

0.01

0.01

1

0.777

1

0.351

1

0.186

band5
近红外

1

0.658

0.289

0.01

1

0.055

1

0.11

0.701

0.227 图 5　20 m 相关性分析结果图

Figure 5　Correlation analysis of vegetation indices at 20 m
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型 R²为 0. 644~0. 717，但相较 20 m（R²=0. 745）仍有一

定下降。在 80 m 和 100 m 条件下，这一趋势更加明显，

XGB-混合模型 R²分别下降至 0. 668 和 0. 652，这表明

20 m 高度下模型反演精度最高。同模型不同高度之

间 R²最大差值为 0. 131（0. 657 与 0. 526），表明飞行高

度对反演结果具有较大影响。

2. 4　集成模型反演冬小麦的结果与分析

在 20 m 最佳高度条件下，分别采用 XGB-EN 集成

模型、RF-Ridge 集成模型、混合特征模型及单特征模

型对叶面积指数（LAI）进行反演，分析各模型的拟合

表现，结果如图 6 所示。

单特征模型中 XGB-植被效果最好，反演精度 R²
为 0. 657，RMSE 为 0. 781，MAE 为 0. 601，XGB-混合

模型精度 R²提升至 0. 745，RMSE 降低至 0. 699，MAE

降低至 0. 507，表明多特征在一定程度上弥补了单一特

征信息不足的问题。通过构建集成模型对特征进行优

化与融合，集成模型反演精度 R²提高至 0. 802，RMSE

降低至 0. 592，MAE 降低至 0. 421，该结果表明集成建

模能够实现更有效地信息整合与误差修正。

对于 RF 模型（图 7），单特征到混合特征模型精度

R²由 0. 651 提升至 0. 711，RMSE 和 MAE 分别从 0. 798
和 0. 599 降低至 0. 714 和 0. 552，集成模型反演精度 R²
提升至 0. 784，RMSE 和 MAE 分别降低至 0. 617 和

0. 435，表明集成学习模型结构的可行性与外推性。在

相 同 条 件 下 ，RF-Ridge 集 成 模 型 R² 为 0. 784，相 比

表 3　多高度多模型反演结果

Table 3　Results of multi-height and multi-model inversion

特征模型

XGB-纹理

RF-纹理

XGB-植被

RF-植被

XGB-混和

RF-混合

精度

R²

RMSE

MAE

R²

RMSE

MAE

R²

RMSE

MAE

R²

RMSE

MAE

R²

RMSE

MAE

R²

RMSE

MAE

飞行高度

20 m

0.601

0.769

0.639

0.635

0.782

0.602

0.657

0.781

0.601

0.651

0.798

0.599

0.745

0.699

0.507

0.711

0.714

0.552

40 m

0.583

0.793

0.684

0.599

0.822

0.634

0.619

0.819

0.622

0.614

0.805

0.625

0.717

0.707

0.535

0.644

0.792

0.601

60 m

0.562

0.819

0.691

0.607

0.801

0.692

0.526

0.825

0.701

0.538

0.831

0.712

0.683

0.748

0.573

0.691

0.739

0.565

80 m

0.516

0.825

0.721

0.543

0.825

0.682

0.584

0.792

0.632

0.599

0.812

0.635

0.668

0.765

0.605

0.655

0.781

0.602

100 m

0.553

0.813

0.665

0.557

0.835

0.668

0.538

0.803

0.691

0.584

0.823

0.632

0.652

0.784

0.611

0.668

0.765

0.605

图 6　最佳高度下XGB-EN各模型的LAI实测值与预测值比较

Figure 6　Comparison of measured and predicted LAI values for 
various XGB-EN models at the optimal height
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XGB-EN 的 0. 802 降 低 约 0. 018，RMSE（0. 617）和

MAE（0. 435）也略高于 XGB-EN 的 0. 592 和 0. 421，整
体差异约在 0. 01~0. 05 之间，这主要与两类算法对特

征信息的利用方式不同有关。

2. 5　基于最优建模策略的 LAI遥感反演图

由前文分析可以看出，飞行高度为 20 m 时模型反

演结果优于其他高度，20 m 时的模型反演精度结果表

现为 XGB-EN 集成学习模型>RF-Ridge 集成学习模

型 > 混 合 特 征 模 型 > 单 特 征 模 型 ，因 此 20m 时 的

XGB-EN 集成学习模型是估算 LAI 的最优建模策略，

为验证该方法在实际场景中的应用成效，本节基于此

策略绘制出最佳日期为 2025 年 4 月 3 日研究区的 LAI
反演图，如图 8 所示。

从反演结果来看，基于 XGB-EN 的集成学习模型

在两类样地中均能够清晰刻画出 LAI 的水分分布情

况，并对不同水分梯度表现出良好的反演能力。

3　讨论

3. 1　反射率和纹理指数对尺度效应的响应规律

无人机遥感获取的多光谱反射率及纹理特征在不

同高度下表现出明显的尺度效应。随着飞行高度的变

化，传感器观测的空间分辨率及像元覆盖范围发生改

变，从而影响冠层结构信息的表达方式［26］。本研究结

果表明 20 m 高度下反射率和纹理信息整体表现更

稳定。

从反射率来看，低飞行高度对应较小的像元尺寸，

能够更细致地刻画冬小麦冠层结构和叶片分布，同时

减弱土壤背景和混合像元的影响［27］。随着飞行高度升

高，像元内包含的植被、土壤及阴影等成分逐渐增多，

使反射率对冠层差异的响应能力有所减弱［28］。此外，

80 m 可视为反射率受高度影响的临界点，主要是因为

空间分辨率与冠层结构信息达到转折。与反射率相

比，纹理指数表现出不同的高度响应规律。均值反映

整体反射水平，受空间分辨率变化影响较小；而其余纹

理特征刻画空间异质性，随着飞行高度升高，空间分辨

率降低，叶片与土壤等细节信息被逐渐平滑，从而导致

其在不同高度间呈现显著差异［29-30］。总体而言，在基

图 7　最佳高度下 RF-Ridge各模型的 LAI实测值与预测值比较

Figure 7　Comparison of observed and predicted LAI values for various RF-Ridge models at the optimal height

图 8　研究区域的 LAI遥感反演图

Figure 8　LAI remote sensing estimates for the study area
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于无人机影像进行叶面积指数反演时，飞行高度是影

响反射率和纹理特征稳定性和有效性的重要因素。

需要指出的是，低高度虽然在信息表达上具有优

势，但单次覆盖范围较小、作业效率相对较低；而高高

度则有利于快速获取大范围数据，但会以一定的信息

损失为代价［31］。因此，在实际应用中，应根据研究目标

在高度和效率之间进行合理平衡。此外，本研究主要

针对 20~100 m 高度范围，其结论在更大尺度或其他

作物条件下仍有待进一步验证。

3. 2　不同飞行高度下多特征的协同与集成模型

在植被指数反演中，单一特征往往难以全面反映

作物冠层信息，多特征协同结合是提高反演精度的常

用方法。本研究在不同飞行高度条件下，将植被指数、

纹理特征及生理参数进行组合建模。结果表明，多特

征之间存在明显的互补作用，相比单一特征能够有效

提高 LAI 反演精度，其中以 20 m 条件下的提升效果更

为突出。

光谱特征主要反映植被的生理信息，而纹理特征

更多反映冠层结构和空间分布上的差别。飞行高度在

两者之间起到关键调节作用：在较低高度下，分辨率较

高，光谱信息受混合像元影响较小；随着飞行高度增

加，光谱混合增强，协同作用也相应减弱。当特征数量

较多时，部分变量之间可能存在较强相关性，不仅增加

模型复杂度，也可能影响模型稳定性。这种情况在高

飞行高度数据中更为明显，因为信息有效性下降而冗

余比例相对增加［32］。因此，有针对性的特征筛选是保

证模型性能的关键步骤。

从表现来看，集成模型通过把多特征融合建模，提

高预测精度。通过不断修正预测误差，在建模过程中

可以自动挑选出更重要的特征，减少冗余变量干扰。

但需要注意的是，当输入特征过多时，变量之间容易出

现信息重复或相互关联较强的情况，这不仅会让模型

变得更复杂，也可能影响结果的稳定性。常用的特征

筛选方法包括皮尔逊相关性分析、斯皮尔曼相关性分

析、基于模型的重要性排序等。通过筛选出对 LAI 贡
献较大的变量，可以在减少冗余的同时保持甚至提升

模型精度，并提高模型的运行效率和泛化能力［33］。从

本研究结果来看，经过筛选后的特征组合在各高度下

均表现出更稳定的预测效果，尤其是在低高度条件下

优势更为明显［34-35］。

尽管本研究已通过特征筛选获得较好的反演结

果，但仍存在进一步优化空间。例如，可结合 SHAP 等

方法对特征贡献进行更直观的解释，从而更有针对性

地进行变量筛选；同时，也可以尝试引入更多生理指

数。此外，不同飞行高度下特征筛选策略可能存在差

异，未来可针对高度因素开展更加精细化的优化研究。

4　结论

本研究以冬小麦为对象，结合无人机多光谱植被

指数、图像纹理与生理特征，构建 XGB-EN、RF-Ridge
集成学习模型，探究飞行高度、特征组合与模型结构对

LAI 反演的影响，揭示尺度效应与模型适配机制，主要

结论如下：

1）无人机飞行高度对反射率与纹理特征存在显著

尺度效应，80 m 为反射率影响临界值，蓝、近红外波段

高度敏感性高于绿、红、红边波段；低高度（20~40 m）

冠层信息完整、数据稳定性强，高高度（60~100 m）受

背景混合干扰明显。

2）经皮尔逊、斯皮尔曼相关分析方法评估筛选，可

获取与 LAI 高度相关的特征，不同高度最优特征组合

存在差异。

3）20 m 为 LAI 反演最优观测高度，随高度升高反

演精度整体下降。

4）模型反演精度表现为集成模型＞混合特征模型

＞单特征模型，XGB-EN 与 RF-Ridge 集成模型能缓解

多重共线性与过拟合，其中 XGB-EN 模型性能最优，

R²最高达 0. 802，RMSE 最低为 0. 592，MAE 为 0. 421。
综上，本研究验证多高度多特征融合与集成学习

用于 LAI 反演的可行性，明确最优观测高度与模型方

案，为无人机遥感精准监测作物生长提供理论与技术

支撑。
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Research on inversion of winter wheat leaf area index 
based on UAV multispectral data at different flight 

altitudes and integrated learning

Liu Hao1，Xu Jiyu1，Liu Yanfu1，Yang Xiaofei1，
Zhang Zhitao1，2，Chen Junying1，2*

（1. School of Water Resources and Civil Engineering， Northwest A&F University， Yangling 712100， China；
2. Key Laboratory of Agricultural Water and Soil Engineering in Arid Areas （Ministry of Education）， Northwest 

A&F University， Yangling 712100， China）

Abstract: The leaf area index （LAI） is a key biophysical parameter characterizing the canopy structure and growth status of 
winter wheat， playing a crucial role in precision agriculture monitoring and crop condition assessment.  However， existing 
inversion methods suffer from unstable accuracy and insufficient model generalization capabilities across varying flight 
altitudes.  To adress these limitaions， this study develops an LAI estimation framework based on multi-altitude UAV 
multispectral data by integrating ensemble learning architectures with multiple machine learning algorithms.  Analysis of 
variance （ANOVA） was applied to analyze the mechanisms through which flight altitude influences spectral reflectance and 
textural features.  Following the extraction of vegetation and textural indices from the multispectral data， Pearson and 
Spearman correlation analyses were conducted to screen LAI-sensitive features for predictive modeling.  Four distinct models
—XGBoost， RF， XGBoost-EN， and RF-Ridge—were subsequently established to perform multi-altitude and multi-feature 
LAI inversions and comparative accuracy evaluations.  The results indicate that UAV flight altitude exerts a significant scale 
effect on both reflectance and textural characteristics， with 80 m indentified as the critical threshold for reflectance variations.  
Regardless of whether single-feature or mixed-feature inputs were utilized， 20 m flight altitude consistently yielded the highest 
estimation accuracy across all tested altitudes， R² achieving a maximum of 0. 745， RMSE of 0. 699， and MAE of 0. 507.
Furthermore， The XGB-EN and RF-Ridge ensemble models outperformed the standalone machine learning models， 
exhibiting superior inversion performance with an R² of up to 0. 802， an RMSE down to 0. 592， and an MAE down to 0. 421， 
indicating excellent fitting accuracy and stability.  Overall， XGBoost-EN is the optimal model for the LAI inversion task.  
This study validated the feasibility of ensemble learning models and machine learning methods for high-precision LAI 
inversion across multiple altitudes， providing a theoretical foundation and technical pathway for remote sensing-driven crop 
growth monitoring.
Keywords: winter wheat； leaf area index； unmanned aerial vehicle； multiple altitudes； ensemble model； LAI inversion
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