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摘要：水稻生产中无人机施肥应用日益广泛，但施肥处方多依赖经验，缺乏基于作物生长实况养分状态的决策支持；同时，

高光谱反演在数据处理与模型构建方面仍存在局限，难以实现寒地水稻叶绿素水平的高精度估测，从而制约变量施肥的

精准实施。针对上述问题，本研究在多种光谱预处理方法的基础上，结合 UVE、CARS、IRIV 和 VISSA 等特征变量筛选

方法进行关键波段提取，构建 LSSVR、PSO-LSSVR、PLSR 及深度学习 1DCNN-WN 模型对水稻叶绿素含量进行反演，

并进一步基于反演结果生成氮素施肥处方图，以指导分蘖期无人机变量施肥作业。结果表明：在各模型最优预处理与特

征筛选组合下，SNV-IRIV-1DCNN-WN 模型反演精度最高，R²为 0. 687，较 SNV-UVE-LSSVR、NL-VISSA-PSO-
LSSVR 和 MSC-IRIV-PLSR 分别提高 0. 047、0. 031 和 0. 027，RMSE 分别降低 0. 281、0. 147 和 0. 107。基于施肥决策模

型生成的处方图用于指导无人机变量施肥作业时，不施肥（N0）、少施肥（N1）、标准施肥（N2）和过量施肥（N3）处理的变异

系数分别为 6. 08%、4. 16%、3. 42% 和 3. 07%，施肥均匀性良好。研究结果可为寒地水稻高光谱特征解析及其生长信息

的快速无损监测与精准施肥提供理论依据和技术支撑。
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0　引言

中国是世界上最大的水稻生产国和消费国，其水

稻产量约占全球的 30%，消费量约占 28%［1］。北方寒

地水稻作为我国重要主产区之一，在生产过程中常受

积温不足影响，导致生长进程受限，从而对养分供给的

时效性与精准性提出更高要求。施肥作为调控水稻生

长发育的关键措施，其投入水平直接影响群体结构与

产量形成。尤其在水稻生长的第一个需肥高峰期——

分蘖期，施肥不足易导致分蘖受限、群体规模偏小、有

效穗减少，进而引发减产；而过量施肥则会造成无效分

蘖增加、群体过密、养分利用率下降以及土壤板结等问

题。因此，在分蘖期对水稻施肥量进行精准调控具有

重要意义。

随着无人机技术的商业化发展，其在农业领域的

应用日益广泛，已在播种、植保喷药、施肥等环节实现

规模化应用。然而，当前无人机施肥过程中，施肥处方

多依赖经验，缺乏基于作物养分状态与生长状况的动

态决策机制，制约精准施肥水平的进一步提升。处方

决策是实现精准施控的核心，其精度高度依赖于对作

物养分信息的准确获取。传统基于田间采样的化学检

测方法虽具有较高精度，但存在破坏性强、检测周期

长、人工与耗材成本高以及空间覆盖范围有限等问题，

难以满足大规模农田快速、连续监测的需求。因此，亟

需发展高时效、高精度的作物养分监测技术。高光谱

技术因具有无损检测、响应快速、成本相对较低及覆盖
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范围广等优势，为大田作物生化成分的高效获取与精

准表征提供了重要技术途径［2］。

作物叶绿素含量是表征作物生长状态的重要生理

指标，对其进行监测能够及时获取作物生长信息并反

映生理状态变化，为田间管理提供关键依据。研究表

明［3］，叶绿素含量不仅直接关联作物光合作用能力，还

能反映其营养状况与生长态势；同时，氮素作为叶绿素

的重要组成成分，二者之间具有显著正相关关系。因

此，基于叶绿素含量的监测对于评估水稻生长状况及

指导施肥调控具有重要意义。围绕作物叶绿素含量的

快速、准确监测，国内外学者已开展了大量研究工作，

从机理模型、多源遥感到数据驱动方法均取得了丰富

成果。Croft 等［4］基于 PROSPECT4/5 模型与 Landsat
数据实现了叶片与冠层尺度的耦合反演，Moharana
等［5］利用高光谱数据构建多种植被指数模型以表征水

稻叶绿素空间分布，Swain 等［6-7］则依托无人机多/高光

谱数据，结合统计回归与随机森林等方法提升了复杂

环境下的反演精度；在高分辨率观测层面，Jay 等［8-9］进

一步从地面与机载尺度提高了叶绿素估测的空间精细

度与时空一致性。

国内学者结合多源数据与模型优化开展了大量应

用研究，付波霖等［10］利用卫星数据与集成学习方法实

现冠层叶绿素高精度反演，吴保升等［11］通过卫星与地

面光谱融合构建小麦叶绿素反演模型，刘兵等［12-13］在

无人机尺度引入特征选择方法与改进模型结构以提升

反演性能，房贤一等［14-15］则通过光谱预处理与模型优

化增强了地面尺度预测能力。近年来，随着无人机遥

感技术的发展，基于多光谱和高光谱数据的水稻叶绿

素及氮素反演研究不断深入。

相关研究表明，无人机高光谱数据结合多模型方

法可实现对水稻冠层叶绿素的有效反演［16］，多源遥感

数据融合能够进一步提升氮素监测精度［17］；同时，无人

机平台在不同品种与生育阶段的叶绿素动态监测中表

现出良好应用潜力［18］。

综上，现有研究虽已在多尺度观测与多模型构建

方面取得显著进展，但仍以传统光谱指数和常规机器

学习方法为主，特征波段筛选方法相对单一，对光谱信

息挖掘深度有限。当前深度学习在作物叶绿素高光谱

反演中存在两方面突出局限：（1）多以简单 CNN、DNN
等基础结构为主，缺乏针对高光谱连续波段特性的轻

量化、高鲁棒性网络设计；（2）极少与光谱预处理、特征

波段筛选形成一体化建模流程，未能充分发挥深度学

习在非线性特征提取与复杂光谱映射上的优势。

针对上述问题，本文以东北寒地水稻为研究对象，

利用手持式高光谱相机采集叶片光谱数据，并辅以理

化分析获取叶绿素含量。在此基础上，重点分析光谱

预处理与特征波段筛选对叶绿素反演精度的影响，并

引入深度学习方法开展养分反演模型研究。进一步结

合反演结果生成施肥处方图，应用于无人机变量施肥

控制系统，并对其进行优化与喷施效果验证。

1　材料与方法

1. 1　研究区域与试验处理

本研究选择芳香稻 2 号为供试品种，在寒地水稻

田开展不同施肥水平试验，试验地点位于黑龙江省哈

尔滨市方正县。其土壤类型为黑土，生育期为分蘖期。

试验共设 4 种施肥水平，分别为 N0，N1，N2，N3。
其中 N2 为当地水稻种植地区的标准施肥量（157. 5 
kg/hm2），N1 代表施肥量不足（120 kg/hm2），N3 代表过

量施肥（180 kg/hm2），N0 为空白对照。其余磷肥和钾

肥的施用按照当地标准施用量进行，其中磷肥标准施

用量为 52. 5 kg/hm2，钾肥标准施用量为 18 kg/hm2。

如图 1 所示，4 个不同施肥水平试验区采取随机分布的

方式，每个试验区分别进行 3 次重复试验，一共为 12 个

试验区。试验过程中，在每个试验区选取 10 个分布均

匀、有代表性的水稻植株作为样本采集点，之后在每个

样本采集点的水稻植株中随机选取 5 片叶片作为试验

样本，试验样本总数为 600 个。

1. 2　高光谱数据获取与叶绿素含量测定

为进一步利用水稻叶片光谱信息反演叶绿素含

量，本研究利用 SPECIM IQ 手持式高光谱相机对分蘖

期水稻叶片的光谱信息进行采集，其具体性能参数如

表 1 所示。采集时镜头与水稻叶片垂直距离固定为 20 
cm，相机视场角 31° ×31°，对应采集视场范围约 11 
cm×11 cm，图像分辨率 512 像素×512 像素，单个像素

对应实际物理尺寸约 0. 215 mm。采集工作于试验期

每日 10：00—14：00 开展，天气情况为晴朗以保证采集

过程户外光强一致，进行漫反射白板校准后调整好焦

距与曝光时长即可开始光谱图像采集。

光谱信息采集的同时对所要采集的叶片按照一定

顺序进行标注，为后续叶绿素测定作好保障。高光谱

图像采集完毕之后，按照标注好的试验区编号及名称

把试验样本装入密封袋中，之后放进便携式小冰箱立

即运回实验室。

图 1　试验区分布图

Figure 1　Distribution map of test area
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为保证田间采集的高光谱图像信息与真实情况一

致 ，采 用 快 速 大 气 校 正 算 法（quick atmospheric 
correction，QUAC）对图像进行大气校正，消除光照及

水蒸气、氧气、二氧化碳、甲烷和臭氧等因素对反射的

影响，从而反演地物真实表面反射率［19］。

为获得样本代表性的光谱信息，对校正后的高光

谱图像进行单波段提取获得灰度图，并通过掩膜处理

生成二值图像；进一步在二值图中提取水稻叶片感兴

趣区域，获取 400~1 000 nm 范围内的反射率信息。每

片叶片选取 5 个感兴趣区域，其光谱均值作为该叶片

的反射率。

叶绿素含量测定依据 NY/T 3082—2017《水果、蔬

菜及其制品中叶绿素含量的测定  分光光度法》，采用

分光光度计法完成。样品中叶绿素 a 含量 ω1、叶绿素 b
含量 ω2和叶绿素总含量 ω3计算公式如式（1）~式（3）所

示，其中叶绿素总含量单位为 mg/g。
ω 1 = ( 12.72 × A 1 - 2.59 × A 2 )×

v/( 1 000 × m ) （1）
ω 2 = ( 22.88 × A 2 - 4.67 × A 1 )×

v/( 1 000 × m ) （2）
ω 3 = ( 8.05 × A 1 + 20.29 × A 2 )×

v/( 1 000 × m ) （3）
式中：A1——试液在 663 nm 处的吸光度值；

  A2——试液在 645 nm 处的吸光度值；

  v——试液体积，mL；

  m——试样质量，g。
1. 3　光谱预处理

为降低非目标因素对光谱数据的干扰并更好表征

不同梯度样本的生理活性与生长状态，采用数据变换、

无监督特征可视化及植被指数对光谱数据进行预

处理。

1. 3. 1　数据变换

本研究采用多元散射校正（MSC）、标准正态变量

变换（SNV）、归一化（NL）、移动窗口平滑（MAS）和卷

积平滑（S-G-S）5 种方法对全波段原始光谱数据进行

变换处理。其中，MSC 通过校正基线平移与偏移以消

除散射引起的漂移并提高信噪比［20］；SNV 利用均值和

标准差对光谱进行标准化，有效削弱颗粒差异及散射

效应带来的误差；NL 用于消除变量量纲差异，提升模

型计算稳定性［21］；MAS 通过滑动窗口均值实现局部平

滑，在保留特征的同时抑制高频噪声与异常尖峰；S-
G-S 基于局域多项式最小二乘拟合，在去噪的同时保

持光谱形状与宽度不变，通过调节窗口大小与多项式

阶数控制平滑程度［22］。

1. 3. 2　无监督特征可视化

由于高光谱数据维度高、冗余信息多，直接分析不

利于关键特征挖掘。无监督可视化通过对光谱特征进

行线性或非线性组合，实现数据压缩与特征提取，从而

揭 示 复 杂 数 据 的 结 构 与 模 式 。 其 中 ，主 成 分 分 析

（PCA）是常用方法之一，可在保持原始数据结构的前

提下实现降维与有效可视化表达［23-24］。

1. 3. 3　植被指数

植被指数是将两个或多个植被光谱反射率通过数

学运算得到的、用于评估植被生长状态的指标［25］，其中

归一化差异植被指数（NDVI）是监测作物生长、健康状

况和植被绿度的最常用指标之一［26］，增强型植被指数

（EVI）与叶绿素含量和光合活性有很强的相关性，光

化学反射植被指数（PRI）则可减少视角和光照角度变

化对植物特性的影响，是反映植物净光合速率、养分缺

乏以及类胡萝卜素在叶黄素循环中转化情况的有效

指标。

1. 4　特征波段选择

高光谱数据在 400~1 000 nm 范围内包含 204 个

连续波段，不同波长间存在共线性与信息重叠，导致维

度高、冗余大，增加计算量并可能降低模型精度［27-28］。

因此，采用特征波长选择方法对原始光谱进行降维，筛

选有贡献的波长子集，以减少噪声干扰并提升预测性

能［29］。本文选用无信息变量消除（UVE）、竞争自适应

重加权采样（CARS）、迭代保留信息变量（IRIV）及空

间变量迭代收缩（VISSA）进行特征波段提取。

1. 5　叶绿素含量反演模型及评价指标

1. 5. 1　叶绿素含量反演模型

为了实现对水稻叶片叶绿素含量精准预测，需要

建立光谱信息和叶绿素含量的反演模型。然而针对不

同的研究方法以及不同类型的光谱数据，反演模型的

预测效果也不相同，很难精准地量化哪种反演模型的

预测精度最好。

因 此 ，本 研 究 采 用 最 小 二 乘 支 持 向 量 回 归

（LSSVR）、粒子群优化最小二乘支持向量回归（PSO-
LSSVR）、偏最小二乘回归（PLSR）及 1DCNN-WN 深

表 1　SPECIM IQ 手持式高光谱相机具体参数

Table 1　SPECIM IQ handheld hyperspectral camera specific 
parameters

名称

光谱波段范围/nm

光谱分辨率/nm

图像分辨率/（像素×像素）

相机视场角

光圈值

参数

400~1 000

7

512×512

31°×31°

F/1.7
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度学习方法建立反演模型。其中，对传统机器学习模

型不作赘述，重点对本文提出的 1DCNN-WN 深度学

习模型进行详细阐述。

深度学习作为一种有效的特征提取方法，具有良

好的泛化能力、较高的预测精度和鲁棒性，已在高光谱

预测领域得到广泛应用。基于一维卷积神经网络的加

权模型（1DCNN-WN）结构如图 2 所示，由两部分组

成：（1）不同结构的 1DCNN 子模型；（2）基于集成学习

对各子模型赋权，以实现水稻叶片叶绿素含量的高效

精准预测。

1DCNN-WN 网络结构一共含有 5 个 1DCNN 神

经网络。光谱反射率作为网络的输入、水稻叶绿素含

量值作为网络的输出。其包括输入层，卷积层，池化

层，批归一化（BN）层，全连接层和输出层。卷积核的

尺寸参数设定为 3×1，卷积核个数分别为 16 和 32。由

于 ReLU 激活函数的输入值为负时，输出始终为零，其

一阶导数也始终为零，神经元不能更新参数。为了减

少梯度消失和梯度爆炸问题的影响，采用带泄漏校正

的线性单元（Leaky ReLU 激活函数）作为激活函数单

元，解决了 ReLU 函数进入负区间后神经元无法学习

的问题［30］。单元函数如式（4）所示。

f ( x )=ì
í
î

x，
ax，

x > 0
x ≤ 0

（4）

式中：x——神经元中需要激活的特征值；

  a——一般取 0. 01。
1DCNN 运算公式如式（5）所示。

yi = f (∑
i

k ij*xi + bj) （5）

式中：yi——第 i个输出数据特征；

  f——激活函数；

  kij——卷积计算中使用的卷积核；

  *——卷积操作；

  xi——第 i个输入数据特征；

  bj——第 j个数据特征的偏移量。

首先将光谱数据以矩阵形式作为输入层输入到卷

积层中进行卷积运算。每个卷积运算层后对应一个

BN 层，BN 层对卷积层获得的数据特征进行处理以加

快网络的训练和收敛速度。之后应用池化层对卷积生

成的数据特征进行采样，在保持原有特征的基础之上

进行降维，缩减数据量，提高运算速度，这在一定程度

上避免了过拟合。最后将处理得到的数据特征展开成

一维向量并输入到全连接层中。全连接层的每个输出

神经元与上一层的神经元相连，并经过激活函数将输

入特征组合起来输出预测结果。

集成学习通过组合不同架构的 1DCNN 子模型，

可降低预测偏差与方差，提升整体预测性能。在集成

模型中，通常对表现较优的子模型分配更高权重，本研

究采用加权平均法实现权重分配，以提高预测精度并

增强泛化能力。最终预测结果为各子模型预测值的加

权平均，计算公式如式（6）所示。

pWA = ∑
i = 1

N

wi pi （6）

式中：wi ——子模型 pi的权重，一般 ωi>0 且∑
i = 1

N

wi=1。

加权平均法的权重根据子模型在训练数据集上的

性能来确定，性能使用 0 到 1 之间正确预测的准确率来

计算，准确率值越大代表模型所分配的权重越大，对预

测的贡献也更显著。

1. 5. 2　评价指标

将 600 个样本按 7：3 随机分为训练集（420 个）和测

图 2　1DCNN-WN网络结构图

Figure 2　1DCNN-WN network structure diagram
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试集（180 个）。为选择最佳反演模型，采用决定系数

（R²）和均方根误差（RMSE）评估水稻叶片叶绿素含量

的预测效果，其计算公式如式（7）—式（8）所示。

R2 =
∑
i = 1

N ( )yi --
yi

2

∑
i = 1

N

( )yi --
yi

2 （7）

RMSE = 1
N ∑

i = 1

N ( )yi - yi

2

（8）

式中：yi——第 i个样本的预测值；

  yi——第 i个样本的真实值；

  -yi——第 i个样本真实值的平均值；

  N——样本个数。

1. 6　无人机变量施肥决策方法与施肥控制系统

1. 6. 1　施肥决策模型建立

作为保存施肥信息的重要载体，施肥处方图中包

含有待作业地块的农情信息和地理位置信息，通过施

肥处方图可以更直观地观测到水稻作物肥量施用情

况，并以此作为施肥判断依据，以达到精准控制各个地

块所需肥料用量的目的，从而实现精准施肥，进一步提

高农业精准管理水平。施肥模型作为处方图生成的底

层核心，决定了处方信息的准确性，以试验区水稻叶绿

素含量的预测值作为追肥模型的输入，计算模型［31］如

式（9）所示。

R = Chlmax - Chlr
ηε

（9）

式中：R——田间追肥所选用肥料的质量，kg/hm2；

  ε——田间追肥所选用肥料的氮素所占比重，文

中取值为 0. 46；
  Chlmax——水稻研究所最佳产量（氮素充足）所对

应的平均叶绿素含量；

  Chlr——常规施肥处理（N2）对应的叶绿素含量

平均值；

  η——施肥响应调控系数，表征叶绿素含量差异

与氮素追肥量之间的经验转换关系调控系

数，经试验测定后，赋值为 1. 92。
1. 6. 2　无人机变量施肥控制系统

为了确保农业植保无人机能够实现田间精准施

肥、提高控制精度、作业效率并降低成本，本研究以

MG-1P 八旋翼农业植保无人机为研究对象，对其变量

喷施系统进行设计优化。无人机变量喷施系统总体方

案如图 3 所示。

变量喷施系统由上位机和下位机两部分组成：上

位机用于设置喷施作业参数，并对系统进行实时监控

和管理；下位机为喷施执行主体，负责无线接收上位机

指令、控制变量喷施及监测喷施流量，其硬件组成如图

4 所示。

无人机变量喷施控制系统的软件框架如图 5 所

示，其流程为：无人机进入作业区，上位机无线启动下

位机，下位机结合 GPS 定位信息查询处方图确定喷施

单元及目标喷施量，并根据飞行速度计算喷施速度；控

制系统生成信号驱动运动单元执行喷施，流量监测信

息实时回传并存储，下位机据此调节药液喷施，实现氮

肥变量喷施。为支持无人机喷施作业，开发了上位机

控制软件，主界面如图 6 所示，包含启动、停止、通讯设

定和用户手册 4 个功能选项，并可实时与下位机通信。

作业时，点击启动按钮可自动调节喷施量，并在界

面显示飞行高度、速度、实时流量、目标喷施量、已作业

面积、作业单元及位置等信息，实时流量以动态条形式

呈现。下位机监测到缺液故障后，将故障代码发送上

位机，操作员点击停止后，下位机执行中止喷施并

返航。

图 3　八旋翼植保无人机变量喷施装置

Figure 3　Variable-rate spraying system for an octocopter 
agricultural UAV

1. 运动控制单元　2. 制动单元　3. 中心控制单元　4. 电源处理单元　

5. 流量实时在线监测系统　6. 喷药系统　7. 无人机遥控器

8. 人机交互系统

图 4　硬件系统组成总图

Figure 4　General diagram of hardware system composition
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2　结果与分析

2. 1　水稻叶片光谱特征分析

2. 1. 1　不同施肥水平下水稻叶片光谱特征分析

不同施肥水平下水稻叶片原始反射率光谱如图 7
所示，397~982 nm 范围内光谱整体形态一致，呈典型

植被特征：可见光区（约 397~680 nm）反射率平缓，绿

光（约 550 nm）出现峰值，红光（约 680 nm）形成吸收

谷；近红外区（约 680~929 nm）反射率快速升高，760 
nm 附近达到高值后趋于稳定。各施肥处理在近红外

区差异明显：标准施肥反射率较高，未施肥较低，其余

处理居中，长波近红外区（约 935~981 nm）规律略有变

化。结果表明水稻叶片光谱对施肥水平敏感，可用于

营养状况监测。

2. 1. 2　数据变换方式对水稻叶片光谱剖面特征的影响

不同数据变换下水稻叶片反射率光谱如图 8 所

示，各方法对光谱均有优化效果：MSC 和 SNV 减弱基

线漂移与散射，提升信噪比；NL 削弱随机误差，缩小样

本间波动；MAS 和 S-G-S 平滑在保留低频信息的同时

去除异常尖峰，使光谱更平滑、特征更清晰，增强波峰

波谷判别能力并降低非施肥干扰。总之，各变换方法

有效抑制噪声、校正基线、减少散射。

2. 2　无监督特征可视化分析

为评估样本数据质量，本研究对原始及数据变换

后 的 水 稻 叶 片 光 谱 采 用 PCA 提 取 前 3 个 主 成 分

（PC1~PC3）进行无监督可视化分析。结果如图 9 所

示，对于原始数据，前 3 个主成分解释了光谱数据方差

的 94. 948%。对于经过数据变换后光谱数据的前 3 个

主成分，MSC 为 88. 578%，SNV 为 88. 168%，NL 为

88. 507%，MAS 为 95. 654%，S-G-S 为 95. 263%。总

体上，大多数样本分布集中，仅少数样本偏离，表明光

谱数据质量可靠，可用于后续分析。

2. 3　植被指数提取结果分析

水稻样本在不同施肥水平下的植被指数分布如图

10 所示，不同植被指数对水稻施肥水平的响应存在差

异。NDVI 主要反映植株生长状况，在不同施肥水平

下虽存在差别，但整体变化规律不明显，未随施肥量增

加呈现一致趋势；EVI 与叶绿素含量及光合活性相关，

其分布较 NDVI 有所改善，但受氮素吸收时效性影响，

同样未表现出明显的线性变化；相比之下，PRI 对施肥

水平变化响应更为敏感，随施肥量增加整体呈上升趋

势，且不同处理间区分度较高。

分析可知，NDVI 和 EVI 在分蘖期对施肥差异的

图 6　系统软件主界面

Figure 6　System software specific operation interface

图 7　不同施肥水平下的水稻叶片原始反射率光谱曲线

Figure 7　Original reflectance spectral curves of rice leaves under 
different fertilization levels
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图 5　变量喷施系统的软件程序设计框架

Figure 5　Software programming framework of variable spraying 
system

82



第  2 期 李洪波  等： 面向无人机变量施肥的寒地水稻叶绿素高光谱反演方法研究

敏感性有限，而 PRI 能够更准确地反映水稻生理状态 及光合效率。

2. 4　特征波段提取结果分析

为降低高光谱数据维度并削弱冗余信息对模型性

能的影响，本文采用 UVE、CARS、IRIV 及 VISSA 4 种

方法对水稻叶片全波段光谱（197 波段）进行敏感波段

筛选，并对不同数据处理条件下的特征变量提取结果

进行对比分析，如表 2 所示。结果表明，各方法均能显

著压缩特征变量数量，原始光谱中 UVE、CARS、IRIV
和 VISSA 分别占全波段的 8. 12%、13. 71%、14. 72%
和 9. 65%，其 中 UVE 与 VISSA 压 缩 能 力 更 强 ，而

CARS 与 IRIV 保留变量较多，有利于维持光谱信息完

图 9　不同数据变换方式下的水稻叶片无监督特征可视化分析图

Figure 9　Unsupervised feature visualization analysis diagram of rice leaves under different data transformation methods

图 8　不同数据变换方式下的水稻叶片反射率光谱曲线

Figure 8　Spectral reflectance curves of rice leaves under different data transformation methods
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整性。经过 MSC、SNV、NL、MAS 及 S-G-S 平滑处理

后 ，特 征 变 量 比 例 发 生 变 化 ：MSC 条 件 下 UVE、

CARS、IRIV 和 VISSA 分 别 为 19. 29%、12. 69%、

21. 32% 和 13. 71%；SNV 条 件 下 分 别 为 16. 24%、

14. 21%、24. 37% 和 10. 66%，其中，IRIV 在 SNV 处理

后的变量比例最高（24. 37%），说明其更倾向于保留潜

在有效信息，而 VISSA 在相同条件下仅为 10. 66%，体

现出较强的压缩能力。同时，MAS 与 S-G-S 平滑处理

后变量比例整体趋于稳定，表明平滑方法在降低噪声

的同时抑制了部分弱相关信息的引入。

2. 5　叶绿素含量反演结果分析

2. 5. 1　基于全光谱波段的叶绿素含量反演结果分析

为了探究全光谱波段下不同数据变换与建模算法

对水稻叶片叶绿素含量反演性能的影响，本研究以原

始光谱及经 MSC、SNV、NL、MAS、S-G-S 5 种数据变

换处理后的全波段光谱为输入，分别构建 LSSVR、

PSO-LSSVR、PLSR、1DCNN-WN 4 种反演模型，以

决定系数 R2和均方根误差 RMSE 为评价指标，系统对

比各模型的预测精度与稳定性，其反演结果如表 3
所示。

分析表 3 可知，在全光谱波段输入条件下，不同数

据变换对模型反演精度的影响存在显著差异，且不同

算法的适配性呈现明显分化。对于 LSSVR 模型，NL
变换下反演效果最优，测试集 R2 达 0. 613，RMSE 为

2. 212，较原始光谱 R2 提升 0. 051，RMSE 降低 0. 131；
PSO-LSSVR 模 型 在 MAS 变 换 下 表 现 最 佳 ，R2 为

0. 646，RMSE 为 2. 134，粒子群优化算法有效提升了

LSSVR 的参数寻优能力，反演精度较基础 LSSVR 普

图 10　水稻样本在不同施肥水平下的植被指数分布图

Figure 10　Vegetation index distribution map of rice samples under different fertilization levels

表 2　特征波段提取结果

Table 2　Hyperspectral feature band selection results

原始光谱

MSC

SNV

NL

MAS

S-G-S

UVE

筛选数

16

38

32

23

29

21

占比/%

8.12

19.29

16.24

11.68

14.72

10.66

CARS

筛选数

27

25

28

23

21

25

占比/%

13.71

12.69

14.21

11.68

10.66

12.69

IRIV

筛选数

29

42

48

52

21

38

占比/%

14.72

21.32

24.37

26.40

10.66

19.29

VISSA

筛选数

19

27

21

36

18

26

占比/%

9.65

13.71

10.66

18.27

9.14

13.20

表 3　基于不同数据变换光谱数据的 LSSVR、PSO-LSSVR、PLSR和 1DCNN-WN模型的反演结果

Table 3　Inversion results of LSSVR， PSO-LSSVR， PLSR and 1DCNN-WN models based on different data transform spectral data

原始

MSC

SNV

NL

MAS

S-G-S

LSSVR

R2

0.562

0.591

0.553

0.613

0.587

0.600

RMSE

2.343

2.276

2.362

2.212

2.287

2.266

PSO-LSSVR

R2

0.573

0.570

0.557

0.622

0.646

0.614

RMSE

2.311

2.322

2.354

2.173

2.134

2.208

PLSR

R2

0.57

0.627

0.649

0.611

0.550

0.649

RMSE

2.328

2.163

2.128

2.239

2.379

2.131

1DCNN-WN

R2

0.574

0.587

0.669

0.559

0.67

0.665

RMSE

2.305

2.288

1.955

2.353

1.954

1.961
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遍提升；PLSR 模型在 SNV 变换下取得最优结果，R2为

0. 649，RMSE 为 2. 128，SNV 有效消除了光谱散射干

扰，强化了线性回归模型的拟合效果；1DCNN-WN 模

型在 MAS 变换下性能最优，R2 达 0. 67，RMSE 仅为

1. 954，深度学习模型凭借强大的非线性特征提取能

力，在全波段高维数据输入下展现出优于传统机器学

习模型的反演精度，R2 较最优 PLSR 模型提升 0. 021，
RMSE 降低 0. 174。

图 11 为全光谱波段下各最优模型的预测叶绿素

含量与实测值的验证散点图。由图可见，4 种最优模

型的散点均紧密分布于拟合线两侧，无明显系统性偏

差，其中 1DCNN-WN 模型的散点聚集度最高，离散

程度最小，进一步验证了其在全波段数据下的最优预

测性能；传统机器学习模型中，PSO-LSSVR 与 PLSR
的拟合效果相近，均优于基础 LSSVR 模型，表明参数

优化与线性回归方法在全波段数据下均能实现有效

反演，但对非线性光谱关系的拟合能力弱于深度学习

模型。

综合分析表明，全光谱建模虽能完整保留光谱信

息且无须特征筛选，但高维冗余易增加计算复杂度并

引入噪声干扰。数据变换能够有效提升光谱质量，其

中 MAS、SNV 和 NL 对模型精度的提升作用更为显

著，而 MSC 与 S-G-S 的适配性相对较弱。总体而言，

1DCNN-WN 模型在全光谱条件下表现出最优反演性

能，可作为叶绿素反演的优选方法。

2. 5. 2　基于敏感波段的叶绿素含量反演结果分析

为剔除全光谱波段中的冗余信息与噪声干扰，提

升模型反演效率与精度，本研究采用 UVE、CARS、

IRIV、VISSA 等 4 种特征选择算法，对原始及经 MSC、

SNV、NL、MAS、S-G-S 变换的光谱数据进行敏感波

段筛选，以筛选后的特征波段为输入，构建 LSSVR、

PSO-LSSVR、PLSR、1DCNN-WN 反演模型，对比分

析不同特征选择方法与数据变换的组合效果，结果如

表 4 所示。

由表 4 可知，敏感波段筛选可有效剔除冗余信息，

在降低数据维度的同时，显著提升各模型的反演精度，

所有最优组合的 R2均高于对应全波段模型，RMSE 普

遍降低 0. 05~0. 16。
对于 LSSVR 模型，SNV-UVE 组合表现最优，测

试集 R2 达 0. 64，RMSE 为 2. 144，较全波段最优 NL-
LSSVR 模型 R2 提升 0. 027，RMSE 降低 0. 068；PSO-
LSSVR 模型在 NL-VISSA 组合下取得最佳效果，R2

为 0. 656，RMSE 为 2. 01，VISSA 算法有效筛选出与叶

绿素高度相关的特征波段，结合粒子群参数优化，模型

精 度 较 全 波 段 最 优 MAS-PSO-LSSVR 提 升 0. 01；

PLSR 模型在 MSC-IRIV 组合下性能最优，R2为 0. 66，
RMSE 为 1. 97，IRIV 算法通过迭代保留有效信息，显

著改善了线性模型的拟合效果，较全波段最优 SNV-
PLSR 的 R2 提升 0. 011，RMSE 降低 0. 158；1DCNN-
WN 模型在 SNV-IRIV 组合下反演精度最高，R2 达

0. 687，RMSE 仅 为 1. 863，较 全 波 段 最 优 MAS-
1DCNN-WN 模型 R2 提升 0. 017，RMSE 降低 0. 091，
深度学习模型结合敏感波段筛选，进一步强化了关键

特征的提取能力，反演性能达到最优。

图 12 为敏感波段下各最优模型的预测值与实测

值验证散点图。与全波段模型相比，敏感波段模型的

散点聚集度更高，离散程度显著降低，尤其是 1DCNN-
WN 模型，散点紧密贴合拟合线，无明显异常点，验证

了敏感波段筛选对模型精度的提升作用，传统机器学

习模型中，IRIV 与 VISSA 算法筛选的特征波段，使模

型拟合效果较全波段明显改善，散点分布更集中，表明

特征选择有效剔除了噪声干扰，强化了光谱与叶绿素

的相关性。

综上，敏感波段选择是高光谱反演的关键环节，可

有效降低共线性与计算复杂度并提升模型精度。本研

究中，IRIV 表现出较优稳定性与适配性，VISSA 在非

线性变换下表现突出，UVE 在 SNV 条件下效果较好，

CARS 整 体 相 对 较 弱 。 综 合 对 比 ，SNV-IRIV-
1DCNN-WN 组合性能最优（R²最高、RMSE 最低），表

明由数据变换、特征筛选与深度学习构建的一体化建

模框架在水稻叶绿素反演中具有显著的性能优势与应

用潜力。

图 11　全光谱波段最优模型的叶绿素含量预测值与实测值验证结果

Figure 11　Validation results of predicted versus measured chlorophyll content using the optimal model across the full spectral bands
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2. 6　无人机精准施肥试验

基于前述施肥决策模型生成施肥处方信息，如图

13所示。施肥处方图由施肥量处方值和 GPS 地理坐标

两部分构成：不同颜色表示不同施肥量水平，GPS 坐标

用于表征各地块的空间位置。

获取施肥处方图后，以优化后的八旋翼农用无人机

为平台，通过地面站将基于处方图施肥量及地块 GPS
坐标生成的作业航点数据写入喷施系统，并依托变量喷

图 12　最优模型的叶绿素含量预测值与实测值验证结果（敏感波段）

Figure 12　Verification of predicted and measured chlorophyll content using the optimal model with sensitive spectral bands

表 4　基于不同数据变换和特征变量的 LSSVR、PSO-LSSVR、PLSR和 1DCNN-WN模型的反演结果

Table 4　The inversion results of LSSVR， PSO-LSSVR， PLSR and 1DCNN-WN models based on different data transformations and 
characteristic variables

原始

MSC

SNV

NL

MAS

S-G-S

UVE

CARS

IRIV

VISSA

UVE

CARS

IRIV

VISSA

UVE

CARS

IRIV

VISSA

UVE

CARS

IRIV

VISSA

UVE

CARS

IRIV

VISSA

UVE

CARS

IRIV

VISSA

LSSVR

R2

0.621

0.563

0.629

0.56

0.631

0.569

0.573

0.565

0.64

0.553

0.58

0.631

0.554

0.603

0.609

0.578

0.551

0.635

0.63

0.613

0.592

0.636

0.616

0.618

RMSE

2.178

2.337

2.157

2.349

2.151

2.332

2.311

2.336

2.144

2.369

2.298

2.152

2.36

2.26

2.242

2.305

2.378

2.148

2.152

2.214

2.274

2.144

2.185

2.181

PSO-LSSVR

R2

0.652

0.572

0.583

0.634

0.653

0.65

0.615

0.582

0.573

0.644

0.641

0.608

0.653

0.611

0.604

0.656

0.607

0.624

0.656

0.611

0.553

0.586

0.63

0.628

RMSE

2.117

2.314

2.293

2.15

2.116

2.125

2.193

2.296

2.307

2.135

2.142

2.246

2.11

2.229

2.258

2.01

2.249

2.169

2.085

2.225

2.376

2.29

2.153

2.158

PLSR

R2

0.654

0.561

0.61

0.656

0.642

0.594

0.66

0.611

0.658

0.616

0.605

0.652

0.579

0.601

0.651

0.622

0.657

0.581

0.601

0.608

0.657

0.589

0.598

0.624

RMSE

2.101

2.344

2.239

2.046

2.138

2.27

1.97

2.232

1.987

2.184

2.252

2.122

2.303

2.264

2.124

2.174

1.992

2.297

2.261

2.245

2.001

2.279

2.269

2.17

1DCNN-WN

R2

0.636

0.612

0.57

0.65

0.593

0.587

0.668

0.67

0.681

0.658

0.687

0.685

0.676

0.663

0.584

0.678

0.66

0.675

0.625

0.678

0.673

0.68

0.682

0.616

RMSE

2.147

2.225

2.321

2.127

2.274

2.284

1.959

1.953

1.935

1.977

1.863

1.913

1.948

1.964

2.29

1.941

1.966

1.95

2.166

1.944

1.951

1.939

1.919

2.186
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施系统实现精准控制，确保按处方图开展作业。同时，

设定飞行速度为 2 m/s、飞行高度为 2 m、喷幅为 4 m。

为评估无人机变量喷施效果，采用雾滴测试卡对

水稻叶片表面雾滴分布进行分析。如图 14（a）所示，测

试卡尺寸为 30 mm×70 mm，表面呈黄色，遇雾滴显现

蓝色。试验于黑龙江省哈尔滨市方正县水稻研究所试

验田开展，为减少露水影响，于上午 10 点进行。将测

试卡用曲别针固定于不同施肥处理的水稻叶片表面，

如图 14（b）所示，无人机沿预定路径完成喷施作业。喷

施结束后，待测试卡自然晾干约 30 min，按编号收集并

密封保存，带回实验室进行分析。

雾滴均匀分布程度用变异系数来表示，变异系数

越小，雾滴分布均匀性越好。其计算方程如式（10）和

式（11）所示。

V = S
-
X

（10）

S =
∑
i = 1

n

( )X i --
X

2

n - 1 （11）

式中：V——变异系数；

  S——标准差；

  Xi——雾滴测试卡单位面积雾滴数量；

  -X——雾滴测试卡单位面积平均雾滴数量；

  n——每层雾滴测试卡总数。

表 5 显示了不同施肥处理地块的雾滴分布变异系

数，结果表明，随着施肥量增加，雾滴分布均匀性显著提

升：N0处理最高为 6. 08%，N1降至 4. 16%，N2和 N3分

别为 3. 42% 和 3. 07%，其中 N3 仅为 N0 的 50. 5%。施

肥量越大，其变异系数均较小。这主要是由于较大的施

肥量可以使雾滴更加均匀地分布在水稻叶片表面上，增

加雾滴所覆盖的区域范围，从而减少了分布不均的可能

性。总的来说，本研究设计的无人机变量喷施控制系统

对于不同施肥处理试验地块的水稻植株均取得了良好

的喷施效果，其雾滴分布程度较均匀，满足无人机变量

喷施田间作业要求，并为后续无人机变量施肥系统优化

以及作业参数研究提供重要参考。

3　讨论

针对寒地水稻叶绿素高光谱反演与精准施肥中的

关键问题，本文围绕光谱预处理、特征波段筛选、反演

模型构建及无人机变量施肥应用等环节，系统分析了

不同方法对反演精度与作业效果的影响。

1）在数据预处理方面，MSC、SNV 等方法均能有

效降低噪声与散射干扰，但对模型性能影响存在差异：

SNV 在 PLSR 中表现较优，而在 LSSVR 中效果较弱，

表明其标准化处理有利于线性关系建模，但可能削弱

光谱的非线性特征，从而影响非线性模型性能。

2）在敏感波段筛选方面，IRIV 算法在不同数据条

件下表现出较高稳定性，其迭代保留机制能够有效区

分关键信息与干扰变量，降低噪声影响；相比之下，

UVE 对噪声较为敏感，CARS 受随机采样影响较大，

筛选结果稳定性相对较弱。

3）在反演模型构建方面，1DCNN-WN 深度学习

模型性能显著优于传统机器学习模型。传统模型受限

于线性组合假设，难以充分挖掘高光谱数据中的深层

特征结构。

4）在精准施肥应用方面，各处理地块施肥变异系

图 13　施肥处方图

Figure 13　Fertilizer prescription map

图 14　雾滴测试卡及布置方法

Figure 14　Water sensitive paper and arrangement method

表 5　不同施肥处理地块变异系数

Table 5　Coefficient of variation of different fertilization 
treatments plots

不同施肥处理

N0

N1

N2

N3

变异系数 V/%

6.08

4.16

3.42

3.07
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数在 3. 07%～6. 08% 之间，其中标准施肥 N2 和过量

施肥 N3 变异系数低于不施肥 N0，可能与较高流量工

况下雾滴覆盖范围更广、分布更均匀有关。

4　结论

本研究以分蘖期寒地水稻为研究对象，围绕叶绿素

含量高精度反演及其在无人机变量施肥中的应用开展

研究。基于高光谱数据，结合多种光谱预处理方法以及

UVE、CARS、IRIV 和 VISSA 特征波段筛选算法，构建

了 LSSVR、PSO-LSSVR、PLSR 及 1DCNN-WN 等反

演模型，进一步将反演结果用于施肥处方图生成与无人

机变量施肥控制系统验证。主要结论如下：

1）光谱预处理可有效抑制噪声与基线漂移，提高

数据稳定性；UVE、CARS、IRIV、VISSA 特征波段筛

选将变量压缩至 8. 12%～26. 40%，在降低维度的同时

保留叶绿素关键信息。

2）以预处理后的全波段及特征波段光谱构建的反

演模型显示，在各模型最优预处理与特征变量组合下，

SNV-IRIV 特 征 的 1DCNN-WN 性 能 最 佳 ，R² 为
0. 687、RMSE 为 1. 863，相较于传统模型，R²提升幅度

为 0. 027~0. 047，RMSE 降低幅度为 0. 107~0. 281，表
明深度学习在复杂光谱非线性映射与特征提取上更具

优势。

3）基于叶绿素反演构建的施肥处方图应用于无人

机变量施肥，优化了系统硬件与控制策略。试验显示，

N0～N3 处理的施肥变异系数为 3. 07%～6. 08%，施

肥均匀性良好，验证了高光谱反演指导无人机变量施

肥的可行性与实用性。
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Study on hyperspectral chlorophyll retrieval methods 
for cold-region rice oriented toward UAV variable 

fertilization

Li Hongbo1，2，Tan Boyuan1，Lü Zhenyang1，2，Zhang Yanhong1，

Lin Tenghui3，Su Zhongbin1，2*

（1. College of Intelligent Science and Engineering， Northeast Agricultural University， Harbin 150030， China；
2. Key Laboratory of Northeast Smart Agriculture Technology， Ministry of Agriculture and Rural Affairs， Harbin 

150030， China； 3. College of Agricultural Equipment and Energy Engineering， Harbin 150030， China）

Abstract: Unmanned aerial vehicle （UAV）-based fertilization is increasingly applied in rice production； however， fertilization 
prescriptions are still largely dependent on empirical knowledge and lack decision support based on real-time crop nutrient 
status.  Meanwhile， limitations in hyperspectral data processing and model construction restrict the high-precision estimation 
of chlorophyll content in cold-region rice， thereby constraining the accurate implementation of variable-rate fertilization.  To 
address these issues， this study combined multiple spectral preprocessing methods with feature variable selection techniques， 
including uninformative variable elimination （UVE）， competitive adaptive reweighted sampling （CARS）， iterative retention 
of informative variables （IRIV）， and variable iterative space shrinkage approach （VISSA）， to extract key spectral bands.  
Models including least squares support vector regression （LSSVR）， particle swarm optimization-based LSSVR （PSO-
LSSVR）， partial least squares regression （PLSR）， and a deep learning model （1DCNN-WN） were developed for 
chlorophyll content inversion.  Based on the inversion results， nitrogen fertilization prescription maps were generated to guide 
UAV-based variable-rate fertilization at the tillering stage.  The results showed that the SNV-IRIV-1DCNN-WN model 
achieved the highest inversion accuracy under the optimal preprocessing and feature selection combinations， with an R² of 
0. 687， which was 0. 047， 0. 031， and 0. 027 higher than those of SNV-UVE-LSSVR， NL-VISSA-PSO-LSSVR， and 
MSC-IRIV-PLSR， respectively， while the RMSE was reduced by 0. 281， 0. 147， and 0. 107.  The coefficients of variation 
for no fertilization （N0）， low fertilization （N1）， standard fertilization （N2）， and excessive fertilization （N3） treatments were 
6. 08%， 4. 16%， 3. 42%， and 3. 07%， respectively， indicating good fertilization uniformity.  These findings provide 
theoretical support and technical guidance for hyperspectral-based chlorophyll inversion and precision fertilization in cold-
region rice production.
Keywords: cold-region rice； hyperspectral； chlorophyll inversion； precision fertilization； unmanned aerial vehicle； machine 
learning
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