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基于高光谱遥感和跨区域迁移学习的冬小麦

叶绿素含量评估
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摘 要： ［［目的目的/意义意义］］针对高光谱遥感跨区域叶绿素评估中因“域偏移”导致的模型泛化性能下降问题，提出一

种稳健自适应迁移学习框架（Robust Adaptive Transfer Learning, RATL）。［［方法方法］］通过自适应特征选择、特征权重

调整与域适应训练 3模块协同，实现跨区域知识有效迁移。基于 2023—2024年冬小麦灌浆后期采集新乡与周口两

地共 1 491份冠层高光谱与叶片土壤与作物分析开发值数据，采用域偏移度量化两地光谱差异。并设置 4种场景，

比较RATL与直接迁移、迁移成分分析和相关对齐之间的精度。最后，采用可解释性与不确定性量化分析来验证

RATL的可信度。［［结果和讨论结果和讨论］］结果表明：两地光谱分布存在显著差异（最大均值差异为 0.20，P<0.001）。RATL
在目标域上的预测性能最优（R2=0.75，均方根误差=7.49），较直接迁移（R2=0.61）提升 23.4%，达到两地全数据

训练理想效果的 105.60%。沙普利加性解释分析显示，迁移后模型对红边波段（680～750 nm）及相关植被指数

（改进型红边比值指数、归一化植被指数、绿度指数）的依赖度显著增强；不确定性量化结果表明，RATL具有更

可靠的预测区间覆盖（预测区间覆盖率为 79.52%）与更合理的区间宽度（平均预测区间宽度为 17.47）。［［结论结论］］

RATL框架有效缓解了高光谱叶绿素反演中的跨区域域偏移问题，为冬小麦叶绿素含量的区域化遥感监测提供了

可靠技术支撑。
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0 引 言

高光谱遥感技术凭借其精细的光谱分辨率，能

够捕捉作物叶片生化成分的细微变化，已成为冬小

麦叶绿素含量快速监测、长势精准诊断及田间变量

管理的核心技术手段［1］。叶绿素含量作为反映作物

光合能力与营养状况的关键指标，其跨区域精准反

演对指导区域尺度农业生产、保障粮食安全具有重

要意义［2］。然而，现有高光谱反演模型多基于单一

区域或局部环境条件构建，当应用于土壤类型、气

候特征或田间管理存在差异的目标区域时，往往因

源域与目标域的光谱特征分布异质性引发“域偏

移”，导致模型预测精度显著下降［3］。传统解决方

案依赖于在目标区域重新采集大量标注样本进行模

型重构，不仅耗时费力、成本高昂，且难以满足大
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范围动态监测的实际需求［4］。因此，探索能够适应

环境异质性且降低目标域样本依赖的跨区域叶绿素

反演方法，已成为当前农业遥感领域急需解决的关

键科学问题。

迁移学习作为机器学习的一个重要分支，其核

心优势就在于通过挖掘源域已有的知识经验，提升

模型在目标域的学习性能，为解决域偏移问题提供

了有效思路［5］。近年来，迁移学习已在计算机视

觉［6］、自然语言处理［7］ 等领域取得突破性进展，

并成功应用于遥感图像分类［8］、作物病害识别［9］、

生物量估算［10］等农业遥感任务，初步验证了跨区

域适应的可行性。然而，在作物叶绿素等生化参数

的高光谱反演领域，现有研究仍主要集中于单一区

域内的模型优化，对跨区域迁移学习的系统性探索

相对匮乏。少数涉及跨区域迁移的研究存在样本量

有限、迁移策略单一等问题，未能充分揭示域偏移

的复杂性与多源性，且缺乏对迁移机制的可解释性

分析［11］。此外，现有研究多聚焦于模型预测精度

的提升，对预测结果的不确定性量化与可靠性评估

关注不足，限制了其在实际农业生产监测中的业务

化应用［12］。

针对上述问题，本研究以冬小麦为研究对象，

基于新乡和周口两个区域的高光谱与叶绿素含量配

对数据集，系统量化两地的域偏移程度，进而提出

一种多层次协同的稳健自适应迁移学习框架（Ro‐

bust Adaptive Transfer Learning, RATL）。随后，从

特征层、样本层和模型层协同实现跨区域知识迁

移，并通过可解释性分析与不确定性量化，揭示迁

移机制并验证预测可靠性，旨在为跨区域作物生化

参数遥感监测提供兼具鲁棒性与可信度的技术

方案。

1 材料与方法 

1.1　研究区域概况　

本研究选取 207个冬小麦品种，包括黄淮地区

品种和一些国外品种，实验于 2023—2024 年生长

季在新乡（35.30°N，113.85°E）和周口（33.62°N，

114.65°E）两个不同环境进行。两地均属暖温带大

陆性季风气候，平均海拔分别为 70 m 和 50 m。两

地土壤类型存在差异，新乡以褐潮土为主，周口则

以潮土为主。两地种植小麦品种完全一致，按照完

全随机区组设置，采集高光谱和叶绿素数据，两地

大田管理措施一致，确保品种因素不成为域偏移的

来源。小区面积为 3.6 m2 （1.2 m×3 m），新乡和周

口分别采集了 725 个和 766 个样品的叶片土壤与作

物分析仪器开发值 （Soil and Plant Analyzer Devel‐

opment, SPAD）和冠层高光谱反射率。

1.2　数据采集　

冠层高光谱反射率使用 ASD FieldSpec 地物光

谱 仪 （FieldSpec 3, Analytical Spectral Devices， 

Boulder, CO, USA）采集。测量选择在晴朗无云天

气 （10∶00—14∶00） 进行。光谱仪视场角 25°，

分辨率在 350～1 000 nm范围内为 3 nm，在 1 000～

2 500 nm 则降至 10 nm。为了确保测量精度，使用

白色校准面板进行参考校准，并且每 10 个小区测

量后重复校准过程。在每个实验小区内，从 4个不

同的位置收集光谱数据，探针垂直放置在冠层表面

上方 1 m 的固定高度。在每个采样点，采集 10个读

数，每个小区共进行 40 次光谱测量。采集的光谱

数据使用 viewspec 软件 （ASD 公司，Boulder, CO, 

USA）进行处理。随后，从数据集中排除异常的光

谱曲线，并对每个小区的光谱曲线进行平均，作为

各自小区的反射率数据。叶片的相对叶绿素含量用

SPAD仪采集。在测量过程中，从每个地块中选取3

株，随后测量每株旗叶上的 SPAD值，在每个叶片

的不同位置取 3个读数，并计算所有测量值的平均

值作为该小区的 SPAD 值。本研究视 SPAD 与叶绿

素含量为线性对应关系，后文统称为叶绿素含量。

1.3　高光谱数据预处理与特征构建　

1.3.1　数据预处理　

结合地物光谱仪的性能特点与大气对太阳辐射

的吸收规律，去除信噪比过低或信息无效的波段区

间，主要包括仪器响应不稳定的≤350 nm波段、受

大气中水汽强烈吸收影响的 1 350～1 460 nm 和

1 790～1 960 nm波段，以及探测器灵敏度急剧下降

的≥2 395 nm波段。最终，保留了 400～2 400 nm共

计1 719个有效波段用于后续分析。

采用 Savitzky-Golay 平滑滤波 （窗口长度=9，

多项式阶数=2）对每条光谱曲线进行独立处理。然

后对平滑后的光谱进行标准化处理，鉴于不同生理

区间光谱基线差异显著，本研究采用了分段标准化

（Segment Standard Normal Variate, SNV） 策略，将

全光谱划分为可见光 -红边区 （400～750 nm）、

近红外平台区（750～1 350 nm）、短波红外1区（1 450

～1 785 nm）和短波红外 2 区 （2 000～2 400 nm）

4 个区段，分别计算各区段光谱的均值与标准差，
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并在段间设置 5 nm 的重叠区进行平滑过渡，以避

免不同生理过程对应的光谱基线差异被过度压缩，

从而消除叶片表面的乘性散射效应。SNV 变换为

公式（1）。

xsnv =
( x - μ )

σ
（1）

式中：x为单条光谱向量；μ和σ分别为该光谱

所有波段的均值向量和标准差向量。

对平滑标准化后的光谱数据计算一阶导数，以

增强叶绿素敏感吸收特征，消除基线漂移影响。

1.3.2　特征选择与构建　

选取 15 个对叶绿素含量敏感且具有明确生理

意义的经典植被指数（表 1），涵盖叶片色素含量、

光合效率及生理状态等多个维度。将预处理后的

1 719个光谱波段与 15个植被指数合并，构建 1 734

维综合特征集，为后续迁移学习建模提供丰富的信

息基础。

1.4　域偏移度量化　

为定量评估源域与目标域间的真实分布差异，

本研究从统计分布、相关性及特征空间距离 3个层

面系统量化域偏移。计算两地 SPAD值的描述性统

计量并进行独立样本 t 检验与 K-S （Kolmogorov-

Smirnov）［22］检验，分析其整体分布形态与差异显

著性。再分别计算源域和目标域中各光谱波段与

SPAD 值的 Pearson 相关系数，以揭示光谱-生理响

应关系是否随区域发生系统性变化。最后，在特征

空间中使用多种度量指标进行深入评估，包括计算

高维光谱的最大均值差异［23］（Maximum Mean Dif‐

表1  冬小麦叶绿素含量估算的植被指数及其计算公式

Table 1  Vegetation index and its calculation formula for estimating chlorophyll content of winter wheat

名称

红边位置（Red Edge Position, REP）［13］

红边叶绿素指数（Red Edge Chlorophyll Index, CIred edge）
［14］

MERIS陆地叶绿素指数（MERIS Terrestrial Chlorophyll Index, MTCI）［15］

Vogelmann红边指数1（Vogelmann Red Edge Index 1, VOG1）［16］

修正叶绿素吸收反射率指数（Modified Chlorophyll Absorption Reflectance In‐
dex, MCARI）［17］

转换叶绿素吸收反射率指数（Transformed Chlorophyll Absorption Reflectance 
Index, TCARI）［17］

绿度指数（Green Index, GI）［16］

光化学反射指数（Photochemical Reflectance Index, PRI）［17］

归一化植被指数（Normalized Difference Vegetation Index, NDVI）［14］

改进型红边比值指数（Modified Simple Ratio, mSR）［18］

改进型红边归一化指数（Modified Normalized Difference, mND）［18］

重归一化植被指数（Renormalized Difference Vegetation Index, RDVI）［14］

优化土壤调节植被指数（Optimized Soil Adjusted Vegetation Index, OSAVI）［19］

TCARI/OSAVI组合［20］

三角形植被指数（Triangular Vegetation Index, TVI）［21］

光谱指数

REP

CIred edge

MTCI

VOG1

MCARI

TCARI

GI

PRI

NDVI

mSR705

mND705

RDVI

OSAVI

–

TVI

计算方法

通过4点内插法等方法计算

CIred edge =
R750

R720

–1 （2）

MTCI =
R754 –R709

R709 –R681

 （3）

VOG1 =
R740

R720

 （4）

MCARI=

[ ( R700 –R670 )–0.2 ( R700 –R550 ) ]×
R700

R670

 （5）

TCARI =

3 ×[ ( R700 –R670 )–0.2 × ( R700 –R550 )×
R700

R670

] （6）

GI =
R554

R677

 （7）

PRI =
R531 –R570

R531 + R570

 （8）

NDVI =
R800 –R670

R800 + R670

 （9）

mSR705 =
R750 –R445

R705 –R445

 （10）

mND705 =
R750 –R705

R750 + R705 - 2R445

 （11）

RDVI =
R800 –R670

R800 + R670

 （12）

OSAVI =
(1 + 0.16 ) ( R800 –R670 )

R800 + R670 + 0.16
（13）

组合指数= 
TCARI
OSAVI

 （14）

TVI =
0.5 ×[120 × ( R750 –R550 )–200 × ( R670 –R550 ) ] （15）

注：表中Rλ表示波长为 λ nm处的冠层光谱反射率。
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ference, MMD）以衡量整体分布相似性，利用Was‐

serstein （沃瑟斯坦） 距离［24］反映分布转换难度，

并通过主成分分析 （Principal Component Analysis, 

PCA）［25］降维后计算马氏距离来表征核心特征空间

中的分布偏离程度，从而全面、多层次地刻画域偏

移的复杂性与结构特征。

1.5　稳健自适应迁移学习框架　

为解决高光谱叶绿素反演中因环境异质性导致

的“域偏移”问题，本研究提出一种自适应迁移学

习框架（Robust Adaptive Transfer Learning, RATL）。

框架通过自适应特征选择、自适应特征权重计算与

域适应训练 3个模块递进协作，从源域（新乡）中

提取可迁移的普适性知识，并使其适应目标域（周

口）的数据分布。最终实现跨区域叶绿素含量的高

精度、高稳健性反演。RATL以极端梯度提升（eX‐

treme Gradient Boosting, XGBoost）作为核心回归预

测器。其整体流程如图1所示。

1.5.1　自适应特征选择模块　

本模块旨在从高维光谱特征中筛选出兼具强预

测能力与跨区域稳定性的核心特征子集，作为后续

迁移学习的稳健输入，从而从源头上缓解维度灾难

与过拟合风险。为此，采用一种多准则协同优化策

略，综合评估每个特征在源域与目标域中的相关性

表现。具体而言，通过公式（16）量化各特征对叶

绿素含量的预测重要性，在充分利用双域信息的同

时，适度赋予源域略高的权重，以反映其标注数据

的可靠性。

Corrcombined = α ×× |rsource| + β ×× |r target| （16）

式中：Corrcombined 为组合相关系数；α和 β为权

重系数，本研究取 α = 0.6，β = 0.4；rsource和r target 分

别为源域和目标域中单个特征与叶绿素含量的相关

系数。

本研究考虑到红边波段 （680～750 nm） 对叶

绿素含量变化的高度敏感性，该光谱区间内的特征

在评估过程中被赋予 1.5 倍的增强权重，以强化其

生理指示作用。同时，引入稳定性约束机制，优先

保留那些在源域与目标域中相关性方向一致、强度

相近的特征，有效剔除仅在单一区域偶然显著的非

稳健变量。通过上述协同筛选机制，最终从由1 719

注：RATL 框架包含 3 个核心模块：1）自适应特征选择模块，从高维光谱特征中筛选具有跨区域稳定性的 100 个核心特征；2）自适应特征权重计

算模块，基于随机森林评估特征重要性，计算特征迁移权重；3）域适应训练模块，通过两阶段训练（预训练+微调）结合域适应损失，实现跨区域

知识迁移。最终模型输出包含预测值、可解释性分析与不确定性量化。

图1　稳健自适应迁移学习框架（RATL）流程图

Fig. 1  Flowchart of the robust adaptive transfer learning （RATL） framework
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个原始光谱波段与 15个植被指数构成的 1 734维初

始特征空间中，通过 5 折交叉验证测试了 50、80、

100、120、150、200共 6种特征数配置，发现特征

数从 50 增至 100 时 R2提升显著，而从 100 增至 200

时R2提升不明显，因此 100维是性能-效率平衡的明

确拐点。同时，自适应特征选择模块中设定的稳定

性阈值（Si≥0.75）使合格特征自动收敛至 97～106

维，取整后为 100。精炼出的这 100 个核心特征是

最具判别力的，且具有良好的跨区域泛化能力。该

特征子集不仅提升了模型的可解释性，也为后续的

特征加权调整与域适应训练奠定了坚实基础。

1.5.2　自适应特征权重计算　

本模块的核心是为筛选出的特征赋予差异化的

权重，以量化并强化其对跨区域迁移的贡献。权重

越高的特征，表明在目标域中越重要，且与叶绿素

的响应关系在两地越一致，即该特征越稳定、越值

得在迁移中被重点信赖。为实现这一目标，本模块

采用随机森林（Random Forest）［26］进行特征重要性

评估。权重的计算综合了3个维度信息：

1） 源域重要性 Isource。在源域数据上训练随机

森林，获取特征重要性分数，代表该特征在原始区

域的预测价值，如公式（17）所示。

Isource，i =
1

Ntrees
∑t = 1

Ntrees Gaint，i （17）

式中：Isource，i 为特征 i在源域上的重要性得分；

N trees 为随机森林中决策树的数量 （标量）；Gaint，i

为特征 i在第 t棵树中带来的损失减少量。

2） 目标域重要性 Itarget。在有限的目标域迁移

样本上训练随机森林，获取重要性分数，代表该特

征在新区域的预测潜力。

3） 响应稳定性 Si。计算每个特征与叶绿素含

量的相关系数在源域与目标域间的绝对差异，用以

度量该特征生理响应关系的区域一致性，如公

式（18）所示。

Si = 1 - |rsource，i - r target，i| （18）

式中：Si 为特征 i的响应稳定性得分；rsource，i 和

rtarget，i 分别为特征 i在源域和目标域中与叶绿素含量

的相关系数。

计算得到的权重wi，如公式（19）所示，将直

接作用于对应特征。

wi =
0.3Isource，i + 0.4I target，i + 0.3Si

mean (0.3Isource + 0.4I target + 0.3S )
（19）

式中：wi 为特征 i 的最终权重；Isource，i 和 I target，i

分别为特征 i 在源域和目标域上的重要性得分；Si

为特征 i的稳定性得分；Isource、I target、S分别为所有

特征的重要性向量和稳定性向量；mean (⋅)表示取

向量所有元素的平均值。分母中 0.3Isource+0.4I target+

0.3S 为向量加法，结果仍为向量，取均值后得到

标量。

在后续的模型训练中，每个特征值将乘以相应

的wi进行缩放。在输入数据层面实现特征加权，使

其在训练过程中，模型（XGBoost）会自然地对高

权重特征投入更多的关注和学习资源，从而引导模

型的学习方向，增强其泛化能力。

1.5.3　域适应训练策略　

模块利用经过选择和加权后的特征，执行渐进

式联合训练，完成最终的域适应与预测。采用分层

采样从目标域中选取 30%的样本作为迁移样本，与

全部源域样本进行联合训练。训练分为两个阶段进

行。首先进行预训练，仅使用源域加权特征训练

XGBoost初始模型。然后进行微调，加入目标域迁

移样本，使用总体损失函数 L total 进行联合优化。总

体损失 L total ［公式（20）］由回归损失 L regression （均

方误差）和域适应损失Ldomain组成。

L total = L regression + λ ×× Ldomain （20）

式中： L total 为总损失； Lregression 为均方误差；

Ldomain为域适应损失；λ为超参数，本研究设置为1。

Ldomain 通过 1个域鉴别器网络实现，其目标是混

淆模型对样本来源于源域还是目标域的判断，从而

驱使特征提取器学习到对域变化不敏感的“域不变

特征”。超参数 λ（设为 0.1）用于平衡两项损失的

贡献。经过上述自适应过程训练完成的XGBoost模

型即为 RATL框架的最终输出模型。其超参数设置

如表 2所示。选择XGBoost是因为其在处理结构化

数据、拟合非线性关系及防止过拟合方面具有卓越

性能，能够充分利用加权后的稳健特征集进行高精

度回归预测。

1.6　对比方法与实验设计　

1.6.1　对比迁移学习方法　

为全面评估 RATL框架的有效性，本研究选取

了3种经典的迁移学习方法作为对比。

1） 直接迁移：在源域数据上训练 XGBoost 模

型，直接在目标域数据上测试，作为性能基准。

2） 迁移成分分析 （Transfer Component Analy‐

sis, TCA）［27］：该方法通过在再生核希尔伯特空间

中学习 1个非线性映射，将源域和目标域数据投影

到 1个公共的子空间，并在该子空间中最小化两地
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数据的最大均值差异，以此实现特征层面的边缘分

布对齐。本研究中引入此方法，旨在验证仅基于

MMD 进行整体（边缘）分布对齐的策略，对于缓

解本研究中复杂的农业光谱域偏移是否有效。

3） 相关对齐 （CORrelation ALignment, COR‐

AL）［28］：侧重于对齐两域数据特征之间的二阶统计

关系 （协方差结构）。假设 1 个线性变换可以使源

域和目标域数据的特征相关性趋于一致。通过与该

方法对比，可以检验基于线性二阶统计量对齐的策

略在处理非线性、高维农业光谱数据时的适用性及

其局限。

1.6.2　实验场景设置

为系统评估迁移学习方法在跨区域叶绿素反演

中的有效性，并公平比较不同策略的性能增益，本

研究设计了 4种对照实验场景。场景A （源域性能）

仅使用新乡全部数据进行 5折交叉验证，用于评估

模型在源域内部的拟合能力与基准性。场景B （直

接迁移基准）在新乡数据上训练模型后直接应用于

周口数据测试，反映未处理域偏移时模型性能的自

然下降，作为后续方法比较的基准。场景C （迁移

学习对比）是核心对照实验，在训练阶段与场景B

完全一致（即仅使用新乡数据且不引入任何周口标

签），但通过迁移学习方法在特征层面实现域适应

对齐后再在周口数据上测试，该设置确保性能差异

仅由域适应算法引起，排除了训练样本变化的干

扰。场景D （理想性能上限）将新乡与周口所有数

据合并进行 5折交叉验证，模拟目标域拥有充足标

注数据的理想建模条件，为跨区域反演性能提供理

论上限参考。

1.6.3　评估指标

采用以下指标 ［公式 （21） ～公式 （25）］：

决定系数 （Coefficient of Determination, R2）、均方

根误差 （Root Mean Square Error, RMSE）、平均绝

对误差（Mean Absolute Error, MAE）和性能偏差比

（Ratio of Performance to Deviation, RPD）。为直观

衡量迁移学习带来的改善，定义迁移增益 ΔR2为迁

移学习方法相对于直接迁移（场景B）在R2指标上

的提升百分比。

R2 =  1–
∑i = 1

n ( yi - ŷi )
2

∑i = 1

n ( yi - ȳ )2
（21）

RMSE =  
1
n∑i = 1

n ( yi - ŷi )
2 （22）

MAE =  
1
n∑i = 1

n |yi - ŷi| （23）

RPD =  
SDy

RMSE
（24）

ΔR2 (% ) =  
R2

迁移学习 - R2
直接迁移

R2
直接迁移

× 100% （25）

式中：yi 为实际值；ŷ i 为预测值；
-
y 为实际值

的平均值；n为样本数量；SDy为实测值的标准差。

1.7　可解释性分析与不确定性量化

1.7.1　SHAP可解释性分析

采用SHAP （SHapley Additive exPlanations）［29］

框架分析模型决策机制，基于合作博弈理论计算特

征对预测结果的贡献度［公式（26）］。在本研究

中，主要利用 SHAP特征重要性摘要图对迁移学习

前后的模型进行对比分析。该图可同时展示特征重

要性排序、特征效应方向和特征交互的初步观察，

通过对比 RATL 框架与基准模型的 SHAP 摘要图，

能够直观揭示迁移学习如何改变模型所依赖的关键

特征及其决策逻辑，从可解释性角度验证 RATL引

导模型聚焦于跨区域稳健的“域不变特征”的有

效性。

ϕi = ∑S ⊆ N ∖ { i }

|S|！！(|N| - |S| - 1 )！！

|N|！！
[ f ( S ∪ { i }) - f ( S ) ]（26）

式中：ϕi 为第 i个特征的 Shapley值；N为所有

特征的集合；S为不包括特征 i的子集；|S|和 |N|分

别表示子集和全集的大小；f ( S ) 为仅使用特征子

集S的模型预测值。

1.7.2　预测不确定性量化　

为评估模型预测的可靠性与置信度，本研究采

用分位数回归森林 （Quantile Regression Forests， 

QRF）［30］方法生成预测区间，而非单一的预测点

值，并通过预测区间覆盖率 （Prediction Interval 

表2  XGBoost模型超参数设置

Table 2  XGBoost model hyperparameter settings

参数

n_estimators

max_depth

learning_rate

subsample

colsample_bytree

reg_alpha

reg_lambda

random_state

取值

100

6

0.1

0.8

0.8

0.1

1.0

42

说明

提升树的数量

单棵树的最大深度

学习率

样本采样比例

特征采样比例

L1正则化系数

L2正则化系数

随机种子

注：XGBoost 模型通过集成多个弱学习器 （决策树） 形成强学习

器，能够有效处理高维特征、非线性关系和特征交互，同时通过正

则化项防止过拟合。
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Coverage Probability, PICP）［30］和平均预测区间宽度

（Mean Prediction Interval Width, MPIW）［30］ 这两个

互补指标进行评估。PICP 为测试集上真实叶绿素

含量值落在模型给出的对应预测区间内的样本比

例。PICP 越接近预设的置信水平 （本研究设定为

90%），表明预测区间的可靠性越高，即区间估计

是校准准确的。MPIW为所有样本预测区间宽度的

平均值，在保证PICP满足要求的前提下，MPIW越

小，表明预测区间的精确性越高，即模型的不确定

性估计越精确，而非简单通过增加区间宽度来覆盖

更多真实值，如公式（27）和公式（28）所示。

PICP =  
1
n∑i = 1

n I ( yi ∈ [ Li，Ui ]) （27）

MPIW =  
1
n∑i = 1

n (Ui - Li ) （28）

式中：n为测试样本总数；yi 为第 i个样本的叶

绿素含量真实值；Li和 Ui分别为模型为第 i 个样本

生成的预测区间的下限与上限；I （·） 为指示函

数，当括号内条件为真时取值为1，否则为0。

2 结果与分析 

2.1　数据统计分析　

本研究共采集新乡与周口两地冬小麦冠层高光

谱与叶绿素含量配对样本 1 491 份，其中新乡 725

份，周口 766份。两地冬小麦叶绿素含量的描述性

统计结果如表 3所示。新乡与周口样本的叶绿素含

量均值分别为 41.35 和 41.68，独立样本 t 检验表明

均值差异不显著 （t=-0.47，P=0.64）；但周口样本

的标准差 （14.72） 和变异系数 （35.33%） 均高于

新乡 （标准差 12.05，变异系数 29.14%），K-S 检

验显示两地分布形态存在极显著差异 （D=0.17，P

<0.001），周口数据呈现更强的负偏态 （偏度=

-1.04），低值区域样本比例更高，表明环境差异导

致叶绿素含量分布发生偏移（图2）。

通过光谱特征域偏移量化计算。MMD 值为

0.20 （P<0.001），表明两地高维光谱特征的整体分

布存在显著差异。Wasserstein距离为 0.39，提示将

一地光谱分布转换为另一地需要中等调整代价。

PCA降维后的投影域差异为 0.21，表明核心特征空

间中两地分布中心仍明显分离。关键波段相关系数

差异均值为 0.30，说明光谱与叶绿素的响应关系存

在区域性微小变化，进一步证实跨区域应用中域偏

移的客观性与复杂性。

2.2　波段选择结果可视化　

自适应特征选择算法筛选出的 100个核心特征

在光谱曲线上的分布如图 3 所示。红边区域 （680

表3  新乡与周口冬小麦叶绿素含量描述性统计

Table 3  Descriptive statistics of chlorophyll content of winter 

wheat in Xinxiang and Zhoukou

统计指标

样本数/个

均值

标准差

最小值

25%分位数

中位数

75%分位数

最大值

变异系数/%

偏度

峰度

新乡

725

41.35

12.05

4.80

32.07

46.13

50.47

60.03

29.14

-0.85

-0.46

周口

766

41.68

14.72

1.59

31.82

48.47

52.73

61.30

35.33

-1.04

-0.15

                                                         a. 频率分布直方图                                                                                 b.核密度图

图2　新乡与周口叶绿素含量分布直方图与核密度估计

Fig. 2  Histogram and kernel density estimation of chlorophyll content distribution in Xinxiang and Zhoukou
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～750 nm）共有 71个原始波段，其中 42个被选中，

选择比例达 59.2%，显著高于其他光谱区域，表明

算法成功实现了对叶绿素敏感波段的自动增强。选

中特征覆盖可见光 （400～700 nm）、近红外 （700

～1 300 nm）和短波红外（1 300～2 400 nm）全区

间，且在新乡与周口两地光谱曲线上的分布位置基

本对应，体现了特征的跨区域稳定性。

图 4从量化角度验证了自适应特征选择算法的

有效性，展示了选中特征与叶绿素含量的相关性及

稳定性对比。红边区域波段不仅与叶绿素含量的相

关性 （|r|值） 较高，且在两地间的稳定性得分 （S

值） 普遍高于 0.8，表明这些波段对叶绿素的响应

具有显著的区域一致性。选中特征在新乡和周口的

平均相关系数绝对值分别为 0.45和 0.42，平均稳定

性得分为 0.83，验证了自适应特征选择策略的有效

性——优先筛选相关性高且跨区域稳定的核心

特征。

2.3　模型性能对比　

为评估不同实验设置下的模型性能，本研究设

置了 4种对照场景。场景 A （源域内部验证）与场

景 D （两地合并理想情况）的性能如表 4所示。源

域内部验证的 R2达 0.74，RMSE为 6.08，RPD=1.97 

（>1.8），满足农业遥感应用需求。两地数据合并后

的 R2略降至 0.71，RMSE 上升至 7.26，进一步证实

两地数据分布的固有差异，凸显了跨区域迁移学习

的必要性。

在 4 种实验场景中，源域内部验证 （场景 A）

取得 R2=0.74、RPD=1.97 的稳定表现，为后续比较

奠定基础。场景C （跨区域迁移学习对比）的性能

如表 5所示。直接迁移受域偏移影响显著，R2仅为

0.61，RMSE 达 9.40，RPD=1.60。TCA 和 CORAL

通过线性对齐策略，将 R2分别提升至 0.64 和 0.65，

迁移增益为 5.0% 和 6.3%，但 RMSE 仍高于 8.90。

RATL 框 架 通 过 3 层 协 同 迁 移 ， 实 现 R2=0.75，

RMSE=7.49，MAE=4.61，RPD=2.01，迁移增益高

达 23.40%，显著优于传统线性迁移方法。RATL的

预测值与实测值沿 1:1线紧密分布（图 5），系统偏

差基本消除，其性能达到场景 D （理想上限） 的

105.60%，证实了该框架对跨区域偏移的缓解

效果。

注：总特征数 1 734维，筛选后核心特征 100个（含 89个原始波段和 11

个植被指数）；红边区域（680~750 nm）42/71 个原始波段被选中，选

择比例59.2%。

图3　自适应特征选择模块筛选的核心特征在光谱曲线上的

分布位置

Fig. 3  Distribution of core features selected by the adaptive fea‐

ture selection module on the spectral curve

~

注：选择波段数为 89，选择波段平均稳定性为 0.962。选中特征平均稳定性得分为 0.83。红边区域（680~750 nm）特征的相关性与稳定性

均表现突出。

图4　自适应特征选择模块筛选的核心特征与叶绿素含量的相关性及跨区域稳定性对比

Fig. 4  Comparison of correlation and cross-regional stability between core features selected by the adaptive feature selection 

module and chlorophyll content

表4  新乡内部验证（场景A）与两地合并性能（场景D）的模

型性能

Table 4  Model performance for Xinxiang internal validation 

（Scenario A） and the ideal upper bound using combined data 

from both regions （Scenario D）

场景

A（新乡内部）

D（合并理想）

R2

0.74 ± 0.04

0.71 ± 0.04

RMSE

6.08 ± 0.31

7.26 ± 0.55

MAE

4.57 ± 0.34

5.11 ± 0.40

RPD

1.97 ± 0.14

1.86 ± 0.11
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2.4　可解释性分析　

SHAP特征重要性摘要图（图 6）显示，RATL

迁移后模型的特征重要性排序发生显著变化：排名

前三的特征均为红边-近红外区域的植被指数，分

别为 mSR705、NDVI 和 GI，而源域模型中重要性

最高的特征为绿光区的 PRI。SHAP依赖分析表明，

这些红边特征值的增大会持续推动叶绿素预测值升

高，且在两地数据中的响应趋势一致。这一结果证

实，RATL框架成功引导模型从易受局部环境干扰

的特征，转向依赖对叶绿素变化高度敏感且跨区域

稳定的“域不变”生理特征 （尤其是红边波段），

使模型决策逻辑更具区域适应性与物理解释性。应

性和物理解释性。

2.5　不确定性分析　

不同方案的预测不确定性量化结果如表 6 所

示。在 90%名义置信水平下，RATL框架的PICP为

79.52%，高于直接迁移的 77.94%；MPIW为 17.47，

虽略宽于直接迁移的 16.64，但区间宽度标准差

（9.57） 显著大于直接迁移 （7.29）。这表明 RATL

能够对预测不确定性进行细粒度差异化估计：对叶

绿素含量极端高（SPAD>55）或极端低（SPAD<25）

的高难度样本自动拓宽置信区间，对大多数常规样

本保持较窄的精确区间（图 7），符合作物长势在极

端情况下不确定性增大的生理认知。综合来看，

RATL在保证点预测精度的同时，显著优化了不确

定性估计的合理性与可靠性。

表5  迁移学习方法性能对比

Table 5  Performance comparison of transfer learning methods

方法

直接迁移（场景B）

TCA

CORAL

RATL

R2

0.61

0.64

0.65

0.75

RMSE

9.40

9.02

8.92

7.49

MAE

6.81

6.54

6.33

4.61

RPD

1.60

1.67

1.68

2.01

迁移增益/%

–

+5.0

+6.3

+23.4

相对理想性能/%

85.90

90.10

91.50

105.60

注：场景B （直接迁移）作为基准；场景C中TCA、CORAL、RATL均仅使用源域数据+域适应算法，未引入目标域标签。相对理想性能=

R2
方法/R2

场景D×100%，场景D的R2=0.71。

图5　RATL模型散点图

Fig. 5  Scatter plot of the RATL model

注：颜色深浅表示特征值高低，红色为高特征值，蓝色为低特征值，横纵坐标分别为SHAP值（对模型输出的影响程度）与特征名称。

图6　SHAP值特征重要性图

Fig. 6  SHAP value feature importance graph
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3 讨 论

跨区域作物叶绿素含量高光谱反演的核心挑战

在于环境异质性引发的“域偏移”问题，即源域与

目标域的光谱-叶绿素响应关系存在差异［1, 3］。现有

迁移学习方法多通过单一维度的特征对齐缓解域偏

移，但农业遥感场景中的域偏移由土壤类型、气候

条件等多种因素共同导致，呈现非线性与结构性特

征［31］，近年来，迁移学习在农业遥感中的应用逐

渐增多。SANAEIFAR 等［32］ 采用基于 Transformer

的波段选择模型进行小麦病害分类，其波段选择策

略与本研究的特征选择模块思路一致，但未考虑跨

区域域适应问题。YIN 等［33］提出注意力驱动的迁

移学习框架用于时域颤振检测，其动态权重调整机

制与 RATL的自适应权重计算具有相似的特点，但

RATL 进一步引入了域适应损失实现端到端优化。

且专门针对高光谱数据的多维特性设计。相比之

下，RATL 的创新在于 3 模块的递进协同：特征选

择从源头筛选稳健特征，权重计算量化迁移贡献，

域适应训练实现模型优化，3个模块形成闭环，而

非简单的串联组合。

TCA 和 CORAL分别代表了基于统计矩对齐的

经典方法。TCA通过最小化MMD实现全局分布对

齐，适用于线性域偏移；CORAL对齐协方差矩阵，

捕捉二阶统计关系。然而，农业高光谱数据的域偏

移往往呈现非线性且特征维度间响应异质性［34］，

不同波段对叶绿素的响应在不同区域存在差异，单

一对齐策略难以应对。标签指示条件对齐（Label-

indicate Conditional Alignment, LiCa） 框架［35］ 通过

标签指示的条件对齐处理高光谱异谱现象，但其针

对像素级分类任务设计，计算复杂度高。RATL则

通过特征权重调整实现类似的条件对齐效果，对红

边波段等高稳定性特征赋予高权重，对易变异特征

赋予低权重，在降低计算成本的同时，更适合大田

实时反演应用。本研究中TCA和CORAL的迁移增

益分别仅为 5.0% 和 6.3%，而 RATL 达 23.40%，证

实了多层次协同策略对复杂农业域偏移的适应性

优势。

SHAP分析已成为农业遥感模型诊断的重要工

具。LI 等［36］利用极端梯度提升-沙普利加性解释

（eXtreme Gradient Boosting-SHapley Additive exPla‐

nations, XGBoost-SHA） 分析菊花总黄酮预测，验

证了 SHAP在特征重要性排序中的有效性，但未涉

及迁移学习场景。本研究创新性地将 SHAP用于迁

移前后模型行为对比，揭示了 RATL引导模型从绿

光区 PRI （易受环境干扰） 转向红边区植被指数

（mSR705、NDVI、GI，生理本质特征） 的机制。

这一发现为迁移学习模型的“黑箱”问题提供了农

业遥感领域的解决方案，即可解释性不仅用于验证

模型合理性，更用于诊断迁移学习的有效性。此

外，BANET等［37］在作物根系图像分割中提出分层

次域适应策略，证实了细粒度域适应优于粗粒度全

局对齐，这与 RATL 的 3 模块分层设计思路一致，

表明分层域适应是处理农业图像域偏移的普适性

表6  RATL与直接迁移不确定性对比（90%名义置信水平）

Table 6  Comparison of uncertainty between RATL and direct migration （ 90% nominal confidence level）

方案

直接迁移

RATL

PICP/%

77.94

79.52

MPIW

16.64

17.47

区间宽度标准差

7.29

9.57

R2

0.69

0.67

RMSE

8.15

8.13

区间得分

39.8

37.6

图7　RATL框架在目标域（周口）的90%预测区间与实测值散点图

Fig. 7  Scatter plot of 90% prediction intervals versus measured values on the target domain （Zhoukou） using the RATL framework
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策略。

预测结果的可靠性是技术业务化应用的前

提［38］。本研究通过分位数回归森林实现了预测不

确定性的量化，发现 RATL框架在预测区间覆盖率

（79.52%）和区间差异化估计方面表现更优。尽管

其平均预测区间宽度 （17.47） 略宽于直接迁移，

但这种“合理拓宽”是对高难度样本不确定性的客

观反映，避免了直接迁移通过压缩区间宽度换取表

面精度的弊端［35］。这一发现强调，农业遥感模型

不仅需要追求高预测精度，还应提供可靠的不确定

性评估，而 RATL 框架实现了精度与可靠性的平

衡，为其在实际农业监测中的应用奠定了基础。

本研究仍存在一定局限性。首先，研究仅关注

空间域偏移（跨区域），未考虑时间域偏移（不同

生育期）的影响，而作物光谱特征会随冠层结构、

生理状态的变化产生新的域偏移［39］。其次，RATL 

框架的计算复杂度较高，难以直接应用于实时动态

监测。未来研究可进一步拓展框架的时空适应性，

构建能够同时应对空间与时间域偏移的动态迁移学

习模型；同时，通过算法轻量化 （如特征降维优

化、模型蒸馏），推动技术在大范围农业生产监测

中的业务化应用。

4 结 论

本研究针对高光谱遥感反演冬小麦叶绿素含量

的跨区域“域偏移”问题，提出稳健自适应迁移学

习框架（RATL），通过自适应特征选择、特征权重

调整与域适应训练 3模块协同，实现了源域与目标

域的有效知识迁移。基于新乡与周口 1 491 份样本

的实验表明，两地光谱特征存在显著域偏移

（MMD=0.20，P<0.001），直接迁移模型性能受限

（R2=0.61）。RATL框架在目标域取得最优预测性能

（R2=0.75，RMSE=7.49），较直接迁移提升 23.4%，

达到两地全数据训练理想效果的 105.60%。可解释

性分析证实，RATL框架增强了模型对红边波段等

“域不变特征”的依赖，决策逻辑更具生理合理性。

不确定性量化表明，RATL能够提供覆盖合理、宽

度 适 配 的 预 测 区 间 （PICP=79.52%， MPIW=

17.47），提升了预测结果的可靠性。本研究提出的

RATL框架为解决农业遥感中的跨区域建模问题提

供了有效方法，对推动叶绿素含量遥感监测的区域

化、业务化应用具有重要实际意义。

利益冲突声明：本研究不存在研究者以及与公开

研究成果有关的利益冲突。
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Transfer Learning
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Abstract: [Objective]　Hyperspectral remote sensing enables accurate estimation of crop chlorophyll content, a key indicator of photo‐

synthetic capacity and nitrogen nutrient status. However, models trained in one region (source domain) often suffer significant perfor‐

58



李怡悦等：基于高光谱遥感和跨区域迁移学习的冬小麦叶绿素含量评估Vol. 8, No. 4

mance degradation when applied to another region (target domain) due to "domain shift" caused by differences in soil, climate, and 

management practices. This study proposed a robust adaptive transfer learning framework (RATL) to mitigate domain shift in cross-re‐

gional chlorophyll estimation of winter wheat and achieve accurate inversion. [Methods]　A total of 1 491 paired samples of canopy hy‐

perspectral reflectance and leaf soil and plant analyzer development (SPAD) values were collected during the late grain filling stage of 

winter wheat in the 2023－2024 growing season from Xinxiang and Zhoukou in Henan province. The degree of domain shift between 

the two regions was quantified using multiple metrics, including maximum mean discrepancy (MMD), Wasserstein distance, and cor‐

relation differences. The RATL framework consists of three synergistic modules: (1) Adaptive feature selection, which combines 

source-target correlation weighting and stability constraints to select 100 core features from the original 1 734-dimensional feature set, 

with preferential selection of red-edge bands (680－750 nm); (2) daptive feature weight calculation, which fuses random forest impor‐

tance scores from both domains and feature stability metrics to assign weights to each feature, guiding the model to focus on domain-

invariant features; and (3) domain adaptation training, which employs a two-stage XGBoost regressor (pre-training on source domain 

followed by fine-tuning with 30% of target domain samples) and incorporates a domain discriminator loss (balancing parameter λ=

0.1) to encourage learning of domain-invariant representations. Four experimental scenarios were designed: source-only validation 

(Scenario A), direct transfer (Scenario B), transfer learning comparison with Transfer Component Analysis and Correlation Alignment

(Scenario C), and the ideal upper bound using combined data from both regions (Scenario D). Shapley additive explanations (SHAP)  

analysis was employed to interpret model decision mechanisms, and quantile regression forests were used to generate 90% prediction 

intervals for uncertainty assessment. [Results and Discussions]　Quantitative domain shift analysis revealed significant distribution differ‐

ences between Xinxiang and Zhoukou maximum mean discrepancy was 0.20, P<0.001, confirming the challenge of domain shift in 

cross-regional modeling. Direct transfer exhibited substantial performance degradation on the target domain (R2=0.61). Traditional 

transfer learning methods TCA and CORAL achieved only marginal improvements (R2≈0.64－0.65, transfer gains<7%), proving insuf‐

ficient for addressing complex domain shift. In contrast, RATL achieved optimal performance on the target domain (R2=0.75, root 

mean square error was 7.49), representing a 23.40% improvement over direct transfer and reaching 105.60% of the ideal performance 

achieved with combined data from both regions. SHAP analysis demonstrated that RATL successfully shifted the model's reliance 

from environmentally sensitive features to red-edge vegetation indices (modified Simple Ratio at 705 nm, normalized difference vege‐

tation index,Green Index) that exhibit consistent responses across regions, enhancing both physiological rationality and regional adapt‐

ability of model decisions. Uncertainty quantification showed that RATL achieved higher prediction interval coverage (79.52%) com‐

pared to direct transfer (77.94%), while adaptively widening intervals for extreme SPAD values to provide more realistic and reliable 

uncertainty estimates. These results demonstrate that RATL's multi-module collaborative strategy effectively mitigates agricultural hy‐

perspectral domain shift, significantly improving model interpretability and reliability while maintaining prediction accuracy, outper‐

forming traditional linear alignment methods. [Conclusions]　The proposed RATL framework achieves high-precision and high-reliabili‐

ty cross-regional chlorophyll inversion with only a small set of target samples through the synergistic effects of adaptive feature selec‐

tion, feature weight adjustment, and domain adaptation training. The framework effectively focuses on physiologically meaningful do‐

main-invariant features and provides reliable uncertainty estimates, offering a practical technical solution for regional-scale agricultur‐

al remote sensing monitoring. Future work will extend RATL to address temporal domain shift (e.g., across different growth stages) 

and explore lightweight model implementations for real-time applications.
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