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摘 要： ［［目的目的/意义意义］］干热河谷正加快建设智慧灌区，蒸腾量是量化作物耗水过程和需水状况的关键指标，其准

确模拟是优化灌区水分调控与配水策略、提高灌溉决策可靠性的基础。当前灌区仍以传统机理模型为主，但此类

模型参数需求高、对部分参数高度敏感且误差来源复杂，难以在数据受限与地形复杂的实际场景中应用。［［方法方法］］

本研究以10年生柑橘树为研究对象，收集了2020—2022年期间的树干液流与环境因子数据。采用随机森林递归特

征消除（Random Forest-Recursive Feature Elimination, RF-RFE）识别蒸腾的关键驱动因子，并对这些关键因子的

贡献进行量化分析。随后，基于 RF-RFE 筛选出的因子，构建了三种机器学习模型：随机森林、支持向量回归

与极端梯度提升 （Extreme Gradient Boosting, XGB）。最后，引入粒子群优化、贝叶斯优化与异步连续减半

（Asynchronous Successive Halving Algorithm, ASHA） 对模型进行超参数优化，并系统评估了 12 种模型的模拟性

能。［［结果和讨论结果和讨论］］ 在 RF-RFE 中，17 个候选变量被精简为 5 个关键因子 （实际水汽压、土壤体积含水率、风

速、平均气温和日序数），精简后的模型性能不降反升。其中日序数特征重要性最高，有效整合了区域季节性气

候变化与柑橘物候特征。综合对比表明，XGB-ASHA模型具有最优的预测性能，其决定系数为 0.91，均方根误差

为 0.19 mm/d。［［结论结论］］基于特征优选和代理变量的建模方法，可以实现高精度、低参数依赖的柑橘蒸腾量精准估

算，为该地区农业水管理提供智慧决策的科学依据。
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0 引 言

全球水资源紧缺是 21世纪最紧迫的挑战之一，

农业用水消耗约 70%的可用淡水资源，且随着人口

增长和气候变化，这一需求仍在不断增加［1］。蒸腾

作用是陆地生态系统中水循环的关键环节［2, 3］，也

是全球大陆最主要的水分通量，占总蒸散量的

80%~90%［4］。蒸腾作为连接水分、能量与碳循环

的关键过程，在调节土壤-植物-大气连续体（Soil-

Plant-Atmosphere Continuum, SPAC） 中的能 -水通

量中发挥着关键作用［5］。因此，准确估算蒸腾量对

于深入理解作物水分利用机制、优化区域水资源管

理具有重要理论与实践意义［6］。

实测和模拟是获取蒸腾的两种有效途径，蒸腾
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的实测可以通过树干液流法［7］、气体交换室法［8］、

微型蒸渗仪法［9］和同位素法［10］直接监测，但空间

代表性有限，且需要大量的人力、物力和时间投

入，难以满足大尺度应用需求［11］；模拟则借助经

验模型、物理模型与机器学习（Machine Learning, 

ML） 模型来估算蒸腾量［5］。其中多元线性回归

（Multiple Linear Regression, MLR）等传统经验模型

形式简单，但因缺乏物理机制约束，其参数往往不

具备普适性，在新环境下的泛化能力受限［5］。以

Penman-Monteith （P-M）［12］ 和 Shuttleworth-Wallace

（S-W）［13］为代表的传统物理模型虽机理清晰，但

需要大量的变量且对这些参数误差敏感，此外，关

键参数的率定也较为困难，例如空气动力学、气孔

和土壤表面阻力。更重要的是，这些传统模型在捕

捉蒸腾量与其驱动因子间复杂非线性耦合关系方面

存在局限［14］。

近年来，ML 因其无需预设物理方程，能够直

接从数据中学习并精准刻画因子间高度复杂的非线

性关系，已被广泛用于构建高精度作物水分相关预

测模型［5］。为进一步提升模型性能，许多研究通过

融合多源异构数据。例如，HUANG 等［15］在气象

和土壤数据的基础上，融入遥感植被指数可有效提

升随机森林（Random Forest, RF）模型的精度。同

样，整合叶面积指数（Leaf Area Index, LAI）、感热

通量等更多维度的生物物理特征，也被证实能够获

得比仅使用气象数据更优的模拟结果［16］。然而，

单纯增加特征数量并非最优策略。冗余、低相关性

或含噪声的变量反而会增加模型复杂度、引入干

扰，甚至削弱模型的泛化能力。因此，特征选择已

成为构建高性能 ML 模型的关键环节。PAGANO

等［1］在对意大利柑橘园的蒸腾进行建模时，通过

特征重要性排序将输入特征从 10 个精简至 7 个，

RF 模型的性能反而得到了提升。此外，关键驱动

因子的重要性并非一成不变，而是具有高度的时空

动态性。一方面，其重要性随作物物候阶段而变

化。例如，XING等［17］在中国黄土高原的苹果树蒸

腾研究中发现，在冠层稀疏阶段LAI和饱和水汽压

差 （Vapor Pressure Deficit, VPD） 最为关键，而在

冠层茂密阶段则变为 VPD 和净辐射 （Net Radia‐

tion, Rn）。另一方面，关键因子组合也表现出显著

的生态系统特异性。温带气候森林［18］、温带气候

温室番茄［19］，以及南非半干旱区的亚热带果园［20］

的蒸腾关键特征因子均不相同。这种普遍存在的时

空异质性与多源特征输入，凸显了针对特定区域和

特定作物进行建模与关键特征识别的必要性。柑橘

是全球广泛种植的水果之一，根据联合国粮食及农

业组织，中国已成为全球最大的柑橘生产国，约占

全球总产量的21%［21］。干热河谷区凭借其优越的光

热条件，成为中国柑橘的主要优质产区。然而，该

区域典型的季节性干旱与水资源时空分布不均的问

题，使得粗放的灌溉管理成为制约柑橘产业可持续

发展的关键瓶颈。为突破此瓶颈，在地方政府主导

下，以精准作物耗水估算为核心的智慧灌溉果园建

设正在大力推进，以保障干热河谷柑橘产业的稳产

增收。然而，精准的耗水估算是实现智慧灌溉的技

术前提，但现有模型在该地区面临严峻挑战。传统

的P-M模型由于缺乏本地化的作物系数，难以准确

估算柑橘耗水。尽管 CHEN 等［22］通过引入动态冠

层消光系数改进了 P-M 模型，但其多达 10 个参数

的复杂本地化校准过程，使其在智慧农业中的推广

与应用潜力受到极大限制。因此，能否利用ML对

特征间耦合能力的挖掘，在显著降低模型对复杂参

数依赖的同时，为干热河谷这一独特气候区的柑橘

建立高精度的蒸腾量模拟模型，既是一个关键的科

学问题，也是一个明确的研究空白。

本研究旨在应对此挑战，通过筛选易于获取的

多维度耦合因子，对比多种ML模型（RF、支持向

量回归 （Support Vector Regression, SVR）、极端梯

度提升 （Extreme Gradient Boosting, XGB） 及超参

数优化算法 （粒子群优化 （Particle Swarm Optimi‐

zation, PSO）、贝叶斯优化 （Bayesian Optimization, 

BO）、异步连续减半算法 （Asynchronous Succes‐

sive Halving Algorithm, ASHA）） 的组合效果，以

开发一种兼具高精度与实用性的柑橘树蒸腾量估算

新方法。具体研究目标如下：1）利用随机森林-递

归 特 征 消 除 （Random Forest-Recursive Feature 

Elimination, RF-RFE），筛选出驱动干热河谷柑橘蒸

腾量的关键特征组合；2） 系统评估不同 ML 模型

与超参数优化算法的组合性能，以确定适用于本区

域的最优模型。

1 材料和方法 

1.1　研究区概况　

本研究试验点设于中国云南省元江干热河谷核

心区的玉溪市新平彝族傣族自治县 （23°58′6″N，

101°38′56″E，海拔高度 550 m），属于典型的亚热

带低纬度高原季风气候区，主要气候特征表现为

光热资源充裕与季节性干旱并存。该区年均相对
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湿度为 67%，年日照时数为 2 350 h，潜在蒸发量

为 1 750 mm。年均降水量为 733 mm，其中 77.9%

的降水发生在 6 月至 10 月的雨季。该地区年均气

温为 24.9 ℃，其中 4月至 6月为高温季节，最高气

温可达 43 ℃ （超过 100 天的气温超过 35 ℃），最

低气温为 3.6 ℃。该地区土壤为典型燥红壤，土

壤表层薄、含砾量多、粗骨性强 （0~1 m 颗粒分

布占比：粒径 （0.05，2.00］  mm为 35.2%、（0.02，

0.05］  mm为30%、（0.002，0.02］  mm为23.32%、（0，

0.002］  mm为 11.48%），pH 为 6.1，田间持水量为

29.80 cm3/cm3，土壤容重为1.29 g/cm3。

1.2　供试材料　

研究对象为元江干热河谷区大面积种植的典型

人工经济林木柑橘树，品种为甜橙（Citrus sinensis

（L.） Osbeck），试验柑橘树于 2012年种植，种植密

度为 1 665株/hm2 （株距×行距：2 m×3 m）。果园

总面积为 9.33 hm2，其中 0.13 hm2 作为实验样地，

具体可见［22］。柑橘树嫁接在三叶橙砧木上，以

增强其抗逆性并改善果实品质。在果园中，管理措

施包括灌溉、施肥和修剪，均按照该地区普遍采用

的常规方法进行。树木定期修剪，以维持均匀的高

度和冠幅；同时，疏果和疏花有助于保持合理的果

实负荷。在此条件下，树木表现出相对一致的生

长，包括主干直径和叶面积。因此，果园中的柑橘

树没有显著的大小分类差异。雨季期间，自然降水

基本可满足柑橘树需水，未采取人工灌溉；在旱

季，为保证柑橘树平稳度过环境胁迫阶段，每年根

据干旱程度采取灌溉措施三次（2021年 1月 27日灌

水量为 25 mm；2021 年 2 月 11 日灌水量为 25 mm；

2021年 2月 25日灌水量为 30 mm；2022年 2月 19日

灌溉 25 mm；2022年 3月 11日灌溉 25 mm；2022年

4月 2日灌溉 25 mm）。田间试验从 2020年 5月 20日

持续到2022年7月7日。

1.3　监测指标与数据采集　

1.3.1　冠层蒸腾量　

由于试验区果园采用相同的管理条件，树木生

长情况较为一致，因此随机选取 7株柑橘树作为重

复进行研究。本研究采用热扩散式探针 （Thermal 

Dissipation Probe, TDP）（SF-G，Ecomatik GmbH，

德国） 实时监测试验柑橘树的树干液流。采用

CR1000X 型数据采集器每 15 min 自动记录 1 次数

据，树干液流速率计算详情请参考［23］。

1.3.2　气象要素　

研究期内，采用自动气象站 （AG1000 型，

Campbell Scientific Inc., USA）实时监测气象数据，

监测时间步长为 15 min，测量指标包括降水量

（Precipitation, P, mm）、净辐射 （Net radiation, Rn, 

W/m2）、太阳总辐射（Total solar radiation, Rs, W/m2）、

光合有效辐射 （Photosynthetically Active Radiation, 

PAR, μmol/s/m2）、气温 （Air temperature, ℃），以

及相对湿度 （Relative humidity, RH, %）、2 m 处风

速（u2, m/s）。水汽压差（VPD, kPa）由饱和水汽压

（es, kPa）和实际水汽压（ea, kPa）计算得出［24］。

1.3.3　土壤水分　

研究期内，土壤水分通过时域反射仪 （TDR，

CS650 型，Campbell Scientific Inc., USA） 进行监

测。考虑到土壤水分的空间异质性，在柑橘园内沿

坡度梯度随机选取行内和行间各两个监测点位（共

4个点位），每个点位安装 4个探头。因柑橘树水分

吸收的主要根区在 0~60 cm 土层［25］，本研究中监

测 0~60 cm 土层土壤体积含水率 （Volumetric Wa‐

ter Content, VWC, %）。具体来说，2个剖面位于行

内，用于测量冠层空间下的土壤水分（分别距离树

干0.5 m和1.0 m）。另外2个剖面位于行间，用于测

量冠层荫蔽区外的土壤水分（距离树干 1.25 m，一

个在内坡位置，另一个在外坡位置）。在每个剖面

的 10、20、40、60 cm 深度处各安装一个 TDR 探

头，所有土壤含水量数据均通过数据采集器

（CR1000X，Campbell Scientific） 每 15 min 进行 1

次数据采集。在试验期间，为确保 TDR 测定结果

的准确性，每隔2个月利用烘干法进行校准。

1.4　数据处理和划分　

1.4.1　数据收集及预处理　

本研究所使用的环境特征共 16 个，包括气温

（最大值、最小值和平均值；Tmax、Tmin 和 Ta）、相

对湿度 （最大值、最小值和平均值；RHmax、RHmin

和 RHa）、太阳辐射 （Rs）、净辐射 （Rn）、PAR、

日照时数 （n）、大气风速 （u2）、饱和水汽压差

（es）、实际水汽压（ea）、VPD、降雨量（P）和 0~
60 cm 的 VWC，以监测柑橘树的蒸腾量为因变

量（图1）。

因干热河谷地区独特的地形和气候因素及其受

“焚风效应”的影响，区域气象因子全年表现出明

显的季节性变化趋势，尤其在旱季与雨季交替期间

更为明显。此外，前人研究表明，影响作物蒸腾的

194



吴明清等：基于特征优选与优化算法的干热河谷区柑橘蒸腾模拟Vol. 8, No. 4

气象因子之间存在非线性耦合与交互效应［26］，为

了使模型能够更充分挖掘时间因素与气象因子之间

的潜在关联，从而更准确地反映蒸腾在不同季节背

景下的动态响应特征，本研究加入了反映作物的物

候变化特征的年积日（Day of Year, DOY）。为识别

并保留蒸腾过程中的关键特征因子，在兼顾模型性

能的前提下，去除冗余、无关或噪声特征，通过

RF-RFE 因子间的共线性，递归地移除重要性最低

的特征来选择最优特征子集，随机森林基准模型使

用默认的超参数配置，当特征数量减少至 1时，迭

代停止。此外，通过皮尔逊相关热力图展示因子间

的线性相关性，以便更充分展现因子间的共线性，

理解特征优选对冗余特征的剔除。在数据收集过程

中，受设备断电的影响，部分数据存在缺失。为确

保模型训练的有效性，仅保留当日特征数据均完整

的样本用于建模；缺失任意变量的数据将在预处理

a. 气温日动态

b. 湿度日动态

c. 水汽压日动态

         
d. 辐射日动态

       
e. 风速与日照时数日动态

        
f. 土壤含水量与降雨量日动态

   
g. 蒸腾量日动态

图1　2020—2022年试验区域的环境因子与柑橘蒸腾量的日尺度动态变化

Fig. 1  Daily-scale dynamic variations of environmental factors and citrus transpiration in the experimental area during 

2020－2022
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阶段予以剔除，不纳入模型的建立与验证流程。

1.4.2　数据划分　

在 ML模型建模中，数据集通常被划分为训练

集和测试集两个相互独立的子集。然而，这种简单

的划分方式在存在明显的作物物候变化或季节性气

候变化的农业或水文研究中，可能导致数据分布不

均，削弱模型对特征季节性变化的学习能力。本研

究针对干热河谷地区季节性干旱、区域气候季节性

明显的特点，根据ML建模中常用的 8∶2的划分比

例，采取系统抽样的数据划分方式，即按时间序列

每 5 天为一个单元，将第 1 天划入测试集，后 4 天

划入训练集，从而将数据划分为 80% 的训练集与

20%的测试集。该方法确保了训练集和测试集在全

年的时间跨度上分布均匀，涵盖了相似的气象变化

与蒸腾强度范围，以减轻环境因子季节性趋势带来

的潜在的抽样偏倚。

1.5　机器学习模型　

本研究采用了三种 ML 模型 （RF、 SVR 和

XGB）［5, 27］进行蒸腾建模。每种模型不仅在原始形

式下应用，同时也与三种优化算法 （PSO、BO 和

ASHA）［26, 28, 29］结合，共形成 12 种模型组合。建模

所用的输入变量为特征选择后保留的关键特征。在

模型训练过程中，在各模型中输入预处理好的 80%

数据集。同时，为了避免模型过拟合并充分利用数

据集，在超参数调优与最优模型训练阶段使用十折

交叉验证，在十折交叉验证中，训练集被划分为 10

个等量子集，每轮迭代中选取其中一个子集作为验

证集，其余 9个子集用于模型训练。该过程重复 10

次，确保每个子集都作为一次验证集，从而最大程

度减少因数据划分带来的偏差，在样本量有限的情

况下提高模型的鲁棒性。每轮交叉验证中记录对应

的自适应函数平均绝对误差（Mean Absolute Error, 

MAE），最终计算其平均值作为模型性能的综合评

估指标，并据此比较不同参数组合的表现，从而确

定最优超参数配置。表 1展示了模型参数的具体设

置。在本研究中所有模型均使用 Python 3.9.13中的

scikit-learn软件包进行训练。

1.6　模型性能评价指标　

在 ML模型中，采用多维度的模型性能评估方

法有助于全面评估模型性能，防止评价指标单一造

成的模型性能误判。在本研究中，为评估所构建的

ML模型的性能，采用了拟合度指标、误差度量指

标和不确定性评估指标进行模型评估。其中，拟合

度指标R2用于评估模型的拟合程度；误差度量指标

均方根误差 （Root Mean Square Error, RMSE） 与

MAE 用于衡量模型预测值与实测值之间的偏差和

误差程度。为了衡量模型预测结果的不确定性和可

靠性，采用了 t统计检验（Tstat）、95%置信区间的预

测误差（U95）。上述评价指标的计算如公式（1）~

公式（5）所示。

R2 = 1 - ∑
i = 1

n ( )yi - yi

2

∑
i = 1

n

( )yi - ȳ
2

（1）

MAE =
1
n ∑

i = 1

n

|| yi - yi （2）

RMSE =
1
n ∑

i = 1

n ( )yi - yi

2

（3）

Tstat = ( )n - 1 × MBE2

RMSE2 - MBE2
（4）

U95 = 1.96 SD2 + RMSD2 （5）

表1  不同模型及优化算法的超参数搜索空间

Table 1  Hyperparameter search space for different models and optimization algorithms

模型及优化算法

RF

SVR

XGB

参数名称

n_estimators
max_depth

min_samples_split

kernel
c

epsilon
gamma

n_estimators
max_depth

learning_rate
min_child_weight

参数空间

（10， 500）
（2， 10）
（2， 10）

（rbf，linear，sigmoid）
（0.1， 100.0）
（0.01， 0.3）
（0.01， 1.0）

（10， 500）
（2，10）

（1e-3， 3e-1）
（1， 8）

优化算法

BO

PSO

ASHA

参数名称

n_trials
n_startup_trials

swarm_size
max_iter

w
c1/c2

n_trials
step

HyperbandPruner

参数设置

100
20

50
100
0.6

1.7/1.7

40
（1， 10）

（min_=1；max=500， reduction_factor=2）
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式中：yi、ŷi和 ȳ分别为第 i个实测值、第 i个预

测值和所有实测值的平均值；n 为样本数量；SD

（Standard Deviation） 表示蒸腾量实测值与预测值

之差的标准差；MBE （Mean Bias Error）与 RMSD

（Root Mean Square Deviation）分别为平均偏差误差

与均方根偏差。

根据 JIERULA 等［30］ 的研究结果，当 R2≥0.9

时，模型性能为“优秀”，当 0.7≤R2<0.9 时为“良

好”，当 0.5≤R2<0.7 时为“一般”，当 R2<0.5 时为

“差”；MAE、RMSE越小（最小为0），说明模型预

测值与实测值之间的偏差越小，模型性能越好；

U95 表示约有 95% 的残差落在可信区间内，因此，

U95值越小表示残差离散程度越低、随机误差波动

越小，模型预测结果越稳定可靠；Tstat可判断模型

预测是否存在显著系统偏差，当 Tstat小于临界 t 值

（| t |） 时，认为模型平均偏差不显著；反之则说明

模型存在显著的高估或低估倾向。在本研究中，设

显著性水平为 α=0.05，根据双尾检验临界值查表，

得出对应的| t |约为1.98。

2 结果与讨论 

2.1　蒸腾关键因子的筛选与识别　

图 1展示了研究时段内（2020—2022年）各气

象变量的日动态，其中包括了经 RF-RFE筛选出的

五个关键输入因子 （Ta、ea、VWC、u2 和 DOY）。

监测期内，Ta 在 10.1 ℃至 38 ℃间波动，均值为

24.5 ℃。与 Ta相比，ea表现出与 Ta相似的年际变化

趋势，其范围为 0.84到 5.33 kPa，均值为 2.38 kPa。

u2 维持在 0.11 至 1.64 m/s 的较低水平，日均为

0.83 m/s。在本研究中，为保证柑橘树度过干旱胁

迫阶段，根据土壤干旱情况在试验期间共灌溉 6

次，降雨是本研究中补充土壤水分的主要来源（图1f）。

强降雨过后，VWC 会有一个明显的上升，之后便

逐渐回落，直到下一次降雨来临；相比之下，小雨

对深层土壤的水分补充效果则不太明显。VWC 变

化范围为 11.1%至 33.2%，均值为 20.2%。蒸腾量变

化范围在0.48~3.25 mm/d之间，均值为1.85 mm/d。

图 2展示了特征选择前各输入变量与蒸腾量之

间的皮尔逊相关系数，众多因子与蒸腾量之间及诸

因子之间均存在相关性。随后通过 RF-RFE逐步去

除重要性最小的特征因子 （图 3）。如图 3a 所示，

随着特征数量的递减，模型性能在特征数量为 5时

达到最优（较高的R2与较低的MAE和RMSE），说

明在该点之前去除的是冗余特征，进一步减少特征

将造成性能下降，特征数量为 5时，模型兼具预测

精度与特征空间精简性。图 3b 进一步展示了 RFE

最终筛选出的 5个关键特征在随机森林模型中的重

要性排序，明确了本研究中特征选择后的各特征因

子对蒸腾量预测的重要性大小。按重要性由高到低

依次为DOY、VWC、Ta、u2和 ea。

图 3b可见，影响柑橘蒸腾的关键因子 DOY 的

贡献性达 54%，这表明 DOY 在本研究中并非只是

一个简单的时间标记，而是扮演了一个信息高度集

成的代理变量角色。作为关键的时间代理变量，

DOY 表征了作物内在生理节律与外部环境季节性

动态的耦合关系。具体而言，在本研究区，特定的

DOY 范围分别对应柑橘的春梢萌发、开花坐果及

果实膨大等关键生长期。这些物候阶段的生理活动

差异巨大：例如，春梢萌发期伴随着新叶的快速生

长与扩张（展叶），直接导致冠层总蒸腾面积增加；

而在生长旺盛期，为保证光合作用效率，气孔保持

高度开放。研究表明，DOY常被用作构建作物LAI

动态变化模型的核心变量［31］，在玉米物候监测中

DOY 能够有效表征关键生长阶段［32］，而在森林生

态系统中DOY与LAI呈显著的季节性同步变化［33］。

这些研究均证实了 DOY 作为作物生理状态代理变

量的有效性，支持了本研究中 DOY 高特征重要性

的发现。除了整合作物生理信息外，驱动蒸腾的关

键气象因子本身也随 DOY 呈现强烈的季节性周

期［34］，本研究也证实了 DOY 与温度、湿度等因子

存在显著相关（图 2）。它们蕴含了物候变化、根区

水分供应、热力驱动、大气边界层扰动和空气干湿

度五个方面，从多维度刻画了蒸腾主控机制。

2.2　不同模型优化的有效性评估　

图 4 展示了不同 ML 模型预测蒸腾量与实测蒸

腾量的散点图。表 2和表 3分别展示了柑橘园蒸腾

量模拟中 12 种模型在训练集和测试集上的性能指

标。在训练集结果中，RF 及其优化后的模型均表

现出良好的模型性能 （R2>0.7）。在测试集中，与

RF 模型相比，在优化算法调参后的 RF-PSO、RF-

BO与RF-ASHA模型均表现出更好的性能。与单一

RF 模型相比，引入优化算法后的模型拟合精度均

有提升。其中，RF-PSO、RF-BO和RF-ASHA模型

的 R2分别提高了 0.07、0.09和 0.12。在误差指标方

面 （MAE 和 RMSE），RF 模型的 MAE、RMSE 分

别为 0.22 和 0.30，而三种优化后的模型的 MAE、
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RMSE分别在 0.15~0.17和 0.21~0.25的范围内。上

述结果表明，PSO、BO 和 ASHA 优化算法能够有

效提升 RF模型的预测性能。图 4a~图 4d实测值与

预测值均接近于 1∶1 拟合线，且图 4b~图 4d 相较

于图 4a离散程度较小，再次验证了优化算法对 RF

模型性能的提升。

在 SVR模型中，从表 2和表 3中训练集和测试

集结果的对比可以看出，准确性指标和误差性指标

的结果在训练集和测试集中差异较小，说明 SVR、

SVR-PSO、SVR-BO 和 SVR-ASHA 这 4个模型在展

示出较好的模型性能的同时具有优秀的泛化能力。

在训练集与测试集结果的对比上，训练集R2范围在

0.80~0.81之间，测试集为 0.79~0.80；SVR原始模

型及其3个优化模型在训练集中的MAE和RMSE均

为 0.18 和 0.27，测试集的 MAE 和 RMSE 范围分别

为 0.20~0.21 和 0.28~0.29。图 4e~图 4h 中，SVR

及其优化后的 SVR 模型的训练集和测试集在 1∶1

拟合线附近的表现与上述结果相符。

对于 XGB模型，XGB及其 PSO、BO和 ASHA

优化模型在训练集上均表现出优异的性能（表 2）。

在测试集中，XGB-ASHA 模型在各项指标上均表

现最佳。在拟合度指标中，XGB 模型 R2=0.78，在

经过 PSO、BO、ASHA 算法调参后的 XGB 模型 R2

提升范围为 0.07~0.13，其中 XGB-ASHA模型的 R2

a. RF-RFE特征选择过程中最优特征数与模型性能变化

b. 最优特征子集重要性得分

图3　基于RF-RFE方法筛选柑橘日蒸腾量的关键特征及其

重要性得分

Fig. 3  Key features and their importance scores for daily citrus 

transpiration based on the RF-RFE method

图2　环境因子与蒸腾作用关系的皮尔逊相关系数

Fig. 2  Pearson correlation coefficients between environmental factors and transpiration
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a. RF模型散点图

d. RF-ASHA模型散点图

g. SVR-BO模型散点图

j. XGB-PSO模型散点图

b. RF-PSO模型散点图

e. SVR模型散点图

h. SVR-ASHA模型散点图

k. XGB-BO模型散点图 l. XGB-ASHA 模型散点图

c. RF-BO模型散点图

f. SVR-PSO模型散点图

i. XGB模型散点图

图4　12种所构建模型在训练期与测试期柑橘日蒸腾量的估测值与实测值散点图

Fig. 4  Scatter plots of estimated versus observed daily citrus transpiration for the 12 constructed models during the training and 

testing periods
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为 0.91，高于其他模型；在误差性指标方面，XGB

模型的 MAE、RMSE 分别为 0.20 和 0.29，3 种优化

后的XGB模型的误差指标范围分别是 0.13~0.17和

0.19~0.25，其最低值均为 XGB-ASHA 模型。以上

结果说明了优化算法对 XGB 模型性能的提升是有

效的，且其中提升最大的是运用了 ASHA 算法的

XGB模型。

2.3　模型性能的综合评估与优选　

由表 3可知，在测试集中，XGB-ASHA模型的

拟合度指标最高 （R2= 0.91），误差性指标最低

（MAE和RMSE分别为0.13和0.19）。然而，单一的

拟合度指标无法全面反映模型的稳定性。为此，本

研究在评估模型表现时，除了拟合度指标外，还引

入了 t 统计检验 （Tstat） 和不确定性指标 （U95），以

评估模型的一致性和可靠性，从而更全面地衡量模

型的稳定性。表 3 展示了所应用模型的 t 统计量和

U95指数，可以看到 XGB-ASHA 模型的 t 统计量在

95%的显著性水平下表现极佳，且其U95指数最小，

从而进一步验证了该模型在误差控制和精度上的优

越性。此外，与双尾检验下的 | t |对比，所有模型的

t 统计指数在 95% 显著性水平下都小于 | t |（1.98），

说明这些模型对柑橘树蒸腾量的实际值与预测值没

有显著差异。

由表 3 可知，t 检验指数最小的三个值分别为

0.33、 0.61 和 0.66， 对 应 的 模 型 分 别 是 XGB-

ASHA、RF-PSO 和 XGB-PSO 模型，为进一步对比

这 3 个模型的预测误差特征，通过箱线图 （图 5）

展示了 3 个模型实测值与预测值之间的残差分布，

正误差和负误差分别代表偏高预测和偏低预测。在

该箱线图中，与 XGB-ASHA 模型的异常值范围

（最大值 0.57 和最小值-0.58） 相比，RF-PSO 和

XGB-PSO模型的异常值点更多，且分布范围更广，

其中 RF-PSO 和 XGB-PSO 的异常值最大值分别为

0.92 和 1.23，最小值分别为-0.86 和-1.08。这些结

果表明，U95指数最小的 XGB-ASHA 模型，残差离

散程度最低，预测误差的波动性相对最小。此外，

图 6显示了所应用模型的泰勒图。泰勒图是一种用

于展示预测结果与观测数据匹配程度的可视化工

具［35］。图 6通过 3个统计量（相关系数（r）、SD和

RMSE）来衡量柑橘树蒸腾量预测值与实测值之间

的匹配程度，模型所代表的点离观测值越近则说明

模型性能越好。可以看到，最接近观测点的前 3个

模型分别为 XGB-ASHA、RF-PSO 和 XGB-PSO 模

型。与 Tstat中所对应的结果一致。其中，性能最佳

的为 XGB-ASHA 模型，通过对比 XGB-ASHA 和

XGB 模型在泰勒图中的表现，可以明显看出，

XGB-ASHA 在相关性、标准差和均方根误差这三

个统计指标上均表现出较高的优势，验证了ASHA

算法在提升 XGB 模型性能方面的有效性。在国内

外蒸发蒸腾的模拟研究中，与意大利地中海气候柑

橘园实际蒸散发预测研究相比［1］，其最优随机森林

模型R2= 0.84、RMSE=0.39 mm/d，并使用 7个输入

特征；本研究最佳模型在相同评价指标下，R2=

表2  原始及优化后RF、SVR、XGB模型在训练集的柑橘蒸腾

预测性能

Table 2  Performance of original and optimized RF， SVR， and 

XGB models for citrus transpiration prediction on the training set

模型

RF

RF-PSO

RF-BO

RF-ASHA

SVR

SVR-PSO

SVR-BO

SVR-ASHA

XGB

XGB-PSO

XGB-BO

XGB-ASHA

R2

0.88

0.95

0.97

0.97

0.80

0.80

0.81

0.81

0.88

0.99

0.99

0.99

MAE/（mm/d）

0.16

0.10

0.08

0.07

0.18

0.18

0.18

0.18

0.15

0.02

0.04

0.05

RMSE/（mm/d）

0.21

0.14

0.11

0.11

0.27

0.27

0.27

0.27

0.21

0.02

0.05

0.07

Tstat

0.24

0.38

0.02

0.02

1.61

1.65

1.73

1.05

0.12

0.07

0.14

0.04

U95

0.58

0.38

0.31

0.29

0.74

0.74

0.73

0.74

0.57

0.06

0.13

0.48

表3  原始及优化后RF、SVR、XGB模型在测试集的柑橘蒸

腾预测性能

Table 3  Performance of original and optimized RF， SVR， and 

XGB models for citrus transpiration prediction on the test set

模型

RF

RF-PSO

RF-BO

RF-ASHA

SVR

SVR-PSO

SVR-BO

SVR-ASHA

XGB

XGB-PSO

XGB-BO

XGB-ASHA

R2

0.77

0.84

0.86

0.89

0.79

0.79

0.80

0.79

0.78

0.85

0.84

0.91

MAE/（mm/d）

0.22

0.17

0.17

0.15

0.21

0.21

0.20

0.21

0.20

0.15

0.17

0.13

RMSE/（mm/d）

0.30

0.25

0.23

0.21

0.29

0.29

0.28

0.29

0.29

0.24

0.25

0.19

Tstat

0.87

0.61

0.96

0.95

1.52

1.44

1.26

1.14

0.72

0.66

0.94

0.33

U95

0.83

0.70

0.64

0.57

0.79

0.79

0.77

0.79

0.80

0.67

0.69

0.52
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0.91、RMSE=0.19 mm/d，且本研究仅需 4个监测的

环境因子（DOY可直接获取），在柑橘园同类任务

上表现出明显提升。此外，张晶莹等［31］先前在本

研究区域使用 Jarvis–Stewart机理模型并采用贝叶

斯优化对柑橘蒸腾进行了模拟，但该传统模型不仅

所需参数众多，且最佳模型性能也远低于本研究

（R2=0.69），证明了本研究中所使用建模方法的优越

性。需要指出的是，本研究基于干热河谷区单一区

域与特定作物样本构建模型，其在跨区域、跨作物

情景下的蒸腾量模拟性能尚待验证。未来可结合蒸

散过程机理，引入物理约束的深度学习方法，构建

机理与数据融合的灰箱模型，以提升模型的可解释

性与泛化能力。总的来说，准确估算作物蒸腾量对

于实现作物的高效用水和提高产量至关重要，本研

究推荐在干热河谷区使用 XGB-ASHA 模型对柑橘

树蒸腾量进行模拟。

3 结 论

面向干热河谷柑橘园的智慧化灌溉需求，本研

究构建了基于特征优选的机器学习蒸腾量模拟模

型。采用 RF-RFE将 17个候选因子精简为 5个关键

变量（Ta、u2、VWC、ea、DOY），在保持模型性能

的同时显著降低数据采集成本。其中，DOY 的特

征重要性为 54%，能够综合表征季节性气候与作物

物候信息，部分替代难以连续监测的生理参数。对

三类原始ML模型及其与三种超参数优化策略耦合

的 12 组方案进行系统比较表明，XGB-ASHA 在测

试集上表现最佳 （R2=0.91，RMSE=0.19 mm/d），

整体优于其他组合。基于此，本研究提出了一种融

合特征优选与模型优化的建模策略。该策略仅需 4

个易获取的环境变量 （Ta、 u ₂ 、 VWC、 ea） 及

DOY，即可实现对蒸腾量的高精度模拟。在减少输

入变量数量和数据需求的同时，该策略还可与灌溉

阈值设定、分区配水及用水预警等环节相衔接，为

干热河谷柑橘园智慧灌溉提供技术支撑和决策

依据。

利益冲突声明：本研究不存在研究者以及与公开

研究成果有关的利益冲突。
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Estimation of Citrus Transpiration in a Savanna Valley Based 
on Feature Selection and Optimization Algorithms

WU Mingqing1,2,3, LI Weikang1,2,3, WANG Jing1,2,3, LI Jing1,2,3, PEI Rentao1, HUANG Haitao1,2, 

QIU Huanghuang1,2, LEI Chujing1,2, ZHAO Duo1, HUANG Jingtao4, GAO Zhiyong1,2,3,5*

（1. College of Water Conservancy, Yunnan Agricultural University, Kunming 650201, China; 2. Yunnan International Joint 

R&D Center of Smart Agriculture and Water Security, Kunming 650201, China; 3. Dianchi Lake Ecosystem Observation 

and Research Station of Yunnan Province, Kunming 650228, China; 4. College of Architecture and Civil Engineering, Yun‐

nan Agricultural University, Kunming 650201, China; 5.  Luliang Mountain Basin Land Use Field Scientific Observation 

Station of Yunnan Province, Qujing 655600,China ）

Abstract: [Objective]　As the core physiological process determining crop water demand, transpiration profoundly influences irrigation-

district water regulation and allocation strategies. During the dry season, water stress is particularly acute in the Yunnan savanna re‐

gion. For smart, sensor-driven irrigation management, reliable orchard-scale transpiration estimation is essential for real-time irriga‐

tion scheduling and water allocation. However, traditional mechanistic models face challenges such as difficulties in parameter acqui‐

sition, high sensitivity to specific parameters, and limited applicability in complex terrains. To address these issues in the development 

of smart irrigation districts, a high-precision citrus transpiration estimation model was constructed with low parameter dependence. 

[Methods]　A citrus orchard with 10-year-old trees in the savanna region was selected as the study site. Three years of stem sap flow ob‐

servations and synchronous environmental-factor data were collected. Sap flow was accumulated to the daily scale and used to esti‐

mate field-scale transpiration. A Random Forest–based wrapper feature selection method was applied to identify an optimal subset of 

key predictors from 16 original environmental parameters and the day of year (DOY). Specifically, the wrapper method iteratively re‐

moved the variable with the lowest feature importance and rebuilt the model, continuing until only one variable remained. During this 

process, model performance under different numbers of variables was recorded for each iteration, and the best feature subset was de‐

termined based on performance. In addition, a heatmap was used to quantify linear correlations among variables to better understand 

redundant parameters removed by the model. After identifying the optimal feature combination, the built-in feature importance meth‐

od of Random Forest was used for importance evaluation. Based on these parameters, extreme gradient boosting (XGB), support vec‐

tor regression (SVR), and random forest (RF) models were established. Particle swarm optimization (PSO), bayesian optimization 

(BO), and the asynchronous successive halving algorithm (ASHA) were introduced for hyperparameter tuning, resulting in 12 simula‐

tion models in total. The dataset was split into 80% for training and 20% for validation. During training, 10-fold cross-validation was 

adopted, and mean absolute error (MAE) was used as the fitness function. Model performance was comprehensively evaluated using 

the coefficient of determination (R2), root mean square error (RMSE), MAE, and uncertainty metrics. [Results and Discussions]　The RF 

wrapper feature selection reduced the 16 meteorological input parameters to four: actual vapor pressure (ea), soil water content 

(VWC), wind speed at 2 m (u2), and mean air temperature (Ta). In addition, the DOY was readily obtainable and was identified as the 

most critical feature, effectively characterizing the unique seasonal climatic variations of the Savanna Valley and citrus phenological 

characteristics; meanwhile, ea, VWC, Ta, and u2 mainly characterize short-term atmospheric evaporative demand and soil moisture con‐

straints. While substantially reducing data requirements, the proposed method still achieved high prediction accuracy. Among all mod‐

el combinations, XGB-ASHA performed best, reaching R2=0.91 and RMSE=0.19 mm/d for daily-scale transpiration prediction. Hyper‐

parameter optimization improved model robustness, further reducing RMSE and MAE compared with non-optimized baselines. Com‐

pared with commonly used mechanistic models in the region, the proposed machine-learning approach does not require complex pa‐

rameter calibration, is less sensitive to input errors, and shows better application feasibility. Uncertainty evaluation further indicates 

that this framework can provide not only accurate point predictions but also reliable confidence information for operational decision-

making. [Conclusions]　The proposed model requires monitoring only four environmental parameters to achieve high-accuracy, oper‐

ational daily-scale transpiration estimation for citrus orchards in the savanna region. The optimal configuration, XGB-ASHA, is 

suitable for embedding into smart irrigation systems, supporting water-saving irrigation scheduling and irrigation-district-scale wa‐

ter management. Future work will integrate multi-source data and explore more advanced learning models to further improve 

transferability and generalization across orchards and years.
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