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基于改进YOLOv11n的多尺度茶叶病害检测方法
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摘 要： ［［目的目的/意义意义］］传统模型使用传统标准化数据集训练后，对实际识别中较远或较近的多尺度茶叶病害目标

存在错检或漏检，以及性能不足的情况。针对茶田病害巡检时存在的茶叶病害检测环境中病害形态多样、识别距

离不固定且容易受到背景影响而被误判漏判等问题，本研究提出一种集成多尺度特征分解、可切换空洞卷积与自

适应空间融合的改进模型 YOLO-SADMFA （YOLO Switchable Atrous Dynamic Multi-Scale Frequency-Aware Adap⁃
tive）。［［方法方法］］增加模型卷积、特征提取、上采样与检测头轮次加强多尺度能力，提出一种多尺度特征分析解算与

动态频率调整融合的动态多尺度频率感知上采样模块进行上采样。首先，该模块可以在有效融合多尺度特征的情

况下控制上下采样的信息丢失；其次，引入可切换空洞卷积模块代替原有跨阶段部分核心模块，通过结合不同的

空洞率结果进一步加强捕捉目标多尺度信息，同时采用权重锁定机制提升了模型性能；最后，在 head结构中引入

自适应空间特征融合（Adaptively Spatial Feature Fusion, ASFF），其技术特性形成ASFF检测头，自适应地学习空间

融合权重，有效地过滤相冲突的信息。同时建立了1个含有2 880张图像9种茶叶病害类别的茶叶病害数据集。［［结结

果和讨论果和讨论］］该方法在茶叶病害检测的任务中精确度、召回率和平均精度值分别为 89.7%、82.6%和 86.3%。YOLO-
SADMFA较原版YOLOv11n模型精确度、召回率、平均精度值分别提升 4.4、8.4、3.7个百分点，尤其在处理病斑

面积占比 10%~65%的多尺度目标时表现突出。在低光照、复杂背景等田间实际场景下，模型仍保持较高的检测

稳定性，能够有效区分形态相似的病害类型，并在边缘计算设备上实现约 161帧/s的实时检测速度。［［结论结论］］本研

究所提出的YOLO-SADMFA有效解决了茶园复杂环境下多尺度病害检测难题，显著提升了检测准确性和鲁棒性，

为自动化茶叶病害巡检系统提供了可靠的技术支持，对促进茶产业智能化发展具有重要应用价值。
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0 引 言

茶产业作为中国重要的传统特色农业，市场需

求持续增长。截至 2024 年，全国茶园总面积为

349.52 万 hm2，干毛茶总产量 349.91 万 t，总产值

3 217.84亿元［1］。然而，伴随农村人口结构不断变

迁，茶园日常打理所需的人力资源正在快速下

降［2-4］。以往的常态化茶田管理，特别是病害的常

态化监测与早期防治，造成部分地区业已陷入近乎

无人问津的窘境。但茶树病害对茶叶品质与产量构

成的威胁却丝毫未减，其发生往往隐蔽性强、蔓延
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迅速，一旦爆发极易导致成片茶树受损甚至绝

收［5］。加之茶园环境本身复杂多变，即便经验丰富

的农技人员亦难在田间复杂背景下做到精准、高效

的肉眼识别与诊断［6］。因此，面对人力短缺的刚性

约束与病害防控的迫切需求，研发一种能够在茶园

场景中稳定运行、对多类别茶树病害实现自动化识

别的计算机视觉技术，已成为保障茶产业可持续高

质量发展的关键突破口和当务之急。

近年来，随着计算机视觉检测与深度学习技术

的进步和训练与部署视觉模型成本的降低，使用视

觉检测模型在病害检测领域逐渐崭露头角。不仅可

降低漏检率与误判率、提升产品全链条质量管控水

平，更是响应制造业智能化转型、践行高质量发展

战略的必然技术路径。在已有研究中，学者从多个

方向对病害检测模型进行了改进：一部分工作聚焦

于复杂背景下的特征增强与多尺度融合。例如，楚

家等［7］ 提出一种融合了可变形卷积的神经网络，

引入可变形卷积与卷积注意力机制模块（Convolu‐

tional Block Attention Module, CBAM），结合加权交

并比（Weighted Intersection over Union, W-IOU）损

失函数增强了对野外害虫的鲁棒检测。白凯等［8］

设计了多尺度特征融合网络 （Multi-scale features 

inception Neck, MFI Neck），融入可变形注意力跨

阶段部分特征融合 （Cross-Stage Partial with 2 con‐

volutions Feature fusion - Deformable attention, C2f-

DA） 结构与降采样 （Adaptive Downsampling, AD‐

own） 模块，有效识别复杂环境下花生的相似病

害。侯文慧等［9］采用超分辨率生成对抗网络（Su‐

per-Resolution Generative Adversarial Network, 

SRGAN） 进行图像增强，并引入小目标检测层与

三重注意力机制，强化了对番茄病害小目标的检测

性能。魏明飞等［10］则提出多尺度注意力自适应空

间融合的渐近特征金字塔网络 （Efficient Multi-

scale Attention-Asymptotic Feature Pyramid Network, 

EMA-AFPN）与双分支注意力机制，提升了遮挡情

况下黄瓜病害的识别能力。前述方法在野外环境多

尺度识别方面有一定进展，但算力要求使得边缘计

算设备实时部署变得困难，同时对常见的茶园多种

类多尺度识别上仍然不够理想仍然存在错检漏检。

而在轻量化与结构优化方面，刘博等［11］设计了一

种基于图结构的番茄病害识别框架 （Tomato leaf 

Disease Recognition Enhanced via Graph Structures, 

TDR-EGS），在不增加模型推理阶段复杂度的前提

下有效地提升了分类性能。夏顺兴等［12］使用动态

卷积、混合标准卷积与深度可分离卷积（Grouped 

Shuffle Convolution, GSConv） 与 Slim-neck 结构实

现轻量化草莓病害检测。高山［13］添加基于视觉注

意力模块 （Coordinate and Spatial Attention, CSA），

在不损失检测性能的情况下降低了计算的开销。胡

艳茹和刘德全［14］ 基于 YOLOv8n （You Only Look 

Once Version 8n）架构，结合高效多尺度注意力模

块（Efficient Multi-scale Attention, EMA）与双向特

征金字塔网络 （Bidirectional Feature Pyramid Net‐

work, BiFPN） 实现高效多尺度特征融合。这几种

轻量化病害检测方法可满足边缘检测设备的部署，

但在多尺度目标识别尤其是复杂背景的情况下准确

率不尽如人意。上述方法与模型识别在复杂背景下

识别多类别病斑时往往只能识别病斑占图片面积

10%~30% 的较窄范围的尺度，很难胜任茶田巡检

时所面临的复杂野外环境下边缘计算设备部署时多

尺度、多类别的茶叶病害检测。

针对上述问题，本研究提出基于YOLOv11n的

YOLO-SADMFA （YOLO Switchable Atrous Dynam‐

ic Multi-Scale Frequency-Aware Adaptive）算法，在

原模型的基础上，通过增加卷积、特征提取、上采

样轮次，并设计动态多尺度频率感知上采样模块

（Dynamic Multi-scale Frequency-aware Upsample, 

DMF-Upsample） 引 入 可 切 换 空 洞 卷 积 模 块

（Switchable Atrous Convolution, SAConv）和自适应

空间特征融合 （Adaptively Spatial Feature Fusion, 

ASFF）检测头，提高模型在田间复杂环境下检测 9

种病害多尺度病斑目标的性能，以期为茶叶生产中

的病害检测和监控提供技术上的支持。

1 数据采集与处理 

1.1　数据样本采集　

本研究所使用的茶叶病害数据集由课题组于

2024年春季与夏季分多次在湖南省长沙市长沙县高

桥溪清茶园采集。使用 Xiaomi 14 和 Nikon D3100

对样本进行多尺度高分辨率拍摄。病害面积占比为

图像的 10%~65%，其中，病斑占比大于等于 50%

的为高尺度目标，小于 50%且大于等于 20%为中尺

度目标，小于 20%为低尺度目标。原始图像分辨率

像素为 3 072×3 072，后经模型自动统一压缩，像

素为 640×640。高分辨率图像能尽可能提升模型对

于特征提取的学习能力［15］。将拍摄好的图片进行

筛选分类后共计 2 880 张图像 9 种病害类别，涵盖

茶枯叶病、茶炭疽病、茶霉粉病、茶藻斑病、茶饼
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病、茶赤星病、云纹枯叶病、茶细蛾寄生病和茶红 脉病，病害种类图像见图1。

同时，在数据集中，每种病害还包含在复杂背

景下的特写、远景、晴天、阴雨天图像，见图2。
1.2　数据处理　

本数据集标签使用LabelImg进行茶叶病害位置

与种类的标注。在实际数据集中存在 1张图像出现

多个或多种病害的情况，标注完成后尽量按照每

种标签数量 8∶1∶1 分成训练集、验证集、测试

集。分配完成后对训练集使用随机调整亮度、随

机调整对比度、随机加入噪声、随机翻折旋转 4种

方法进行数据增强，效果如图 3所示。实际共得到

12 120张图像，训练集、验证集、测试集图像数量

分别为11 550、287、283张。

增强前标签数量总共为 3 494 个标签，增强后

为 14 590 个标签。其中每种茶叶病害标签数量

见表1。

2 基于 YOLOv11n 的茶叶病害检测

算法 
YOLO系列［16-18］算法已成为目标检测领域影响

力极大且成功的技术体系［19］。自 2016 年 YO‐

LOv1［20］以来，单阶段（One-stage）检测方法正式

登上历史舞台。采用端到端学习方式在图像上并行

预测类别与坐标，降低了计算资源依赖的同时减少

了检测时间，提高了精准度。YOLOv11是Ultralyt‐

ics 机构最新认证并收录的版本。其核心特点主要

体现在轻量化网络结构设计、更高效的多尺度特征

融合机制，以及引入针对小目标和遮挡目标的增强

策略。YOLOv11包括 5个尺寸的版本，分别是YO‐

LOv11n、 YOLOv11s、 YOLOv11m、 YOLOv11l、

YOLOv11x，算力需求从低到高各自适合不同的应

用场景。

a. 茶枯叶病 b.茶炭疽病 c.茶霉粉病 d.茶藻斑 e.茶饼病 f.茶赤星病 g.云纹枯叶病 h.茶细蛾寄生病 i.茶红脉病

图1　9种茶叶病害类别图

Fig. 1  Nine tea leaf disease categories

a.特写 b.远景 c.晴天 d.阴雨天

图2　复杂背景下茶叶病害图像

Fig. 2  Tea leaf diseases images under  complex backgrounds

a.原图 b.调整亮度图像 c.调整对比度图像 d.加入噪声图像 e.翻折旋转图像

图3　4种增强图像与原图对比图

Fig. 3  Comparison of original images with four data augmentation methods

表1  每种茶叶病害标签在数据集中的分布数量

Table 1  Distribution of labels across tea leaf disease categories 

in the dataset

类别

茶枯叶病

茶炭疽病

茶霉粉病

茶藻斑病

茶饼病

茶赤星病

云纹枯叶病

茶细蛾寄生病

茶红脉病

训练集/个

2 795

2 035

1 060

1 275

835

1 665

2 020

890

1 295

验证集/个

75

51

31

29

24

49

55

27

36

测试集/个

69

47

27

32

21

42

51

22

32

总数/个

2 939

2 133

1 118

1 336

880

1 756

2 126

939

1 363
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2.1　YOLO-SADMFA构建　

本研究选取更适合在巡检装备部署的 YO‐

LOv11n 为基础改进算法，提出一种 YOLO-SAD‐

MFA 算法。YOLO-SADMFA 将骨干网络 Backbone

中的卷积与特征提取轮次增加，并将 C3k2 模块替

换为 SAConv 模块。SAConv 模块利用空洞卷积的

思路，不增加计算量和参数量的前提下在卷积核之

间插入空洞来扩大滤波器视野，同时将不同空洞率

卷积结果进行结合，加强了对多尺度特征的敏感

性。颈部 Neck 网络增加上采样与特征融合轮次并

使用 DMF-Upsample代替了原有上采样模块与特征

融合模块。利用一种基于小波变换的多尺度特征分

解与动态融合来上采样，精准地保留了纹理，强化

了语义结构连贯性，加强了多尺度目标的检测性

能。最后在检测头 Head部分使用 4个 ASFF检测头

模块替换原有检测头模块。通过自适应地学习不同

尺度特征的空间特征与融合权重，加强过滤冲突信

息，同时增加特征在多尺度下的不变性判断，提升

了多尺度检测性能。YOLO-SADMFA 模型结构如

图4所示。

2.2　DMF-Upsample上采样特征融合模块　

在传统编码器-解码器架构中，解码器跨层特

征融合常面临频谱混叠问题：直接进行双线性插值

或转置卷积等上采样操作在重标定特征尺度时，会

破坏叶面纹理等高频分量与轮廓背景等低频分量的

能谱分布，导致重建图像出现结构畸变与细节模

糊。现有解决方案虽引入跳跃连接传递浅层特征，

但未从根本上解决频域干扰传导问题。针对此问

题，本研究提出小波特征升级 DMF-Upsample上采

样特征融合模块，基于离散小波变换 （Wavelet 

Transformation, WT）［21］实现频率感知的特征重组。

给定编码器输出的粗尺度特征为Fs与解码器输出的

细尺度特征为 Fs + 1，DMF-Upsample 模块首先通过

小波变换WT将Fs 分解为四象限子带，如公式（1）

所示。

WT ( Fs ) = { As
LL，H s

LR，V s
RL，Ds

RR } （1）

式 中 ： As
LL 为 承 载 低 频 结 构 信 息 ；

H s
LR，V s

RL，Ds
RR 分别编码水平、垂直和对角方向的高

频细节。子带空间维度自动采样至
H
2

×
W
2

与解码

器细节尺度Fs + 1 几何对齐，无需插值即可实现跨尺

度匹配。特征增强阶段，低频通路将 As
LL 与 Fs + 1 进

行Concat拼接，强化全局面部拓扑一致性；同时高

频分量经残差块  R 细化处理，再进行逆小波变换

（Inverse Wavelet Transform, IWT） 最后获得特征

F's，如公式（2）所示。
F's =

IWT (Concat ( As
LL， Fs + 1 ) ， R (H s

LR，V s
RL，Ds

RR) )
（2）

这种双分支设计在融合过程中显式解耦频率分

量，抑制了混叠现象，又完整保留了关键高频特

征，通过跨分辨率尺度的无失真特征传递，同时完

成了传统上采样与融合模块的工作，有效降低性能

开销增加了模型对于跨尺度目标的检测能力。模块

结构如图5所示。
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Conv

SAConv

Conv

SAConv

Conv

SAConv

Conv

SAConv

SPPF

C2PSA

C3k2

DMF-Upsample
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C3k2 Concat

C3k2

DMF-Upsample ASFF

ASFF

ASFF

Conv

Conv

C3k2

Input

Backbone Neck Head

SAConv

Conv

C3k2

Concat

Conv

C3k2

ASFF

DMF-Upsample

图4　YOLO-SADMFA模型结构图

Fig. 4   Model architecture of YOLO-SADMFA
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图5　DMF-Upsample上采样特征融合模块结构图

Fig. 5  The architecture of the DMF-Upsample upsampling 

feature fusion module
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2.3　SAConv模块　

传统卷积操作受限于固定尺寸的局部感受野，

在灰度图像模糊特征提取中无法很好地胜任任务：

面对微小目标因感受野过大而丢失细节特征，宏观

结构则因局部信息干扰产生定位漂移。空洞卷积

SAConv模块［22］，通过结合不同的空洞率的动态多

尺度感知与权重锁定机制（一种针对特征的自适配

机制）重构特征提取信息。该模块采用 3级级联架

构：首先，前置全局上下文模块对输入特征进行空

间语义建模，建立长程依赖关系以抑制背景噪声；

其次，双分支空洞卷积层在权重共享约束下，并行

实施差异化采样策略——低空洞率分支聚焦局部纹

理精细刻画，高空洞率分支捕获大范围结构关联，

同步解耦目标与环境的复杂关系；使用可学习开关

函数，其通过门控机制动态评估双路特征贡献度，

自适应融合时规避高空洞率导致的网格伪影，同时

实现参数效率最大化；最后，后置全局上下文模块

对融合特征实施重校准，筛选具有空间判别力的关

键信息。在 Backbone 中使用 SAConv 代替 C3k2 模

块结合上下文和共享权重可以加强模型对不同尺度

目 标 的 泛 化 能 力 。 SAConv 结 构 如 图 6 所 示 。

SAConv的计算如公式（3）所示。
Output = S ( x )× Conv ( x，y，1) + (1 - S ( x ) )×

Conv ( x，y，Δy，r ) （3）

式中：Output 为输出信息； x 为输入信息；

S ( x )为开关函数；Conv ( x，y，Δy，r )是使用权重

y 进行卷积运算； r 为模块超参数； Δy 为可训

练值。

2.4　基于自适应空间融合 ASFF 的检测头

模块

在复杂场景目标检测任务中，特征金字塔网络

（Feature Pyramid Network, FPN） 的多尺度融合机

制存在着部分问题：浅层特征蕴含高空间分辨率却

语义贫乏，深层特征具备丰富语义信息但空间细节

丢失，二者直接融合会引发层级间特征冲突。这种

空间-语义错位导致梯度反传时出现表征震荡，尤

其在对尺度敏感的、微小目标检测中造成定位漂移

与漏检。本研究检测头引入自适应空间特征融合

ASFF模块［23］，其通过空间动态权重场重构多尺度

特征交互逻辑。该模块构建 3级处理流：首先将骨

干网络提取的 Level 1、Level 2、Level 3 特征图经

可微分插值重采样至统一尺度，消除分辨率差异带

来的几何偏差；继而基于轻量级卷积网络生成像素

级权重场。使用权重场的空间自适应机制在近距离

干扰区域自动降低浅层特征权重、在远距离模糊目

标区域提升深层特征贡献度，实现冲突信息的智能

过滤。ASFF 检测头模块结构如图 7 所示，计算如

公式（4）所示。

yl
ij = αl

ij × x1 → l
ij + β l

ij × x2 → l
ij + γl

ij × x3 → l
ij    （4）

式中：yl
ij 为特征输出图结果；αl

ij，β l
ij，γl

ij 为网

络自适应学习的空间重要性权重；αl
ij 为强化浅层特

征的边缘响应以锚定叶脉与叶缘等精细结构；β l
ij为

协调中层特征的部件关联性；γl
ij 为增强深层特征的

语义一致性以抑制背景虚影；xn → l
ij 为将第 n个尺度

的特征图上采样到第 l个尺度的特征图。

3 结果与分析 

3.1　实验环境　

实验中服务器使用 Windows 11 作为操作系统

环境；使用软件为 Python 3.11.3；PyTorch 2.6，适

配 CUDA 12.4、 torchvision 0.12；在硬件部分 CPU

为 AMD 7800×3D 核处理器，加速频率 5 GHz；

GPU为RTX4080SUPER；运行内存为 64 GB；在模

型训练中，图像像素尺寸为 640×640，训练轮次为

150轮，批次大小为 80，初始学习率为 0.000 5，最

终学习率为 0.005，启用随机梯度下降优化器（Sto‐

Input

Conv

(1×1)

AvgPool

(5×5)Conv

(3×3, atrous=1)

Output

Conv

(1×1)

Conv

(3×3, atrous=3)

Conv

(1×1)

Global-

AvgPool

PreGlobal

Context

Switchable Atrous

Convolution

Global-

AvgPool

PreGlobal

Context

图6　SAConv模块结构图

Fig. 6  SAConv module architecture
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chastic Gradient Descent, SGD）。

3.2　评价指标　

本实验使用 3种指标对模型进行评价，分别是

精确率 （Precision, P）、召回率 （Recall, R）、平均

精度值 （Mean Average Precision, mAP@0.5）。P 表

示在模型识别出的目标中，检测到正确的目标占全

部目标的比值，如公式（5）所示。

P =
TP

TP + FP
（5）

式中：TP 表示检测到正确目标信息的数量；

FP表示模型误判后错误检测的目标数量。

R表示在正确预测为正类别的目标数量与所有

实际的真类别目标数量的比值，如公式（6）所示。

R =
TP

TP + FN
 （6）

式中：FN 表示未能正确预测为正类别的正类

别目标数量。

mAP@0.5表示在模型进行目标检测时 IoU阈值

定为 0.5 时计算的所有类别目标的平均精度，如公

式（7）和公式（8）所示。

AP =  ∫
0

1

PdR （7）

mAP@0.5 =
1
C∑k = 1

C AP@0.5k （8）

式中：AP为 1个类别的平均精度；C为类别的

数量；AP@0.5k 为混淆矩阵 IoU阈值取 0.5时第 k个

类别的平均精度。

3.3　消融实验　

本研究在YOLOv11n原版模型上逐步引入改进

的模块进行消融实验。验证 DMF-Upsample上采样

特征融合模块、SAConv特征提取模块，以及ASFF

多尺度检测头模块对于田间复杂环境下多尺度目标

的检测性能。每种具体改进的性能指标见表2。

由表 2 可知，引入 DMF-Upsample 模块后 P、

R、mAP@0.5分别提升 1.1、4.6、1.6个百分点。证

明该模块可以有效地在田间复杂环境下对多尺度特

征目标分离高频细节和低频结构提升检测准确度减

少干扰。将SAConv模块代替C3k2模块后P提升了

2.5 个百分点，表明该模块可以有效利用空洞卷积

获取大范围结构关联提取特征信息提升泛化能力。

使用ASFF替换传统检测头之后R和mAP@0.5分别

提升了 6 个百分点与 1.8 个百分点。表明该模块能

有效过滤干扰，减少因为尺度变化带来的尺度信息

的误判，能有效地提升模型对于多尺度信息在不同

空间对应关系中的敏感性。DMF-Upsample 模块分

别与SAConv模块、ASFF检测头模块组合显示出了

良好的兼容性，3个指标较原模型提升了 2.9、7.1、

Level3

Level2

Level1
ASFF-1

ASFF-2

ASFF-3

Predict 20×20

Predict 40×40

X

Predict 80×80

1

X 2

X 3

40×40×

20×20×1 024

512

80×80×256

图7　ASFF检测头模块结构图

Fig. 7  ASFF detection head architecture

表2  茶叶病害目标检测研究每种改进方式所对应性能指标

Table 2  Performance metrics of different improvement approaches in tea leaf disease detection

模型

YOLOv11n

改进1

改进2

改进3

改进4

改进5

改进6

YOLO-SADMFA

DMF-Upsample

×

√
×

×

√
√
×

√

SAConv

×

×

√
×

√
×

√
√

ASFF

×

×

×

√
×

√
√
√

P/%

85.3

86.4

87.8

84.7

88.2

87.5

84.4

89.7

R/%

74.2

78.8

73.4

80.2

81.3

82.1

81.5

82.6

mAP@0.5/%

82.6

84.2

82.9

84.4

85.5

85.1

81.8

86.3

注：√表示此改进中使用此模块；×表示此改进中未使用此模块。
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2.9 个百分点与 2.2、7.9、2.5 个百分点。但在缺乏

DMF-Upsample模块时，SAConv模块与 ASFF模块

出现了兼容性问题，P和mAP@0.5分别下降了 0.9、

0.8个百分点。这是因为在缺乏DMF-Upsample上采

样特征融合模块分步采样与跨特征融合的情况下，

SAConv 空洞卷积和全局上下文模块虽然强调了不

同尺度的空间信息，但一定程度扰乱了 ASFF空间

动态权重，进而影响空间自适应机制。实验结果表

明，3种模块可有效互补平衡P、R、mAP@0.5，最

终分别达到 89.7%、82.6%、86.3%。显著增强了在

多尺度复杂场景下的泛化能力和鲁棒性。为了更直

观地体现模型改进前后的对比，绘制了YOLOv11n

和YOLO-SADMFA训练过程中的收敛曲线，如图 8

所示。同时展示 YOLOv11和 YOLO-SADMFA对几

组图像的实际检测情况，如图9所示。

从图 8可以看出，YOLO-SADMFA比原版模型

有明显的性能提升，P、R、mAP@0.5 三个主要指

标在 20轮之后展示出明显的性能优势，并且在 100

轮时模型收敛曲线已经趋于平滑，收敛良好处于饱

和状态验证了改进后模型的有效性。通过图 9可以

看出，YOLO-SADMFA 较原版模型在复杂背景下

低尺度、中尺度与高尺度的漏检错检问题有了明显

改善，同时在晴天和阴雨天的R有明显提高。改进

后的模型在面对复杂环境下的多尺度目标有很强的

泛化能力和准确性，既提高了精准程度还降低了漏

检率和错检率，具有应用潜力。

3.4　对比实验　

由表 3 可知，通过与其他主流模型的 P、R、

mAP@0.5、每秒浮点运算量、帧率 5个指标进行对

比，本研究提出的 YOLO-SADMFA 模型在野外复

杂环境多尺度目标检测任务下，在 P、R、显著提

升的情况下浮点运算量仅为 6.9 GFLOPs，帧数保持

在每秒 161张图像以上。RT-DETR-R18虽在 P、R、

mAP@0.5 方面表现较好，但 57 GFLOPs 的浮点运

算量并不适合部署在边缘低算力平台。实验证明

YOLO-SADMFA 在算力需求没有大幅加强的情况

下，在处理不同尺度多种类病害，以及模糊背景较

a. 两种模型P值收敛折线图 b. 两种模型R值收敛折线图 c. 两种模型mAP@0.5值收敛折线图

图8　YOLO-SADMFA与YOLOv11n在训练过程中的收敛曲线对比图

Fig. 8  Training convergence comparison between YOLO-SADMFA and YOLOv11n

YOLOv11n

YOLO-SADMFA

a. 低尺度图像对比 b. 中尺度图像对比 c. 高尺度图像对比 d. 晴天图像对比 e. 阴雨天图像对比

图9  YOLO-SADMFA与YOLOv11n茶叶病害目标检测效果可视对比

Fig. 9  Visual comparison of YOLO-SADMFA versus YOLOv11n for tea disease detection
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难辨认特征的情况下拥有更好的分辨能力，且准确

性、鲁棒性和泛化能力显著高于其他传统模型，适

合搭载在实际边缘检测设备。

4 结 论

针对复杂茶园环境中茶叶病害检测面积小、形

态多样、分布区域随机性大且易受背景干扰导致误

判漏判等问题，本研究提出了一种基于YOLOv11n

的YOLO-SADMFA检测方法。

实验表明，各模块均能独立带来性能增益，且

三者联合使用时表现出良好的互补性，最终 YO‐

LO-SADMFA 在 P、 R 和 mAP@0.5 上 分 别 达 到

89.7%、82.6%和 86.3%，较原始YOLOv11n模型提

升 4.4、8.4 和 3.7 个百分点。对比实验进一步验证

了本方法在多种主流YOLO模型中的优越性，尤其

在多类别、小目标和复杂背景场景下表现出更强的

识别稳定性与更高的综合检测精度。消融结果表

明，仅引入 DMF-Upsample 后，P、R 和 mAP 分别

提升 1.1、4.6和 1.6个百分点；缺少DMF-Upsample

时，SAConv+ASFF 组合导致 P 与 mAP 下降，凸显

DMF-Upsample对跨尺度融合的关键作用。

训练与可视化结果同样与量化指标一致：YO‐

LO-SADMFA 在约 20 轮后即表现出明显优势，至

100轮收敛平滑；在复杂背景与多尺度下显著降低

漏检与误检，低/中/高尺度目标及晴天与阴雨工况

的 R 均得到改善。在效率与部署方面，YOLO-

SADMFA仅需 6.9 GFLOPs且可达约 161帧/s，相较

RT-DETR-R18 等高算力方案实现更优的精度-算力

折中，更适合边缘设备实时检测。

综上所述，YOLO-SADMFA 不仅在理论层面

创新性地融合了频域分析、动态卷积与自适应特征

融合机制。在实际应用层面也为田间自动化茶叶病

害巡检装备提供了高效、可靠的视觉检测技术支

持。结合上述量化与定性结果，本研究方法在保证

实时性的同时显著提升了多尺度、复杂背景条件下

的检测准确性与鲁棒性，可作为茶园巡检系统的核

心感知方案参考。

利益冲突声明：本研究不存在研究者以及与公开

研究成果有关的利益冲突。
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表3  主流图像检测模型在自建茶叶病害数据集上性能对比

Table 3  Performance comparison of mainstream image detection models on self-built tea disease dataset

模型名称

Single Shot MultiBox Detector

Faster R-CNN

RT-DETR-R18

YOLOv5n

YOLOv6n

YOLOv7-tiny

YOLOv8n

YOLOv9-tiny

YOLOv10n

YOLOv11n

YOLO-SADMFA

P/%

83.1

81.6

90.1

80.8

81.5

80.1

83.7

81.3

85.1

85.3

89.7

R/%

67.8

65.6

82.2

71.4

68.9

70.6

73.0

70.1

74.4

74.2

82.6

mAP@0.5/%

71.9

70.1

85.7

79.3

79.7

78.2

81.8

80.5

80.9
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Multi-Scale Tea Leaf Disease Detection Method 
Based on Improved YOLOv11n
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（1. College of Information and Intelligence, Hunan Agricultural University, Changsha 410125, China; 2. School of Electri‐
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lege, Changsha 410000, China; 5. Hunan Software Vocational and Technical University, Xiangtan 411100, China）

Abstract: [Objective]　Preventing and containing leaf diseases is a critical component of tea production, and accurate identification and 

localization of symptoms are essential for modern, automated plantation management. Field inspection in tea gardens poses distinctive 

challenges for vision-based detection algorithms: targets appeared at widely varying scales and morphologies under complex back‐

grounds and unfixed acquisition distances, which easily misled detectors. Models trained on standardized datasets with uniform dis‐

tance and background often underperform, leading to false alarms and missed detections. To support method development under realis‐

tic constraints, YOLO-SADMFA (You Only Look Once-Switchable Atrous Dynamic Multi-scale Frequency-aware Adaptive), a detec‐

tor based on the YOLOv11n backbone was proposed. The architecture aims to preserve fine details during repeated re-sampling 

(down- and up-sampling), strengthen modeling of lesions at varying scales, and refine multi-scale feature fusion. [Methods]　The pro‐
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posed architecture incorporated additional convolutional, feature extraction, upsampling, and detection head stages to better handle 

multi-scale representations, and a DMF-Upsample (Dynamic Multi-scale Frequency-aware Upsample) module that performed upsam‐

pling through multi-scale feature analysis and dynamic frequency adjustment fusion was introduced. This module enabled efficient 

multi-scale feature integration while effectively mitigating information loss during up- and down-sampling. Concretely, the DMF-

Upsample analyzed multi-frequency responses from adjacent pyramid levels and fused them with dynamically learned frequency-se‐

lective weights, which preserved high-frequency lesion boundaries and textures while retaining low-frequency contextual structure 

such as leaf contours and global shading. A lightweight gating mechanism estimates per-location and per-channel coefficients to regu‐

late the contribution of different bands, and a residual bypass preserved identity information to further reduce aliasing and oversmooth‐

ing introduced by repeated resampling. Furthermore, the baseline C3k2 block was replaced with a switchable atrous convolution 

(SAConv) module, which enhanced multi-scale feature capture by combining outputs from different dilation rates and incorporates a 

weight locking mechanism to improve model stability and performance. In practice, the SAConv aggregated parallel atrous branched 

at multiple dilation factors through learned coefficients under weight locking, which expanded the effective receptive field without sac‐

rificing spatial resolution and suppressed gridding artifacts, while incurring modest parameter overhead. Lastly, an adaptive spatial fea‐

ture fusion (ASFF) mechanism was integrated into the detection head, forming an ASFF-Head that learned spatially varying fusion 

weights across different feature scales, effectively filters conflicting information, and strengthens the model's robustness and overall 

detection accuracy. Together, these components formed a deeper yet efficient multi-scale pathway suited to complex field scenes. [Re‐

sults and Discussions]　Compared with the original YOLOv11n model, YOLO-SADMFA improved precision, recall, and mAP by 4.4, 

8.4, and 3.7 percentage points, respectively, indicating more reliable identification and localization across diverse field scenes. The de‐

tector was particularly effective for multi-scale targets where the lesion area occupied approximately 10%－65% of the image, reflect‐

ing the variability introduced by unfixed acquisition distance during tea garden patrols. Under low illumination and in complex back‐

grounds with occlusions and clutter, it maintained stable performance, reduced both missed detections and false alarms, and effective‐

ly distinguished disease categories with similar morphology and color. On edge computing devices, it sustained about 161 f/s, which 

met real-time requirements for mobile inspection robots and portable systems. These outcomes demonstrated strengthened robustness 

to background interference and improved sensitivity at extreme scales, which was consistent with practical demands where the acquisi‐

tion distance was not fixed. From an ablation perspective, DMF-Upsample preserved high-frequency lesion boundaries while retaining 

low-frequency structural context after resampling, SAConv expanded receptive fields through multi-dilation aggregation under a 

weight-locking mechanism, and the ASFF-Head mitigated conflicts among feature pyramids. Their combination yielded cumulative 

gains in stability and accuracy. Qualitative analyses further supported the quantitative results: Boundary localization improved for 

small, speckled lesions, large blotches were captured with fewer spurious edges, and distractors such as veins, shadows, and soil tex‐

tures were less frequently misclassified, confirming the benefits of dynamic multi-scale frequency-aware fusion and adaptive spatial 

weighting in real field conditions. [Conclusions]　The proposed YOLO-SADMFA effectively addressed the multi-scale disease detec‐

tion challenge in complex tea garden environments, where acquisition distance was not fixed, lesion morphology and color were di‐

verse, and cluttered backgrounds easily caused misjudgments and omissions. It significantly improved detection accuracy and robust‐

ness relative to the original YOLOv11n model across a wide range of target scales, and it maintained stable performance under low il‐

lumination and complex backgrounds typical of field inspections. It provided reliable technical support for automated tea leaf disease 

inspection systems by enabling accurate localization and identification of lesions in real operating conditions and by sustaining real-

time inference on edge devices suitable for patrol-style deployment. 
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