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机器学习揭示土壤养分对玉米产量形成驱动作用

——以云南地区为例

孙佳泽 1，2， 曲明山 3， 杨积忠 4， 娄垂新 4， 李光伟 2， 张钟莉莉 5*
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京市农林科学院智能装备技术研究中心，北京 100097，中国）

摘 要： ［［目的目的/意义意义］］云南省玉米种植区地形破碎、气候垂直分异明显，土壤养分与产量均存在较强空间差异。

本研究旨在明确主要土壤养分对玉米产量差异的影响，提高复杂山地环境下产量预测结果的可解释性，构建融合

空间信息与土壤养分特征的机器学习模型，为分区施肥和耕地质量提升提供依据。［［方法方法］］基于 2005—2020年云

南省测土配方施肥土壤基础养分数据和 5 km玉米产量栅格数据，选取有机质、全氮、有效磷、速效钾及经纬度变

量，采用粒子群优化-极端梯度提升模型（Particle Swarm Optimization-Extreme Gradient Boosting, PSO-XGBoost）开

展产量预测，并与多种机器学习模型进行对比。为检验空间相邻样本可能导致的精度高估风险，进一步设置空间

分块交叉验证和去除经纬度的消融实验；同时引入沙普利加和解释（SHapley Additive exPlanations, SHAP）方法分

析各变量贡献及主导因子的空间分布。［［结果和讨论结果和讨论］］ PSO-XGBoost在随机划分下决定系数R2为 0.91，优于Light⁃
GBM （Light Gradient Boosting Machine）、CatBoost （Categorical Boosting）和未优化极端梯度提升模型等；空间分块

验证下R2为 0.847，说明模型在更严格的空间验证条件下仍保持较好的预测能力。去除经纬度后R2降至 0.698，表

明空间背景信息对云南玉米产量预测具有重要作用。SHAP分析显示，经纬度反映的区域环境差异贡献较高，有

机质、全氮、有效磷和速效钾均对产量形成具有影响，且不同区域主导因子存在差异。［［结论结论］］云南玉米产量受土

壤养分与空间环境共同影响，单一养分难以完全解释产量差异。PSO-XGBoost结合 SHAP可用于识别区域产量差

异及主要养分约束，为云南山地玉米分区施肥和耕地质量管理提供参考。
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0 引 言

玉米是中国仅次于水稻和小麦的主要粮食作物

之一，目前全国玉米种植面积超过 3.3×107 hm2，

年产量约占粮食总产的 35%，在保障国家粮食安

全、支撑畜牧业发展，以及稳定农民生计方面具有

重要作用［1］。在玉米生长过程中，氮、磷、钾，以

及有机质等土壤养分共同影响植株生长、籽粒形成

和产量稳定性，养分供应不足或比例失衡均可能造

成减产。云南省地形起伏大，山地、丘陵和坝区交

错分布，土壤成因和耕作条件差异明显，这使得玉

米产区土壤肥力和产量水平均呈现较强空间分

异［2, 3］。已有研究发现，昆明地区玉米产量与土壤
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有 效 磷 （Available Phosphorus, AP） 和 速 效 钾

（Available Potassium, AK） 含量呈显著正相关，而

与碱解氮的相关性相对较弱。由此可见，在云南部

分产区，磷、钾等养分的有效供应可能是影响玉米

增产的重要环节。因而，从区域尺度识别土壤养分

状况及其对产量差异的影响，不仅有助于明确主要

限制因子，也可为分区施肥和缩小区域产量差距提

供依据。

农作物产量估算和土壤肥力评价早期多依托田

间试验和经验统计模型。这类方法在单一试验点、

特定生育期或相对稳定的生产条件下较易应用，但

一旦扩展到多年、多区域场景，模型参数和经验关

系往往难以直接迁移。同样，线性模型的限制也较

明显，它通常只能表达变量间的平均响应关系，难

以反映产量与土壤、气象、地形等因子之间的非线

性耦合［4］。但相比之下，作物生长机理模型能够描

述作物发育和产量形成过程，但模型运行需要较完

整的气象、土壤、品种和田间管理数据，区域尺度

应用时容易受到高精度输入数据不足的制约［5］。云

南山区的情况更为复杂，坡地、坝区和山地交错分

布，小农经营条件下施肥、管理和种植制度差异较

大，气候与地形因素又在较短距离内快速变化，使

得产量变异来源更加分散。基于这一背景，采用能

够整合多源信息并处理非线性关系的建模方法，是

提高玉米产量预测精度和模型稳定性的必要

途径［6］。

近年来，机器学习方法逐渐被用于作物产量预

测和数字土壤制图。相比克里金插值、线性回归等

传统方法，机器学习对变量关系的预设较少，更适

合处理土壤、气象、遥感和空间位置等多源数

据［7］。目前，随机森林 （Random Forest, RF）、支

持向量机 （Support Vector Machine, SVM） 和梯度

提升树类模型在农业预测研究中应用较多［8］。其

中 ， 极 端 梯 度 提 升 （Extreme Gradient Boosting, 

XGBoost） 兼具非线性拟合能力和正则化控制优

势，在区域作物估产中表现较好。赵培钦等［9］基

于中国西南地区大理、丽江和昭通等地的多点试验

数据，对多种机器学习模型进行比较，发现 XG‐

Boost 对玉米产量的预测效果优于 RF 和 SVM，模

型决定系数（Coefficient of Determination, R2）达到

0.98。这些研究表明，机器学习能够在多源数据支

持下提升区域尺度作物产量预测能力。但模型效果

并不只取决于算法类型。以 XGBoost 为例，学习

率、树深、采样比例等超参数会直接影响模型的拟

合程度和泛化能力。如果单纯依靠人工经验调参，

不仅耗时，而且容易错过更优的参数组合。因此，

粒 子 群 优 化 算 法 （Particle Swarm Optimization, 

PSO） 等智能优化方法开始被用于模型参数寻优，

通过在设定搜索空间内自动筛选较优参数，提高

XGBoost模型的预测精度和稳定性［10, 11］。

在农业决策中，模型不仅要预测准确，还需要

解释高产或低产形成的主要原因。复杂集成模型通

常具有较强的拟合能力，但内部决策过程不够直

观，这在一定程度上限制了其在施肥管理和田块诊

断中的应用［12］。因此，解释机器学习方法逐渐被

引入农业建模。其中，沙普利加和解释 （SHapley 

Additive exPlanations, SHAP） 以博弈论中的 Shap‐

ley 值为基础，可以将模型预测结果分解为各输入

特征的贡献值，从而判断不同变量对预测结果的影

响方向和贡献大小，并同时提供全局变量重要性和

局部样本解释［13-15］。已有研究开始将解释机器学习

用于作物产量和土壤属性分析。JONES 等［16］在约

2 000 hm2灌溉棉田中构建XGBoost产量模型，结果

表明R2为 0.83、均方根误差（Root Mean Square Er‐

ror, RMSE） 为 0.78 b/hm2，并基于 SHAP 量化土壤

碱性、盐分、钠化和地形等约束因子对棉花产量的

空间贡献，从而识别田块尺度上的主要限产因子。

WANG 等［17］结合 LightGBM、SHAP与数据增强方

法估算冬小麦产量，模型 R2 为 0.63、 RMSE 为

514.18 kg/hm2、平均绝对误差 （Mean Absolute Er‐

ror, MAE） 为 8.79%，并识别出拔节期叶面积指数

（Leaf Area Index, LAI）和植被温度状态指数（Veg‐

etation Temperature Condition Index, VTCI）、返青期

LAI是产量形成的主要解释变量。JOSHI等［18］进一

步将 SHAP、局部可解释模型无关解释 （Local In‐

terpretable Model-Agnostic Explanations, LIME） 和

积分梯度（Integrated Gradients, IG）用于双向长短

期记忆网络 （Bidirectional Long Short-Term Memo‐

ry, Bi-LSTM） 冬小麦产量模型解释，模型 R2最高

达 0.88，解释结果表明生育后期增强型植被指数

（Enhanced Vegetation Index, EVI）、温度和降水对产

量预测具有关键作用；此外，ABEKOON 等［19］在

土壤 N、P、K 预测中发现，最优人工神经网络

（Artificial Neural Network, ANN） 模型测试集 R2 达

0.97，SHAP和LIME能够同时揭示变量重要性、作

用方向及不同生长阶段的局部差异。总体来看，解

释机器学习方法已从单纯的特征重要性排序，逐步

发展到对变量贡献方向、交互作用和局部预测来源
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的综合刻画，其中 SHAP在产量形成因子识别和空

间异质性解释方面具有较强优势。

上述研究表明，机器学习方法能够在多源数据

支持下提高作物产量预测能力，SHAP等解释方法

也可用于识别不同变量对产量形成的贡献方向和作

用强度。然而，已有研究多集中于平原农区、单一

作物产量估算或模型方法验证，针对云南山地玉米

种植区土壤养分差异、空间环境背景与产量形成关

系的解释性研究仍相对不足。云南地形破碎、气候

垂直分异明显，玉米产量不仅受有机质、氮、磷、

钾等土壤养分影响，也受到地形、气候和区域管理

条件等空间背景因素共同制约。因此，有必要在产

量预测的基础上进一步分析变量贡献，建立兼顾预

测精度和结果解释能力的综合方法。本研究利用云

南省测土配方施肥土壤养分数据和玉米产量栅格数

据，将有机质（Organic Matter, OM）、全氮（Total 

Nitrogen, TN）、AP和 AK，以及空间位置变量作为

主要输入因子，构建粒子群优化 （Particle Swarm 

Optimization, PSO） 的 XGBoost 产量预测模型。在

此基础上，引入 SHAP方法量化不同变量对模型输

出的贡献，并比较各因子贡献强度及其空间分布差

异。通过上述分析，识别云南不同区域玉米产量差

异的主要影响因素，以期为山地玉米分区施肥、耕

地质量提升和稳产增产提供参考。

1 材料与方法

1.1　研究区概况

研究区为云南省，位于中国西南部，地理范围

为 21°8′—29°15′N、97°31′—106°11′E。云南省地形

以高原山地为主，平均海拔约 2 000 m，整体呈西

北高、东南低的地势格局，山地、丘陵和坝区交错

分布。受海拔梯度和地形切割影响，省内气候类型

复杂，立体气候特征明显，主要表现为亚热带季风

气候。多年平均气温约 16~22 ℃，年降水量多在

800~1 200 mm 之间，降水总体由南向北递减，雨

热同期，干湿季分明。

1.2　数据获取与处理

1.2.1　玉米产量数据

玉米产量数据来源于中国科学院空天信息创新

研究院发布的 2000—2022 年全球 5 km 格网化粮食

产量数据集。本研究选取其中 2005—2020 年云南

省玉米产量数据作为研究基础，并结合云南省范围

及玉米主产区掩膜进行裁剪，剔除研究区外和非玉

米主产区像元。为减少不同年份产量栅格之间的空

间偏移影响，对各年度数据进行了统一掩膜裁剪、

空间配准和像元中心匹配处理，使多年份产量数据

在空间位置上保持一致，为后续与土壤养分数据的

匹配提供基础。

1.2.2　土壤养分数据

土壤养分数据来源于测土配方施肥土壤基础养

分数据集，原始数据为点位样本，包含经纬度坐标

及主要养分指标信息。结合研究目标，选取 OM、

TN、AP和AK这4项指标作为核心变量。上述指标

是测土配方施肥工作中常用的耕层土壤养分评价指

标，可分别反映土壤肥力基础、氮素供应水平，以

及磷钾有效性状况，与玉米产量形成关系密切［20］。

样点空间分布覆盖全省 16 个地级行政区。为

保证数据时空代表性，选取与玉米主产区重叠的样

点，并以样点年度均值代表该地区年度土壤养分状

况。为与产量影像空间一致，使用反距离加权（In‐

verse Distance Weighting, IDW） 法对土壤点数据进

行空间插值，分辨率设定为 5 km，以生成 2005—

2020年连续的土壤养分空间分布栅格。

1.3　空间配准与特征提取

为实现玉米产量与土壤养分的空间匹配，本研

究建立了基于经纬度的双向空间配准流程：

1） 以统一网格 （5 km×5 km） 为基础，计算

栅格中心点经纬度坐标；

2） 提取每个像元在对应年份的 OM、 TN、

AP、AK均值作为输入特征；

3） 以产量栅格值作为目标变量 Y，形成经纬

度-土壤养分-产量的时空样本表。

该方法在栅格级别实现了土壤属性与产量信息

的空间一体化融合，为后续机器学习建模提供了高

精度的配准输入数据。

1.4　PSO-XGBoost模型构建

本研究采用 PSO 与 XGBoost 相结合的建模框

架，用于构建玉米产量预测模型。XGBoost以其高

效的梯度提升策略和特征自动选择能力，广泛应用

于农业预测任务中；PSO 算法则用于优化其超参

数，提升模型的泛化能力。

XGBoost的基本形式为加性模型，如公式（1）

所示：

ŷi = ∑
k = 1

K

fk( )x i ， fk ∈ F （1）

式中：ŷi为第 i个样本的预测产量；x i为输入特
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征向量（经度、纬度、OM、TN、AP、AK）；fk 为

第 k棵回归树；F为回归树函数空间。

模型目标函数如公式（2）所示：

Obj = ∑
i = 1

n

l ( yi，ŷi) + ∑
k = 1

K

Ω ( )fk （2）

式中：Obj 为模型目标函数；n 为训练样本数

量；K为回归树数量；yi 和 ŷi 分别为第 i个样本的实

测产量和预测产量；fk 为第 k棵回归树；l ( yi，ŷi)为
平方误差损失函数；Ω ( fk )为正则化项，用于防止

过拟合。

PSO 算法通过模拟粒子在搜索空间的群体协

同进化来自动寻优模型超参数 （如学习率、最大

深度、子样本率等）。粒子速度与位置更新如公

式（3）和公式（4）所示：

vt + 1
i = wvt

i + c1r1( pi - θ t
i ) + c2r2(g - θ t

i ) （3）

θ t + 1
i = θ t

i + vt + 1
i （4）

式中：vi、θi 分别为第 i个粒子的速度与位置；

pi 为个体最优位置；g 为全局最优位置；w 为惯性

权重；c1、c2为学习因子；r1、r2为［0，1］区间的

随机数。本研究中，PSO的参数设置为：粒子数为

20，最大迭代次数为 15，惯性权重 w 为 0.8，个体

学习因子 c1 和群体学习因子 c2 均为 1.5。PSO 优化

的 XGBoost 超参数包括最大树深 max_depth、学习

率 learning_rate、样本采样比例 subsample、特征采

样比例 colsample_bytree、最小叶节点样本权重

min_child_weight 和 L2 正则化系数 reg_lambda，其

搜 索 空 间 分 别 设 定 为 3~8、 0.01~0.20、 0.60~
1.00、0.60~1.00、1~10 和 0.00~10.00。模型固定

参数为：目标函数 objective=reg：squarederror，弱

学 习 器 数 量 n_estimators=4 000， 评 价 指 标 

eval_metric=rmse，随机种子 random_state=42。参

数优化过程中，样本按 8∶2 划分为训练集和测试

集，并从训练集中进一步划分 20%作为验证集；以

验证集上的模型性能作为粒子适应度进行迭代寻

优，最终获得最优参数组合为max_depth=8、learn‐

ing_rate=0.01、 subsample=0.824 9、 colsample_by‐

tree=1.0、 min_child_weight=3 和 reg_lambda=0.0。

最终模型结构如图1所示。

1.5　对比模型设置

为全面评价PSO-XGBoost模型在云南省玉米产

量预测中的适用性，选取多种典型机器学习模型作

为对比模型，包括RF、Light Gradient Boosting Ma‐

chine （LightGBM）、CatBoost、XGBoost，以及岭

回归 （Ridge Regression）、Lasso 回归 （Lasso Re‐

gression） 和 K 近 邻 回 归 （K-Nearest Neighbors, 

KNN）等。

其中，Ridge回归和Lasso回归属于典型线性回

归扩展方法，分别通过 L2和 L1正则化抑制模型过

拟合；RF 通过构建多棵决策树并进行集成平均，

具有较强的非线性拟合能力和抗过拟合能力； 

LightGBM 是一种基于梯度提升框架的高效集成学

习算法，具有训练速度快、内存消耗低的特点；

CatBoost则通过有序提升和类别特征处理机制，有

助于提高模型的鲁棒性与泛化性能。上述模型能够

代表线性模型、单树模型、集成树模型和核方法等

不同建模思路，可为PSO-XGBoost模型的性能评估

提供多维参照。

1.6　模型训练与精度评价

模型输入特征为经度、纬度、OM、TN、AP、

AK，输出变量为玉米产量。为保证模型评估的稳

健性与泛化能力，本研究采用两类验证方案。首

先，在随机划分条件下将样本划分为训练集和测试

集，并在训练集中结合交叉验证进行模型训练与参

数选择；其次，为检验模型在空间外推条件下的稳

定性，根据样本经纬度采用空间网格分块方法将研

究区划分为 5个空间子区，每次以其中 1个子区为

验证集，其余子区为训练集，开展空间分块交叉验

证。模型性能通过 R2、RMSE 和 MAE 进行综合评

价，如公式（5）~公式（7）所示。

MAE =
1
n ∑

i = 1

n

|| yi - ŷi （5）

图1　PSO-XGBoost玉米产量预测模型结构图

Fig. 1  Structure of the PSO-XGBoost corn yield 

prediction model
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RMSE =
1
n ∑

i = 1

n

( )yi - ŷi

2
（6）

R2 = 1 - ∑
i = 1

n

( )yi - ŷi

2

∑
i = 1

n

( )yi - ȳ
2

（7）

式中：n为评价样本数量；yi为实测产量；ŷi为

预测值；ȳ为样本均值。

1.7　模型解释性分析（SHAP）

为深入解析不同土壤养分要素及空间位置对玉

米产量的驱动作用，本研究引入SHAP方法对PSO-

XGBoost 模型进行解释性分析。SHAP 基于博弈论

思想，通过计算各特征在不同预测样本中的边际贡

献，定量反映每个输入变量对模型输出（产量预测

值）的正负影响及重要性。其数学定义如公式 （8）

所示：

     ϕi = ∑
S ⊆ N { }i

|| S ！( )|| F - || S - 1 ！

|| F ！
[ ]f ( )S ∪ { }i - f ( )S （8）

式中：ϕi 为第 i个特征的SHAP值；F为全部特

征的集合；S 为不包含特征 i 的特征子集；f (S )表
示仅使用子集 S时模型的输出；N { }i 表示全体特征

集合中，排除第 i 个特征后的剩余特征集合；

f (S ∪ {i}) 表示在 S 基础上加入特征 i 后模型的

输出。

在具体实现上，考虑到本模型为XGBoost树模

型，解释阶段采用 SHAP 库中的 TreeExplainer进行

计算，即基于树模型结构的Tree SHAP算法对模型

进行解释。数据集首先按照 test_size=0.2、 ran‐

dom_state=42 进行随机划分，SHAP 分析仅针对独

立测试集样本开展，以保证解释结果与模型泛化性

能评价对象一致。解释过程中未额外构造背景样本

集，而是直接基于训练完成的 XGBoost 模型进行

SHAP值计算。最终得到测试集中每个样本在每个

特征上的 SHAP 值矩阵，并同步保存基线值（base 

value）、测试集特征矩阵及对应 SHAP 数值，以保

证分析过程可追溯和可复核，基于上述结果，本研

究从全局解释、特征响应关系和空间异质性三个层

面展开分析。

2 结果与分析

2.1　土壤养分数据时空分析　

基于云南省 2005—2020 年测土配方施肥土壤

基础养分数据集，对OM、TN、AP和AK进行统计

与空间分析。统计结果（表 1）显示，2005—2014

年与2015—2020年相比，全省土壤OM由32.94 g/kg

降至 31.50 g/kg，呈轻微下降趋势；TN基本保持稳

定（约 1.8 g/kg），但区域差异显著。AK和AP含量

明显上升，分别由 136.1和 21.3 mg/kg增至 152.3和

29.5 mg/kg，说明近年化肥投入增加促进了速效养

分积累。总体上，稳定性养分（OM、TN）下降而

速效性养分（AK、AP）上升，反映出土壤养分结

构由“储备型”向“速效型”转变［21］。

空间分布结果（图 2）表明，云南省不同土壤

养分指标具有较为明显的区域分异特征，且两个时

期之间存在一定演变趋势。总体上，OM 和 TN 的

高值区主要分布于滇东北及滇中北部地区，尤其在

昭通、曲靖北部和昆明周边较为突出，而滇西南和

滇南部分地区相对较低，表现出由北部和高海拔区

域向南部和低海拔区域递减的格局。与 2005—2014

年相比，2015—2020 年 OM 空间格局整体变化不

大，但滇西地区及部分中南部地区低值斑块有所扩

大；TN 则总体呈增加趋势，在滇东北和滇中部分

区域表现更为明显。相比之下，AP和AK对农业投

入变化响应更为敏感。AP 在 2015—2020 年较前一

表1  土壤养分统计特征

Table 1  Statistical characteristics of soil nutrients

土壤养分

2005—2014

2015—2020

有机质/（g/kg）

全氮/（g/kg）

速效钾/（mg/kg）

有效磷/（mg/kg）

有机质/（g/kg）

全氮/（g/kg）

速效钾/（mg/kg）

有效磷/（mg/kg）

样本数/个

242 085

112 899

240 665

241 856

55 886

32 005

53 537

54 519

平均值

32.94

1.84

136.10

21.30

31.50

1.67

152.30

29.50

标准差

15.66

0.95

88.50

20.50

14.20

0.80

88.70

26.60

变异系数/%

47.50

51.60

65.10

96.30

45.03

47.73

58.22

90.08

5%~95%范围

12.52~63.43

0.75~3.46

37.03~320.01

2.84~63.92

11.43~58.71

0.24~3.12

43.04~335.03

3.32~87.84
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时期整体升高，中高值区分布范围明显扩大；AK

高值区也进一步扩展，主要集中于滇中和滇东北部

分地区。总体来看，云南省耕层土壤养分呈现

“OM、TN 相对稳定或略降，而 AP 和 AK 明显上

升”的空间演变特征，表明土壤养分结构由相对稳

定的储备型养分向速效养分积累增强方向转变。

2.2　模型性能评价　

为验证所构建模型的稳定性与泛化性能，本研

究选取多种典型的机器学习模型对云南玉米产量进

行预测精度比较（表 2）。结果显示，不同模型的回

归性能指标存在明显差异。优化后的PSO-XGBoost

模型在MSE、RMSE和MAE等指标上均表现最优，

R2 达 到 0.91， RMSE 为 564.00 kg/hm2， MAE 为

458.54 kg/hm2，显著优于岭回归（R2= 0.72）模型，

说明该模型在复杂非线性关系拟合方面具有较强优

势。相比之下，基于树模型的 Random Forest 及

XGBoost均表现出较好的稳定性与精度，而集成算

法 LightGBM 与 CatBoost 在训练速度与泛化能力方

面也具有一定优势。总体来看，非线性集成算法优

于线性模型，表明玉米产量受土壤与地理环境因素

的影响具有显著的非线性特征。

图 3展示了 PSO-XGBoost模型在测试集上的直

方图与散点图结果，可见预测产量与实测产量的分

a. 2005—2014年有机质

d. 2005—2014年速效钾

g. 2015—2020年有效磷

b. 2005—2014年全氮

e. 2015—2020年有机质

h. 2015—2020年速效钾

c. 2005—2014年有效磷

f. 2015—2020年全氮

注：颜色由红到绿表示养分水平由低到高。该图基于自然资源部标准地图服务网站下载的审图号为 GS（2019）3333 号标准地图制作，底图无

修改。

图2  云南省2005—2020年主要土壤养分空间分布图

Fig. 2  Spatial distribution of major soil nutrients in Yunnan province （2005－2020）
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布高度吻合，两者峰值均集中在4 200~5 400 kg/hm²
区间，说明模型对主流产量区间的拟合能力较强。

蓝色（实测）与橙色（预测）直方条几乎重叠，表

明模型在不同产量层次均具备良好的预测一致性，

未出现明显的系统性偏差。散点图中，绝大多数样

本点分布在 1∶1 拟合线附近，回归拟合线 （红色

虚线）与理想线（黑色实线）几乎重合，验证了模

型在空间尺度和样本层面均具有较高精度和稳健

性。极少数低产区域样本点出现轻微偏离，可能与

土壤贫瘠或局地气候极端事件导致的异常值有关。

需要指出的是，由于模型输入变量中包含经纬

度信息，而云南地区玉米产量及土壤养分分布具有

明显的空间自相关特征，仅采用随机划分可能会在

一定程度上高估模型的泛化能力。为此，本研究进

一步增加了空间分块交叉验证和经纬度消融实验，

以检验模型在更严格条件下的稳健性。结果如表 3

所示，在随机划分条件下，PSO-XGBoost模型的R2

为 0.91；而在空间分块交叉验证条件下，R2均值下

降至 0.847，说明随机划分确实会使模型精度略偏

乐观，但模型在空间外推条件下仍保持较高的预测

能力。进一步地，在去除经纬度变量后，模型R2降

至 0.698，表明经纬度在模型中承担了重要的空间

背景表征作用。也就是说，经纬度并非单纯的位置

变量，而是综合反映了区域气候、地形、种植制度

和管理条件等空间异质性信息。与此同时，去除经

纬度后模型仍具有一定解释能力，说明土壤养分变

量本身对玉米产量形成仍具有实质性贡献，但其作

用需要放在空间环境背景中综合理解。

2.3　SHAP特征重要性分析　

基于最优PSO-XGBoost模型的SHAP分析揭示

表2  不同机器学习模型在云南省玉米产量预测中的精度对比

Table 2  Comparison of prediction accuracy among different machine learning models for maize yield prediction in Yunnan province

模型

Ridge Regression

Lasso Regression

Random Forest Regressor

Decision Tree Regressor

KNN Regressor

LightGBM

CatBoost

XGBoost

PSO-XGBoost（本模型）

RMSE/（kg/hm2）

1 564.87

1 635.42

1 036.58

1 210.54

1 128.36

734.43

645.28

603.17

564.00

MAE/（kg/hm2）

1 248.30

1 305.76

802.41

918.27

864.52

587.07

502.64

475.92

458.54

R2

0.72

0.70

0.84

0.78

0.75

0.88

0.90

0.89

0.91

a. 观测产量与预测产量频数分布  b. 观测产量与预测产量拟合关系

图3　PSO-XGBoost 模型预测结果的统计分布与拟合关系图

Fig. 3  Statistical distribution and fitting relationship of predicted yield by the PSO-XGBoost model
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了各预测因子的相对重要性和正负效应。SHAP值

重要性排序 （图 4） 中可见，北纬与东经的平均

SHAP值最高，说明地理空间因素在产量差异中仍

具有显著解释力，反映出区域尺度下产量差异存在

明显的空间异质性。与此同时，四项土壤养分

（OM、TN、AP 和 AK） 的重要性总体接近，说明

不同养分因子均对模型预测具有重要贡献，产量形

成并非由单一养分因素决定。图 5进一步揭示了各

特征对模型输出的正负影响及其非线性关系：OM

与 TN 的高值（红色点）主要分布在正向区域，显

示二者提升有助于增产；而 AP 和 AK 的贡献分布

较为分散，说明其对模型输出的影响在不同样本间

存在较强异质性。值得注意的是，经纬度变量在正

负 SHAP区间均有较广分布，说明空间位置与产量

预测之间存在明显非线性关系，难以用简单单调关

系概括，而是受到多环境因子的共同制约。总体而

言，该结果揭示了云南省玉米产量形成的多因子驱

动机制：空间环境提供背景约束，而土壤养分水平

决定了区域内的可提升潜力，为后续的分区施肥与

精准管理提供了科学依据。

图 6 展示了基于 SHAP 分析得到的主要驱动因

子空间分布。整体来看，经纬度相关变量在样本点

中占比较高。其中，北纬主导点分布范围较广，主

要出现在滇中、滇西南及部分中部区域；东经主导

点则在滇东、滇东南及部分边缘区域较为明显。这

表明，云南玉米产量预测对空间背景信息较为敏

感。经纬度在模型中并不是直接农学因子，更可能

综合反映气候带、地形起伏、海拔梯度和区域管理

差异等环境背景。土壤养分因子也表现出一定的区

域集中特征。OM 和 TN 主导点分布相对分散，在

滇东北、滇中及部分高产区有所体现，说明土壤基

础肥力和氮素供应仍是这些区域产量形成的重要条

件。AP和AK主导点更多出现在滇南、滇西南及部

分低肥力区域，提示这些地区磷钾有效性可能对产

量提升形成限制。总体来看，云南山地玉米产量的

主导因素具有明显区域差异，施肥管理不宜采用统

一方案。后续应结合不同区域的主要限制因子，分

别加强有机质培育、氮素供应调控和磷钾养分平衡

管理，为分区施肥和重点改良区域识别提供依据。

3 讨 论

本研究基于云南省 2005—2020 年测土配方施

肥土壤基础养分数据和玉米产量数据，构建了融合

土壤养分、空间位置和机器学习方法的玉米产量预

测模型，并利用 SHAP方法分析主要影响因子的贡

献特征。结果表明，研究期内云南省耕层土壤养分

发生了较明显变化：OM 和 TN 含量总体下降，AP

和 AK含量则有所升高。这一变化可能与长期耕作

强度增加、秸秆还田不足，以及化肥投入偏重速效

养分有关，也与国内部分地区耕地养分演变规律基

表3  不同验证方案下 PSO-XGBoost 模型对云南省玉米产量预测的精度评价结果

Table 3  Accuracy evaluation of the PSO-XGBoost model for maize yield prediction in Yunnan province under different 

validation schemes

验证方案

随机划分

空间分块交叉验证

随机划分消融实验

输入特征

土壤养分 + 经纬度

土壤养分 + 经纬度

仅土壤养分

R2

0.910

0.847

0.698

RMSE/（kg/hm2）

564.00

734.43

1 032.41

MAE/（kg/hm2）

458.54

587.07

829.31

图4　PSO-XGBoost模型各输入特征的平均绝对SHAP值

Fig. 4  Input features by mean absolute SHAP values in the 

PSO-XGBoost model

图5　各输入特征SHAP值的蜂群分布及其对玉米产量预测

的正负效应

Fig. 5  SHAP beeswarm distribution of input features and their 

positive and negative effects on maize yield prediction
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本一致［22, 23］。OM 减少会削弱土壤结构稳定性、缓

冲能力和保肥能力，并可能影响氮素矿化过程，进

而对玉米根系发育和水分利用产生不利影响。与之

相比，AK和AP的积累更多反映出部分区域施肥结

构不够均衡，局部地区可能存在养分投入偏高的

问题。

从空间格局看，云南省土壤养分分布存在较明

显的区域差异。滇东北及滇中高海拔地区OM、TN

含量相对较高，滇西南和滇南平坝区则整体偏低；

AP和 AK 高值区主要分布在滇中及滇南部分红壤、

紫色土区域。造成这种差异的原因并不单一，既包

括气候和地形条件，也与种植制度、复种强度及施

肥方式有关。例如，高海拔地区气温较低，土壤有

机质分解较慢，有利于有机质积累［24］；部分低海

拔农区复种频率高、化肥投入集中，则更容易形成

速效养分富集［25］。这说明云南土壤养分管理不宜

采用统一模式，而应根据不同区域的肥力基础和生

产条件开展分区调控。

SHAP特征重要性分析进一步显示，经纬度等

空间位置变量在玉米产量预测中贡献较高，说明在

云南省复杂山地环境下，气候、地形和区域管理背

景仍是影响产量差异的重要因素。需要注意的是，

经纬度本身不是直接农学因子，更适合理解为海拔

梯度、热量条件、降水差异、种植制度和管理水平

等空间背景信息的综合代理。除空间位置外，OM、

TN、AP 和 AK 也表现出较明显贡献，表明土壤养

分仍是解释产量差异的重要变量。其中，OM与产

量总体呈正向关系，说明改善土壤结构、增强保水

保肥能力仍是稳产的重要基础；AP和AK在部分区

域贡献较高，但在高含量区域可能出现边际效应减

弱，提示局部地区应关注过量施肥和养分利用效率

问题［26］。

与北方平原农区相比，云南山地农业系统的主

导因子更分散，土壤养分、地形梯度、微气候和土

地利用方式之间的耦合关系也更复杂。从农业管理

角度看，土壤养分变化和模型解释结果共同指向两

个问题：一是OM和氮素含量下降区域，应加强有

机肥还田、秸秆资源化利用和绿肥轮作，以维持土

壤碳氮平衡并改善基础肥力；二是 AP 和 AK 富集

区域，应优化施肥结构，避免单纯增加速效养分投

入带来的养分盈余和面源污染风险。结合产量预测

模型和 SHAP解释结果，可进一步识别不同区域的

主要养分限制因素，为精准施肥和分区管理提供量

化依据［27］。

从模型表现看，PSO-XGBoost在本研究中具有

较好的适用性。表 2结果显示，该模型在多种对比

模型中取得最优综合预测效果，R2达到 0.91，高于

线性回归、岭回归、 Lasso、 RF、 SVR、 KNN、

LightGBM、CatBoost 和原始 XGBoost 等模型。与

传统线性模型相比，PSO-XGBoost更适合处理云南

山区玉米产量形成中的非线性关系和多因子耦合特

征；与 RF 和单一决策树模型相比，XGBoost 的

boosting 机制能够通过误差迭代修正提升复杂关系

的拟合能力。PSO的引入则减少了人工调参的不确

定性，提高了参数搜索效率，也进一步改善了模型

性能。不过，该模型仍存在一定局限。其预测效果

对输入数据质量和样本空间代表性较为敏感，训练

过程也相对复杂；同时，模型主要依赖数据驱动关

系，对空间自相关和作物生长过程的显式表达仍然

不足。因此，PSO-XGBoost更适用于省域尺度玉米

产量预测、主导因子识别和区域施肥决策支持。若

进一步开展田块尺度精细预测或作物生长过程模

拟，还需引入更高分辨率数据、地形气象变量和作

物生长过程信息。

需要指出的是，本研究采用的玉米产量数据空

间分辨率为 5 km，在云南复杂山地条件下仍存在

一定局限。云南坡地多、地形起伏大，坡位、坡向

和田块管理方式在较短距离内即可发生明显变化，

5 km栅格难以完整反映这类小尺度差异，也可能带

来一定混合像元误差，从而影响局部高产或低产斑

注：该图基于自然资源部标准地图服务网站下载的审图号为 GS

（2019）3333标准地图制作，底图无修改。

图6　云南省玉米产量主导驱动因子空间分布图（以绝对

SHAP值最大特征表征）

Fig. 6  Spatial distribution of dominant drivers of maize yield in 

Yunnan province， represented by the feature with the highest 

absolute SHAP value
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块的识别。因此，本研究结果更适用于省域尺度下

玉米产量空间格局和主导因子的宏观分析，对田块

尺度精细差异的刻画仍显不足。后续研究可结合更

高分辨率产量数据、地形因子、气象过程和农户管

理信息，进一步开展分区建模和尺度校正，以提高

复杂山地环境下模型预测的精细化程度和实际应用

价值。

4 结 论

基于云南省 2005—2020 年耕层土壤养分监测

数据，结合空间统计分析与机器学习方法，分析了

土壤养分变化特征及其对玉米产量的驱动作用，主

要结论如下：

1） 2005—2020 年，云南省土壤养分总体呈现

“OM、TN略有下降，AP和AK上升”的变化趋势。

其中，OM由 32.94 g/kg降至 31.50 g/kg，TN略有下

降，而 AK 和 AP 分别升至 152.3 和 29.5 mg/kg。空

间上，滇东北及滇中高原区养分水平较高，滇西南

及滇南地区相对较低，表现出明显的区域分异

特征。

2） PSO-XGBoost 模型在云南省玉米产量预测

中表现较好。随机划分条件下，模型 R2达到 0.91，

RMSE 为 564.00 kg/hm²，MAE 为 458.54kg/hm2，整

体优于线性模型和其他机器学习模型，表明该方法

能够较好地刻画山区复杂环境下土壤养分与产量之

间的非线性关系。

3） SHAP 解释结果表明，有 OM、TN、AP 和

AK 是驱动玉米产量变化的核心变量，其中 OM 和

TN对高产区贡献更大，而 AP和 AK在低肥力区作

用更为显著。空间分布上，滇东北地区主要受氮素

和有机质主导，滇西南地区则更多受 AP 和 AK 影

响，反映出云南玉米产量形成机制具有明显的空间

异质性。

本研究表明，PSO-XGBoost结合 SHAP方法能

够有效揭示云南省玉米产量形成的主要养分驱动因

素，可为区域尺度分区施肥和耕地质量提升提供参

考依据。

利益冲突声明：本研究不存在研究者以及与公开

研究成果有关的利益冲突。
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Nutrients on Maize Yield Formation: A Case Study of 

Yunnan, China
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Investment Co. , Ltd. , Kunming 650000, China; 5. Intelligent Equipment Research Center, Beijing Academy of Agriculture 
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Abstract: [Objective]　Maize production in Yunnan‑representative mountainous regions is strongly shaped by rugged terrain, fragmented 

cropland, and steep vertical climatic gradients, which drive pronounced spatial heterogeneity in soil nutrients and yield. Unlike homo‐

geneous plains, yield variation here stems from the combined effects of soil fertility, climate, and topography rather than any single nu‐

trient factor, making traditional statistics or isolated soil indicators inadequate. To this end, an interpretable machine learning frame‐

work integrating soil nutrients and spatial information was developed to enhance maize yield prediction and identify the dominant 

drivers of yield disparities across sub‑regions of such landscapes. [Methods]　Soil testing and formula fertilization data from Yunnan 

province during 2005—2020 were combined with 5 km gridded maize yield data. Four soil nutrient indicators were selected, includ‐

ing soil organic matter, total nitrogen, available phosphorus, and available potassium. Longitude and latitude were also used as input 

variables. In this study, these two variables were not treated simply as location labels. They were included because spatial position can 

partly reflect regional environmental gradients that are difficult to describe using soil nutrient data alone, such as differences in eleva‐

tion, heat and moisture conditions, terrain fragmentation, and cropping background. Based on these variables, particle swarm optimiza‐

tion was used to tune the main hyperparameters of the XGBoost model, forming a PSO-XGBoost yield prediction model. The opti‐

mized model was compared with LightGBM, CatBoost, random forest, support vector regression, and the original XGBoost model. 

Considering that nearby samples may share similar environmental conditions, random partitioning alone may overestimate model per‐

formance. Therefore, spatial block cross-validation was further used to examine the model's ability to predict yield under spatial sepa‐

ration. In addition, longitude and latitude were removed in an ablation experiment to test the contribution of spatial background infor‐

mation. Finally, SHAP was used to interpret the trained model, quantify the contribution of each variable, analyze the response of 

yield prediction to soil nutrients and spatial factors, and identify the dominant limiting factors in different maize-growing areas. [Re‐

sults and Discussions]　PSO-XGBoost showed the best performance among the tested models. Under random data partitioning, the mod‐

el achieved an R2 of 0.91, indicating that it could effectively capture the relationship among soil nutrients, spatial background, and 
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maize yield. Compared with LightGBM, CatBoost, and the unoptimized XGBoost model, PSO-XGBoost gave more accurate and sta‐

ble predictions. This result suggested that particle swarm optimization improved the parameter configuration of XGBoost and made it 

more suitable for yield prediction in complex mountainous regions. Under spatial block cross-validation, the R2 decreased to 0.847. Al‐

though this value was lower than that obtained from random partitioning, it still showed good predictive performance under a stricter 

validation strategy. This also indicated that the model did not rely only on the similarity between neighboring samples, but retained a 

certain ability to predict yield in spatially separated areas. The ablation experiment further confirmed the importance of spatial infor‐

mation. After longitude and latitude were removed, the model R2 dropped sharply to 0.698. This decline showed that maize yield pat‐

terns in Yunnan cannot be well explained by soil nutrient indicators alone. Spatial variables probably contain information related to el‐

evation-induced climatic differences, regional hydrothermal conditions, terrain fragmentation, and differences in the cropping environ‐

ment. The SHAP results led to a similar conclusion. Longitude and latitude had relatively large contributions, suggesting that regional 

environmental gradients played an important role in yield formation. Among the soil nutrient variables, soil organic matter, total nitro‐

gen, available phosphorus, and available potassium were all related to maize yield, but their roles differed across Yunnan. In some ar‐

eas, yield was more closely associated with organic matter and nitrogen supply, while in others phosphorus or potassium appeared to 

be more limiting. This spatial difference suggested that the main constraints on maize production were not the same across the prov‐

ince. For this reason, a province-wide fertilization scheme would be difficult to apply effectively. Nutrient management in Yunnan 

should instead be adjusted according to local soil conditions and the environmental background of different mountainous regions. 

[Conclusions]　Maize yield in Yunnan province is affected by both soil nutrient conditions and broader spatial environmental factors. 

Soil fertility is still an important basis for yield formation in mountainous farmland, but it does not explain the spatial yield differences 

on its own. By combining PSO-XGBoost with SHAP, this study provides a way to improve yield prediction while also tracing the 

main factors related to regional yield variation. The framework can be used to identify areas where nutrient constraints are more likely 

to occur, as well as areas where terrain, climate background, or other regional environmental factors may have a stronger influence. 

These results can support more targeted fertilization, cultivated land quality improvement, and sustainable maize production in the 

mountainous agricultural areas of Yunnan.
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