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自适应混合检索增强大模型的农作物病虫害智能问答方法
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摘 要： ［［目的目的/意义意义］］充分发挥隐含在农业大数据中的分散、异构和无关联农业知识的潜在应用价值，通过构建

知识库，结合检索技术用于增强大模型输出专业的农业知识，为促进农业知识快速服务于生产实践提供有效手段。

［［方法方法］］提出了检索增强大模型的农作物病虫害智能问答方法，该方法通过自建知识库并协同优化分块策略、自适

应检索机制与结构化提示工程，实现了农业病虫害领域知识有效增强大模型的精准专业问答。具体提出了自适应

混合检索增强生成方法（Retrieval-Augmented Generation, RAG），首先在固定长度分块时引入重叠机制缓解语义割

裂，同时，采用向量语义相似度匹配与主题高度相关的文本分块加以存储。根据问题复杂度设计了动态路由的单

跳（BM25算法）检索与多跳检索。然后将文本方法与多种基线方法在不同查询类型和不同复杂度查询等多方面

进行了对比实验。［［结果和讨论结果和讨论］］本研究方法在Qwen1.5-7B-Chat模型上的效果最佳，准确率达到 89.6%，对单跳

与多跳查询的准确率分别达到 0.921 和 0.748，较 Self-RAG 与 Adaptive-RAG 多跳查询的准确率分别提升 0.082 和

0.059，说明本研究方法能更好地推理多跳等复杂查询。［［结论结论］］本研究方法在生成答案的准确性、相关性和全面

性方面具有显著优势。未来的工作将探索融合多模态知识库。
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0 引 言

全球气候变暖和极端天气促进了农作物病虫害

的发生，扩大了影响范围，使得传统依赖经验的防

治方式面临严峻挑战［1］。在以大数据、互联网为基

座的信息化时代［2］，伴随着人工智能的再次崛起，

知识成为推动大数据-大模型和知识服务协调发展

的交合力。为此，从海量分散、异构和无序的农业

大数据中提取潜在的极具价值的知识，将其关联和

结构化，并结合大模型智能问答使其快速应用于农

业生产实践，服务于农业各主体，快速推进农业生

产的科学化和精准化是现代农业发展的必然趋

势［3］。现有农业问答系统多基于关键词匹配或简单

规则库［4］，其缺陷是对复杂症状的语义理解不足，

且通用大语言模型在垂直领域应用中也暴露出明显

缺陷，如训练数据覆盖不全引发事实性幻觉、多跳

推理能力薄弱导致复杂查询结果不好。为此，本研

究首先自建了专业且具有高质量的典型农作物病虫

害知识库，采用检索技术拓展了大模型的外源知

识，确保大模型生成内容的时效性、领域性和准

确性。

事实证明，检索增强生成（Retrieval-Augment‐

ed Generation, RAG） 极大地拓宽了大模型的知识

边界，提升了大模型生成输出内容的可靠性与可溯

源性［5］。自 2020 年 LEWIS 等［6］ 首次提出 RAG 框

架，研究者们通过多种方法优化 RAG，并在问答
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系统、推荐系统，以及教育咨询等诸多领域落地应

用。以问答系统为例，Google Research 团队［7］构

建了跨模态联合检索框架，通过同步检索文本与图

像知识，实现多模态场景知识推理，该方法计算资

源需求高，标注成本制约了落地泛化性。CHEN

等［8］通过从数据库中检索相关代码段及摘要，为

生成模型提供丰富的补充信息，显著提升了代码与

摘要生成模型的性能表现。随着研究深入，Gra‐

phRAG 创新性地引入知识图谱（Knowledge Graph, 

KG），利用图的连接性来扩展检索的语义信息，其

核心是将知识图谱的结构化关系嵌入到模型的生成

过程中，利用知识增强大语言模型 （Large Lan‐

guage Model, LLM） 的推理能力，解决现有 RAG

应对复杂查询和多跳推理的不足［9］。相对而言，该

方法资源消耗较大，很难应用于资源受限的场景。

为了实现知识整合任务，受海马体记忆索引理论的

启发，HippoRAG 模拟人脑的长期记忆检索过程，

基于 LLM 从语料中构建 KG 作为人工海马体索

引［10］。对于新的查询，HippoRAG识别其中的关键

词后在KG上运行个性化PageRank （PR）算法，以

实现跨段落的信息检索，本质上是在单次检索步骤

中执行多跳推理。该方法的难点在于记忆系统识别

信息的完整性，实现过程复杂，应用存在一定难

度。SelfRAG引入可训练的检索控制器，通过自省

机制评估检索结果与生成内容质量，该方法通过生

成后再修正抑制幻觉，提升事实一致性，但其系统

复杂度较高［11］。AdaptiveRAG 对于查询复杂度分

类，自适应选择分层检索策略与资源分配模式，实

现了高效响应和灵活的数据处理能力［12-14］。

由上述分析可知，检索增强生成技术通过增加

知识库，优化检索算法，提高了 LLM 生成的效果

和效率。然而，现有 RAG 方法在农业领域的研究

不足主要体现在：农业领域知识库构建的规模不

够，质量不高，关键为多源实体对齐准确率不高；

在检索策略层面，固定分块策略破坏了农业文本语

义的连贯性，单一检索算法难以兼顾单跳查询的精

确匹配与多跳查询的语义泛化需求；生成层面，专

业领域知识与 LLM 的协同效果不佳［15-17］。为此，

本研究提出基于知识检索增强大模型的农作物病虫

害知识智能问答方法，通过自建高质量专业知识

库，设计自适应混合检索 （Adaptive Hybrid Re‐

trieval, AHR）方法和结构化提示工程引导模型分步

推理，增强了模型生成答案的专业性与逻辑性，解

决了现有方法无法处理复杂查询的问题。

1 材料与方法 

1.1　数据收集　

本研究主要采集了小麦、水稻、玉米、马铃薯

和棉花共 5种典型农作物病虫害及防治数据，其来

源涵盖科研文献库、农业政务平台、技术论坛及网

页等。主要通过优化网络爬虫工具中的 XPath 或

CSS （Cascading Style Sheets） 选择器［18］，精确锁

定并提取网页等与病虫害相关的文本信息。然后运

用人工校验方法精准定位与剔除异常值，确保数据

的有效性，最终形成了 87 901条非结构化数据，为

后续数据分块存储、检索，以及从数据中抽取知识

奠定了基础。

1.2　知识库构建　

知识库构建流程如图 1所示。其中最关键环节

为半结构化和非结构化数据的知识抽取和实体对

齐。为了规范化、标准化组织知识，首先基于本体

论构建了病虫害知识的模式层 （如图 2 所示），其

中主要定义了病虫害领域概念、实体、属性，以及

它们之间的关系，为结构复杂、动态变化和多维度

关联的农业病虫害领域知识提供专业的表示框架。

数据标注与知识抽取是知识库构建中获取结构化知

识的关键步骤，采用操作简便、功能强大的 docca‐

no 标注工具完成少量样本标注。知识抽取使用具

有强大泛化能力的小样本学习模型通用信息抽取

技术 UIE （Universal Information Extraction）［19］，无

需大量标注数据，只需 40 个标注样本微调模型便

可抽取模式层定义的实体等。然后结合Bert向量语

义与大模型提示工程，实现了知识库中实体的精准

对齐。首先使用Bert将实体向量化后，基于余弦相

似度计算实体向量之间的语义相似度，初步筛选相

似度高的实体。然后基于“千问”大模型（https://

www. tongyi. com/） 设计少样本提示词 （few-shot 

prompts），借助提示词使模型深入挖掘实体属性与

类别标签，全面理解实体之间的语义关联，实现了

知识库中实体的精准对齐，最终获取了 916 239 条

三元组知识库（如“小麦锈病，发病症状，叶片上

出现锈红色斑点”），部分抽取结果如表 1 所示。

从数据的采集、数据预处理的人工校验、监督学习

的知识抽取和粗细粒度的实体对齐等多环节保证了

构建数据库的质量。最后分别采用 MySQL［20］ 与

Elasticsearch［21］存储了关系数据和非结构化语义数

据，以满足自适应检索需求。
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1.3　检索增强生成方法　

本研究提出的检索增强问答生成方法的总体架

构如图 3所示，主要由分块存储与索引、知识库检

索，以及答案生成三大核心模块构成，该方法的创

新思路详述如下。

1.3.1　混合分块　

由于传统单一分块方法无法应对农业病虫害领

域文本语义的专业性和复杂性，本研究提出一种融

合固定长度分块与语义优化的混合分块方法。该方

法分为两个阶段：首先，结合重叠机制，对病虫害

文本进行固定长度分块，以保证分块语义的完整

性。然而分块后的文本中仍存在一些与主题无关的

文本块，为消除此类文本块的干扰，同时缓解存储

的压力，故引入向量语义相似度匹配法对分块结果

进 一 步 优 化 ， 即 精 确 计 算 分 块 片 段 向 量 V i=

{ v1，v2，...，vn }与知识库中参考向量集合 V库 =

{ vref1，v ref 2，...，vrefn }的最大余弦相似度，确保分块

文本与专业知识的相关性，其计算如公式 （1）

所示。

simmax = max
vref ∈ V

库 ( v i ⋅ v refi

 v i ⋅  vrefi ) （1）

式中： v i 表示第 i 个向量的模值，设定阈值

τ∈ ［0，1］，若最大相似度低于阈值即 sim i ≤ τ，则

判定为不相关并剔除。

1.3.2　检索推理　

本研究知识推理主要包含查询分类等三个关键

环节，具体详述如下：

1）查询分类。为提高查询效率，依据农作物

病害症状词典和逻辑表达模板，将查询问题划分为

单跳查询与多跳查询。其主要是通过对问题语义的

精准提取与分类实现。即首先将口语化问题映射至

预定义的农业专业术语（如“叶子长毛”：“菌丝体

滋生”），以消除方言差异对语义理解的干扰。为

此，本研究设置了 120组这样的语义映射。其次基

于三元组实体关系特点，构建了 312条单跳查询触

发词规则库和相应的模板（如表 2），将能从模板中

匹配到的查询定义为单跳查询，快速定位问题类

型。最后通过轻量级规则树终裁：优先匹配触发

词，无触发词时使用UIE模型判断实体数量，根据

实体数量划分为单一实体归单跳和多实体/关系归

多跳。

2）单跳查询的检索过程。本研究提出的自适

图3　检索增强问答生成方法的总体架构

Fig. 3  The overall structure of the retrieval enhanced Q&A 

generation method

图1　农作物病虫害知识库构建流程

Fig. 1  Construction process of crop diseases and pests 

knowledge base

图2　农作物病虫害知识库模式层

Fig. 2  Mode layer of crop diseases and pests knowledge base

表1  农作物病虫害知识部分抽取结果展示

Table 1  Display of extraction results for crop diseases 

and pests knowledge

实体

水稻稻瘟病

玉米黑束病

棉花叶烧病

水稻稻瘟病

小麦锈病

小麦蚜虫

玉米矮花叶病

棉花枯萎病

水稻稻瘟病

属性

寄主

危害部位

寄生方式

病害名称

危害部位

危害部位

传播途径

危害症状

发病条件

属性值

水稻

叶片

菌丝体

稻瘟病

叶片、叶鞘

叶片、茎部

蚜虫的扩散

叶脉褪绿变黄

高温高湿环境
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应混合检索根据问题的复杂程度实现单跳和多跳分

类查询。单跳查询的检索过程主要分为三个步骤。

首先，从问题中提取关键信息。然后，运用 BM25

算法将提取的信息与 Elasticsearch 索引所构建的文

档内容进行匹配。最后，将匹配结果输入大模型用

于生成答案。BM25 算法针对查询中的每个词项，

独立计算其在各文档中的得分并累加，生成问题与

查询结果的综合相关性得分。得分越高，则文档与

查询的相关性越强。BM25 算法对查询 Q 与文档 D

的相关性评分计算如公式（2）所示。

∑Score (D，Q) = ∑
i = 1

n

IDF (ri) ⋅
( k1 + 1) ⋅ f ( ri，D )

f ( ri，D ) + k1 ⋅ ( )1 - b + b ⋅ |D|
avgdl

（2） 

式中：给定问题 R 中包含词 r1， r2， r3，…，

rn；k1 和 b 是调节参数；k1 是一个正系数，用于控

制词频的饱和度，较高的 k1 值意味着词频对评分的

影响更大；b是用于控制文档长度对评分的影响的

参数，取值在 0到 1之间，当 b = 1时，文档长度的

影响最大，当 b = 0时，文档长度不影响评分；IDF

（ri） 是每个词 ri 的逆文档频率 （计算如公式 （3）

所示），f ( ri，D ) 是词 ri 在文档 D中的频率；| D |是
文档 D 的长度； avgdl 是所有文档片段的平均

长度［22］。

IDF ( ri ) = ln ( N - n ( ri ) + 0.5
n ( ri ) + 0.5

+ 1) （3）

式中：N 表示文本片段集合的总数量；n （ri）

表示 ri的文档数。

3）多跳查询的检索过程。本研究的多跳查询

检索策略如图 4所示，首先进行查询解析转换，即

将用户输入的查询转换为结构化条件（用于结构化

查询语言（Structured Query Language, SQL）检索）

与语义向量表示（用于向量检索（Dense Vector Re‐

trieval, DVR）），然后在不同的知识库中进行检索，

最后构建最佳检索结果列表用于增强大模型的理

解。其中，SQL检索的核心机制在于将数据请求转

化为逻辑严密的指令，例如，若需查询 2023 年华

北地区小麦锈病的发生记录，可构建查询语句：

SELECT pest_name，location，date_reported FROM 

pest_outbreaks WHERE crop_type= ' 小 麦 ' AND 

pest_name= ' 锈 病 ' AND location LIKE '% 华 北 % ' 

AND YEAR （date_reported） =2023。数据库引擎通

过 B+Tree 索引快速定位满足条件的记录，执行过

程为：首先解析WHERE条件为布尔表达式树，其

次利用索引筛选候选文档，然后对中间结果进行连

接或聚合运算，实现在关系型数据库中数据的精确

定位。DVR［23］是通过一个预训练的语言模型将查

询文本转换成固定长度的向量表示，然后使用余弦

相似度判断查询文本与知识库文本的相似性。其向

量化过程的数学表征可形式化定义为：给定一段

文本 T，通过编码器将其映射到一个稠密向量如公

式 （4） 所示，其中 d 是向量维度。具体来说，对

于输入序列，编码器输出每个 token 对应的隐藏状

态向量。通常取［CLS］标记对应的向量作为整个

序列的表示。

vT = Encoder ( x )[ CLS ] （4）

式中：Encoder 表示编码器函数，代表输入文

本的 token 序列；vT为文本编码后的语义向量。这

些向量捕捉了文本的语义信息，使得具有相似意义

但不完全相同的词语或句子能够在向量空间中

靠近。

本研究根据查询问题的解析转换自适应的选择

SQL 或 DVR 检索通道，这种混合检索充分利用了

SQL 检索的准确定位性和 DVR 有效捕捉语义关联

性，以更好地处理复杂逻辑的嵌套关系。例如，在

查询关于马铃薯早疫病与晚疫病的症状区别及防治

意见时，可以通过SQL语句直接访问包含疾病名称

和症状描述等字段，提供一些精确简短的关键信

表2  农作物病虫害研究单跳查询模板

Table 2  Single-hop query template for crop diseases and 

pests research

模板类型

症状解决

病虫害

方法询问

传播途径

环境影响

表达式示例

｛作物｝｛症状｝怎么办？

｛症状｝是什么病？

｛病害｝用什么药？

｛病虫害｝是如何传播的？

｛病虫害｝与哪些环境因素
有关？

用户输入示例

小麦叶锈病怎么办？

水稻叶子上的白点是什
么病？

小麦赤霉病用什么药？

稻瘟病是如何传播的？

稻瘟病与哪些环境因素
有关？

农业权威
网站

社交媒体和
在线论坛

农业相关
文献

结构化数据

半结构化
数据

非结构化
数据

数据源 数据类型

数据获取

模式构建 知识抽取

实体向量化

相似度比较

大模型优化
融合

实体对齐

结构化
知识库

去除特殊符号
数据格式

统一 分块存储
非结构化
知识库

数据处理
数据存储

去除噪声 属性标准化

图1 

农作物病虫知识库构

建流程

作物病虫害

作物种类

玉
米

小
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水
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虫
害
学
名

寄
主
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害
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虫
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征
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目
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害
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原

传
播
途
径
与
发
病
条
件

危
害
部
位

病
原
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防治方法

生
物
防
治

化
学
防
治

病
害
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称

棉
花

马
铃
薯

图2农作物病虫害知识库模式层

图3 检索增强问答生成方法的总体架构
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图4 多跳查询检索方式

输出
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Knowledge

融合

Knowledge

混合分块

融合

非结构化知识存储

查询分类

关键词索引

X=   SQL
转化

X=   SQL
转化

BM25检索

  向量检索                

复杂表拆分

知识抽取融合

查询转换
混合检索

结构化知识存储

SQL
检索

分块存储与索引

知识库检索

文本数据

Json

Word

txt

病害名称：马铃薯
晚疫病又称薯瘟
病，由致病疫霉引

起……

马铃薯晚疫病
是什么？

马铃薯晚疫病是由致病
疫霉菌引起的一种严重
真菌性病害，广泛分布
于全球温带区…

答案生成

图4　多跳查询检索方式

Fig. 4  Multi-hop query retrieval method
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息。DVR 可检索与“马铃薯早疫病与晚疫病的症

状区别”相关片段，在提供关键信息的基础上增加

了症状的相关背景信息。

对于多跳查询的检索结果，若将存在差异性的

SQL 检索与 DVR 结果直接合并会导致信息冗余与

逻辑断裂。在此，本研究采用倒数排名融合 RRF

（Reciprocal Rank Fusion）［24］ 算法对 SQL 检索与

DVR 结果进行排序融合。该算法无需预先训练或

调整权重参数即可实现异构检索结果的协同优化，

其计算如公式（5）所示。

score (d ) = ∑
q ∈ Q

1
k + rankq (d )

（5）

式中：Q表示检索方式类型；rankq (d )为文档

d在第 q种检索结果中的排名；k为调节参数，常称

其为平滑因子。RRF算法的排序结果是排名靠前的

文档贡献显著权重，越靠后的排名，权重贡献度

越低。

1.4　大模型生成　

大模型答案生成过程分上下文组织和模型的推

理引导。上下文组织的核心是将检索到的相关文档

片段按其与问题的相关性从高到低进行二次排序，

从而识别并选择能够最大程度满足问题需求的相关

文档。然后进行关键片段精炼，即在选定的相关文

档片段中识别最具信息量和指导性的片段，这些片

段能够直接回答问题或能提供重要的背景信息，从

而提升信息的有效性和针对性。模型推理引导则包

含多步推理与答案规范化两个重要环节。在多步推

理过程中，通过链式［25］思维模板（prompt，如表 3

所示）强制模型显式分解推理过程，这种层层递进

式的逻辑引导促使大语言模型逐步深入分析输入信

息，深度挖掘复杂语义关联，规避思维跳跃。答案

规范化环节则对模型生成的初步答案进行格式、语

义等方面的规范处理，使其符合既定的输出标准，

提升答案的可读性与可用性。

表3  答案生成提示词设计模板

Table 3  Answer generation prompt word design template

环节

上下文组织（为模型推理
提供背景等信息）

模型多步推理与答案生成

步骤

P1

P2

P3

P4

内容

你是一名农业病虫害防治专家，需基于知识库检索到的内容，依据解读的用户问题生成专业、可信的答案。
请严格遵循以下步骤生成回答：用户查询｛query｝
**上下文组织**
读取定位相关片段并排序：
- 文档1：｛检索片段1｝
- 文档2：｛检索片段2｝
- ……（最多保留Top K个相关片段）
根据这些片段与｛query｝的相关性，从高到低对文档片段重新排序，结果存入数组中如［文档2编号，文档1
编号……］

**关键信息提炼**
- 从上述文档中提取与问题直接相关的信息；（如症状描述、病原特征、防治方案等）

**模型多步推理**
根据以下链式模板分步分析问题，确保答案逻辑严谨：
1. *症状匹配*：
- 用户描述：“｛用户输入症状｝”
- 匹配知识库症状：“｛检索片段中的症状描述｝”
- 关联病害：“｛病害名称｝”（引用文档）
- 关联特征：｛斑点/断裂/疱状病斑/表皮破裂｝（引用文档）
- 关联部位：｛叶片/茎/穗｝（引用文档）
2. *病因推断*：
- 病原类型：｛真菌/细菌/病毒/害虫｝（引用文档）
- 诱发因素：｛环境条件/种植习惯｝（引用文档）
- 传播途径：｛昆虫/真菌/风雨｝（引用文档）
3. *防治建议*：
- 农业防治：｛轮作/土壤处理｝（引用文档）
- 化学防治：｛农药｝推荐2~3种农药，注明用量（引用文档）
- 生物防治：｛天敌/微生物制剂｝（引用文档）

**答案生成**
请从病虫害名称、病原、病原特征、危害部位、危害症状、发病条件、传播方式、防治方法这些方面对｛query｝
全面分析，结果控制在200字左右；逻辑清晰，确保内容简练、无冗余。
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2 结果与分析 

实验数据集主要使用了自建数据集和公共数据

集两类，其中自建的典型农作物病虫害问答数据集

（包含 200条单跳查询、200条多跳查询，以及用于

测试多样化问答能力的 150 条比较型、150 条判断

型、150条选择型查询）。公共数据集为生物医学领

域PubMedQA。

2.1　实验环境与评价指标　

为验证本研究提出的AHR-RAG （Adaptive Hy‐

brid Retrieval-RAG）方法性能，根据实验需求配置

了相应的实验环境及参数，详细配置信息如表 4

所示。

为了定量化评估模型输出的回答效果，本研究

选择了问答系统中常用的量化评价指标：召回率、

准确率、F1 值，以及响应时间。相关计算如公

式（6）~公式（8）所示。

F1 =
2 ⋅ Precision ⋅ Recall

Precision + Recall
（6）

Precision =
TP

TP + FP
（7）

Recall =
TP

TP + FN
（8）

式中：Precision 为准确率；Recall 为召回率；

TP （True positive） 为真正例，指模型正确识别出

的病虫害信息，如准确判断病症并推荐对应防治措

施；FP （False positive）为假正例，是模型误判产

生的错误信息，如将一种病害误诊为另一种并提出

不当防治建议；FN （False nagative）为假负例，指

模型未能检索或回答本应包含的关键专业知识，例

如遗漏某种重要病原或有效的环境调控措施。

2.2　检索召回量Top K确定实验　

为了探究召回数量 （Top K） 对各检索算法性

能的影响，采用单跳和多跳混合数据集，在保持其

他参数不变的前提下，调整Top K值，观察各算法

检索结果的准确率与召回率的变化，其实验结果如

表5与图5所示。

分析表 5可知，当Top K从 1增至 5时，各检索

算法的性能基本都在提升，但 AHR 检索算法表现

更佳，其召回率与准确率分别从 0.523、0.607提升

至 0.791、0.822，平均每增加 1 个召回结果，召回

率提升约 6.7 个百分点。这说明适量扩大候选集可

覆盖更全面的相关文档。当Top K>5后，四种检索

方法的召回率与准确率均出现下降，当Top K达到

8 时，AHR 召回率由 0.791 降至 0.705，准确率由

0.822 降至 0.735。说明随着 Top K 的增加，引入了

无关文档导致冗余数据的积累，会对 LLM 产生负

面影响。在Top K=5的峰值点，AHR检索的召回率

较DVR （最优单一检索方式）高 8.95%。因此，本

研究最终选择Top K=5作为检索的默认配置。

2.3　对比实验　

2.3.1　基线模型对比　

为验证 AHR-RAG方法在垂直领域问答方面的

性能，基于本研究构建的农作物病虫害数据集，选

择了较为出色的 Self-RAG、Adaptive-RAG 等基线

模型与本研究方法进行对比，结果如表6所示。

分析表 6 可知，AHR-RAG 方法在垂直领域的

问答任务中优势显著。相较于无检索策略的基线模

型，AHR-RAG 在 Qwen1.5-7B-Chat 模型上将准确

率和F1值分别提升了 0.193和 0.170。与主流改进方

法相比，AHR-RAG 在保持较低响应时间的同时，

表4  实验环境及参数配置信息

Table 4  Experimental environment and parameter 

configuration information

实验环境及参数

操作系统

Python

CUDA

GPU

Torch

显存

BM25算法参数

RRF算法参数

模型回答超参数

配置信息

Linux Ubuntu

3.10

13.4

4*NVIDIA GeForce GTX 1080Ti

1.21.3

48 G

k1= 1.5； b=0.75

k = 60

Temperature= 0.3

表5  召回率与准确率随Top K的变化

Table 5  Recall and precision vary with Top K

Top K

1

2

3

4

5

6

7

8

准确率

AHR

0.607

0.705

0.756

0.782

0.822

0.785

0.764

0.735

DVR

0.554

0.654

0.703

0.758

0.774

0.743

0.698

0.662

SQL

0.452

0.559

0.608

0.659

0.706

0.653

0.621

0.578

BM25

0.407

0.501

0.554

0.626

0.679

0.627

0.582

0.547

召回率

AHR

0.523

0.634

0.692

0.745

0.791

0.762

0.733

0.705

SQL

0.487

0.598

0.649

0.708

0.743

0.721

0.683

0.647

DVR

0.412

0.521

0.584

0.642

0.726

0.668

0.637

0.602

BM25

0.376

0.463

0.531

0.604

0.657

0.613

0.561

0.535
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其 F1值较 Self-RAG 和 Adaptive-RAG 分别提高 0.05

和 0.021，准确率高达 0.896，Self-RAG检索在面对

复杂多变的输入时，对检索结果和生成内容的评估

可能出现偏差，导致模型在调整输出时出现误判，

从而影响整体性能。Adaptive-RAG 通过预训练分

类器动态选择检索策略，与AHR-RAG检索策略相

似，但AHR-RAG增加了混合分块法与检索融合机

制，提升分块质量的同时增强了向量检索与SQL检

索的协同，即融合了向量检索的深层语义关联与

SQL检索的结构化知识精准匹配性，有效克服了单

一检索的模糊性、机械性，显著提升了对复杂农业

问题回答的准确性和知识覆盖度，使得检索结果更

为精准高效。另外，AHR-RAG在GLM和Baichuan

等不同基座模型上依然表现稳定，验证了本方法的

普适性。

为进一步评估本方法的领域迁移性与泛化能

力，使用生物医学领域公共数据集PubMedQA进行

对比实验，结果如表7所示。

由表 7可知，AHR-RAG方法有较好的通用性，

不管是农业领域还是医疗领域，AHR-RAG 相较于

Self-RAG 与 Adaptive-RAG 性能均有提升。可能的

原因是AHR-RAG的混合分块方法结合重叠机制充

分保留上下文关联性，更好地增强模型推理的语义

信息。

2.3.2　不同查询类型实验　

本研究全面评估了多种检索增强生成方法对多

类型查询问题的回答效果。根据农业知识问答任务

的特征，将查询模式划分为比较型、判断型和选择

型三类。实验采用分层抽样方法构建测试集，通过

控制变量法确保各模型在相同评估条件下进行对

比，实验结果如表 8 所示，针对选项位置偏差问

题，采用均衡选项分布策略以消除选择偏好对评估

结果的影响。

分析表 8 可知，AHR-RAG 方法在应对多样化

农业问答需求方面展现出卓越的适应性，尤其在复

杂知识对比与精准决策场景下优势显著。相较于模

型仅利用先验知识的方法，本研究AHR-RAG方法

对比较、判断、选择三种查询类型的准确率分别提

升了 0.231、0.123、0.157。Naive-RAG 在处理复杂

语义及多样化查询时能力有限。Self-RAG引入自反

馈机制，能够较好地适应多变的农作物病虫害知识

体系及多样性查询场景。Adaptive-RAG 能依据查

询复杂度动态调整检索策略，在一定程度上提高了

检索适配性。而AHR-RAG之所以在三类查询问题

上的性能均有领先，其原因是本方法设计了一套针

对农业垂直领域问答特性的闭环（知识库构建→检

索增强→答案生成）优化方案。高质量知识库为答

案生成提供了专业、准确的知识原料；自适应混合

检索实现了精准检索与语义关联的最优组合供给；

结构化提示工程严格引导模型按领域知识逻辑推理

并忠实于检索结果生成答案。

2.3.3　不同复杂度查询实验　

为了全面评估 AHR-RAG 方法在农作物病虫害

问答生成领域中的表现，本研究构建了包含不同复

杂度的问答数据集，依据实体嵌套层级与逻辑连接

词密度将测试集划分为单跳查询与多跳查询两类，

实验结果如表9所示。

表7  农作物病虫害智能问答研究公共数据集测试

Table 7  Test on public dataset for intelligent Q&A research on 

crop diseases and pests

Method

无（RAG）

Naive-RAG

Self-RAG

Adaptive-RAG

AHR-RAG

Recall

0.352

0.448

0.528

0.601

0.709

Precision

0.437

0.451

0.496

0.562

0.583

F1

0.389

0.449

0.511

0.581

0.640

Time/s

0.56

1.36

3.54

2.46

3.23

表8  农作物病虫害智能问答研究不同查询类型准确率测试

Table 8  Accuracy testing for different query types of intelligent 

Q&A research on crop diseases and pests

模型

Qwen

Naive-RAG

Self-RAG

Adaptive-RAG

AHR-RAG

比较型

0.652

0.684

0.725

0.754

0.883

判断型

0.803

0.847

0.882

0.899

0.925

选择型

0.741

0.795

0.836

0.852

0.898

表6  农作物病虫害智能问答研究基线模型对比

Table 6  Comparison of baseline models for Intelligent Q&A 

research on crop diseases and pests

RAG

No RAG

Naive RAG

Self-RAG

Adaptive-RAG

AHR-RAG

AHR-RAG

AHR-RAG

Model

Qwen1.5-7B-Chat

Qwen1.5-7B-Chat

Qwen1.5-7B-Chat

Qwen1.5-7B-Chat

Qwen1.5-7B-Chat

GLM

Baichuan

Recall

0.725

0.751

0.823

0.848

0.872

0.865

0.867

Precision

0.703

0.735

0.845

0.878

0.896

0.868

0.857

F1

0.714

0.743

0.834

0.863

0.884

0.866

0.862

Time/s

1.02

1.13

3.42

2.63

2.43

2.71

2.68
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由表 9分析可得，Naive-RAG 框架受限于其端

到端简单检索范式，在多跳查询中因语义解析不完

整导致准确率相较于单跳查询时下降了 0.204，

Self-RAG应对多跳查询的回答有局限性。Adaptive-

RAG 采用多知识源迭代检索策略，虽在单跳查询

中达到 0.892 的准确率，但知识融合阶段的注意力

稀释效应导致其从单跳查询时的 0.892 的准确率

降到多跳查询时的 0.689。而 AHR-RAG 有效克服

了复杂语义解析与知识融合难题，在单跳查询时

准 确 率 为 0.921， 相 较 于 Adaptive-RAG 提 升 了

0.029；在多跳查询场景中，其准确率为 0.748。

相较于 Self-RAG 和 Adaptive-RAG，准确率分别提

升 0.082 和 0.059。

2.3.4　消融实验　

为验证分块和检索等对本研究方法整体性能的

具体贡献，在本研究构建数据集上进行了消融实

验。具体设置如表 10所示，其中 NO chunk表示去

掉混合分块，采用固定长度块分块方法，长度为

512 token，其他不变；NO Retrieval 表示去掉自适

应混合检索方法，采用传统向量相似度检索，其他

不变；NO Prompt表示去掉 prompt，使用默认提示

模板，其他不变；实验结果如表10所示。

根据表 10 分析可得，相较于固定长度分块方

法，AHR-RAG 方法的准确率提升 0.018，F1值提升

0.020，响应时间缩短了 0.5 s。在检索增强生成方

面，AHR-RAG 通过优化提示词策略，相比直接传

递检索结果给模型输出，准确率提升了 0.013，F1

值提升 0.009，尽管响应时间稍有增加，但生成质

量得到了显著提升，生成逻辑性更强的回答、内容

更丰富的答案。

2.3.5　生成问答实例对比　

将本方法与千问大模型在简单和复杂问题下的

回答生成示例进行了展示，具体如图 5 和图 6

所示。

通过对比分析发现，相较于千问大模型，本方

法生成的答案在内容上更为精确与完善。即使用户

提供的症状描述较为模糊，本方法的检索模块仍能

通过对症状信息进行深度挖掘，筛选出高度契合的

病害信息，为用户提供全面且有价值的参考。

3 结 论

本研究提出的自适应混合检索增强大模型智能

问答方法的研究成果总结为以下3点。

1）构建了含 87 901条非结构化文本与 916 239

条结构化三元组的规模较大的高质量多类型病虫害

表9  单跳查询与多跳查询准确率测试

Table 9  Accuracy test of single-hop and multi-hop queries

模型

Qwen

Naive-RAG

Self-RAG

Adaptive-RAG

AHR-RAG

单跳查询

Recall

0.681

0.750

0.843

0.861

0.895

Precision

0.722

0.797

0.882

0.892

0.921

F1

0.701

0.773

0.862

0.876

0.908

多跳查询

Recall

0.469

0.603

0.678

0.701

0.723

Precision

0.461

0.593

0.666

0.689

0.748

F1

0.465

0.598

0.672

0.695

0.735

表10  农作物病虫害智能问答研究消融实验结果

Table 10  Results of ablation experiments of intelligent Q&A re‐

search on crop diseases and pests

模型对比组

AHR-RAG

NO chunk

NO Retrieval

NO Prompt

Recall

0.872

0.851

0.835

0.867

Precision

0.896

0.878

0.823

0.883

F1

0.884

0.864

0.829

0.875

Time/s

2.6

3.1

3.4

2.5

图5　AHR-RAG方法生成农作物病虫害的答案示例

Fig. 5  Example of crop pests and diseases answers generated 

by the AHR-RAG method
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知识库，为农业知识服务和模型微调提供可靠的领

域知识。

2）设计的混合分块策略突破了传统分块方法

在农业文本处理中的性能瓶颈，相较于常规固定长

度分块法，其准确率提升0.018，F1值提升0.020。

3）实现了动态路由检索结果和提示信息的有

机融合机制，显著提升复杂查询的语义解析能力。

在多跳查询时，本研究方法相较于 Self-RAG 和

Adaptive-RAG，准确率分别提升 0.082和 0.059，并

基于本研究方法设计实现了智能问答系统。

未来工作将围绕多模态知识融合、低资源场景

优化与边缘端部署开展。

利益冲突声明：本研究不存在研究者以及与公开

研究成果有关的利益冲突。
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Intelligent Q&A Method for Crop Diseases and Pests Using 
LLM Augmented by Adaptive Hybrid Retrieval

YANG Jun1, YANG Wanxia1*, YANG Sen1, HE Liang2,3, ZHANG Di1

（1. College of Electrical and Mechanical Engineering, Gansu Agricultural University, Lanzhou 730070, China; 2. School of 

Computer Science and Technology, Xinjiang University, Urumqi 830046, China; 3. Beijing National Research Center for Infor‐

mation Science and Technology/ Department of Electronic Engineering, Tsinghua University, Beijing 100084, China）

Abstract: [Objective]　Extracting valuable knowledge from vast amounts of dispersed, heterogeneous, and unstructured agricultural big 

data, correlating and structuring it, and enhancing large models to form intelligent question-answering systems enables the effective 

delivery of services to all in agriculture. This approach can rapidly advance the scientific and precision-based development of agricul‐

tural production. Existing agricultural Q&A systems lack enough semantic understanding of complex symptoms, while general-pur‐

pose large language models (LLMs) produce factual hallucinations due to incomplete training data coverage. The research aims to ad‐

dress the issues of insufficient scale and low quality in the construction of knowledge bases in the agricultural field. [Methods]　First, 

disease and pest data were collected along for five typical crops: wheat, rice, corn, potatoes, and cotton. Using manual verification 

methods, outliers were precisely identified and removed, ultimately yielding 87 901 unstructured data entries. Then, a few-shot learn‐

ing model was employed to extract entities defined in the pattern layer, and these entities were aligned with the semantic vectors of 

Bert and LLM prompt engineering, ultimately yielding a triplet knowledge base of 916 239 entries for knowledge retrieval. A knowl‐

edge retrieval-augmented LLM approach for intelligent Q&A on crop diseases and pests was proposed, specifically the adaptive hy‐

brid retrieval-augmented generation (AHR-RAG) approach. Firstly, an overlapping mechanism was introduced during fixed-length 

segmentation to mitigate semantic fragmentation. Simultaneously, vector semantic similarity was used to match highly related text 

blocks with the topic for optimization and storage. Then, single-hop and multi-hop retrieval were designed based on the complexity of 

the problem. Single-hop retrieval used the BM25 algorithm to match information extracted from the query with document content in 

the Elasticsearch index, feeding the results into the LLM to enhance answer generation. Multi-hop retrieval first converted user que‐

ries into structured conditions and semantic vector representations. Results retrieved from different knowledge bases were then fused 

using reciprocal rank fusion (RRF) and fed into the LLM. [Results and Discussions]　The proposed method was experimentally com‐

pared with multiple baseline approaches, including different query types and complexity queries. The results demonstrated that the 

proposed method achieved accuracy and F1 improvements of 0.193 and 0.170, respectively, on the Qwen1.5-7B-Chat model. Com‐

pared to the improved methods Self-RAG and Adaptive-RAG, AHR-RAG maintained low response times while achieving F1 improve‐

ments of 0.05 and 0.021, respectively, with an accuracy as high as 0.896. For multi-type question-answering tasks, compared to the 

Naive-RAG method that relied solely on prior knowledge, the AHR-RAG approach achieved accuracy improvements of 0.231, 0.123, 

and 0.157 for comparison, judgment and selection query types, respectively. For parsing complex semantics, AHR-RAG also demon‐

strated significant advantages. In single-hop queries, its accuracy reached 0.921, representing a 0.029 improvement over Adaptive-

RAG. In multi-hop query scenarios, its accuracy reached 0.748, achieving gains of 0.082 and 0.059 over Self-RAG and Adaptive-

RAG respectively. In retrieval-augmented generation, AHR-RAG achieved a 0.013 increase in accuracy and a 0.009 improvement in 

F1 by optimizing prompt strategies, compared to directly feeding retrieval results to the model for output. [Conclusions]　This research 

demonstrates strong adaptability to diverse query types and excels at reasoning complex queries such as multi-hop searches. It delivers 

significant advantages in answer generation accuracy, relevance, and comprehensiveness, producing responses with enhanced logical 

coherence and richer content. Future work will explore the integration of multimodal knowledge bases.
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