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基于CornYOLO的冠层内玉米果穗目标检测方法
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摘 要： ［［目的目的/意义意义］］玉米是主要粮食作物，果穗作为玉米关键表型性状，其形态、大小及颜色特征能够有效反

映植株生长状态及潜在产量。传统的田间玉米果穗检测依赖人工，效率低且劳动强度大。随着密植栽培模式的推

广，玉米冠层结构愈发密集，人工进入田间开展果穗测量不仅操作困难，还容易对植株造成机械损伤，进一步限

制了数据的准确性与代表性。因此，亟需高效的自动化检测技术。［［方法方法］］为实现复杂田间环境下玉米果穗的高效

精准检测，提出一种基于改进YOLO11n（You Only Look Once 11）的CornYOLO模型。创新性地采用无人车搭载全

景相机进行图像采集，构建了高质量的田间数据集，并在此基础上提出了 3项核心模型改进：1）采用动态点空

间注意力的跨阶段部分网络（Cross Stage Partial Network with Dynamic Pointwise Spatial Attention, C2PDA）以提升对

遮挡目标的识别鲁棒性；2）引入特征优化模块（Feature Refinement Module, FRM）以增强多尺度目标检测能力；

3）使用统一交并比（Unified Intersection Over Union, UIoU）损失函数以优化边界框回归精度。为作物田间表型高

通量获取提供了一种从数据采集到智能识别的端到端解决方案。［［结果和讨论结果和讨论］］  CornYOLO在复杂田间环境下表现

出优异的检测性能，在验证集上mAP@50达到 89.3%，相较于YOLO11n，F1分数提升 2.5个百分点。相较于其余基

线模型，其mAP@50提升显著，最高达 12.6个百分点。消融实验表明，C2PDA、FRM与UIoU这 3个模块均对性能

提升有积极贡献，其中C2PDA作用最为关键。［［结论结论］］ CornYOLO模型能够高效精准地识别田间玉米果穗，为玉米

育种表型分析和产量预测提供可靠的技术支持，推动玉米果穗信息提取的智能化发展。
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0 引 言

玉米是全球主要粮食作物之一，广泛应用于食

品加工，具有重要的营养价值和经济意义［1, 2］。培

育高产品种并实施科学种植管理是提升玉米产量和

质量的核心策略［3］。果穗作为玉米关键表型性状，

其形态、大小及颜色特征能够有效反映植株生长状

态及潜在产量［4, 5］。因此，精准获取不同生育期田

间玉米果穗图像，对于育种研究和产量预测具有重

要价值［6］。目前，田间玉米果穗表型检测主要依赖

人工操作，劳动强度高、效率低下，难以满足现代

育种研究的高通量需求。当前，基于地面或者近地

面无人机/无人车的作物表型分析技术正处于快速

发展阶段，已成为智慧农业和精准育种的核心工

具［7, 8］。通过搭载多光谱、高光谱、热红外及可见

光传感器，无人机能够高效获取作物冠层的高分辨

率图像，实现对植株高度、叶面积指数、生物量、

胁迫响应等关键表型性状的无损监测［9-11］。

结合人工智能算法，研究人员能够自动化提取

和分析海量图像数据，显著提升表型识别的精度与
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效率［12, 13］。目标检测技术在农业领域的应用正迅速

拓展，通过高效识别与定位作物、杂草、病虫害及

成熟果实，显著提升农业生产的智能化水平［14-16］。

借助深度学习模型，无人机或地面设备可实时分析

田间图像，精准监测作物生长状态、区分杂草与作

物以实现精准施药，或自动识别果实成熟度引导机

器人采收［17-19］。当前，目标检测技术作为计算机视

觉的核心分支，已在玉米表型检测领域得到深入且

广泛的应用，显著推动了作物监测与性状提取的自

动化进程。例如，ALZADJALi等［20］提出一种基于

YOLO （You Only Look Once） 的检测模型，用于

从无人机图像中提取玉米雄穗，实现了 92%的检测

准确率。该方法通过融合多光谱图像技术，有效支

持了田间实时监测，但仍需应对云层遮挡与光照变

化 带 来 的 干 扰 。 QI 等［21］ 则 开 发 了 MT-YOLO

（Missed Tassels-YOLO） 模型，专门用于识别杂交

玉米中的遗漏雄穗，其平均精度达到 93.1%，体现

出优异的识别鲁棒性。FALAHAT 和 KARAMI［22］

提出了一种改进的 YOLOv5n 网络，用于玉米穗的

检测与计数，该模型通过结构优化显著提高了计算

效率，能够在单位时间内处理更多图像，在保持高

精度的同时展现出卓越的实时性能与吞吐量优势。

为推进玉米田病害的精准防治，YADAV等［23］开发

了一套基于 YOLOv5 模型的无人机智能喷药系统。

该系统通过机载视觉设备实时捕捉田间影像，并利

用轻量化的YOLOv5模型快速识别病害区域，进而

驱动无人机实现针对性定点施药。这一方法有效实

现了对玉米田病害的实时监测与防控，为精准农业

中的病害管理提供了可行的技术路径。目前，玉米

表型研究已在冠层性状检测方面取得了不错的成

果。冠层内部的结构、果穗及籽粒等性状，因其蕴

含更为直接和关键的表型信息，在产量评估与病虫

害识别等应用中具有重要研究价值。例如，KHA‐

KI 等［24］开发了一种基于卷积神经网络 （Convolu‐

tional Neural Networks, CNN） 的玉米籽粒检测网

络。该模型基于包含不同光照条件的采摘后玉米数

据集进行训练，能够有效应对非标准光照环境，实

现 玉 米 雌 穗 图 像 的 自 动 籽 粒 定 位 与 计 数 。

SPRAGUE等［25］为量化玉米果穗的生长角度，基于

YOLOv8目标检测架构，提出了一种先进的果穗朝

向估计模型。该方法通过计算机视觉技术实现了对

果穗空间姿态的自动化解译，有效替代了传统人工

测量。赵仲文等［26］基于生产线采集的新鲜玉米数

据集，开发了用于检测采摘后玉米果穗优劣的 SS-

YOLOv8 （SPDConv SimAM-YOLOv8） 模型，该

模型兼顾了检测精度与轻量化需求，为鲜食玉米的

自动化分选提供了可行方法。为评估机械脱粒后的

玉米质量，FU等［27］基于RGB图像，利用图像处理

与分析方法对完整籽粒与损伤部分进行区分，为该

环节的质量控制提供了技术依据。同样，CHEN

等［28］利用改进的 YOLOv7 模型，对采摘后的玉米

果穗进行检测，实现了对缺粒和苞叶残留等质量问

题的有效识别。值得注意的是，上述关于玉米冠层

内果穗识别研究，多依赖于实验室环境下采集的采

摘后果穗图像，然而，在真实田间场景中，玉米植

株种植密集、冠层层次复杂，果穗通常位于植株中

下部，常受到叶片和茎秆的严重遮挡，导致基于无

人机或手持设备的图像采集难以获取完整、清晰的

果穗信息。叶片与茎秆的密集遮蔽不仅削弱了果穗

的可见区域，导致视觉特征提取不完整，也进一步

加大了复杂场景下稳健检测的难度。这也导致当前

目标检测算法在果穗识别中普遍存在识别精度有

限、误检与漏检率高等问题。

综上，当前图像检测技术在玉米果穗检测场景

下，仍面临以下问题。一是由于玉米植株种植密

集、冠层结构复杂，采用人工或无人机平台均难以

获取高质量的冠层内部图像。二是现有检测模型在

复杂田间环境下识别精度仍有待进一步提升。三是

目前研究多聚焦于实验室环境下果穗检测，而针对

大田环境下果穗检测研究相对稀缺。

针对上述问题，本研究旨在开发一种适用于大

田复杂环境的玉米果穗检测方案。通过搭载全景相

机的地面无人车，系统采集试验田不同小区的玉米

图像数据。在算法层面，本研究基于 YOLO11n 模

型提出一种改进的CornYOLO检测框架，以提升田

间自然场景下果穗检测的精度与效率，以期为玉米

育种表型解析与产量预估提供可靠的技术支持。

1 数据与方法 

1.1　研究区与现场试验设计　

研究区位于河南省荥阳市（34°36′~34°59′N， 

113°7′~113°30′E），地处中纬度地带，属暖温带大

陆性季风气候，年平均气温 14.3 ℃，平均年降水量

约为 608.8 mm。研究区试验田含 80 组玉米育种品

系，每个小区的尺寸为 2.5 m × 5 m，小区共种植

4 行玉米。于 2023 年夏季玉米的 6 个关键生育期

（P1~P6） 采集田间图像。采集时期如下：P1 （8 月

11日），P2 （8月 18日），P3 （9月 1日），P4 （9月 6
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日），P5 （9月14日），P6 （9月21日）。

实验过程中使用大疆机甲大师S1（中国深圳市

大疆创新科技有限公司） 搭载全景相机 （Insta360 

X3） 来捕获试验田不同小区的玉米图像，其中全

景相机搭载 1 个 4 800 万像素的传感器。采集时，

为保障相机与玉米果穗处于相近高度，全景相机通

过延长杆固定于地面无人车上（距地约 1.5 m）。在

每 1小区的中央位置停放无人车进行图像捕获，确

保成像质量和完整覆盖。研究共采集 480 张图片，

其中每个小区在每个时期对应 1张图片，基于无人

车和全景相机的玉米果穗图像采集方案如图 1 所

示，其中图 1a 为无人车，图 1b 为数据采集使用的

全景相机，图 1c 为搭载全景相机的无人车，图 1d

为使用实验设备拍摄的图像。

1.2　数据标注和预处理　

对原始数据进行随机裁剪，设定最大重合率不

超过 35%，最终获得 1 152 张像素尺寸为 4 480×

4 480 的图像。部分数据如图 2 所示，其中，图 2a

为未成熟玉米田间图像，图 2b 为成熟玉米田间图

像。从图 2的样本可见，复杂的田间环境给检测带

来了巨大困难：果穗不仅被茎叶严重遮挡，而且其

颜色与背景趋于一致，这使得准确识别的难度大大

增加。之后使用LabelImg工具对图像进行标注，生

成 1 152张标注样本。实验采用动态数据增强策略，

通过在每次训练迭代中对图像应用随机变换显著增

加模型接触的视觉数据多样性。该策略有效提升模

型的泛化能力，并有助于抑制过拟合现象。动态数

据增强参数配置如表1所示。

数据标注后将数据集按照 4∶1∶1的比例划分

为训练集、测试集、验证集，具体包括 768张训练

图像、192 张测试图像和 192 张验证图像。验证集

用于评估模型的泛化性和准确性，而测试集用于评

估模型的稳健性。

1.3　CornYOLO模型　

YOLO11n 是 KHANAM 和 HUSSAIN［29］ 基于

YOLOv8 提出的改进模型，包含 5 个不同版本：

YOLO11n、 YOLO11s、 YOLO11m、 YOLO11l 和

YOLO11x。各版本因特征提取模块和卷积核结构

设计的差异，在参数量与计算复杂度上存在显著不

同。尽管YOLO11在多数场景表现优异，但在复杂

a. 大疆机甲大师S1 b. 全景相机 c. 搭载了全景相机的无人车 d. 实际拍摄的田间图片

图1　基于无人车和全景相机的玉米果穗图像采集方案

Fig. 1  Corn ear image acquisition scheme based on unmanned vehicle and panoramic camera

表1  CornYOLO动态数据增强参数配置

Table 1  CornYOLO dynamic data augmentation parameter con‐

figuration

变量

Fliplr

hsv_h

hsv_s

hsv_v

Translate

Scale

数值

0.500

0.015

0.700

0.400

0.100

0.500

                     a.未成熟玉米                                b.成熟玉米

图2　部分田间玉米图像展示

Fig. 2  Partial field corn image data display
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田间环境下仍面临挑战，例如对图像中尺寸差异显

著的玉米目标易产生漏检，且在玉米果穗受茎叶遮

挡时检测性能大幅下降。综合考虑训练资源消耗与

模型性能要求，本研究选择以 YOLO11n 为基础进

行改进，旨在提升其对复杂田间玉米果穗的检测能

力。CornYOLO相对于YOLO11主要有以下改进：

（1）提出动态点空间注意力的跨阶段部分网络

（Cross Stage Partial Network with Dynamic Pointwise 

Spatial Attention, C2PDA），用于替换逐点空间注意

力 的 跨 阶 段 部 分 网 络 （Cross Stage Partial with 

Pointwise Spatial Attention， C2PSA）。该模块通过

动态通道加权和位置感知建模提升对遮挡目标的识

别性能。

（2） 引入特征优化模块 （Feature Rrefinement 

Module, FRM），以替换 YOLO11n 中的空间金字塔

池化 -快速 （Spatial Pyramid Pooling-Fast， SPPF）

模块。该模块通过双向池化和空间-通道协同注意

力机制增强多尺度目标检测能力，优化大尺度玉米

果穗的空间定位。

（3） 采 用 统 一 交 并 比 （Unified Intersection 

Over Union, UIoU） 损失函数，通过动态权重分配

优化低质量检测框，提升模型在密集目标场景下的

定位精度和收敛稳定性。

基于上述改进构建的CornYOLO模型，其整体

网络结构如图3所示。

1.3.1　C2PDA改进模块　

C2PDA 模块通过协同整合动态通道加权机制

与位置感知建模，增强特征表达的空间判别能力和

通道敏感性，从而显著提升模型在茎叶遮挡、多尺

度目标等复杂农田场景下的玉米果穗识别性能。其

核心部分动态点空间注意力 （Dynamic Pointwise 

Spatial Attention, PDA）模块结构如图4所示。

PDA模块基于多头注意力框架融入通道感知的

动态权重生成和卷积位置编码机制，对于维度为

X∈RB × C × H × W 的输入特征图，模块通过通道注意

力机制生成动态权重张量 Y∈RB × 3 × Hnum × 1 × 1，如

公式（1）所示，并将其解耦为Wq，Wk，Wv 这 3组

权重，如公式 （2） 所示，分别对多头注意力的

Q、K和V特征进行通道级重加权，如公式（3）~
公式（5）所示。

Yb，k，1，1 = σ (∑C = 1

C Wk，c ×(
1

HW∑
i = 1

H ∑
j = 1

W

Xb，c，i，j ) + bk )（1）

Qw，Kw，Vw = split (Yb，k，1，1 ) （2）

Q = Q⊙Qw （3）

K = K⊙Kw （4）

V = V⊙Vw （5）

式中：b为当前处理的样本在批次中的位置；k

为当前计算的输出通道位置；c为当前求和的输入

Backbone

Input

CBS0 CBS0

CBS1 CBS1

C3K22 C3K22
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图3　CornYOLO模型架构

Fig. 3  Model architecture of CornYOLO
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通道位置；i为特征图高度方向索引；j为特征图宽

度方向索引；X 为输入特征；Wk，c 为权重参数；bk

为偏置参数；σ ( )为Sigmoid 函数；Qw 为查询向量

的通道注意力权重；Kw 为键向量的通道注意力权

重；Vw 为值向量的通道注意力权重；Q 为查询向

量；K为键向量；V为值向量。

同时，原始位置编码机制被重构优化，以使其

在复杂田间环境中能表现出更优异的性能。为确保

位置信息与语义表征处于统一特征空间，在本研究

中，位置编码信息被添加到经过注意力聚合后的特

征，而非原始特征。

1.3.2　FRM特征优化模块　

YOLO11 通过 SPPF 块实现多尺度目标检测。

SPPF 借助单一尺寸的池化核进行递归池化操作，

有效提升模型对不同尺寸目标的检测性能。然而，

其串行处理机制可能导致不同尺度特征间的平衡性

不足，在特定场景下更倾向于关注较小目标特征，

从而可能影响大尺度玉米果穗检测的精度。为优化

模型在玉米田间对不同尺度玉米果穗的精确识别能

力，本研究采用 FRM 模块［30］ 替代原始的 SPPF

模块。

FRM 是一种基于方向性特征分解与自适应注

意力机制的特征优化模块。它通过水平与垂直双向

池化捕获空间结构信息，并结合空间-通道协同注

意力实现特征动态校准。模块采用异构卷积生成通

道权重图，并利用多尺度空间池化提取方向敏感特

征；随后通过双向特征融合与像素级权重分配，显

著增强目标区域的特征响应强度。其结构如图 5所

示。在复杂农业场景的玉米果穗检测任务中，FRM

能有效提升多尺度目标的鉴别能力，尤其通过抑制

茎叶背景干扰和优化大尺度玉米果穗的空间定位特

征，克服传统串行池化结构的尺度感知偏差问题，

实现检测精度与泛化性的协同提升。

1.3.3　UIoU回归损失函数　

损失函数用于衡量模型预测与真实值之间的偏

差程度。经典的 YOLO11 模型采用 CIoU （Com‐

plete Iou）损失函数，该方法易受低质量预测框干

扰，尤其是当预测框与真实框共中心点或长宽比相

同时，会丧失梯度校准能力，导致其在密集目标场

景下存在局限性。基于此，本研究采用 UIoU 作为

替代方案。

UIoU［31］是一种创新的边界框回归损失函数，

它关注不同质量预测框之间的权重分配，通过 IoU

值本身或其单调函数来自适应地调整每个预测框损

失项的权重，赋予较低质量预测框更高的权重，促

使其优先优化，而较高质量预测框的权重相对降低

以避免过度调整。这种分配策略使得模型在训练过

程中能够更有效地聚焦于更具提升空间的困难样

本，提升模型在各种复杂场景下的定位精度和收敛

稳定性。UIoU的计算公式如公式（6）和公式（7）

所示。

IoU=
Bgt ⋂ Bpred

Bgt ⋃ Bpred

（6）

UIoU = 1 - IoU + λ
d 2( )Bgt，Bpred

L2
+ ν × αν +

                          β (Δω + Δh ) （7）
式中：Bgt 为真实边界框的面积，像素的平方；

Bpred 为 预 测 边 界 框 的 面 积 ， 像 素 的 平 方 ；

d 2(Bgt，Bpred )为这两个边界框的中心之间的欧几里

得距离；L为覆盖两个边界框的最小封闭框的对角

线长度；λ为中心距离权重系数，调节预测框与真

实框中心点偏离的惩罚强度；ν × αν为长宽比一致

性分量及其关联的校正因子； β (Δω + Δh )，为尺

寸差异调制系数。

1.4　基准模型和评价指标　

为全面评估CornYOLO模型的性能，本研究选

取当前主流或集成最新检测技术的基准模型进行对

比实验，确保基准方法代表领域前沿水平。在YO‐

LO 系列中，本研究选择 YOLOv3-tiny［32］、 YO‐

LOv5n［33］、 YOLOv8n［34］、 YOLOv10n［35］ 和 YO‐

LO13n［36］，这些模型代表该系列不同的开发阶段，

并且为当前主流或最新技术。其他技术方面选择

RT-DETR （Real-Time Detection Transformer） 模型

为额外的基线模型。

本研究使用装配有 Python 3.10.18， Pytorch 

Input
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maxpool
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avgpool

Horizontal-

maxpool

Horizontal-

avgpool

Concat

Sigmoid Sigmoid

DWconv

Output
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图5　FRM模块架构

Fig. 5  Module architecture of FRM
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2.5.1 环境的笔记本进行模型的构建和改进，并在

Windows 11操作环境下进行训练和验证。电脑搭载

Intel i7-13650HX的CPU，内存大小为 24 GB，GPU

为 NVIDIA GeForce RTX 4070，显存大小为 8 GB。

所有实验均采用统一的超参设置，批量大小

（Batch_size） 为 8， 学 习 率 （Learning Rate） 为

0.02， 优 化 器 为 AdamW， 训 练 轮 次 （Epochs）

为200。

研究采用四项评估指标对模型性能进行定量分

析 ， 即 平 均 精 度 均 值 （Mean Average Precision, 

mAP），精确率 （Precision, P），召回率 （Recall, 

R），以及F1分数（F1-Score）。这些指标通过以下数

学定义实现量化评估，如公式 （5） ~公式 （8）

所示。

mAP =
1
N∑i = 1

N ∫
0

1

pi ( r )dr （8）

P=
TP

TP + FP
（9）

R=
TP

TP + FN
（10）

F1=
2 ⋅ P ⋅ R

P + R
（11）

式中：N为类别数；pi ( r )为类别 r的精度-召回

率曲线；TP 为正确检测为阳性样品的数量；FP 为

错误检测为阳性样品的数量；FN 为错误检测为阴

性样品的数量。

2 结果与分析 

2.1　CornYOLO与不同模型对比　

图 6a 和图 6b 展示了模型训练过程中 mAP@50

和 box_loss变化曲线。从图 6b中可以看出，所有模

型均在训练到 150轮时 box_loss趋于稳定，说明 200

轮训练足以满足训练需求。从图 6a 可以看出，

CornYOLO在训练阶段明显优于其他模型。此外可

以看出，YOLOv3-tiny表现相对较差，mAP@50值

小 于 85.0%， YOLO13n、 YOLO11n、 YOLOv8n，

YOLOv5n达到 85.0%以上的mAP@50值。特别的，

只有CornYOLO达到90%以上的mAP@50值。

表 2展示出不同基准模型的玉米果穗目标检测

结果对比。从表 2可以看出，YOLO11n在验证集上

的表现优于其他模型。YOLO11n 在复杂玉米田场

景下的检测能力略优于其他版本，而本研究提出的

CornYOLO 模型进一步实现了显著提升，相较于

YOLO11n、YOLOv3-tiny、YOLOv5n、YOLOv8n、

YOLOv10n、 YOLO13n 和 RT-DETR， CornYOLO

的 mAP@50分别提升 1.1、2.2、1.9、1.8、5.7、2.4

和 12.6 个百分点，F1分数分别提升 2.5、2.6、3.3、

2.7、5.8、3.2和 12.6个百分点。这证实 CornYOLO

能更精准地识别复杂田间环境中的玉米目标，并在

漏检与误检之间取得更好的平衡。

2.2　C2PDA模块有效性测试　

为验证提出的 C2PDA 是否有效，将其与当前

主流的改进方法进行对比，结果如表 3所示。对原

本的 C2PSA 模块进行改进后，模型性能均有所提

升，说明原本的 C2PSA 模块在复杂田间环境中的

特征提取能力存在不足。C2PDA 模块在验证集上

表现最佳，相较原始 C2PSA 模块，mAP@50 提升

a. mAP@50曲线变化

b. box_loss变化曲线

图6　训练过程中不同模型测试集mAP@50和box_loss变化

曲线

Fig. 6  Variation curves of mAP@50 and box_loss on the test 

set for different models during training
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0.5 个 百 分 点 ； 与 Mona （Multi-cognitive Visual 

Adapter）、CGLU （Convolutional Gated Linear Unit）

和EMA （Efficient Multi-scale Attention）模块相比，

C2PDA 的 mAP@50 提升幅度为 0.1 个百分点~1.2

个百分点。说明 C2PDA 模块有效地提升了模型在

复杂田间环境的检测能力。

2.3　不同损失函数的实验结果比较　

为探究不同损失函数对模型性能的影响，本研

究 对 比 了 CIoU、 UIoU、 PIoU （Powerful Iou）、

Wise-IoU 及 SIoU （Scylla Iou） 的表现，实验结果

如图 7 所示。结果显示，采用 UIoU 作为损失函数

时，模型取得最优性能，其 mAP@50 值较基准提

升 0.6 个百分点。相比之下，其余损失函数的提升

效果有限，PIoU 和 Wise-IoU 的 mAP@50 值相较于

CIoU 分别下降 0.8和 0.5个百分点，而 SIoU 的性能

则与CIoU相当。该结果表明，UIoU的动态权重调

整机制能更好地优化困难样本的学习过程，从而更

适用于本研究的复杂农田场景目标检测任务。

2.4　消融实验对比　

为评估CornYOLO添加模块的有效性，本研究

采用控制变量法进行消融实验，实验结果如表 4所

示。实验表明，在基础 YOLO11n 模型上引入各改

进模块均有效提升田间玉米果穗的检测性能。其

中，C2PDA 模块的贡献最为显著，mAP@50 提升

0.5个百分点，F1得分提升 0.5个百分点。随后，为

进一步增强多尺度特征提取能力而引入FRM模块，

成功优化对不同尺度目标的检测效果，F1得分提升

1.5个百分点。然而，模块叠加产生低质量检测框，

原有损失函数对此类框的优化效率不足，导致更改

后模型的 mAP@50 没有变化。为解决低质量框问

题并进一步提升性能，本研究引入UIoU损失函数。

UIoU 通过动态权重分配机制，赋予低质量检测框

更高权重进行优先优化，同时适当降低高质量预测

框的权重以避免过度调整，从而有效提升模型精

度。最终构建的CornYOLO模型性能优异，相较于

原始 YOLO11n，F1得分提升 2.5个百分点，mAP@

50提升 1.1个百分点。实验结果充分表明，CornY‐

OLO 在复杂田间环境下对玉米果穗的检测能力较

YOLO11n模型实现有效提升。

图 8展示了添加不同模块后的预测热力图，该

可视化结果直观揭示了各模块对检测效果的改进。

其中，图 8a 为验证图像的关键区域放大图，图 8b

为只添加了 C2PDA 模块的 CornYOLO 检测结果热

力图，图 8c 为添加 C2PDA 和 FRM 模块的 CornY‐

OLO 检测结果热力图，图 8d 为完整的 CornYOLO

检测结果热力图。

2.5　检测效果可视化分析　

为更加直观地展示CornYOLO在复杂田间环境

中的识别能力，使用 Grad-CAM （Gradient-Weight‐

表2  玉米果穗检测研究中不同模型的检测结果

Table 2  Detection experimental results of different models in 

maize ear detection research

模型

YOLOv3-tiny

YOLOv5n

YOLOv8n

YOLOv10n

YOLO11n

YOLO13n

RT-DETR

CornYOLO

mAP@50/%

87.1

87.4

87.5

83.6

88.2

86.9

76.7

89.3*

R/%

77.5

80.2*

76.2

74.4

78.3

76.2

71.7

79.5

P/%

87.7

82.9

88.1

84.3

86.9

88.1

72.9

91.0*

F1

82.3

81.6

82.2

79.1

82.4

81.7

72.3

84.9*

注：*为当前列最高值。

表3  CornYOLO使用不同模块的实验结果

Table 3  Experimental results of cornYOLO with different modules

模型

C2PSA

C2PSA-CGLU

C2PSA-EMA

C2PSA-Mona

C2PDA

mAP@50/%

88.2

88.3

87.5

88.6

88.7*

R/%

78.3

78.8

79.4

82.1*

81.5

P/%

86.9

89.3*

85.8

84.2

84.2

F1

82.4

83.8*

82.5

83.1

82.9

注：*为当前列最高值。

图7　CornYOLO使用不同损失函数时模型mAP@50对比图

Fig. 7  CornYOLO comparison of model mAP@50 with differ‐

ent loss functions
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ed Class Activation Mapping） 对 YOLOv8n、 YO‐

LO11n、YOLO13n 和 CornYOLO 的检测结果进行

对比，结果如图 9b~图 9e 所示，其中图 9a 为验证

图像的关键区域放大图。可以看出，YOLOv8n、

YOLO11n和YOLO13n在处理复杂图像时，其注意

力机制易发生分散，尤其当叶片、茎秆与果穗颜色

相近时，模型会错误地将注意力集中于背景叶片或

茎部，导致误识别或漏检。相比之下，CornYOLO

能够更准确地聚焦于果穗区域，即使在果穗被茎部

遮挡的情况下，其注意力仍集中于果穗可见部分，

而非整个茎秆。这种高度集中的注意力机制是其实

现更优检测性能的关键原因。

3 讨 论

玉米果穗表型参数是评估玉米产量与品质的关

键，其精确提取对精准农业和遗传育种至关重要。

然而，在密集的田间环境中实现这些参数的高通量

获取，仍是一个待解决的技术挑战［37］。传统田间

果穗检测主要依赖人工目视评估，存在效率低下、

劳动强度大等局限，难以满足现代农业高通量表型

分析的需求。本研究提出一种基于无人车搭载全景

相机采集田间图像，并结合CornYOLO模型实现果

穗精准识别的自动化方案，为玉米育种提供高效的

技术支持［38］。CornYOLO 通过集成 C2PDA 和 FRM

模块，显著提升模型在复杂田间环境中对遮挡和多

表4  CornYOLO消融实验结果

Table 4  CornYOLO ablation study results

模型

YOLO11n

√
√
√
√
√
√

C2PDA

×

√
×

×

√
√

FRM

×

×

√
×

√
√

UIoU

×

×

×

√
×

√

结果

mAP@50/%

88.2

88.7

87.3

87.8

88.7

89.3*

R/%

78.3

81.5*

78.2

79.2

80.4

79.5

P/%

86.9

84.2

86.1

87.9

88.8

91.0*

F1

82.4

82.9

82.0

83.3

84.4

84.9*

注：*为当前列最高值。√为添加该模块，×为未添加该模块。

a. 区域放大图 b. C2PDA c. C2PDA+FRM d. CornYOLO

图8　CornYOLO不同模块效果对比图

Fig. 8  CornYOLO comparison of different modules

a.区域放大图 b.YOLOv8n c.YOLO11n d.YOLO13n e.CornYOLO

图9　CornYOLO检测效果对比图

Fig. 9  CornYOLO performance comparison 
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尺度目标的检测能力。C2PDA 模块通过动态通道

加权和位置感知建模增强特征表示的鲁棒性，有效

应对茎叶遮挡问题；FRM 模块通过双向池化和空

间-通道协同注意力机制优化多尺度果穗的空间定

位精度。此外，引入 UIoU 损失函数通过动态权重

分配机制，优先优化低质量检测框，进一步提升模

型的定位精度和收敛稳定性。实验结果表明，

CornYOLO 在验证集上 F1 分数提升 2.5 个百分点，

mAP@50 达 89.3%，精确率和召回率分别提高 4.1

和 1.2个百分点。这些改进使CornYOLO能够高效、

精准地提取田间玉米果穗影像，为表型精准评估和

产量预测提供坚实的技术基础，有力推动农业生产

的智能化和精准化发展。

尽管CornYOLO在田间玉米果穗检测中表现出

色，但仍存在一定局限性。首先，在田间路况复杂

或不平整的环境下，无人车采集的图像质量可能下

降，导致模型出现误检或漏检，影响检测性能。其

次，考虑玉米品种和生长环境的多样性，当前数据

集的覆盖范围有限，模型的泛化能力需进一步验证

和优化。最后，需要针对复杂田间环境，开发适应

性更强的无人车数据采集方案，优化相机稳定性和

图像质量，减少环境干扰对检测精度的影响。此

外，需要系统性收集涵盖不同玉米品种、地理区域

和生长环境的数据，构建更具代表性的数据集，以

增强模型的泛化能力和鲁棒性。还需要进一步探索

轻量化模块和高效注意力机制，降低计算复杂度，

提升模型在边缘设备上的部署能力，以适应实际农

业场景的需求。

4 结 论

本研究基于 YOLO11n 模型提出一种改进的

CornYOLO网络，专为田间复杂环境下的玉米果穗

检测。通过引入 FRM 模块增强多尺度目标鉴别能

力、C2PDA 模块提升遮挡场景下的检测性能，以

及 UIoU 损失函数优化边界框回归精度，CornY‐

OLO显著提升田间果穗检测的效率和准确性。实验

结果表明， CornYOLO 在验证集上 mAP@50 达

89.3%，F1分数提高 2.5个百分点，精确率和召回率

分别提升 4.1和 1.2个百分点，CornYOLO展现出其

在复杂田间环境中优秀的检测性能和泛化能力。本

研究提出的CornYOLO模型为田间玉米果穗的精准

识别提供一种高效、可靠的解决方案，为玉米育种

表型分析和产量预测提供重要技术支撑，显著推动

农业智能化和精准化的发展。

利益冲突声明：本研究不存在研究者以及与公开

研究成果有关的利益冲突。
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Object Detection Method of Maize Ears Within Canopy 
Based on CornYOLO
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Abstract: [Objective]　As a major grain crop, maize plays a critical role in global food security. The ears of maize serves as a key pheno‐

typic trait, providing essential information on the plant's physiological and agronomic status. Its morphological characteristics, size, 

and color effectively reflect the plant's growth status and potential yield. Therefore, accurately acquiring images of maize ears in the 

field across different growth stages is crucial for breeding research and yield prediction. Traditional field detection of maize ears relies 

heavily on manual labor, which is not only inefficient and labor-intensive but also struggles to meet the high-throughput demands of 

modern precision breeding programs. There is an urgent need for efficient, automated detection technologies that can operate reliably 

under real-world field conditions. To address the requirement for efficient acquisition of maize ears phenotypic traits in field breeding 

work, the objective of this research is to develop a robust object detection solution suitable for large-scale field environments. An im‐

proved CornYOLO model based on the YOLO11n (You Only Look Once) architecture was designed to enhance the detection accura‐
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cy and efficiency of maize ears in complex field environments. [Methods]　Image data were acquired using an unmanned ground vehi‐

cle (UGV) equipped with a high-resolution panoramic camera, which traversed multiple experimental plots under varying lighting and 

growth conditions. A dataset containing 1 152 annotated samples was constructed, covering diverse ear morphologies and occlusion 

scenarios. Dynamic data augmentation techniques were applied during training to enhance the model's generalization capability. Three 

key enhancements were introduced to the YOLO11n detection framework. First, a cross stage partial network with dynamic pointwise 

spatial attention (C2PDA) module was designed to replace the cross stage partial with pointwise spatial attention (C2PSA) module in 

the YOLO11 backbone network. This module enhanced spatial discriminability and channel sensitivity in feature representation 

through the collaborative integration of a dynamic channel weighting mechanism and position-aware modeling. It significantly im‐

proves the model's performance in identifying maize ears under challenging field conditions such as occlusion of stems and leaves and 

multi-scale target distribution. Second, the spatial pyramid pooling-fast (SPPF) module in the original model was replaced with an fea‐

ture refinement module (FRM ) to optimize multi-scale feature fusion. The FRM functions via directional feature decomposition and 

an adaptive attention mechanism. It captures fine-grained spatial structural information through horizontal and vertical bidirectional 

pooling and combines spatial-channel cooperative attention for dynamic feature calibration, thereby improving recognition accuracy 

across varying ear sizes and complex backgrounds. Finally, the unified intersection over union (UIoU) loss function was introduced to 

optimize bounding box regression accuracy. UIoU is an innovative loss function that emphasizes weight allocation among prediction 

boxes of different qualities. It adaptively adjusted the weight of each prediction box's loss term based on the IoU value or its monoton‐

ic function, assigning higher weights to lower-quality predictions to prioritize their optimization, while reducing weights for high-qual‐

ity boxes to prevent over-optimization. [Results and Discussions]　Experimental results demonstrate that CornYOLO achieved a mAP@

50 of 89.3% on the validation set, with the F1-Score increasing by 2.5 percentage points. Compared to widely used lightweight models 

including YOLOv3-tiny, YOLOv5n, YOLOv8n, YOLOv10n, real-time detection transformer (RT-DETR) and YOLO13n, CornYOLO 

showed significantly superior detection performance in complex field environments, with mAP@50 improvements of 2.2, 1.9, 1.8, 

5.7, 12.6 and 2.4 percentage points, respectively. These results fully validate that CornYOLO can efficiently and accurately extract 

maize ear images under field conditions, providing a technical foundation for precise phenotypic evaluation and yield prediction. Fur‐

thermore, ablation studies were conducted: Introducing the C2PDA module improved the model's mAP@50 by 0.5 percentage points 

and the F1-Score by 0.5 percentage points. However, after incorporating the FRM module, which successfully enhanced multi-scale 

detection performance and increased the F1-Score by 1.5 percentage points, the integration of these two modules resulted in the genera‐

tion of a small number of low-quality detection boxes. The original loss function was inefficient in optimizing such boxes, resulting in 

no improvement in mAP@50 after the modification. To address this issue, the UIoU loss function was introduced. By dynamically ad‐

justing weight assignments based on prediction quality, it significantly improved the regression performance for low-quality detection 

boxes, thereby enhancing the localization accuracy and convergence stability of the model in dense target scenarios. The final CornY‐

OLO model exhibited excellent overall performance: Compared to the original YOLO11n, the F1-Score increased by 2.5 percentage 

points and mAP@50 improved by 1.1 percentage points. The experimental results fully demonstrate that CornYOLO effectively en‐

hances the detection capability for maize ears in complex field environments compared to the baseline YOLO11n model. [Conclusions]　

The CornYOLO model proposed in this study incorporates three key components: C2PDA, FRM, and UIoU, which enhances model 

convergence and localization performance in dense and occluded scenes, enables the model to effectively and precisely identify maize 

ears under practical conditions, thereby providing reliable technical support for phenotypic analysis and yield prediction in maize 

breeding. Future work will focus on extending the model to other crop types and further optimizing inference efficiency for real-time 

deployment on mobile platforms.
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