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植物病害识别微调模型低秩适配方法
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摘 要： ［［目的目的/意义意义］］深度学习应用于植物病害识别任务时，模型微调面临计算资源受限、参数更新开销较大的

挑战。传统低秩适配（Low-Rank Adaptation, LoRA）方法虽能有效减少参数开销，但仍可能导致资源浪费或优化

受限。［［方法方法］］提出一种动态秩分配算法，旨在提升植物病害分类模型精度的同时，平衡计算资源。通过引入一种

基于中心化核对齐的跨层特征相似性度量方法，量化不同层之间的表征相关性；同时基于梯度信息和激活强度构

建 1个校正因子，用于衡量各层对损失函数的直接影响；考虑训练过程中特征表示变化的影响，提出基于稳定性

触发的自适应秩分配表更新策略（Rank Re-Allocation, RRA），在训练过程中监测微调模型参数的收敛状态，在模

型趋于稳定时自动更新秩分配表，确保关键层分配更多资源，从而实现参数资源在不同层之间的优化分配。［［结果结果

和讨论和讨论］］在小麦病害数据集、植物病害数据集等公开数据集上使用 AlexNet、MobileNetV2、RegNetY 和 ConvNeXt
这 4 种不同的模型进行测试，该方法与全参数微调相比，在保证平均准确率的基础上，资源消耗分别减少至

0.42%，2.46%，3.56% 和 1.25%。与 LoRA 方法（R=16）进行对比，AlexNet、MobileNetV2和 RegNetY 在小麦病害

数据集上的准确率分别提高 0.38、0.40和 0.05个百分点，资源消耗分别减少 59.3%、87.4%和 50.5%。［［结论结论］］低秩

自适应微调方法在保证植物病害识别精度的同时，能够显著减少模型训练参数。
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0 引 言

植物病害是影响农业生产的重要因素，每年造

成大量农作物减产，严重威胁粮食安全。传统植物

病害识别方法依赖人工观察和专家经验，方法效率

低、成本高，且易受人为主观因素干扰，难以满足

现代农业高效精准诊断的需求［1］。随着计算机视觉

技术的发展，以深度学习为代表的方法被广泛应用

于植物病害识别任务［2］，在精确性和效率上均表现

出巨大潜力。

预 训 练 视 觉 模 型 （Pretrained Vision Models, 

PVMs）在多种机器视觉任务中展现出了卓越的性

能，例如图像分类、目标检测和语义分割［3-5］。这

些模型在大规模图像数据集上进行预训练，能够捕

获丰富的视觉特征，提升目标任务的泛化能力。

DONG 等［6］的工作提供了针对植物病害识别任务

优化的预训练模型集合。诸如 AlexNet、Mobile‐

NetV2 和 ShuffleNet 等模型具有强大的迁移能力，

为在资源受限的环境中开发高效、精准的植物病害

诊断系统奠定了坚实基础。然而，这些视觉模型通

常具有庞大的参数量与较高的计算复杂度，如经典

模 型 ResNet、 ConvNeXt［7］ 和 MobileNetV3［8］ ，

ResNet50模型参数超过 2 500万，ConvNeXt-B参数
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更是达到8 800万。

在植物病害检测领域，部署大模型存在较大的

挑战。农业应用资源有限且对实时性要求高，亟需

开发兼顾准确性与轻量化的诊断模型，提升农业生

产效率。因此，研究如何在维持模型识别精度的同

时降低训练参数已成为该领域的重要问题［9-11］。近

年来，学者提出了多种轻量化模型和改进方法。康

继昌和赵连军［12］改进 YOLOv11n 算法，引入 Sim 

CSP Spatial Pyramid Pooling-Fast （SimCSPSPPF）

模块、感知增强卷积（Perception enhancement con‐

volution, PEC） 和 Adequate Wise IoU （AWIoU） 损

失函数，有效提升了复杂自然环境下多尺度小麦害

虫的检测精度。李想等［13］改进 DenseNet 的 Dense

模块，设计 S-Dense模块降低计算复杂度，并引入

辅助模型增强对不可辨别病害的识别能力，在保持

较低推理时延的同时有效提升了苹果叶部多种病害

的识别精度。叶进等［14］提出一种基于聚合损失和

边界框排斥的密集荔枝花检测方法以提升遮挡场景

下的检测精度。邱文杰等［15］提出基于知识蒸馏的

轻量化病害识别模型，显著压缩了模型体积。张俊

等［16］ 提出的改进 DeepLab v3+ 模型，结合 Mo‐

bileNet v2 轻量化骨干网络和多尺度特征融合模块

（Multi-Scale Feature Fusion module, MSFF），提升

梯田遥感提取的精度与效率。尽管上述方法在模型

轻量化方面取得了进展，但仍然存在参数分配不合

理、计算资源消耗大的问题。

近年来，大型预训练语言模型 （Pretrained 

Language Models, PLMs）的微调技术取得了显著进

展，为视觉模型参数优化提供了新思路。其中，低

秩适配（Low-Rank Adaptation, LoRA）方法冻结预

训练模型权重［17］，大幅度减少模型训练参数，其

核心思想可以推广到视觉预训练模型的微调上，用

于解决植物病害检测任务中的模型适配问题。Lo‐

RA 方法最初仅对 Transformer模型使用相同的秩进

行微调，容易造成参数冗余或优化不足，为了进一

步提升微调精度和减少训练参数， VALIPOUR

等［18］提出DyLoRA方法，在训练时对不同秩的Lo‐

RA 模块学习到的表示进行排序，一次性训练出支

持在推理时动态选择秩的适配器。ZHANG等［19］提

出的 AdaLoRA 方法采用奇异值分解（Singular Val‐

ue Decomposition, SVD）的方式，依据梯度敏感性

来分配秩，实现训练精度和训练参数之间的平衡。

但是 AdaLoRA 方法未考虑梯度信息与具体任务的

相关性，限制了其在特定任务中的微调效果。本研

究旨在结合植物病害检测这一特定任务，深入研究

模型层间特征相似性与参数敏感性，以期提高动态

秩分配方法的效果。

中 心 化 核 对 齐 （Centred Kernel Alignment, 

CKA） 基于希尔伯特 -施密特独立准则 （Hilbert 

Schmidt Independence Criterion, HSIC），核心思想

是利用核矩阵的特性度量两个特征矩阵之间的相关

性。KORNBLITH等在研究中证明，CKA能够稳定

地衡量神经网络层之间的特征相似性［20, 21］，并且与

模型的性能表现密切相关。当CKA （X, Y）值较高

时，表明两个特征空间之间共享的信息量较多，前

一层的特征信息能够被后一层有效继承。因此，本

研究利用 CKA 作为低秩微调中资源分配的一个重

要依据，提出一种植物病害识别微调模型低秩适配

方法，主要贡献包括：为降低微调模型的训练参数

开销，提出一种动态秩分配算法 （Dynamic Rank 

Allocation, DRA），引入 CKA 衡量视觉模型中各层

之间的相似性，同时结合梯度校正计算每层的重要

性因子，通过基于重要性因子的动态分配，实现保

证性能前提下的低秩分配。为保持秩分配表不偏离

最优配置，设计一种自适应秩分配表更新策略

（Rank Re-Allocation, RRA），根据训练过程中LoRA

层参数的平均相对变化量来判断模型是否趋于收

敛。当微调模型进入稳定状态时，自动触发秩分配

表的更新，并在多种主流视觉模型如 AlexNet、

MobileNetV2、RegNetY 和 ConvNeXt 上进行实验

验证。

1 材料与方法 
本 研 究 采 用 公 开 数 据 集 小 麦 病 害 数 据 集

（Wheat Plant Diseases Dataset） 和植物病害数据集

（Plants Disease Dataset）。小麦病害数据集涵盖 15

种小麦病害如黑锈病、赤霉病及健康植株的图像共

13 104张；植物病害数据集涵盖 26种植物病害，如

茶藻斑病、玉米锈病及番茄细菌性斑疹病的图像共

37 505张，数据来源于Kaggle、Mendeley Data等平

台，部分植物病害数据图像见图 1。这些数据集具

有广泛的病害种类和丰富的样本多样性，包括不同

光照、不同背景、不同角度，以及植物生长各个阶

段的病害图像。实验中用于训练、验证和测试的数

据分别占70%、10%和20%。

基于上述数据样本，本研究提出的植物病害模

型微调方法见图 2。DRA 方法包括选择预训练模

型、提取模型信息、生成微调模型这 3 个阶段：
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（1） 对输入的植物病害训练图像进行标准化预处

理 （统一 224×224 分辨率， ImageNet 归一化），

根据任务选取预训练模型并加载预训练模型参数。

（2）从两个角度提取模型信息。第一，注册前向钩

子（Forward Hook）捕获各层激活输出，使用CKA

量化层间特征相关性；第二，利用反向传播钩子

（Backward Hook）获取梯度张量，结合梯度范数与

特征输出计算各层对损失函数的直接影响。（3）在

微调阶段，采用加权调和方法评估网络层的重要

性，将重要性分数线性映射至预设秩范围，生成包

含秩配置（r）、缩放因子（α）及 Dropout 的 LoRA

参数配置表。各适配层分别初始化可训练的低秩矩

阵A （随机高斯分布）和B （零矩阵），在微调过程

中利用反向传播迭代更新上述矩阵，结合预训练模

型参数，生成微调模型。

在每个训练轮次监测 LoRA参数的平均相对变

化量，当该值低于预设的动态阈值时，表明模型进

入稳定期，触发上述（2）和（3）阶段再次执行，

基于当前模型状态生成新的秩分配表。本节分别对

层间特征表示相似性、CKA 校正因子、秩分配算

法和秩分配更新策略这4个关键部分进行描述。

1.1　层间特征表示相似性　

为衡量网络层间的特征表示相似性，本研究采

用了基于HSIC的CKA。

1） 给定第 l 层和第 l + 1 层的激活矩阵 X l 和

X l + 1，首先对它们进行中心化，如公式 （1） 和公

式（2）所示。

图1　部分植物病害数据集

Fig. 1  Sample images from the plant disease dataset
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图2　动态秩分配算法整体框架图

Fig. 2  The overall framework of dynamic rank allocation (DRA)
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X͂ l = X l - 1
n

11T X l （1）

X͂ l + 1 = X l + 1 - 1
n

11T X l + 1 （2）

式中：X l 和 X l + 1 表示第 l层和第 l + 1层的激活

矩阵；n表示输入样本的数量；11T 表示 n × n的全

1 矩阵；X͂ l 和 X͂ l + 1 表示第 l 层和第 l + 1 层中心化后

的激活矩阵。

2） 采用径向基函数 （Radial Basis Function, 

RBF） 核计算核矩阵。核矩阵的计算如公式 （3）

和公式（4）所示。

K ( i， j )
l = e

- 1
dl

||x͂(i )
l - x͂( j )

l ||2

（3）

K ( i， j )
l + 1 = e

- 1
dl + 1

||x͂(i )
l + 1 - x͂( j )

l + 1||
2

（4）

式中：K l ∈ Rn × n 是第 l 层的核矩阵，其元素

K ( i， j )
l 表示第 i个样本和第 j个样本在第 l层的中心化

特征空间中的相似性；dl 表示第 l 层的特征维度；

x͂( i )
l 表示第 l层中第 i个样本的中心化特征向量；x͂( j )

l

表示第 l层中第 j个样本的中心化特征向量。

3）对核矩阵进行中心化处理以消除数据尺度

的影响，如公式（5）所示。

K͂ = K - 1
n

1K - 1
n

K1 +
1
n2

1K1 （5）

式中：K͂表示中心化后的核矩阵；1表示全 1向

量，其维度与核矩阵的行数或列数一致。

4） 利用中心化核矩阵的 HSIC 计算 CKA 相似

度，如公式（6）和公式（7）所示。

HSIC ( X l，X l + 1 ) = ∑
i = 1

n ∑
j = 1

n

K͂ ( i， j )
l K͂ ( i， j )

l + 1 （6）

CKA ( X l，X l+1 )=
∑i， j

K͂ ( i， j )
l K͂ ( i， j )

l+1

∑i， j
( K͂ ( i， j )

l )2⋅∑i， j
( K͂ ( i， j )

l+1 )2

（7）

CKA 相似度的归一化特性使其能够稳健地反

映层间特征表示的共享程度，CKA 值越高，则当

前层的输出特征对后续层具有更强的信息支持。

该方法利用 CKA 相似度的归一化处理，使得

特征相似性的度量具有尺度不变性，无论特征维度

还是激活幅值的差异，均能保持计算稳定。核矩阵

K l 的计算复杂度为 O (n2dl )，在高维特征场景下更

具优势。其不足之处是当输入数据分布存在显著噪

声时，CKA 的计算准确性会受到影响。此外，

CKA 作为一种特征相似性度量，并未考虑各层特

征在优化过程中对损失函数的直接贡献，容易导致

资源分配的偏差。因此，本研究在下一小节利用损

失函数对各层输出特征的梯度以及 CKA 的评估结

果进行校正，以实现更有效的资源分配。

1.2　CKA校正因子　

本研究认为网络层的重要性取决于其输出特征

对损失函数的影响，由此引入 1个与目标任务直接

相关的校正因子，该因子的计算步骤如下。

1）在前向传播中，网络层 l的激活特征Z l由前

一层的输出 X l - 1 与该层权重 W l 进行卷积运算加上

偏置项得到，如公式（8）所示。

( Z l )n，cout，h，w = (bl )cout 
+ ∑

cin = 1

cin ∑
i = 1

M ∑
j = 1

M

(W l )cout，c in，i，j ×

               ( X l - 1 )n，c in，h ⋅ s + i，w ⋅ s + j （8）

式中：( Z l )n，cout，h，w 为激活特征 Z l 在第 n 个样

本，cout 个输出通道，高 h，宽 w 处的值；(bl )cout
为

第 l层第 cout 个输出通道的偏置项；M为卷积核的尺

寸；s为卷积操作的步长；i，j表示卷积核的空间索

引；(W l )cout，c in，i，j 表示第 l层卷积核中，第 cout 个输出

通道，第 c in 个输入通道，第 i 行第 j 列处的权重；

( X l - 1 )n，c in，h ⋅ s + i，w ⋅ s + j 表示第 l - 1 层特征向量在第 n

个样本，第 c in 个输入通道，高 h ⋅ s + i，宽 w ⋅ s + j

处的值。

2） 激活特征 Z l 经过非线性激活函数 σ得到该

层的输出特征X l，如公式（9）所示。

X l = σ ( Z l ) （9）

3）利用反向传播计算输出特征 X l 对损失函数

L 的梯度
∂L
∂X l

，将梯度值与该网络层的输出特征进

行 Hadamard 乘积运算，结果取其 Frobeniu 范数得

到该网络层的重要性度量gl，如公式（10）所示。

gl = ||
∂L
∂X l

⊙X l||F （10）

式中：gl 表示第 l层的重要性度量；
∂L
∂X l

表示损

失函数 L 对第 l 层特征向量 X l 的梯度；⊙ 是 Had‐

amard 乘积，表示两个同维度张量对应位置元素

相乘。

4）对 gl 进行最大最小归一化处理，得到稳定

的校正因子
~
gl，如公式（11）所示。

~
gl =

gl - mink ( gk )
maxk ( gk ) - mink ( gk ) + ϵ

（11）

式中：
~
gl 为第 l 层用于 CKA 校正的因子；

maxk ( gk )和  mink ( gk )分别表示所有网络层中重要

性度量的最大值和最小值；ϵ为一个极小的正数。

该因子融合梯度范数与特征激活强度，能够反
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映各层对任务的贡献，为后续修正 CKA 的结构性

评估提供有效依据。

1.3　秩分配算法　

基于 CKA 相似度与梯度校正因子，本研究通

过加权调和平均数计算每一网络层的重要性 Sl，

然后根据其重要性动态分配网络层的秩 rl，如公

式（12）和公式（13）所示。

Sl =
CKA ( X l，X l + 1 )×

~
gl

β × CKA ( X l，X l + 1 ) + α ×
~
gl

（12）

rl = [ Sl × ( rmax - rmin ) + rmin ] （13）

式中：α和 β为偏向权重，用于平衡结构与任

务的重要性；rl为第 l层的分配秩；Sl为每一网络层

的重要性；rmax 和 rmin 分别表示预设秩范围的最大值

和最小值。动态秩分配确保对任务贡献较大的层分

配更多资源，从而在有限的参数预算下优化模型

性能。

为了调节不同网络层级的更新幅度，引入缩放

因子 γ平衡LoRA参数αl，如公式（14）所示。

αl = rl × γ （14）

在LoRA参数分配完成后，仅对参数 θLoRA 进行

训练，θLoRA 表示对预训练模型进行微调的低秩参数

矩阵，损失函数为交叉熵，如公式（15）所示。

L = -∑
i =  1

C

yi log ( yi ) （15）

式中：C为类别数；yi为真实标签的独热编码；

yi 为模型的预测概率。训练过程中，参数更新为公

式（16）。

θLoRA ← θLoRA - μ ∂L
∂θLoRA

（16）

式中：μ为学习率，设置为 0.000 1；
∂L

∂θLoRA

为

可训练 LoRA参数的梯度。本研究的方法将更高的

秩分配给重要性较高的层，从而确保参数资源的有

效利用。秩分配表的计算不引入额外的训练参数，

且该过程只需要消耗常数级的计算开销。

1.4　秩分配更新策略　

随着训练的进行，特征表示发生变化，秩分配

表可能逐渐偏离最优配置。因此本研究设计一种秩

分配更新策略，在训练过程中更新秩分配表。

算法 RRA 描述了本研究的秩分配更新策略，

其核心在于采用 LoRA层的平均参数变化量来判断

是否需要更新秩分配表。首先计算每个 LoRA 层 l

在训练轮次 k的相对参数变化量 δ( k )
l ，随后对所有层

的变化量求平均，得到整体变化量
- -----
δ( k ) ，如公

式（17）和公式（18）所示。

δ( k )
l =

||θ ( k )
LoRA，l - θ ( k - 1)

LoRA，l||F

||θ ( k - 1)
LoRA， l||F + ϵ

（17）

- -----
δ( k ) =

1
L lora

∑
l = 1

L lora

δ( k )
l （18）

式中：δ( k )
l 表示第 l层低秩矩阵在训练轮次 k 的

相对参数变化量；θ ( k )
LoRA，l表示第 l层低秩矩阵在训练

轮次 k时的参数；θ ( k - 1)
LoRA，l 表示第 l层低秩矩阵在训练

轮次 k - 1 时的参数；ϵ是一个极小的正数；
- -----
δ( k ) 表

示所有网络层低秩矩阵在训练轮次 k时的平均参数

变化量；L lora表示网络层数。

设置 1个动态触发阈值 εt，t表示已经进行的秩

分配表计算次数。当
- -----
δ( k ) < εt 时，微调模型趋于稳

定，将学习到的低秩矩阵与原始矩阵合并，随后重

新进行层重要性评估和计算秩分配表的流程。该阈

值在每次触发成功后会自动更新，防止模型收

敛后产生不必要的计算开销，如公式 （19） ~
公式（21）所示。

W ( t + 1)
l = W ( t )

l + ∆W ( t )
l （19）

∆W ( t )
l = B( t )

l A( t )
l （20）

εt + 1 ← - -----
δ( k ) （21）

式中：W ( t +  1)
l  表示第 l层在第 t +  1 次完成秩分

配表重新计算后合并的参数矩阵；W ( t )
l 表示第 l 层

在第 t 次完成秩分配表重新计算后的参数矩阵；

∆W ( t )
l 表示第 l 层在第 t~ t + 1 次完成秩分配表重新

计算时的参数矩阵变化量；B( t )
l 和 A( t )

l 分别表示第 l

层在第 t~ t + 1 次完成秩分配表重新计算时的低秩

参数矩阵；εt + 1 表示第 t + 1次完成秩分配表重新计

算时的动态阈值。

将训练前 15%的轮次作为窗口期，在此期间仅

记录
- -----
δ( k ) 而不干预。在窗口期结束时，本研究将此

刻的
- -----
δ( k ) 作为初始阈值 ε0，它能在一定程度上代表

微调模型在初始训练后达到的首个稳定水平。

算法 RRA 以预训练模型 M，数据集 D 作为输

入。预定义参数包括秩选择范围 rmin~rmax，训练轮

次 N，校准轮次 Ecalib，重要性权重 S，偏置权重 α，

β。首先通过 ComputeInitialRanks 方法 （公式 （1）

~公式（14））计算初始秩分配表，为模型M的各

目标层 l 初始化低秩矩阵 Al 和 Bl，Al 服从随机高

斯分布，Bl 初始化为零矩阵；并初始化 LoRA 参

数矩阵的优化器 θLoRA 以及动态阈值 ε。训练过程

中，每个轮次 k 以最小损失 L 更新 θLoRA；再通过

CalculateAvgParamChange 方法 （公式 （17） 和公
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式（18））计算每一网络层的平均参数变化量；当

k == Ecalib 时，将 ε设置为该平均参数变化量完成校

准；当 k >  Ecalib 并且平均参数变化量小于 ε时，触

发秩分配表重新计算，合并第 t次分配的模型权重

W ( t )
l 与低秩矩阵变化量 B( t )

l A( t )
l ，基于合并后的模型

Mmerge 重新计算秩分配表，重置优化器与低秩矩阵

Al和Bl，同时更新 ε为该平均参数变化量，训练结

束返回微调后的模型Mmerge用于测试。

2 结果与讨论 
使用 PyTorch 作为框架来实现所有的算法。实

验采用 AlexNet、 MobileNetV2、 RegNetY 和 Con‐

vNeXt 等作为主要模型，结合 LoRA 动态秩分配策

略，针对植物病害分类任务进行微调。为了提高模

型的初始表现，本研究加载了 PDDD-PreTrain提供

的预训练权重，该权重集合基于多种广泛应用的模

型，优化了植物病害诊断的特定需求。

为增强模型的训练效果，实验采用标准的图像

预处理策略，包括图像尺寸调整 （224×224）、均

值和标准差归一化。训练过程中，损失函数选择交

叉熵损失，并使用 Adam 优化器，学习率设置为

0.000 1，训练轮次为 40 个。实验均在 NVIDIA 

RTX 3060 GPU 上运行，批次大小为 32，预设秩范

围选择1~16。

2.1　与全参数微调的对比　

图 3以两种典型模型为例，给出本方法的逐层

秩分配结果。MobileNetV2［22］是一种基于反向残差

结构的轻量级神经网络模型。应用 DRA 方法进行

微调，观察到在不同的卷积层中，秩分配呈现出一

定的规律性。其中，conv.2整体秩较高，表明该层

在特征提取过程中具有关键作用，比如负责捕捉高

阶的特征信息，其输出对后续决策的影响较大；

conv.1和 conv.0中后期网络层秩较低，反映这些层

对优化的贡献相对较小。

RegNetY模型［23］是一种结构规则的网络架构，

以其高效的计算性能广泛应用于视觉任务中。对其

进行微调，观察到不同类型的层在模型中的重要性

存在明显差异。其中，conv1和 se.fc1层普遍获得较

高的秩，在中后期网络层中表现突出。相比之下，

se.fc2 中后期网络层整体秩较低，对模型性能的贡

献相对较小；而 conv2前期网络层整体秩较低，表

明该层在模型的中后期对复杂特征捕获的需求

更高。

如图 3所示，对比两个模型在植物病害检测任

务中的秩分配规律可见，两种架构在识别病害特征

时体现出不同的关注模式，可以得到如下结论：

1）模型训练过程中，层间特征表示出现变化

时各层级贡献度会改变，层级秩分配表相应调整以

适应特征变化。

2） 模型对高秩的需求主要集中在训练初期，

随着训练深入，层间特征表示一致性逐渐增强，其

对秩的需求均随着特征学习的收敛逐步降低。

3） MobileNetV2模型强调对病害高级语义特征

的深度提取，在后期层的秩较高，各训练轮次的秩

变化幅度较大；而RegNetY模型更注重层间特征融

合，在前中期层就具备较高的特征表达能力，不同

轮次秩需求的变化幅度较小。

因此，在训练过程中根据学习状态调整秩分配

表，能够有效减少模型训练参数，实现对计算资源

的持续优化。

在 AlexNet、 MobileNetV2、 RegNetY 和 Con‐

vNeXt 模型中应用 DRA 方法与全参数微调进行对

比。如表 1所示，Avg_Parm表示训练过程中的平均

训练参数，从整体结果来看，应用 DRA 方法在保

算法算法： RRA

Input： Pre-trained model M， dataset D.
Predefined： max rank rmax， min rank rmin， total epochs N， calibration 
epochs Ecalib， Importance weights S， Bias weights α， β.
# Initialization the LoRA parameters （r， alpha， dropout） for each tar‐
get layer.lora_config ← ComputeInitialRanks（M， Dbatch）  by formula 

（1）~（14）
# Initialize the LoRA low-rank matrices according to lora_config， 
where Al follows a random Gaussian distribution and Bl is initialized 
as a zero matrix.
Al~N (0， σ2 )， Bl ← 0
Initialize optimizer for LoRA parameters θLoRA

ε ← ∞ # Initialize trigger threshold ε
# Training Loop
for epoch k = 1 to N do
Update θLoRA by minimizing loss L on dataset D.
- -----
δ(k ) ← CalculateAvgParamChange（θ (k )

LoRA， θ (k -  1)
LoRA ） by formula （17，18）

If k == Ecalib then

ε ← 
- -----
δ(k ).  # Set initial threshold.

else if k > Ecalib and 
- -----
δ(k ) < ε then  # Trigger rank update

// Merge LoRA weights for each target layer l
for each target layer l in M do∆W ( t )

l  ←  B( t )
l A( t )

l
W ( t +  1)

l  ←  W ( t )
l  +  ∆W ( t )

l

end for
lora_config′ ← ComputeInitialRanks（Mmerge， Dbatch）
# Initialize the new matrices Al  and Bl according to lora_config′.
Al  ~ N (0， σ2 )， Bl ← 0
Re-initialize optimizer for new LoRA parameters θLoRA

ε ← 
- -----
δ(k )  # Update threshold

end if
end for
return Mmerge 
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证模型准确率的前提下，显著降低了训练参数。其

中 AlexNet、 MobileNetV2、 RegNetY 和 ConvNeXt

模型在小麦病害数据集上的可训练参数分别减少至

0.42%、2.46%、3.56% 和 1.25%；在植物病害数据

集上的可训练参数分别减少至 0.31%、 2.93%、

2.81% 和 0.97%。表明 DRA方法能够保持低秩适应

方法的优势，同时更合理地给模型的各个层分配合

适的秩，从而在提高准确率的同时节省开销。

表 2给出了RRA策略在两个植物病害数据集上

的训练参数变化。Ti 表示在第 i个轮次重新计算秩

分配表。以ConvNeXt为例，在小麦病害数据集上，

训练参数从初始的 19.62 MB 逐步减少至第 35 个轮

次时的 13.73 MB；在植物病害数据集上，训练参数

从 18.34 MB 减少至第 33 个轮次时的 9.26 MB，降

幅接近 50%。该实验结果表明，随着训练的进行，

模型逐渐收敛，所需训练参数可以持续优化。

a. RegNetY模型 b. MobileNetV2模型

图3　RegNetY和MobileNetV2模型层级秩分配表在训练过程中的变化

Fig. 3  Changes in layer-wise rank allocation tables of RegNetY and MobileNetV2 models during training

表1  AlexNet、MobileNetV2、RegNetY和ConvNeXt模型在各数据集上的准确率与训练参数对比

Table 1  Comparison of the accuracy and the training parameters of AlexNet， MobileNetV2， RegNetY and ConvNeXt on each dataset

模型

AlexNet

MobileNetV2

RegNetY

ConvNeXt

小麦病害数据集

Full fine-tuning

mAP/%

81.75

77.02

82.07

74.90

Parm/M

217.62

8.54

74.67

1 290

DRA

mAP/%

80.09

75.80

80.67

72.13

Avg_Parm/M

0.90

0.21

2.66

16.17

植物病害数据集

Full fine-tuning

mAP/%

90.41

87.04

90.83

86.89

Parm/M

217.62

8.54

74.67

1 290

DRA

mAP/%

89.42

86.21

90.96

85.12

Avg_Parm/M

0.66

0.25

2.10

12.55
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2.2　与LoRA方法的对比　

本研究使用 AlexNet、MobileNetV2、RegNetY

和 ConvNeXt模型在数据环境较为复杂的小麦病害

数据集上对比优化后的 DRA 方法与原始 LoRA 方

法，原始LoRA方法分别取秩为4、8和16。

图 4 给出 AlexNet 和 RegNetY 模型训练过程的

验证集准确率，可以发现 DRA 方法的曲线表现出

更为稳定的上升趋势。测试结果见表 3，与 LoRA

方 法 （R=16） 对 比 ， AlexNet、 MobileNetV2 和

RegNetY 在小麦病害数据集上的准确率分别提高

0.38、0.40 和 0.05 个百分点，资源消耗分别减少

59.3%、87.4% 和 50.5%。DRA 不仅优于秩分配较

少LoRA方法，还略高于秩分配较高的LoRA方法，

表明 DRA 能更好地适应模型不同层级对资源的需

求，实现模型精度与资源消耗的平衡。

2.3　消融实验　

本研究在 AlexNet、MobileNetV2、RegNetY 和

ConvNeXt这4种模型上进行消融实验，调整层重要

性计算中的偏向权重 α和 β来评估不同指标组合的

效果。实验共有 5 组，均在小麦病害数据集上进

行，其中 α =  0 表示仅使用基于梯度的校正因子，

β =  0表示仅使用CKA相似度。

记录各组实验的准确率和可训练参数大小，结

果如表 4和表 5所示。对于所有测试模型，仅使用

基于梯度的校正因子或仅使用 CKA 相似度作为秩

分配依据，准确率均低于使用复合指标。例如，在

RegNetY 模型上，复合指标 α =  0.25 和 β =  0.75 的

准确率达到80.99%，相对于仅使用校正因子或仅使

用 CKA 相似度分别提升 7.23 和 1.75 个百分点。同

时可以发现仅使用 CKA 相似度往往导致较高的训

练参数，而仅使用校正因子则可训练参数最少，但

性能也相应较差。复合指标结合两者的优势，在有

效利用层间特征相似性指导参数分配的同时，兼顾

表2  AlexNet、MobileNetV2、RegNetY和ConvNeXt模型应用RRA策略在各数据集微调过程中的训练参数大小对比

Table 2  Comparison of trainable parameter sizes during fine-tuning of AlexNet， MobileNetV2， RegNetY and ConvNeXt models 

with the RRA strategy on various datasets

数据集

小麦病害
数据集

植物病害
数据集

模型

AlexNet

MobileNetV2

RegNetY

ConvNeXt

AlexNet

MobileNetV2

RegNetY

ConvNeXt

Epoch

T0

T0

T0

T0

T0

T0

T0

T0

Parm/M

1.35

0.33

3.56

19.62

1.38

0.27

3.64

18.34

Epoch

T7

T7

T7

T7

T7

T7

T7

T7

Parm/M

1.01

0.20

2.58

18.21

0.62

0.26

1.83

13.58

Epoch

T17

T13

T15

T14

T19

T15

/

T14

Parm/M

0.76

0.19

2.54

16.71

0.49

0.25

/

13.47

Epoch

T29

T21

T26

T24

/

T25

/

T22

Parm/M

0.72

0.19

2.44

13.80

/

0.23

/

10.45

Epoch

/

T30

T39

T35

/

T37

/

T33

Parm/M

/

0.19

2.31

13.73

/

0.23

/

9.26

注：“/”表示直至训练结束，秩分配表未再进一步更新。

0 5 10 15 20 25 30 35 40
/

50

55

60

65

70

75

/%

DRA
LoRA(R=4)
LoRA(R=8)
LoRA(R=16)

AlexNet

0 5 10 15 20 25 30 35 40
/

40

50

60

70

80

/%

DRA
LoRA(R=4)
LoRA(R=8)
LoRA(R=16)

RegNetY

图4　AlexNet和RegNetY模型DRA与LoRA微调验证集准确率

Fig. 4  Comparison of validation accuracy for AlexNet and RegNetY models under DRA and LoRA fine-tuning
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梯度信息对任务的直接贡献，从而在不同的模型

中，都能以较低的训练参数实现较好的性能。

2.4　鲁棒性分析　

为了检验 DRA 方法的鲁棒性和适应性，本研

究使用 ConvNeXt 模型在两个数据集上进行实验。

本研究采用 4种数据增强方法对测试集数据进行干

扰，分别为向图像添加强度因子为 0.05 的高斯噪

声；对图像进行随机区域裁剪，裁剪面积最大为原

图的 20%；对图像进行色彩抖动，随机调整其亮

度、对比度、饱和度与色调，调整幅度最大为原

图的 10%；在 0~90º 对图像进行随机旋转。结果

见表 6。可以发现对于植物病害数据集，色彩抖动

与随机旋转对测试结果的影响较大，准确率分别下

降 6.02 和 5.11 个百分点。而对于小麦病害数据集，

随机裁剪和随机旋转对测试结果的影响较大，准确

率分别下降 4.33和 4.40个百分点。由于承载任务核

心判别信息的关键层被赋予高秩，即使输入数据存

在显著扰动，依然能够稳定地提取特征表示。整体

下降幅度在可接受范围内，可以说明模型在面对复

杂多样的数据环境时具有一定的鲁棒性。

2.5　与先进低秩方法的对比　

为了全面评估 DRA 方法的有效性及其在众多

先进方法中的特点，本研究设计并进行 DRA 方法

与 AdaLoRA 和 DyLoRA 方法的对比实验。AdaLo‐

RA方法采用 SVD参数化，通过对单个奇异值的重

要性进行评估和剪枝，以在训练中自适应参数预

算。DyLoRA方法则追求推理期的灵活性，通过单

次训练生成 1个能适应多种秩配置的通用模型，然

后在推理时根据不同的硬件或延迟需求动态切换秩

配置。本研究对这两种方法进行原理性复现，在

AlexNet和RegNetY模型，以及两个病害数据集上，

从模型性能、训练效率和推理灵活性等维度对这些

方法进行综合对比。

实验结果见表 7，与AdaLoRA方法对比，在控

制参数预算相同的情况下，DRA 方法的准确率稳

定地高于 AdaLoRA。例如，在 RegNetY 模型上，

DRA 方法在小麦病害数据集上的准确率比 AdaLo‐

RA 高出 0.12 个百分点，在植物病害数据集上高出

0.55个百分点。DyLoRA方法的价值在于其推理的

灵活性，在同等预算下，DRA 方法的性能同样高

于 DyLoRA。例如，在 AlexNet模型上，DRA 方法

在小麦病害数据集上的准确率比DyLoRA高出 1.38

个百分点，在植物病害数据集上高出 1.39 个百

分点。

表3  AlexNet、MobileNetV2、RegNetY和ConvNeXt模型

DRA与LoRA微调性能对比

Table 3  Performance comparison of DRA and LoRA fine-tun‐

ing on various models

模型

AlexNet

MobileNetV2

RegNetY

ConvNeXt

LoRA（R=4）

mAP/%

77.64

75.54

79.67

70.26

Parm/
M

0.55

0.41

1.34

6.29

LoRA（R=8）

mAP/%

79.93

75.51

80.79

71.42

Parm/
M

1.11

0.83

2.69

12.57

LoRA（R=16）

mAP/%

79.71

75.40

80.86

72.64

Parm/
M

2.21

1.66

5.37

25.14

DRA

mAP/%

80.09

75.80

80.91

72.13

Parm/
M

0.90

0.21

2.66

16.17

表4  不同α和β权重组合下AlexNet、MobileNetV2、RegNe⁃
tY和ConvNeXt模型在小麦病害数据集上的消融实验准确率

Table 4  Accuracy of ablation experiments on AlexNet， Mobile‐

NetV2， RegNetY and ConvNeXt models under different 

α and β weight combinations on wheat disease dataset

单位： %

模型

AlexNet

MobileNetV2

RegNetY

ConvNeXt

α = 0，
β = 1

76.87

74.58

73.76

65.65

α = 0.15，
β = 0.85

80.09

75.80

80.67

72.13

α = 0.20，
β = 0.80

79.46

76.79

80.38

71.26

α = 0.25，
β = 0.75

78.55

76.94

80.99

70.81

α = 1，
β = 0

77.63

74.73

79.24

69.66

表5  不同α和β权重组合下AlexNet、MobileNetV2、RegNe⁃
tY和ConvNeXt模型在小麦病害数据集上的可训练参数量

Table 5  Trainable parameter count of AlexNet， MobileNetV2， 

RegNetY and ConvNeXt models under different α and β weight 

combinations on wheat disease dataset

单位： M

模型

AlexNet

MobileNetV2

RegNetY

ConvNeXt

α = 0，
β = 1

0.70

0.15

0.67

10.26

α = 0.15，
β = 0.85

0.90

0.18

2.66

16.17

α = 0.20，
β = 0.80

0.95

0.18

2.88

17.53

α = 0.25，
β = 0.75

1.17

0.21

3.42

19.3

α = 1，
β = 0

1.89

1.16

4.30

24.12

表6  ConvNeXt模型应用DRA方法在4种数据干扰下进行

鲁棒性测试的准确率

Table 6  Accuracy of the ConvNeXt model with DRA method 

in robustness test under four data perturbations

单位： %

数据集

植物病害数据集

小麦病害数据集

DRA

85.12

72.13

Gaussian 
noise

83.02

68.93

Random 
crop

83.98

67.80

Color 
jitter

79.10

70.42

Random 
rotation

80.01

67.73
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图 5通过验证集准确率峰值与训练时间的权衡

图直观地展示不同方法的综合效率，左上角代表用

时少，精度高的区域。从图 5中可以发现，在相同

条件下，DRA 方法在达到验证集峰值准确率和所

需训练时间上均表现出一定优势。在RegNetY模型

上，DRA 方法在植物病害数据集上的准确率为

90.96%，比 AdaLoRA 方法高出 0.55 个百分点，比

DyLoRA 方法高出 0.94 个百分点。训练效率方面，

在植物病害数据集上，DRA 方法需要 43.5 分钟达

到 89.84% 的验证集峰值准确率，而 AdaLoRA 方法

需要52.3分钟，训练时间增加约20.23%。实验结果

表明，DRA 方法在追求特定任务性能与训练参数

的平衡上具有优势。相比之下，AdaLoRA 方法牺

牲了部分训练效率，而DyLoRA方法更具推理的灵

活性。

3 结 论

针对植物病害识别任务中模型微调面临的计算

资源受限与参数更新开销大的问题，本研究提出了

一种 DRA。引入 CKA 量化跨层特征相似性，并结

合基于梯度的校正因子实现动态分配秩，提出基于

稳定性触发的RRA，在训练过程中监测模型收敛状

态，动态更新各层的秩。在植物病害数据集和小麦

病害数据集等公开数据集上的实验表明，该方法在

AlexNet、 MobileNetV2、 RegNetY 和 ConvNeXt 等

多种模型上均取得优异表现。该方法在保持接近全

微调准确率的同时，显著减少了模型训练参数，为

资源受限场景下的植物病害识别提供了高效解决方

案。未来工作将进一步探索 DRA 在广泛视觉任务

中的适用性，研究其在边缘计算设备上的部署潜

力，以实现更高效的农业智能化应用，并结合知识

蒸馏与动态稀疏化等技术进一步减少模型计算

开销。

利益冲突声明：本研究不存在研究者以及与公开

研究成果有关的利益冲突。
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Fig. 5  Comparison of validation set accuracy peaks and training time among DRA， AdaLoRA， and DyLoRA methods
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Low-rank Adaptation Method for Fine-tuning Plant Disease 
Recognition Models

HUANG Jinqing1,2, YE Jin1,2*, HU Huilin1,2, YANG Jihui3, LAN Wei1,2, ZHANG Yanqing1,2

（1. School of Computer, Electronics and Information, Guangxi University, Nanning 530000, China; 2. State Key Laborato‐

ry for Conservation and Utilization of Subtropical Agrobiological Resources, Nanning 530000, China; 3. JJR Science and 

Technology Group Co. , Ltd. , Nanning 530000, China）

Abstract: [Objective]　When deep learning is applied to plant disease recognition tasks, model fine-tuning faces significant challenges, 

including limited computational resources and high parameter update overhead. Although traditional low-rank adaptation (LoRA) 

methods effectively reduce parameter overhead, their strategy of assigning a uniform, fixed rank to all layers often overlooks the vary‐

ing importance of different layers. This approach may still lead to constrained optimization in critical layers or resource waste in less 

significant ones. To address this limitation, a dynamic rank allocation (DRA) algorithm is proposed in this research. The DRA algo‐

rithm is designed to evaluate and adjust the required parameter resources for each layer during training, enhance the accuracy of plant 

disease classification models while more efficiently balancing computational resources. [Methods]　Public datasets of the Wheat Plant 

Diseases Dataset and the Plants Disease Dataset were utilized in the experiments. The Wheat Plant Diseases Dataset comprised 13 104 
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images covering 15 types of wheat diseases such as black rust and fusarium head blight, while the Plants Disease Dataset included 

37 505 images of 26 types of plant diseases such as algal leaf spot, corn rust, and bacterial spot of tomato. These datasets were cap‐

tured under varied lighting, different backgrounds, diverse angles, and at various stages of plant growth. A cross-layer feature similari‐

ty metric based on centred kernel alignment (CKA) was introduced to quantify the representational correlation between different lay‐

ers. Concurrently, a correction factor was constructed based on gradient information and activation intensity to measure the direct im‐

pact of each layer on the loss function. These two metrics were then fused using a weighted harmonic mean to generate a comprehen‐

sive importance score, which was subsequently used for the initial rank allocation. Furthermore, considering the effect of feature repre‐

sentation changes during training, a stability-triggered adaptive rank update strategy rank re-allocation (RRA) was proposed. This 

strategy monitored the average parameter change of the low-rank adapters during the training process to determine the convergence 

state. When this change fell below a specific threshold, the low-rank matrices were merged into the original weights, and the rank allo‐

cation table was then re-calculated and updated. This process ensured that more resources were allocated to critical layers, thereby 

achieving an optimized allocation of parameter resources across different layers. [Results and Discussions]　Tests on four models 

(AlexNet, MobileNetV2, RegNetY, and ConvNeXt) indicated that, compared to full-parameter fine-tuning, the proposed method re‐

duced resource consumption to 0.42%, 2.46%, 3.56%, and 1.25%, respectively, while maintaining a comparable average accuracy. 

The RRA strategy demonstrated continuous parameter optimization throughout the model's training. On the ConvNeXt model, the 

trainable parameters on the plants disease dataset were progressively reduced from 18.34 to 9.26 M, a reduction of nearly 50%. In 

comparison with the standard LoRA method (R=16), the method reduced the accuracy by 0.38, 0.40 and 0.05 percentage points on the 

wheat plant diseases dataset for AlexNet, MobileNetV2, and RegNetY, respectively, while resource consumption was reduced by 

59.3%, 87.4% and 50.5%. Robustness was tested by applying perturbations to the test set, including Gaussian noise, random cropping, 

color jitter, and random rotation. The results showed that the model was most affected by color jitter and random rotation on the Plants 

Disease Dataset, with accuracy decreasing by 6.02 and 5.11 percentage points, respectively. On the wheat plant diseases dataset, the 

model was more sensitive to random cropping and random rotation, with accuracy decreasing by 4.33 and 4.40 percentage points, re‐

spectively; the overall performance degradation remained within an acceptable range. When compared to other advanced low-rank 

methods such as AdaLoRA and DyLoRA under the same parameter budget, the DRA method exhibited higher accuracy. On the Reg‐

NetY model, the DRA method achieved an accuracy of 90.96% on the Plants Disease Dataset, which was 0.55 percentage points high‐

er than AdaLoRA and 0.94 percentage points higher than DyLoRA. In terms of training efficiency on the Plants Disease Dataset, the 

DRA method required 43.5 minutes to reach its peak validation accuracy of 89.84%, whereas AdaLoRA required 52.3 minutes, repre‐

senting a training time increase of approximately 20.23%. Regarding inference flexibility, the DyLoRA method was designed to gener‐

ate a universal model capable of adapting to multiple rank configurations after a single training run, allowing for dynamic rank switch‐

ing during inference based on hardware or latency requirements. The DRA method, however, did not possess this inference-time flexi‐

bility. It was focused on converging to a single, high-performance rank configuration for a specific task during the training phase. 

[Conclusions]　The low-rank adaptive fine-tuning method proposed in this research significantly reduced the number of model training 

parameters while ensuring plant disease recognition accuracy. Compared to traditional fixed-rank LoRA and other advanced low-rank 

optimization methods, it demonstrated distinct advantages, providing an effective pathway for efficient model deployment on resource-

constrained devices.
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