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摘 要： 目的　解决低光环境下图像噪声、对比度不足及细节退化导致的传统目标检测性能下滑问题，缓解高质量

标注低光图像稀缺瓶颈，挖掘大规模自然图像数据集价值以提供高效训练支撑。方法　提出一种创新的低光目标

检测框架，以正常光照图像预训练模型为基础构建核心训练范式。首先，为弥合正常光照与低光图像间的域分布鸿

沟，设计光照不变特征对齐模块（illumination-invariant feature alignment，IIFA），通过全局光照特征对齐与光照无关特

征提取的协同机制实现跨域特征融合，并嵌入自适应样本优先级处理机制以适配域间分布差异；其次，针对低光场

景下小型及远距离目标因细节退化、对比度不足导致的检测难题，提出一种基于两阶段增强策略的局部特征强化注

意力模块（two-stage feature enhancement，TSFE），实现对关键目标特征的精准增强。结果　在低光检测基准 ExDark
数据集上的实验结果表明，所提模型性能优于直接低光训练、正常光预训练后低光微调等现有方法，尤其在小型目

标检测任务中表现突出。具体指标如下：IIFA 跨域适应场景下平均精度均值（mean average precision，mAP）达

65. 74%，帧率（frames per second，FPS）达 57. 03 帧/s；所提模型 mAP 达 66. 83%，精确率（precision，P）达 83. 73%，召回

率（recall，R）达 54. 78%，同时保持 48. 81 帧/s 的 FPS，综合性能与检测效率优势显著。结论　本框架有效弥合跨域差

异，提升小型及远距离目标检测能力，显著改善低光检测性能，提供了高效解决方案。
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Abstract： Objective　Object detection， a foundational task in computer vision， has attained remarkable performance 
under well-illuminated conditions with the advancement of deep learning techniques.  However， its practical deployment is 
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severely impeded by low-light environments， which are ubiquitous in real-world scenarios including nighttime surveillance， 
autonomous driving during dusk， and low-illumination indoor monitoring.  Traditional object detection methods exhibit sub‑
stantial performance degradation under low-light conditions， primarily stemming from three core challenges： excessive 
image noise induced by insufficient photon capture of imaging sensors， reduced contrast between foreground objects and 
backgrounds that obscures object contours， and severe loss of fine-grained details （e. g. ， texture and edge information）， 
which are all critical for accurate object localization and classification.  Meanwhile， the development of low-light object 
detection techniques is further constrained by the scarcity of high-quality annotated low-light datasets.  Annotating low-light 
images demands professional expertise to distinguish genuine object features from noise interference， resulting in high anno‑
tation costs and limited dataset scales.  By contrast， large-scale natural image datasets （e. g. ， COCO and ImageNet） with 
high-quality annotations are readily accessible， encompassing diverse object categories and scene variations.  Conse‑
quently， this study aims to address the performance degradation of traditional object detection methods in low-light environ‑
ments， alleviate the bottleneck posed by scarce high-quality annotated low-light images， and fully exploit the value of large-

scale natural image datasets to provide efficient and reliable training support for low-light object detection. Method　An 
innovative low-light object detection framework， which adopts a core training paradigm based on normal-light pretrained 
models to maximize the utilization of existing high-quality natural image resources， is proposed to achieve the aforemen‑
tioned objectives.  The framework consists of two key modules designed to address domain differences and small/distant 
object detection challenges， respectively.  First， to bridge the substantial domain gap between normal-light and low-light 
images， characterized by distinct illumination distributions and feature representations， an illumination-invariant feature 
alignment （IIFA） module is developed.  This module implements cross-domain feature fusion through a twofold strategy： 
global illumination feature alignment and illumination-independent feature extraction.  The global illumination alignment 
component normalizes the illumination statistics （e. g. ， brightness and contrast） of normal-light and low-light features to a 
unified space， reducing the impact of illumination intensity differences.  The illumination-independent feature extraction 
component employs an attention mechanism to focus on object structural features （e. g. ， shape and contour） that are less 
affected by illumination changes， while suppressing illumination-related noise features.  Additionally， an adaptive sample 
priority processing mechanism is embedded in the IIFA module to adjust the weight of training samples based on their 
domain adaptation difficulty dynamically.  Samples with larger domain distribution differences （e. g. ， low-light images with 
extreme noise） are assigned higher weights during training， enabling the model to prioritize learning from challenging 
samples and adapt more effectively to interdomain distribution differences.  Second， aiming at the prominent challenge of 
detecting small or distant objects in low-light environments where degraded details and low contrast make it difficult for the 
model to capture discriminative features， a two-stage feature enhancement （TSFE） module is proposed.  The first stage of 
the module performs multiscale feature fusion to aggregate low-level detail features and high-level semantic features of 
small/distant objects， compensating for the detail loss caused by low illumination.  The second stage applies a local feature 
reinforcement attention mechanism to highlight the key feature regions of small/distant objects （e. g. ， object heads and 
limbs for pedestrian detection） while suppressing background noise.  This two-stage enhancement strategy ensures that the 
model can accurately locate and identify small or distant objects even in low-light conditions by sequentially enhancing fea‑
ture completeness and discriminability. Result　Comprehensive experiments are conducted on the ExDark dataset， a widely 
recognized low-light object detection benchmark that contains 8 856 low-light images covering 12 common object categories 

（e. g. ， person， car， and bicycle） and various low-light scenarios （e. g. ， night streets and dim rooms）.  The proposed 
model is compared with two mainstream low-light object detection methods： direct training on low-light datasets and normal-
light pretraining followed by low-light fine-tuning.  The evaluation metrics include mean average precision （mAP） for detec‑
tion accuracy， precision （P） and recall （R） for category-specific performance， and frames per second （FPS） for detection 
efficiency.  Experimental results demonstrate that the proposed model outperforms the comparison methods in all evaluation 
metrics， with particularly outstanding performance in small object detection.  Specific metrics are as follows： In cross-

domain adaptation scenarios （using normal-light pretrained models without fine-tuning on low-light data）， the model 
achieves an mAP of 65. 74% and an FPS of 57. 03 frame/s， outperforming the direct low-light training method and maintain‑
ing comparable efficiency.  When fine-tuned on the ExDark dataset， the proposed model achieves an mAP of 66. 83%， a 
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precision of 83. 73%， and a recall of 54. 78%， while maintaining an FPS of 48. 81 frame/s， verifying the effectiveness of 
the IIFA and TSFE modules.  The FPS of 48. 81 also meets the real-time detection requirements of practical applications 
such as surveillance and autonomous driving. Conclusion　This framework effectively bridges cross-domain differences 
between normal-light and low-light images， enhances the detection capability for small and distant objects， and remarkably 
improves overall low-light object detection performance， providing an efficient solution to low-light detection challenges.
Key words： object detection； domain adaptive； cross-domain fusion； image enhancement； low-light

0　引 言

目标检测作为计算机视觉的基础任务，在自动

驾驶、监控系统和工业质检等领域应用广泛（Badue
等，2021；Shen 等，2025）。然而现有目标检测方法

在低光环境下表现显著下降，这主要归因于图像噪

声放大、对比度降低及光照分布不均等因素（Pan
等，2024；Xu 等，2025a）。研究表明，这些因素会导

致目标可见性降低，检测精度大幅下降（Shen 等，

2025）。主流目标检测任务大致可划分为两类：单阶

段检测器（如 SSD（single shot multibox detector） （Cui
等 ，2022）、YOLO（you only look once） （Redmon 和

Farhadi，2018）以 及 FCOS（fully convolutional one-

stage object detection）（Dong 等，2017））与双阶段检

测 器（如 Faster R-CNN（faster region-based convolu‑
tional neural network）（Ren 等 ，2017）与 R-FCN

（region-based fully convolutional network）（Dai 等 ，

2016））。其中，单阶段目标检测器通过单步预测直

接输出目标边界框和类别标签，双阶段目标检测器

则先生成区域建议集，再经分类与边界框回归完成

优 化 。 近 年 来 ，基 于 Transformer 架 构 的 DETR
（detection transformer）（Carion 等，2020）及其衍生方

法（Meng 等，2021；Liu 等，2022；Li 等，2023）相继提

出，用于提升通用目标检测的综合性能。与之不同，

低光目标检测器是针对低光照场景专门设计的检测

器，其架构多源于通用目标检测方法，常采用双阶段

设计思路，同步生成目标边界框与分类置信度。目

前，该领域的研究重点主要集中在模型架构优化、锚

点采样与匹配策略改进以及特征增强技术研发的

3 个方面。

当前，主流低光目标检测的研究（Wang 和 Liu，

2021；Xu 等，2021；Du 等，2024）主要分为两类：一类

在 大 规 模 低 光 真 实 数 据 集 上 训 练（Wang 和 Liu，

2021）；另一类在正常光照图像上完成预训练，再基

于低光数据进行微调。然而，低光图像的收集与标

注过程面临诸多困难，同时获取大规模、高质量的低

光数据集也存在较大挑战。此外，仅在正常光图像

上训练的检测器在低光条件下往往表现欠佳（Li 等，

2022a），其具体问题主要表现为信噪比下降和特征

分布偏移。另一条研究路径则是借助直方图均衡

化、对比度拉伸和色彩还原等图像增强技术，以实现

低光图像质量的提升（Zhang 等，2023）。尽管此类

方法可通过增强图像亮度和对比度提升目标物体的

可见度，但往往难以充分保留图像细节特征，进而导

致其在小型目标或远距离物体检测任务时效果欠

佳。潘晓英等人（2023）系统总结了小目标检测方

法，指出小目标因像素占比小、语义信息少、易受复

杂场景干扰等问题一直是目标检测领域的难点，并

从数据增强、超分辨率以及多尺度特征融合等方面

梳理了现有解决方案。近年来，相关工作主要围绕

图像增强、专用检测架构及领域自适应技术三大方

向展开。传统方法（Zhang 等，2021；Dai 等，2024）依

赖 Retinex（Land 和 McCann，1971）理论或直方图均

衡化等技术实现低光图像增强，但这类方法往往易

引入噪声和伪影（罗强 等，2018）。马龙等人（2022）
在低光照图像增强综述中系统梳理了该领域研究现

状，指出传统方法受限于数据分布且泛化能力有限。

随着深度学习技术的快速发展，基于神经网络的低

光 图 像 增 强 方 法（如 Zero-DCE（zero-reference deep 
curve estination）（Guo 等，2020）、KinD（Li 等，2019））

已取得了突破性进展。Cai 等人（2023）基于 Retinex
理论提出了 Retinexformer，通过光照引导的 Trans‑
former 建模不同光照区域的非局部交互，在多个基

准数据集上显著超越现有方法，并在 ExDark 低光目

标检测任务上验证了其实际应用价值。Hashmi 等

人（2023）提出的 FeatEnHancer 模块，通过多头注意

力机制层次化结合多尺度特征，确保网络能够提取

更 具 代 表 性 和 判 别 行 的 增 强 特 征 。 赵 明 华 等 人

（2024）提出基于照度与场景纹理注意力图的低光图
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像增强算法，利用最小通道约束图进行照度和纹理

注意力估计，设计全局与局部相结合的增强模块，有

效 解 决 了 局 部 欠 增 强 和 过 增 强 问 题 。 张 奇 等 人

（2026）提出基于 HVI 色彩空间的门控卷积双分支增

强网络，通过将亮度信息与色彩结构信息分离处理，

实现了色彩保真度与亮度伪影抑制的平衡。Zhang
等人（2024）提出的 ISP-Teacher，从相机图像信号处

理（image signal processing，ISP）成像过程角度重新

审视教师—学生架构以解决暗光目标检测问题，设

计了与相机传感器 ISP 流程一致的日到夜转换模块

（ISP-based day-to-night Transformer module，ISP-

DTM），并通过解耦正则化避免 ISP 退化任务与检测

任务的冲突，实现跨域迁移。Du 等人（2024）提出的

DAI-Net（day- night adaptation interaction network），实

现了零样本日夜域自适应，无需真实低光数据即可

将检测器从正常光照场景泛化到低光场景。然而，

低光图像的收集与标注过程面临诸多困难，获取大

规模高质量的低光数据集存在较大挑战，仅在正常

光图像上训练的检测器在低光条件下往往表现欠

佳 。 同 时 ， Nightowls（Neumann 等 ，2019）、ExDark
（Loh 和 Chan，2019）、DARKFACE（Wang 等，2023）及

NOD（novel object detection）（Morawski 等，2021）等低

光数据集也已相继构建。然而，这些数据集的规模

仍不及正常环境下的数据集。

域自适应技术通过利用标注充分的源域数据辅

助目标域模型训练，从而缓解跨域分布差异带来的

性能下降，为解决低光场景数据稀缺问题提供了有

效 途 径 。 早 期 研 究 中 ，Saito 等 人（2019）提 出 的

SWDA（strong-weak distribution alignment）网络，通过

在局部特征层采用强对齐、全局特征层采用弱对齐

的对齐策略实现自适应目标检测。Hsu 等人（2020）
提 出 的 渐 进 式 域 自 适 应 框 架 PDA （progressive 
domain adaptation），通过构建中间域将大的域差距

分解为多个较小的适应子任务，逐步缩小源域与目

标 域 之 间 的 分 布 差 距 。 He 等 人（2022）提 出 TDD
（target-perceived dual-branch distillation）网络，通过

目标感知的双分支蒸馏架构实现跨域目标检测，利

用知识蒸馏机制有效迁移源域检测知识。近年来，

无监督域自适应方法取得了长足进步。Kennerley
等人（2023）提出的两阶段一致性无监督域自适应网

络 2PCNet，在第 1 阶段中使用教师网络生成高置信

度边界框，并将其加入学生网络的候选区域中；在

第 2 阶段中教师网络对这些候选区域进行重新评

估，生成包含高/低置信度的伪标签，并反馈给学生

网络进行训练。Zhou 等人（2023a）从控制理论中稳

定性的概念出发，将不同域之间图像和区域的差异

视为扰动，引入网络稳定性分析框架，通过分析不同

干扰下的稳定性实现域自适应检测。针对域移位问

题，Li 等人（2022b）提出了逐步域自适应 YOLO 框架

（S-DAYOLO），通过构建辅助域桥接域差距并结合

域自适应 YOLO 实现自动驾驶场景的跨域目标检

测。Zhou 等人（2023a） 提出的 SSDA-YOLO，采用基

于 Mean Teacher 的半监督训练框架结合域自适应技

术，将 YOLOv5 与域自适应相结合实现高效的跨域

目标检测。在无源域自适应研究领域中，Varailhon
等人（2025）提出的 SF-YOLO，通过 teacher-student 框

架结合目标域特定数据增强策略进行模型优化，实

现了无需访问源域数据的 YOLO 目标检测域自适

应。针对现有方法在特征对齐时对不同区域重要性

考虑不足的问题，He 等人（2025）设计了预测差异反

馈实例对齐模块，自适应地为教师—学生检测差异

更大的实例分配更高权重，并且开发了基于不确定

性的前景目标图像对齐模块，自适应地优先处理前

景目标区域。Zheng 等人（2025）提出的双概率对齐

（dual probabilistic alignment， DPA）框架，通过将域

概率建模为高斯分布，在全局层面对齐域私有类别、

在实例层面对齐域共享类别，从而统一解决开集、部

分集和闭集场景下的通用域自适应目标检测问题。

这些域自适应方法为弥合正常光照与低光环境之间

的分布差异提供了重要技术支撑。

注意力机制（贾可心 等，2022）通过自适应地聚

焦于图像中的关键区域，已成为提升目标检测性能

的重要技术手段。SE （squeeze-and-excitation） 注意

力模块（Hu 等，2018）通过全局平均池化和全连接层

建模通道间依赖关系，在此基础上，CBAM （convolu‑
tional block attention module） 模块（Woo 等，2018）引

入空间注意力分支实现通道与空间的联合建模。

CA（coordinate attention）模块（Hou 等，2021）通过水

平和垂直方向的池化操作精确编码空间位置信息实

现将位置信息嵌入通道注意力。何伟和潘晨（2022）
提出的 AGNet（attention-guided network）网络，结合

通道注意力和空间注意力机制有选择地聚合深层和

浅层的特征信息，实现了显著性目标检测中不同层

次特征的有效传递和聚合。Dong 等人（2025）提出

3674



第 31 卷 / 第 10 期 / 2026 年 10 月
王洋，张美璟，曹菁菁，程红举，薛醒思，刘文犀 
跨域特征对齐与两阶段增强的低光目标检测方法

的 AugDETR 网络，通过设计的混合注意力编码器扩

大可变形编码器的感受野并引入全局上下文特征，

并且自适应利用多层编码器进行更具判别性的目标

特征提取。在分析了 CA 模块中批归一化泛化能力

不足和通道降维的负面影响后，Xu 等人（2025b）提

出了 ELA（efficient local attention）模块，采用一维卷

积和组归一化高效编码位置特征，在目标检测任务

上优于 SE、CBAM 和 CA 等经典模块。TA-YOLO 网

络（Li 等 ，2024）中 构 建 的 多 头 通 道 和 空 间 Trans-

Attention 模块，从通道和空间维度分别进行远程像

素交互完成注意力特征捕获，有效解决了遥感图像

复杂背景下的小目标检测问题。这些注意力机制的

发展为低光场景下的特征增强提供了丰富的技术

基础。

现有目标检测方法在正常光照下表现优异，但

在低光环境中面临两大核心挑战。正常光照与低光

环境间存在显著领域偏移，导致模型难以直接迁移。

现有域适应方法多停留在像素级光照调整，忽视深

层特征空间的分布差异，在源域与目标域的语义一

致性处理上缺乏系统设计，易引发类别错位。此外，

低光环境下对比度下降、细节丢失，小型及远距离目

标检测尤为困难。现有特征增强局限于单一维度改

进，如仅强化通道或空间注意力，缺乏多维度协同建

模。而且固定增强策略无法适配不同尺度目标需

求，难以同时满足小型目标的局部纹理捕捉与远距

离目标的上下文语义理解。

为解决上述问题，本文提出了一种基于跨域对

齐与细节增强的低光目标检测算法。在跨域适配

上，提出光照不变特征对齐模块，通过最大均值差异

实现多尺度特征分布对齐，引入基于语义亲和度的

对比学习提取光照不变特征，设计动态类别对齐损

失自适应调整样本权重，从分布、特征和类别 3 个层

面协同弥合域差距。在特征判别上，提出两阶段特

征增强模块，第 1 阶段通过通道—空间双向交互实

现多维度协同增强，第 2 阶段整合动态残差、自适应

门控、空间注意力与多尺度增强，构建多路径并行的

上下文感知机制，使模型灵活适配从局部纹理到宏

观上下文的不同尺度需求。

本文的主要创新点和工作总结如下：1）提出光

照不变特征对齐模块（illumination-invariant feature 
alignment，IIFA），融合跨域特征对齐、光照不变表征

学习与动态类别对齐的三要素混合优化策略，通过

最大均值差异实现多尺度特征分布对齐，引入基于

语义亲和度的对比学习提取域不变特征，并设计类

别动态对齐损失函数自适应调整样本权重，从分布、

特征和类别 3 个层面协同弥合跨域差距。2）提出两

阶段特征增强模块（two-stage feature enhancement，
TSFE），第 1 阶段通过通道—空间双向交互网络实现

多维度协同特征增强；第 2 阶段整合动态残差块、自

适应注意力门控、高效空间注意力及多尺度特征增

强 4 个组件，构建多路径并行与多注意力协调的上

下文感知机制，提升小型及远距离目标的特征判别

力。3）在 ExDark 数据集上的实验验证了各模块的

有效性及协同增益，所提模型在小型目标检测任务

中达到前沿性能。

1　本文方法

1. 1　模型概述

本研究提出一种基于迁移学习的低光场景的弱

监督目标检测框架，充分利用正常光照条件下大规

模数据集的先验知识，通过跨域特征对齐实现向低

光场景的有效迁移。如图 1 所示，该框架以低光场

景目标域图像 I target 和随机选取的正常光照源域图像

Isource 为输入进行训练。其核心包含光照不变特征对

齐模块和两阶段特征增强模块两个关键组件。前者

负责弥合正常光照与低光环境之间的域分布差异；

后者针对低光场景中小型及远距离目标的检测难题

进行特征强化。

在训练阶段，源域图像和目标域图像分别经过

共享参数的 CSPNet（cross stage partial network）主干

网络进行特征提取，再通过特征金字塔网络（feature 
pyramid network，FPN）获取多尺度特征表示（黄强 
等，2023）。源域图像的多尺度特征经过检测头生成

预测结果，与源域标注标签计算检测损失 LDET，为目

标检测模型提供监督信息。与此同时，目标域图像

通过光照不变特征对齐模块的域适应单元，与随机

选取的源域参考图像进行特征交互，该模块通过

3 个域适应损失函数实现特征空间的对齐：跨域特

征对齐损失 LMMD 用于缩小两域全局特征的分布差

异；对比学习损失 LContrast 通过正负样本对的语义关联

学习光照不变的特征表征；动态类别对齐损失 LDCA
则通过自适应加权机制校准类别不平衡导致的跨域

偏移。上述损失函数的联合优化使模型能够在弱监
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督设置下实现跨域特征表征的对齐。

在推理阶段，仅输入目标域低光图像，经主干网

络和特征金字塔网络提取多尺度特征后，通过两阶

段特征增强模块进行特征强化，最终由检测头输出

预测结果。由于训练阶段已完成跨域特征对齐，推

理时无需源域图像参与，从而保证了实际部署的高

效 性 。 下 文 将 详 细 阐 述 各 核 心 模 块 的 技 术 实 现

细节。

1. 2　光照不变特征对齐

尽管自然图像数据集为目标检测模型提供了丰

富的训练资源，但标注完备的低光数据仍然稀缺。

这种稀缺性进一步被正常光照与低光环境之间的显

著领域差异而加剧——当直接将正常光照场景下训

练所得的模型迁移到低光场景时，光照强度、图像对

比度及噪声分布模式的固有差异会导致模型性能显

著下降。为有效弥合这一跨域差异，本文提出一种

IIFA 模块，专门用于低光场景与正常光照场景的跨

域适应任务。该模块通过分离光照相关伪影与物体

判别性特征，实现源域与目标域多尺度特征的精细

对齐，从而使模型在不同光照条件下均能保持稳定

的特征迁移能力。

为实现上述目标，该模块采用融合三要素的混

合优化策略：1）跨域特征对齐技术（cross-domain fea‑
ture alignment，CDFA），通过缩小源域与目标域全局

特征的分布距离，降低跨域分布偏移影响；2）光照不

变表征学习（illumination-invariant feature representa‑
tion，IIFR），强化特征对光照变化的鲁棒性，使同类

目标在不同光照条件下形成统一的特征表征；3）动

态类别对齐机制（dynamic category alignment，DCA），

通过动态调整类别权重分配，有效解决跨域场景下

类别不平衡问题。

1. 2. 1　跨域特征对齐

充分利用正常光照条件下积累的先验知识，核

心环节之一是实现目标场景（即低光场景）与正常光

照场景的光照条件对齐。

为此，本文致力于最小化源图像 Isrc 与目标图像

I tar 分布之间的域差异。具体而言，采用最大均值差

异（maximum mean discrepancy， MMD）（Mohamadi
等，2024）作为跨域特征对齐度量方法。通过 FPN 网

络从 Isrc 和 I tar 中提取层次化多尺度特征。鉴于 FPN
的中间输出特征包含不同层级的语义信息，本文选

取 3 个代表性层的特征，分别标记为{X′src，X″src，Xsrc}
和{X′tar，X″tar，X tar}，对应第 3、4 和最后一个卷积块。浅

层特征主要编码边缘、纹理等低级视觉细节，而深层

特征则蕴含更丰富的目标语义表征信息。为最小化

跨域特征差异，同时缓解光照条件变化与场景内容

差异引发的域偏移问题，本文将模型训练目标具体

化为

LMMD(X′src, X′tar ) =  ϕ (X′src ) - ϕ (X′tar ) 2
（1）

LMMD(Xsrc, X tar ) =  ϕ (Xsrc ) - ϕ (X tar ) 2
（2）

式中，ϕ (g)表示将特征映射到再生核希尔伯特空间

（reproducing kernel Hilbert space，RKHS）（Park 等 ，

2019）的函数。通过最小化该损失函数 LMMD，能够有

效缩小源域与目标域的特征分布差异，促使两域特

征分布趋于一致，进而提升跨域特征的可迁移性。

1. 2. 2　光照不变表征学习

为进一步强化领域无关特征的表征能力，本文

图 1　系统架构全景图

Fig. 1　Overview of our framework
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引入对比学习框架构建对比损失函数。具体而言，

通过采样源域图像与目标域图像对，并结合共享语

义分析技术实现正负样本的有效区分。考虑到单幅

图像通常包含多个不同语义标签的对象，本文通过

量化标签共现频率来度量图像对的语义亲和度：语

义高度重合的图像对被定义为正样本，语义差异显

著的图像对则被定义为负样本。具体地，两幅图像

的 语 义 亲 和 度 通 过 标 签 集 合 的 Jaccard similarity
（Chen 等，2019）进行计算，具体为

S i, j = L isrc ∩ L jtar
|| L isrc ∪ || L jtar

（3）
式中，L isrc 表示第 i 个源域图像的语义标签集合；L jtar
表示第 j 个目标域图像的语义标签集合；对于每个源

域样本 Isrc，从目标域中随机选取一个语义亲和性较

高的图像 I +tar 作为正样本对{Isrc，I +tar}，反之，从目标域

中随机选取一个语义亲和性较低的图像样本 I -tar 作

为负样本对{Isrc，I -tar}。因此，目标函数可定义为

LContrast =
-log exp ( )sim ( )Xsrc, X +tar /τ

exp (sim( )Xsrc, X +tar /τ + ∑
c = 1

C  exp ( )sim ( )Xsrc, X -tar /τ
（4）

式中，Xsrc，X +tar 和 X -tar 分别代表源域样本（Isrc）、正样本

（I +tar）对中目标域样本和负样本（I -tar）对中目标域样本

的特征向量；sim (·，·)用于衡量两个特征向量间的

余弦相似度（刘爱琴 等，2013）；τ 是相似度评分调节

参数（Chen 等，2019；Wang 和 Liu，2021）。通过该对

比学习机制进一步强化跨域特征对齐，模型能够有

效学习到鲁棒性更强的域不变特征表征，为低光场

景目标检测提供可靠的特征支撑。

1. 2. 3　动态类别对齐

此外，本文引入对抗学习机制，基于图像纹理

细节的风格特征，将源域图像特征映射到目标域特

征空间，实现跨域特征的精准匹配与转换。然而，

训练样本集中不同类别目标的数量存在差异，导致

类别不平衡问题成为影响跨域对齐的关键挑战。

为此，本文设计了类别动态对齐损失函数，通过自

适应加权机制，对包含少数类目标的样本赋予更

高权重，优先优化此类样本的特征对齐效果。基

于源域特征 Xsrc 和目标域特征 X tar，对抗损失函数

可定义为

LDCA(Xsrc, X tar ) = E [ logD (Xsrc ) +
E é

ë
ù
ûωlog (1 - D (G (X tar ) ) ) （5）

式中，ω 表示目标域图像的动态权重；G (⋅) 为生成器，

负责将源域局部特征转换为符合目标域风格的特

征；D (⋅) 为判别器，用于区分输入特征源自目标域还

是生成器生成的转换特征。在实验实现中，本文采

用 U-Net（Yan 等，2019）架构构建生成器 G (⋅)，并选用

PatchGAN（Schönfeld 等，2020）作为判别器 D (⋅)。
为实现动态权重 ω 的自适应调整，本文引入多

标签分类器 FMLC 评估目标域样本中各类别的跨域适

应难度（Xiao 和 Zhang，2021）。具体而言，首先利用

源域标注样本训练该多标签分类器，随后将训练完

成的分类器应用于目标域样本的适应难度评估。其

输出结果为目标域样本经源域至目标域跨域适应

后，各候选类别的识别概率分布。基于此，本文构建

类别动态对齐损失函数，具体为

LMLC = -∑
c = 1

C  [ ]y csrc log ( ŷ csrc ) + (1 - y c ) log (1 - ŷ csrc )   （6）
式中，C 代表对象类总数；y csrc(y csrc = {0，1})表示类别

c 是否存在于源域图像中；ŷ csrc 表示类别 c 存在于源域

图像的概率，该概率由多标签分类器 FMLC（刘爱琴 
等，2013）估算得出，即 ŷ csrc =FMLC ( Xsrc ；c )。

通过训练完成的多标签分类器 FMLC（Long 等，

2015），本文可在模型训练过程中，依据目标函数的

优化需求动态调整各样本的权重系数，从而针对性

缓解类别不平衡问题。

ω = θ ( 1
C′∑c = 1

C

I ( ŷ ctar > ϵ ) ŷ ctar + 1) +

(1 - θ ) exp (1 - N ctar
N tar )

s.t. C′ = ∑
c = 1

C

I ( ŷ ctar > ϵ ) （7）
式中，θ 为平衡系数，用于调节损失项的权重占比；

I (⋅) 为指示函数；ϵ 为高置信度目标检测的置信阈值；

ŷ ctar 表示目标域图像中类别 c 检测概率的估计值，即

ŷ ctar = FMLC(Xsrc ；c)；N tar 代表目标域图像样本总数；

N ctar 则是 c 类的图像数量。通过联合最小化局部对抗

损失 LDCA (⋅，⋅) 与动态权重 ω（式（5）），能够进一步缩

小源域与目标域的特征分布差异，促使两域特征分

布趋于一致，提升跨域适应性能。
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1. 3　两阶段特征增强

为解决低光环境下远处模糊背景和小型目标检

测难度大的难题，本文提出一种 TSFE 模块，其网络

架构图如图 2 所示。该模块通过两大核心创新设计

显著提升低光场景的特征提取性能：1）多维度协同

特 征 增 强 模 块（multi-column feature enhancement 
module，MCFE），通过对空间维度、通道维度及语义

维度的分层强化与协调优化，有效提升目标特征的

区分度；2）上下文感知特征提取增强（context-aware 
feature enhancement，CFE），在精准保留目标关键结

构信息的前提下，自适应抑制背景噪声干扰，强化有

效特征表征。实验结果验证，相较于现有主流方法，

所提两阶段特征增强模块在低光场景目标检测任务

中表现出显著的性能优势。

1. 3. 1　多维度协同特征增强

为解决低光环境下特征表示能力不足的难题，

本文提出一种 MCFE 模块，该模块基于注意力机制

的构建，能够协同整合通道间与空间维度的特征的

依赖关系。具体而言，通过跨通道相关性建模、空间

依赖捕捉以及自适应特征重校准三大核心操作，实

现对低光场景全方位特征增强。如图 2（a）所示，

MCFE 模 块 采 用 残 差 方 式 处 理 输 入 特 征 图

X ∈ RC × H × W，具体流程为

Y = X + α1 ⋅ F ( X ) （8）
式中，X，Y∈ RC × H × W 分别代表输入和输出的特征图，

α1 ∈ [0，1]是可学习的缩放参数，用于自适应地调整

特征的重校准的强度；F (X )代表跨通道相关性建模

和空间依赖性捕捉的联合操作，其具体技术实现细

节将在下文展开详述。

1）跨 通 道 相 关 性（cross-channel correlation）。

该模块采用双分支并行处理技术，通过全面分析

特征图各通道间的内在关联性，精准捕捉对低光

目标检测至关重要的关键语义特征，其具体实现

方式为

Mchannel ( X ) = σ (W2 ⋅ GELU (W1 ⋅ Z ) ) （9）
式 中 ，Z ∈ RC × 1 × 1 通 过 全 局 平 均 池 化 获 取 ；

W1 ∈ R
C
16 × C

和 W2 ∈ R
C × C

16 为低秩变换矩阵；σ (⋅) 表示

sigmoid 激 活 函 数 ；GELU (⋅) 为 高 斯 误 差 线 性 单 元

（Gaussian error linear unit， GELU）。并行设置的最

大池化分支采用相同操作流程。

2）空间依赖模块（spatial dependency）。该模块

通过融合通道维度的标准差与最大值两种统计特

征，强化低光照区域中目标物体的特征表征，进而提

升此类区域的目标检测性能。其数学表达式为

M spatial ( X ) = σ (Conv5 × 5(Concat[ Mmax , M std ] ) )   （10）
式中，Mmax，M std ∈ R1 × H × W 分别表示通道的最大值和

标准差；Conv5 × 5 表示一个 5 × 5 的卷积层。

3）自适应特征重校准（adaptive feature recalibra‑
tion）。本文采用残差学习机制，通过可学习参数 α1
将跨通道相关性建模与空间依赖捕捉的输出特征整

合至原始输入特征中，实现对低光场景特征的自适

应重校准。其计算式为

图 2　两阶段特征增强模块

Fig. 2　Two-stage feature enhancement module （（a）MCFE； （b） CFE）
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Y = X + α1 ⋅ F ( X ) =
X + α1 ⋅ Mchannel ( X )⊙M spatial ( X )⊙X （11）

式中，⊙ 表示逐元素乘法运算。

总体而言，MCFE 模块有效提升了模型在低光

环境下目标检测性能，尤其在小型目标与远距离目

标的特征提取与识别任务中表现更为突出。

1. 3. 2　上下文感知特征提取

CFE 模块通过多路径并行、多尺度融合和多注

意力机制协调设计，实现了对语义特征图显著增强。

该架构在保证计算效率的前提下，有效提升了模型

对多尺度目标的特征表征能力与检测性能。CFE 模

块 整 合 了 4 个 核 心 组 件 ：动 态 残 差 块（dynamic 
residual block，DRB）、自适应注意力门控（adaptive 
attention gate，AAG）、高效空间注意力（efficient spa‑
tial attention，ESA）和 多 尺 度 特 征 增 强（multi-scale 
feature enhancement，MSE）。CFE 模块的整体架构

及各组成组件的连接关系如图 2（b）所示，各组件的

网络架构图如图 3 所示。

1）动态残差块。如图 3（a）所示，首先在模型中

引入动态残差块，该模块通过双 3 × 3 卷积层与可学

习的动态残差连接对输入特征图 X 进行特征转换与

增强，其具体处理方式为

Y = ReLU (α ⋅ X + β ⋅
BN (Conv3 × 3(BN (Conv3 × 3 ( X ) ) ) ) ) （12）

式中，Y 表示输出特征图；α 和 β 是控制残差权重的

可训练参数；BN（batch normalization）代表批量归一

化。与传统的残差块不同，DRB 通过自适应调节特

征提取与原始特征保留的权重比例，有效缓解了深

度网络训练中的梯度消失问题，同时实现了动态化

的特征信息流传递，提升了特征表征的灵活性。

2）自适应注意力门控。如图 3（b）所示，AAG 模

块在结构设计上借鉴常规残差块的核心思想，通过

在侧路径中引入平均池化与最大池化并行操作，一

方面高效捕捉全局上下文信息，另一方面有效强化

特征区域间的空间关联，为低光场景目标特征的精

准定位提供支撑。

3）高效空间注意力模块。如图 3（c）所示，ESA
采用“通道缩减、深度可分离卷积、通道注意力增强”

的串联结构：通过 1 × 1 卷积层实现通道维度缩减，

降低计算复杂度；借助 7 × 7 卷积核的深度可分离卷

积捕捉局部空间特征；结合通道注意力机制，实现对

图 3　上下文感知特征提取模块

Fig. 3　Context-aware feature enhancement module （（a） dynamic residual block （DRB）； （b） adaptive attention gate （AAG）； 
（c） efficient spatial attention （ESA）； （d） multi scale feature enhancement （MSE））
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长距离空间依赖关系的高效建模，在保证计算效率

的同时提升特征表征的针对性。

4）多尺度特征增强。如图 3（d）所示，MSE 模块

基于金字塔分解策略提取多尺度特征：设置两个平

均池化分支（空间分辨率分别为输入特征图的 1/2 和

1/4），各分支通过 3 × 3 卷积完成局部特征增强；低

分辨率分支经双线性上采样恢复至原始特征图尺

寸；3 个分支通过通道拼接与 1 × 1 卷积实现特征交

互融合；最后通过 sigmoid 激活函数生成自适应权

重，对原始特征图进行动态增强。该设计有效平衡

了局部细节信息与全局语义特征，显著提升了低光

场景下特征表征的完整性与判别力。

5）多尺度感受野。CFE 模块通过引入孔率分别

为 ｛1， 3， 6， 9｝的并行扩张卷积支路，实现对多尺度

感受野的精准捕捉。将 DRB、AAG、ESA 及 MSE 模

块输出的中间特征图与原始输入特征图进行融合，

通过多特征互补优化，最终输出增强后的特征图，为

后续目标检测提供全面的特征支撑。

1. 4　检测头

本文采用解耦检测头架构进行目标检测，通过

将分类任务和定位任务分离处理，有效缓解了两类

任务在特征学习中的冲突问题。

检测网络多尺度特征金字塔网络输出的 3 个尺

度特征图分别为 { P3，P4，P5 }，对应的下采样倍率为

{ 8，16，32 }，对于每个尺度的特征图，检测头采用并

行的双分支结构，其中分类分支通过两个连续的

3 × 3 卷积层提取分类相关特征，最终输出维度为

H × W × C（C 为类别数量）；回归分支同样采用两个

3 × 3 卷积层，输出边界框回归参数。本文采用基于

分布的边界框回归表示方法，将边界框的连续回归

问题转化为离散概率分布的学习问题，具体为

ŷ = ∑
i = 0

n

P ( yi ) ·yi （13）
式中，P ( yi ) 表示边界框边界位于离散位置 yi 的概

率，n 为离散化的区间数量。

1. 5　损失函数

本文采用目标检测任务中的损失函数框架，并

结合提出的光照不变特征对齐模块构建完整的损失

函数。

检测损失函数（Yaseen，2024）为

LDET = λcls Lcls + λbox Lbox + λobj Lobj （14）
式中，Lcls、Lbox 和 Lobj 分别为分类损失、边界框回归损

失和目标性损失，λcls、λbox 和 λobj 分别为各损失的权

重系数。

结合式（2）、式（4）和式（5），完整的训练损失函

数定义为

L total = LDET + LMMD + LContrast + LDCA （15）

2　实验结果

2. 1　数据集

COCO2017（common objects context）（Lin 等 ，

2014）是微软公司推出的广泛应用于目标检测任务

的基准数据集，包含海量自然场景图像。该数据集

涵盖 80 个常见目标类别，图像均取自真实日常场

景，虽然包含多种光照条件，但整体以明亮均匀的光

照环境为主。依托多样性的场景和高质量的标注信

息，COCO2017 成为理想的源域数据集，能够为模型

训练提供稳定且可靠的监督信号。然而，该数据集

的光照条件分布与低光场景存在显著差异，这为跨

域适应任务带来了挑战。在本文实验中，使用该数

据集中的 86 456 幅图像作为源域训练数据。

ExDark（Loh 和 Chan，2019）是一个专为低光环

境下的物体检测设计的数据集，包含 12 类物体：自

行车、瓶子、摩托车、猫、狗、公交车、汽车、人物、桌

子、船、椅子和杯子。这些图像主要拍摄于夜间或光

线昏暗的环境，具有亮度低、噪点高等特征。此外，

数据对比度不足。ExDark 数据集包含 5 963 幅训练

图像和 2 893 幅测试图像，这些图像作为目标域样

本 。 由 于 光 照 条 件 与 COCO2017 存 在 显 著 差 异 ，

ExDark 成为评估模型在低光场景下泛化能力的有效

目标域数据集。鉴于 ExDark 包含的类别数量少于

COCO2017，实验中评估了两个数据集共有的 12 个

类别。

2. 2　指标

为全面评估所提方法在低光目标检测任务中的

性能，本研究采用该领域广泛认可的经典评估指标，

精确率（precision，P）、召回率（recall，R）、平均精度

（average precision， AP）和平均精度均值（mean aver‑
age precision，mAP）。这些指标基于主流评估方案

构建，可有效量化模型在低光环境下的检测精度与

鲁棒性，为所提方法有效性验证提供客观可靠的评

价依据。
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2. 3　实验细节

实验中，源域数据集采用 COCO2017，目标域数

据集选用 ExDark。模型训练基于单张 24 GB 显存

的 RTX3090 显卡，预训练阶段加载 COCO2017 数据

集上的预训练权重，批量大小设为 10，总训练迭代

次数为 100 次。实验数据由 ExDark 与 COCO2017 数
据集的图像共同构成，其中 ExDark 数据集按 7：3 的
比例划分为训练子集与测试子集。模型初始学习率

设定为 0. 001；针对模块特有的超参数，光照对齐损

失的权重系数设为 0. 3，动态样本优先级的判定阈

值设为 0. 6。

2. 4　对比实验

为验证本文方法性能，分别与以下基线策略进行

对比实验：基于CSPDarkNet的方法（S-DAYOLO（Li等，

2022b）、SSDA-YOLO（semi-supervised domain adapta‑
tive yolo）（Zhou 等，2023a）、SFDA（source-free domain 
adaptation）（Varailhon 等 ，2025））；基 于 VGG（Visual 
Geometry Group）的方法（NSA-UDA（network stability 
analysis for unsupervised domain adaptive detection）

（Zhou 等，2023b）和 TDD（He 等，2022））；以及基于

ResNet（residual neural network）主 干 网 络 的 方 法

（PDA（Hsu 等，2020）、DAOD（domain adaptive object 
detection）（He 等 ，2025）、SWDA（Saito 等 ，2019）、

DPA（Zheng 等 ，2025））。实验通过平均精度均值

（mAP）、精确率（P）、召回率（R）和帧率（frames per 

second，FPS）等指标进行综合评估，实验结果如表 1
所示。

现有主流跨域目标检测方法仍存在明显局限

性：SFDA 因缺乏源域数据锚点，导致细粒度跨域对

齐不充分，且存在知识遗忘风险；NSA-UDA 的噪声

抑制策略过于盲目，易忽略局部特征差异；早期方法

DAOD 存在跨域对齐粒度较粗、动态适应性不足的

问题；DPA 的阶段划分依赖主观设定，易产生累积

误差，这些缺陷均限制了其跨域特征对齐精度与场

景适配能力。本文方法采用 IIFA，可有效过滤光照

差异带来的干扰，显著提升模型在不同光照条件及

跨域场景下的泛化能力与鲁棒性；同时整合 TSFE，

通过强化远距离与小型目标的显著区域权重，有效

缓解背景噪声引发的特征模糊问题，大幅提升弱特

征目标的识别性能。实验结果表明，所提方法的 P
与 R 均接近最优基准，FPS 达到 48. 41 帧/s；如表 1 所

示，其在 mAP 指标上实现 66. 83% 的最优性能，相较

于传统基线方法均具有显著优势。特别地，本文提

出的 IIFA 方法，不仅在 mAP 指标上超越前述所有域

自适应方法，其 FPS 值更是达到 57. 03 帧/s，位列所

有对比方法之首，验证了该领域自适应策略的有效

性与优越性。

为进一步验证 MCFE 与 CFE 模块的优越性，本

研究通过控制变量实验展开分析：在保持其他实验

条件一致的前提下，将 TSFE 网络中的 MCFE 与 CFE
表1　与当前先进域适应方法的对比实验

Table 1　Comparison with the state-of-the-art domain adaptation methods

方法

TDD（He 等，2022）
NSA-UDA（Zhou 等，2023b）
PDA（Hsu 等，2020）
DAOD（He 等，2025）
SWDA（Saito 等，2019）
DPA（Zheng 等，2025）
S-DAYOLO（Li 等，2022b）
SSDA-YOLO（Zhou 等，2023a）
SFDA（Varailhon 等，2025）
IIFA
本文

backbone
VGG-16
VGG-16

ResNet-50
ResNet-50

ResNet-101
ResNet-101
CSPDarkNet
CSPDarkNet
CSPDarkNet
CSPDarkNet
CSPDarkNet

mAP/%
47.28
55.70
49.73
64.87
52.66
65.19
55.23
54.69
64.98
65.74
66.83

精确率/%
72.15
78.36
74.69
83.78

79.47
82.65
77.71
78.50
81.69
81.47
83.73

召回率/%
47.67
49.28
47.48
52.16
48.30
54.92
50.40
49.92
55.73

53.20
54.78

FPS/(帧/s)
10.74

8.38
12.62
16.15
11.60
14.83
37.32
34.49
31.81
57.03

48.41
注：加粗字体表示各列最优结果。
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模块替换为现有主流注意力机制及多尺度融合机

制，对比结果如表 2 和表 3 所示。实验表明，当检测

网络集成 MCFE 模块时，能够在保持参数与计算量

最小化的同时，实现最高检测精度；而集成 CFE 模块

的检测网络虽然取得最优检测精度，但其参数量

（Params）与 计 算 开 销 FLOPs（floating point opera‑
tions）均 高 于 SPP（spatial pyramid pooling） （He 等 ，

2015）、PPM（pyramid pooling module） （Zhao 等，2017）
和 ASPP（atrous spatial pyramid pooling）（Chen 等 ，

2017）等方法。这是因为 CFE 模块通过对全局与局

部上下文特征的统计分析生成精细权重掩膜，并引

入结构感知约束机制，在自适应抑制背景噪声的同

时精准保留目标结构信息。具体而言，上下文统计

过程与权重掩膜生成需依赖多层卷积与注意力操

作，而结构感知约束机制也会引入额外计算成本；此

外，特征维度匹配所需的过渡层，以及两模块级联时

的特征重复增强处理，进一步导致参数与计算量开

销的增加。

表 4 和表 5 进一步展示了本文方法与先进方法

的对比。根据表 5 的定义，目标尺度按实例在图像

表2　MCFE与现有先进注意力机制的对比结果

Table 2　Comparison results of MCFE with existing advanced attention mechanisms

网络结构

SE（Hu 等，2018）
CBAM（Woo 等，2018）
CA（Hou 等，2021）
MCFE

mAP/%
65.82
65.16
64.39
66.83

精确率/%
81.57
82.35
81.70
83.73

召回率/%
54.91

53.91
54.02
54.78

参数量/M
122.39
122.04

122.09
122.04

FLOPs/G
384.26
384.26
384.28
384.25

FPS/(帧/s)
51.28

48.79
43.48
48.81

注：加粗字体表示各列最优结果。

表3　CFE与现有先进多尺度融合机制的对比结果

Table 3　CFE and comparison results with existing advanced multi-scale fusion mechanisms

网络结构

SPP（He 等，2015）
PPM（Zhao 等，2017）
ASPP（Chen 等，2017）
CFE

mAP/%
63.73
62.96
64.40
66.83

精确率/%
80.54
79.47
82.69
83.73

召回率/%
52.81
53.69
52.12
54.78

参数量/M
71.94
69.63

72.17
122.04

FLOPs/G
269.27
261.19

269.66
384.25

FPS/(帧/s)
59.56

54.39
52.69
48.81

注：加粗字体表示各列最优结果。

表4　与前沿方法在各类别上结果对比（AP）
Table 4　Comparison of category results with state-of-the-art methods（AP）

/%

方法

NSA-UDA（Zhou 等，2023b）
DAOD（He 等，2025）
DPA（Zheng 等，2025）
SFDA（Varailhon 等，2025）
IIFA
本文

类别

Bus
74.39
87.46
88.65
87.71
90.07
91.06

Car
61.34
76.02
76.98
75.95
76.89
77.01

Dog
73.84
82.32
83.36

81.49
82.87
83.09

Person
68.10
76.06
76.52
76.59
77.23
77.68

Table
11.57
19.35
21.88
20.76
22.87
23.53

Cat
63.49
73.66

72.58
71.71
71.44
72.89

Boat
32.60
46.39
47.52
46.38
48.23
49.22

Chair
53.72
56.26
54.40
55.86
57.38
58.33

Cup
53.35
59.34
58.49
58.06
58.14
59.73

Motor
54.77
62.50
61.22
63.49
62.97
63.82

Bike
62.95
73.38
74.29
73.81
72.31
76.65

Bottle
58.32
65.70
66.41
67.95
68.42
69.00

注：加粗字体表示各列最优结果。
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中的相对面积划分：小型目标的边界框尺寸小于

32 × 32 像素；中型目标的边界框尺寸介于 32 × 32 像

素至 96 × 96 像素之间；大型目标的边界框尺寸大于

96 × 96 像素。从表 4 和表 5 可以看出，除猫和狗两

个类别外，本文方法在其他所有类别的 AP 值均显著

优于对比方法，并且在小目标上本文的检测结果明

显优于其他算法。

图 4 可视化结果直观表明，在不同光照条件下，

本文方法的检测精度显著优于现有最先进方法。此

外，漏检率和误检率均大幅降低。特别是在极低光

照场景（< 1 lux）下，该方法能有效提升远距离目标

检测的准确度。分析其核心机制：通过有效提取光

照不变特征，并结合两阶段特征增强模块的协同效

应，实现了小型目标的精准检测，展现出卓越的鲁棒

性。此外，该方案在保持高精度的同时，展现出良好

的实时应用潜力，为低光照环境下的视觉感知任务

提供了创新解决方案。

2. 5　消融研究

为验证所提方法中各模块的有效性，通过一系

列消融实验分析其对整体性能的影响。具体而言，

通过逐步增加或替换关键模块量化各组件的贡献

度，对比不同配置下的模型性能差异，从而明确各组

件的独立作用；同时，进一步探索模型结构与超参数

的优化空间，为最终方案的合理性提供实验支撑。

2. 5. 1　跨域特征对齐的有效性

表 6 和图 5 分别是本文各模块消融实验和组件

模块有效性的实验结果。

与基线方法相比，CDFA 模块的 mAP 从 62. 07%

提升至 63. 19%。同时，P 和 R 分别达到 79. 97% 和

49. 00%， FPS 达到 62. 33 帧/s。实现了性能与效率

的良好平衡。其核心优势源于跨域特征对齐机制与

多级优化策略的协同作用：该机制能够系统性抑制

光照差异带来的干扰，通过让模型自适应学习不同

光照场景的特征分布规律，强化跨域场景下的特征

一致性。这一结果充分证明，CDFA 模块能显著提

表5　与前沿方法在各目标尺寸上的结果对比（AP）
Table 5　Comparison of object size results with 

state-of-the-art methods（AP）
/%

方法

NSA-UDA （Zhou 等，2023b）
DAOD （He 等，2025）
DPA （Zheng 等，2025）
SFDA （Varailhon 等，2025）
IIFA
本文

目标尺寸

小

1.27
1.49
1.50
1.58
1.69
2.48

中

11.45
13.95
15.07
15.13
15.10
16.44

大

31.46
35.79
42.16

39.85
40.78
41.97

注：加粗字体表示各列最优结果。

图 4　低光照环境下不同方法可视化效果对比

Fig. 4　Comparing the visualization of different methods in low illumination 
（（a） original images； （b） ground truth； （c） NSA-UDA； （d） DAOD； （e） DPA； （f） SFDA； （g） ours）
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升模型在不同光照条件下的鲁棒性，这对提升模型

在实际应用中的泛化能力意义重大。如图 5（a）所

示，引入 CDFA 后，模型性能得到显著提升。该模型

能有效提升对复杂光照环境的适应能力，从而确保

在低光环境下仍能保持基础检测性能。

2. 5. 2　光照不变表征学习的有效性

由表 6 可知，加入 IIFR 模块后，模型的 mAP 从

63. 19% 提升至 64. 45%，同时 P 达到 80. 36%，R 保持

在 51. 30%，FPS 稳定在 75. 03 帧/s。这一结果充分

证明，IIFR 模块通过构建光照不变特征空间，有效

解耦亮度变化与目标本质特征之间的耦合关系，使

模型在特征学习阶段即可精准聚焦目标的内在属

性，降低光照干扰对检测性能的影响。如图 5（b）所

示，IIFR 模块的引入显著增强了模型对复杂光照环

境的适应能力，同时确保其在低光条件下仍能保持

稳定的基础检测性能。

2. 5. 3　动态类别对齐的有效性

由表 6 可知，加入 DCA 模块后，mAP 从 64. 45%

提 升 至 65. 74%，同 时 P 达 到 81. 47%，R 达 到

53. 20%，检 测 性 能 持 续 优 化 。 其 核 心 机 制 在 于 ，

DCA 能够根据不同目标类别的特征分布特性，动态

调整跨域对齐权重与特征匹配策略：在交叉光照场

景中，优先保障同一类别特征的一致性表征，同时自

适应抑制类别间的干扰信息。这一设计表明，DCA
在强化类别特异性检测性能、提升整体检测效果方

面具备显著优势。如图 5（c）所示，通过引入类别感

知对齐策略，模型的跨类别检测能力得到显著增强，

表6　各模块消融实验

Table 6　Module ablation research

网络结构

CDFA
-
√
-
-
√
√
-
√
√
√
√

IIFR
-
-
√
-
√
-
√
√
√
√
√

DCA
-
-
-
√
-
√
√
√
√
√
√

MCFE
-
-
-
-
-
-
-
-
√
-
√

CFE
-
-
-
-
-
-
-
-
-
√
√

评价指标

mAP/%
62.07
63.19
63.44
63.58
64.45
64.64
64.34
65.74
66.16
65.92
66.83

精确率/%
78.81
79.97
80.75
81.05
80.36
80.79
80.79
81.47
82.54
82.03
83.73

召回率/%
47.73
49.00
50.05
49.28
51.30
51.29
52.40
53.20
53.18
54.48
54.78

FPS/(帧/s)
54.91
62.33
71.94
60.98
75.03

62.31
62.96
57.03
49.25
42.15
48.41

注：加粗字体表示各列最优结果，“√”表示采用，“-”表示未采用。

图 5　本文框架各组件模块的有效性

Fig. 5　Effects of the components in our framework 
（（a） integration effect of the CDFA module； （b） supplementary 

effect of the IIFR module； （c） addition effect of the DCA 
module； （d） integration effect of the MCFE module； 

（e） supplementary effect of the CFE module）
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尤其在光照条件剧烈变化的场景中表现更为突出。

此外，本文对 3 种损失函数 LMMD、LContrast 和 LDCA 进

行了消融实验。如表 7 所示，每种损失函数都发挥

着重要作用：MMD 损失通过最小化不同域间的分布

差异，有效提升了跨场景特征的统计一致性，为特征

对齐奠定了坚实基础；Contrast 损失通过强化相似特

征的聚合与差异特征的分散，显著增强了特征的判

别能力；而 DCA 损失则专注于类别级别的精细对

齐，精准修正了同类特征的偏差。三者从分布对齐、

特征区分、类别校准 3 个维度协同优化特征空间，共

同推动模型性能提升。如图 6 所示，IIFA 的 3 个核心

模块协同优化了检测性能，有效降低了误报率和漏

检率：CDFA 能够整体上缓解域偏移，提升特征对齐

和整体可靠性；IIFR 保留了区分性特征以缓解光照

干扰（减少误报）；DCA 增强了跨域类别一致性（降

低罕见/模糊目标的漏检率），显著提升了特征对齐

效果和模型可靠性。

2. 5. 4　多维度协同特征增强的有效性

由 表 6 可 知 ，加 入 MCFE 后 ，模 型 的 mAP 从

65. 74% 提 升 至 66. 16%，P 达 到 82. 54%，R 维 持 在

53. 18%。这一性能提升得益于 MCFE 模块构建的

通道与空间双向交互网络，其多维协同增强机制具

备双重核心作用：通道注意力分支通过自适应权重

分配，强化关键语义通道的特征响应，同时抑制冗余

通道的噪声干扰；空间注意力分支采用多尺度感受

野融合策略，精准捕捉目标区域的空间上下文关联，

对易受光照变化影响的边缘细节特征进行针对性增

强。图 5（d）呈现了加入 MCFE 模块前后的特征可视

化对比结果，直观印证了该模块对特征表征质量的

提升效果。如图 7 所示，热图中的红色区域表示感

表7　损失函数消融研究

Table 7　Ablation study on the loss function

LDET

√
√
√
√

LMMD

-
√
√
√

LContrast

-
-
√
√

LDCA

-
-
-
√

mAP/%
63.04
64.09
65.38
66.83

精确率/%
79.86
81.68
82.59
83.73

召回率/%
49.15
51.46
53.04
54.78

FPS/(帧/s)
43.73
48.10
56.24

48.41
注：加粗字体表示各列最优结果，“√”表示采用，“-”表示未采用。

图 6　加入 IIFA 前后的结果可视化，IIFA 包含 CDFA、IIFR 和 DCA
Fig. 6　Visualization of the results with and without IIFA that includes CDFA， IIFR and DCA 
（（a） original images； （b） without IIFA module； （c） with IIFA module； （d） ground truth）
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兴趣区域（目标区域）。在没有 MCFE 的情况下，某

些图像中的红色区域部分覆盖了背景区域；同时，小

而远的目标显示出高漏检率和误报率，并且物体之

间的边界不清晰。相比之下，在整合 MCFE 之后，红

色区域更集中在目标物体上，提高了小而远目标的

检测率，并使物体之间的边界更加清晰。此外，红色

区域覆盖了更多的目标物体，范围更广。显然，整合

MCFE 使网络能够更精确地定位感兴趣的目标。这

些结果共同表明，多维协同增强机制能够全面捕捉

特征的通道相关性和空间依赖性，从而显著提高了

网络的表征能力，并为优化目标检测任务中的性能

提供了有效解决方案。

2. 5. 5　上下文感知特征增强的有效性

由表 6 可知，加入 CFE 后，其 mAP 从 66. 16% 提

升 至 66. 83%。 模 型 P 达 到 83. 73%，R 提 升 至

54. 78%。实现了检测性能的最优突破。这一提升

的核心原因在于，CFE 模块能够在低光环境下显著

提升目标特征的信噪比，同时强化特征的判别能力

与鲁棒性，使模型更高效地感知并表征易被噪声淹

没的小型、远距离目标特征。此外，该模块通过增强

特征的空间一致性与上下文关联性，进一步优化了

多目标场景中特征的可区分性，有效减少了目标间

的相互干扰。如图 5（e）所示，可视化结果直观印证

了模型在低光条件下的多目标检测能力显著提升，

尤其优化了小型及远距离目标的检测性能，这也使

得该配置成为应对复杂低光环境目标检测的最优

方案。

表 8 实验结果表明，MCFE 与 CFE 模块在小型、

远距离目标检测任务中表现突出，针对小型、远距离

目标的检测难题，本文提出 TSFE 双阶段特征增强模

块。如图 8 可视化结果所示，该模块在提升此类目

标检测精度方面成效显著，为低光场景下多尺度目

标检测提供了高效解决方案。

3　结 论

在低光照环境下，传统目标检测方法常因噪声

干扰、对比度不足和细节丢失等问题导致性能显著

下降，而现有相关方法又受限于低光照场景高质量

标注数据的稀缺性。本文提出的检测框架通过充分

利用常规光照条件下的预训练资源，有效破解了这

一难题：特征对齐模块通过全局光照对齐、光照无关

特征学习和自适应优先级处理，有效缓解跨域差异；

同时，基于注意力机制的双阶段增强模块通过强化

小尺寸远距离物体的局部特征，弥补低光环境下的

对比度衰减与细节损失。大量实验验证了其前沿性

能，尤其在小与远目标检测方面，平均精度均值达到

66. 83%，精确率达到 83. 73%，召回率达到 54. 78%，

最大帧率高达 75. 03 帧/s，综合性能显著优于现有算

法。然而，该方法仍存在一定局限性：1）对非光照相

关的跨域变化适应能力较弱，易受此类领域差异干

扰，进而影响特征表征的一致性；2）双阶段特征增强

图 7　添加 MCFE 前后热力图

Fig. 7　Heat map before and after adding MCFE 
（（a） original images； （b） without MCFE module； 

（c） with MCFE module）
表8　MCFE和CFE检测小型、中型和大型物体的AP效果

Table 8　Detection of AP effects by MCFE and CFE for 
small， medium， and large objects

/% 
网络结构

MCFE
√
-
√

CFE
-
√
√

目标尺寸

小

1.85
1.77
2.48

中

15.36
15.56
16.44

大

41.36
41.78
41.97

注：加粗字体表示各列最优结果，“√”表示采用，“-”表示未

采用。
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模块虽然能强化目标显著区域，但过度依赖初始定

位的精准性，且易受低光环境下复杂域变化的影响，

导致对模糊目标的特征增强效果不理想。
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