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摘 要： 目的　现有基于扩散模型的弱光图像增强方法存在计算成本高、高频特征畸变以及色彩偏移等问题，限制

了其在实际场景中的应用效果。为此，提出一种频域特征优化与截断采样的条件扩散模型弱光图像增强方法（low-

light image enhancement with diagonal frequency feature refinement and truncated sampling in conditional diffusion mod‑
els）。方法　该方法首先在小波低频子空间中实施扩散建模，有效降低了空间维度和计算复杂度，同时保留图像的

主体结构与光照分布特征。针对高频子带中对角线方向信息较弱的问题，本文设计高频细化模块，利用水平方向与

垂直方向的高频特征作为引导，通过双路径交叉注意力机制实现对角线高频纹理的补全，从而提升局部细节与纹理

的清晰度。此外，提出一种高效的条件采样策略，采用特定步数截断技术，大幅减少了推理时间，同时保持增强结果

的质量。为进一步提高对比度与色彩还原表现，在反向去噪过程中使用上一步采样的色彩与对比度信息调制当前

采样步特征，从而实现对增强图像的对比度校正。结果　在 LOLv1（low-light image enhancement dataset version 1）、

LOLv2-Real 和 VE-LOL（vision enhancement in low-light conditions）3 个配对数据集上，本文方法在定性与定量评估上

均优于现有主流方法。在 LOLv2-Real 数据集上，峰值信噪比（peak signal-to-noise ratio，PSNR）和结构相似性（struc‑
tural similarity index，SSIM）分别提升 8. 46%、1. 22%，LPIPS（learned perceptual image patch similarity）和 NIQE（natural‑
ness image quality evaluator）分别下降 10. 19%、0. 38%。在 4 个非配对数据集上亦展现良好的跨域泛化性能，相较于

基于空域扩散建模的 PyDiff（pyramid diffusion models for low-light image enhancement）方法，单幅图像的推理时间由

7. 617 s 减少至 0. 473 s，显存占用降低 48. 53%。结论　大量定量及定性的实验结果表明，本文方法在提升图像亮

度、细节和色彩保真的同时降低了推理开销，展现出良好的实用性与应用前景。代码已共享在 Gitee 上：https://
gitee.com/cv_llie/llie_diff。
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exposed inputs by improving brightness， contrast， and structural clarity while preserving natural colors and fine details.  
This task is fundamentally important for numerous downstream vision applications， including video surveillance， autono‑
mous driving， remote sensing， and medical imaging， where low illumination conditions frequently degrade visual quality 
and impair algorithmic reliability.  In recent years， diffusion probabilistic models have demonstrated remarkable generative 
capacity and robustness， making them a promising paradigm for LLIE.  However， directly applying diffusion models to low-

light enhancement remains challenging due to several intrinsic limitations.  First， the iterative denoising mechanism of dif‑
fusion models introduces substantial computational and memory overhead， hindering their deployment in real-time or 
resource-constrained scenarios.  Second， most existing diffusion-based LLIE approaches operate in the spatial domain， 
which often struggles to recover high-frequency textures and fine structural details faithfully under severe illumination degra‑
dation， leading to oversmoothed results or visually disturbing artifacts.  Third， the accumulation of prediction errors during 
reverse diffusion may cause color shifts and temporal inconsistencies across denoising steps， thereby reducing color fidelity 
and perceptual naturalness. Method　To address these challenges， this study proposes LLIE with diagonal frequency feature 
refinement and truncated sampling in conditional diffusion models.  The core idea is to exploit jointly the complementary 
strengths of frequency-domain modeling and accelerated diffusion inference to achieve high-quality enhancement with con‑
siderably reduced computational cost.  Specifically， instead of performing diffusion directly in the spatial domain， the pro‑
posed method conducts forward and reverse diffusion in the low-frequency subspace of the wavelet domain.  This design 
choice is motivated by the observation that global illumination structure and coarse semantic content are predominantly con‑
centrated in low-frequency components.  By diffusing only low-frequency coefficients， the proposed framework effectively 
reduces spatial resolution and computational complexity while preserving the essential structural and illumination informa‑
tion required for faithful enhancement.  However， operating in the low-frequency subspace inevitably leads to the loss of 
high-frequency details， particularly diagonal textures that are critical for visual sharpness.  To compensate for this limita‑
tion， we introduce a dedicated high-frequency refinement module that explicitly models directional dependencies in the 
wavelet domain.  In contrast to conventional approaches that treat high-frequency bands independently， the proposed mod‑
ule leverages horizontal and vertical high-frequency components to reconstruct missing diagonal information through a dual-
path cross-directional attention mechanism.  By enabling feature interaction across orthogonal directions， the refinement 
module effectively alleviates directional sparsity and enhances local texture fidelity， resulting in sharper edges and more 
natural fine details.  To improve efficiency further， an efficient truncated sampling strategy is incorporated into the reverse 
diffusion process.  Instead of executing the full sequence of denoising steps， the proposed approach adopts a step-interrupt 
mechanism that terminates diffusion at an earlier stage once sufficient reconstruction quality is achieved.  This strategy con‑
siderably reduces inference time and memory consumption without introducing noticeable degradation in visual quality， 
making the method more suitable for practical applications.  In addition， to mitigate color shifts and enhance stability dur‑
ing reverse diffusion， a contrast-aware correction module is integrated into the denoising stages.  This module exploits con‑
trast and color priors accumulated from previous diffusion steps to adjust brightness and chromatic consistency adaptively at 
each iteration.  By explicitly enforcing contrast awareness throughout the sampling process， the proposed method effectively 
suppresses error accumulation and improves color fidelity in the final enhanced images. Result　To validate the effectiveness 
of the proposed method， we conducted extensive experiments on three publicly available paired low-light datasets， compar‑
ing the proposed method with several state-of-the-art LLIE methods.  Subjective visual comparisons and objective quantita‑
tive metrics demonstrate that the proposed method consistently outperforms existing approaches.  On the LOLv2-Real data‑
set， the proposed method achieves improvements over the second-best method by 8. 46% in peak signal-to-noise ratio， 
1. 22% in structural similarity index， a 10. 19% reduction in learned perceptual image patch similarity（LPIPS）， and a 
0. 38% reduction in naturalness image quality evaluator （NIQE）， indicating improved perceptual quality and structural 
fidelity.  To assess the cross-domain generalization ability， we further evaluated the model using the pretrained weights from 
LOLv2-Real datasets on four unpaired low-light datasets.  The proposed method achieved lower NIQE scores than existing 
methods by 0. 82 （LLIE via illumination map estimation）， 0. 39 （multiexposure image fusion） and 0. 86 （naturalness 
photo enhancement）， demonstrating strong generalization ability without target-domain fine-tuning.  Additionally， ablation 
studies confirm the contribution of each core module.  Compared with spatial-domain diffusion baselines， the proposed 
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method considerably reduced inference time from 7. 617 s to 0. 473 s per image， and memory usage decreased by 48. 53%， 
highlighting the efficiency and practicality of the proposed design. Conclusion　The proposed method integrates frequency-

domain modeling with an efficient diffusion sampling strategy， introducing three key innovations： 1） performing the diffu‑
sion process in the low-frequency subspace of the wavelet domain considerably reduces computational complexity while pre‑
serving global structural and illumination information.  2） A dedicated high-frequency refinement module is developed to 
recover diagonal texture details by leveraging horizontal and vertical high-frequency information， thereby improving the 
sharpness and perceptual quality of the enhanced images.  3） The integration of an efficient truncated sampling strategy and 
a contrast-aware correction module improves sampling efficiency and color fidelity， effectively balancing enhancement qual‑
ity and computational cost.  Collectively， these contributions enable the proposed method to achieve superior enhancement 
performance with substantially reduced inference overhead， demonstrating strong potential for real-world low-light vision 
applications.
Key words： low-light image enhancement（LLIE）； diffusion model； wavelet packet transform（WPT）； truncated sampling 
strategy； frequency domain modeling

0　引 言

弱 光 图 像 增 强（low-light image enhancement， 
LLIE）任务旨在提升低照度场景下图像的视觉感知

质量，使图像能够传达更丰富的结构与语义信息。

该任务在自动驾驶（Li 等，2024；余烨 等，2023）、医

疗影像（Ma 等，2021）和安防监控（Liang 等，2023；

毕诗帆 等，2026）等下游视觉任务中具有重要的应

用价值。传统的 LLIE 方法主要基于图像的统计规

律或人类视觉感知进行模型设计。直方图均衡化方

法（Zhang 等，2024）通过拉伸图像的灰度范围提升

图像亮度，但该方法缺乏对图像内容与噪声的区分

能 力 ，导 致 噪 声 过 度 放 大 以 及 局 部 对 比 度 失 衡 。

Retinex 理论（Wei 等，2018）将图像分解为光照和反

射分量分别处理，能够实现自然的增强效果，但容易

导致伪影和色彩失真问题。随着深度学习技术的发

展，LLIE 逐渐转向以数据驱动的端到端方法，通过

光照估计（Jiang 等，2021；Zhou 等，2023）、正则化流

（黄颖 等，2024；Wang 等，2022）与可学习分解（Wu
等，2025）等策略显著提升了增强效果。然而，这些

方法仍受限于光照建模不稳定、高频纹理恢复不足

和计算开销较大的问题。

现有 LLIE 方法虽然在亮度提升与结构还原上

取得了进展，但存在增强亮度时放大图像噪声的问

题，导致细节模糊、伪影失真。为解决这一问题，去

噪 扩 散 概 率 模 型（denoising diffusion probabilistic 
model， DDPM）（Ho 等，2020）为 LLIE 提供了新的解

决方案。DDPM 通过在正向过程中逐步添加噪声，

并在反向过程中逐步去噪以恢复图像，从而能够生

成高保真且细节丰富的结果。在此基础上，大量基

于空域扩散的 LLIE 方法在像素空间中执行迭代重

建，以同时增强亮度并抑制噪声。LLDiffusion（Wang
等，2025）提出两阶段扩散框架，结合物理先验与扩

散模型的生成能力，提升了结构还原和光照建模的

准确性。然而，该方法训练过程较为复杂，且易受到

先验误差的影响。Diff-Retinex（Yi 等，2023）则分别

对光照图和反射图进行优化，并通过联合训练保持

两者的物理一致性，从而避免了传统方法中容易出

现的过曝光或伪影问题。为了缓解扩散模型采样速

度慢的问题，PyDiff（Zhou 等，2023）通过构建金字塔

结构，从低分辨率到高分辨率逐级引导扩散过程，但

该方法在高频细节保留方面仍存在不足，且金字塔

重建过程中存在结构失真累积的风险。与空域扩散

方法不同，WCDM（Jiang 等，2023）将扩散建模迁移

到频域，通过对小波低频子带进行扩散重建来降低

计算量，但其缺乏高低频信息交互与色彩对比度约

束，仍难以在复杂光照条件下准确恢复细节与保持

图像自然度。此外，已有研究还尝试通过加速策略

以提高模型效率，如确定性隐式采样（Lan 等，2025；

Song 等 ，2020）、知 识 蒸 馏（Li 等 ，2023；Zhang 等 ，

2026）和重构扩散常微分方程（Liu 等，2022）等方式

降低训练开销。然而，这些方法的计算复杂度依然

随着图像尺寸的增加呈现指数级的增加。例如，在

智能监控场景中，对于一幅分辨率为 2 176 × 1 536
像素的夜间监控图像，在 RTX 3090D GPU 上采用扩

散模型执行 25 步采样，处理时间约需 650 s，严重限

制了其在实际场景中的应用。
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综上所述，尽管扩散模型在弱光增强任务中展

现出巨大潜力，但仍面临以下问题：1）反向去噪的迭

代机制具有高昂的计算成本，严重限制了模型在实

际场景的部署效率；2）空域的扩散方法难以重建弱

光图像中的高频纹理与结构细节，导致增强图像仍

存在模糊或伪影问题；3）反向扩散过程中偏差的逐

步积累，导致生成图像出现色偏，影响增强结果的自

然度与一致性。

针对上述问题，本文提出一种频域特征优化与

截断采样的条件扩散模型弱光图像增强方法，旨在

降低计算复杂度，提升增强图像的质量。该方法通

过在小波低频子空间中实施扩散建模，有效保留了

图像的主体结构与光照信息。并针对高频子带设计

高频细化模块，利用水平与垂直方向的高频特征重

建对角线方向的高频系数，实现局部纹理的高质量

还原。此外，本文利用高频细化模块生成的高频先

验作为条件，引导反向去噪过程在较少的采样步骤

内完成收敛，并通过步数截断进一步减少计算量，从

而显著降低推理时间与显存消耗。为进一步提升增

强结果的稳定性与色彩还原能力，本文在反向去噪

过程中设计了对比度校正模块，通过引入上一步的

颜色与对比度信息，修正当前步的色彩和亮度表现，

且几乎不增加额外计算负担。本文方法的创新性主

要包括以下 3 个方面：1）在小波低频子空间中实施

扩散过程，相较于空域建模显著降低了计算复杂度，

并保留了全局结构和光照信息；2）提出高频细化模

块，利用水平与垂直方向的高频信息补全对角线方

向的纹理细节，从而提升纹理细节恢复；3）采用高效

截断采样策略和对比度校正模块，提升采样效率与

色彩保真性，兼顾模型实用性与增强质量。

1　方 法

针对现有基于扩散的 LLIE 方法在推理过程中

高度依赖编码输入，且迭代去噪机制导致计算耗时

较长的问题，本文提出一种频域特征优化与截断采

样的条件扩散模型弱光图像增强方法。该方法流程

如图 1 所示。

首先，本文利用小波包变换分离图像的光照与

细节信息，将弱光图像 X low ∈ RH × W × 3 和正常光图像

Xnorm ∈ RH × W × 3 分别分解为多个频率子带。低频子

带包含图像的主要结构和整体亮度分布；高频子带

则包含边缘、纹理等细节信息。高频子带根据方向

不同分为水平、垂直及对角线。鉴于低频子带的信

息密度更高，且包含主要的光照与结构特征，本文选

择在小波低频子带 xl0 的子空间中实施前向扩散过

程。相较于在像素空间中进行扩散建模的方法，该

策略有效降低了计算复杂度，同时完整地保留了图

像的主体结构和光照特征。在反向去噪过程中，本

文引入高频子带 (V͂ klow，D͂klow，H͂ klow )作为条件引导信息，

以充分利用其所包含的边缘、纹理等细节特征，从而

提高生成图像的清晰度。然而，小波变换的高频子

带更倾向于捕捉水平方向 H klow 与垂直方向 V klow 的局

部特征，导致对角线方向 Dklow 的信息易被忽略。因

此，本文设计高频细化模块来重建高频子带 x͂h0，通过

垂直和水平方向的细节特征补充对角线方向的缺失

信息，实现图像纹理细节的高质量重建；同时，本文

采用高效的截断采样策略，从而降低计算资源开销，

并抑制输出内容的随机性。与传统扩散模型采样方

法相比，该策略在不影响增强图像质量的前提下，将

图 1　频域特征优化与截断采样的条件扩散模型弱光图像扩散增强方法流程

Fig. 1　Pipeline of low-light image enhancement with diagonal frequency feature refinement and 
truncated sampling in conditional diffusion models
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采样步数从 20 步降低至 5 步，有效简化了扩散模型

的采样过程，减轻了大量迭代步骤带来的计算资源

负担。此外，传统的扩散反向过程不仅耗时长，还存

在图像对比度不足的问题，导致模型推理时间长且

出现严重的色偏问题。为此，本文设计了轻量化的

对比度校正模块，从而提高了增强图像的颜色与对

比度的视觉质量。最终，本文通过逆小波包变换将

频域重构结果映射至图像空间，生成增强图像 X̂ low。

1. 1　基于WPT的频率分解方法

在弱光条件下，图像呈现出光照不足、细节模糊

等问题，且光照信息主要集中在低频成分，而边缘与

纹理等细节信息则分布在高频区域。因此，频域建

模被认为是 LLIE 的一种有效方法。相较于快速傅

里叶变换（fast Fourier transform， FFT）等传统频率分

析 方 法 ，离 散 小 波 变 换（discrete wavelet transform， 
DWT）具有良好的时频局部化特性，能够在不同尺

度上对图像内容进行分解，兼顾局部特征与全局结

构，从而更适配弱光图像中信息分布稀疏、频域跨域

性强的特点。进一步，本文采用二维小波包变换

（wavelet packet transform， WPT）代替二维 DWT。与

DWT 仅对每层的低频子带进行递归分解不同，WPT
能够在每一层中对所有子带进行进一步分解，从而

更充分地捕捉高频成分中的多尺度细节变化，提升

图像的细节清晰度。此外，WPT 通过最小化代价函

数计算出最优的信号分解路径，在不损失有效信息

的前提下将每次变换后的空间维度减半，降低后续

处理过程中的计算资源开销。具体而言，对于输入

图像 X low，二维 WPT 将图像分解为 4 个子带，具体表

示为

((V klow, Dklow, H klow ) , x l0 ) = WPT2D ( X low ) （1）
式中，WPT2D( ⋅ )表示二维小波包变换，k 表示分解

层数。每次分解后得到 1 个低频子带 x l0，3 个高频子

带 V klow，Dklow，H klow，其分别表示在垂直、对角线、水平方

向经过高通滤波器卷积后的高频子带。WPT 的显

著优势在于，其在各个分解层级中所有子带具有一

致的空间维度，使得各频率分量能够以结构化的方

式进行拼接与分析，从而捕捉图像的多尺度频率细

节。这对弱光图像中光照和纹理信息的提取至关重

要。在完成对低频子带和高频子带的增强处理后，

通过二维逆小波包变换（inverse wavelet packet trans‑
form， IWPT）将图像从频域转换回空域，以实现图像

的重建，其具体过程为

X̂ low = IWPT2D( x͂h0, x̂ l0 ) （2）
式中，x͂h0 表示增强后的高频子带 (V͂ klow，D͂klow，H͂ klow )，x̂ l0 表

示扩散模型重建后的低频子带。IWPT 重建过程从

最深的分解层开始，逐步向上至第 1 层，最终将所有

子带合并恢复出增强图像 X̂ low。该过程不仅保证了

频域增强信息的有效传递，还完整保留了图像的结

构和细节纹理。

1. 2　高频细化模块

尽管 WPT 在细节分解方面具有优势，但其高频

子带的对角线方向细节信息在多层分解后往往变得

稀疏甚至被削弱，影响了图像纹理信息的完整重建。

为 此 ，本 文 设 计 了 高 频 细 化 模 块（high-frequency 
refinement module， HFRM），通过融合水平方向与垂

直方向的细节特征，引导对角线高频特征的重建与

补全，从而实现更精确的纹理还原，提升增强图像的

细节质量与清晰度。其结构如图 2 所示。该过程表

示为

( )V͂ klow, D͂klow, H͂ klow = HFRM ( )V klow, Dklow, H klow （3）
在特征提取阶段，高频细化模块采用深度可分

离卷积结构，以实现高频系数的多尺度、低冗余特征

表示。在此基础上，本文构建了双路径交叉注意机

制分别通过水平方向 H klow 与垂直方向 V klow 的特征补

偿对角线方向 Dklow 的细节信息。随后，利用膨胀卷

积组恢复局部细节，其中第一个和最后一个卷积用

于提取局部信息，中间的膨胀卷积用于改善感受野，

以捕获长距离依赖关系。通过膨胀率的渐进式调节

策 略（先 递 增 后 递 减），设 置 膨 胀 率 分 别 为 d =
{1，2，3，2，1}。该策略不仅提升了对特征全局依赖

和局部连续的建模能力，同时避免了常规膨胀卷积

易产生的网格效应。最后，再次采用深度可分离卷

积对融合后的特征进行处理，输出重建后的高频子

带 V͂ klow，D͂klow，H͂ klow，从而实现高质量的细节恢复与频率

补全。

1. 3　高效的条件采样策略

基于空域的 LLIE 扩散方法计算复杂度高、推理

过程耗时长，限制了其在实际应用中的部署效率。

因此，本文将扩散建模从空域迁移至频域，选择在

WPT 的低频子带上实施前向扩散过程，即向初始低

频子带 x l0 逐步添加随机高斯噪声，该过程表示为
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q (x l
t| x l0 ) = N (x l

t ; ᾱt x l0, (1 - ᾱt ) I ) （4）
式中，t = 1，2，⋯，T，ᾱt 为控制加噪强度的累积量，I

表示协方差。前向过程的步数与标准扩散模型一

致，以确保训练阶段的稳定性。本文在反向扩散过

程采用截断采样机制，将反向去噪步骤压缩至 5 步。

与 DDIM（denoising diffusion implicit model）的跳跃加

速不同，本文在低秩频率空间中进行扩散建模，使得

反向过程在更少的采样步数下快速收敛至高质量的

增强结果。在每个反向采样步骤中，高频细化模块

提供的高频先验 x͂h0 作为条件，以引导低频子带逐步

去噪重构。该条件引导强化了高低频之间的协同作

用，使低频重建方向更加明确，从而提升收敛效率，

在显著减少采样步数的同时获得更优的视觉质量。

整个操作流程如图 3 所示。

具体而言，输入的弱光图像 X low ∈ RH × W × 3 首先

通过 WPT 从空域映射至小波域。随后，将高频子带

V klow，Dklow，H klow 输入到高频细化模块中，获得增强后的

高 频 分 量 x͂h0。 整 个 反 向 去 噪 采 样 过 程 从

x l
T ∈ RH

4 × W
4 × 3 ∼ N (0，I )开始，将 x͂h0 作为去噪过程的

条件引导，通过噪声估计网络 ϵθ ( x l
t，x͂h0，t ) 估计当前

低频子带 xl
t 中的噪声成分。随后将噪声从 x l

t 逐步去

除，以生成高质量的增强图像。该条件扩散采样过

程表示为

x l
t - 1 = -α t - 1 ( x l

t - 1 - -α t ⋅ ϵθ ( x l
t, x͂h0, t )

-α t ) +

     1 - -α t - 1 ⋅ ϵθ ( x l
t, x͂h0, t ) （5）

式中，ϵθ ( x l
t，x͂h0，t ) 为噪声估计网络，其主体结构为

U-Net 网络。为此，本文提出了一种高效的截断采样

策略，即在采样过程给定步数 P 以完成去噪过程。

具体而言，当采样步数达到 P 时，模型不再继续执行

剩余的采样步骤，而是基于当前低频子带 x l
P 中所包

含的全局结构与光照特征，直接预测最终的重建结

果 x l0。该策略突破了传统扩散模型严格依赖逐步迭

代的采样范式，在保证重建质量的同时减少推理步

骤与计算成本。本文将式（5）优化为

ì

í

î

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

x l
t - 1 = ᾱt - 1 ( )x l

t - 1 - ᾱt ⋅ ϵθ( )x l
t, x͂h0, t

ᾱt

+

        1 - ᾱt - 1 ⋅ ϵθ( )x l
P, x͂h0, P ,t = T,⋯, P

x̂ l0 = x l
P - 1 - ᾱP ⋅ ϵθ( )x l

P, x͂h0, P
ᾱP

（6）

实验表明，本文所提出的高效条件采样策略可

将扩散模型的采样步数由传统的 20 步显著减少至

5 步，极大简化了模型的推理流程，能够保持生成图

像的清晰度与保真度。

图 2　高频细化模块结构示意图

Fig. 2　Illustration of the high-frequency refinement module structure
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1. 4　对比度校正模块

此外，反向扩散过程中预测的噪声与真实噪声

存在偏差，该误差在多步迭代中会逐步积累并放大，

进而导致生成图像出现色偏及对比度不足等问题。

为此，本文设计了对比度校正模块（contrast-aware 
correction module， CCM），采用上一步的色彩和对比

度信息调制当前步特征，实现对比度校正。该模块

的具体结构如图 4 所示。

在反向去噪阶段，对比度校正模块首先通过多

层感知机（multilayer perceptron， MLP）独立处理上

一步的全局特征 x l
t，以提取颜色偏移与亮度等全局

信息，将其编码为引导向量。同时，通过卷积操作从

当前特征 x l
t - 1 中提取包含边缘和纹理的局部特征

图。随后，该引导向量和局部特征图输入对比度特

征调制块，以实现对比度与细节的自适应增强。具

体而言，CCM 通过逐点调制、加权融合与残差补偿

操作对当前特征进行调制，并通过残差连接机制保

留原始结构信息。随后在融合特征上施加修正线性

单元（rectified linear unit， ReLU），以增强非线性表

达能力。最终，对比度校正模块输出 x̄ l
t - 1 作为下一

步迭代的初始特征。该模块在反向去噪的过程中显

式地引入上一步的颜色与对比度信息，从而提升扩

散模型在色彩保真度与视觉对比度，且几乎不会引

入额外的计算负担。

1. 5　损失函数

扩散模型的训练本质是对多步马尔可夫链进行

逐步优化，每一步都需要计算损失函数。为兼顾模

型训练效率与增强图像的整体质量，本文设计了组

合损失函数，用于联合优化小波域中的低频扩散建

模与高频子带增强过程。该总损失函数定义为

L total = Lnoise + Lhigh + Lcol + Lce （7）
式中，Lnoise 约束噪声估计网络的训练，具体为

Lnoise = Exl0,t,ϵ t~N (0,I ) ϵt - ϵθ ( x͂h0, x l
t, t ) 2

（8）
式中，x l

t 为 t 步的图像的低频子带。Lhigh 用于约束高

频细化模块的训练，具体为

Lhigh =  x͂h0 - xh0 1 （9）
式中， ⋅ 1 表示计算 L1-范数。xh0 = (V klow，Dklow，H klow )为

正 常 光 图 像 经 过 WPT 的 高 频 子 带 ，x͂h0 =
(V͂ klow，D͂klow，H͂ klow )为高频细化模块增强的高频子带。

图 3　反向扩散过程的截断采样策略

Fig. 3　The truncated sampling strategy in the reverse diffusion process

图 4　对比度校正模块的结构示意图

Fig. 4　The structure of the contrast-aware correction module
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此外，基于自然图像统计的 Gray-World 颜色恒

定性假设，本文采用了无监督的颜色损失 Lcol，以确

保增强图像的颜色自然，从而提高整体感知质量。

Lcol 计算为

Lcol = ∑
c ∈ { }R,G,B





μ ( )X̂ clow - 0.5 2

2
（10）

式中， μ ( X̂ clow )表示增强图像 X̂ low 颜色通道 c 的平均

强度值。

本文引入对比度增强损失 Lce 对增强图像中的

对比度进行约束，以提高细节和纹理的可见性。该

损失计算为

Lce = 



V ( )X̂ low - S ( )X̂ low

2

2
（11）

式中，V ( X̂ low )表示增强图像 X̂ low 的亮度，S ( X̂ low )表示

增强图像 X̂ low 的饱和度。

2　实验与结果分析

2. 1　实验环境与数据集

本 文 使 用 深 度 学 习 框 架 为 PyTorch，在 单 个

NVIDIA RTX 3090 GPU 上完成训练，并使用 Adam
优 化 器 进 行 损 失 函 数 最 小 化 ，固 定 学 习 率 为

4 × 10-4。小波变换尺度为 2，时间嵌入使用正弦位

置编码，以及权重使用 0. 999 的指数移动平均策略。

训练阶段和推理阶段步长均为 5，批处理大小为 12。

为了全面评估本文方法在 LLIE 任务上的性能，

在 配 对 数 据 集 LOLv1（low-light image enhancement 
dataset version1）、LOLv2-Real 以 及 VE-LOL（vision 
enhancement in low-light conditions）数据集上进行训

练，并在该测试集和非配对数据集上进行性能测试。

LOLv1 数据集包含 485 对弱光/正常光图像用于训

练和 15 对用于测试的图像。LOLv2-Real 数据集中

689对图像用于训练，100 对图像用于测试。VE-LOL
包括 2 500 对低光照/正常光照的图像，场景更加多

样化。

2. 2　评价指标

为了更客观地评估不同算法的图像增强效果，

本文使用有参考图像指标和无参考图像指标对实验

结果进行对比分析。有参考的图像评价指标包括：

峰值信噪比（peak signal-to-noise ratio， PSNR）、结构

相 似 性（structural similarity， SSIM）和 学 习 感 知 图

像块相似度（learned perceptual image patch similarity， 
LPIPS）；无参考图像评价指标包括：自然图像质量评

估（naturalness image quality evaluator， NIQE）（Mittal
等，2013）和彩色图像质量评价（color image quality 
evaluation， CIQE）。NIQE 用于衡量图像的自然程

度；CIQE 通过色度、饱和度和对比度的线性组合来

量化图像质量。

2. 3　对比实验

2. 3. 1　定量比较

为了定量比较各方法的增强效果，本文对比了

RUAS （retinex-inspired unrolling with architecture 
search）（Liu 等 ，2021）、SCI（self-calibrated illumina‑
tion）（Ma 等 ，2022）、PairLIE（learning a simple low-

light image enhancer from paired low-light instances）
（Fu 等 ，2023）、LLFlow（a flow-based low-light image 
enhancement）（Wang 等，2022）、WCDM（a conditional 
diffusion network based on wavelet transformation）

（Jiang 等 ，2023）、MIRNet（Sumathi 等 ，2024）、Ret‑
inexformer（Cai 等 ，2023）、SNRNet（SNR-aware low-

light image enhancement）（Xu 等，2022）、HVI（a new 
color space for low-light image enhancement）（Yan 等，

2025）和 URetinex-Net++（Wu 等，2025）方法，分别计

算了 3 个数据集上的 PSNR、SSIM、LPIPS 和 NIQE，量

化指标的对比结果如表 1 所示。

从表 1 可以看出，本文方法在 PSNR、LPIPS 和

NIQE 评价指标上均取得最优表现，整体性能优于当

前大多数主流 LLIE 方法。在 LOLv1 数据集上，本文

方 法 增 强 结 果 PSNR 指 标 为 25. 81 dB，比 次 优 的

LLFlow 提升了 1. 65%；LPIPS 指标为 0. 101，比次优

的 URetinex-Net++ 降 低 了 4. 72%；NIQE 指 标 为

4. 480，比最优的 URetinex-Net++仅高 0. 026。SSIM
指标没有表现出最优的效果，这主要归因于本文方

法 在 设 计 上 更 强 调 全 局 结 构 一 致 性 与 感 知 质 量

优化。

在 LOLv2-Real 数据集上，本文同样展现出优越

性能，PSNR 和 SSIM 指标分别为 26. 68 dB、0. 910，比

次优的 LLFlow 分别提高了 8. 46%、1. 22%。LPIPS
指标达到了 0. 097，比次优的 HVI 降低了 10. 19%；

NIQE 指标达到 4. 443，比次优的 URetinex-Net++降

低了 0. 38%。此外，在包含合成图像与更多场景的

VE-LOL 数据集上，本文方法相较于次优的 PyDiff 方

法，PSNR 和 SSIM 指标分别提高了 8. 26%、1. 93%。
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LPIPS 和 NIQE 指 标 相 较 于 次 优 方 法 分 别 降 低 了

13. 29%、0. 21%。由于 VE-LOL 数据集加入了合成

数据，其他方法增强质量均有下降，而本文方法质量

反而有所提升，证明本文方法具有良好的泛化性与

鲁棒性。值得注意的是，本文方法在所有测试数据

集上均显著优于现有的扩散模型增强方法 WCDM，

这表明所提出的频域对角线特征优化与截断采样的

弱光图像扩散增强方法不仅提升了增强图像的质量

与细节还原的能力，还具备较强的应用前景。

为了更全面地评估本文方法在跨域场景中的泛

化能力与鲁棒性，本文在多个未参与训练的非配对

弱光图像数据集上进行了测试。具体而言，使用

LOLv2-Real 数据集训练得到的模型权重，在 4 个经

典非配对数据集 LIME、DICM、NPE 和 MEF 上进行测

试，使用无参考图像质量评估指标 NIQE 进行评估，

其测试结果如表 2 所示。可以看出，本文方法在 3 个

数据集上均获得了最优的 NIQE 得分，较其他方法的

平均值分别下降了 0. 82（LIME）、0. 39（MEF）和 0. 86
（NPE），显著优于当前主流方法。在 DICM 数据集

上，本文方法比最优方法 EnlightenGAN 的 NIQE 指

标仅高 0. 02。这表明本文方法在跨域数据集测试

中依然展现出良好的稳定性与泛化能力，能够在非

配对目标域中生成具有自然视觉效果的增强图像。

2. 3. 2　定性比较

如 图 5 所 示 ，本 文 对 比 了 多 种 典 型 方 法 在

LOLv1、LOLv2-Real 以及 VE-LOL 数据集上的增强效

果，从主观视觉质量层面对不同方法的性能进行了

评估。图中第 1—3 行分别是 LOLv1、LOLv2-Real 以

及 VE-LOL 数据集上可视化结果。可以观察到，SCI

表2　非配对弱光数据集上不同方法的NIQE结果

Table 2　NIQE results of different methods on unpaired 
low-light datasets

方法

RUAS（Liu 等，2021）
SCI（Ma 等，2022）
RetinexNet（Wei 等，2018）
EnlightenGAN（Jiang 等，2021）
Diff-retinex（Yi 等，2023）
WCDM（Jiang 等，2023）
本文

LIME
5.39
4.68
6.53
4.54
5.13
4.55
4.32

DICM
4.43
4.13
4.76
4.06

4.34
4.97
4.08

MEF
5.45
4.60
4.69
4.95
4.42
4.71
4.41

NPE
7.09
4.52
4.69
4.45
5.19
5.01
4.30

注：加粗字体表示各列最优结果。

表1　在LOLv1、LOLv2-Real以及VE-LOL数据集上的定量评价

Table 1　Quantitative evaluation on the LOLv1， LOLv2-Real and VE-LOL datasets

方法

RUAS（Liu 等，2021）
SCI（Ma 等，2022）
PairLIE（Fu 等，2023）
LLFlow（Wang 等，2022）
WCDM（Jiang 等，2023）
PyDiff（Zhou 等，2023）
WF-Diff（Zhao 等，2024）
MIRNet（Sumathi 等，2024）
Retinexformer（Cai 等，2023）
SNRNet（Xu 等，2022）
HVI（Yan 等，2025）
URetinex-Net++（Wu 等，2025）
本文

LOLv1
PSNR/

dB
16.40
14.17
18.47
25.39
21.90
23.18
21.52
24.14
25.15
24.61
23.81
23.83
25.81

SSIM
0.701
0.600
0.807
0.926

0.849
0.898
0.877
0.893
0.895
0.897
0.885
0.885
0.894

LPIPS
0.270
0.346
0.243
0.118
0.213
0.107
0.129
0.134
0.131
0.151
0.186
0.106
0.101

NIQE
4.528
4.554
4.491
4.513
4.541
4.499
4.505
4.510
4.510
4.522
4.490
4.454

4.480

LOLv2-Real
PSNR/

dB
15.14
15.75
19.44
24.60
17.95
21.76
18.45
24.53
22.79
21.48
23.23
20.72
26.68

SSIM
0.614
0.597
0.791
0.899
0.769
0.843
0.793
0.887
0.859
0.866
0.882
0.859
0.910

LPIPS
0.322
0.315
0.302
0.143
0.293
0.233
0.355
0.157
0.171
0.157
0.108
0.127
0.097

NIQE
4.472
4.460
4.484
4.507
4.561
4.481
4.731
4.504
4.495
4.502
4.482
4.460
4.443

VE-LOL
PSNR/

dB
15.11
15.05
19.10
24.17
16.45
24.22
18.21
23.92
21.47
22.93
20.27
21.59
26.22

SSIM
0.609
0.592
0.795
0.899

0.760
0.882
0.706
0.881
0.721
0.767
0.825
0.775
0.899

LPIPS
0.401
0.353
0.324
0.143
0.293
0.162
0.412
0.203
0.342
0.323
0.160
0.307
0.124

NIQE
4.472
4.460
4.508
4.512
4.571
4.502
4.789
4.516
4.376
4.458
4.479
4.460
4.367

注：加粗、下划线字体分别表示各列最优、次优结果。
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与 RUAS 方法在色彩真实感与光照一致性方面表现

较差，例如 SCI 方法整体亮度提升较低，RUAS 在第 3
行对于“灯具”区域的恢复出现过曝光现象。其原因

是上述方法未能充分建模图像的色彩分布，导致增

强 图 像 普 遍 存 在 颜 色 失 真 、曝 光 过 度 问 题 。

URetinex-Net++在光照分量估计中未能准确捕捉边

缘结构信息，造成边缘区域出现明显的伪影与光晕

效应，影响图像的整体感知质量。此外，基于流场建

模的 LLFlow 和基于扩散建模的 WCDM 方法在一定

程度上恢复了图像结构，但对局部细节区域的建模

能力有限，导致增强图像细节丢失严重，整体画面显

得模糊。例如 WCDM 在第 1 行中对于“衣领的红色

边缘”和第 2 行“座椅靠背”区域的细节无法恢复。

本文方法得益于反向扩散过程中对比度增强模块与

高频细节增强信息的协同机制，不仅保持了图像整

体结构清晰，还抑制了色偏与边缘伪影问题，使得

增强结果在视觉观感上更真实自然。无论在复杂

照明条件的真实场景，还是具有合成特征的低照度

图像，本文方法均能生成具有高保真度与感知一致

性的图像。

本文进一步在 4 个经典非配对弱光图像数据集

上，使用 LOLv2-Real 数据集上训练得到的模型权重

进行测试，部分增强结果如图 6 所示。其中，第 1 列

为输入图像，第 2—5 列为 WCDM、DarkIR（Feijoo 等，

2025）、EnlightenGAN 以及本文方法的增强结果。从

可视化结果可以观察到，基于扩散的 WCDM 方法在

提升亮度和细节恢复方面都有所欠缺，增强图像仍

存在暗区域残留与纹理信息缺失的问题；而基于频

域建模的 DarkIR 方法虽然具备一定的全局光照调

节能力，但在多个样本中出现了明显的过曝光和细

节缺失问题。EnlightenGAN 方法在亮度和细节恢复

上有所提升，但同时引入了大量的噪声。例如，MEF
数据集上的增强图像“地面”区域存在较明显的噪声

和模糊。相比之下，本文方法在未使用目标域监督

的情况下，仍展现出较优的跨域增强性能、首先，得

益于频域建模与高频细化机制的协同设计，本文方

法能够有效抑制噪声干扰，显著提升纹理细节。其

次，在反向扩散过程中引入的对比度校正模块，通过

显式建模颜色偏移与亮度趋势，不仅增强了图像的

对比度，还保持了自然真实的色彩视觉体验。然而，

对于极暗场景，频域能量分布过于微弱，仍可能导致

特征提取效果受限，从而影响增强质量。

2. 3. 3　模型效率对比分析

为了探究在频域实施扩散能否有效降低模型的

计算复杂度并提升推理速度，本文在保持扩散模型

参数不变的前提下，与基于空域扩散 LLIE 方法进行

了对比分析，其对比结果如表 3 所示。在推理时间

方 面 ，本 文 将 每 幅 图 像 的 处 理 时 间 从 PyDiff 的

7. 617 s 降至 0. 473 s，推理速度提升约 16 倍。其根

本原因在于本文将扩散模型从空域迁移至小波低频

子空间中进行，并结合高效的条件采样策略，显著减

少了扩散迭代的计算量，简化了模型的推理流程。

在显存占用方面 ，本文方法相较于 PyDiff 减少了

48. 5% 的显存消耗，表明在硬件资源受限的设备上

具有更好的适配性和更高的运行效率。在参数量方

面，本文方法相比于 WCDM 减少了 36. 5%。相比于

空域扩散方法，本文模型在保持相同扩散框架能力

的前提下，通过对低频子空间的高效建模，将网络的

图 5　在 LOLv1、LOLv2-Real 以及 VE-LOL 数据集上的可视化结果比较

Fig. 5　Visualization comparison of results on the LOLv1、LOLv2-Real， and VE-LOL datasets
（（a） SCI； （b） RUAS； （c） LLFlow； （d） URetinex-Net++； （e） WCDM； （f）ours； （g） reference images）
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卷积通道数与特征映射规模进一步压缩，使得整体

参数量显著降低。另一方面，模型无需引入大量的

结构先验或深层卷积堆叠即可捕获全局结构与局部

纹理信息，从根本上减少了内存占用的峰值。综上，

本文能够在保持增强质量的同时，在资源受限场景

中具有更高应用潜力。

2. 4　消融实验

2. 4. 1　核心组件的消融分析

为了深入分析各组件对本文方法性能的影响，

本文分别移除高频细化模块、截断采样策略和对比

度校正模块，实验结果如表 4 所示。首先，将 WPT 替

换为 DWT 后，推理时间增加了 0. 421 s，表明 WPT 在

保持频域表达能力的同时，显著提升了推理效率。

其次，去除高频细化模块后，PSNR 和 SSIM 指标分别

下降了 1. 70 dB 和 0. 042，表明高频细化模块在补偿

高频细节退化方面发挥着关键作用。当采用 DDPM
的完整采样替代截断采样机制后，推理时间显著增

加至 11. 32 s，表明该机制能够显著减少推理时间。

此外，去除对比度校正模块后，PSNR 和 SSIM 指标分

别下降了 1. 12 dB 和 0. 020，表明该模块能够进一步

提升恢复质量。各组件的协同作用使得本文方法在

LLIE 实现了高效且高质量的图像恢复。

2. 4. 2　高频细化模块的有效性实验

为了验证高频细化模块对恢复边缘、纹理等细

节信息更为有效，本文对比了该方法使用高频细化

模块和不使用高频细化模块的增强结果，可视化结

果见图 7。在未添加高频细化模块时（图 7（b）），乒

乓球桌面边缘、桌脚边缘及桌上 LOGO 均模糊不清，

视觉效果极差。相比之下，添加高频细化模块的可

视化结果（图 7（c））结构清晰度大幅提升，尤其在乒

乓球桌边缘区域、桌面反射和 LOGO 标识等细节恢

图 6　在经典非配对弱光数据集上增强结果的可视化比较

Fig. 6　Visual comparison of enhancement results on classic unpaired low-light datasets 
（（a） input images； （b） WCDM； （c） DarkIR； （d） EnlightenGAN； （e） ours）

表3　本文与空间域扩散LLIE方法的推理效率和

模型复杂度比较

Table 3　Comparison of inference efficiency and model 
complexity with spatial-domain diffusion LLIE methods

方法

DDIM（Song 等，2020）
PyDiff（Zhou 等，2023）
WF-Diff（Zhao 等，2024）
WCDM（Jiang 等，2023）
本文

推理时
间/s

12.138
7.617

13.489
15.123

0.473

显存占
用/G
5.881
3.594
6.351
5.837
1.850

参数量/M
115.78

97.89
56.88
48.32
30.68

注：加粗字体表示各列最优结果。
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复效果提升显著。从定量指标来看，添加高频细化

模 块 后 ，增 强 图 像 的 PSNR 从 24. 11 dB 提 升 至

26. 35 dB，提升了 2. 24 dB，而 SSIM 也从 0. 874 提升

至 0. 917，提升了 0. 043，说明图像在像素级重建与

结构一致性方面均获得提升。这得益于高频细化模

块通过引入水平、垂直方向与对角线方向的特征交

互机制，构建跨方向的注意力引导，增强了对角线方

向的细节恢复能力，从而实现了对局部纹理和边缘

结构的精准重建。值得注意的是，该模块的参数量

较少，仅增加不到 15% 的模型参数量，即可带来明

显的性能增益。

图 8 展示了高频细化模块增强对角线子带的有

效性，其中图 8（e）和图 8（f）越亮的区域表示误差越

大。未使用高频细化模块时，对角线子带结构模糊

且噪声较强，其增强结果与参考图像的对角线子带

存在明显的差异（图 8（e））。引入高频细化模块后，

利用水平与垂直子带中的方向梯度信息，有效补全

了对角线子带缺失的纹理细节，使高频边缘更加连

续，并显著降低对角线子带误差（图 8（f））。这表明

对角线方向的特征对细节恢复至关重要，而高频细

化模块正是利用这种跨方向相关性实现了对角线子

带的增强，从而提升了图像的细节与纹理表现。

2. 5　对比度校正模块的泛化性实验

为进一步验证对比度校正模块在反向去噪过程

中对隐空间特征的色彩与对比度修正效果，并评估

其在扩散框架中的泛化性，本文将该模块集成至

PyDiff 方法的反向扩散过程，实验结果如图 9 所示。

从图 9（a）可以看出，PyDiff 增强图像的整体对比度

明显不足，细节区域缺乏层次感，色彩表现也较为暗

淡。由于传统反向扩散过程主要依赖像素级重构损

失，使生成图像的像素值趋于均值，亮度范围压缩，

图像灰度分布集中，缺乏对暗部与亮部的有效区分。

此外，模型可能因训练数据中某一主色通道占比过

高而出现色彩偏向，导致生成图像的色调不自然。

图 9（b）引入对比度校正模块后，增强图像不仅在整

体亮度分布上更均衡，同时色彩更加自然，明显提升

了 图 像 的 视 觉 质 量 。 CIQE 指 标 从 0. 68 提 升 至

0. 82，提升 20. 6%。核心原因在于，对比度校正模块

能够利用前一扩散步骤的亮度与色彩信息，对当前

隐空间特征进行动态调控，从而抑制色彩偏移。实

验结果表明，对比度校正模块具备良好的跨框架泛

化能力，为扩散模型在 LLIE 任务中提供了一种通用

且轻量的方案。

2. 6　截断采样策略的高效性实验

为验证截断采样策略在降低采样开销方面的有

效性，本文在 LOLv2-Real 和 VE-LOL 数据集上进行

了定量分析，并采用 PSNR 作为评价指标，对比结果

如图 10 所示。本文与 DDIM 的采样过程均采用等间

隔迭代。“★”表示本文在采样过程中所达到的最优

PSNR 值，横轴 t 表示反向扩散采样步。从图 10 可以

观察到，DDIM 的整体曲线始终低于本文方法，且随

着采样步数增加，其性能提升趋于缓慢。尤其 t = 
1 000～800 之 间 时 ，本 文 的 性 能 提 升 明 显 优 于

DDIM。当 t = 600 时，本文性能趋于稳定，而 DDIM
则需要完整执行 1 000 步迭代才能达到相对稳定的

性能。这得益于本文在低秩的频域进行扩散建模，

表4　各组件对本文方法增强性能影响分析

Table 4　Analysis of the impact of each module on the 
performance enhancement of our method

方法

w/o WPT（DWT）

w/o 高频细化模块

w/o 截断采样机制

w/o 对比度校正模块

本文

PSNR
/dB

25.07
24.11
24.93
24.69
25.81

SSIM
0.891
0.852
0.890
0.874
0.894

参数
量/M
30.68
26.08

30.68
28.23
30.68

推理时
间/s
0.894
0.590

11.320
0.436

0.473
注：加粗字体表示各列最优结果。“w/o”表示移除该组件。

图 7　高频细化模块对 LLIE 的影响

Fig. 7　Effect of high frequency refinement module on LLIE
（（a） low-light image； （b） without HFRM； 

（c） with HFRM； （d） reference image）
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使得反向扩散过程仅需较少的采样步数，从而显著

降低了采样开销。

图 11 展示了本文与 DDIM 在不同总采样点 P 设

置下的性能对比，P 可以理解为截断采样的时间划

分点数量。在实验设置中，两种方法的总步数均为

1 000 步，在此基础上采用相同的截断采样策略。例

如，当总步数为 1 000 时，仅在 5 个等间隔的时间点

进行采样（P = 5）。从图 11 可以观察到，DDIM 的图

像质量随总采样点 P 的增加逐步提升，并在 25 左右

趋于收敛。相比之下，本文仅需 5 个采样节点到达

收敛且优于 DDIM 的增强性能。

此外，表 5 展示了 P = 4 和 P = 5 的采样轨迹，并

用 4 个评估指标进行了量化评价。P = 5 时，本文在

性能和计算成本之间达到了平衡。因此，本文有效

图 8　高频细化模块增强对角线子带的有效性

Fig. 8　Effectiveness of diagonal features enhanced by HFRM （（a） diagonal features of the reference image； （b） diagonal features 
without HFRM； （c） diagonal features with HFRM； （d） the enhanced result of our method； （e） diagonal feature difference map 

without HFRM； （f） diagonal feature difference map with HFRM）

图 9　PyDiff + 对比度校正模块的影响

Fig. 9　Effect of the contrast-aware correction module in PyDiff 
（（a） PyDiff； （b） PyDiff + contrast-aware correction module； （c） reference images）
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简化了扩散模型的反向采样过程，避免了大量冗余

迭代步骤带来的计算开销。值得强调的是，图 10 和

图 11 的实验具有互补性。图 10 侧重于展示模型在

完整采样过程中的图像质量演化趋势；图 11 则侧重

于对比不同总采样点 P 的性能表现。两组实验分别

从“收敛速度最优化”与“采样点最少化”两个维度，

验证了本文在提升采样效率与增强质量方面的综合

优势。

3　结 论

针对现有扩散模型在 LLIE 任务中存在的高计

算成本、细节重建不足以及生成不稳定等问题，本文

提出了一种频域特征优化与截断采样的扩散弱光图

表5　本文与DDIM在P = 4和P = 5设置下的性能比较

Table 5　Performance comparison on P = 4 and P = 5 settings between our method and DDIM

方法

DDIM
本文

DDIM
本文

P

4

5

采样轨迹

1 000→750→500→250→0
1 000→870→730→600→0

1 000→800→600→400→200→0
1 000→900→800→700→600→0

PSNR/dB
22.98
25.50
23.56
25.81

SSIM
0.817
0.876
0.824
0.894

LPIPS
0.166
0.123
0.151
0.101

NIQE
4.621
4.502
4.553
4.480

注：加粗字体表示各列最优结果。

图 10　本文与 DDIM 采样过程的收敛速度比较

Fig. 10　Comparison of convergence speed between our method and DDIM 
（（a） sampling process of the LOLv2-Real dataset； （b） sampling process of the VE-LOL dataset）

图 11　本文与 DDIM 不同总采样点 P 的性能比较

Fig. 11　Performance comparison between our method and DDIM under different total sampling steps P （（a） PSNR with different total 
sampling steps on the LOLv1 dataset； （b） PSNR with different total sampling steps on the LOLv2-Real dataset）
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像增强方法。该方法在小波低频子空间中进行扩散

建模，在有效保留图像整体结构与光照信息的同时

显著降低了计算复杂度。并且引入高频细化模块，

融合水平方向与垂直方向的高频特征以补全对角线

细节，增强图像的纹理表现与局部清晰度。为解决

扩散过程中存在的色偏与采样效率低的问题，进一

步设计了高效截断采样策略与对比度校正模块，有

效提升了采样效率、生成结果的稳定性与色彩保真

度。在多个标准配对与非配对弱光图像数据集上的

定量与定性实验结果均表明，本文方法不仅在生成

质量、采样速度与资源消耗方面表现优异，同时具备

良好的跨域泛化能力与鲁棒性。未来的研究将针对

极暗场景下频域信息不足的问题，引入更具鲁棒性

的多尺度融合策略与自适应频率引导机制，以增强

模型在复杂光照条件下的泛化性能，推动其在实际

智能视觉系统中的落地应用。
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