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摘 要： 目的　医学图像异常检测旨在以无监督方式识别临床影像中的病变区域，但现有方法在迁移自然图像预

训练模型至医学域时存在语义差异问题，导致模型对解剖结构差异敏感且对早期病变识别能力不足。现有方法若

对预训练编码器进行微调，易因模式崩溃导致失败；而若保持冻结，则难以充分适配医学域。为此，提出一种跨域自

监督表征学习（cross-domain self-supervised representation learning，CSRL）框架，以提升医学图像异常检测的准确性与

鲁棒性。方法　CSRL 框架包含两个阶段：第 1 阶段通过域适应对比学习（domain-adaptive contrastive learning，

DACL）网络，采用在线—目标网络双路径框架实现预训练编码器从自然图像域到医学图像域的稳健迁移；第 2 阶段

构建特征重建网络，引入协同注意力增强模块（synergistic attention enhancement，SAE）以增强病变特征表示，并结合

多尺度异常融合模块（multi-scale anomaly fusion，MAF）实现跨层级异常响应的动态融合。结果　实验在 APTOS
（Asia Pacific Tele-Ophthalmology Society）、ISIC（International Skin Imaging Collaboration）和 BR35H 3 个公开医学数据

集上与 10 种代表性方法进行了对比。实验表明，本文方法在图像级异常检测任务中取得最优性能。在 BR35H 数据

集上，受试者工作特征曲线下面积（area under curve，AUC）达到 99. 90%；在 ISIC 数据集上，AUC 为 91. 79%；在

APTOS 数据集上，AUC 为 97. 71%。相较于当前先进方法，本文方法的最佳 AUC 值在 APTOS、ISIC 和 BR35H 数据集

上分别提升了 0. 35%、3. 52% 和 0. 02%。 消融实验验证了各模块的有效性，可视化结果进一步表明本文方法在异常

定位方面具有更优的空间一致性与临床可解释性。结论　CSRL 框架通过跨域自监督表征学习、协同注意力增强与

多尺度融合机制，有效缓解了预训练模型在医学图像中的语义差异问题，提升了异常检测的判别能力与定位精度，

为医学图像无监督异常检测提供了可靠的解决方案。
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to automatically identify and localize potential lesion regions without manual annotations.  Current reconstruction-based 
anomaly detection methods predominantly rely on features extracted from models pretrained on natural image datasets such 
as ImageNet.  While these approaches have demonstrated promising results， they face considerable limitations due to the 
substantial domain shifts between natural and medical images.  These domain discrepancies lead to semantic misalignments 
during feature reconstruction， resulting in two primary issues： oversensitivity to normal anatomical variations and insuffi‑
cient discriminative capability for detecting subtle or early-stage lesions.  Such limitations substantially hinder the clinical 
applicability of existing methods， particularly in screening scenarios where early detection is crucial.  To address these chal‑
lenges and to overcome the dilemma where fine-tuning pretrained encoders often leads to pattern collapse while keeping 
them frozen limits domain adaptation， this study proposes a cross-domain self-supervised representation learning （CSRL） 
framework， specifically designed to enhance both the accuracy and robustness of unsupervised medical image anomaly 
detection through effective domain adaptation and multi-scale feature optimization. Method　The proposed CSRL framework 
operates through two carefully designed sequential learning stages， each targeting distinct aspects of the anomaly detection 
pipeline while maintaining architectural coherence.  In the first stage， a domain-adaptive contrastive learning （DACL） net‑
work is constructed on the basis of the bootstrap your own latent architecture.  This module employs an innovative dual-path 
online-target network framework to facilitate robust cross-domain transfer of pretrained encoders.  The online and target net‑
works process different strongly augmented views of the same medical image through random cropping， color jittering， and 
Gaussian blurring operations.  The target network parameters are updated via an exponential moving average of the online 
network， with a momentum coefficient of 0. 99 to ensure training stability.  A symmetric negative cosine similarity loss func‑
tion is employed to maximize feature consistency between the two views， effectively driving the encoder to learn 
augmentation-invariant and domain-adaptive representations.  This sophisticated learning mechanism enables the model to 
capture essential medical image characteristics while discarding domain-specific artifacts from natural images， thereby 
establishing a solid foundation for subsequent anomaly detection tasks.  In the second stage， we construct an end-to-end fea‑
ture reconstruction network specifically optimized for anomaly scoring and precise localization.  The encoder component is 
initialized with the adapted weights from the DACL module and remains completely frozen during this training phase to pre‑
serve the learned domain-invariant representations.  The network extracts multi-scale deep feature maps at three different 
resolutions， which are subsequently processed by a specially designed bottleneck layer comprising three residual blocks 
with skip connections for effective feature fusion.  A symmetric decoder architecture with transposed convolutional layers 
then reconstructs the features at corresponding scales， maintaining spatial integrity throughout the reconstruction process.  
To enhance the model’s focus on potential lesion regions further， we introduce a synergistic attention enhancement （SAE） 
module that innovatively integrates three complementary attention branches： coordinate attention for precise spatial localiza‑
tion， channel attention for feature recalibration， and spatial attention for regional emphasis.  These attention mechanisms 
are dynamically aggregated through learnable weighting coefficients to refine feature responses in an adaptive manner.  
Additionally， a multi-scale anomaly fusion （MAF） module computes cosine distance-based anomaly maps at different 
scales and employs learnable weights combined with spatial attention to generate the final optimized anomaly map.  The 
entire framework is optimized using a joint loss function that combines reconstruction error， fusion consistency， and spar‑
sity constraints， ensuring comprehensive training supervision across multiple objectives. Result　Comprehensive experi‑
ments were conducted on three publicly available medical image datasets covering diverse modalities， i. e. ， Asia Pacific 
Tele-Ophthalmology Society（APTOS）， International Skin Imaging Collaboration（ISIC）， and BR35H， to evaluate the pro‑
posed method rigorously under various clinical scenarios.  The CSRL framework was compared with 10 state-of-the-art meth‑
ods， including autoencoder-based models （AE， VAE）， generative approaches （GANomaly， f-AnoGAN）， memory-based 
models （PaDiM）， and recent pretraining-based methods （STFPM， MKD， EDC， EA2D）.  All experiments were performed 
using consistent evaluation protocols and five independent runs to ensure statistical significance.  Quantitative results dem‑
onstrate that our method achieves optimal performance in image-level anomaly detection tasks.  On the BR35H dataset， 
CSRL achieved an AUC of 99. 90%； on the ISIC dataset， an AUC of 91. 79%； and on the APTOS dataset， an AUC of 
97. 71%.  Compared with the current state-of-the-art method， the best AUC of our method is improved by 0. 35%， 3. 52%， 
and 0. 02% on the APTOS， ISIC， and BR35H datasets， respectively.  Extended ablation studies provided deeper insights 
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into the individual contributions of each module.  The DACL module alone improved AUC from 88. 23% to 91. 72% on the 
ISIC dataset， highlighting its crucial role in domain adaptation.  The SAE module contributed considerably to precise local‑
ization， while the MAF module effectively integrated multi-scale information for comprehensive anomaly detection.  When 
combined， the full model achieved 94. 74% AUC in its best run， demonstrating the synergistic effect of all components.  
Qualitative visualization of anomaly localization maps revealed that CSRL produces highly concentrated and clinically inter‑
pretable heatmaps that align well with actual lesion contours， outperforming comparison methods in spatial consistency and 
anatomical plausibility.  The generated activation maps show precise correspondence with pathological regions while main‑
taining minimal responses in healthy tissues， substantially improving clinical interpretability for medical practitioners.
Conclusion　This study presents a novel CSRL framework that effectively addresses the fundamental challenge of semantic 
discrepancy in transferring pretrained models to medical image anomaly detection.  By systematically integrating domain-

adaptive contrastive learning， synergistic attention enhancement， and intelligent multi-scale anomaly fusion， the frame‑
work achieves remarkable improvements in both discriminative capability and spatial precision of anomaly detection.  Exten‑
sive experimental validation across multiple medical imaging modalities confirms the effectiveness and generalizability of 
the proposed approach， establishing new state-of-the-art performance while maintaining clinical interpretability.  The frame‑
work provides a reliable and scalable solution for unsupervised anomaly detection in medical images， with immediate poten‑
tial applications in early diagnosis and clinical screening programs.  Future work will focus on three key directions： develop‑
ing more efficient cross-domain adaptation strategies for few-shot and limited-data scenarios， optimizing model complexity 
and inference speed for practical clinical deployment， and enhancing sensitivity to subtle anomalies through advanced fea‑
ture alignment mechanisms.  These research directions aim to strengthen both the theoretical foundations and practical 
applicability of self-supervised learning in medical imaging， ultimately contributing to improved healthcare outcomes 
through more accessible and accurate diagnostic tools.
Key words： medical image analysis； anomaly detection； self-supervised learning； cross-domain transfer； feature recon‑
struction； attention mechanism； multi-scale fusion

0　引 言

无监督异常检测技术已广泛应用于工业生产

（刘建明和庄维宽，2025）、视频监控（汪洋 等，2025）
等多个领域，该类任务通常被视为一类离群值检测

问题，首先利用大量正常样本学习正常图像的模式，

并在推断阶段通过评估输入样本与正常分布之间的

偏离度进行异常判定。在医学图像领域，异常检测

技术旨在识别与定位临床影像中的健康隐患，由于其

能够避免监督学习对高质量标注数据的依赖，在提升

疾病筛查效率及罕见病诊断方面具有重要价值。

为量化样本离群程度，现有的医学异常检测研

究形成了多类代表性范式。早期方法大多直接在数

据 空 间 或 浅 层 特 征 空 间 中 ，依 据 样 本 点 的 距 离

（Angiulli 等，2006）、局部密度（Breunig 等，2000）或

聚类归属（Yang 等，2009）等统计方法量化其离群程

度。随着深度学习技术的快速发展，基于深度神经

网络的检测方法已成为当前研究的主流，包括基于

异常合成的方法（Tan 等，2020；Müller 等，2023），通

过向正常样本添加人工异常使模型学习区分正常与

合成异常模式，继而泛化到真实异常场景；基于记忆

库的方法（Zhou 等，2022a；Roth 等，2022），存储正常

样本的特征原型并通过比对匹配度识别异常；基于

自监督学习的方法（Grill 等，2020；Cai 等，2023），通

过设计代理任务学习正常特征的鲁棒表示；以及基

于重建的检测方法（Schlegl 等，2017；Baur 等，2021；

Zhang 等，2022），利用生成模型学习正常样本分布，

通过计算输入与重建结果的差异量化异常。其中，

基于重建的异常检测方法因其简便易行、可解释性

强且能灵活结合其他方法，成为领域中应用最广泛

的范式。

基于重建的异常检测方法经历了从数据重建到

特征重建的发展历程。初期研究主要依赖自编码

器、生成对抗网络等模型在图像空间进行像素级重

建并识别异常，但易因模型泛化能力过强引发过度

重建问题。例如 Baur 等人（2021）的基准性研究系

统性归纳及评估了多种自编码器模型在脑磁共振图

像上的表现；Bercea 等人（2023）引入密集变形场约

束，通过几何变换增强重建过程的判别能力；Kasce‑
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nas 等人（2023）系统性探索了去噪自编码器在医学

图像异常检测中的性能；Schlegl 等人（2017）最先将

生成对抗网络引入医学异常检测并提出 AnoGAN
（anomaly detection with generative adversarial net‑
work），其迭代过程计算成本极高，后续研究者针对

该 问 题 提 出 了 GANomaly（Akcay 等 ，2018）和 f-
AnoGAN（Schlegl 等，2019）等更高效的方法；Han 等

人（2021）提 出 的 MADGAN（medical anomaly detec‑
tion generative adversarial network）针对三维脑部磁

共振成像（magnetic resonance imaging，MRI）数据特

点，利用多个相邻切片重建以捕捉空间上下文信息；

Behrendt 等人（2024）提出基于图像块扩散模型的方

法，通过利用局部上下文信息有效抑制异常区域的

重建质量。近期，研究重点逐渐转向特征重建方法

（Rippel 等，2021；You 等，2022b），即利用大规模数据

集的预训练模型提取图像的高层语义特征，在特征

空 间 中 进 行 重 建 与 差 异 度 量 。 例 如 Rippel 等 人

（2021）对预训练特征进行多元高斯分布拟合，依据

马氏距离计算异常分数；Wang 等人（2021）提出的学

生 — 教 师 特 征 金 字 塔 匹 配（student-teacher feature 
pyramid matching，STFPM）方法构建师生特征金字塔

匹配机制；Salehi 等人（2021）提出的多分辨率知识

蒸 馏（multiresolution knowledge distillation，MKD）方

法通过多分辨率知识蒸馏策略迁移预训练特征；

You 等 人（2022a）提 出 的 异 常 检 测 Transformer
（anomaly detection Transformer，ADTR）框 架 探 索 了

Transformer 结 构 在 特 征 重 建 中 的 潜 力 ；AE-Flow
（autoencoders with normalizing flows）（Zhao 等，2023）
在编码器和解码器之间加入归一化流模块；UniAD

（unified anomaly detection）（You 等，2022b）设计统一

的多类别检测框架，自适应聚合多尺度预训练特征；

Deng 和 Li（2022）提出的反向蒸馏单类嵌入异常检

测（reverse distillation from one-class embedding for 
anomaly detection，RD4AD）模型采用反向知识蒸馏

架构，实现端到端的特征重建与异常检测。多项研

究表明，预训练特征能够提供高判别性与无噪声的

图像表示，有效缓解过度重建问题，但为防止端到端

优 化 中 预 训 练 模 型 出 现 模 式 崩 溃（Guo 等 ，2024；

Tang 等，2025），训练过程中其参数通常会被冻结。

由于自然图像与医学图像间存在显著语义差异，该

做法往往导致预训练模型无法通过微调适配至医学

域，制约检测性能，主要体现为将组织解剖结构差异

误判为病灶异常，以及对早期病变等细微异常敏感

性不足。此外，近期的一项综述性研究也指出，现有

方法在跨数据集评估时普遍面临泛化能力不足与评

估基准不一致的问题，进一步制约了其在真实临床

场景中的应用可靠性（Cai 等，2025）。

为突破编码器冻结带来的性能瓶颈，Guo 等人

（2024）提出编码器—解码器对比方法 EDC（encoder-
decoder contrast），通过联合优化编码器与解码器，结

合停止梯度操作与全局余弦损失缓解模式崩溃，实

现 编 码 器 的 稳 定 微 调 ；Tang 等 人（2025）提 出 的

EA2D（encoder-attention-2decoder）方法进一步整合

转换一致性对比学习与双解码器重建机制，显式优

化预训练编码器以缩小自然图像与医学图像之间的

语义差异。此外，基于异常合成的方法中，CutPaste
方法（Li 等，2021）通过裁剪和旋转图像块合成异常，

Tan 等人（2021）提出泊松图像插值方法生成更真实

的异常区域，Sato 等人（2023）提出解剖感知粘贴策

略，利用肺部分割掩膜指导胸部 X 光片中的异常合

成 ；基于记忆库匹配的方法中，MemAE（Gong 等，

2019）在 自 编 码 器 中 引 入 可 学 习 的 记 忆 模 块 ，

ProxyAno（Zhou 等，2022a）以超像素作为代理任务，

MemSTC-Net（Zhou 等，2022b）通过记忆正常图像的

结构—纹理对应关系，PaDiM（patch distribution mod‑
eling）方法（Defard 等，2021）建立参数化的多元高斯

分布建模正常样本统计特征；基于自监督学习的方

法中，SALAD（self-supervised and translation-consistent 
features for anomaly detection）（Zhao 等，2021）在图像

和特征空间构建双向重建路径，PatchCL-AE（Lu 等，

2024）将重建图像的局部块与非对应块作为正负样

本，增强模型对局部语义一致性的建模能力。

针对现有方法中预训练模型跨域迁移的语义差

异问题，本文提出一种基于跨域自监督表征学习的

端到端重建框架，用于解决预训练模型在医学图像

异常检测中的迁移适应性问题。该框架包含两个关

键 阶 段 ：第 1 阶 段 基 于 BYOL（bootstrap your own 
latent）自监督学习实现预训练编码器的医学域适应

性迁移；第 2 阶段构建端到端的特征重建网络，利用

跨域适应的编码器提取判别性特征，并通过解码器

重 建 与 多 模 块 协 同 实 现 异 常 区 域 的 精 准 检 测 与

定位。

本文的贡献总结如下：1）构建域适应对比学

习模型，有效解决自然图像预训练模型在医学域
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的迁移适应性问题，缓解语义差异导致的性能制

约；2）设计一种协同注意力策略，通过坐标、通道

与空间注意力的联合嵌入，增强模型对病变特征

的判别性表示能力；3）提出自适应多尺度异常图

融合模块，实现跨层级异常响应的动态加权与空

间优化。

1　方 法

本文提出一种面向医学图像异常检测的跨域自

监督表征学习（cross-domain self-supervised represen‑
tation learning，CSRL）框架。该框架旨在解决自然图

像预训练模型在迁移至医学领域时存在的语义差异

问题，并通过端到端的特征重建与多模块协同，实现

精准的异常检测与定位。方法的整体流程如图 1 所

示，其主要由两个阶段构成，第 1 阶段通过构建域适

应 对 比 学 习（domain-adaptive contrastive learning，

DACL）网络进行跨域自监督迁移，旨在将预训练编

码器适配至医学图像域以优化其特征表示；第 2 阶

段为基于特征重建的异常检测，利用域适配后的编

码器—解码器架构，结合协同注意力增强模块（syn‑
ergistic attention enhancement，SAE）用于聚焦并增强

潜在病变的特征响应，并引入多尺度异常融合模块

（multi-scale anomaly fusion，MAF） 以整合不同层级

的语义信息，最终实现对异常区域的精准量化与定

位。下文将对各模块进行详细阐述。

1. 1　域适应对比学习网络

为缓解直接迁移自然图像预训练模型所导致的

域偏移问题，以增强特征编码器对医学信息的判别

性感知能力，本文设计了域适应对比学习（DACL）网

络。该模块采用 BYOL 的在线—目标网络双路径框

架，通过最大化在线与目标网络对同一图像不同增

强视图的表征一致性，以驱动预训练编码器进行医

学域适应性微调。

如图 1（a）所示，DACL 通过构建两个结构相同

但参数更新方式不同的神经网络学习稳健的医学

特征表示，其分别称为在线网络和目标网络，其中

在线网络的参数记做 θ，目标网络参数则记做 ξ。

给 定 一 个 包 含 N 个 正 常 样 本 的 训 练 集 X =
{x1，x2，…，xN}，x i ∈ RH × W × 3，首先对每个输入样本 x，

图 1　跨域自监督表征学习框架整体架构

Fig. 1　The overall architecture of the cross-domain self-supervised representation learning framework 
（（a） domain-adaptive contrastive learning （DACL） network； （b） feature reconstruction network）
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分别进行随机数据增强操作以得到与原始图像不同

的视图，具体为

v = t ( x ) （1）
式中，t～T 表示数据增强操作 t 从预定义的 T 中随机

采样，T 为本研究中针对表征学习设计的增强策略

集合。具体而言，采用的增强操作包括随机缩放裁

剪、水平翻转、颜色抖动和高斯模糊等，以从多个维

度提升模型对医学图像常见变化的鲁棒性，并迫使

模型学习具有变换无关性的核心特征。

在线网络与目标网络均包括一个编码器和一个

投影头，其中编码器的主干网络为 Wide-ResNet50-2
模型，投影头则由一个多层感知机（multilayer per‑
ceptron，MLP）网 络 构 成 ，在 线 网 络 额 外 包 含 一 个

MLP 预测头。视图 x 和 v 分别通过上述两个网络转

化为预测向量 qθ 和投影向量 z′ξ，表示为

yθ = fθ ( x ), zθ = gθ ( yθ ), qθ = hθ ( zθ ) （2）
y′ξ = fξ ( v ), z′ξ = gξ ( y′ξ ) （3）

式中，f 代表编码器，g 代表投影头，h 代表预测头。

目标网络的参数 ξ 不通过梯度下降直接优化，而是

作为在线网络参数 θ 的指数移动平均（exponential 
moving average， EMA）进行缓慢更新，表示为

ξ ← τξ + (1 - τ )θ （4）
式中，τ ∈ [ 0，1] 是动量衰减系数，EMA 的间接更新

机制旨在提升训练过程的稳定性，从而避免模式

坍塌。

DACL 的目标是在正常医学图像模式的特征空

间中，最大化在线网络对视图 x 的预测 qθ 与目标网

络对视图 v 的 z′ξ 投影之间的一致性，以迫使编码器专

注于学习稳健的解剖结构表征。为此，定义损失函

数为 BYOL 对称负余弦相似度，具体为

Lθ,ξBYOL = 2 - 2 ⋅ qθ, z′ξ
‖qθ‖2 ⋅ ‖z′ξ‖2

（5）
式中，⋅，⋅ 表示向量内积。随后，通过交换 x 和 v 输

入两个网络，得到一组对称的损失 L͂θ，ξBYOL。该阶段的

总损失函数为二者之和，即

LBYOL = Lθ,ξBYOL + L͂θ,ξBYOL （6）
通过最小化该损失，编码器 fθ 能够学习到对医

学图像内容敏感、且对数据增强不变的特征表示，从

而缩小自然图像与医学图像之间的语义差异。同

时，在线网络的编码器将被冻结，并用于后续的特征

重建网络。

1. 2　特征重建网络

第 2 阶段的任务为构建一个端到端的特征重建

网络，用于实现对图像异常的量化评分与空间定位。

如图 1（b）所示，其采用编码—解码结构，并引入了

两个核心模块以优化异常特征的表示与定位。

1. 2. 1　网络架构组成

1）编码器。编码器 E 采用完成跨域自适应训练

的 DACL 在线编码器 fθ 的参数作为初始化，并在该

阶段的训练过程中保持冻结状态，以规避模式崩溃

风险。给定输入图像 x，编码器分别提取 3 个不同尺

度的深层特征图，即

{ F1, F2, F3 } = E ( x ) （7）
2）瓶颈层。编码器输出的多尺度特征共同被送

入一个瓶颈层（bottleneck layer，BL）。如图 2 所示，

该模块用于统一不同层次特征图的尺度并对其信息

进行融合，从而为解码器提供一个紧凑且信息丰富

的特征表示，具体为

φ = BL (F1,F2,F3 ) （8）

3）解码器。解码器 D 采用与编码器近似对称的

反卷积网络 de-Wide-ResNet50-2，由多个上采样块

组成。每个上采样块通常包含转置卷积或双线性插

值上采样，后接常规卷积、批归一化和修正线性单元

（rectified linear unit，ReLU）激活。解码器的目标是

将瓶颈层输出的融合特征 ϕ 逐步上采样，并重建出

图 2　瓶颈层结构示意图

Fig. 2　Schematic diagram of the bottleneck layer
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与编码器多尺度特征图空间尺寸相对应的特征，具

体为

{ F̂1, F̂2, F̂3 } = D (ϕ ) （9）
1. 2. 2　协同注意力增强模块

为了进一步提升模型对潜在异常区域的聚焦能

力，本文在特征重建网络中引入协同注意力增强

（SAE）模块，其结构如图 3 所示。该模块并行地集成

了 3 个注意力分支，以提升模型对潜在异常区域的

聚焦能力。

1）坐标注意力（coordinate attention，CA）分支。

该分支通过分解坐标信息，捕获像素间精确的行、列

依赖关系。

CA 模 块 首 先 作 用 于 编 码 器 输 出 特 征

F3 ∈ RC × H × W 以增强下采样过程中损失的空间结构

信息，其使用两个一维全局平均池化（global average 
pooling，GAP）核，分别沿水平坐标和垂直坐标对每

个通道进行编码，得到一对方向感知的特征向量。

具体为

z h
c = 1

W ∑
0 ≤ j < W

F3 (c, i, j ) （10）

z w
c = 1

H ∑
0 ≤ i < H

F3 (c, i, j ) （11）
式中，F3 (c，i，j ) 代表在位置 ( i，j ) 处，第 c 个通道的特

征图，H 与 W 分别为特征图的高度与宽度。随后，将

上述两个特征图进行拼接后送入一个通道压缩比为

r 的 1 × 1 卷积变换函数，通过非线性激活，生成中间

特 征 图 F ∈ RC/r × 1 × (H + W )，并 沿 空 间 维 将 F 分 割 为

F h ∈ RC/r × H × 1 和 Fw ∈ RC/r × 1 × W 两个独立张量。最后，

分别使用两个 1 × 1 卷积 Ch 与 Cw，将 F h 与 Fw 调整为

与原特征图 F3 相同的通道数，并应用 sigmoid 激活函

数得到水平方向和垂直方向的注意力权重，具体为

Gh = σ (Ch (F h ) ), Gw = σ (Cw (Fw ) ) （12）
最终，坐标注意力模块的输出通过对原始输入进行

加权，得到

F′3 = F3 ⊗ Gh ⊗ Gw （13）
式中，⊗表示逐元素相乘。该模块输出 F′3，在保留原

始语义信息的同时，进一步增强了在空间位置上的

判别能力。经 CA 增强的特征 F′3 与两个中低层特征

F1，F2 共同被送入瓶颈层。

此 外 ，对 于 不 同 尺 度 的 解 码 器 重 建 特 征

F̂ ∈ RC × H × W，同样利用 CA 模块以增强其异常定位，

该过程表示为 F̂ca = CA( F̂ )。
2）通 道 注 意 力（channel attention，ChA）分 支 。

该分支采用近似于挤压—激励网络的结构，旨在建

模通道间的相互依赖关系，并自适应地重新校准通

道维度的特征响应。首先，通过全局平均池化将空

间信息压缩为一个通道描述符。即

zc = 1
H × W ∑

i = 1

H ∑
j = 1

W

F̂c ( i,  j ) （14）
随后，通过两个 1 × 1 卷积层和一个 sigmoid 激

图 3　协同注意力增强模块结构示意图

Fig. 3　Schematic diagram of the synergistic attention enhancement module 
（（a） attention weight generation mechanism； （b） feature enhancement and fusion process）
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活函数，为每个通道生成一个权重，具体为

Gc = σ (W2 δ (W1 zc ) ) （15）
式中，W1 ∈ RC/r × C， W2 ∈ RC × C/r 为可学习参数，δ 为

ReLU 激活函数，r 为通道压缩比。最终，通道注意力

的输出为 F̂ch = F̂ ⊗ Gc。

3）空间注意力（spatial attention，SA）分支。该分

支专注于发现特征图中最具信息量的空间区域。它

通过合并跨通道的最大池化（MaxPool）和平均池化

（AvgPool）信息生成一个空间注意力图，具体为

G s = σ (Conv7 × 7 ( [ AvgPool ( F̂ ) ; MaxPool ( F̂ ) ]) ) （16）
式中，[⋅；⋅]表示沿通道维的拼接，Conv7 × 7 是一个核大

小为 7 × 7 的卷积层，用于融合上下文信息。空间注

意力的输出为 F̂ sp = F̂ ⊗ G s。

4）动态聚合。将 3 个注意力分支的输出进行加

权求和，得到 SAE 模块的最终输出，具体为

F̂SAE = α ⋅ F̂ca + β ⋅ F̂ch + γ ⋅ F̂ sp （17）
式中，α，β，γ 是可学习的标量权重。为增强训练稳

定性并避免权重失衡风险，通过 softmax 函数对这些

权重进行归一化约束，确保其非负且和为 1。并在

训练过程中通过反向传播进行优化，从而使得网络

能够自适应调整三分支优先级。

将 SAE 模块分别应用于解码器输出的 3 个重建

特征 F̂1，F̂2，F̂3，即可得到经过注意力增强的重建特

征 F̂ a1，F̂ a2，F̂ a3。

1. 3　多尺度异常融合模块

在推理阶段，通过计算编码器输出特征与经

SAE 增强后的解码器重建特征之间的差异来生成异

常图，用于定量指标计算及可视化异常定位。本文

采用余弦距离进行度量，主要是因其对特征幅度的

变化不敏感，能更好地反映语义上的偏离。

分别在不同尺度的特征上进行计算，对于第 k

个尺度，其异常图 Ak 计算为

Ak = 1 - CosSimilarity (Fk, F̂ a
k ), k ∈ {1, 2, 3 } （18）

式中，Fk 表示该尺度的输入特征，F̂ a
k 表示对应的重

建特征，CosSimilarity 表示余弦相似度计算，Ak 值越高，

表示该位置与正常模式的偏离程度越大。随后，将

所有 Ak 通过双线性插值上采样恢复至输入图像的

空间尺寸 H × W。

k 个不同尺度的异常图在信息上存在互补性，

其中浅层特征图空间细节丰富，利于精确定位；而深

层特征图则语义信息强，更擅长于识别高级别的语

义异常。为了针对不同模态的医学图像自适应地利

用这些互补信息，本文设计了一种多尺度异常融合

（MAF）模块，通过动态加权聚合来优化最终的异常

图输出，其流程如图 4 所示。

首先，将多尺度异常图通过双线性插值统一至

目标空间分辨率。随后，使用独立的 3 × 3 卷积核将

每个上采样后的异常图 Ak 映射到一个共享的特征

空间，得到 Sk ∈ RCf × H × W。同时，通过可学习的尺度

权重参数 λ ∈ { }λ1，λ2，λ3 ，经 softmax 归一化后得到

各尺度的融合权重 wk，具体为

wk = exp (λk )
∑
j = 1

3 exp (λj )
, k ∈ { }1, 2, 3 （19）

尺度加权特征计算如下

F͂k = wk ⋅ Sk （20）
随后，为了进一步细化融合结果，首先将加权后

的多尺度特征沿通道维度拼接，即

Fcat = Concat [ F͂1, F͂2, F͂3 ] （21）
然后，对 Fcat 进行深度特征融合，即

图 4　多尺度异常融合模块流程示意图

Fig. 4　Schematic diagram of the multi-scale anomaly 
fusion module workflow
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F fused = Conv1 × 1(ReLU (BN (Conv3 × 3 (Fcat ) ) ) )  （22）
此外，将 Fcat 输入一个轻量的空间注意力单元

生成一个空间权重图 M s ∈ R1 × H × W，具体为

M s = σ (Conv1 × 1(ReLU (Conv3 × 3 (Fcat ) ) ) ) （23）
式中，σ 表示 sigmoid 函数。最终的多尺度融合异常

图 A fused 通过对 F fused 应用空间注意力权重 M s 得到，具

体为

A fused = F fused⊙M s （24）
A fused 中的每个像素值代表了该位置为异常的概

率，⊙ 表示逐元素相乘。

作为对 MAF 模块的约束，以保证融合异常图能

够在保留各尺度重建信息的基础上，生成高判别性

且与空间分布一致的异常定位结果，本文采用了如

下的联合损失函数，具体为

Lconsist = 1
3 ∑

k = 1

3 ‖A fused - Resize ( Ak )‖22 （25）
Lsparse = ‖A fused‖1 （26）

式中，Lconsist 为融合一致性损失，Resize 表示调整尺寸

到融合异常图大小，该项度量融合后的异常图 A fused
与每一个尺度的初始异常图之间的差异。Lsparse 为稀

疏性约束损失，通过对融合后的异常图施加 L1 正则

化，引导模型产生更加集中的异常激活区域。

除上述损失外，本文还构建了重建损失用于约

束整体特征重建过程。该项作为异常检测任务的核

心，旨在引导解码器准确重构各尺度的正常特征，从

而迫使异常区域产生高重建误差，其目标为最小化

编码器原始特征与解码器重建特征之间的差异，表

示为

L recon = 1
3 ∑

k = 1

3
E [ Ak ] （27）

最终，第 2 阶段训练的总损失函数为上述 3 项的

加权和，即

L total = L recon + Lconsist + λLsparse （28）
式中，λ 作为平衡各项损失贡献的权重因子。通过

联合优化该损失函数，从而使模型既能准确地重建

正常模式，同时能够通过多尺度融合和空间约束，生

成高精度的异常定位图。

2　实验结果与分析

2. 1　数据集

为了全面评估本文所提出 CSRL 框架的检测性

能，在 3 个公开医学影像数据集上进行实验。

1）APTOS（Asia Pacific Tele-Ophthalmology Soci‑
ety）数 据 集（Maggie 和 Dane，2019）。 该 数 据 集 由

2019 年 APTOS 盲症检测挑战赛官方发布，共包含

3 662 幅糖尿病性视网膜眼底 RGB 图像，健康（正

常）图像 1 805 幅；病变（异常）图像 1857 幅。本文从

正常样本中随机选取 1 000 幅图像作为训练集，其余

2 662 幅正常与异常图像则共同组合为测试集。在

预处理过程中，图像统一调整为 256 × 256 像素的

尺寸。

2）ISIC（International Skin Imaging Collaboration）

数据集（Codella 等，2019）。该数据集由 ISIC2018 挑

战赛的任务 3 发布，包含 6 898 幅皮肤 RGB 图像，分

为 7 种类别，本文以其中的色素痣皮肤图像作为正

常样本，其余 6 个不同类别的疾病皮肤图像作为异

常样本。官方训练集包含 6 705 幅正常图像，官方验

证集用做测试集，其中包括 123 幅正常图像与 70 幅

异常图像。在预处理过程中，图像调整为 256 × 256
像素，并中心裁剪至 224 × 224 像素。

3）BR35H 数据集（Hamada，2020）。该数据集发

布于 Kaggle 挑战赛，由从 3D 模态图像中截取的 2D
脑部 MRI 灰度图像切片构成，其中包含 1 500 幅作为

异常样本的肿瘤图像以及 1 500 幅作为正常样本的

健康图像。本文从正常图像中随机选取 1 000 幅图

像作为训练集，其余 2 000 幅图像则作为测试集，所

有图像调整为 64 × 64 像素。

2. 2　实验设置

本 文 所 有 实 验 均 基 于 PyTorch 框 架 ，在 单 张

NVIDIA GeForce RTX 4090 显卡上进行。模型使用

Adam 优化器进行训练，在 APTOS、ISIC 及 BR35H 这

3 个数据集中，BYOL 自监督预训练阶段模型的学习

率分别均设置为 5 × 10-5，网络训练批尺寸均设置为

32，分别训练 50、50 和 100 个轮次；特征重建阶段模

型的学习率分别为｛1 × 10-2， 1 × 10-3， 5 × 10-3｝，网

络训练批尺寸均设置为 16，分别训练 75、15 和 100
个轮次。APTOS 与 ISIC 数据集的病变区域分布较

为弥散，而 BR35H 数据集的病灶则较为集中。因

此，对于前两者采用 A fused 的均值作为图像级的异常

评分，以反映整体异常；而对于后者则采用 A fused 的最

大值作为图像级异常评分，以聚焦于其中的局部

异常。

3771



Vol. 31，No. 10，Oct. 2026

2. 3　评价指标

本研究采用的评估指标包括受试者工作特征曲

线 下 面 积（area under curve，AUC）、F1 分 数（F1-

score）、准确率（accuracy，ACC）、敏感性（sensitivity，

SEN）和特异性（specificity，SPE）。其中，AUC、F1 和

ACC 能够对整体性能进行评估，而 SEN 和 SPE 则分

别侧重于正样本和负样本，模型的分类阈值由 F1 的

最优值确定。作为图像级检测任务，本研究将单幅

图像作为样本单位，统计真阳性、真阴性、假阳性和

假阴性的样本量并用于计算上述各项指标。

2. 4　对比实验

将本文提出的 CSRL 方法与经典方法及当前最

先进技术（state-of-the-art，SOTA）在 3 个医学数据集

上进行了对比。其中包括基于像素重建的基础方法

自 动 编 码 器（autoencoder，AE）与 变 分 自 编 码 器

（variational autoencoder，VAE）；基于生成对抗网络

（generative adversarial network，GAN）的经典像素重

建 方 法 GANomaly（Akcay 等 ，2018）、f-AnoGAN
（Schlegl 等，2019）和 SALAD（Zhao 等，2021）；采用基

于记忆库匹配机制的 PaDiM 方法（Defard 等，2021）；

采 用 预 训 练 编 码 器 的 方 法 ，如 基 于 特 征 蒸 馏 的

STFPM（Wang 等，2021）和 MKD（Salehi 等，2021）方

法，以及目前表现出最佳性能的反向蒸馏重建类方

法 EDC（Guo 等，2024）与 EA2D（Tang 等，2025）。对

比实验的结果来自于已发表论文的公开数据，或通

过复现其开源代码获得。为与现有研究进行全面对

比，本文同时展示了多次实验的平均结果及训练

中出现的最佳结果。其中，本文方法的平均结果

为 5 次独立实验最终迭代结果的平均值；最佳结果

（以†标注）则记录了训练周期内最高 AUC 值所对应

的各项指标。

2. 4. 1　量化对比结果

1）BR35H 数据集中作为异常的肿瘤区域显著

性较高，属于易检测场景。实验结果如表 1 所示，其

中基于预训练编码器的方法性能显著优于从头训练

的像素重建方法。例如，AE 的 AUC 仅为 89. 57%，

而多数预训练类方法则均取得大于 98% 的高 AUC，

当前性能领先的方法更是进一步将性能提升至 99%

以上。这一结果凸显了利用大规模数据集预训练所

获得的特征提取模型在医学异常检测任务中具有极

高的迁移价值。相较于上述方法，本文 CSRL方法在

图像级 AUC、F1、ACC 与 SPE 指标上的平均结果与最

佳 结 果 均 已 达 到 当 前 的 最 优 值 ，分 别 为 99. 90%

（99. 97%）、99. 63%（99. 70%）、99. 45%（99. 55%）与

98. 16%（99. 20%）。这些量化指标显示，本文方法

在该数据集上已趋近于理想状况下的检测性能。

2）ISIC 数据集的特殊性在于其正常样本（色素

痣）属于一种良性病变，与异常样本的视觉差异较

小，因此整体检测难度较高。表 2 中的实验结果表

明 ，多 数 现 有 方 法 在 此 挑 战 下 表 现 不 佳 ，其 平 均

AUC 普遍未达到 90%，综合反映检测精度的 F1 分数

也多低于 70%。相较之下，EDC、EA2D 与本文提出

的 CSRL 方法具有较大的性能优势，各项指标均保

持在 80% 以上，展现出在该任务中的可靠性。其

中，本文提出的 CSRL 方法表现突出，在平均性能

上 ，其 AUC、F1、ACC 与 SPE 这 4 项 指 标 分 别 达 到

91. 79%、83. 46%、88. 08% 与 90. 86%，在 全 部 方 法

表1　在BR35H数据集上的异常检测性能对比

Table 1　Comparison of anomaly detection performance on 
BR35H dataset

/%

方法

AE
VAE
GANomaly
f-AnoGAN
SALAD
STFPM
MKD
PaDiM
EDC
EA2D
CSRL（本文）

EDC†
EA2D†
CSRL（本文）†

来源

-
-

ACCV’ 18
MIA’ 19
TMI’ 21

BMVC’ 21
CVPR’ 21
ICPR’ 21
TMI’ 24
TMI’ 25

-

TMI’ 24
TMI’ 25

-

AUC
89.57
91.36
93.78
94.80
97.69
93.11
98.70
98.19
99.85
99.83
99.90

99.94
99.95
99.97

F1
89.98
91.24
92.85
93.76
96.83
93.46
94.30
98.00
99.57
99.62
99.63

99.50
99.70

99.70

ACC
84.20
86.80
89.10
90.45
95.15
89.80
96.26
96.95
99.35
99.44
99.45

99.24
99.55

99.55

SEN
94.66
91.73
94.40
95.66
98.86
97.20
98.06
99.80
99.95
99.99

99.88
99.93

99.80
99.70

SPE
52.80
72.00
73.20
74.80
96.10
67.60
83.00
88.40
97.40
97.80
98.16

97.20
98.80
99.20

注：加粗字体分别表示平均结果组和最佳结果组中各列的最

优结果。“†”代表训练过程中取得的最佳结果。“-”表示无具

体 来 源 ，ACCV：Asian Conference on Computer Vision；MIA：

Medical Image Analysis；TMI：IEEE Transactions on Medical 
Imaging；BMVC：British Machine Vision Conference；CVPR：

IEEE/CVF Conference on Computer Vision and Pattern Recogni‑
tion；ICPR：International Conference on Pattern Recognition。
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中均取得最优结果；在最佳性能方面，CSRL 实现全

面领先，其 AUC、F1、ACC、SEN 与 SPE 分别进一步提

升至 94. 74%、88. 57%、91. 71%、88. 57% 与 93. 50%，

相 较 于 次 优 方 法 EA2D 提 升 较 为 显 著 ，分 别 增 加

3. 52%、5. 01%、4. 15%、1. 43% 与 5. 70%，表 明 了

CSRL 方法在复杂检测任务中的鲁棒性。

3）APTOS 数据集的异常为糖尿病视网膜病变，

其常表现为细微的血管病变或渗出物，部分轻度病

变区域较为隐蔽，因此对模型的细粒度特征捕捉能

力要求较高。实验结果如表 3 所示，在最具综合代

表性的 AUC 指标方面，传统方法的平均 AUC 值普遍

低于 90%，而 SOTA 方法 EDC 与 EA2D 则能够提升至

95% 以上。与之相比，本文提出的 CSRL 方法取得了

所有方法中的最优 AUC 结果，平均值达到 97. 71%，

超越此前最高值 0. 18%；而最佳值则达到 97. 94%，

提升 0. 35%。以上结果证明了 CSRL 方法在 APTOS
数据集上具备可靠的检测能力。

2. 4. 2　异常定位可视化对比结果

为评估方法的可解释性并直观展示其病灶定位

性能，绘制了本文 CSRL 方法与 EDC、EA2D 方法对

3种数据集异常样本的可视化结果以进行对比分析。

为生成异常定位热图，将本文方法输出的每个

A fused 矩阵归一化至［0，1］区间，并上采样至原始图

像尺寸后叠加于输入图像之上。作为对比，EDC 与

EA2D 方法的热图则依据其开源代码的默认流程生

成。结果如图 5 所示，CSRL 方法能够在病变区域

生成高热度值的响应，不仅在空间分布上与病灶的

真实轮廓表现出较好的一致性，且其显著性激活区

域对病灶的聚焦程度也优于对比方法。可视化对

比结果表明，CSRL 方法在不同形态的医学图像中

均能生成更加集中、更具临床参考价值的异常定位

结果，在像素级异常定位任务上具有显著优势。

2. 5　消融实验

为了综合验证本文所提出 CSRL 框架的有效

性，在所有数据集上进行消融实验，以评估 CSRL 框

架中 DACL、SAE 及 MAF 这 3 个核心模块的贡献。实

验记录了各配置在训练过程中取得的最佳性能，结

果如表 4 所示。实验结果表明，每个模块均对模型

检测性能的提升发挥出作用，且三者协同工作时效

果普遍更佳。

表2　在 ISIC数据集上的异常检测性能对比

Table 2　Comparison of anomaly detection performance on 
ISIC dataset

/%

方法

AE
VAE
GANomaly
f-AnoGAN
SALAD
PaDiM
EDC
EA2D
CSRL（本文）

EDC†
EA2D†
CSRL（本文）†

来源

-
-

ACCV’ 18
MIA’ 19
TMI’ 21

ICPR’ 21
TMI’ 24
TMI’ 25

-

TMI’ 24
TMI’ 25

-

AUC
80.72
80.49
71.60
75.90
72.62
82.13
89.33
90.98
91.79

90.53
91.22
94.74

F1
69.23
67.02
61.91
65.06
61.90
72.04
80.10
83.27
83.46

81.94
83.56
88.57

ACC
75.13
74.96
67.53
69.95
66.84
73.06
84.28
87.25
88.08

86.53
87.56
91.71

SEN
77.14
70.00
72.38
77.14
74.29
95.71

84.76
87.43
83.21
84.29
87.14
88.57

SPE
62.79
77.78
64.77
65.85
62.60
60.16
84.01
87.15
90.86

87.80
87.80
93.50

注：加粗字体表示平均结果组和最佳结果组中各列的最优结

果。“†”代表训练过程中取得的最佳结果。“-”表示无具体

来源。

表3　在APTOS数据集上的异常检测性能对比

Table 3　Comparison of anomaly detection performance on 
APTOS dataset

/%

方法

AE
VAE
GANomaly
f-AnoGAN
SALAD
STFPM
MKD
PaDiM
EDC
EA2D
CSRL（本文）

EDC†
EA2D†
CSRL（本文）†

来源

-
-

ACCV’ 18
MIA’ 19
TMI’ 21

BMVC’ 21
CVPR’ 21
ICPR’ 21
TMI’ 24
TMI’ 25

-

TMI’ 24
TMI’ 25

-

AUC
76.91
77.21
83.72
89.64
78.46
93.59
88.51
77.17
95.84
97.53
97.71

96.13
97.59
97.94

F1
83.61
85.04
85.85
89.71
85.06
91.86
81.70
85.47
93.49
95.95

95.22
93.89
96.01

95.36

ACC
74.07
77.12
79.37
85.23
77.35
88.35
87.84
77.24
90.93
94.35

93.78
91.47
94.40

93.54

SEN
94.83
93.26
89.71
92.29
78.76
94.23
94.72
95.96
93.34
95.91

95.75
93.91
96.55

95.15

SPE
26.21
39.87
55.52
68.94
42.48
74.78
51.67
34.04
85.36
90.95

87.63
85.84
89.44
89.81

注：加粗字体平均结果组和最佳结果组中各列的最优结果。

“†”代表训练过程中取得的最佳结果。“-”表示无具体来源。
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在 APTOS 数据集上，在基础模型中引入 SAE 模

块后，AUC 提升至 97. 11%，表明注意力机制有效增

强了病变特征表示。单独加入 DACL 模块后，AUC
进一步提升至 97. 60%，验证了跨域自监督预训练对

特征适应性的改善效果。MAF 模块单独使用时，

AUC 达到 97. 23%，证明多尺度融合有助于整合不同

层级的语义信息。当 3 个模块共同工作时，模型取

得 了 最 优 的 AUC 97. 71% 和 ACC 93. 78%，表 明

DACL、SAE 与 MAF 三者能够有效协同，共同提升对

细微病变的检测与定位能力。

在 ISIC 数据集上，各模块的贡献更为显著。基

础模型的 AUC 最佳值为 88. 23%，单独加入 SAE 或

DACL 后，AUC 分别提升至 91. 16% 和 91. 72%，显示

出在复杂视觉差异任务中，特征增强与域适应的重

要 作 用 。 MAF 单 独 使 用 亦 带 来 提 升 ，AUC 达 到

88. 52%。DACL 与 SAE 共同作用时，AUC 进一步提

升至 93. 43%，表明两者在该任务中具有明显的协同

效应。3 个模块结合后，模型取得了最佳的 AUC 
94. 74% 和 ACC 91. 71%，验证了 CSRL 框架在困难

检测场景中的有效性。

在 BR35H 数据集上，基础模型已具备优异的性

能，AUC 最佳值达到 99. 89%。各模块的引入均带来

稳定提升，其中，3 个模块联合后取得了最高的 AUC 
99. 97%，证明 CSRL 框架在不同难度任务中均能保

持领先的检测性能。

综合分析 3 个数据集的消融实验结果可见，基

于 BYOL 的跨域自监督预训练模块（DACL）在提升

模型性能方面展现出显著优势。在 APTOS 和 ISIC
数据集上，DACL 分别带来 0. 66% 和 3. 49% 的 AUC
提升，其提升幅度在 3 个模块中表现最为突出。特

别是在具有挑战性的 ISIC 数据集上，DACL 与 SAE
模块的协同作用进一步将性能提升至 93. 43%，显示

出其作为基础特征提取模块的重要价值。实验结果

充分表明了跨域自适应表征学习能够通过将自然图

图 5　不同方法异常定位结果可视化对比

Fig. 5　Visual comparison of anomaly localization results by different methods
表4　消融实验结果

Table 4　Results of ablation studies
/%

DACL

-
-
√
-
√
-
√
√

SAE

-
√
-
-
√
√
-
√

MAF

-
-
-
√
-
√
√
√

APTOS
ACC†
92.30
92.40
93.00
92.11
89.20
91.32
92.86
93.78

F1†
94.52
94.61
94.99
94.41
92.58
93.95
94.93
95.22

AUC†
96.94
97.11
97.60
97.23
95.66
97.12
97.17
97.71

ISIC
ACC†
81.35
85.49
86.53
82.90
87.05
81.87
89.64
91.71

F1†
75.68
80.82
82.67
78.71
83.44
77.71
85.51
88.57

AUC†
88.23
91.16
91.72
88.52
93.43
89.19
92.31
94.74

BR35H
ACC†
99.50
99.50
99.60

99.40
99.40
99.55
99.30
99.55

F1†
99.67
99.67
99.73

99.60
99.63
99.70
99.54
99.70

AUC†
99.89
99.93
99.96
99.58
99.95
99.84
99.90
99.97

注：加粗字体表示各列最优结果。“†”代表训练过程中的最佳结果。“√”表示使用对应模块，“-”表示未使用。

3774



第 31 卷 / 第 10 期 / 2026 年 10 月 赵映程，朱凝，宋霄罡，黑新宏，石争浩 / 面向医学图像异常检测的跨域自监督表征学习

像中的通用视觉知识有效迁移至医学领域，从而显

著提升了模型对医学异常特征的判别能力。

由于在异常检测任务中，异常定位的准确性对

评估模型临床价值至关重要，为直观呈现多尺度特

征融合在该方面的优势，本文还对 MAF 模块进行了

可视化消融分析。

如图 6 所示，本文对比了 MAF 模块融合后的异

常热图与 3 个不同尺度的初始异常图像。从视觉效

果来看，浅层特征生成的异常图能够精确定位病灶

核心区域，空间细节丰富，背景干扰较少，但对病灶

边界的描述能力有限，覆盖范围明显不足；中层特征

异常图在定位准确性和范围覆盖之间取得了一定的

平衡，但部分区域仍存在热度弥散现象；深层特征异

常图虽然能够覆盖完整的病灶区域，但空间聚焦性

较弱，热度分布较为分散。经过 MAF 模块融合后，

生成的异常图有效综合了各尺度的优势，不仅保持

了高度的空间聚焦性，同时实现了完整的病灶范围

覆盖，热力分布与病灶的真实解剖轮廓高度吻合。

可视化结果表明，MAF 模块通过自适应融合多尺度

特征，在保持精确定位的同时较好地展现了病灶轮

廓 ，从 而 提 升 了 异 常 检 测 的 准 确 性 与 临 床 可 解

释性。

2. 6　特征可视化分析

为了进一步探究本文所提出 CSRL 框架的表征

学习能力，使用 t-SNE（t-distributed stochastic neigh‑
bor embedding）对 ISIC 数据集中正常与异常样本的

特 征 分 布 进 行 了 可 视 化 分 析 。 图 7 展 示 了 经 过 
DACL 模块微调前后，编码器提取特征在二维空间

中的分布情况，其中每个点对应于测试集中正常或

异常样本的特征。可以看出，微调前特征空间中正

常与异常样本存在较大重叠，表明自然图像预训练

模型难以有效区分医学图像中的正常与病变模式；

而经过 DACL 微调后，两类样本在特征空间中呈现

出更清晰的聚类结构，且异常样本的分布更加紧凑，

与 正 常 样 本 间 的 边 界 更 为 明 显 。 这 进 一 步 证 明

DACL 模块能够有效缩小自然图像与医学图像间的

语义差异，提升模型对异常特征的判别能力。

综合量化与可视化分析，消融实验充分证明了

DACL、SAE 与 MAF 这 3 个模块在 CSRL 框架中的必

要性与互补性。DACL 模块通过跨域自适应提升了

特征表征的判别能力，SAE 模块通过协同注意力机

制增强了病灶区域的特征响应，而 MAF 模块则通过

多尺度融合优化了异常定位的空间精度。通过多模

块的协同作用，共同提升了医学图像异常检测的综

合性能。

图 6　多尺度异常融合模块定位效果可视化

Fig. 6　Visualization of localization performance with the multi-scale anomaly fusion module

图 7　基于 t-SNE 的跨域自监督学习模块特征可视化

Fig. 7　t-SNE-based feature visualization of the cross-domain 
self-supervised learning module （（a） feature distribution before 

DACL fine-tuning；（b） feature distribution after DACL
 fine-tuning）
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3　结 论

本文提出了一种面向医学图像异常检测的跨域

自监督表征学习框架（CSRL），旨在解决自然图像预

训练模型在迁移至医学图像时存在的语义差异问

题。该框架通过域适应对比学习（DACL）模块实现

预训练编码器的跨域稳健迁移，利用协同注意力增

强（SAE）模块强化病变区域的特征表示，并借助多

尺 度 异 常 融 合（MAF）模 块 优 化 异 常 定 位 的 空 间

精度。

在 APTOS、ISIC 和 BR35H 这 3 个公开数据集上

的实验结果表明，本文方法在图像级异常检测任务

中均取得了领先的性能，显著优于现有的多种代表

性 方 法 。 消 融 实 验 进 一 步 验 证 了 DACL、SAE 和

MAF 这 3 个模块在提升模型判别能力与定位精度方

面的有效性与互补性。可视化分析表明，本文方法

生成的异常热图具有更高的空间一致性与临床可解

释性，能够更准确地覆盖病灶区域。

尽管本文提出的 CSRL 框架在多个数据集上验

证了其有效性，但仍存在若干局限性与值得探讨之

处，为未来研究指明了方向：

1）对数据增强策略的敏感性。 框架的 DACL 模

块依赖于特定的强数据增强组合来实现有效的域不

变特征学习。虽然本文采用的增强策略，如随机裁

剪、颜色抖动、高斯模糊等在实验数据集中表现良

好，但其普适性可能受到不同医学成像模态特有噪

声与伪影的挑战。如何设计或自适应选择与目标模

态特性相匹配的数据增强策略，以进一步提升跨域

适应的鲁棒性，是未来值得探索的方向。

2）模型复杂性与临床部署考量。本文框架采用

两阶段训练模式，并引入了包含多分支注意力的

SAE 模块以及多尺度融合的 MAF 模块，这无疑增加

了模型的总体参数量与计算开销。因此，在追求高

检测性能的同时，如何对模型进行轻量化设计、知识

蒸馏或采用动态推理机制，以满足临床实时诊断或

边缘设备部署的需求，是迈向实际应用的关键步骤。

3）对细微及早期异常的判别能力。 实验结果

显示，模型在综合评估指标 AUC 上优势明显，但在

某些场景下敏感性（SEN）指标的提升相对有限。这

表明模型对于对比度极低、边界模糊或处于非常早

期阶段的病变，其判别能力仍有提升空间。未来的

工作可以探索引入更精细的特征对齐损失、结合病

变区域的先验形状知识，或利用极少量弱标注信息

进行引导，以增强模型对此类困难样本的感知能力。

4）领域泛化与跨中心评估。 本研究均在公开

的、质量较高的数据集上进行训练与测试。在实际

临床环境中，医学影像数据往往来源于不同厂家设

备、不同采集协议以及不同人群分布，存在显著的域

偏移。本研究尚未在跨中心、多设备的泛化性能上

进行系统评估。构建更全面的跨域评估基准，并研

究如何使模型具备更强的领域泛化能力，对于推动

其真正的临床转化具有重要意义。

综上所述，本文工作为医学图像无监督异常检

测提供了一种有效的跨域表征学习思路，未来研究

将在保持性能优势的基础上，着力于模型的鲁棒性、

高效性与泛化能力，推动此类技术向临床可靠应用

迈进。
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