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摘 要： 目的　现有目标检测主动学习的度量方法仅依赖检测器自身输出，难以识别高置信但语义错误的误检结

果且易造成采样冗余。为此，本文旨在引入跨模态先验以提升主动采样的可靠性与有效性。方法　提出跨模态先

验驱动的语义增强主动学习方法（semantic enhanced active learning，SEAL），在不增加额外监督的前提下利用视觉语

言模型，如对比语言—图像预训练模型（contrastive language-image pre-training，CLIP）的语义对齐能力提升样本选择

质量，有效纠正单模态检测器在训练数据匮乏时的判别偏差。在不确定性采样阶段，SEAL 使用 CLIP 对图像候选检

测框区域进行特征提取，通过对比检测器与 CLIP 的类别预测结果，构建融合视觉与语义的一致性指标，实现更鲁棒

的实例级不确定性度量。在多样性采样阶段，聚合图像各类别目标的 CLIP 特征，构建类别级结构特征表示，并据此

计算图像间的结构相似性，实现类别对齐的多样性度量，提升采样的类别覆盖和信息表达多样性。结果　在 MS 
COCO（Microsoft common objects in context）与 Pascal VOC（pattern analysis， statistical modelling and computational 
learning visual object classes）数据集上的实验结果表明，SEAL 在多种主动学习基准设置下均优于主流方法，表现出

更高的检测精度。在 RetinaNet on Pascal VOC 基准上（20% 标注数据），SEAL 方法的 mAP@0. 5 为 72. 4%，较当前

最优方法提升 0. 8%；在 RetinaNet on MS COCO 基准上（10% 标注数据），AP@（0. 5：0. 95）为 23. 9%，提升 0. 5%。

结论　本文提出的 SEAL 方法成功地利用了跨模态先验知识来优化主动学习中的样本选择过程。通过构建更鲁棒

的不确定性度量和更具代表性的多样性度量，能够显著减少数据标注成本、提升模型学习效率。
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dence and localization deviation， which struggles to identify high-confidence yet semantically wrong false positives.  Mean‑
while， diversity sampling typically relies on global visual descriptors at the image level， making it difficult to capture 
semantic structures at the category/instance level and often leading to redundant samples.  To address these issues， we intro‑
duce cross-modal priors so that the selection signals can be informed not only by the detector’s visual evidence but also by 
language-aligned semantics.  The goal is to improve the reliability （robustness against semantic mismatch） and effective‑
ness （utility per labeled image） of active sample selection under constrained annotation budgets. Method　We propose 
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跨模态先验驱动的目标检测主动学习

semantic enhanced active learning （SEAL）， a cross-modal prior-driven active learning framework that leverages the con‑
trastive language-image pretraining （CLIP） vision-language model to enhance uncertainty and diversity criteria without any 
additional supervision.  In uncertainty sampling， for each image， SEAL extracts CLIP features on candidate detection boxes 
and compares the detector’s predicted category with CLIP’s category evidence.  We design a visual-semantic consistency 
score that jointly reflects the detector’s confidence， its localization quality， and the agreement between visual predictions 
and cross-modal semantics.  Instances with low consistency are prioritized， yielding a more robust instance-level uncer‑
tainty measure that explicitly penalizes high-confidence semantic mismatches， which is precisely the failure mode that frus‑
trates conventional uncertainty heuristics in diversity sampling.  To reduce redundancy while preserving category coverage， 
SEAL aggregates CLIP embeddings of all objects within an image and builds a category-level structural representation.  We 
then compute inter-image structural similarity in this semantic space and perform category-aligned diversity selection， 
encouraging batches that simultaneously cover rare or under-represented classes and span heterogeneous intraclass appear‑
ances.  This process mitigates the tendency of global-feature methods to overselect visually similar images that contribute 
limited new information. Result　We conduct comprehensive experiments on MS COCO and Pascal VOC under multiple 
baselines and annotation budgets.  Across settings， SEAL consistently outperforms strong active learning methods， yielding 
higher detection accuracy per labeled image.  Representative results include the following： RetinaNet on Pascal VOC （20% 
labeled data）， mAP@0. 5 = 72. 4%， exceeding the strongest prior method by 0. 8%； RetinaNet on MS COCO （10% 
labeled data）， AP@（0. 50：0. 95） = 23. 9%， an improvement of 0. 5% over the best baseline under the same budget； 
Faster R-CNN on MS COCO （40% labeled data）， AP@（0. 50：0. 95） = 33. 3%， surpassing the best competing approach 
by 0. 22%.  These gains are attributable to two complementary effects.  First， the consistency-aware uncertainty ranking cor‑
rectly downweights detections that are visually confident but semantically unreliable， thereby allocating labels to genuinely 
informative instances.  Second， the category-aligned diversity explicitly controls semantic coverage and inter-image varia‑
tion， reducing selection redundancy and ensuring that annotation efforts expand the breadth （more classes covered） and 
depth （richer intraclass variation） of the training set.  In practice， we observe that SEAL improves data efficiency： for a 
fixed target accuracy， fewer labels are required relative to visual-only strategies， and for a fixed budget， the achieved AP is 
higher.  The approach remains effective across different detectors and budgets， indicating good robustness and transferabil‑
ity.  Beyond headline metrics， qualitative analyses show that SEAL preferentially selects images containing semantically 
ambiguous contexts （e. g. ， objects with occlusion， atypical viewpoints， or confusing backgrounds）.  This selection behav‑
ior accelerates learning in regions of the data distribution where detectors typically underperform.  Because CLIP embodies 
large-scale language-vision alignment， the semantic signal complements the detector’s purely visual evidence and provides 
a principled handle on semantic correctness， which traditional confidence/localization surrogates cannot fully capture.  
Conclusion　SEAL demonstrates that cross-modal priors can be harnessed to make active learning for object detection more 
reliable and more cost effective.  By combining a visual-semantic consistency measure for uncertainty with a category-

aligned structural criterion for diversity， SEAL systematically reduces semantic mismatch errors during selection and curbs 
redundancy， leading to higher AP under the same labeling budget and， equivalently， lower labeling cost to reach a target 
accuracy.  Overall， our results on COCO and VOC indicate that infusing active selection with language-aligned semantics is 
a practical and effective path toward scalable， label-efficient detection.
Key words： active learning （AL）； object detection； cross-modal prior； vision-language model； contrastive language-

image pre-training （CLIP）

0　引 言

在大规模目标检测任务中，数据标注始终是限

制模型性能扩展的主要瓶颈之一（Deng 等，2009；

Roh 等，2021）。主动学习（active learning，AL）作为

节省标注成本的策略，旨在从海量未标注样本中选

择最具信息价值的子集进行标注，从而在有限预算

下 实 现 模 型 性 能 的 最 大 化（Gal 等 ，2017；Settles，

2009）。近年来，随着深度目标检测模型的发展，主

动学习方法已被逐步引入目标检测任务，并取得了

令人瞩目的初步成效（Brust 等，2018；Kao 等，2019；
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王佩瑾 等，2022）。

在 主 动 学 习 领 域 ，不 确 定 性 采 样（uncertainty 
sampling）是最基础且应用最广泛的策略，其核心理

念是模型对其预测结果最不确定的样本包含最多的

新信息，因而对模型改进的贡献最大。常见的不确

定性度量方法包括 Lewis（1995）提出的最小置信度

方法（least confident，LC），Scheffer 等人（2001）提出

的 最 大 分 类 间 隔（margin sampling，MS）和 Shannon
（1948）提出的最大熵方法（entropy sampling，ES）。

贝叶斯不一致主动学习方法（Gal 等，2017）采用蒙特

卡洛 dropout 进行多次前向传递来估计不确定性。

主动学习的学习损失（Yoo 和 Kweon，2019）使用损失

预测作为不确定性的度量。与不确定性采样互补，

多样性采样（diversity sampling）旨在选择代表性样

本，以便一个小子集能够描述整个数据集。常用的

技术包括基于聚类的方法，即从不同的数据簇中选

择样本（Nguyen 和 Smeulders，2004；Xu 等，2003）；核

心集方法（Sener 和 Savarese，2018）使用贪心 K—中

心算法从未标注池中选择一个小的核心集，并使用

混合整数规划迭代提高样本多样性。面向主动学习

的上下文多样性（contextual diversity for active learn‑
ing，CDAL）利用预测概率提高上下文多样性（Agar‑
wal 等，2020）。后续出现了几种结合基于不确定性

和 基 于 多 样 性 的 主 动 学 习 的 工 作 。 Prabhu 等 人

（2021）和 Zhdanov（2019）通过在模型不确定性加权

的图像特征上运行 K-means 算法来平衡不确定性和

多样性。在基于多样性梯度嵌入的批量主动学习

（Ash 等，2020）中，不确定性和多样性通过在模型最

后一层的梯度上使用 K-means++算法进行平衡。层

次聚类（Citovsky 等，2021）首先对未标注样本进行聚

类，并以轮询方式查询每个聚类中最不确定的样本。

将主动学习原理应用于目标检测任务（active 
learning for object detection， ALOD）比应用于图像分

类任务更复杂（Budd 等，2021）。目标检测不仅需要

识别物体类别，还要求通过边界框精确定位物体。

此外，单幅图像可能包含多个不同类别、不同尺度和

不同遮挡程度的目标实例，且背景往往复杂多变

（曹家乐 等，2022）。这些特性使得样本不确定性和

多样性的定义与量化变得尤为困难。早期尝试将主

动学习应用于目标检测时（Agarwal 等，2020；Lyu 等，

2023；Sener 和 Savarese，2018；Yoo 和 Kweon，2019；Yu
等，2022），直接采用了图像分类的主动学习算法。

然而，这些算法并未考虑到构成检测任务的联合分

类与定位，或者图像中可能包含多个不同物体的情

况。这推进了专门为检测设计的主动学习算法的出

现。混合密度网络（Choi 等，2021）修改了一个目标

检测器，使其学习用于分类和回归输出的高斯混合

模型（Gaussian mixture model，GMM），然后从建模的

GMM 中推导出这两个任务的不确定性。多实例主

动学习（multiple instance active learning，MIAL）使用

对抗训练来计算模型差异，进而用于计算不确定性

（Yuan 等，2021）。多样化原型方法（divproto）通过用

模 型 不 确 定 性 替 换 非 极 大 值 抑 制（non-maximum 
suppression，NMS）中的检测分数来改进 AL 算法；它

还使用一组多样化的原型选择最具代表性的样本

（Wu 等，2022）。即插即用主动学习（plug and play 
active learning，PPAL）用难度校准的不确定性和类

别条件多样性，在不改动模型的前提下，兼顾了信息

量和覆盖面（Yang 等，2024）。

然而，当前主流方法普遍依赖于检测器自身的

预 测 置 信 度 或 定 位 偏 差 来 衡 量 样 本 的 不 确 定 性

（Aghdam 等，2019；Yoo 和 Kweon，2019），这种仅关注

检测模型输出信息的策略，虽然直观，但对于目标在

复杂场景下的语义合理性、是否存在细粒度类别混

淆等深层问题缺乏有效的刻画能力。这种单一模态

下的不确定性建模方式，往往导致模型在语义复杂

场景中表现不稳，尤其在类别混淆、复杂环境和显著

目标干扰的情况下，无法识别“表面自信但语义错

误”的预测区域，从而错过了应当优先标注的关键样

本。此外，现有的主动学习中的多样性采样策略同

样存在明显局限。首先，一些方法采用基于全局视

觉 特 征 的 聚 类 或 核 心 集 选 择 策 略 来 确 保 多 样 性

（Sener 和 Savarese，2018）。这类特征虽然能反映图

像整体外观信息，但难以准确刻画目标检测任务中

样本间（尤其是实例层面）的相似性。对于目标检测

而言，样本间的多样性应当与图像中具体目标实例

及其类别结构密切相关，仅依赖全局特征会忽视实

例层面的细粒度语义差异。其次，直接采用检测器

提取的特征作为多样性依据，容易受到检测器自身

训练充分度的影响。在主动学习的早期阶段，检测

模型往往尚未获得良好的泛化能力，导致其输出特

征难以全面、准确地反映图像的真实语义结构，从而

影响多样性采样的可靠性和代表性。因此，如何设

计能够体现类别结构层面差异、并对模型初期语义
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表征不充分具备鲁棒性的多样性度量方法，成为提

升主动目标检测采样效率的关键挑战。

近年来，大规模预训练的视觉语言模型通过学

习图像与文本描述之间的对应关系，获得了强大的

跨模态语义理解和泛化能力（Du 等，2022）。其中，

对比语言—图像预训练模型（contrastive language-

image pre-training，CLIP）通过在海量图文对上进行

对比学习预训练，获得了强大的零样本图像识别和

细粒度语义表征能力（Radford 等，2021）。它能够通

过自然语言描述与图像区域进行语义对齐，对图像

或图像区域进行更接近人类的文本式语义理解。

视觉语言模型的这种能力已应用于多种下游视

觉任务。例如，在零样本目标检测（zero-shot object 
detection，ZSD）、开放词汇目标检测（open- vocabu‑
lary object detection，OVD）和零样本三维模型分类

（zero-shot 3D classification）中，研究者利用 CLIP 的

语义对齐能力检测训练阶段未见过的物体类别（Gu
等，2022；晏浩 等，2025；Zareian 等，2021）。这些应

用充分证明了视觉语言模型，特别是 CLIP，在理解

和表征细粒度视觉语义方面的强大潜力，为主动学

习中的目标识别与高价值样本判别提供了全新的视

角和有力的工具。

然而，将 CLIP 融合到主动目标检测框架中仍面

临挑战，尤其是如何在检测器的结构化输出基础上

构建与语义模型一致的评估机制，并将其嵌入不确

定性建模与多样性采样流程中，仍是当前研究的

空白。

基于上述观察，本文提出了一种融合视觉语言

模 型 的 语 义 增 强 主 动 目 标 检 测 方 法（semantic 
enhanced active learning，SEAL）。在不引入额外监

督的前提下，SEAL 联合检测模型与视觉语言模型

CLIP，从不确定性和多样性两个维度提升样本选择

质量。具体而言，在不确定性评估阶段，SEAL 利用

CLIP 对候选检测框区域进行特征提取，并与检测器

输出结果进行对比融合，构建更鲁棒的实例级不确

定性指标；在多样性采样阶段，SEAL 通过聚合图像

中各类别目标的 CLIP 特征，形成一种类别感知的图

像级特征表示，并以此为基础度量图像间的结构化

语义相似性，实现对类别结构敏感的多样性采样，优

先选择类别覆盖广、语义表达差异显著的代表性

样本。

1　问题描述与算法

1. 1　问题描述

根 据 相 关 文 献（Choi 等 ，2021；Wu 等 ，2022；

Yuan 等，2021），本文采用批量式主动学习（batch- 
mode active learning）的设置进行问题建模。与传统

的逐样本选择不同，批量式方法在每轮迭代中从未

标注数据中选择一批图像进行标注。

设有一个大小为 N t 的训练集 XT = { x i }i ∈ [ N t ] 和一

个大小为 Nv 的验证集 XV = { x i }i ∈ [ Nv ]，x i 表示图像。

在第 r 轮主动学习中，已标注样本集记为 X rL，未标注

池记为 X rU，满足 X rL ∩ X rU = ∅ 且 X rL ∪ X rU = XT。

一个参数为 θ 的目标检测模型 f r
θ 在 X rL 上训练，

其在 XV 上的性能为 Z ( XV| f r
θ )，通常通过平均精度均

值（mean average precision ，mAP）进行衡量。给定预

算 b，主 动 学 习 算 法 选 择 一 个 大 小 为 b 的 查 询 集

X rQ ⊆ X rU 进行标注。

完成标注后，第 r + 1 轮的已标注集 X r + 1L = X rL +
X rQ 和未标注集 X r + 1U = X rU - X rQ。最后，检测模型在

X r + 1L 上 训 练 以 获 得 新 一 轮 的 模 型 f r + 1
θ ，其 性 能 为

Z ( XV| f r + 1
θ )。经过 k 轮主动学习后，可评估主动学习

算法的性能提升效果，定义性能增益为

ΔZk,0 = Z ( XV| f k
θ ) - Z ( XV| f 0

θ ) （1）
式中，Z ( XV| f 0

θ ) 表示初始模型。该指标可以衡量主

动学习过程中模型性能的累积改进程度。设计合理

的样本查询策略，旨在在相同预算下获得更大的

ΔZk，0，从而实现主动学习算法的最优化。

1. 2　整体框架

模型整体框架如图 1 所示。第 r 轮主动学习时，

在第 r 轮的未标注池上，检测器进行推理得到候选

框的类别分布概率 pdet 并计算基础不确定性。同时，

CLIP 对候选区域计算语义分布概率 pclip，两者融合

得到实例级融合不确定性，按得分排序后选取 top-k
进入候选集。为提升样本多样性，本文聚合图像中

各类别的 CLIP 特征，构建类别级结构矩阵，据此计

算图像间的结构相似性，并以最大边际相关算法

（maximal marginal relevance，MMR）从候选集中选出

代表性子集作为最终查询集。人工标注完成后加入

训练集，进行模型训练，进入下一轮主动学习迭代

轮次。
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1. 3　语义调制不确定性采样（SMUS）
在主动目标检测任务中，模型在类别边界样本

和高置信错误预测样本上的不确定性表达能力，将

直接影响样本选择策略的有效性。传统方法多基于

检测模型的置信度分布信息如最大熵、最小置信度、

最小分类间隔等来构建不确定性评分，然而这些方

法受限于检测其自身的判别边界，无法准确刻画样

本的不确定性，从而错过应采样的重要目标。

为克服上述不足，本文引入预训练视觉语言模

型 CLIP 的语义感知能力，创新性地构建一种融合检

测模型与 CLIP 语义一致性的跨模态不确定性评估

机 制 ，名 为 语 义 调 制 不 确 定 性 采 样（semantic-

modulated uncertainty sampling，SMUS）。该机制通过

衡量检测模型与语言模型在类别分布预测上的语义

分歧，校正模型在极端情况下的不确定性评估，显著

提升主动采样阶段对语义难例的判别能力，从而增

强主动学习的样本选择精度。

使用当前目标检测模型 f r
θ 在未标注图像集 X rU

上进行前向推理，对图像 x 生成预测框集合 { bi }Mx
i = 1，

Mx 表示预测框个数，每个目标框的类别概率分布为

pdet ∈ RC，其中 C 为类别数，则这个目标框的基础不

确定性由香农熵表示为

udet = -∑
c = 1

C

pdet
c log pdet

c （2）

式中，pdet
c 表示目标实例为类别 c 的概率，该指标越大

表示模型越不确定，通常在预测置信度分布接近均

匀时达到最大。

同时，利用 CLIP 模型获取预测框的语义概率分

布。具体地，将预测框区域图像块输入 CLIP 的视觉

编码器获得视觉特征 v i。同时，将所有类别标签 y j

转换为提示文本（如“a photo of ［CLASS］”），经文本

编码器得到语义向量 t j。计算图像块视觉特征与所

有类别文本之间的余弦相似度，并经 softmax 归一

化，得到语义概率分布 pclip ∈ RC。使用检测器输出

分布 pdet 和 CLIP 的语义概率分布 pclip 构建语义分歧

评分 uclip，具体为

uclip = DKL ( pdet pclip ) （3）
式中，DKL 表示 KL（Kullback-Leibler）散度。这个评

分可以反映两种模型在类别判别上的语义偏离程

度，敏感地捕捉模型在语义模糊、类别混淆或结构误

判等场景下的不一致性，不一致性越高，得分越高。

为增强模型对语义错误预测的判别能力，本文

采用语义一致性调制机制，将检测模型自身的不确

定性与语言模型的语义支持一致性进行耦合。最终

融合不确定性表示为

u = udet ⋅ (1 + γ ⋅ uclip ) （4）
式中，γ > 0 为响应强度因子，控制语言模型对最终

图 1　整体框架

Fig. 1　Overall framework
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评分的放大效应。这个机制可以在检测器和 CLIP
不一致时显著提升不确定性评分，从而增强对于潜

在难例的敏感性。

在目标检测任务中，由于类别分布严重不均或

类别学习难度存在较大差异，直接使用统一度量可

能会导致采样过程偏向高频或易分类别。为此，本

文参考 PPAL （Yang 等，2024）方法引入类别难度动

态加权机制。基本思想是对每类样本的训练难度 dc

进行动态建模，据此调整该类样本的不确定性权重

wc。具体为

wc = 1 + αβ ⋅ log (1 + (e1/α - 1) ⋅ dc ) （5）
式中，α 控制不确定性权重的变化速度，β 控制不确

定性权重的上限。

最终，图像 x 的不确定性得分由所有预测框的

不确定性加权求和而得，表示为

Unc ( x ) = ∑
i = 1

Mx

wc ( i) ⋅ ui （6）
式中，wc ( i) 为预测框 bi 所属类别 c 的加权系数。

随后，依据图像级不确定性得分 Unc ( x ) 对所有

未标注图像进行排序，选取前 δ ⋅ b 个图像构建候选

集 K，其中 δ > 1 为候选集扩展系数，b 为每轮标注预

算。本文提出的方法在提升信息密度的同时为多样

性采样阶段提供语义分布更均衡的采样空间。

1. 4　语义增强多样性采样（SEDS）
在主动学习任务中，单纯依赖不确定性指标进

行样本选择可能导致候选样本之间的高度冗余，降

低模型的学习效率。为此，本文在不确定性采样基

础上引入多样性采样机制，以确保选取的样本在特

征空间中具有良好的覆盖性与代表性。

在目标检测场景中，传统多样性采样通常直接

使用检测器全局特征衡量样本间相似度。然而，检

测器在早期迭代中的特征表达能力有限，难以准确

反映样本的真实语义多样性。同时，常见的图像整

体特征平均化或最大池化方法只能捕捉全局趋势，

难以刻画图像中目标实例间的组合结构差异。为

此，本文提出语义增强多样性采样方法（semantic-

enhanced diversity sampling， SEDS），该 方 法 使 用

CLIP 将每幅图像表示为一个结构化的类别—特征

矩阵 SI ∈ RC × d，其中 C 是类别数，d 是特征维度，矩

阵第 c 行对应图像中类别 c 的平均特征向量中心。

具体过程如下：

使用当前目标检测模型 f r
θ 在不确定性候选集上

进行前向推理，对图像 x 生成预测框集合 { bi }Mx
i = 1，Mx

表示预测框个数。随后，本研究将每个预测框区域

图像块输入 CLIP 视觉编码器获得其视觉特征 v i，并

进一步与预定义的类别模板文本进行余弦相似度匹

配，得分最高的类别文本作为类别标签 c i。

本研究对图像中所有目标实例的特征，按类别

进行分组，并对每类求均值，从而构建图像级结构表

示。具体为

SI [ c ] = 1
||Vc
∑
v i ∈ Vc

v i （7）
式中，Vc = { |v i c i = c } 表示图像中类别 c 的所有实

例，若图像中未出现类别 c，则对应向量为零向量，最

终得到统一结构的矩阵 SI ∈ RC × d。

为实现图像间结构感知的匹配，本研究基于类

别对齐策略定义图像相似度。在实际任务中，由于

大多数图像仅包含部分类别，若在所有类别上平均

匹配，易导致缺失类别引起的相似度稀释。因此，本

研究采用仅在图像间共同出现类别上计算平均余弦

相似度的策略

Sim ( Ia, Ib ) =
∑

c ∈ Ca ∩ Cb

cos (SIa
[ c ] , SIb

[ c ])
||Ca ∪ Cb + ε

（8）
式中，Ca，Cb 表示图像 Ia，Ib 中出现的类别集合。ε =
10-6 为平滑项。该策略能够准确地反映图像在共享

类别结构上的匹配程度，避免冗余类别位对结构对

齐结果的干扰。

在样本选择阶段，传统多样性采样多基于当前

轮候选集内部评价，忽视了跨轮次的全局分布约束，

易导致样本在多轮主动学习过程中分布聚集，降低

整体数据覆盖率。因此，本研究基于上述结构相似

度引入最大边际相关性方法，兼顾模型不确定性与

样本之间的多样性信息。定义候选图像 x i 的边际相

关性为

MRi = λ ⋅ - -- -- ----- --Unc ( x i ) - (1 - λ) max
x j ∈ Q

Sim ( x i, x j ) （9）
式中，

- -- -- ----- --Unc ( x i ) 由 Unc ( x ) 经 min-max 归一化处理后得

到，Q 为已选集合，包含之前轮次已标注和当前轮次

已选择，λ ∈ (0，1) 为融合权重参数。

每轮采样过程中，每次从候选池中贪婪地选取

MRi 得分最高的样本加入采样集并同步更新 Q，直至

选满 b 张，该策略实现了跨轮全局多样性约束，同时

兼顾样本的信息增益。
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2　实验设置

2. 1　数据集设置

本实验使用两个主流目标检测数据集对提出的

SEAL 方法进行系统性实验验证，分别为 MS COCO
（Microsoft common objects in context）和 Pascal VOC
（pattern analysis， statistical modelling and computa‑
tional learning visual object classes）。在与之前的工

作进行比较时，本实验遵循相应的数据集划分设置

（Wu 等，2022；Yang 等，2024；Yuan 等，2021），以确保

公平比较。

对于 COCO 数据集，本实验使用 train2017 集进

行训练，并在 mini-val 集上评估模型。训练初始阶段

随机选取 2% 的图像作为初始标注集，主动学习共

进行 4 轮，每轮查询 2% 的样本。评估指标采用交并

比（intersection over union，IoU）阈值为 0. 5～0. 95 的

平均精度（average precision，AP）。

对 于 Pascal VOC 数 据 集 ，本 实 验 使 用

train2007+ train2012 进行训练，使用 test2007 进行测

试。所有的消融实验在 Pascal VOC 上进行，采用统

一的设置：训练初始阶段随机选取 5% 的图像作为

初始标注集，主动学习共进行 6 轮，每轮查询 2. 5%

的样本。评估指标采用交并比（IoU）阈值为 0. 5 的

平均精度均值（mAP）。

为了减弱初始标注集随机性的影响，本实验对

COCO 以及 Pascal VOC 都是使用 3 个不同的初始训

练集运行所有实验，并记录平均性能。

2. 2　模型设置

本文默认采用 RetinaNet（Lin 等，2017）为基础目

标检测模型，骨干网络为 ResNet-50（He 等，2016）。

同 时 还 使 用 以 ResNet-50 为 骨 干 网 络 的 Faster R-

CNN（Ren 等，2015）作为检测模型。语义评估模块

引入 CLIP 模型，采用 ViT-B/32 作为视觉编码器，并

基 于 开 源 目 标 检 测 框 架 MMDetection（Chen 等 ，

2019）实现全部功能模块。

在训练过程中，对 COCO 和 Pascal VOC 两个数

据集，检测模型均训练 26 个 epoch，初始学习率为

0. 001，第 20 个 epoch 后将学习率衰减为原始的 0. 1。

式（4）中的 γ 设置为 2，式（5）中的 α、β 参考原论文设

置为 0. 3 和 0. 2，候选集扩展系数 δ 设置为 4，式（9）
中 的 λ 设 置 为 0. 3。 所 有 实 验 均 在 单 张 NVIDIA 

RTX 4090D GPU 上完成。

3　实验及结果分析

3. 1　对比实验

为验证本文所提出的 SEAL 方法在不同基线和

数据集下的性能，本研究在 COCO 和 Pascal VOC 两

个主流目标检测数据集上，分别采用 Faster R-CNN
和 RetinaNet 两种检测器进行系统性实验。具体而

言，有以下 3 个设置：Faster R-CNN on COCO（Wu 等，

2022）、RetinaNet on COCO（Yuan 等 ，2021）和 Reti‑
naNet on Pascal VOC（Yuan 等，2021）。对于第 1 个基

准，本研究参考 Wu 等人（2022）的实验设置；对于后

两个基准，参考 Yuan 等人（2021）的实验设置。

在每组设置下，本研究与多种现有主动学习方

法 进 行 对 比 ，包 括 随 机 采 样（Random）、熵 方 法

（Entropy）（Shannon，1948）、CoreSet（Sener 和 Sava‑
rese，2018）、CDAL（Yu 等 ，2022）、MIAL（Yuan 等 ，

2021）、DivProto（Wu 等 ，2022）和 PPAL（Yang 等 ，

2024）方法。各方法均设置相同的采样轮数与训练参

数，确保对比的公平性。其中对于熵方法，本实验将

所有检测到的对象的分类熵求均值作为图像不确

定性。

3. 1. 1　Pascal VOC 数据集的实验结果

图 2 记 录 了 本 文 方 法 在 RetinaNet on Pascal 
VOC 基准上，不同标注比例下各方法的 mAP@0. 5，

并与其他主流的主动学习算法进行比较。可以看

到，SEAL 的检测性能优于其他方法。具体地，当使

用 7. 5%、10% 和 12. 5% 的样本时，较对比算法中的

最优结果分别高出 0. 82%、0. 94% 和 0. 91%。在使

用 20% 的样本时，SEAL 实现了 72. 4% 的检测 mAP，

优于对比算法中的最优结果 0. 8%。曲线整体位于

所有其他方法之上，这些结果验证了 SEAL 方法的

有效性。

3. 1. 2　MS COCO 数据集的实验结果

MS COCO 是一个具有更多类别、更密集对象和

更大尺度变化的数据集，图 3 记录了本文方法在

RetinaNet on COCO 基准上 AP@（0. 5：0. 95）随标注

比例的变化，并与其他主流的主动学习算法进行比

较。可以看到，SEAL 的检测性能优于其他方法。具

体地，当使用 4%、6% 和 8% 的样本时，较最优对比结

果分别高出 0. 84%、1% 和 0. 79%。在使用 10% 的样
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本时，SEAL 方法实现了 23. 9% 的检测 AP，优于最优

对比结果 0. 5%。达到了 100% 样本监督训练结果

（36. 5%）的 65. 48%。

图 4 记录了本文方法在 Faster R-CNN on COCO
基准上 AP@（0. 5：0. 95）随标注比例的变化，并与其

他主流的主动学习算法进行了比较。可以看到，

SEAL 的检测性能优于其他方法。具体地，当使用

25%、30% 和 35% 的样本时，较最优对比结果分别高

出 0. 32%、0. 53% 和 0. 28%。在使用 40% 的样本时，

SEAL 实现了 33. 32% 的检测 AP，优于最优对比结果

0. 22%。达到了 100% 样本监督训练结果（37. 4%）

的 89. 1%。

可以观察到，在 3 种典型设置下，所提 SEAL 方

法在各标注比例下均显著优于对比方法，始终保持

最高的检测性能。上述实验结果充分验证了所提方

法在不同基线和数据集上的普适性和优势。

3. 2　消融实验

所有的消融实验均在 Pascal VOC 数据集上开

展 ，采 用 RetinaNet 为 目 标 检 测 模 型 ，骨 干 网 络 为

ResNet-50。

3. 2. 1　SEAL 方法的有效性

在本小节，将对语义调制不确定性采样（SMUS）
和语义增强多样性采样（SEDS）进行消融研究。实

验结果如表 1 所示，其中第 1 轮为主动学习的启动轮

次，mAP 均为 41. 3%。

本实验首先将 SMUS 方法和随机采样（Random）

以及基于熵的采样方法（Entropy）进行对比。其中，

Entropy 方法使用图像中实例熵的均值作为图像级

不确定性。可以看到，在全程随机采样、entropy + 
none 和 SMUS + none 3 种组合中，SMUS 方法采样的

样本训练出的模型性能最佳。然后，本实验分别固

定多样性方法为 SEDS，固定不确定性采样方法为

SMUS。

当多样性采样方法固定为 SEDS 时，本实验对

Random、Entropy、SMUS 3 种方法进行对比，结果表

示 SMUS 方法是最优的。

当不确定性采样方法固定为 SMUS 时，本实验

将 SEDS 方法和随机采样（Random）、检测器全局相

似性（Global-det）、CLIP 全局相似性（Global-clip）进

行比较，这里 global-det 方法的相似性度量方法为骨

干网络最后一层特征图平均池化后的余弦相似度；

global-clip 使用 CLIP 的视觉编码器提取的图像视觉

特征的余弦相似度进行图像间的相似性度量。实验

结果表明，本文所提出的多样性采样方法 SEDS 优于

其他多样性采样方法。

图 2　Pascal VOC 上基于 RetinaNet 的实验

Fig. 2　Experiments based on RetinaNet on Pascal VOC
图 4　MS COCO 上基于 Faster R-CNN 的实验

Fig. 4　Experiments based on Faster R-CNN on MS COCO

图 3　MS COCO 上基于 RetinaNet 的实验

Fig. 3　Experiments based on RetinaNet on MS COCO
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消融实验进一步证明，所提出的语义调制不确

定性采样方法 SMUS 与语义增强多样性采样方法

SEDS 均对整体性能提升起到关键作用，为实际应用

的低成本标注方案提供了有力支持。

3. 2. 2　超参数

本节讨论式（4）中的响应强度因子 γ、候选集扩

展系数 δ 和式（9）中的融合权重参数 λ 对整体性能的

影响。需要说明，下面的实验中第 1 轮为主动学习

的启动轮次，mAP 均为 41. 3%。

表 2 展示了式（4）中的响应强度因子 γ 设置为不

同值时对整体性能的影响，本实验将 γ 分别设置为

0. 5、1、2、3、5。实验结果表明，当 γ = 2 时，主动学习

性能达到最优。γ 过小难以突出语义分歧，γ 过大则

容易放大噪声。

表 3 展示了候选集扩展系数 δ 设置为不同值时

对整体性能的影响，本实验将 δ 分别设置为 2、3、4、

5、6。实验结果表明，当 δ = 4 时，主动学习性能达到

最优。合理的候选集扩展有助于提升样本选择的多

样性和代表性。δ 过小导致样本空间受限，δ 过大则

可能引入噪声样本，影响性能。

表 4 展示了融合权重参数 λ 对整体性能的影

响，本实验将 λ 分别设置为 0. 1、0. 3、0. 5、0. 7、0. 9。

当 λ = 0. 3 时，主动学习算法达到最优，此时两种信

息源的融合最为协调。若 λ 过大或过小，模型对某

一信息源的依赖性增强，可能导致整体性能下降。

整体实验结果说明，不同超参数的调整对最终

性能有一定影响，适当选择可有效提升主动学习的

样本选择效率和检测精度。但总体上，本文方法的

性能是相对稳定的。

表 1　Pascal VOC上的模块消融实验

Table 1　Module ablation experiments on Pascal VOC

阶段 1

Random
Entropy
SMUS
Random
Entropy
SMUS
SMUS
SMUS
SMUS

阶段 2

None
None
None
SEDS
SEDS

Random
Global-det
Global-clip

SEDS

在不同比例标注样本上的 mAP/%

7.50%

51.3
50.4
53.9
57.6
52.9
57.7

56.1
56.3
56.4

10%

57.7
58.1
62.8
62.8
61.4
62.9
63.2
62.5
64.8

12.50%

60.4
61.7
66.4
66.5
64.3
66.3
65.6
65.4
66.6

15%

63.8
62.4
68.6
68.5
65.1
67.8
67.5
68.0
69.1

17.50%

66.1
64.6
69.6
69.9
68.1
69.7
68.5
69.0
70.7

20%

66.4
66.4
70.3
70.8
69.5
70.4
70.2
70.6
72.4

注：加粗字体表示各列最优结果。

表2　γ对结果的影响

Table 2　Effect of γ on the results

γ

0.5
1
2
3
5

在不同比例标注样本上的 mAP/%

7.50%

58.4
59.3
56.4
57.9
58.3

10%

64.2
64.2
64.8
64.1
64.1

12.50%

67.7
67.9
66.6
67.1
66.9

15%

69.5
68.7
69.1
69.0
68.9

17.50%

71.1
70.5
70.7
70.5
70.6

20%

71.1
71.6
72.4
71.7
71.8

表3　δ对结果的影响

Table 3　Effect of δ on results

δ

1
2
3
4
5
6

在不同比例标注样本上的 mAP/%

7.50%

53.9
56.5
55.5
56.4
56.4
57.5

10%

62.8
63.2
63.1
64.8
64.3
64.2

12.50%

66.4
66.1
66.9
66.6
67.5
68.2

15%

68.6
69.0
68.6
69.1
69.4
69.4

17.50%

69.6
70.6
70.1
70.7
71.1
71.3

20%

71.3
71.3
71.6
72.4
71.5
71.1
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3. 3　可视化

图 5 展示了 3 个典型场景下的检测结果，第 1、

2、3 行分别对应前景干扰与背景遮挡、类别混淆和

室内多目标复杂场景。左为人工标注（仅供参考），

中为检测器的错误预测，右侧为经 CLIP 调制的不确

定性结果。图 5 仅展示了检测器产生错误预测的目

标框，以便突出分析模型的不确定性表达能力。

第 1 行中，前景的人物目标非常突出，导致检测

器忽略了背景中相对难以识别的“bus”，最终只对

“person”做出了高置信度低不确定性的预测。这一

现象常见于目标明显度悬殊、背景信息复杂的场景，

检测器往往对显著目标过于自信，忽略了难以分辨

的背景目标。

第 2 行中，在户外多目标环境下，检测器对本应

为“cow”的目标错误地识别为“sheep”。虽然检测器

输出的置信度依然很高、不确定性很低，但实际上该

场景存在较强的类别混淆，说明检测器难以区分细

粒度类别，尤其在外观相似的情况下。

第 3 行展示了室内多目标场景，其中检测器将

“diningtable”误报为“chair”。模型对小目标、遮挡目

标或布局复杂场景可能产生错误，并表现出低不确

定性分数，反映出模型对困难目标缺乏足够警觉。

在上述场景中，传统检测器面对类别混淆、复杂

环境或显著目标干扰时，往往会产生高置信度但低

不确定性的“过度自信”现象。引入 CLIP 调制后，不

确定性分数显著提升，能够更加敏感地捕捉模型在

类别判断上的犹豫与风险。该方法可以有效暴露主

动学习任务中的难例，有助于指导采样算法更有针

对性地选择需重点标注的高价值样本，从而提升主

动学习的整体效率和模型泛化能力。

4　结 论

针对主动学习目标检测的两类瓶颈，高置信度

误检难以被不确定性度量感知、基于全局视觉特征

的多样性采样并不能很好地衡量目标检测背景下图

像之间的相似度，本文提出跨模态先验驱动的两阶

段主动学习框架 SEAL。其核心思路是引入 CLIP 的

视觉—语言对齐能力，第 1 阶段以检测器与 CLIP 的

一致性构造实例级不确定性，从语义维度抑制“高置

信但错误类别”的预测；第 2 阶段在 CLIP 表征上形成

类别—样本结构，按结构化语义差异优先选择类别

覆盖广的样本，从而提高标注数据的信息量与代表

性。多个基准上的实验结果表明，在不依赖模型改

造的条件下，SEAL 能够以较低的标注成本显著提升

模型的检测精度与鲁棒性。SEAL 方法在处理语义

易混淆目标、初期表征不充分以及目标密集分布的

场景时具有显著的适用优势。然而，本研究仍存在

一定的局限性。首先，跨模态先验的效能受限于预

训练分布与目标任务领域的对齐程度，在处理具有

显著分布偏移的专业垂直领域（如遥感或医疗影像）

时，其引导作用可能减弱。其次，候选框级别的特征

提取与结构相似性度量在处理大规模未标注池时会

引入额外的计算开销。此外，文本提示的构造方式

对最终的对齐结果具有一定的敏感性。后续工作将

围绕以下方面展开：1）与增量学习机制进行联合设

计，面向类别演化场景建立更稳健的覆盖与记忆；2）

表4　λ对结果的影响

Table 4　Effect of λ on results

λ

0.1
0.3
0.5
0.7
0.9

在不同比例标注样本上的 mAP/%
7.50%

56.6
56.4
54.9
55.1
54.7

10%

64.2
64.8
63.8
61.3
62.9

12.50%

67.1
66.6
66.9
66.0
65.2

15%

69.1
69.1
68.6
68.9
67.7

17.50%

70.7
70.7
70.3
70.0
69.3

20%

71.4
72.4
70.8
71.2
70.9

图 5　3 类典型场景的目标检测与不确定性分析结果

Fig. 5　Object detection and uncertainty analysis results in 
three typical scenarios （（a） ground truth；（b） detector 

erroneous predictions；（c） CLIP modulated results）
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引入近似检索与特征缓存以及自动化提示词等工程

优化，进一步降低系统的计算成本并提升模型在特

定领域的自适应泛化性能。
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