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摘要：串联式神经网络(TNNA)是一种通过逆向建模实现参数反演的算法框架,其可靠性高度依赖于替代模型在参数真实后验分布区域的预测精度.对

于反应性溶质运移问题,构建高精度的全局替代模型通常需要大量样本数据,在一定程度上限制了反演计算效率.为此,本研究提出了一种基于多保真度

(MF)替代模型自适应更新策略(AUS)的TNNA反演算法(TNNA-AUS-MF).该方法在传统TNNA算法的基础上,通过反演结果引导的局部采样建立多保

真度替代模型,并在迭代过程中逐步更新模型参数反演结果.算法验证基于一个假想的阳离子交换实验开展.通过控制初始替代模型样本数目,设计了 6

种不同初始替代模型精度的反演计算场景.结果表明,TNNA-AUS-MF 算法相比于 TNNA 算法,能够显著减少正演模拟调用次数并改善反演结果.此外,

少样本场景的研究结果验证了利用神经网络构建低保真和高保真模型间非线性关系的可行性,并表明结合自适应更新采样策略能够有效提升反演算法

性能. 
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Abstract：The Tandem Neural Network Architecture (TNNA) algorithm was an inversion framework through reverse mapping. Its 

reliability strongly depended on accurate surrogate modeling within the true posterior region of parameters. For reactive transport 

problems, establishing a globally accurate surrogate model required a large number of numerical model samples, which considerably 

limited the efficiency of inversion processes. To address this challenge, the TNNA-AUS-MF inversion method was proposed, in 

which the original TNNA was integrated with a multi-fidelity (MF) surrogate model and an adaptive updating sampling (AUS) 

strategy. In this method, multi-fidelity surrogate models were iteratively established based on the conventional TNNA and local 

samples to update the inversion results. The proposed algorithm was validated using a hypothetical cation-exchange experiment. By 

controlling the number of initial surrogate model samples, six scenarios with different initial surrogate model accuracies were 

designed. The results showed that the TNNA-AUS-MF significantly reduced the number of forward simulations while yielding more 

reliable inversion results compared with the TNNA method. Furthermore, it was demonstrated that the neural network could establish 

nonlinear relationships between low- and high-fidelity models, and that incorporating the adaptive updating sampling strategy 

effectively enhanced the performance of the inversion algorithm. 

Key words：tandem neural network architecture；multi-fidelity surrogate model；parameter inversion；reactive transport modeling；
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地下水反应性溶质运移模型是预测含水层环

境中物质组分迁移演化规律的重要工具,对地下水

资源管理和生态环境保护具有重要意义
[1-2]

.但在实

际研究中,反应性溶质运移模型的参数条件难以直

接确定.通常需要利用容易获取的系统观测数据,通

过反演模拟来识别未知模型参数信息
[3-4]

.反演模拟

已成为提高模型预测结果可靠性的重要工具,也是

地下水数值模拟领域的重要研究方向
[5]

. 

目前的反演算法主要基于贝叶斯定理,它从条

件概率的角度解释了模型参数的不确定性随系统

观测信息的增加而降低的过程
[6]

.其中一类重要的

反演算法是模拟-优化算法,它们以求解模型参数后 
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验分布概率峰值点为目标,将模型参数的反演识别

转变为优化问题.求解方法主要包括局部优化算法

和全局优化算法.局部优化算法是根据目标函数的

梯度或 Jacobian 矩阵确定模型参数的更新方向,然

后将模型参数从初始估计值迭代更新为满足收敛

条件的模型参数值.常用的算法有 Gauss-Newton

法 

[7]
、Levenberg-Marquardt 法

[8]
和共轭梯度法

[9]
等.

这类算法计算效率高,但一旦模型参数更新到梯度

接近零的位置时,便停止对模型参数的继续更新.因

此,局部优化算法在很大程度上依赖于模型参数起

始更新点的选择.它们适用于解决满足凸优化条件

的反演问题,否则容易得到局部最优解.全局优化算

法通常指元启发式搜索算法,通过执行模型参数解

空间的全局探索(广泛搜索参数解空间的不同区域

以避免局部最优)和局部开发(针对潜在最优解区域

进行细致搜索,以获得更为精确的最优解)来获取具

有全局意义的模型参数估计 .常用的有粒子群算

法  

[10]
、遗传算法

[11]
和模拟退火算法

[12]
等.这些算法

的本质区别在于全局探索和局部开发过程实现方

式的差异.这两个过程的执行程度将共同决定算法

的计算效率和最终反演结果的全局可靠性.全局优

化算法能够有效避免局部最优解,但通常需要更高

的计算成本.并且随着反演模型参数数目的增加或

者模型非线性程度的增强,全局优化算法的计算代

价将呈指数增长
[13]

.针对这一问题,可通过改进传统

算法的参数更新机制或提出新的算法来应对不同

场景下的反演问题
[14-15]

.另外,还可以建立替代模型

来提高正演模拟的计算效率,从而确保反演算法在

规定的研究周期内执行更加充分的模型评估和参

数更新
[16]

.人工智能的发展为各领域的研究提供了

新技术.其中,串联式神经网络反演算法(TNNA)是

基于深度学习建立的一种新型反演算法.它在建立

正演模拟替代模型的基础上,以广义最小二乘估计

作为约束条件,通过训练逆向神经网络模型实现反

演求解.基于逆向神经网络的反演方案能够充分发

挥神经网络拟合非线性关系的优势,更高效地找到

满足反演约束条件的全局最优解.并且,TNNA 算法

还能够通过调整神经网络模型结构来适应不同的

反演计算场景,在人工智能快速发展的时代具有巨

大的应用和推广潜力
[3]

. 

但 TNNA 算法的最终反演结果在很大程度上

取决于替代模型在模型参数后验分布区域(模型参

数真实值)的预测精度.而后验分布在整个参数先验

分布中通常仅占据很小的范围,根据参数先验分布

随机采样得到的训练样本数据很难确保后验分布

区域形成充足的样本覆盖.针对这一问题,一种可行

的方案是引入自适应更新采样策略,逐步提高替代

模型在真实参数附近的预测精度
[17]

.我们前期的研

究开发了基于自适应更新的串联式神经网络反演

算法(TNNA-AUS).它通过逐步优化训练样本数据

在真实值附近的分布,来提高替代模型在该区域的

预测精度,最终同步提高了模型参数反演精度和算

法效率
[3]

.为了更全面地探索 TNNA 算法的改进策

略,本研究建立了一种基于多保真度(MF)替代模型

自适应更新策略(AUS)的串联式神经网络反演算法

(TNNA-AUS-MF).与 TNNA-AUS 反演算法不同, 

TNNA-AUS-MF 将在每次自适应采样后建立低保

真度替代模型与高保真度数值模型之间的非线性

映射关系.以此来降低替代模型在真实参数值附近

的近似误差,逐步改善模型参数的反演结果.本研究

的算法理论将通过一个假想的阳离子交换实验算

例进行验证.最终的研究成果有助于拓展智能算法

在地下水科学领域的应用,为地下水模型参数反演

研究提供新思路. 

1  TNNA-AUS-MF 算法基本原理 

本研究提出的 TNNA-AUS-MF 算法由 3 个部

分组成:分别为初始替代模型,基于逆向映射建模的

参数反演识别和基于多保真度替代模型的自适应

更新策略.下面将详细介绍三个部分的算法原理及

反演算法的整体实现步骤. 

1.1  初始替代模型 

初始替代模型是根据模型参数先验分布的初

始采样来建立的模型参数 mi和模型响应 yi 之间的

非线性映射关系: 

 ( ) ( )Forward Forward HF
,F m F m yθ ≈ = �  (1) 

式中:
HF
( )F ⋅ 和

Forward
( )F ⋅ 分别表示数值模型和替代模

型的算子;θForward 表示正向神经网络模型的可训练

参数; y� 表示RTM模型对于模型参数m的数值模拟

结果.本研究采用的神经网络结构的主体部分为一

个深度残差卷积神经网络.输入层为向量形式,通过

连接一个全连接层,将任意维度的参数向量映射为



2期 陈骏骏等：基于改进串联式神经网络的反应性溶质运移参数反演研究 835 

 

一个 6400 维的固定向量.再将该固定向量转变为

80×80的矩形形状数据,输入到主体部分的残差神经

网络模型中.主体部分的残差神经网络结构与文献

[6]中的一致.模型输出层为与观测数据维度一致的

向量,所采用的激活函数为 Sigmoid.替代模型的损

失函数将基于 L1 范数建立得到: 

 
( )

*

Forward

Forward Forward

1Train

argmin

1
,

N

i i

i

F m y
N

θ

θ

=

=

−∑ �

 (2) 

式中: *

Forward
θ 表示优化后的权重参数, mi和 i

y� 分别表

示训练样本集中第 i组样本的模型输入和模型输出, 

NTrain表示数据集中的训练样本数目. 

1.2  基于逆向映射建模的参数反演识别 

逆向映射建模的基本思想是希望通过深度学

习建立一个由观测数据向量
obs
y� 作为输入变量, m

作为输出变量的深度神经网络模型映射, 本研究将

其命名为逆向神经网络(Reverse network), 即: 

 ( )Reverse obs Reverse
,m F y θ= �  (3) 

式中: FReverse和 θReverse分别表示逆向神经网络的数

学算子和可训练参数. 

本研究中的逆向神经网络模型结构为一个包

含两个隐含层的全连接神经网络.每一个隐含层的

神经元数目均为 512.隐含层之间连接的激活函数为

Swish,输出层的激活函数为 Sigmoid.逆向神经网络

的损失函数将根据广义最小二乘来得到,具体表达

式如下: 

 

( )( )

obs

*

Reverse obs

1

Forward Reverse obs Reverse Forward

1
argmin [ [ ]

, , ]

N

i i

i

y i

F F y

θ
σ

θ θ

=
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式中: *

Reverse
θ 表示优化后的权重参数; σi表示第 i个观

测数据的标准差,
Forward

i
F 表示正向神经网络 FForward

的输出向量中的第 i 个元素值,
obs
[ ]y i� 表示观测数据

向量
obs
y� 中的第 i 个元素.在完成逆向神经网络的训

练之后,根据下式得到模型参数的反演结果: 

 ( )*

Reverse obs Reverse
,m F y θ=� �  (5) 

传统TNNA算法的反演精度高度依赖FForward(·)

在模型参数真实值附近的预测精度.下面将介绍本

研究提出的基于多保真度替代模型的自适应更新

策略,来逐步提高模型参数反演精度. 

1.3  基于多保真度替代模型自适应更新策略 

多保真度替代模型旨在利用一个神经网络模

型,建立当前精度较低的替代模型(低保真度模型

FLF 与高保真度数值模型 FHF(·)之间的非线性映射

关系.FMF(·)的输入向量将由模型参数 m和它对应的

低保真度模型输出 FLF(m)一同构成.多保真度替代

模型的一般形式表示为: 

 
HF MF LF MF
( ) ( , ( ), )F m F m F m θ≈  (6) 

FMF(·)的训练过程中采用的损失函数与初始替

代模型一致.神经网络的结构将采用全连接神经网

络模型, 模型结构与逆向神经网络采用的一致. 

多保真度替代模型的思想是基于低保真度模

型与高保真度模型之间存在一定的相关性,且这种

相关性的非线性程度一般低于高保真度模型数据

集本身所具有的非线性程度.因此,理论上可以通过

增加少量的额外样本结合一个新的神经网络模型

来表征这些具有规律性的系统误差
[18]

.额外增加点

的位置分布在一定程度上决定多保真度替代模型

在哪些区域的预测精度能够得到改善.在模型参数

真实解区域未知的条件下,本研究将通过自适应更

新采样策略来逐步实现模型参数真实解附近区域

样本分布的改善,从而最终提高替代模型在该区域

的预测精度. 

TNNA-AUS-MF 算法的实现可根据步骤 1~步

骤 6来执行.图 1展示了算法程序设计的主要模块和

相互关系. 

步骤 1:根据模型参数的先验信息,基于拉丁超

立方抽样和高保真度正演模型 FHF,生成一批替代模

型的样本数据集.根据该数据集,利用 1.1 节的方法

建立初始替代模型,将当前的训练样本数据集和替

代模型分别记为 DLF和 FLF. 

步骤 2:根据 1.2 节中的逆向映射建模方法,利用

观测数据
obs
y� 和当前的 FLF模型建立反演约束条件,

并通过串联式神经网络方法建立逆向神经网络,得

到相应的模型参数反演结果 miter. 

步骤 3:以当前的模型参数反演结果miter为中心

点设置一个较小的采样区间,获取少量数目 Nloc 的

局部参数样本
loc loc

{ 1,..., }
i

M m i N= = ,在得到对应

的数值模型输出
loc loc

{ 1,..., }
i

Y y i N= = 后 ,将{Mloc; 

Yloc}补充到训练样本数据集中,得到更新后的训练

样本数据集 DLF. 

步骤 4:根据步骤 3中得到的更新后的训练样本

数据集 DLF和当前的低保真度替代模型 FLF,利用本
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节介绍的方法建立一个多保真度替代模型 FMF. 

步骤 5:根据步骤 4中得到的多保真度替代模型

FMF,基于 1.2 节中的逆向映射建模方法,以 FHF作为

正演模拟求解器,联合观测数据
obs
y� ,建立反演模拟

约束条件,对逆向神经网络模型的权重参数进行再

次更新,重新得到新的模型参数反演结果 miter. 

步骤 6:计算当前反演结果miter所对应的高保真

模型模拟结果 yiter.判断 yiter与实际观测数据 obs
y� 之间

的拟合精度是否满足收敛条件.如果满足终止条件,

则终止迭代循环过程,将当前的 miter 作为最终的模

型参数反演结果.如果不满足终止条件,则重新返回

步骤 3 继续执行迭代计算.本研究的终止条件将从

以下两个方面来设定: 

(1)判断参数估计值 miter位置处正向神经网络

的近似值 FForward(i)(miter)与高保真正演模型的模型

输出值 FHF(miter)之间的误差 εForward-i是否小于预设

阈值. 

(2)AUS 迭代循环的次数是否达到最大迭代次

数 Imax. 

 

图 1  TNNA-AUS-MF算法基本流程 

Fig.1  Flowchart of the TNNA-AUS-MF algorithm 

2  算例设计 

2.1  模型概况 

本研究提出的 TNNA-AUS-MF 反演算法将通

过一个假想的阳离子交换实验模型算例来验证.这

一算例最早被 Appelo 等
[19]
用于测试反应性溶质运

移模型的正演模拟程序,也是水文地球化学模拟程

序 PHREEQC 中的基准算例之一
[20]

,在 Dai 等
[21]
的

研究中也被用于反演计算程序的测试. 

如图2,该案例为一个0.08m长的多孔介质圆柱.

所充填介质的平均孔隙度和密度分别为 0.3 和

2650kg/m
3
.多孔介质中的所有孔隙均为饱水状态.溶

液中的初始溶质组分为 1mmol/L的硝酸钠(NaNO3)

和 0.2mmol/L 的硝酸钾(KNO3).在实验装置的一端

以 0.1m/h的速率注入浓度为 0.6mmol/L的 CaCl2溶

液.在 CaCl2 溶液注入的过程中,实验柱溶液中主要

发生如下两种阳离子交换反应: 

 + +

Na +K-X=K +Na-X  (7) 

 + 2+

2
Na +0.5Ca-X =0.5Ca +Na-X  (8) 

式中:X 代表阳离子交换位点.模型中的已知阳离子

交换容量(CEC)为 0.01779meq/100g. K
+
和 Ca

2+
相对

于 Na
+
的阳离子交换选择系数分别为 KNa/K=0.1995

和 KNa/Ca=0.3981. 

 

图 2  验证算例的模型示意 

Fig.2  Schematic of the synthetic validation model 

基于上述信息利用 TOUGHREACT 建立数值

模型,模拟溶液中 Ca
2+

, Na
+
, K

+
,和 Cl

-

 4 种离子组分

的浓度随时间的变化情况.建模过程中将多孔介质

圆柱等分为 20 个网格单元 ,每个单元的长度为

Δx=0.004m.根据TOUGHREACT中的上游加权法则,

本案例中的等效弥散度为 α=Δx/2=0.002m
[22]

.模型

中设置的主要组分及其初始浓度和边界浓度如表 1

所示. 

表 1  每种组分的初始浓度和边界浓度 

Table 1  Initial and boundary concentrations of chemical 

species 

化学组分 初始浓度(mol/L) 边界浓度(mol/L) 

H
+
 1×10

-7
 1×10

-7
 

Ca
2+
 1×10

-10
 6×10

-4
 

Na
+
 1×10

-3
 1×10

-10
 

K
+
 2×10

-4
 1×10

-10
 

Cl
-

 1×10
-10
 1.2×10

-3
 

NO- 

3  1.2×10
-3
 1×10

-10
 

利用上述模型模拟得到 4 种离子组分在溶质中
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点位置处的浓度随时间的变化情况.在模拟结果的

基础上添加标准差为 0.05 的高斯白噪声作为观测

数据(图 3).在该模型中共设置了 7个待反演参数,分

别为:阳离子交换选择系数 KNa/K和 KNa/Ca;Na
+
和 K

+

的初始浓度 C0Na+和 C0K+;Ca
2+
和 Cl

-

的边界浓度

CBCa2+和 CBCl-;和阳离子交换容量 CEC.这些参数的

先验区间如表 2 所示
[21]

.需要注意的是本模型为均

质介质中的稳定流模型,因此流场已由边界流量确

定,无需关注渗透率参数的反演. 

本研究在后续的算法评价过程中,将根据图 3

中的 4 种模拟组分的观测数据,对表 2中的 7个未知

参数进行反演识别.这一算例模型过程较为简单,便

于开展多种不同训练样本数量条件下的反演结果

对比.同时,模型包含 4 种不同数量级的溶质组分,可

用于评判反演算法能否完成对多种模拟组分的同

步校正,实现多源数据同化. 

 

图 3  四种组分在ε~N(1, 0.052)噪声场景下的观测数据分布 

Fig.3  observation data for the four species under noise 

condition ε~N(1, 0.052) 

表 2  模型待反演参数的先验区间 

Table 2  Prior ranges of uncertain model parameters 

模型参数 参数先验区间 参数真实值 

KNa/K [0.1, 0.3] 0.1995 

KNa/Ca [0.25, 0.42] 0.3981 

0Na
C

+
(mol/L) [8×10

-4
, 8×10

-3
] 1×10

-3
 

0K
C

+
(mol/L) [1×10

-4
, 1×10

-3
] 2×10

-4
 

2
BCa

C
+
(mol/L) [3×10

-4
, 8×10

-4
] 6×10

-4
 

BCl
C

−
(mol/L) [5×10

-4
, 5×10

-3
] 1.2×10

-3
 

CEC [5×10
-3
, 5×10

-2
] 0.01779 

 

2.2  验证方案与评价指标 

本研究准备了 6组样本数目 NTrain分别为 100, 

200, 500, 1000, 1500和 2000的训练样本数据集,

从而训练得到 6个不同预测精度的初始替代模型.

再根据这 6 个初始替代模型,分别用 TNNA 算法

和 TNNA-AUS-MF 算法进行反演计算.通过对比

初始替代模型在不同精度条件下的最终反演结

果 ,来验证多保真度替代模型自适应更新策略对

于提高 TNNA 算法反演结果精度的可行性.本研

究在执行这一方案过程中 ,将分别引入初始替代

模型的预测精度量化指标和反演算法可靠性量

化指标. 

初始替代模型的预测精度根据其在测试数据

集上预测结果的均方根误差(RMSE)和确定系数(R
2
)

来量化评价.其中,RMSE 用于衡量替代模型预测结

果与数值模拟结果之间的差异;而 R
2
用于评估替代

模型与数值模拟结果之间的相关性.RMSE 越小且

R
2
值越接近 1 时的替代模型预测精度越高.这两个

指标的数学表达式分别如下: 

均方根误差: 

 
test

2
Norm DNN

2
1test

1
RMSE

N

i i

i

y y
N

=

= −∑ � �  (9) 

确定性系数: 

 

test

test

2
Norm DNN

12 2

2
Norm

1 2

1

N

i ii

N

ii

y y
R

y y

=

=

−

= −

−

∑

∑

� �

�

 (10) 

式中:Ntest 表示测试数据集的样本数目, DNN

i
y� 表示正

向神经网络对第 i 个测试样本预测得到的响应向

量, Norm

(test)i
y� 表示第 i 个测试样本的标准化数值模拟结

果向量 ,
test Norm

test (test)1
1/

N

ii
y N y

=

= ∑ � 是根据所有 Norm

(test)i
y�  

(i=1,…,Ntest)得到的均值向量. 

在基于优化理论的反演算法研究中,反演结果

的可靠性主要根据模型校正后预测结果与实际观

测数据之间的拟合程度来评价.本研究的反演计算

主要依靠公式(4)中的损失函数得到.因此,将通过替

换公式(4)中的替代模型为数值模型来计算得到评

价拟合精度的校正误差: 

 
obs

2
*

Fit obs HF

1

1
Loss [ ] ( )[ ]

N

i i

y i F M i
σ

=

= ⎡ ⎤−⎣ ⎦∑  (11) 

式中: M
*
表示模型参数反演结果. 

另外,在本研究采用的假想算例中,模型参数的

真实值均为已知.因此也可以通过计算每一项模型

参数反演结果与真实值之间的相对误差,来量化它
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们之间的差异.但采用相对误差来验证反演算法时

还需要综合考虑模型参数的敏感性.模型参数不同

程度的敏感性反应了它们在反演计算中的可识别

性差异.当某项模型参数的敏感性较高时,代表该参

数的可识别程度较高,反之亦然.图 4 为各项模型待

反演参数针对损失函数的局部敏感性程度,它反映

了各项模型参数的可识别性.这些参数的局部敏感

性曲线的变幅数量级在 10
-6

~10
-3

. 

 

图 4  模型待反演参数敏感性分析结果 

Fig.4  Sensitivity analysis of the uncertain model parameters 

3  结果与讨论 

图 5(a)~(f)展示了 6组不同样本数目对应的初始

替代模型在测试数据集上的预测精度.图中每个散点

表示某种组分在特定时空坐标点的替代模型与数值

模型预测结果的对比.散点的横纵坐标分别表示替代

模型和数值模型的模拟结果.替代模型的预测精度越

高,数据点将越集中分布在对角参考线附近.从图 5中

的结果可以看出,本研究采用的替代模型方法需要在

训练样本数达到 1000 以上时,才能确保测试数据集

上的预测结果与数值模拟结果基本一致.具体来说,

当训练样本数 NTrain从 100增加到 1000时,替代模型

在测试数据集上的预测精度显著提升, RMSE 从

0.091降至 0.021, R
2
从 0.896升高至 0.994.当NTrain进

一步增大到超过 1000 之后,替代模型的整体预测精

度不再得到显著改善; NTrain 分别为 1000, 1500 和

2000 时所对应的 RMSE 和 R
2
分别稳定在 0.015~ 

0.021和 0.994~0.997.因此,可以将不同训练样本数目

训练后所得到的替代模型作为具有不同初始预测精

度的替代模型,用于评价多保真度替代模型自适应更

新策略对改善 TNNA算法反演精度的效果. 

图 6 为基于不同初始替代模型的 TNNA 和

TNNA-AUS-MF 算法对各项模型参数的反演结果

与真实值之间的对比情况.图 7 展示了各项模型参

数反演结果的相对误差对比.图 8 和图 9 分别为

TNNA 和 TNNA-AUS-MF 方法反演校正后的模拟

曲线与观测数据之间的拟合对比. 

根据图 6~8 的结果可知,当 TNNA 算法中的替

代模型训练样本数目较少时,难以给出可靠的模型

参数反演结果.当 NTrain分别为 100和 200时,TNNA

反演校正后的模拟结果显著偏离观测值,具体表现

在 TNNA-100 对 Cl
-

和 K
+
的反演校正结果,以及

TNNA-200 对 Na
+
和 K

+
的反演校正结果(图 8(a)和

(b)).在这两种反演算法得到的反演结果中存在多项

模型参数明显偏离真实值的情况(图 6).其中各有四

项模型参数的相对误差超过了 0.2(图 7(a)和(b)).特

别的,对于敏感性变幅在 10
-3
数量级的两项模型参

数
0Na

C
+
和

BCl
C

−

,TNNA-200算法分别给出了相对误

差接近 0.5和超过 1.0的反演识别结果.这表明初始

替代模型的精度显著影响着具有较高可识别性的

模型参数反演识别精度,而这些模型参数的反演误

差也是导致模型校正误差的重要因素.在 NTrain 达到

500后,TNNA算法能够基本保证四种模拟组分的校

正结果接近各自的观测值,但个别组分仍然存在局

部拟合误差.并且进一步增加 NTrain并未有效改善这

些局部拟合误差.例如,在 NTrain为 500, 1000和 1500
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时, 0~10h段的Na
+
反演校正模拟结果均略低于其观

测数据.根据图 8 和图 9 中的结果,每种替代模型所

对应的 TNNA-AUS-MF 反演校正精度均高于

TNNA反演算法.且6种不同预测精度的初始替代模

型所对应的 TNNA-AUS-MF 算法均给出了能同步

拟合 4 种模拟组分观测数据的反演结果,拟合精度

指标 LOSSFit均在 1.5×10
-4
以下.除局部敏感性最低

的KNa/Ca参数外,各项模型参数的反演结果相对误差

均在 0.05 以下.另外,当初始替代模型的训练样本数

目为 100 时,TNNA-AUS-MF 算法给出的模型参数

反演结果拟合精度指标为 LOSSFit=1.443×10
-4

,同样

优于 TNNA-2000 算法的反演结果 (LOSSFit= 

2.342×10
-4

).上述 TNNA和 TNNA-AUS-MF算法的

反演精度对比结果表明,基于多保真度替代模型的

自适应更新策略能通过增加少量的额外训练样本

提升模型参数真实值附近的替代模拟预测精度.由

于 TNNA-2000 算法和 TNNA-AUS-MF-100 算法

在执行反演计算时分别需要 2000 次和 185 次

(100+17×5)正演数值模拟,因此 TNNA-AUS-MF 算

法能够以 TNNA 算法所需计算成本的十分之一来

给出精度更高的反演结果.因此,TNNA-AUS-MF算

法在计算效率方面也具有显著的优势. 

 

图 5  不同样本数的训练数据集得到的替代模型的预测精度 

Fig.5  Prediction accuracy of surrogate models under different training sample sizes 

 

图 6  TNNA算法和 TNNA-AUS-MF算法得到的模型参数反演结果对比 

Fig.6  Comparison of the parameter inversion results obtained by the TNNA and TNNA-AUS-MF algorithms 
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图 7  TNNA和 TNNA-AUS-MF算法反演结果相对误差对比 

Fig.7  Comparison of relative errors between the inversion results of the TNNA and TNNA-AUS-MF algorithms 

 

图 8  TNNA算法反演结果得到的模型校正拟合情况 

Fig.8  Model calibration based on the TNNA inversion results 

上述研究结果表明,在 TNNA 算法基础上融合

多保真度替代模型自适应更新策略所建立的

TNNA-AUS-MF 算法不仅能够提高 TNNA 算法反

演结果的可靠性,还可以有效避免替代模型样本分

布不合理而导致的模型参数反演结果偏差.相比于

TNNA算法, TNNA-AUS-MF算法的鲁棒性和反演

结果的稳定性得到了显著提升. 

在地下水环境科学研究中,一个不可回避问题是

算法在实际场景中的适用性.在实际研究中,不同的模

拟场景可能涉及不同类型未知参数.对于参数间数量

级差异而带来的影响,一般可以通过标准化处理来得

到解决.多数情况下反演问题的复杂性是由模型参数

的空间特征和模型过程的非线性强度共同决定的.因

此,需要明确不同参数空间特征问题和非线性程度下

的应对措施.本研究提出的 TNNA-AUS-MF 算法在

TNNA 算法的基础上,引入了改进替代模型局部预测

精度的方法策略,而每次自适应迭代过程中的反演计

算仍依赖原始 TNNA 算法的参数更新机制.根据我们
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前期的研究
[3,23]

,原始的 TNNA 算法主要适用于低维

参数的模型场景.对于高维空间相关性参数的反演问

题,需要额外引入生成式机器学习等参数化降维方法,

并通过对降维后的参数进行反演,间接得到高维参数

的反演结果.因此, TNNA-AUS-MF 算法在处理此类

问题时也可以采取类似的措施.另外,本研究提出的

TNNA 算法改进策略,本质上是通过逐步利用多个神

经网络来建立初始替代模型与高保真数值模型之间

的非线性关系.初始替代模型的神经网络结构和训练

样本的选择共同决定了其与数值模型之间的差异;而

在自适应更新过程中,多保真度神经网络结构的选择

则决定了每次更新能够降低的差异程度.因此,当模型

涉及更多物理化学过程并增强非线性特征时,需要根

据具体问题选择合适的神经网络结构 ,以确保

TNNA-AUS-MF 算法能够在预设的自适应迭代次数

内获得可靠的反演结果. 

 

图 9  TNNA-AUS-MF算法反演结果得到的模型校正拟合情况 

Fig.9  Model calibration based on the TNNA-AUS-MF inversion results 

4  结论 

4.1  在利用 TNNA算法进行反演模拟时,需要给定

足够多的替代模型训练样本数据,通过充分覆盖模

型参数的整个先验空间来确保参数真实值区域的

替代模型精度,从而保证最终反演结果的可靠性. 

4.2  TNNA-AUS-MF 算法中采用的多保真度替代

模型自适应更新策略能够逐步改善替代模型训练

样本数据在参数真实值区域的密集程度,提高该区

域的替代模拟精度,确保最终反演结果的可靠性.同

时也验证了利用神经网络建立低保真度和高保真

度模型之间非线性关系的可行性. 

4.3  TNNA-AUS-MF 算法能够主动搜索有利于模

型校正的参数样本,显著减少反演模拟所需的高保

真数值模型调用次数.相比于 TNNA 算法,TNNA- 

AUS-MF 降低了反演结果对初始替代模型预测精

度的依赖,具有更高的鲁棒性和稳定性. 

5  展望 

在未来的研究中,可以根据实际问题结合针对

性的机器学习方法,将本研究的算法思路拓展到更

多的场景中.例如,可通过引入生成式机器学习方法

将其拓展到高维参数反演研究领域.对于计算效率

极低的高保真度模型(如包含矿物动力学反应的模

型),还可以考虑基于物理模型驱动的替代模型方法

来进一步提升整体算法的计算效率.本研究所采用

的基于多保真度替代模型的自适应更新策略同样

可以与其它优化算法相结合,形成更多高效准确的

反演算法. 

本研究的 TNNA-AUS-MF 算法本质上属于确

定性反演算法,需要给定充分的约束条件确保反演

结果的唯一性.为了应对实际研究中普遍存在的多

模态和不适定性研究场景,模型参数的反演结果难

免出现异参同效性.因此,未来还可以关注如何拓展
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TNNA 算法实现随机反演模拟的研究,在给出模型

参数最优估计的同时量化不确定性信息. 
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