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摘要：以苏州某区域供水系统主干管(采样节点间距 2km)为研究对象,对干管的水温,余氯,浊度,pH 值,UV254和溶解性有机碳(DOC)和 THMs 等多项水

质参数沿程变化开展了为期一年的系统性调查研究.空间尺度分析结果表明,供水管网末端8~10km处的THMs浓度处于相对较高水平;时间尺度分析结

果表明,供水管网末端 THMs 的浓度在 6 月达到最高峰,浓度为 39.06µg/L.选择 4 种典型机器学习算法构建管网 THMs 预测模型,可解释的梯度提升树

(GBDT)算法能够有效避免模型过拟合,对 4种 THMs预测精度的 R
2分别达到 0.839,0.906,0.836和 0.935.进一步应用 Shapley附加解释(SHAP)对 GBDT

模型对全局解析发现,水温,UV254,DOC和供水距离与 THMs生成呈正相关关系,余氯与 THMs呈显著负相关关系;SHAP的局部解析表明,供水管网中余

氯浓度低于 0.45,0.55和 0.55mg/L时可显著降低余氯对 TCM,BDCM和 DBCM的影响权重.基于本研究构建的数据驱动模型,可通过环境因子高效预测

THMs的生成浓度,并实时控制余氯投加量防止夏季或管网末端的 THMs过量生成. 
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Abstract：A one-year study was carried out to investigate the changes in water quality parameters such as water temperature, residual 

chlorine, turbidity, pH, UV254, dissolved organic carbon (DOC) and trihalomethanes(THMs) along the main pipe of a regional water 

supply system in Suzhou (2km sampling interval). The results of spatial scale analysis showed that the concentration of THMs at the 

end of the water supply pipe network at 8~10km was at a relatively high level; the results of time scale analysis showed that the 

concentration of THMs at the end of the water supply pipe network reaches the highest peak in June, with the concentration of 39.06 

µg/L. Four typical machine learning algorithms were selected to construct the prediction model of THMs in the pipe network, and the 

interpretable gradient boosting tree (GBDT) algorithm was able to effectively avoid model overfitting, and the R2 of the four THMs 

prediction accuracies reached 0.839, 0.906, 0.836, and 0.935, respectively. The further application of Shapley's additional 

explanation (SHAP) to the global analysis of the GBDT model revealed that the water temperature, UV254, DOC, and the distance of 

the water supply were positively correlated with the generation of THMs, while the residual chlorine showed a significant negative 

correlation with the THMs. The local analysis of SHAP showed that residual chlorine concentration in the water supply network 

lower than 0.45, 0.55 and 0.55mg/L can significantly reduce the influence weights of residual chlorine on TCM, BDCM and DBCM. 

Based on the data-driven model constructed in this study, the generation concentration of THMs can be efficiently predicted by 

environmental factors, and the residual chlorine dosage can be controlled in real time to prevent the over-generation of THMs in 

summer or at the end of the pipe network. 

Key words：water supply network；residual chlorine；distance to water supply；THMs；machine learning；SHAP analysis 

 

氯消毒已成为饮用水处理厂(DWTP)最常用的

消毒手段
[1]
.然而,含氯消毒剂容易与饮用水供水系

统(DWDS)中残留的消毒前体物发生反应,产生多种 
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消毒副产物(DBPs).三卤甲烷(THMs)为饮用水中率

先被甄别出的 DBPs
[2-3]

.毒理学与流行病学研究广

泛证实了 THMs的毒性与致癌性
[4-5]

.因此,世界上多

数国家在制定饮用水卫生标准时均将THMs纳入标

准管控范围.在 DWDS中,加氯工艺需遵循的重要原

则是如何以最低的氯投加量实现最优的持续杀菌

效果,同时减少消毒副产物的生成量.因此,建立精确

的 THMs 预测模型,通过输入底物浓度,环境因子和

反应时间等因素高效预测 THMs 的生成浓度,对

DWDS的 THMs风险控制至关重要. 

近年来,机器学习(ML)作为一种大数据模型算

法被广泛应用于饮用水处理及输配过程中,水质预

警,智能配水,DBPs生成量的预测,精准加氯等
[6-7]

.有

研究应用一般回归神经网络模型,通过流量和水温

数据预测了 DWDS 游离余氯的变化,建立的 ML 模

型能够有效预测饮用水中 9 种卤乙酸(准确率达到

75%~91%)
[8]
.Li 等

[9]
发现,贝叶斯网络能够建立溶解

性有机碳(DOC),总溶解性固体(TDS)与三卤甲烷生

成浓度间的相关模型 ,预测精度最高可达 94%. 

Bowden 等
[10]
尝试选择 pH 值,温度,UV254和余氯等

四个简单的水参数,建立了基于LRM和ANNs模型,

用来预测自来水中的 THMs.相比于传统的机理模

型,上述研究巧妙的利用机器学习算法构建了复杂

输入因子与 THMs 预测的数据驱动模型,但基于机

器学习的模型在应用中也存在局限性
[11]

.即“黑箱”

模型拟合无法像传统机理模型得出关键参数,进而

判断每个影响因子的内在关系与权重.为解决 ML

的“黑箱”问题 ,相关研究应用 Shapley 附加解释

(SHAP)或部分依赖图(PDP)对模型输入变量因子的

SHAP贡献做出了分析,从而帮助我们进一步理解输

入特征与输出特征之间的直接关系
[12-13]

.例如,于林

堂等利用可解释机器学习算法预测芬顿工艺中的

污染物降解效率,并对关键影响因子做出识别
[14]

.张

煦等
[15]

使用可解释ML识别影响水库总磷浓度的关

键因素,结果显示水位,浊度和出库流量对总磷浓度

影响较大.在应用机器学习技术构建 DWDS 高效预

测模型的过程中,建立模型在实际工程的应用能力

以及模型的可解释性是需要重点评估的.目前,国内

鲜有研究应用可解释 ML 算法对饮用水供水管网

THMs 预测模型,并应用可解释算法实现关键因子

的识别以及输入变量与输出变量逻辑关系的梳理. 

本文选取苏州市某区域供水干管开展系统研

究,对 THMs浓度及其他常见水质参数(如余氯,浊度, 

pH 值,UV254 和 DOC)进行了为期一年的监测,进而

探究 THMs 在 DWDS 生成的时空规律.同时,应用

ML 技术构建了能够快速和准确预测管网 THMs生

成的算法模型,实现 THMs 的精准与高效预测.为避

免ML存在的“黑箱”问题,通过 SHAP技术解析机器

学习模型结果,识别底物浓度(余氯,UV254 和 DOC),

环境因子(浊度和 pH 值)和供水距离与 THMs 生成

浓度间的内在关系 .研究结果为城市供水管网

THMs的精准预测及高效预警提供技术参考. 

1  材料及方法 

1.1  取样点选择及样品分析 

选择苏州市某区域 X 水厂具有代表性的主干

管为研究目标,该水厂采用常规+臭氧活性炭深度处

理技术(具体工艺流程如图 1(a)),设计最大供水规模

为 45万 m
3
/d,原水水质如表 1所示. 

表 1  水厂原水水质 

Table 1  Raw water quality of DWTP 

指标 单位 春 夏 秋 冬 

水温 ℃ 18.0±4.7 28.7±1.9 21.2±5.7 9.6±2.7 

pH值 - 8.5±0.4 8.7±0.4 8.1±0.2 8.1±0.1 

浊度 NTU 1.1±0.2 1.2±0.2 3.3±7.8 5.0±6.8 

电导率 µS/cm 383±28 350±14 339±7 410±7 

藻细胞 104cells/L 34±14 70±61 126±79 123±106

UV254 cm
-1 0.048±0.004 0.046±0.008 0.049±0.003 0.048±0.004

DOC mg/L 3.4±0.3 3.1±0.3 3.2±0.1 3.3±0.2 

Br
-

 mg/L 0.09±0.03 0.10±0.04 0.09±0.03 0.11±0.05

 

由于居民用水需求差异,其月均供水量在夏季

达到最大,秋冬季节次之(图 1(c)),水温也呈现类似变

化规律.该水厂服务的供水区域如图 1(b)所示. 

本研究以出水作为参照点,2km 为步长取样至管

网末端,其对应距离分别为 0,2,4,6,8 和 10km,对应编

号分别为X-0,X-2,X-4,X-6,X-8和X-10.从 1~12月,

每月取样分析上述 6个点位的水质.采样过程中,为避

免供水管网中水龄影响,先放水 5min,然后取 1L水样

加入适量抗坏血酸作为还原剂,冷藏于 0~4 ℃环境中

转移至实验室开展分析.其中余氯和水温利用便携式

余氯分析仪及便携式溶解氧测定仪在现场测试,其余

指标在将样品带回水厂后立即完成测试. 
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图 1  饮用水处理工艺、供水管网取样点分布及供水流量和

水温变化 

Fig.1  Drinking water treatment process, distribution of 

sampling pointsin the water supply network,and changes in 

water supply flow rate and water temperature 

1.2  水质指标分析 

DOC 测定采用总有机碳分析仪(O⋅I⋅Analytical 

Aurora Model 1030W);UV254 测定采用紫外可见分

光 光度计 (EVO300PC,Thermo); 浊度测定采用

HACH TL2300浊度仪;藻细胞浓度测定采用多功能

水质分析仪 (YSI-EXOSonde2);pH 采用酸度仪

(PHSJ-3F,上海雷磁)测定;余氯采用 HACH-DR300

便携式余氯仪测定. 

三卤甲烷测定依据顶空毛细管柱气相色谱法
[16] 

(GB/T 5750.10-20234.1)由 Agilent 7697A/8890顶空

气相色谱仪检测,ECD 电子捕获检测器,色谱柱为

HP-5(30m×0.32mm×0.25µm).取样时采用预先加入

抗坏血酸的钳口顶空瓶,以中和管网水中余氯,并快

速带回实验室完成分析.气相条件:进样口温度为

200℃;检测器温度为 250℃;分流比为 5:1;初始柱温

为 50℃保持 1min,然后以 2.5℃/min升至 67.5℃保持

0min,再以 15℃/min升至 120℃,保持 0min;载气为高

纯氮气.顶空条件:水样体积为 5mL,样品瓶容积为

20mL,平衡温度为 50℃,平衡时间为 60min. 

1.3  指数函数模型 

经过函数拟合效果评估 ,最终选择指数函数

用于建立不同月份下供水距离与余氯和 THMs 浓

度的生成模型,然后绘制时空分布热图,计算公式

(1)所示: 

 1

0 1
e

x

t

y y A

−

= +  (1) 

式中:y0为截距;A1为指数系数;t1为修正系数. 

1.4  机器学习算法 

为建立物浓度(余氯,UV254 和 DOC),环境因子

(水温,pH 值)和供水距离对 THMs 的数据驱动模型,

选择随机森林(RF)和梯度提升树(GBDT)两种机器

学习算法进行建模,RF和 GBDT算法基于分类与回

归树(CART)完成预测,通过构建二叉树将样本递归

划分,分裂节点以样本最小方差为依据,上述算法的

具体介绍及原理参见文献[17-19].通过对比拟合精

度评估模型适用性,并选取最优算法建立供水系统

的 THMs预测模型. 

对于回归任务的 RF算法,最终预测结果如公式

(2): 

 
1

1
( ) ( )

N

ii
F x h x

N
=

= ∑  (2) 

式中:N为决策树个数;hi(x)为每棵树的预测结果;F(x)

为最终预测结果. 

基于 GBDT算法的计算过程如下: 

首先设真实函数为F(x),假设一组基函数 h(x)的

线性组合可无限逼近 F(x),具体见公式(3). 

 
1

( ) ( )
N

ii
F x h x

=

≈∑  (3) 

hi(x)为其中一颗决策树,根据加法模型,由前往

后逐步拟合残差,即对任一样本 x,在第 i轮迭代中拟

合模型所产生的残差,具体计算见公式(4) 
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∂
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式中:L(yi,F(xi))是损失函数,F(x)为样本 xi 的真实标

签值,Fi-1(xi)是前 i-1轮迭代得到的预测值. 

利用新的决策树拟合上述残差,以降低残差数

值,加入一个新的分段函数 hi(x),使得模型预测值更

新为公式(5). 

 Fi(x)=Fi-1(x)+hi(x) (5) 

1.5  机器学习结果验证与分析 

为评估RF和GBDT算法建立的模型精度,采用

十折交叉验证(10-fold CV)方法来调整超参数,训练

数据被分为 10个子集,在每个训练迭代中,一个子集

被用作验证集,其他 9 个子集构成训练集,以提高模

型的预测和泛化能力.模型性能由决定系数(R
2
),平

均平方误差(MSE)和平均绝对误差(MAE)评价,计算

方法如公式 6,7 和 8 所示.根据计算原理,R
2
越高, 
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MSE和MAE越低,则模型准确性就越高. 
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式中:F(x)、Fi(xi)和 y分别是目标特征的预测值,实际

值和平均值,n是任何特定实例的数据点,N是数据点

的总数. 

1.6  机器学习模型可解释性 

为评估每个特征对THMs形成的贡献和重要性,

本研究分配了 Shapley 附加解释(SHAP)值,以提高

GBDT和 RF算法结果的可靠性和有效性,主要计算

公式如式(9).SHAP 值是指博弈论中的最优夏普利

值,它为联盟成员之间的报酬分配提供了一种合理

的方法,其特征值的子集代表联盟,子集的预测值代

表联盟的报酬,具体介绍见文献[20]. 

 
0 1

( )
N

i ii
g z zϕ ϕ

=

′ ′= +∑  (9) 

式中: N指特征值,ϕi代表特征 i的 SHAP值,z′i指在

SHAP计算过程中,简化的特征 i. 

2  结果与讨论 

2.1  常规水质变化 

供水过程中常规水质指标变化如图 2 所示.根

据图 2(a),1 月,2 月和 3 月 pH值较高,10 月,11 月和

12 月 pH 值较低,其余月份介于中间.这可能受原水

水质影响,根据表 1可知春季和冬季原水的 pH值分

别为(8.5±0.4)和(8.1±0.1).春夏季节 pH 值高于秋冬

季节的主要原因可能如下:苏州地区春夏季节降雨

强度较大,雨水径流将碱性物质冲入水源地;夏季水

温较高导致二氧化碳溶解度减小,导致原水 pH值升

高;夏季蓝藻繁殖消耗二氧化碳,导致 pH 值升高.根

据图 2(b),浊度在 0.06~0.27NTU之间变化,满足江苏

省高品质饮用水标准的规定值(<0.5NTU)
[21]

.由于原

水经过常规+深度处理工艺净化,因此水厂出水浊度

并未受原水浊度的季节性变化影响.相反,在供水过

程中浊度指标的数值变化显著 .在 X-0,X-2,X-4, 

X-6,X-8 和 X-10,浊度平均值分别为(0.10±0.02), 

(0.13±0.04),(0.13±0.02),(0.17±0.05),(0.15±0.06) 和

(0.11±0.03)NTU,供水管网的浊度指标呈现先增高

后降低的规律,在 X-6和 X-8区域波动最大.浊度升

高的原因可能是由于输水过程中水力冲刷作用导

致管壁生物膜,颗粒物等的释放.徐鹏等人也证实浑

浊度受季节变化影响小,受管道和水力条件影响较

大 ,尤其是供水交汇处的浊度指标波动最大
[22]

. 

UV254 与 THMs 生成潜能显著相关,该指标可作为

THMs的指示参数
[23]

. 

 

图 2  常规水质沿程变化 

Fig.2  Changes in conventional water quality along the course 

根据图 2(c),0~4km 的 UV254 较为稳定,在 6km 处显著增加,这可能是由于余氯将部分大分子有机
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物氧化为具有碳碳双键的不饱和烃类物质.图 2(d)

为 DOC 在供水干管的变化规律,在 X-0,X-2,X-4, 

X-6,X-8和 X-10处 DOC的平均浓度分别为(2.34± 

0.26),(2.32±0.27),(2.31±0.26),(2.33±0.27),(2.35±0.25)

和(2.36±0.24)mg/L,供水末端的有机物浓度高于出

厂水的,这可能与管壁生物代谢或者有机质脱落有

关.相关研究也证明,球墨铸铁管壁易于形成生物膜,

管壁生物膜对营养物质吸附利用,脱落释放会对管

段主体水中有机物特性与浓度产生动态影响
[24-25]

. 

2.2  余氯及消毒副产物变化 

余氯衰减和 THMs 的生成浓度是 DWDS 中水

质安全评估的重要指标.依据水质标准规定,供水管

网末梢的游离性余氯不得低于 0.05mg/L,THMs 的

生成浓度不得高于 1.0
[26]

.图 3(a)为余氯随供水距离

增加的变化规律,X-0的余氯浓度最高,X-10达到最

低.余氯衰减速率受季节影响较为显著,因此按季节

对余氯的变化规律进行分析.X-0 的余氯平均浓度

在春,夏,秋和冬季分别达到(0.69±0.04),(0.77±0.11), 

(0.79±0.04)和(0.70±0.02)mg/L;X-10 对应的余氯平

均浓度分别为(0.23±0.06),(0.20±0.04),(0.31±0.10)和

(0.39±0.04)mg/L,余氯的平均衰减量分别为 0.46, 

0.57,0.48 和 0.31mg/L.相关研究影响供水管网余氯

衰减的主要因素有水温,水力停留时间,水质和管材

等
[27]

.当用水量上升时,水力停留时间较短,水量更替

速度加快会导致氯浓度保持相对较高的水平.此外,

水温会影响供水管网中细菌和病毒的繁殖速率以

及水中DOM与氯的氧化反应,水温升高会导致耗氯

量增加
[28]

. 

 

图 3  余氯和 THMs延长变化及指数模型拟合热图 

Fig.3  Prolonged changes in ECC and THMs and exponential model fit thermograms 

THMs 浓度则随供水距离显著升高 .根据图

3(c),X-0的 TCM最低,春,夏,秋和冬季 TCM的平均

浓度分别为 (2.87±0.77),(3.37±0.87),(2.76±0.56)和

(1.38±0.25)µg/L,而在 X-10 对应的 TCM 浓度分别

达 到 (6.48±2.06),(7.55±0.77),(6.06±1.22) 和 (2.87± 

0.47)µg/L.由 X-0 至 X-10,TCM 的平均浓度增量分

别为 3.61,4.18,3.31 和 1.49µg/L.在由水厂供水至管

道末端的过程中,夏季 TCM 生成量最多,冬季最少.

根据图 3(e),X-0 处 BDCM 的平均浓度分别为

(5.43±1.24)(春 ),(5.42±0.85)(夏 ),(4.22±0.82)(秋 )和

(3.08±0.36)(冬 )µg/L,对应季节管网末端 (X-10)的

BDCM 平均浓度分别为 (8.99±2.38),(9.96±1.17), 

(7.63±1.22)和(4.87±0.43)µg/L,BDCM 平均浓度增量

分别为 3.55,4.54,3.41和 1.79µg/L,BDCM在夏季的
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生成浓度仍为最高.从 X-0 至 X-10,DBCM 的浓度

增量分别为 2.28,3.73,2.50和 1.75µg/L(图 3(g)).根据

图 3(i),TBM的生成量最低,在 X-0 点位 TBM的平

均浓度分别为 (2.44±0.67)(春 ),(3.47±2.19)( 夏 ), 

(2.34±0.99)(秋)和(1.96±0.60)(冬)µg/L,对应季节末端

管段 (X-10)的 TBM 浓度也仅为 (2.81±0.73), 

(4.41±1.91),(2.64±1.21)和(2.23±0.69)µg/L,TBM浓度

增量仅为 0.37,0.94,0.30 和 0.28µg/L,但夏季的浓度

增量仍远高于其他季节.卢小艳等人对南方某河流

原水中的 THMs 前体物季节性研究发现,夏季藻类

繁殖会产生更高浓度的藻毒素,夏季 THMs 前体物

浓度显著高于其他季节
[29]

. 

值得注意的是,DBCM和 TBM存在显著的异常

点,6月DBCM在X-0,X-2,X-4,X-6,X-8和X-10浓

度分别为 10.21,10.59,11.20,11.92,12.69和 14.60µg/L,

对应月份和点位 TBM的浓度分别为 5.84,5.91,6.05, 

6.21,6.41和 6.57µg/L,该月份DBCM和 TBM的浓度

远高于其他月份,说明 6 月份管网末端的 DBCM 和

TBM含量最高,风险最大.这可能与原水中溴离子浓

度有关,6月份水源水受藻类影响较大因此臭氧投加

量较多,溴酸根的高反应性导致了卤素取代反应的

发生.相关研究也表明
[30]

,当溴离子含量达到 90µg/L

时,氯化消毒处理后生成的 THMs 中有 54%为溴氯

混合型.根据表 1,本研究中夏季原水的溴离子浓度

达到(100±40)µg/L,这是导致溴代三卤甲烷生成浓度

高的主要原因.因此,夏季导致 THMs 生成浓度高于

其他季节的主要原因有:(1)较高的水温加快了余氯

与 THMs 前体物的反应速率;(2)夏季藻类生长释放

易于生成 THMs的前体有机物. 

为进一步明晰余氯和 THMs 随季节和供水距

离的时空生成规律,应用指数函数拟合的模型结果

绘制余氯和 THMs时空分布热图,拟合参数结果和

精度如表 2 所示,拟合热图如图 3(b),(d),(f),(h),(j)

和(l)所示.根据表 2,春夏秋冬季节余氯的拟合参数

数值相差较小,而四种 THMs的参数则随季节变化

相差较大,尤其是夏季 TCM、BDCM、DBCM 和

TBM 的 y0分别达到 3.44,5.23,6.72 和 3.37,明显高

于其他季节的 y0,对应的 t1参数的绝对值也显著低

于其他季节的.根据图 3(b),余氯的时空分布较为均

匀,而 4 种 THMs 的时空分布差异较大,TCM、

BDCM和 DBCM在 4~9 月的 X-10 区域出现浓度

峰值,TBM的浓度峰值则出现在 5~6月的 X-10区

域.供水管网末端(8~10km)的 THMs浓度需重点关

注,且 4~9 月处于 THMs浓度高峰,6 月份达到最高

峰(THMs 浓度达到 39.06µg/L).根据时空分布热图

可知:(1)时间分析上THMs生成浓度较高的月份在

6 月份左右;(2)空间分析表明管网末端 8~10km 范

围的 THMs风险较高,因此需重点关注对 6 月份管

网末端的 THMs. 

表 2  供水距离与余氯、THMs的拟合参数 

Table 2  Fitting parameters of water supply distance with 

residual chlorine and THMs 

指标 季节 y0 A1 t1 R
2 

春 0.81 -0.12 -6.38 0.989 

夏 0.92 -0.15 -6.29 0.996 

秋 0.92 -0.14 -7.14 0.989 
余氯 

冬 0.90 -0.21 -10.99 0.984 

春 2.30 0.16 -9.09 0.933 

夏 3.44 0.05 -3.34 0.992 

秋 1.38 0.95 -35.41 0.993 
TCM 

冬 2.23 0.27 3.03 0.979 

春 5.19 0.26 -3.78 0.992 

夏 5.23 0.23 -3.33 0.959 

秋 4.27 0.08 -3.65 0.972 
BDCM 

冬 2.78 0.33 -5.44 0.993 

春 6.28 0.60 -6.57 0.981 

夏 6.72 0.69 -5.46 0.978 

秋 4.94 0.55 -6.02 0.972 
DBCM 

冬 3.67 0.88 -9.56 0.964 

春 2.72 0.16 -3.17 0.992 

夏 3.37 0.07 -2.43 0.977 

秋 2.80 0.04 -2.26 0.965 
TBM 

冬 1.31 0.09 -3.47 0.998 

 

2.3  机器学习模型建立 

为阐明不同因素与 THMs 生成之间的关系,选

择两种流行的 ML模型—RF和 GBDT建立用于预

测 THMs 的数据驱动模型.共收集到 142 组数据,输

入特征包括供水距离,水温,余氯,浊度,pH 值,UV254

和 DOC,输出为 TCM、BDCM、DBCM和 TBM.模

型的内置功能可计算出各变量的灵敏度系数,以便

选择关键因素来优化模型.基于RF和GBDT算法建

立模型的 THMs 实际值与预测值分布如图 4 所

示.RF算法对 TCM、BDCM、DBCM和 TBM的测

试集R
2
分别达到 0.804,0.788,0.781和 0.795(图 4(a)).

相比于 RF,GBDT 算法展现出更为优异的拟合性能,

测试集 R
2
分别达到 0.839,0.906,0.836 和 0.935(图
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4(c)).同样地,GBDT算法的训练集R
2
也显著高于RF

的,但 RF 算法训练集 R
2
与测试集 R

2
的差值明显高

于GBDT算法的,这说明RF算法相比较GBDT算法

具有更高的过拟合风险. 

 

图 4  基于 RF和 GBDT建立的机器学习模型结果 

Fig.4  Results of machine learning models built based on RF 

and GBDT 

表 3  模型因子选择及测试 R
2、MSE和MAE结果 

Table 3  Model factor selection and test R2, MSE and MAE 

results 

模型算法 输入因子 目标结果 测试 R
2 MSE MAE

水温,余氯,供水距离,pH值 TCM 0.804 0.556 0.507

水温,余氯,供水距离 BDCM 0.788 0.782 0.642

水温,余氯,UV254,供水距

离,pH值 
DBCM 0.781 1.032 0.662RF算法 

水温,DOC,余氯,pH

值,UV254 
TBM 0.795 0.320 0.291

水温,余氯,供水距离,pH值 TCM 0.839 0.457 0.395

水温,余氯,供水距离 BDCM 0.906 0.346 0.389

水温,余氯,UV254,供水距

离,pH值 
DBCM 0.836 0.772 0.553

GBDT算

法 

水温,DOC,余氯,pH

值,UV254 
TBM 0.935 0.103 0.159

 

此外,基于 GBDT 算法拟合模型的 MSE 和

MAE 数值显著低于 RF 算法的(表 3),此结果在其

他相关研究也得以证明,GBDT 算法在避免过拟

合方面展现出更加优异的性能
[31-32]

.基于算法原

理与思想,RF算法是基于决策树的集成学习算法,

通过随机选择样本自己和特征训练多颗决策树

实现分类和回归功能,最终建立模型;而 GBDT 算

法则是基于决策树的迭代优化算法 ,并通过对决

策树反复迭代,对计算残差进行拟合,最终损失函

数得到最小值或达到预定的迭代次数后建立预

测模型
[33-34]

.Li 等
[17]
在建立双水源供水系统的模

型时,也发现基于 GBDT 建立的数据驱动模型对

THMs 的预测精度 R
2
达到 0.9 以上.本研究中,基

于多颗决策树的残差拟合GBDT算法展现出更为

优异的性能. 

2.4  模型可解释性及驱动因素交互影响分析 

尽管机器学习在建立多参数 THMs 预测模型方

面展现出优异性能,但其存在的模型“黑箱”问题对模

型解释造成困难.因此,本研究应用SHAP算法对预测

性能最优异的GBDT模型做出解析,并对模型可解释

性及驱动因素交互影响做详尽分析.从图 5中可以看

出,红点分布在正坐标轴上,蓝点分布在负坐标轴上,

水温与 THMs浓度之间存在显著的正相关关系.供水

管网中的水温从 5.8℃(12 月)到 30.6℃(8 月)不等,证

实温度对DWDS中THMs的形成起着非常重要的作

用.作为关键反应底物的余氯与三卤甲烷的生成呈负

相关(红色圆点分布在负轴上,蓝色圆点分布在正轴

上),余氯作为造成 THMs 生成的关键反应底物,随着

其浓度降低,THMs生成浓度则越高.余氯与消毒副产

物前体物间的反应效率受水温影响,水温越高反应活

性越强,THMs 的生成速率越快.Wang 等
[35]
人对三卤

甲烷与管道水温之间关系的研究也得出了类似的结

论.供水距离与TCM,BDCM和DBCM的生成呈正相

关关系,这主要是因为随着供水距离的增加余氯与消

毒前体物的反应时间增加,供水时间等于供水距离/

流速,因此在距离水厂越远距离的 THMs 浓度越高.

王玲等人对成都市某区域生活饮用水中消毒副产物

含量及影响因素分析的研究中发现 ,供水距离与

THMs 含量呈正相关
[36]

.TBM 的生成效率和浓度则

主要取决于水中溴离子的浓度和 DOC 浓度
[37]

.一般

而言,较低的 pH 值有利于三卤甲烷在饮用水输送过

程中的形成,酸性环境(pH<5 时)下水中的氯主要以

HOCl 形式存在,更易与水中的 DOM 发生反应形成

氯代消毒副产物,如三氯甲烷.也有研究指出,高 pH值

会导致高分子量 DBPs的分解,进而导致 THMs赋存

浓度的增大
[38]

.在本研究中,pH值对 THMs的生成影

响较弱,呈现负相关关系,这主要是供水管网的 pH 值

维持在 7.0~ 8.0,pH值作为环境因子对 THMs生成影

响不如其他条件显著. 
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图 5  基于 SHAP算法的 GBDT模型结果解析 

Fig.5  Analysis of GBDT model results based on SHAP algorithm 

 

图 6  基于 SHAP算法的部分依赖图 

Fig.6  Partial dependency graphs based on SHAP algorithm 

通过计算每个特征值对模型输出的贡献,进一步

探究 GBDT模型中各驱动因素对 THMs浓度变化的

局部影响(图 6).SHAP 值的零线(黑色虚线)用以区别

关键因子对TCM,BDCM,DBCM和TBM所产生的正
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面影响和负面影响.水温与 4种 THMs的 SHAP值呈

正相关.根据图 6(a)和(d),当水温大于 15℃时 TCM和

BDCM的 SHAP值为正,而小于 15℃时对应的 SHAP

值则为负 .DBCM 的水温分界线则为 20℃ ,说明

DBCM 的反应活性受温度影响更大(图 6(g)).上述结

果表明,较高水温条件下该指标贡献较高,是影响模

型结果的关键因子,而低温条件下其贡献降低.值得

注意的是,水温对 TBM 的 SHAP 值并不呈单纯的正

向贡献或者负向贡献,当水温低于 20℃或高于 30℃

时,水温对 TBM的 SHAP值的影响为负向,而当水温

介于 20~30℃时(尤其是在 25℃),水温对其 SHAP 为

正向贡献(图 6(j)).由此可以推断,相比于水温,TBM的

生成速率受溴离子浓度影响更为显著.余氯与 4 种

THMs的 SHAP值呈显著负相贡献,当余氯浓度越高

时,其对模型结果的负向贡献越大,反之则越小.根据

图 6(b),当余氯浓度高于 0.45mg/L时,余氯对 TCM的

SHAP值产生负向贡献,即余氯浓度降低, TCM浓度

快速升高.当余氯浓度小于0.45mg/L时,余氯的SHAP

值为正 ,这证明具有活性前体物已基本参与反

应,TCM的生成活性受其他环境因子(尤其是水温)影

响更多.根据图 6(e)和(h),对于 BDCM和DBCM,余氯

的界限为 0.55mg/L.当余氯浓度小于 0.55mg/L 时,水

温和供水距离成为影响两种 THMs 生成活性的关键

因子.供水距离是影响 TCM和 BDCM的第三关键因

子 ,余氯浓度随着供水距离的增加降低 ,此阶段

(0~6km)THMs 生成速率最快,余氯消耗也最快.根据

图6(c)和(f),TCM和BDCM对应的SHAP值在0~2km

变化不明显,而在 2~10kmSHAP 值随着供水距离增

加显著上升,并以 6km 作为分界线,6km 后供水距离

对模型结果带来正向影响,且影响作用更大.基于

SHAP的局部解析证实了余氯小于 0.45~0.55mg/L时,

余氯对 THMs生成浓度的影响较低,这主要是由于供

水管网中具有活性的 THMs 前体物已经与余氯发生

反应,剩余 DOM 为活性较低的反应底物.根据图

6(i),UV254是仅次于水温和余氯影响 DBCM 生成的

关键因子,当 UV254高于 0.024cm
-1
时,对 DBCM 的

SHAP值产生正向影响,而低于 0.024cm
-1
时为负向影

响,这说明 UV254 的浓度限制(0.024cm
-1
)是能够评估

DBCM生成浓度的关键指标之一. 

2.5  展望与应用前景 

以往研究建立的THMs生成动力学模型主要基

于实验室数据,在各项因素可控的前提下建立的基

于反应时间和生成浓度的 THMs 动力学模型.但实

际饮用水供水过程中难以准确计算水龄,推断反应

时间的长短,因此难以在实际工程应用.在本研究中,

基于可解释机器学习算法的应用为供水管网多因

子预测模型的建立提供技术支持.结合以往文献研

究结果
[24]

,通过对拟合性能最优 GBDT 模型的

SHAP分析对模型结果做出解释,梳理了对模型结果

起到正面或者负面影响的关键因子.如图 7 所示,将

供水距离,水温,余氯,浊度,pH值,UV254和 DOC中的

关键因子作为输入因子可实现对供水管网不同位

置 TCM,BDCM,DBCM和 TBM的高效预测.模型识

别到水温 ,余氯和供水距离是影响供水管网中

THMs生成的关键参数,夏季在管网末端属于 THMs

的高风险区域.根据 SHAP 解析可知,保证供水管网

中余氯浓度小于 0.45,0.55 和 0.55mg/L 时可显著降

低余氯对 TCM,BDCM 和 DBCM 的影响比重;当

UV254低于 0.024cm
-1
时,可显著降低 DBCM 的生成

浓度.模型识别高温季节是造成 THMs 生成浓度过

高的关键因子.针对本研究的目标区域,6~8 月被识

别为该区域的水质高风险期,8~10km为 THMs生成

浓度最高的区域范围.在此期间应加强水处理工艺

的运维和采样检测工作,将采集到的数据输入模型

可快速预测 THMs 的生成,根据预测结果灵活调整

供水压力和加氯量等工况参数,保证供水管网水质

安全.此外,本研究建立的 THMs 随供水距离的生成

模型则有效避免了水龄计算,通过建立基于空间位

置和复合环境因子的预测模型,可有效预测供水系

统不同位置 THMs 的浓度,进而为水质分析提供便

利.毫无疑问,这项工作能够减少实际供水管网采样

工作,预警 THMs生成风险.此外,根据 SHAP的局部

解析证明UV254和Br可作为控制DBCM和TBM的

导向指标,这为水厂精准加氯提供参考依据. 

当然,本研究也存在如下不足和缺陷:(1)模型建

立所收集的数据量较少,模型准确度和泛化能力有待

提升.(2)模型预测边界有限,无法准确预测供水距离

大于 10km 处的 THMs.(3)模型数据基于苏州工业园

区某水厂供水系统,其模型迁移应用效能有待验证.

然而,ML 的另一个重要优势是自适应迭代学习,通过

积累水厂每年获取的新数据并将其输入模型,ML 算

法可以不断迭代和学习,从而提高 ML模型的泛化能
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力和准确性.在后续研究,我们将致力于提高模型的 预测精度,扩大模型的边界范围和应用条件. 

 

图 7  基于可解释机器学习算法建立供水管网 THMs生成模型及关键因子识别 

Fig.7  Generation model of THMs in water supply network based on interpretable machine learning algorithm and identification of 

key factors 

3  结论 

3.1  空间尺度分析表明,供水管网末端 8~10km 处

的 THMs 浓度处于高风险水平;时间尺度分析表明,

供水管网末端THMs的浓度在6月达到最高峰,浓度

为 39.06µg/L. 

3.2  机器学习可辅助构建多个环境因子与 THMs

浓度的数据驱动模型,其中梯度提升树(GBDT)算法

能够有效避免模型过拟合,训练集和测试集的 R
2
, 

MSE和 MAE 结果更接近,并对 4种 TCM, BDCM, 

DBCM和TBM的预测精度R
2
分别达到 0.839,0.906, 

0.836和 0.935. 

3.3  Shapley 附加解释(SHAP)对 GBDT 模型的全

局解析发现,水温,供水距离,UV254和 DOC与 THMs

生成呈正相关关系,余氯与 THMs 呈显著负相关关

系,此结果与先验知识一致,SHAP 能够有效解决传

统ML的“黑箱”问题. 

3.4  SHAP 的局部解析表明,供水管网中余氯浓度

小于 0.45,0.55 和 0.55mg/L 时可显著降低余氯对

TCM,BDCM和DBCM的SHAP值,因此水厂可基于

管网余氯监测结果,反馈控制出厂水余氯投加量.此

外,UV254的浓度限制(0.024cm
-1
)是能够评估 DBCM

生成浓度的关键指标之一,在进水 UV254 较高时,水

厂应严格控制该指标结果,进而减少 DBCM 生成

浓 度. 
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