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摘要：基于长春市城郊 200个土壤砷样本,结合极限梯度提升树与 GeoShapley算法,探究砷与环境因子间的异质性、非线性关系,并识别影响土壤砷含

量的局部主控因子及来源 .结果表明 :①极限提升树模型优于地理加权回归和多尺度地理加权回归模型 ,其拟合和预测 R
2 分别为 0.958 和

0.729;②GeoShapley 的结果显示,锰含量的平均贡献率居首位,是影响土壤砷最显著的特征变量,而空间位置的特征重要性排名第二,证实了考虑空间坐

标的必要性;③结合影响因子的 Geoshapley 空间分布图集发现,锰含量、碱解氮和硫含量是 99%样本点砷含量的首要影响特征,表明母质和农业生产是

砷的主要来源;④非线性关系图显示砷含量与各环境变量之间均存在阈值效应,特别是当锰含量高于 2g/kg、碱解氮高于 175mg/kg、硫含量低于 20mg/kg

时,砷含量达到峰值,在污染防控时应予以特别关注.本文证实了 Geoshapley算法的优越性和考虑空间位置因素的必要性. 
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Exploring key local influencing factors of arsenic content in suburban soils of Changchun city using the GeoShapley 

approach. ZOU Xin-ying1 , YAN Qing-wu1, WU Zi-hao1*, ZHU Yuan-li1, CHEN Yi-yun2 (1.School of Public Policy & Management, 

China University of Mining and Technology, Xuzhou 221116, China；2.School of Resource and Environmental Science, Wuhan 

University, Wuhan 430079, China). China Environmental Science, 2026,46(1)：289~300 

Abstract：sing 200soil As samples collected from suburban Changchun, this study combined the extreme gradient boosting tree 

(XGBoost) and the GeoShapley algorithm to explore the heterogeneity and nonlinear relationship between As and environmental factors, 

and to identify the local influencing factors and sources of As. The main conclusions are as follows: ① The XGBoost model had a fitted 

R
2 of 0.958, which was better than the geographically weighted regression and multiscale geographically weighted regression models, 

with fitted and predicted R2 values of 0.958 and 0.729, respectively. ② The results of GeoShapley showed that the average contribution 

rate of manganese content ranked first and was the most significant characteristic variable affecting soil As, while the spatial location 

characteristic ranked second in importance, confirming the necessity of considering spatial coordinates. ③ The spatial distribution of 

GeoShapley values of influencing factors revealed that manganese content, alkali-hydrolyzable nitrogen, and sulfur content were the 

primary influencing factors for local As content at most sampling points, accounting for 99% of the samples. This indicated that parent 

material and agricultural production are the main sources of As. ④ The nonlinear relationship plots showed that there was a threshold 

effect between As content and various environmental variables, especially when the manganese content was higher than 2g/kg, the 

alkali-hydrolyzable nitrogen was higher than 175mg/kg, and the sulfur content was lower than 20mg/kg, As reached the peak, which 

should be paid special attention to in pollution prevention and control. This paper confirms the superiority of GeoShapley algorithm and 

the necessity of considering the spatial location, and provides data support for the governmental departments to formulate the policy of 

localized prevention and control of soil As pollution. 
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砷是一种天然存在的有毒准金属,为我国第一

类重点防控污染物
[1]

.砷具有显著的生物富集性,能

在农作物中累积
[2]

,通过膳食途径对人体健康产生

威胁.城郊地区土地利用方式复杂,受自然条件、工

业及农业生产等多重影响,砷来源复杂.不同来源的

砷污染物治理措施差异大,增加防治的难度.因此,

准确识别土壤砷的局部主控因子及来源,是城郊地

区砷污染防治的关键前提,有利于降低生态与健康

风险. 
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地理加权回归模型(GWR)是一种通过建立局

部回归方程探索空间异质关系的模型
[3]

,能有效捕

捉区域空间非平稳性特征 ,已被广泛应用于土壤

重金属污染领域
[4-6]

.然而,GWR 属于线性模型,无

法揭示土壤污染与影响因子间复杂的非线性空间

现象. 

近年来,可解释的机器学习算法与沙普利加性

解释(SHAP)结合的形式受到学者们广泛关注
[7-9]

.

一方面,学者们使用随机森林、极限梯度提升树和

支持向量机等机器学习模型等探究土壤重金属污

染与环境变量之间复杂非线性关系
[9-11]

.相比于其

他机器学习模型,极限梯度提升树模型(XGBoost)

计算速率快 ,预测精度高 ,模型性能好 .另一方

面,SHAP 是一种基于博弈论的局部加性解释算法,

根据 shapley 绝对值大小关系确定因变量的局部主

要影响因子  

[12-13]
,例如,郑家桐等

[14]
使用 CatBoost- 

SHAP 耦合模型,以平均 SHAP 值量化了各因素的

影响,从而确定土壤重金属污染的关键因子,Zhou

等
[15]

基于 XGBoost- SHAP方法揭示了各环境变量

与生态系统服务之间非线性关系.然而在土壤砷污

染影响因素的识别研究中,重金属积累与环境变量

的空间变化关系普遍存在
[3]

,由于 SHAP 未考虑空

间位置特征对模型的贡献,因此易高估其他变量的

重要性,从而产生偏差. 

针对上述问题,Li
[16]

提出了 GeoShapley 解释方

法,该方法首次将空间坐标嵌入 Shapley 值计算过程,

实现了空间特征重要性和空间交互效应的量化.它

创新地采取了联合的方式来单独评估二维地理坐

标重要性,提供空间显性解释,并表征非空间特征与

地理坐标的非线性交互作用.该方法在满足空间匿

名性公理的同时,又保证了预算平衡性,有效弥补

SHAP解释方法在空间公平性分配上的不足,获得更

真实的评估结果. 

长春市宽城区是快速城镇化的典型区域,其东

南部和西南部为工业区,北部和东部多为农业区,西

北部多绿地,受功能区分异影响,砷污染来源存在明

显空间异质性,需要针对性地进行防治.本研究采集

宽城区 200 个土壤砷样本,使用 XGBoost 模型探究

土壤砷含量与环境变量的非线性关系 ,并结合

GeoShapley 算法确定土壤砷的局部主控因子及来

源,旨在为该地区砷污染防控提供科学支撑. 

1  材料与方法 

1.1  研究区概况 

研究区位于长春市宽城区中南部的城郊地区

(43°57′~44°7′ N,125°11′~125°24′ E)(图 1),占地面积

约为 245km
2
,属于温带大陆性半湿润季风气候,年平

均降水量为 550mm,年均气温 4°C,海拔在 187~246m

之间,是东北重要的粮食生产区,土地利用类型以农

用地和建设用地为主,少部分是绿地和水体,该地地

质多为砂石、卵石夹砂、砾石,土壤类型主要是草甸

土、黑土和黑钙土.由于近年来宽城区工业化、城镇

化快速发展,加重了该区域土壤重金属污染的风险. 

 

图 1  研究区位置和采样点分布 

Fig.1  Location and SOC spatial distribution of the study area 

该图基于自然资源局标准地图服务网站下载的审图号为 GS(2019)1822

号的标准地图制作,底图无修改 

1.2  数据收集与预处理 

1.2.1  土壤采样和实验室分析  基于土地利用类型,

采用分层随机采样方法,在 2017 年 9 月采集了 200

个表土样本(深度为 0~20cm),其中耕地样点 175 个,

建设用地样点25个.每个样品通过在1m
2
区域内混合

5 个子样品制备而成.采样过程中使用木铲,每次采样

后以净水清洗并用纸巾擦干,避免样品间的交叉污染.

收集的土壤样品风干至恒重,过 2mm 筛,研磨并储存

于实验室备用.取 0.25g 等分试样干燥土壤样品,用王

水(65% HNO3与 37% HCl,体积比为 1:3)将其进行消

解,随后使用原子荧光光谱法测定土壤中总砷的含量;

碱解氮含量通过 Kjeldahl 方法测定;在土壤与水的比

例为 1:2.5 的环境下,使用 pH 计测算土壤 pH 值;土壤
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全量锰含量的测定采用硝酸-盐酸-氢氟酸高压消解

法,消解液中的锰浓度通过火焰原子吸收光谱仪测定,

并据此计算土壤中锰的全量;土壤硫含量则通过磷酸

盐浸提-硫酸钡比浊法进行测定. 

1.2.2  环境变量的获取及预处理  本研究从土壤

砷的污染来源和迁移累积过程两方面选取了 17 个

环境变量(表 1).污染来源方面包括农业生产、城镇

化、工业生产和自然来源.其中,农业生产来源包括

作物类型、速效钾含量、有效磷含量和碱解氮含量;

城镇化来源包括道路密度和人口密度;工业生产来

源包括到建设用地距离和 PM2.5年均含量;自然来源

包括土壤母质、锰含量和硫含量.在迁移累积方面,

选取有机质、pH 值、高程、地形湿度指数、黏粒

含量和粉粒含量 6个环境变量. 

表 1  潜在影响因子及数据源 

Table 1  Potential impact factors and data sources 

项目 类型 影响因子 数据来源 数据精度 

作物类型 
国家地球系统科学数据中心 

http://www.geodata.cn 
30m 

速效钾含量 
国家地球系统科学数据中心 

http://www.geodata.cn 
90m 

有效磷含量 实测数据 — 

农业生产 

碱解氮含量 实测数据 — 

道路密度 
Open Street Map 

https://www.openstreetmap.org/ 
60m 

城镇化 

人口密度 
LandScan人口数据集 

https://landscan.ornl.gov/ 
30m 

到建设用地距离 根据土地利用数据计算得出 30m 

工业生产 
PM2.5年均含量 

国家青藏高原科学数据中心 

https://data.tpdc.ac.cn/ 
30m 

主要来源 

土壤母质 
地质科学数据出版系统 

http://dcc.ngac.org.cn 
10m 

 锰含量 实测数据 — 

 

自然来源 

硫含量 实测数据 — 

有机质 实测数据 — 

pH值 实测数据 — 

高程 
NASA地球科学数据 

https://nasadaacs.eos.nasa.gov/ 
30m 

地形湿度指数 
NASA地球科学数据 

https://nasadaacs.eos.nasa.gov/ 
30m 

黏粒含量 
SoilGrids数据库 

https://soilgrids.org/ 
30m 

迁移累积过程 环境因子 

粉粒含量 
SoilGrids数据库 

https://soilgrids.org/ 
30m 

 

高程数据(图 2(a))通过 NASA 地球科学数据

(https://nasadaacs.eos.nasa.gov/)下载得到;通过公开

信息 ,收集吉林省土壤环境重点监管企业名单和

2023 年宽城区污染源抽查企业名单,从名单中筛选

具体的污染企业,再结合百度地图坐标拾取系统和

坐标转换工具获得地理空间坐标;粉粒含量空间分

布图(图 2(b))通过 SoilGrids 数据库(https://soilgrids. 

org/)下载得到;PM2.5 年均含量(图 2(c))获取自国家

青藏高原科学数据中心(https://data.tpdc.ac.cn/),空

间分辨率为 30m;道路密度(图 2(d))通过 Open Street 

Map(https://www.openstreetmap.org/)下载得到,其中

包括高速公路、城市道路、郊区乡村道路等.以上数

据均在 ArcGIS10.2软件中处理. 

1.3  统计分析模型 

1.3.1  地理加权回归模型   地理加权回归模型

(GWR)是一种基于线性回归框架的局部回归模型.

它采用最优固定带宽,对研究范围内的各样本点建

立局部回归方程
[17]

,能有效捕捉空间非平稳性,揭示

自变量与因变量间空间异质关系,适用于分析不同

位置的驱动因子对土壤砷含量的影响.GWR 模型表
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达公式如下: 

 
0 ,

1
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m
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i

Y u v u v xβ β ε
=

= + +∑  (1) 

式中: 为因变量;(ui,vi)为点 i处的 j个解释变量的地

理坐标;β0(ui,vi)和βj(ui,vi)为其截距和斜率,斜率是模

型的回归系数;εi为随机误差项. 

 

图 2  潜在影响因子空间分布 

Fig.2  Spatial maps of potential influencing factors 

1.3.2  多尺度地理加权回归模型  多尺度地理加

权模型(Multi-scale GWR,MGWR)是地理加权回归

模型的改进模型.它打破了 GWR 中关于变量的单

一带宽假设,允许自变量以差异化的空间尺度影响

因变量
[18]

,有利于减少误差,提高模型的灵活性和

可靠性,更接近现实空间过程.MGWR 模型表达式

如下: 

 
0 , ,

1

( , ) ( , )
m
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i
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式中:βbw,j 表示局部回归过程中不同自变量的差异

化带宽;其他变量的含义与式(1)保持一致. 

1.3.3  极限梯度提升树模型  极限梯度提升树模

型(XGBoost)是以梯度提升决策树为基础的集成学

习算法
[19]

,能捕捉自变量和因变量之间复杂的非线

性关系.XGBoost 模型集成多个弱学习器,并考虑前

一轮预测的误差
[20]

,大幅提升了模型预测性能.此

外,XGBoost 对梯度提升决策树模型进行有效改进,

采用并行计算的方式,显著提高计算效率
[21]

.为避免

模型过于复杂,引入正则化项(包括 L1 正则化和 L2

正则化),通过惩罚模型的复杂度,有效避免过拟合现

象.目标函数公式如下所示: 
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式中:gi和 hi分别为 1阶和 2阶导数;I定义为每片叶

子上的样本集合;Ij为第 j片叶子上的样本集合;结构

函数 q表示输入样本到叶子题注索引号之间的映射

关系;T为树 f中叶子节点的总数目;γ和 λ为XGBoost

自定义参数,γ为 L1正则的惩罚项,λ为 L2正则的惩

罚项.fobj越小,说明树结构越 优. 

1.3.4  GeoShapley 算法  GeoShapley 是一种基于

博弈论的空间效应测量方法,能够量化空间位置的

重要性和考虑与其他特征的交互贡献
[16]

.作为局部

评估的解释方法,与 SHAP 算法类似,都与模型无关,

并均基于 Shapley值框架进行扩展评估,能测量每个

特征的重要性以及对结果带来的正负效益
[22]

,可视

化自变量与因变量之间的非线性关系.然而,相比于

SHAP, GeoShapley 进一步考虑了空间自相关关系,

以模型不可知的方式单独获取空间系数变化,通过

计算空间位置贡献及其与其他特征变量的交互贡

献,从而更准确地捕捉各点位上不同特征变量与因

变量之间的关系,得出更真实的结论.毫无疑问,对于

需要精细考虑空间作用的研究来说,GeoShapley 具

有显著的优势. 

计算 GeoShapley值的公式具体如下: 

 �

1 1

GE0 O, )O (GE
p p

j j

y j jφ φ φ φ
= =

+ += + ∑ ∑  (5) 

式中: ŷ表示 GeoShapley 值的大小, ŷ >0 时,表明在

某个采样点上,某特征与砷含量呈正效益关系, ŷ <0

时,表明在某个采样点上,某特征与砷之间是负效益

关系, 是常量基线值,表示在没有任何特征贡献的

情况下,模型的基础输出,φGEO 表示空间位置特征对

模型预测的边际贡献 ,测量了模型的空间固定效

应,φj 表示非空间位置特征 xj 对模型的独立贡献,这

种贡献不受空间位置的影响,φ(GEO,j)表示非空间位置

特征 xj的空间交互效应. 

φ(GEO,j)计算公式如下所示: 

\ \{GEO, }

!( 1
G

)!
{GEO, }

( !
EO

1)s M j

s p s g
j j

p g
φ

⊆

− − −
( , ) = Δ

− +
∑  (6) 

式中:GEO表示为一组大小为 g的位置要素,当地理

坐标为(x,y)时,g 为 2;p 是特征总数;S 是特征组合的
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集合;s 是 S 中特征组合的数量;M\\{GEO,j}是除了

{GEO, }j 之外的特征集合. 

1.3.5  模型实现  XGBoost 拥有出色的模拟空间

非线性趋势能力,与 GeoShapley 结合表现良好.故本

研究选择这两种模型进行土壤砷含量局部影响因

子探究,所有模型的构建和可视化均在 Python 平台

处理 ,主要使用 XGBoost 包和 Scikit-learn 包 . 

XBGoost 模型中树的数量是 996,深度为 9,学习率为

0.01,行采样比例和列采样比例分别是0.776和0.672,

训练集的 R
2
为 0.958,均方根误差为 0.391,平均绝对

误差为 0.308,残差平方和是 24.456.通过构建

GeoShapleyExplainer 解释模型的预测结果,将所有

样本点作为背景样本,用于计算 GeoShapley 值.令

random_state=0 确保每次运行时抽样的结果一致,设

置 n_jobs=-1 以加快计算速度. 

为提高预测性能,避免模型过拟合,研究使用了

遗传算法从 17个环境因子中识别出对模型影响最优

的特征变量组合,组合包括土壤锰含量、碱解氮、硫

含量、粉粒含量、高程、道路密度、PM2.5年均含量

和有效磷,并将它们输入 MGWR2.2 软件中,用于

GWR 和 MGWR 建模.在软件中,输入自变量、因变量

和坐标 ,Spatial Kernel 选择为 Adaptive Bisquare, 

Bandwidth searching设置 Golden Section,Model Type

默认为 Gaussian,选择了 AICc 指标为 Optimization 

Criterion,Advanced Options 进行默认设置.最后得到

GWR 和 MGWR两个模型的模拟结 果. 

1.3.6  模型精度评估  在本研究中,训练集和测试

集划分比例为 8:2,其中训练集有 160个点,测试集包

含了 40 个点.研究采用决定系数(R
2
)、均方根误差

(RMSE)、残差平方和(RSS)评估并选择最优模型.

具体公式如下所示: 

 2 2 2

1 1

1 ( ) / ( )
n n

i i i
R O P O O= − − −∑ ∑  (7) 

 2

1

1
RMSE ( )

n

i i
O P

n
= −∑  (8) 

 
1

RSS ( )
n

i i
O P= −∑  (9) 

式中:n代表了样本的数量;Oi表示第 i个样本的实际

观测值;O表示所有观测值的平均值;Pi 表示第 i 个

样本的预测值.R
2
范围在 0~1,越接近 1,表示拟合效

果越好;RMSE 值越大,误差也越大;RSS越小,说明拟

合程度越好,结果越可靠. 

2  结果与分析 

2.1  描述性统计 

如表 2 所示,砷含量在 6.24~15.97mg/kg 之间,

均值和中位数分别是 10.24 和 10.09mg/kg,本区域土

壤中砷的背景值为 10.25mg/kg
[12]

,平均砷浓度略低

于背景值,尚未超出土壤砷污染风险筛选值(30mg/ 

kg).然而,鉴于在土壤砷含量实测过程中,有 49%的

样本点含量超过背景值,说明该地区会面临较大砷

含量超标风险.变异系数为 18.26 %,表明土壤中砷

含量的离散程度和空间异质性低,锰含量范围处在

374.4~2135.6mg/kg 之间 ,其均值和中位数分别是

728.5和 717.1mg/kg,变异系数为 2.69%,变异程度小,

碱解氮含量、硫含量和有效磷含量分别是 30~ 

717.5mg/kg、10.75~232.71mg/kg 和 53~64mg/kg,变

异系数分别为 39.79%,68.24%和 3.42%.根据描述性

统计表内容显示,在实测的土壤性质中,硫的变异程

度最高,空间异质性最强;锰的变异程度最轻,空间异

质性和离散程度最低. 

表 2  描述性统计 

Table 2  Descriptive statistical results 

实测元素
均值±标准

差 
最小值 中位数 最大值 

变异系数

(%) 

砷(mg/kg) 10.24±1.87 6.24 10.09 15.97 18.26 

锰(mg/kg)
728.5±

19.55 
374.4 717.1 2135.6 2.69 

碱解氮

(mg/kg)

149.53±

59.50 
30.00 145.90 717.50 39.79 

硫(mg/kg)
31.50±

21.50 
10.75 26.11 232.71 68.24 

有效磷

(mg/kg)
59.41±2.03 53.00 59.33 64.00 3.42 

 

2.2  模型比较 

对土壤砷含量数据集进行空间自相关分析,发

现其全局莫兰指数为 0.471(P<0.05),说明砷存在空

间自相关性.根据遗传算法特征筛选结果,利用 SPSS

软件进行方差膨胀因子检验(VIF),诊断结果通过了

VIF 检验,表明特征之间均不存在多重共线性现象

(VIF<5),因此将它们输入地理加权回归(GWR)和多

尺度地理加权回归(MGWR)模型进行建模. 

基于 80%数据集划分的训练集,各模型训练结
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果如表 3所示,三种模型中XGBoost的R
2
最高,GWR

的 R
2
最低,说明XGBoost拟合效果最好.RMSE衡量

预测值与真实值之间差异,其中 MGWR 和 GWR 的

RMSE 均高于 XGBoost,说明在预测误差方面 , 

XGBoost准确性高.在残差平方和上,GWR的数值最

大,说明使用该模型后,数据的变异或者不确定性最

强,MGWR 次之,而 XGBoost 的残差平方和最小,表

明其预测值与实际观测值之间的总误差最小. 

表 3  模型比较 

Table 3  Model comparison results 

模型 R² RMSE RSS 

GWR 0.637 0.603 58.113 

MGWR 0.746 0.504 40.644 

XGBoost 0.958 0.391 24.456 

 

同时,根据 XGBoost 测试集的结果可知,测试 R
2

为 0.729,结合训练集评价指标情况,模型没有出现显

著性能下降,未观察到过拟合现象. 

综上分析,XGBoost 模型是最优模型,因此,后续

只展示 XGBoost 模型的结果. 

2.3  各影响因子全局和局部相对重要性 

2.3.1  影响因子重要性  基于 GeoShapley 值揭示

XGBoost 模型中各环境变量的相对重要性.图 3 结果表

明,对土壤砷含量产生首要、第二影响的特征分别是锰

含量和空间位置.空间位置特征的高影响性证实了

GeoShapley 的有效性和必要性.碱解氮、土壤硫含量和

粉粒含量的GeoShapley 相对平均值分别位列第三、第

四和第五,它们对土壤砷含量的影响虽然不及锰含量和

空间位置特征显著,但作用仍不可忽视.高程、PM2.5 年

均含量和有效磷含量对土壤砷含量也存在一定影响. 

在交互效应上,碱解氮、土壤锰含量和硫含量与

空间位置交互效应最高,说明碱解氮、土壤锰含量和

硫含量在不同的空间位置上的表现有显著差异,进

一步凸显空间异质性的重要性.粉粒含量、有效磷和

道路密度的交互效应最低,说明这些特征在不同空

间位置上的变化对土壤砷含量的影响相对一致. 

 

图 3  影响因子相对重要性图 

Fig.3  Relative importance of impact factors 

表 4 是影响因子的 GeoShapley 值情况.标准差能

够衡量数据在数值空间中的离散程度.锰的标准差最

大,说明数据点空间分布越分散,其GeoShapley 值波动

和变异程度也最大.有效磷的标准差最小,其数据波动

较平缓,变异程度最小,数据点空间分布越集中.中位数

会忽略极端数值的影响,分析数据集中趋势,按照绝对

值从大到小排序依次是锰含量、碱解氮、硫含量、粉

粒含量、道路密度、PM2.5 年均含量、有效磷和高程.

结合图4和表4的结果,对土壤砷含量贡献度最大的前

3个影响因子是锰、碱解氮和硫,这 3个影响因子的污
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染来源分别是自然来源和农业生产. 

表 4  影响因子 GeoShapley值的描述性统计结果 

Table 4  Descriptive statistical results of the GeoShapley 

values of impact factors 

影响因子 
标准差

(mg/kg) 

中位数

(mg/kg) 

最小值

(mg/kg) 

最大值

(mg/kg) 

锰含量 0.71 0.34 -1.15 1.72 

碱解氮 0.42 0.06 -0.93 1.09 

硫含量 0.26 0.05 -1.00 0.69 

粉粒含量 0.12 0.03 -0.28 0.48 

高程 0.11 -0.01 -0.17 0.44 

道路密度 0.14 -0.03 -0.15 0.99 

PM2.5年均含量 0.09 0.02 -0.25 0.38 

有效磷 0.07 0.02 -0.24 0.13 

 

2.3.2  影响因子 GeoShapley 值空间分布  图 4 为

各影响因子 GeoShapley 值空间分布图,其中,锰含量

的 GeoShapley 数值跨度最大,负值大部分分布在研

究区北部采样点中 ,而南部采样点中的锰含量

GeoShapley 多为正值.在碱解氮的 GeoShapley 空间

分布图中,数值大于 0 的采样点以东部、中部和西南

方向为主,数值小于 0 的采样点在北部和东南部分

布密集.硫含量和有效磷的正负 GeoShapley 值分布

都较离散.粉粒含量和高程的 GeoShapley 空间分布

相似,数值小于 0 的采样点多在研究区的正北、中

部、西南和东南部.道路密度 GeoShapley 值以负向

居多,说明该特征与土壤砷含量之间负效应明显. 

PM2.5年均含量中 GeoShapley 值大于 0 的采样点沿

着东北-西南方向块状分布. 

 

图 4  影响因子 GeoShapley值空间分布 

Fig.4  Spatial distribution of the GeoShapley values of the 

impact factors 

 

图 5  影响因子与总砷的非线性关系 

Fig.5  Nonlinear relationship between impact factor and total As 
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2.3.3  土壤砷含量与影响因子的非线性关系分

析    根据影响因子与总砷含量的非线性关系图(图

5),土壤砷含量和锰含量、碱解氮、粉粒含量和道路

密度均总体呈正相关关系,说明从整体上看,砷含量

随着这些影响因子的含量增加而增加.不同的是,锰

含量超过 1g/kg,砷增长趋势放缓,而粉粒含量达到

47 %的阈值后,土壤砷含量达到顶峰,之后呈轻微下

降趋势.当碱解氮含量达到 175mg/kg,此时砷含量最

高,随后缓慢下降.道路密度超过 6km/km²时,砷的上

升趋势由平缓转变为陡峭,说明道路密度越大,越有

利于砷的积累. 

土壤砷与硫含量、高程的关系总体呈负相关.

其中 ,砷与高程呈现复杂的波动关系 ,高程超过

210m 时,砷含量由下降趋势转为上升趋势,然而,

当高程超过 223.5m,趋势由递增转为递减.自然来

源的硫与土壤中的砷含量为负相关关系 ,这是因

为土壤中的硫元素被作物大量消耗却无法得到及

时补充,同时农户又施用含砷的高浓度肥料,导致

两者出现负相关关系
[23]

.因此,硫无法作为污染来

源判断的依据. 

土壤中砷含量随着 PM2.5年均含量递增,呈现先

上升后下降的变化趋势,总体表现为正相关关系.有

效磷含量为 59.9mg/kg时,土壤中砷的含量增长至最

高值,但随着有效磷含量超过 59.9mg/kg 后,砷与有

效磷转而呈负相关关系. 

2.4  砷的局部主控因子及来源 

 

图 6  砷的局部主要影响因子 

Fig.6  The main local influencing factors of As 

 

图 7  砷的局部来源 

Fig.7  Local sources of As 

根据采样点的影响因子 GeoShapley 绝对值大

小分别确定了首要、第二和第三影响因子.如图 6(a)

示,在 200 个采样点中,首要影响土壤砷含量的主导

因子是土壤锰含量,而受到碱解氮、硫含量、粉粒含

量和高程等因子首要影响的样本点仅有 34 个.对于

第二影响因子(图 6(b)),碱解氮和硫含量作为第二影

响因子的样本点的比例分别为44%和18.5%,锰含量

影响的点有33个,占比16.5%.第三影响因子(图6(c))
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中,采样点的砷含量主要受到硫含量和碱解氮的影

响,其中,以硫含量为第三影响因子的点有 56 个,占

比 28%,受到碱解氮影响的点有 30 个.综上,研究区

采样点砷含量的高低会显著受到土壤锰、碱解氮和

硫含量影响. 

结合砷的局部主要影响因子与表 1 中的来源对

应表,得出每个点的土壤砷来源(已剔除环境因子).

图 7(a)中,以锰含量为主要特征的自然来源是研究

区最主要来源.在第二来源(图 7(b))中,有 135个样本

点砷来源是以碱解氮为主的农业生产;在工业生产

中,将 PM2.5 年均含量细化为大气沉降来源,受该来

源影响的点多分布在研究区域北部;以道路密度为

主要特征的城镇化源,多分布在中部. 

综上所述,土壤砷含量的来源以农业生产和自

然来源为主,受土壤自然属性影响最明显. 

3  讨论 

3.1  GeoShapley 有效性分析 

GWR 是一种以空间非平稳性为前提的局部回

归模型
[24]

.基于空间异质性,该模型对传统回归方法

进行有效扩展,通过将采样点的空间坐标纳入回归

参数
[25]

,来探究不同空间位置上的特征变量对土壤

砷含量的影响程度.但GWR模型采用单一的核函数

和带宽计算权重,忽略了现实中不同变量间差异化

作用尺度
[26]

,导致产生偏差 .为解决这一问题 , 

MGWR 在 GWR 的基础框架上进行扩展,允许不同

变量的空间作用带宽发生变化
[26-28]

,兼顾局部效应

和尺度效应,模型更加灵活稳健,符合真实的空间过

程.但究其二者本质,两类模型都以自变量与因变量

之间的线性关系为前提.根据目前的研究
[29-31]

,发现

土壤重金属污染与环境变量之间存在复杂非线性

关系和交互效应,导致 GWR 和 MGWR 模型在该领

域的应用中存在局限性.而 GeoShapley 解释方法与

机器学习模型结合后,可以展示非线性关系
[32]

,并提

供更加合理可靠的解释.  

SHAP以加法特征归因为假设,基于联盟博弈论

理论,对 shapley 值进行加性组合来解释复杂的黑箱

模型 ,以此合理公平地分配每个特征对模型的贡

献  

[22]
.其优点在于能够同时提供全局和局部层面的

解释,有效揭示自变量和因变量之间的非线性关系.

而它的局限性在于难以单独评估空间位置特征的

重要性 ,无法有效捕捉空间交互效应 .同时 ,由于

SHAP在评估特征主要效应时,会包含空间特征与其

他特征的交互效应,导致高估某些特征的贡献,进而

在空间公平性分配中存在偏差.而 GeoShapley 在

shapley 的价值框架上引入地理权重矩阵,并采用

Joint Shapley 方法解释空间坐标组合特征的贡献,量

化空间依赖关系
[16]

, 实现了空间公平性.据研究结

果可知,GEO 特征贡献度排名第二,证明必须将地理

坐标纳入考虑范畴,所以更应该使用 GeoShapley,而

非 SHAP 作为 XGBoost 的解释方法.除此之外, 

GeoShapley 算法能区分特征的主要效应和交互效

应,更加真实地反映每个非空间特征的实际重要性. 

综上所述,在分析土壤砷含量局部影响因子过

程中,GeoShapley 算法的解释效果最好,有利于精准

探究不同位置的具体污染来源,从而制定针对性的

措施和砷污染防治战略. 

3.2  影响因子对土壤砷的作用分析 

GeoShapley 的结果表明,锰含量、碱解氮和硫含

量是研究区砷含量的局部主控因子,土壤母质和农

业生产是砷的主要来源. 

这一结论既有区域特殊性 ,又存在一定共

性.Zhu 等
[33]

利用 MGWR 探究长春土壤砷主控因

子发现,道路密度、黏粒含量、砂粒含量和氮元素对

砷有显著影响 ,这与本文结论有一定重合 ;Zhang

等  

[34]
基于随机森林模型分析了湖南西部地区砷污

染的影响因子,研究结果表明高程、道路和距离河流

距离为前三位关键因子.这与本研究确定的主导因

子不同,可能是研究区的地域差异导致.Zhang 等
[34]

以南方稻田土壤为重点监测对象,因地形原因,湖南

水稻广泛种植于梯田,而高程会通过影响地表径流、

沉积物积累等,直接或间接对水稻土的砷产生极大

影响,而本研究区属于松辽平原,地形平坦,且处于城

郊地带,工农业交织,高程作用不明显.同时,湖南以

双季稻种植为主,种植区需要频繁灌溉,在此过程中

可能将河流周边的含砷物质带入土壤.但长春种植

单季稻,灌溉类型也非河流依赖型灌溉,且研究区水

域面积小,因此距离河流距离因素对本研究区的砷

含量影响小.总结可知,砷含量的变化具有环境依赖

性,因此在解释主导因子对砷的影响机制时,要结合

当地实际情况具体分析. 

长春宽城区土壤中的锰主要来源于锰矿石风
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化、成土母质分解以及其他含锰矿物的地球化学过

程.作为一种重要的非生物氧化剂,锰在土壤中广泛

存在 ,其氧化物(如 MnO2)及铁锰复合氧化物(如

Fe-Mn 氧化物)对砷具有显著的吸附固定能力
[35-37]

,

通过表面配位、离子交换等机制与砷形成稳定的共

沉淀物,从而导致锰矿物中易富集砷,体现为锰与土

壤中砷含量呈正相关关系.李月芬等人
[38]

研究吉林

省西部土壤中 7 种不同形态砷与锰元素的相关性,

发现锰和多形态砷均呈正相关关系,与水溶态、腐植

酸结合态和残渣态砷的相关性尤为显著.Zhai 等
[39]

研究表明,中国东北松嫩平原地区的铁、锰元素与砷

呈现协同富集现象,同样,Yang 等
[40]
进行长春地区表

土重金属污染评价时,同样发现该区域的土壤砷与

铜、锌、铅和锰等重金属存在显著正相关.这与本研

究区域高度吻合,结论也保持一致.故针对因土壤锰

的高含量而导致砷超标的地区,可以适当施用锰改

性生物炭和种植锰高效作物
[41-42]

,通过主动吸收锰

元素的方式来辅助降低土壤的砷含量. 

碱解氮作为植物生长发育必须的元素之一,在

农业生产过程中,常通过施用氮肥或者有机肥料增

加土壤碱解氮的含量,以提升作物产量.而动物饲料

包含诸如罗沙松等砷化合物,使得动物粪便有砷的

存在
[33]

.当农户持续施用动物粪便这类有机肥时,土

壤砷含量也会随之增加.在探讨氮和土壤砷的关系

中,理论分析与本研究结论皆论证为正相关关系,这

与贾正雷
[43]

的研究结果一致.因此,对氮肥施用进行

优化管理是必要的,要根据作物生长的动态需要调

整施氮量,以实现精准施肥,还能通过使用无砷的动

物饲料添加剂、定期监测土壤中的氮元素和养殖场

饮水的砷含量等方式,达到降低土壤砷含量的目的. 

土壤中硫符合该区域的背景值(70mg/kg)
[44]

,因

此来源于自然环境.砷作为一种亲硫元素,易与硫生

成不溶性硫化矿物,常见的有砷黄铁矿、雄黄和毒砂

等
[35]

.含砷的硫化矿物通过风化或分解等地球化学

过程聚积在土壤中,两者关系应体现为正相关关系.

然而,本研究发现硫和砷呈负相关,这一现象可能与

研究区长期的农业管理方式密切相关.研究区土壤

长期连续种植高产作物,导致硫元素被作物大量吸

收消耗,与此同时,农户多施用复合肥和高浓度肥料,

这些肥料含有砷元素,还无法有效补充土壤中缺失

的硫,造成硫含量逐渐降低
[23]

.因此,随着硫的输出和

砷的持续输入,两者呈负相关关系.需要指出的是,硫

本身不能对砷产生有效影响,故无法将硫作为污染

来源的判断标准和直接依据,这一结果强调了在农

业生产中平衡养分输入的重要性,以减少土壤中潜

在污染物的积累.农户要及时为土壤补充硫肥,但要

注意避免与硝态氮肥混施. 

粉粒由于其小粒径,拥有较大的比表面积,能够

为砷等污染物提供更多吸附点,因此,土壤中粉粒含

量越高,砷的含量也随之增加
[45]

.本研究发现土壤中

粉粒含量与砷含量之间的正相关关系 ,这与 Zhu

等 

[33]
研究结果一致. 

道路密度多受城镇化影响,交通活动贡献尤为

显著.道路密度越大的区域,交通流量相应也越高.车

辆在行驶过程中,燃料燃烧会释放含砷的尾气,同时

轮胎磨损产生的含砷颗粒物会沉积在道路周边的

土壤中,导致砷含量升高.因此,道路密度与土壤砷含

量呈现正相关关系,这与本研究的结果一致.此外,燃

煤发电厂、金属冶炼厂、化工厂等在其工业活动过

程产生的 PM2.5等颗粒物通常含有砷及其他污染物,

会通过大气沉降作用进入土壤,加剧土壤砷污染.本

研究结果表明土壤中 PM2.5 年均含量与砷含量之间

总体呈正相关关系,这与现实的污染机制相符. 

综上所述,基于砷与环境变量之间复杂非线性

关系的研究,得出研究区内土壤砷含量高低受到土

壤自然特征影响最大.通过探讨砷的局部影响因子

和不同点位的污染来源,提出针对性解决措施,对未

来砷污染防控提供思路和指导. 

4  结论 

4.1  与 GWR、MGWR 相比, XGBoost 模型具有更

高的精度和拟合优度,训练集 R²为 0.958,测试集 R²

为 0.729. 

4.2  GeoShapley是基于shapley价值框架扩展的解释

方法,根据其相对重要性图可知,锰含量的平均贡献率

居首位,是影响土壤砷最显著的特征变量,而空间位置

特征的第二重要性表明了自变量与土壤砷污染间的

空间异质性,并证实了考虑空间坐标的必要性. 

4.3  结合影响因子的 Geoshapley 空间分布图集发

现,锰含量、碱解氮和硫含量是 99%样本点土壤砷含

量的首要影响因子,但硫无法直接影响土壤中砷含

量,不能成为判断来源的依据.这表明了母质和农业
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生产是砷的主要来源,其中自然环境的影响最明显. 

4.4  非线性关系图显示砷含量与各环境变量之间

均存在阈值效应,特别是当锰含量高于 2g/kg、碱解

氮高于 175mg/kg、硫含量低于 20mg/kg 时,砷含量

达到峰值,在污染防控时应予以特别关注. 
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