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摘要：基于机器学习和时间序列算法,对北京市顺义区 2018~2024年的花粉浓度进行了时间序列模拟预测研究.研究整合了传统统计模型、机器学习模

型和深度学习模型,并引入 36 种气象要素及其变量作为协变量以提升预测精度.结果显示,AutoGluon-TimeSeries(AG-TS)通过模型集成显著降低了过

拟合风险,在短期预测(1d)中表现优异,其中 DLinear模型以 R=0.68和 RMSE=206.5的综合性能最佳.相比之下,部分模型在预测时有高估或低估现象.研

究发现,花粉浓度呈现春季(3~5月)和秋季(8~10月)双峰特征,与气象变量的相关性反映了气象条件和植被物候的复杂影响.此外,模型性能随预测时间延

长衰减,如DLinear在 3d预测中 R值下降 18%,RMSE上升 15%.通过剔除低效模型并优化剩余模型,为花粉过敏预警提供了模型优化的方向和科学支持. 
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Research on pollen concentration prediction technology in Beijing based on the fusion of machine learning and time series 
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Abstract：In this paper, a time-series simulation prediction study of pollen concentration in Shunyi District, Beijing, China, for the 

period of 2018~2024 was carried out based on machine learning and time-series algorithms. The study integrates traditional 

statistical models, machine learning models and deep learning models, and introduces 36 meteorological elements and their variables 

as covariates to improve the prediction accuracy. The results show that AutoGluon-TimeSeries (AG-TS) significantly reduces the risk 

of overfitting through model integration, and performs well in short-term prediction (1day), with DLinear model having the best 

overall performance with R=0.68 and RMSE=206.5. In contrast, some models overestimated or underestimated the predictions. It 

was found that the pollen concentration showed double peaks in spring (March~May) and fall (August~October), and the correlation 

with meteorological variables reflected the complex effects of meteorological conditions and vegetation phenology. In addition, the 

modeling performance declined with the extension of prediction time, e.g., the R-value of DLinear decreased by 18% and the RMSE 

increased by 15% in the 3-day prediction. By eliminating the inefficient models and optimizing the remaining models, the direction 

of model optimization and scientific support for pollen allergy early warning were provided. 
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花粉过敏对公共卫生的影响日益显著
[1]
.根据

世界卫生组织(WHO)的统计,全球约 30%人口受季

节性过敏性鼻炎困扰,花粉暴露是其主要诱因
[2-4]

.在

中国,随着城市化快速推进和植被结构变化,花粉浓

度在时空分布上呈现明显波动,导致过敏性疾病发

病率逐年上升
[5-6]

.以北京市为例,随着花粉浓度增加,

过敏性鼻炎和哮喘的风险显著上升,而在相同花粉

浓度下,过敏与更高的哮喘风险相关
[5]
.花粉过敏不

仅仅会引发鼻塞、结膜炎等短期症状,长期的花粉暴

露还可能导致哮喘症状的加重、睡眠障碍以及认知 

收稿日期：2025-04-09 

基金项目：中国气象局创新发展专项重点项目(CXFZ2025J074);北京市

气象局青年创新团队(CXTD202506) 

* 责任作者 , 高级工程师 , lyctze1986@gmail.com; ** 副教授 , 

zsb@cuit.edu.cn 



6008 中  国  环  境  科  学 45卷 

 

功能的下降
[7-8]

.全球由此产生的直接医疗费用以及

间接生产力的损失,每年的总额已经达到了数 10 亿

元人民币
[9]
.因此,建立高精度花粉浓度预测体系不

仅是环境监测的技术需求,更是公共卫生管理中亟

待完成的任务. 

围绕花粉预测,国内外学者已探索多种建模方

法,包括传统统计方法、机器学习及数值模式等.传

统方法主要基于统计模型,如多元回归、时间序列分

析、自回归积分滑动平均等,依赖历史花粉数据并结

合气象因素进行预测..例如,多元回归可以较好地模

拟花粉浓度与气象变量的关系
[10]

,但该方法在处理

非线性时存在明显局限性
[11]

.此外,ARIMA 等时序

方法能够较好地捕捉时间上的趋势和季节性变化,

但它对非平稳时间序列的建模能力有限,且难以适

应突发性气象变化
[12]

.因此,尽管传统方法在早期研

究中占主导,因其对复杂环境适应能力不足,已逐渐

被更先进的机器学习和数值模式方法取代. 

近年来,机器学习方法在花粉预测中取得了显著

进展.与传统统计方法相比,机器学习方法能够更好

地处理高维、非线性和复杂交互的数据,提高预测精

度
[13]

.例如,支持向量机(SVM)、随机森林(RF)、极端

梯度提升(XGBoost)和神经网络(ANN)等
[14-15]
方法已

被广泛应用于花粉预测研究.其中 RF 方法通过集成

多个决策树提高了预测稳定性,并在多项研究中表现

出较高的准确度
[14]

.深度学习方法,如卷积神经网络

(CNN)和长短时记忆网络(LSTM),在处理时序数据

时展现出强大的建模能力.特别是 LSTM在长期时间

依赖性建模方面具有天然优势,使其在花粉浓度预测

中表现突出
[16]

.然而,机器学习仍面临数据需求大、可

解释性低、计算资源消耗高等挑战,且花粉数据时空

异质性较大,模型泛化能力往往较差. 

数值模式是另一类常用于花粉预测的方法,主要

包括物理-化学过程模型和大气传输模型.数值模式

方法通过模拟花粉的释放、传播和沉降过程,结合气

象模式(如WRF-Chem、RegCM-pollen),可以在较大

空间尺度上提供高分辨率预测
[17-19]

.相比统计和机器

学习方法,数值模式能够更好地描述花粉浓度的物理

变化过程,并具备较强的可解释性.然而,该方法对初

始条件和输入参数(如花粉释放率、风场、降水等)

高度敏感,计算成本高昂,并且在短时间尺度上预测

精度不稳定
[20]

.因此,在实际应用中,研究人员常常将

数值模式与机器学习方法结合,以优化预测性能. 

由于花粉浓度具有的时间相关性和季节性特

征,本文基于北京市顺义区连续 7a(2018~2024)的花

粉观测数据和气象数据使用时间序列预测模型来

预测花粉浓度,时间序列预测模型在处理时变数据

时具有天然优势,因为它可以直接学习数据的时序

特征 ,而无需手动提取时间序列特征
[21]

.特别是

Transformer 在近年的发展,使得基于注意力机制的

预测模型能够更好地处理长时间跨度的浓度数

据  

[22-23]
,从而提高预测准确性,这为未来精准花粉预

警系统的构建提供了新的思路. 

1  资料与方法 

1.1  花粉数据 

 

图 1  北京市顺义区花粉监测站点 

Fig.1  Pollen monitoring station in Shunyi District, Beijing 

背景着色为海拔高度 

本研究基于北京市顺义区气传花粉观测站(图

1)2018~2024 年花粉季节(3~10 月)的每日花粉浓度

观测数据展开,旨在构建并优化区域花粉浓度预测

模型.数据采集期间,花粉由于重力作用自然沉降在

采样器表面,通常 24h 采样结束后,使用琼脂碱性复

红染色剂对花粉进行染色,并在光学显微镜下进行

人工读数.为确保数据质量,本文基于花粉浓度的统

计分布特征对原始数据进行了严格的质量控制,通

过分析发现,当阈值设定为2×10
3
粒/(m

2
⋅d)时,可涵盖

99%以上的有效观测数据 ,故剔除了超过 2×10
3

粒  /(m
2
⋅d)的极值,以消除异常值对模型训练的干扰,

从而保障数据的完整性和可靠性.同时对缺测数据
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采用线性插值法进行填充,以保持时间序列的连续

性.在数据使用方面,2018~2022 年的数据被用于模

型的训练与参数优化,而 2023~2024 年的数据则作

为独立测试集,用于评估模型的预测性能与泛化能

力.图 2 展示了用于模型训练和测试的每日花粉浓

度时间序列图,图中清晰呈现了花粉浓度的季节性

波动特征,包括春季和秋季的两个显著峰值,这与北

京市主要致敏植物的花期高度吻合. 

 

图 2  2018~2024年北京市顺义区模型训练和预测的实际日

总花粉浓度 

Fig.2  Actual daily total pollen concentration for model 

training and prediction in Shunyi District, Beijing from  

2018 to 2024 

1.2  气象数据 

气象条件可以通过热力学和动力学作用调控

花粉的时空分布,是影响花粉浓度水平的最重要控

制因素之一,其变化不仅直接影响植物物候进而决

定花粉的释放,还通过风和降水调控花粉的扩散和

沉降
[24-25]

.为了全面量化气象条件对花粉浓度的影

响,本研究使用的气象数据来自北京市顺义区的国

家气象监测站 ,站号为 54398,坐标为 40.11°N, 

116.63°E,该数据系统性地整合了包括日平均气压、

日平均气温、日降水量、日平均相对湿度、日平均

风速、日照时数等在内的 36种气象要素(表 1),涵盖

了大气热力、动力及水分条件的关键指标,能够为花

粉浓度的时空分布提供多维度的气候背景信息.此

外,研究还引入了年和月日计数等时间特征,以捕捉

花粉浓度的季节性波动规律.针对气象数据中可能

存在的缺测值,研究采用线性插值方法进行填充,确

保数据连续性和完整性.为进一步挖掘气象条件对

花粉浓度的潜在影响,研究计算了有效积温(通过累

积日平均气温高于发育起点温度的温度值,反映植

物生长的热量条件),能够捕捉气象条件对花粉浓度

的累积效应和非线性响应,为模型提供更丰富的输

入信息.在数据预处理阶段(图 3),气象数据与花粉观

测数据通过站点编号和时间戳进行精确对齐,构建

了一个多变量时间序列数据集,其中每个时间点的

数据包括花粉浓度及其对应的气象条件特征.这种

多变量时序数据集的构建不仅能够反映花粉浓度

与单一气象因子的关系,还能揭示多气象要素协同

作用下的复杂机制,例如高温低湿天气可能促进花

粉释放,而强风则可能加速花粉扩散,但降雨又可能

通过冲刷作用暂时降低空气中花粉浓度
[26]

.通过将

气象数据作为额外的特征输入到模型中,本研究能

够更全面地评估气象条件对花粉浓度的影响,并为

后续构建高精度预测模型奠定数据基础. 

表 1  气象要素的含义和单位 

Table 1  Meanings and units of meteorological elements 

物理量名称 单位 物理量名称 单位

日平均气压(prs_mean) hPa 日极大风速(gust_max) m/s

日最高气压(prs_max) hPa 日平均地表温度(st_mean) ℃ 

日最低气压(prs_min) hPa 日最高地表温度(st_max) ℃ 

日平均海平面气压

(msl_mean) 
hPa 日最低地表温度(st_min) ℃ 

日平均气温(t2m_mean) ℃ 日平均 5cm地面温度(stl5) ℃ 

日最高气温(t2m_max) ℃ 日平均 10cm地面温度(stl10) ℃ 

日最低气温(t2m_min) ℃ 日平均 15cm地面温度(stl15) ℃ 

日平均相对湿度

(rh2m_mean) 
% 日平均 20cm地面温度(stl20) ℃ 

日最低相对湿度

(rh2m_min) 
% 日平均 40cm地面温度(stl40) ℃ 

日平均水汽压(e_mean) hPa
日平均 80cm地面温度

(stl800) 
℃ 

日降水量(tp) mm
日平均 1.6m地面温度

(stl1600) 
℃ 

日夜间降水量(tp_night) mm
日平均 3.2m地面温度

(stl3200) 
℃ 

日白天降水量(tp_day) mm 日平均草面温度(ct_mean) ℃ 

日小型蒸发量(zf_small) mm 日最高草面温度(ct_max) ℃ 

日大型蒸发量(zf_big) mm 日最低草面温度(ct_min) ℃ 

日平均风速(ws_mean) m/s 日平均总云量(tcc) 1/10

日平均 10min风速

(ws10_mean) 
m/s 日平均低云量(lcc) 1/10

日最大风速(ws_max) m/s 日照时数(rzh) h 

注:所有变量均基于逐小时观测数据计算. 

1.3  时间序列预测 

时间序列预测方法是一种通过对历史数据中

的时序依赖性建模,从而推断未来某一时间段内变



6010 中  国  环  境  科  学 45卷 

 

量变化的统计学方法
[27]

.其核心假设是数据在时间

维度上存在潜在规律,如趋势性、季节性和随机性,

且未来状态与历史状态具有关联性
[28-29]

.时间序列

预测方法广泛应用于气象、金融、交通等领域
[30]

,

其模型大致可分为传统统计模型、机器学习模型和

深度学习模型三大类.传统统计模型在捕捉季节性

波动和气象影响方面优于传统的历史平均法,能够

捕捉花粉数据的季节性和自相关性,结合气象变量

后显著提升预测能力,但需要长期高质量数据校准

参数,短时间或缺失数据可能导致模型不稳定,其

“黑箱”特性使其难以直观解释变量间具体关系
[31]

.

机器学习模型可以通过将时间序列转换为基于窗

口的回归任务
[32]

,并引入特征工程,还能够捕捉时间

序列的自相关性和动态依赖关系
[33]

.深度学习模型,

如 LSTM 通过记忆单元和门控机制(输入门、遗忘

门、输出门)能有效捕捉花粉数据中的长期依赖关系

和非线性动态.还可以通过卷积层过滤噪声,提取关

键气象特征,提升模型鲁棒性
[34]

.对单峰季节性和全

年分布均表现出高适应性,尤其在预测突发性花粉

事件时优于传统方法.但面临计算复杂度高、数据质

量依赖和解释性不足等挑战
[34]

. 

在本研究中,本文使用 AutoGluon的 TimeSeries 

Predictor 工具进行模型训练 , AutoGluon-Time 

Series(以下简写为 AG-TS)是一个开源的自动化机

器学习库,专注于概率时间序列预测
[35-36]

.其核心设

计理念是易用性和鲁棒性,用户仅需少量代码即可

生成高精度的点预测和分位数预测.通过集成多样

化的模型(统计模型、机器学习模型、深度学习模型)

减少过拟合风险,AG-TS 在有限时间内可以实现高

准确性的预测
[37]

.然而,对极端长序列的扩展性、小

数据集的适应性以及功能扩展仍是未来改进的重

点
[38]

. 

AG-TS 采用动态层次化集成策略:首先在扩展

模型空间(包含传统统计模型、深度学习模型和预训

练时序大模型)中进行多样性采样;然后通过滑动窗

口验证评估各模型在近期数据上的表现;最终使用

带正则化的加权平均算法生成集成预测,其中权重

系数通过最小化验证集的 MASE 指标优化获得.该

机制既能充分利用各模型优势,又能通过持续更新

的权重调整适应数据分布变化.配置中指定了时间

步长为 3d、MASE为评估指标以及气象数据为协变

量.AutoGluon学习了前面各种类型模型的特点并在

最后进行了集成,以便 AutoGluon 自动选择表现最

佳的模型. 

1.4  时序模型优化流程 

 

图 3  数据处理和时间序列预测模型技术路线 

Fig.3  Technical roadmap for data processing and time series 

prediction mode 

 

图 4  Dlinear模型均值预测和不同分位数预测的R和RMSE

值对比 

Fig.4  Comparison of R and RMSE values for mean prediction 

and different quantile predictions of the Dlinear model 

使用了 AutoGluon 中全部的时序预测学习器,

在实际检验中,发现 AG-TS的部分学习器表现较差

或无法有效拟合数据:例如 DeepAR、PatchTST、

Average和Croston_2模型未能捕捉到数据中的日变

化趋势,预测结果仅呈现两个低幅峰值; Weighted 
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Ensemble、Naive和 Seasonal Naive模型的预测值与

观测值完全一致或滞后,缺乏研究价值;而 Zero模型

则输出全零预测,完全脱离实际数据分布.这些问题

的原因可能在于模型本身的算法局限性或假设与

数据动态特征不匹配,导致无法有效捕捉实际时序

模式.针对这些问题,本文首先剔除了这些明显拟合

较差的模型,随后基于剩余有效模型进行了针对性

的二次训练.在模型训练完成后,代码进一步处理了

测试数据的准备和预测过程.预测部分通过循环遍

历测试日期,逐步生成未来 3d的花粉浓度预测结果,

并将不同模型的预测结果合并保存到 CSV 文件中,

包含分位数预测(0.1~0.9)及均值预测.以 DLinear 模

型为例(图 4),通过对均值预测及不同分位数预测的

R 和 RMSE 进行对比分析,发现均值预测在整体精

度和稳定性上表现较好.具体而言,均值预测的 R 值

相对高于分位数预测,且 RMSE 值相对较低,表明其

能够更准确地捕捉花粉浓度的整体趋势和波动特

征.此外,代码还处理了已知协变量的输入,确保模型

在预测时可以利用当前的气象信息,从而提升预测

精度.根据 R值大小,研究从 29个时间序列预测模型

中筛选出 R 值大于 0.5 的 10 个模型进行对比分析

(图 2).这些模型的对比分析不仅揭示了不同方法在

花粉浓度预测中的性能差异,还为模型选择与优化

提供了科学依据. 

表 2  筛选后的时间序列预测模型及原理 

Table 2  Selected time series prediction models and their principles 

模型名称 原理描述 适用场景 

Theta[39] 
通过分解线性趋势与残差项进行双指数平滑,适合具有

明显趋势但季节性较弱的数据. 
趋势明显、季节性较弱的时间序列数据. 

Auto ARIM[40] 
基于自回归积分滑动平均模型(ARIMA),通过自动化参

数搜索优化传统 ARIMA的建模流程. 

平稳或可通过差分平稳的时间序列数据,适合自动化建

模需求. 

Chronos Zero Shot(CZS)[41] 
一种预训练模型,通过迁移学习实现跨领域泛化,适合低

数据场景. 
数据量较少或需要快速部署的场景. 

Chronos Fine Tuned(CFT)[42] 
在 Chronos 基础上通过微调适配特定任务,提升预测性

能. 
需要结合预训练模型与领域特定数据的场景. 

Temporal Fusion Transformer(TFT)[43]
通过特征选择机制动态加权历史信息与外部变量,适合

处理多源异构数据. 
多变量输入、复杂非线性关系的时间序列数据. 

TiDE[44] 

一种基于多层感知机(MLP)的时间序列预测模型,通过

结合线性和非线性特征,处理协变量和复杂的依赖关系,

提供高效的长时间序列预测. 

具有明显趋势和季节性的时间序列数据. 

Wave Net[45] 
利用扩张卷积捕捉长期依赖性,适合处理高分辨率时序

数据. 
高分辨率、长期依赖性较强的时间序列数据. 

ARIMA[46] 
经典的自回归积分滑动平均模型,通过线性组合历史值

和误差项进行预测. 

平稳或可通过差分平稳的时间序列数据,适合线性关系

建模. 

Simple Feed Forward(SFF)[47] 
一种简单的全连接神经网络模型,通过多层感知机拟合

非线性关系. 
非线性关系较强但数据量适中的时间序列数据. 

DLinear[48] 
通过趋势-季节分解与独立线性层映射,在保持高效计

算的同时捕捉长期依赖关系. 
趋势和季节性明显且需要高效计算的时间序列数据.

 

2  结果与讨论 

2.1  气象和花粉浓度数据分析 

在进行时间序列预测模型预测之前,对气象数

据及花粉浓度数据进行了统计分析,以揭示影响花

粉浓度变化的关键因素及其时空分布特征.图 5 展

示了北京市顺义区 2018~2024年花粉浓度的频率分

布特征,基于 90%分位数分为低浓度组和高浓度组.

低浓度组中 ,花粉浓度集中分布于 0~50×10
3
粒 / 

(m
2
⋅d),频率随浓度升高呈显著右偏态衰减特征;而

高浓度组则呈现广域分布 ,花粉浓度集中分布在

250×10
3
~750×10

3
粒/(m

2
⋅d),其频率亦随浓度递增呈

单调递减趋势.值得注意的是,高浓度组在部分天数

出现显著跃升现象,表明该区域存在突发性花粉暴

露事件,可能对敏感人群产生急性健康风险.整体数

据表明,顺义区花粉浓度以低背景水平为主导. 

根据相关性分析结果(图 6),气压与草面温度、地

面温度、气温及水汽压呈现强负相关(r<-0.7),可能是

地表受热升温导致空气膨胀上升,近地面气压降低,

同时温度升高促进蒸发作用,水汽压随之上升,形成
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稳定的负反馈循环;气温与草面温度、地面温度、水

汽压存在强正相关(r>0.8),反映太阳辐射是地表能量

收支的核心驱动力,地表吸收短波辐射后通过长波辐

射和感热通量加热近地空气,同时促进土壤层间热传

导,这一过程主导了局地热环境的时空差异;相对湿

度与草面温度、降水量及水汽压呈中度正相关(r>0.3),

而与风速负相关(r<-0.3),可能是因为温度升高导致

蒸发,从而增加大气水汽含量,但若未伴随降水或平

流补充,可能导致相对湿度下降,另外强风加速近地

面空气混合,促进蒸发散热,从而抑制湿度累积;花粉

浓度与地面温度、草面温度呈弱正相关(r>0.1),与降

水量、相对湿度、气压呈微弱负相关,这表明适度升

温加速植物生长,促进花粉释放,降水直接冲刷大气

花粉颗粒,高湿度环境增加花粉吸湿沉降,低压系统

常伴随上升气流,可能增强花粉垂直扩散. 

从图 7 可以看出,北京的花粉季节主要集中在

每年的 3~10 月,这与植物生长周期和气候条件密切

相关.3~5 月是春季花粉高峰期,尤其是 4 月,花粉浓

度达到全年峰值,主要来源于桦树、松树等早春开花

植物,这些植物的花粉释放量较大,对过敏症患者的

影响尤为显著
[49-50]

.夏季(6~7月)花粉浓度相对较低,

但仍有一定波动.8~10 月是秋季花粉高峰期,主要花

粉类型来自禾本科植物、艾蒿和莎草等秋季开花植

物,这一时期的花粉浓度虽不及春季峰值,但仍对过

敏人群构成显著威胁
[51]

.此外,花粉浓度的年际变化

和季节性分布还受到环境因素和人为活动的共同

影响.例如,城市化进程中的绿地规划可能改变局部

植被类型,进而影响花粉的种类和浓度
[52]

;空气污染

(如 PM2.5)可能通过与花粉颗粒的相互作用加剧过

敏反应
[53-54]

;气候变化可能导致花粉季节延长和花

粉生成量增加
[55-56]

.这些因素的复杂交互作用使得

花粉浓度的预测更具挑战性,但也为多变量时间序

列模型的构建提供了丰富的数据基础. 

 

图 5  2018~2024年期间北京市顺义区的花粉浓度频率 

Fig.5  Pollen Concentration Frequency in Shunyi District, 

Beijing from 2018 to 2024 
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图 6  花粉浓度与气象要素的相关系数 

Fig.6  Correlation coefficients between pollen concentration and meteorological factors 

 

图 7  2018~2024年期间北京市顺义区的月花粉浓度分布 

Fig.7  Distribution of monthly pollen concentration in Shunyi 

District, Beijing from 2018 to 2024 

2.2  时间序列预测模型对比 

对比了不同时间序列模型预测花粉浓度的表

现(图 8),发现多数模型在 1d预测期内能大致跟踪浓

度变化趋势 ,比如 DLinear 模型(R=0.68, RMSE= 

206.5×10
3
粒/(m

2
⋅d))整体效果较好,说明它更适合处

理花粉数据的线性变化规律.其他模型存在明显问

题:其中TFT模型(图 8(f))整体预测值偏低,可能是模

型对数据波动 “学习不足 ”,导致预测时过于保

守;Theta 模型(图 8(g))在春季出现系统性高估,尤其

当实际浓度较低时预测值显著偏高,这可能与其基

于历史均值的趋势外推机制有关,无法适应春季物

候突变的低浓度波动 ;WaveNet 模型 (图 8(h))和

ARIMA模型(图 8(j))的预测问题在于前者春季出现

过多峰值 ,后者 3 月份峰值过于高估 ,可能是

WaveNet 模型的扩张卷积结构对局部波动敏感 , 

ARIMA模型的线性假设与非线性花粉动态冲突. 

为了对花粉过敏患者提供有价值的早期预警,

本文集中研究了时间序列预测模型在不同时间跨

度内的表现,重点分析了 1~3d的预测结果.通过对多

种模型预测结果的分析,我们明确了预测时间对模

拟结果稳定性的影响.由图 9 可见,各模型在提前 1d

和提前 3d 的预测中,花粉浓度的拟合线形状较为一

致.然而,这种一致性也凸显了多次预测与提前期为

1d 时的共同问题.值得注意的是,多数模型在多次时

间推移预测中表现出显著差异,这反映了预测的时

间滞后性,以及预测性能相应的降低和改进.通过图

10 的分析更说明,各个模型在预测第 1d 的 R 值和

RMSE 值均显著优于第 2~3d 的预测结果,表明短期

预测1d的精度和稳定性明显高于第2~3d.然而,随着

预测时间延长至第 2~3d,R 值逐渐下降,RMSE 值则

显著上升,表明模型的预测性能随时间的推移而衰

减.总体而言,预测 1d 的效果较好,尽管存在时间滞

后性,短期预测依然是相对稳定和有效的. 
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图 8  10种时间序列预测模型第 1d的花粉浓度预测与观测对比 

Fig.8  Comparison of pollen concentration prediction and observation on the first day of 10time series prediction models 

 

图 9  6种时间序列预测模型预测 1~3d的花粉浓度与观测对比 

Fig.9  Comparison of 6time series prediction models predicting pollen concentration for 1~3 days with observations 
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图 10  10种时间序列预测模型预测 1~3d的 R和 RMSE对比 

Fig.10  Comparison of R and RMSE predictions for 1~3 days using 10 time series prediction model 

2.3  讨论 

本研究基于北京市顺义区连续 7a(2018~2024

年)的花粉浓度观测数据与气象数据,系统构建并

优化了多变量时间序列预测模型,旨在提升区域花

粉浓度预警的精度与可靠性.通过整合传统统计模

型、机器学习模型及深度学习模型的优势 ,结合

AG-TS框架的自动化集成能力,本研究揭示了时间

序列预测在花粉浓度动态建模中的核心价值,并深

入探讨了气象-物候交互作用对花粉时空分布的影

响机制. 

花粉过敏已成为全球性公共卫生问题,其发病

率与城市化进程、气候变化及植被结构变化密切相

关
[57-59]

.通过分析花粉浓度以及气象数据揭示了花

粉浓度的分布特征,低浓度占主导,而高浓度虽频率

较低,但对过敏人群影响显著
[60]

.这一分布与北京植

被物候特征密切相关,春季(3~5 月)的桦树、松树花

粉与秋季(8~10月)的禾本科、艾蒿花粉分别形成年

度双峰
[4]
.相关性分析进一步表明,地表温度与气温

是驱动花粉浓度的核心气象因子,其正相关性源于

热量积累对植物花期与花粉成熟的促进作用
[5]
.然

而,降水量与相对湿度的负相关揭示了气象因子的

双重作用:短期降雨虽可冲刷花粉,但长期高湿度可

能抑制释放
[61]

.值得注意的是,草面温度的正相关暗

示地下热力条件通过调控植物根系活动间接影响

花粉生成,这一发现拓展了传统气象驱动的单一视

角
[62]

.此外,城市化导致的绿地类型变化(如人工植

被替代原生植物)可能改变花粉种类组成
[6]
,而 PM2.5

与花粉的协同效应
[63]
进一步复杂化了健康风险评

估.这些发现为多变量时序模型的构建提供了关键

依据,例如通过引入 NDVI 卫星数据
[64]

,可增强模型

对空间异质性的捕捉能力. 

与以往研究相比,本研究在花粉浓度时间序列

预测方法上展现出多维度创新优势 .首先 ,通过

AG-TS 框架,实现了传统统计模型(如 ARIMA、

Theta)、深度学习模型(如 TFT、WaveNet)及预训练

模型(如 Chronos)的自动化集成与优化,突破了传统

单一模型依赖的局限性,有效结合不同算法的优势,

显著提升了模型泛化性与预测精度.其次,研究系统

性整合了 36 种气象要素及衍生特征作为协变量输

入,充分量化气象条件对花粉浓度的动态影响,克服

了传统方法因忽略多源数据交互而导致的预测偏

差.此外,基于R值和RMSE指标,通过剔除低效模型,

如 DeepAR、Zero模型等和二次训练优化模型性能,

从29个候选模型中筛选出10个高精度模型(R>0.5),

并解决了传统研究中模型冗余与过拟合问题.最后,

结合均值预测与分位数预测(0.1~0.9),既保障了整

体趋势的准确性,又量化了预测不确定性,为公共卫

生预警提供了更全面的决策支持. 

时间序列预测模型在本研究中展现出对花粉

浓度动态变化的高效捕捉能力,尤其是在短期预测

(1d)中表现突出.DLinear模型以 R=0.68和 RMSE= 

206.48 的综合性能在捕捉线性趋势与季节性特征
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方面表现最佳,其通过趋势-季节分解与独立线性

层映射,在保持计算效率的同时有效建模长期依赖

性
[65-66]

.相比之下,TFT模型虽在多变量输入和非线

性关系建模中具有优势
[67]

,但预测值普遍偏低,表

明其对数据波动的学习能力不足;Theta 模型因依

赖历史均值外推
[39]

,可能在春季低浓度时出现系统

性高估;WaveNet 模型的扩张卷积结构虽能捕捉长

期依赖,但对局部噪声敏感
[68]

,可能导致春季预测

峰值过多. 

此外,模型性能随预测时间延长显著衰减:1d 预

测的 R值普遍高于 2~3d预测,例如 DLinear模型在

3d预测中 R值下降 18%,RMSE值上升 15%.这一现

象表明,模型性能随预测时间延长而逐渐衰减存在

多种原因.气象条件是影响花粉扩散的关键因素之

一,随着预测时间范围的扩大,气象要素的不确定性

会逐渐累积.短期预测可以依赖相对准确的气象数

据,但中长期预测中,气象模型的误差会不断叠加,导

致花粉浓度预测的偏差增大.例如,风向的微小变化

可能在几天后显著改变花粉的传输路径
[69]

,而模型

难以完全捕捉这种非线性效应.此外,花粉扩散本身

涉及复杂的物理过程,包括颗粒的悬浮、湍流混合、

干湿沉降等
[70]

.花粉的粒径和密度等特性使其在大

气中的滞留时间和传播距离存在较大变数
[71]

,时间

跨度越长,这些因素的交互作用越复杂.短期预测中,

局部源主导的花粉浓度可能相对稳定,而中长期预

测需考虑跨区域传输和多次沉降-再悬浮过程,进一

步增加了建模难度.从模型角度看,现有方法在捕捉

长期依赖关系和复杂非线性动态时存在局限性.虽

然线性模型能较好地拟合局部趋势,但对花粉浓度

随气象条件变化的滞后效应或突发天气事件的响

应能力不足.同时,季节性变化和年际波动可能使模

型在长期预测中难以平衡历史规律与实时动态.这

些因素共同导致预测误差随时间延长而放大,表现

为 R 值下降和 RMSE 上升.未来研究可通过融合更

精细的气象耦合机制、引入花粉源动态变化模块或

改进模型对长期时空关联的建模能力来缓解这一

问题. 

这些问题反映出三个共性原因:一是模型对季

节转换期的气象突变响应不足
[72]

;二是训练数据中

春秋季的高浓度样本较少,模型缺乏对极端值的预

测能力;三是花粉释放与植物生长阶段、天气因素存

在复杂关联
[73]

,现有模型可能只捕捉了部分简单规

律,却忽略了更复杂的生物-环境交互作用
[74]

.因此,

短期预测(1d)因其较高的稳定性和实用性,可作为当

前花粉预警系统的核心输出,而中长期预测需通过

引入动态气象预报数据或耦合物理模型以提升可

靠性. 

在国际上也有类似的研究,Cordero 等
[75]
采用了

LightGBM(轻量级梯度提升机)和 ANN(人工神经网

络)两种机器学习方法对西班牙马德里社区 10 个站

点的花粉季峰值日期以及每日花粉浓度进行了预

测,数据集覆盖了从 1993~2018 年.与本研究相比, 

Cordero等研究的时空范围要更广,从结果上来看,其

峰值预测与每日浓度预测的效果要优于本文,R²值

可以达到 0.6.Csépe 等
[76]
使用 CL(计算智能)方法对

法国里昂和匈牙利塞格德两个城市进行了每日花

粉浓度的预测,该方法包括多层感知器(MLP)、树算

法、MLPRegressor,数据集覆盖了从 1997~2006 年.

与本研究相比,该研究对每日花粉浓度预测了 1~7d,

并且效果要优于本研究,预测 1d的R值可以达到 0.9,

同时也出现了模式的预测随时间衰减的现象.但本

研究的优势在于使用 AG-TS 框架集成 29 种模型,

显著提升泛化能力,引入 36 种气象要素及其衍生变

量,以及对 1~3d的预测进行了比较分析,通过剔除低

效模型和二次训练优化流程,为花粉预测提供了可

复用的技术路线.另外本研究集成的模型中不包含

上述等人使用的模型,基于他们使用模型的预测效

果,在后续的研究中可以加入这些模型以提升模型

的准确性. 

相较于传统统计方法,多变量时间序列模型通

过整合气象要素、物候特征及历史浓度数据的动态

耦合关系,能够实现未来 72h 的高分辨率预测.未来

可以整合卫星遥感数据、社交媒体健康报告及医院

就诊记录,提升数据的时空分辨率与覆盖范围;结合

数值模式(如WRF-Chem)的物理机制与机器学习的

非线性拟合能力,开发混合模型,以增强对极端事件

的预测鲁棒性
[77-79]

;基于实时数据流与边缘计算技

术
[80]

,构建自适应更新模型
[81]

,实现分钟级花粉浓度

预警;通过迁移学习或联邦机器学习技术
[82-84]

,将北

京市模型适配至其他气候区,验证模型的普适性与

可迁移性.此外,加强跨学科合作将是推动花粉预警

系统从研究向实际应用转化的关键. 
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3  结语 

本研究通过综合应用传统统计模型、机器学习

模型及深度学习模型,并结合 AG-TS框架的自动化

集成能力,对花粉浓度进行了预测.研究表明,北京花

粉季节呈双峰模式,春季(3~5 月)和秋季(8~10 月)为

高峰期,峰值出现在 4 月,与北京市主要致敏植物的

花期高度吻合 .花粉浓度呈右偏分布 ,低浓度

(0~50×10
3
粒/(m

2
⋅d))占主导,高浓度(250×10

3
~750× 

10
3
粒/(m

2
⋅d))频率低但可引发急性健康风险.气象因

素对花粉浓度的时空分布起到了重要的调控作用,

尤其是温度、降水量、风速等气象要素对花粉浓度

的影响较为显著.花粉浓度与地面温度、草面温度呈

弱正相关,与降水量、相对湿度和气压呈微弱负相关.

在对比的时间序列预测模型中,DLinear 模型在 1d

预测期内表现最优 (R=0.68,RMSE=206.5×10
3
粒

/(m
2
⋅d)),但模型预测性能随预测时间延长而下降,第

1d 预测精度显著高于第 2~3d.本研究通过 AG-TS

框架整合多种模型和大量气象协变量,显著提高了

花粉浓度预测的精度和可靠性,为花粉过敏预警提

供了技术支持,这对于改善公共卫生状况、降低花粉

过敏对人群健康的影响具有重要意义. 
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