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摘要：以华东地区为研究区域,围绕交通产生的 CO2以及其对 O3的贡献(下文简称“O3”)构建 15个驱动因素指标体系.首先,采用 Lasso回归模型筛选关

键变量;其次,引入 RF(随机森林)与 XGBoost(极端梯度提升)模型开展特征重要性分析,并结合 SHAP方法对各驱动因素的贡献度进行可视化解释,构建

了系统的驱动因素识别与排序分析框架.研究表明,华东地区交通 CO2排放总量持续增长,至 2022年,上海、江苏与山东三省合计占比达 62.18%; O3浓度

高值区域主要集中于东北部.其中安徽省O3浓度增幅高达 92.25%.在模型性能方面,RF模型在变量解释力和稳定性上优于XGBoost.其中,其CO2排放与

O3浓度的 R
2均大于 0.8,MSE 均为 0.001,MAE 均小于 0.1.SHAP 分析结果显示,交通 CO2排放的主要驱动因素包括人口密度、货运周转量、第三产业

产值和城镇化水平;而 O3浓度则受人口数量、交通运输业产值、载货汽车数量和城市道路长度等因素影响. 
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Driving mechanisms of traffic-related CO2 and O3 based on interpretable machine learning. ZHANG Huang-fan, XIE Zheng-yi, 

WEN Xiao-juan, WANG Shuo, WENG Da-wei, XU Yi-nuo, HU Xi-sheng, ZHANG Lan-yi* (College of Transportation and Civil 

Engineering, Fujian Agriculture and Forestry University, Fuzhou 350108, China). China Enviromental Science, 2025,45(11)：6058~6067 

Abstract：This study focuses on East China, establishing a 15-indicator system to investigate the driving mechanisms of 

traffic-related CO2 emissions and their contributions to ozone (O3) concentrations. First, the Lasso regression model is employed to 

screen key variables. Then, feature importance is assessed using Random Forest (RF) and Extreme Gradient Boosting (XGBoost) 

models, with the SHAP method used to visualize the marginal contributions of each factor. A systematic framework for identifying 

and ranking driving factors is thus constructed. Results indicate that traffic-related CO2 emissions in East China have shown a 

continuous upward trend, with Shanghai, Jiangsu, and Shandong together accounting for 62.18% of total emissions by 2022. High O3 

concentration zones are primarily located in the northeastern subregion, with Anhui Province experiencing a remarkable increase of 

92.25%. In terms of model performance, the RF model outperforms XGBoost in both explanatory power and stability, achieving R² 

values above 0.8 for both CO2 and O3, with MSE values of 0.001 and MAE values below 0.1. SHAP analysis reveals that the main 

drivers of CO2 emissions include population density, freight turnover, tertiary industry output, and urbanization level; while O3 

concentrations are primarily influenced by total population, transport sector output, the number of freight vehicles, and urban road 

length. 
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气候变化与环境污染已成为全球可持续发展

的主要障碍,交通运输业作为能源消耗和污染物排

放的重要来源,其环境影响日益突出
[1-4]

.华东地区位

于中国东部沿海,是我国经济最发达、交通运输最活

跃的区域之一,依托完善的交通网络、优越的地理区

位和多项优惠政策.实现了交通业的快速扩张.然而,

随之而来的能源消耗与大气污染问题亦日益严重,

亟需从源头进行机制解析与治理路径研究.因此,识

别华东地区交通 CO2排放以及与交通相关的 O3浓

度(以下简称“交通 O3”)的关键驱动因素,对于推动

区域交通行业绿色低碳发展具有重要现实意义. 

明确不同省份交通 CO2排放与 O3浓度的主要

驱动因素,是构建区域差异化减排机制和制定精准

治理策略的基础依据.当前,在交通 CO2排放研究方

面,已有研究主要运用标准差椭圆法、增量动力分析 
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和全局莫兰指数等方法分析多尺度下CO2排放影响,

并揭示空间分异模式与动态耦合机制
[5-6]

.基于前期

研究经验,课题组已应用对数平均迪氏指数法、广义

对数迪氏分解法、时空地理加权回归和地理探测器

等方法广泛探讨了交通领域 CO2 排放的驱动因素,

并为不同区域的减排路径提供理论参考
[7-12]

;在 O3

浓度研究方面 ,学者们常采用如 WRF-Chem 和

CMAQ 等大气输送模型定量分析不同地区 O3对关

键参数的敏感性
[13-14]

.相较于传统方法 ,近年来

RF(随机森林)、XGBoost(极端梯度提升)、神经网络

等机器学习算法凭借其在相关性识别、变量筛选和

模型优化方面的优势,在交通碳排放与大气污染物

研究中展现出良好适用性
[15-17]

.然而,现有研究多聚

焦于单一污染因子或单一算法,缺乏碳排放与污染

物协同视角下、多方法交叉验证下的关键因素识别

研究.值得关注的是,O3污染不仅危害人体健康,还会

通过降低 CO2同化速率,削弱植物的碳吸收能力,从

而降低生态系统的净初级生产力
[18-19]

,从而加剧温

室气体与污染物的耦合效应.因此,识别交通 CO2排

放与 O3浓度的核心驱动因素,对于实现“减污降碳”

协同增效目标具有重要科学价值. 

综上.本文以华东地区为研究对象,围绕交通

CO2 排放与 O3 浓度两类关键污染指标,构建 Lasso

回归筛选变量,采用RF与XGBoost模型量化变量重

要性,并引入 SHAP方法开展可解释性分析. 

1  材料与方法 

1.1  驱动因素选取 

表 1  华东地区交通 CO2和 O3浓度驱动因素 

Table 1  Driving factors of traffic-related CO2 and O3 

concentrations in East China 

序号 驱动因素 符号 序号 驱动因素 符号

1 人口数量 P 9 城市道路长度 URL

2 地区生产总值 GDP 10 客运周转量 PT

3 人均国内生产总值 PGDP 11 货运周转量 FT

4 第三产业生产总值 TGDP 12 绿化面积 GA

5 民用车数量 AN 13 城镇化水平 UL

6 载客汽车数量 PSV 14 交通运输业产值 TP

7 载货汽车数量 T 15 人口密度 PD

8 社会消费品零售总额 TSG    

 

交通运输业的CO2排放和O3浓度受社会经济、

交通运输及环境等多重因素的综合驱动,为系统识

别二者的驱动机制,本文在梳理国内外有关 CO2 排

放和 O3 浓度的研究成果的基础上
[8,20-24]

,初步筛选

出 15 项具有代表性的潜在驱动因素.变量名称及其

符号见表 1. 

1.2  数据预处理 

在模型构建之前,对原始数据进行标准化处理

是提升模型学习效率与预测精度的重要前提.标准

化的核心目标在于将各特征变量统一至相同的数

值尺度,从而消除因量纲差异和取值范围不一致对

模型训练过程造成的干扰.采用 Min-Max 归一化方

法对原始数据进行预处理,该方法不仅有助于简化

数据结构、提高模型的收敛速度,还能有效减弱异常

值的不利影响,增强模型的泛化能力
[25]

,表达式如式

(1)所示: 

 ' min

max min

X X
X

X X

−

=

−

 (1) 

式中:X 是原始数据;X
′
是归一化后的数据;Xmin 和

Xmax分别是数据的最小值和最大值. 

1.3  研究方法 

1.3.1  交通 CO2 排放量测算  在本课题组前期研

究基础上,采用“自上而下”方法对华东地区各省(市)

的交通 CO2 排放量进行量化核算
[10]

.该方法通过交

通能源消费数据与排放因子相结合
[9-11,26-28]

.其中,

能源消费数据来源于各省(市)统计年鉴;排放因子

数据来源于文献[9-11,26-28];具体计算见式(2): 

 
1

EF

n

p i i

i

T E

=

= ⋅∑  (2) 

式中:TP为地区 P 的交通运输 CO2排放量;Ei为第 i

种化石燃料的能源消耗量;EFi为第 i 种化石燃料的

CO2 排放因子.不同能源类型的 CO2 排放因子计算

如下: 

 9 3
EF NCV 10 CC OF 10 44 /12

i i i i

− −

= ⋅ ⋅ ⋅ ⋅ ×  (3) 

式中 :NCVi 为第 i 种化石燃料的平均低位发热

量;CCi为第 i 种化石燃料的单位热值含碳量;OFi为

第 i 种化石燃料的碳氧化率;44/12 为 CO2与碳的相

对质量之比. 

1.3.2  驱动因素分析与筛选  为提升模型预测精

度并减少冗余信息干扰,在建模前对初步筛选的 15

个潜在驱动因素进行变量分析与特征筛选.首先,采

用 Pearson 相关系数法评估各变量与交通 CO2排放

及 O3浓度之间的相关性,其系数绝对值越接近于 1,
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表示变量间相关性越强. 

为进一步筛除冗余变量并缓解多重共线性问

题,本文引入 Lasso 回归模型进行特征选择.通过引

入 L1 正则化项对模型复杂度进行约束,在实现变量

压缩的同时提升模型稳定性.具体流程包括对数据

进行归一化处理,将驱动因素作为解释变量、交通

CO2排放与 O3浓度作为因变量,利用交叉验证确定

最优正则化参数 λ,并完成模型拟合.最终保留回归

系数大于零的变量作为主要驱动因素.其优化目标

函数为: 

 { }2

12
min

W
T y wλ= − +X  (4) 

式中:X为特征矩阵;y为预测值;λ为控制正则化强度

的超参数;w为特征的回归系数. 

1.3.3  模型构建  为进一步分析各驱动因素与交

通CO2排放及O3浓度之间的关系,分别构建基于RF

和 XGBoost 两种集成学习算法的预测模型. 

(1)RF 模型由多个独立的决策树组成 .采用

Bootstrap采样与Bagging聚合策略.通过对多个子模

型的预测结果加权平均以提高整体模型的鲁棒性

与泛化能力
[29-30]

. 

(2)XGBoost 模型在梯度提升框架下迭代构建

多个决策树.利用一阶与二阶导数信息对损失函数

进行优化.在每轮迭代中修正前一轮残差误差.最终

加权集成输出预测结果
[31-32]

. 

1.3.4  SHAP可解释分析  为增强模型输出的可解

释性,本文引入 SHAP 方法对模型训练结果进行特

征贡献度分析.SHAP 基于博弈论中 Shapley 值的思

想.能够量化每个输入变量在不同样本上的边际贡

献,实现全局与局部层面的统一解释
[33]

.与传统特征

重要性评估方法相比,SHAP可更有效识别变量间的

非线性交互关系.适用于复杂机器学习模型的可视

化解释,近年来已被广泛应用于环境科学与智能建

模领域. 

1.4  数据来源 

交通能源消费数据来源于华东地区各省(市)

历年《中国能源统计年鉴》.涵盖原煤、汽油、煤

油、柴油、燃料油、液化石油气与天然气等七类

交通能源.碳排放因子所需参数(包括平均低位发

热量、单位热值含碳量与碳氧化率参照)《综合能

耗计算通则》、《省级温室气体清单编制指南》、《中

国陆上交通运输企业温室气体排放核算方法与报

告指南》等权威文件,并结合本团队前期研究成果

进行统一修正
[11]

.社会经济与交通运输等驱动因

素数据来源于各省(市)历年统计年鉴.此外,考虑到

交通运输业、仓储和邮电业在统计口径上存在交

叉,且后者在总排放中占比较小,故将三者合并处

理以保证数据的完整性与可比性
[34]

.O3 浓度数据

主要来源于中国环境监测总站发布的各省(市)实

时监测数据,在此基础上,结合相关研究文献
[35]

,提

取并估算出交通源相关的年均 O3 浓度水平,覆盖

整个研究时间段的区域尺度特征. 

2  结果与讨论 

2.1  交通 CO2排放测算结果与空气质量分析 

华东地区 2003~2022 年交通 CO2排放量及 O3

浓度估算结果如图 1 所示 .图 1(a)~(d)展示了

2014~2022年各年份下交通 CO2排放的空间分布演

变特征.可以看出,交通 CO2排放总量呈持续上升趋

势,尤其在山东、江苏和上海等东部沿海省份表现最

为显著.其中,2022年上海交通 CO2排放量达到全区

域最高值 ,累计贡献占比达 22.44%,其次为山东

(21.99%)与江苏 (17.75%), 三省合计 占 比 高达

62.18%.相比之下,福建与江西受限于地形地貌、工

业基础与交通规模 .CO2 排放水平相对较低 .图

1(e)~(h)进一步揭示了O3浓度的空间演化态势.高值

区集中于华东北部.尤其是安徽省,其 O3 浓度在

2014~2022年间增幅高达 92.95%(图 2(b)),成为增长

最快的省份.该现象的成因可能包括:① 人口密度

较高.使得民用车保有量增加.2022年,山东、江苏、

安徽与上海四省(市)的民用汽车保有量合计占全区

58%.其中,安徽省在四省(市)的民用车数量总增长

速度最为迅速,为 61.29%;② 区域经济与交通网络

发达,导致交通活动频繁,从而增加 O3 前体物排放.

安徽省作为华东地区交通枢纽之一,网络布局不断

完善,全省高速公路通车总里程较 2012年增加 60%,

交通流量随着显著提升. 

图 2(a)显示了各省(市)交通 CO2排放的累计占

比,其中上海、山东和江苏三地处于领先地位,结构

性贡献突出;圆形图反映O3浓度的区域分布特征,整

体趋势与 CO2 排放具有一定空间一致性,但不完全

重合.图 2(b)进一步量化了各省(市)2003~2022 年交
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通CO2排放与O3增长率,结果显示O3浓度整体增速

普遍高于 CO2,尤其在安徽、江苏和山东等北部省份

表现最为明显,体现出 O3污染问题在华东地区的加

剧趋势.福建和浙江则表现出较为温和的增长态势.

其中,浙江通过推进产业结构优化与节能减排政策,

有效控制了 O3浓度的过快上升;福建因其山地丘陵

面积占比高达 74.63%,有利于污染物的扩散与稀释,

成为区域内 O3浓度最低的省份. 

 

图 1  华东地区交通 CO2和 O3浓度空间分布(2014~2022年) 

Fig.1  Spatial Distribution of Traffic-Related CO2 Emissions and O3 Concentrations in East China (2014~2022) 

审图号:GS(2019)1822 

 

图 2  华东地区交通 CO2和 O3浓度结构与增长趋势 

Fig.2  Structural composition and growth trends of traffic-related CO2 emissions and O3 concentrations in East China 

2.2  驱动因素分析与筛选 

2.2.1  变量相关性分析  为探究驱动因素与交通

CO2排放与O3的相关性系数,采用Pearson相关系数

方法来衡量这些因素之间的关系.系数的取值范围

介于-1~1 之间,绝对值越接近 1,表示变量间的相关

性越显著.相关性分析结果如图 3 所示,其中图 3(a)

对应交通 CO2排放,图 3(b)对应 O3浓度.图中点的大

小表示相关系数的绝对值,颜色深浅则反映相关方

向与强度. 

结果显示,交通 CO2排放和 O3与 GDP、TGDP、
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GA、TP、URL、TSG 等因素相关系数为 0.5~0.8.

其中,GA与CO2相关性最强(0.64),PSV与O3极强相

关性(0.8),表明它们之间存在极强的正相关性,表明

随着经济活动与交通流量的增长,交通 CO2 排放和

O3 浓度亦呈上升趋势,反映了交通系统对区域排放

水平的放大效应. 

此外, CO2与 PGDP、FT、PT、UL和 PD呈正

相关性,但 O3与上述因素的相关性则相对较弱或呈

负相关.其中 FT 与 CO2的相关系数为 0.78,而与 O3

的相关系数为-0.35;UL 与 CO2的相关系数为 0.71,

与 O3的相关系数为-0.35,出现差异可能与 O3浓度

受到气象条件、地形因素以及光化学反应过程等多

重因素共同影响有关. 

需要强调的是,Pearson 相关性分析反映的是变

量间的相关关系,并不代表因果关系.为进一步提升

模型的解释精度与稳健性,后续将引入Lasso回归模

型进行变量选择与降维处理,以剔除冗余信息并缓

解多重共线性问题. 

 

图 3  交通 CO2和 O3浓度与驱动因素相关系数热力 

Fig.3  Heatmaps of correlation coefficients between traffic-related CO2/O3 concentrations and driving factors 

2.2.2  Lasso 回归变量筛选  通过 Lasso 回归模型

对 15 个驱动因素进行变量压缩与筛选后,交通 CO2

排放与 O3 浓度在关键驱动因素上呈现一定的共性

与差异性,具体如图 4 所示. 

 

图 4  基于 Lasso回归模型的交通 CO2和 O3浓度驱动因素

筛选结果 

Fig.4  Selection results of driving factors for traffic-related CO2 

and O3 concentrations based on the Lasso regression model 

在共性方面,交通 CO2排放与 O3均筛选出 UL、

P、PD、TP、PT 和 TGDP 等为共同驱动因素,表明

这些变量在解释温室气体与 O3 污染方面均具有较

强的解释力. 

在差异性方面,交通 CO2 排放模型中独有的关

键变量包括 FT、GA 和 PSV;而在 O3浓度模型中,

仅保留了 TSG、PGDP、URL和 T,说明 CO2排放和

O3 浓度在驱动机制上具有一定差异性,尤其在反映

排放结构和空间分布维度方面.此外,GDP 和 AN 在

两个模型中均未被选入,说明其对目标变量的预测

贡献较小.具体而言,TP是直接反应交通运输强度的

重要指标,是 GDP的重要组成结构,并且 TP与 GDP

之间存在显著的共线性特征(相关系数>0.86),在

Lasso 模型中优先保留 TP 而剔除 GDP,有助于提升

模型稳定性与解释能力.另一方面,随着新能源汽车

的大力推广,传统燃油汽车在交通排放中的占比逐

年下降,导致 AN 变量对排放的解释能力逐渐减弱,

最终未被纳入模型. 

2.3  模型构建与评价 
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2.3.1  模型对比分析  为评估不同机器学习算法

在交通CO2排放与O3浓度中的性能表现,基于华东

地区各省(市)数据,构建RF和XGBoost两类预测模

型.具体步骤如下:①以全部 15 个驱动因素作为自

变量;②采用 Lasso 回归模型筛选后的主要变量作

为输入特征 .模型训练过程中 ,样本数据按 75%: 

25%的比例划分为训练集与测试集,并通过网格搜

索结合交叉验证对模型的超参数进行优化,提高模

型的鲁棒性与泛化能力 .模型性能评估指标包括

R²(拟合优度)、MSE(均方误差)和 MAE(均绝对误

差).其中,R
2
越接近 1 表明模型的解释能力越强, 

MSE 和 MAE 越小则代表预测误差越低,模型性能

越稳定.RF 和 XGBoost 模型在不同预测任务下的

表现如表 2 所示. 

从表 2可知,在交通 CO2排放预测方面,RF模型

表现出显著优势,其 R
2
达到 0.96,明显优于 XGBoost

模型的0.91,同时MSE和MAE分别为0.002和0.028,

均低于 XGBoost的 0.004和 0.036,表明其在拟合精

度与稳定性方面更具优势.在O3浓度预测方面,两种

模型的 R
2
均为 0.84,整体拟合效果相当.然而,RF 模

型在误差控制方面依然略胜一筹,其 MSE 为 0.008, 

MAE 为 0.071,分别低于 XGBoost 模型的 0.009 和

0.073,进一步验证了其泛化能力与稳健性. 

表 2  不同机器学习模型在交通相关 CO2和 O3浓度方面的

性能比较 

Table 2  Performance comparison of different machine 

learning models in estimating traffic-related CO2 and O3 

concentrations 

模型 交通 CO2/O3 R
2 MSE MAE 

CO2 0.96 0.002 0.028 RF 

O3 0.84 0.008 0.071 

CO2 0.91 0.004 0.036 XGBoost 

O3 0.84 0.009 0.073 

 

综上 ,RF 模型在研究数据集上的表现优于

XGBoost 模型,无论是拟合度还是误差控制方面,均

具有更高可靠性.因此,选定 RF 模型作为最终的预

测模型,模型拟合效果如图5所示,其中图 5(a)为CO2

排放模型结果,图 5(b)为 O3浓度模型结果. 

 

图 5  RF模型在交通相关 CO2与 O3浓度中的拟合效果 

Fig.5  Fitting performance of the RF model for traffic-related CO2 and O3 concentrations 

2.3.2  华东地区 RF模型精度对比分析  为进一步

评估 RF模型在区域层面的适用性,本文对华东地区

的交通 CO2排放与 O3浓度分别进行建模,结果如表

3 所示.除江西省O3浓度模型外,其余各地区的 R
2
值

均超过 0.75,在 0.76~0.98之间,说明 RF模型在大多

数省(市)中具备较强的解释能力与稳定性.从CO2排

放模型结果来看,江苏省表现最为优越,R
2
高达 0.98,

表明模型对其交通CO2排放演化趋势具备极高的适

应性与拟合能力.安徽、福建、山东等地模型也均表

现良好,R
2
均在 0.95 以上,验证了 RF 模型在多区域

背景下的普适性.在O3浓度方面,安徽省模型精度最

高,R
2
达到0.98,表明RF模型能够较为准确地刻画其

O3浓度变化规律.福建和山东的 R
2
分别为 0.92 和

0.94,模型效果亦处于较高水平.相较之下,江西(R
2
= 
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0.54)、上海(R
2
=0.76)和浙江(R

2
=0.77)等地的模型精

度略显不足,尤其是江西,其模型解释力明显偏低,可

能与其复杂的地理与气候条件有关.江西地势呈三

山环绕、中部丘陵与平原交错分布,交通排放空间分

布较为离散,加之气象条件差异大,导致模型对O3浓

度的预测难度较大.综上,RF 模型在华东大部分省

(市)的交通 CO2排放与 O3浓度中表现稳定可靠. 

表 3  各省(市)交通相关 CO2和 O3浓度 RF模型精度对比 

Table 3  Comparative accuracy of the RF model for 

traffic-related CO2 and O3 concentrations across provinces 

(cities) 

省份(城市) CO2 (R
2) MSE MAE O3(R

2) MSE MAE

安徽 0.95 0.01 0.09 0.98 0.08 0.25

福建 0.95 0.01 0.08 0.92 0.02 0.11

江苏 0.98 0.006 0.06 0.85 0.09 0.23

江西 0.96 0.006 0.05 0.54 0.05 0.2 

山东 0.96 0.006 0.07 0.94 0.05 0.17

上海 0.82 0.044 0.14 0.76 0.03 0.3 

浙江 0.87 0.032 0.12 0.77 0.01 0.1 

 

2.4  变量重要性分析 

为提升模型可解释性,本文基于已构建的 RF模

型,引入 SHAP方法对交通 CO2排放与 O3浓度的驱

动机制进行量化分析.当 SHAP 值为正时,表示该变

量对预测结果具有正向促进作用;反之,则表示具有

负向抑制作用.图 6(a)与(b)分别展示了交通 CO2排

放与 O3浓度模型中各变量的 SHAP 值分布及变量

的重要性排序.图中每个散点代表一个样本,点的颜

色反映特征取值大小. 

2.4.1  变量重要性排序与差异性分析   在交通

CO2排放模型中,最具影响力的变量依次为:PD、FT、

TGDP、UL、PT、P、TP、GA 和 PSV,其中,PD 的

SHAP 值最高,表明对模型结果产生最大的影响.而

TP、GA和 PSV的 SHAP 值较低,三者累加的 SHAP

平均绝对值值仅为 0.93,说明对预测结果影响较小.

在O3浓度模型中,排名前列的变量重要性排序为:P、

TP、T、URL、PT、UL、PD、PGDP、TSG和 TGDP,

其中,P、TP、T、URL、PT和 UL的预测贡献度较

高,而 PD、PGDP、TSG 和 TGDP 的大多数 SHAP

值均在 0的附近,说明对预测贡献度极低. 

 

图 6  基于 SHAP方法的交通 CO2与 O3浓度驱动因素重要性排序 

Fig.6  Feature importance ranking of driving factors for traffic-related CO2 and O3 concentrations based on the SHAP method 

2.4.2  共同变量的双重影响机制   在两个模型

中,UL、P和 PT都表现出较高的 SHAP 值,说明它们

对“减污降碳”政策具有显著的影响,需要特别关注.

其中,UL与交通CO2排放存在相关关系,即城镇化水

平越高,交通 CO2排放也越高.具体而言,城镇化水平

高的省份往往具有经济发达、基础设施完善和能源

需求增加等特点,从而导致交通排放增加;而 UL 与

O3浓度呈相反的趋势,即当城镇化水平越低时,O3浓

度越高,反之亦然.其次,P 在所有驱动因素中对 CO2

排放和 O3浓度的影响分别为第 6 和第 1,其可能原

因是机动车保有量大,使得交通流量也相应的过得

变大,而大部分车辆为为低排放车辆,因此交通运输

排放量也会较低.最后,PT与交通CO2排放主要为正

相关关系并排名第 5,但其与 O3浓度主要为负相关

关系,在 O3的 SHAP模型中排名第 5,出现这样的差

异主要是因为 O3主要是二次反应生成物,主要受气

象条件影响,局部气象条件对 O3浓度变化及前体物

浓度有重要影响. 

2.4.3  差异性变量的成因推测  在交通 CO2 排放

模型中,FT、GA 与 PSV 为具有代表性的差异性变
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量.FT的平均 SHAP 值为 3.11,表明其是模型中最具

影响力的变量之一.然而,FT对CO2排放的预测贡献

存在一定的不确定性,这可能与货运结构不均衡以

及车辆满载率偏低等因素密切相关.相比之下,GA

和 PSV 的 SHAP 值相对较低,但它们仍在一定程度

上反映了区域绿色基础设施建设水平和传统燃油

车辆保有量对 CO2排放的辅助性影响. 

在 O3浓度模型中,T、URL、PGDP 和 TSG 展

现出相对突出的解释力.T 的平均 SHAP 值为 0.25,

其影响机制较为复杂.在部分区域,较低的 T 值反而

伴随较高的 O3浓度,这可能源于运输路线不合理、

车辆运行效率较低所导致的污染物滞留和局部累

积效应.URL与O3浓度呈现正相关关系,其 SHAP值

为 0.21.这表明在 URL较高的区域,机动车通行频率

往往更高, O3 前体物排放更为密集,从而加剧了 O3

污染水平. 

3  讨论 

3.1  “减碳”和“控臭氧”的动态平衡性.在政策制定

时,应充分考虑城镇化水平、人口数量、人口密度、

交通运输业产值、客运周转量和第三产业生产总值

等驱动因素,这些因素对交通 CO2排放与 O3浓度均

有显著影响.值得注意的是,从 SHAP 分析可知,城镇

化水平、人口数量和客运周转量影响尤为突出,但其

作用趋势并不相同.因此,在针对这些因素制定相关

政策时,需特别注意其动态平衡性. 

3.2  可持续城镇化的有效性.城镇化水平与交通

CO2排放与 O3浓度的关系较为复杂,城镇化水平高

既会增加交通CO2排放,然而,其也具备降低O3浓度

的潜力.在城镇化进程中,需要平衡经济发展与环境

保护之间的关系.因此,应优化城镇交通布局,合理控

制城镇建筑总规模,同时加大对城市交通基础设施

和智能交通系统的建设投入,以改善城市环境,推动

城镇可持续发展. 

3.3  社会民众参与的重要性.政府需积极引导并采

取措施,可通过鼓励市民选择绿色低碳的出行方式,

增加非机动化、公共化及共享化出行的比例.特别是

在污染集中的区域,应优化公共交通网络布局,加密

公交线路,提高运营频次,从而促进绿色出行方式的

普及. 

3.4  低排放客运的重要性.加快构建绿色出行体系,

因地制宜构建以城市轨道交通和快速公交为骨干、

常规公交为主体的公共交通出行体系,强化“轨道+

公交+慢行”网络融合发展.深化国家公交都市建设,

提升城市轨道交通服务水平,持续改善公共交通出

行体验.开展绿色出行创建行动,改善绿色出行环境,

提高城市绿色出行比例.完善城市慢行交通系统,提

升城市步行和非机动车的出行品质,构建安全、连续

和舒适的城市慢行交通体系. 

3.5  增加 O3的拟合效果.由于 O3是二次生成污染

物,在很大程度上受到气象条件,如辐射、温度、湿

度和风的影响.然而,本研究在选取驱动因素时,主要

集中于人为因素,尚未充分纳入气象条件.鉴于此,在

未来的研究中,考虑增加人为因素与气象因素的交

互作用,以更全面、准确地揭示 O3浓度变化的驱动

机制,进一步提高模型的拟合效果. 

4  结论 

4.1  在中国经济高速发展的背景下,华东地区交通

CO2排放与 O3浓度整体呈持续上升趋势,且在空间

分布上存在明显差异,东部沿海地区排放强度尤为

突出.其中,山东、江苏和上海三地 CO2排放占比达

62.18%,山东和江苏累计 O3浓度占整体 46%. 

4.2  交通 CO2排放与O3浓度的驱动机制存在差异

性.Lasso 回归模型分别为两个预测任务筛选出最优

变量集合,其中CO2排放模型中成功剔除6个冗余因

素,保留 9个核心变量;O3模型中共识别出 10个重要

变量.两者的相同变量包括:城镇化水平、人口数量、

人口密度、交通运输业产值、客运周转量和第三产

业产值,初步揭示上述因素在“减污降碳”方面具有

协同性. 

4.3  在模型性能方面,RF 模型在交通 CO2及其 O3

建模中表现出较强的解释能力与稳健性.基于 RF的

CO2排放模型的 R
2
值高达 0.96,MSE 和 MAE 分别

为 0.002和 0.028;其次,基于 RF的 O3浓度模型的 R
2

为 0.84,MSE和MAE分别为 0.008和 0.071. 

4.4  基于 SHAP 分析的变量贡献度排序结果显示,

交通 CO2排放模型中变量重要性依次为:人口密度、

货运周转量、第三产业生产总值、城镇化水平、客

运周转量和人口数量;而在O3浓度模型中,主要驱动

因素包括人口数量、交通运输业产值、载货汽车数

量、城市道路长度、客运周转量和城镇化水平.综合
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来看,城镇化水平、人口数量和客运周转量三个因素

对交通 CO2和 O3浓度均具备高解释力. 
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