
中国环境科学  2025,45(9)：5117~5128 China  Environmental  Science 

 

李欣璐,李仙岳,史海滨,等.基于 SR-XGBoost模型的无人机多光谱水质参数反演——以干旱灌区农田排水沟为例 [J]. 中国环境科学, 2025,45(9):5117-5128. 

Li X L, Li X Y, Shi H B, et al. UAV multispectral-based water quality inversion via SR-XGBoost: case study in arid farmland drains [J]. China Envirmental 

Science, 2025,45(9):5117-5128. 

基于 SR-XGBoost模型的无人机多光谱水质参数反演 

——以干旱灌区农田排水沟为例 

李欣璐,李仙岳
*
,史海滨,马红雨,王雅楠,李  玥 (内蒙古农业大学水利与土木建筑工程学院,内蒙古 呼和浩特 010018) 

 

摘要：于 2023~2024 年夏、秋两季在河套灌区义和干渠典型排水沟开展实地调研.通过采集实测水质样本(TN、TP、EC、pH 值)和无人机多光谱反射

率数据,基于多参数统计回归(SR)与极限梯度提升(XGBoost)构建反演模型,探索水质参数与光谱指数之间的相关性,并进行高精度反演.研究结果表

明,SR-XGBoost模型在训练集和验证集中 R
2的平均值分别为 0.872和 0.880,RRMSE分别为 3.46%和 3.23%,显著优于单波段及其他组合模型.秋季模型

的拟合效果总体优于夏季,R2平均提高了 11.50%,RRMSE 平均降低 1.76%.空间分布结果显示,排水沟上游污染物浓度高于下游,夏季污染物浓度较秋季

更高,且分布差异更为显著.本研究揭示了水质参数与光谱指数的相关关系,验证了 SR-XGBoost 模型的高精度与稳定性,为多光谱遥感技术在水质监测

中的应用提供了科学依据,同时为流域污染防治和水资源管理提供了参考方向. 

关键词：多光谱；光谱指数；水质参数；XGBoost模型；SR-XGBoost耦合模型 

中图分类号：X52      文献标识码：A      文章编号：1000-6923(2025)09-5117-12 

 

UAV multispectral-based water quality inversion via SR-XGBoost: case study in arid farmland drains. LI Xin-lu, LI Xian-yue*, 

SHI Hai-bin, MA Hong-yu, WANG Ya-nan, LI Yue (College of Water Resources and Civil Engineering, Inner Mongolia Agricultural 

University, Hohhot 010018, China). China Envirmental Science, 2025,45(9)：5117~5128 

Abstract：This study conducted field research in the summer and autumn seasons of 2023 and 2024 at a typical drainage ditch in the 

Yihe Canal, Hetao Irrigation District. Water quality samples (TN, TP, EC, pH) and UAV multispectral reflectance data were collected 

to build an inversion model based on statistical regression (SR) and extreme gradient boosting (XGBoost), exploring the correlation 

between water quality parameters and spectral indices for high-precision inversion. The results indicate that the SR-XGBoost model 

achieved average R2 values of 0.872 and 0.880 in the training and validation sets, respectively, with RRMSE values of 3.46% and 

3.23%, significantly outperforming single-band and other combined models. The autumn model exhibited better fitting performance 

than the summer model, with an average R2 increase of 11.50% and an average RRMSE reduction of 1.76%. Spatial distribution 

results show that pollutant concentrations are higher upstream of the drainage ditch than downstream, with higher concentrations in 

summer than in autumn and more significant distribution differences. This study reveals the correlation between water quality 

parameters and spectral indices, validates the high accuracy and stability of the SR-XGBoost model, and provides scientific evidence 

for applying multispectral remote sensing technology in water quality monitoring. 

Key words：multispectral；spectral indices；water quality parameters；XGBoost model；SR-XGBoost coupled model 

 

近年来,为了保障粮食产量持续增长,农田化肥

的使用量逐年增加.据统计,2022 年我国化肥折纯用

量达到了 5079.2万 t,化肥施用强度达到了 298.8kg/ 

hm
2[1]

,但利用率不高,氮磷利用率普遍在 35%左右
[2]
.

灌溉或降雨后,一部分氮磷等物质通过淋溶、渗漏等

途径进入地下水
[3]
,另外一部分通过地表径流和土

壤壤中流汇入排水沟中,形成面源污染  

[4]
.特别是北

方干旱集约化农业种植区,土壤盐渍化问题严重,由

于化肥施用量较大,加之灌溉定额高,大量氮、磷和

盐分流入排水沟中,经由不同级别的沟道输送,最终

汇入承泄区,从而导致当地承泄区水中氮、磷和盐分

浓度升高,并引发富营养化等环境问题  

[5]
.因此,实时

动态掌握农田排水沟中污染物的分布和变化特征

尤为重要.农田排水沟污染物监测已成为灌区面源

污染防控的重要环节. 

传统水质监测依赖人工取样分析,工作量大、成

本高且覆盖面有限.而遥感监测不仅能快速揭示水

质变化,还能够实现大范围、连续观测,大幅提升监 
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测效率和精度
[6]
.特别是基于无人机遥感监测技术,

具有较高的反演精度、机动灵活、操作简便和高时

空分辨率等优点,能够提高水质参数的监测效率,尤

其适用于小范围水域的水质监测
[13-14]

,对于水面宽

度较窄的排水沟道水质监测,无人机遥感反演更具

优势.目前水质遥感反演的研究主要集中于湖泊、水

库等较大水域,以充分发挥其监测效能
[7]
.遥感反演

不仅能快速揭示湖泊水质的时空分布变化,还能获

取传统方法难以揭示的污染物和污染源的迁移特

征,大幅提高湖泊水质监测效率
[8]
,同时可以监测水

体的多个参数,如叶绿素 a、悬浮物和可溶性有机物

等.随着水质参数遥感反演技术的成熟,非光敏参数

如总磷(TP)、总氮(TN)和生化需氧量等的反演精度

得到了显著提高
[9]
,通过建立水质参数与遥感反射

光谱的反演模型 ,以实现关键指标的高效空间反

演 

[10-12]
. 

水质参数反演方法已从传统的经验和半经验

回归统计模型
[17]

,逐渐演变为当前的神经网络、遗传

算法和混合算法等非线性方法
[20]

,以及机器学习
[16]

和深度学习
[18]
等智能算法.尽管智能学习算法能显

著提高反演精度,但容易受样本数据量的影响,导致

预测结果出现过拟合现象 .而极限梯度提升树

(XGBoost)算法通过正则项控制模型复杂度,有效减

轻过拟合问题,从而保证模型的泛化能力
[19]

.已有研

究
[15]
采用 XGBoost 模型反演白水湖水库水体中的

TN和 TP,结果显示,XGBoost模型的 TN、TP反演精

度较高,R
2
分别为 0.835 和 0.897,分别比 BP 神经网

络提高了 4.19%和 18.88%,比数学统计模型提高了

10.38%和 20.16%.尽管基于 XGBoost模型的水质反

演模型已被广泛使用 ,但针对排水沟、无人机和

XGBoost模型结合的 TN、TP遥感模型仍较为稀缺,

尤其是在考虑季节性差异(光照、温度、营养盐和酸

碱度等因素)时
[21]

,水质参数浓度和反射光谱曲线特

征存在显著不同,敏感波段的选择和反演模型的表

现也因季节而异
[22]

.随着遥感卫星,无人机等应用逐

渐增多,如何使用无人机多光谱数据构建模型对排

水沟中污染物情况进行反演,优化水质反演模型精

度,已成为当前研究热点. 

北方农田排水沟在农业面源污染防控中具有

重要作用,但现有水质监测手段难以满足高时空分

辨率的监测需求.无人机多光谱遥感技术为农田排

水沟水质参数的高效反演提供了新的途径.目前关

于多光谱数据在不同季节对水质参数 TN、TP、EC、

pH 值的响应机制及高精度反演方法的研究仍较为

有限.本文以典型干旱灌区农田排水沟为研究对象,

探讨水质参数 TN、TP、EC、pH 值对无人机多光

谱数据的响应特征,筛选敏感波段及组合波段;基于

实测数据,构建 XGBoost 与多参数统计回归(SR)耦

合模型,利用 XGBoost 在高维非线性特征提取方面

的优势,结合多参数统计回归模型(SR)的简洁性和

解释性,以提升反演模型的稳健性和泛化能力;并对

所构建的模型开展不同季节的水质参数空间反演,

揭示 TN、TP、EC、pH 值的时空变化规律.本研究

旨在为农业面源污染监测及精准治理提供技术支

撑,同时验证以下假设:无人机多光谱数据能有效反

演排水沟水质参数;耦合模型在精度上优于单一模

型;且不同季节的反演效果存在显著差异. 

1  材料与方法 

1.1  研究区概况 

试验于 2023~2024年在内蒙古河套灌区义长灌

域 义 和 干 渠 左 三 支 退 水 沟 道 (N41°08′45″~ 

N41°10′00″,E108°21′30″~E108°24′00″)进行.义长灌

域共有干渠 6条,分干渠 6条,大型排干沟４条,左三

支沟水面宽平均为 17.4m,长平均为 2.38km.该地区

属于中温带大陆性气候区,年均气温为 6~8℃,年均

日照时数 3100~3300h,平均无霜期为 117~136d.由于

该地区农业集约化种植,施肥量高,排水沟中氮磷浓

度高,沟道中 TN、TP 的平均浓度为 37.98mg/L 和

2.46mg/L,EC 平均为 2.67mS/cm,pH 值平均为 8.12.

灌区退水进入排水沟道由斗沟开始向上级沟道逐

级排水,最后汇入乌梁素海
[23]

. 

1.2  数据采集与处理 

1.2.1  水质样品采集与检测  水质采样时间为夏季

(5~6月)和秋季(8~9月),试验持续 2年,由于 7月沟道

进入枯水期,故该月不进行水质采样.水质采样与无

人机航拍同步进行,采样点均匀分布在研究区内,按

等 50m距布设法进行布设,如图 1.由于无人机飞行范

围有限,故对研究区选取典型沟段,所选择的典型沟

段要求无进出排水口,共采集 120 组样本,使用 GPS

记录各采样点坐标信息.利用聚乙烯瓶采集水体表面

水样,每点采集 250mL,重复 3 次,取样间隔为每月一
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次(表 1).样品采集后,及时进行测定,不能及时测定的

样品于4℃下保存.TN采用碱性过硫酸钾消解紫外分

光光度法测定,TP 采用钼酸铵分光光度法测定
[24]

,EC

采用台式数字电导率仪 DDSx-11A 进行测定,pH 值

采用雷磁便捷酸碱测试仪进行测定,所有样品各指标

均进行 3次平行测试,试验结果取其平均值. 

 

图 1  研究区典型段采样点布置 

Fig.1  Layout of sampling points in a typical section of the study area 

表 1  无人机采样与现场水样采集方案 

Table 1  Drone sampling and on-site water sample collection plan 

采集方案 无人机采样 现场水样采集 

采样时间间隔 每月一次 每月一次 

采样时间范围 2023年夏季~2024年秋季 2023年夏季~2024年秋季 

采样空间分布 选取典型沟段,覆盖全部采样点区域 典型沟段共 120个采样点 

空间定位 飞行器自带 GPS定位 手持 GPS记录各采样点坐标 

采样内容 
多光谱反射率波段 Blue(R1,450nm)、Green(R2,555nm)、Red(R3,660nm)、

Rededgeposition(R4,720nm)、Rededgeposition-750(R5,750nm)和 NIR(R6,840nm) 
水质参数(TN、TP、EC、pH值) 

采样深度 水体表层,遥感反射率 水体表层 

特殊要求 需确保飞行路径无遮挡、光照条件良好 选点无进出水口,保持水体静态状态

 

1.2.2  多光谱数据获取和处理   使用大疆经纬

M300RTK 无人机,利用其搭载的 MS600Pro 六通道

多光谱传感器在研究区域上空飞行获取多光谱原

始数据,飞行时间与采集水样时间同步.对无人机的

飞行高度统一设置为 20m,飞行速度为 2.5m/s,飞行

时间选择在上午 9:00~12:00,且晴朗无风、天气较好

的时间段进行.无人机多光谱传感器包括 Blue(R1, 

450nm) 、 Green(R2,555nm) 、 Red(R3,660nm) 、

Rededgeposition(R4,720nm) 、 Rededgeposition-750 

(R5,750nm)和 NIR(R6,840nm)共 6个光谱带数据.将

无人机获取处理后的多光谱遥感影像导入 ENVI5.3

软件,根据 GPS 记录的经纬度坐标确定水面采样点.

由于水体的流动性,单个像元值无法与地面样本进

行比较
[25]

,同时易受到局部水体特征的影响,如局部

杂波、浮游植物、光照条件等,这些因素可能导致光

谱反射率值的局部变化.经多次试验构建以采样点

为中心的 20×20(PPI)矩阵作为 ROI 感兴趣区域,并

将 ROI 区域内所有点的光谱反射率平均值作为采

样点的光谱反射率数据,更全面地反映采样点附近

水体的光谱特性,以减弱因取样造成的误差. 

1.3  光谱参数选择与多参数统计回归模型构建 

对光谱参数进行组合波段的构建进而筛选出

对水质参数较为敏感的波段组合(显著水平 P<0.05).

大多数研究所采用的遥感影像为 5 条光谱通道
[26]

,

由于本研究所搭载的为六通道多光谱传感器,故在

以往研究的基础上增加 R5(750nm)波段并筛选不同

波段组合.水质参数与光谱反射率之间的相关性在

不同的水质条件下可能存在差异,通过结合多种水

质参数和光谱反射率特征,以提高反演结果的准确

性并通过交叉验证对异常值进行剔除.以光谱参数

为自变量,水质参数为因变量构建模型并根据趋势

线的 R
2
判断相关性达标的数据,从中筛选出最合适

的光谱参数 ,并选择其对应的水质参数作为因变

量 

[17]
. 
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以样本的最优光谱参数作为自变量进行多参

数统计回归模型构建,以 TN、TP、EC、pH 值作为

因变量,夏季分别以 V4、V6、V1、V4 作为自变量,

秋季分别以 V15、V12、V18、V12作为自变量进行

4种函数模型的构建.针对每种水质参数分别构建一

元线性回归模型(U),记为 UTN、UTP、UEC、UpH;指数

型函数模型(E),记为 ETN、ETP、EEC、EpH;幂函数模

型(P),记为 PTN、PTP、PEC、PpH;多项式函数模型(PL),

记为 PLTN、PLTP、PLEC、PLpH. 

1.4  基于 XGBoost 和多参数统计回归耦合的水质

参数反演模型 

极限梯度提升 (XGBoost)比经典 CART、

Random forest 算法更适于非线性回归问题
[27]

,是采

用 bagging 和 boost 方法的集成树模型,利用损失函

数的二阶泰勒展开来近似模型的负梯度,并将该负

梯度作为前一轮模型残差进行学习.在此过程中,通

过赋予前一轮回归树中预测准确性较低的样本更

高的学习权重,以此来增强模型对难以预测样本的

拟合能力,从而提高整体模型的精度.该过程通过多

个回归树的串行迭代逐步调整模型偏差,直到损失

函数收敛至预定的阈值
[28]

.其显著改进之处在于通

过二次元扩展和正则化来提高损失函数,进而提升

模型收敛.计算公式
[29]
如下: 

 ( )= ( , ) ( )
i i ki k

l y A fψ ϕ Ω+∑ ∑  (1) 

式中:ψ(φ)为对输入特征 φ 的拟合目标最小化函

数;l(yi,Ai)为模型复杂度函数;yi为第 i 个样本点水质

参数实测值;Ai为第 i个迭代信息;Ω(fk)为损失函数;fk

为 k 折训练函数.对于Ω(fk)则通过最小化损失和正

则化计算,如式(2): 

 ( )
21

= T+
2

k
fΩ γ λ ω  (2) 

式中:γ 为决策树函数;T 为决策树叶节点数;λ 为层

数;ω为权重.目标函数最小化过程即是在第 t次迭代

训练中增加一个新的函数 Ω(ft),如式(3): 

 ( ) ( ))( 1) (

1
= ( , )

n t

i t i ti

t l y A f x fΩΨ
−

=

+ +∑  (3) 

式中 :t 为迭代次数 ;A(t-1)为前一步迭代最小化

值;ft(xi)为第 t次迭代输入的第 i项参数;ft为 t次训练

函数. 

 ( ) ( )
1

y ,
K

i k i k ik
f x f x F

=

= ∈∑  (4) 

式中:yi为模型预测值;i为样本数量;K为集成的回归

树数量;xi为数据样本;F为回归树构成的集合空间;fk

为其中的某一棵回归树. 

本次试验夏、秋季各 60个采样点,训练集与验

证集以 8:2的比例进行随机分配,其中 48个采样点

作为训练集,剩余 12 个采样点作为验证集.随机分

配训练集与验证集可以有效避免验证集过小对模

型精度评估的影响并对训练集进行交叉验证确保

模型评估更加全面.模型配置采用 gbtree作为基学

习器,基学习器数量设置为 100~400 个可调范围.

学习率参数设定为 0.1~0.5 的连续区间,同时引入

L1和 L2正则化项,其系数范围均设为 1~2.在特征

采样方面,保持样本特征采样率、树特征采样率和

节点特征采样率均为 1,决策树的最大深度设置为

5~40 层的可调范围,以平衡模型复杂度和泛化能

力,同时采用 Grid Search 方法对 XGBoost 模型的

关键参数进行优化.自变量为光谱反射率,因变量

为水质参数,基于 Spsspro 平台进行构建训练集与

验证集,通过训练集数据来建立XGBoost回归模型

并计算特征重要性,将建立的XGBoost回归模型应

用到训练、验证数据 ,得到模型评估结果 ,利用

XGBoost 回归模型的 RMSE、MAE、R
2
指标来对

模型进行评价. 

结合 XGBoost 回归模型和多参数统计回归模

型,构建水质反演关系.基于光谱相关性筛选出敏感

波段,分别采用四种统计回归模型(包括一元线性回

归模型、指数函数模型、幂函数模型和多项式函数

模型)建立初步的水质反演模型,并对四种回归模型

的特征重要性进行筛选 ,将筛选后的特征输入

XGBoost回归模型进行训练,最终构建 SR-XGBoost

耦合模型,以优化水质反演关系. 

1.5  数据融合方法及模型评价指标 

为了验证水质参数反演结果的精度,XGBoost

模型、SR-XGBoost模型使用 RMSE(均方根误差)、

RRMSE(相对均方根误差)、MAE(平均绝对误差)、

RMAE(相对平均绝对误差)对反演结果进行验证,计

算公式如下: 

 
2 2 2

1 1
1 ( ) ( )

n n

i i ii i
R y y y y

= =

′= − − −∑ ∑  (5) 

 2

1
RMSE ( )

n

i ii
y y n

=

′= −∑  (6) 

 RRMSE RMSE 100%
i
y= ×  (7) 

 
1

MAE | |
n

i ii
y y n

=

′= −∑  (8) 

 RMAE MAE 100%
i
y= ×  (9) 
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式中:yi 表示水质参数实测值;yi 表示实测值的平均

值;yi’表示模型反演值;n 表示样本数量. 

2  结果与分析 

2.1  排水沟水质与光谱参数相关性分析 

通过对无人机多光谱反射率进行 18 种光谱变

换、构建光谱指数,并对波段及波段组合与水质参数

进行相关性分析,筛选出对水质参数最敏感的波段组

合(P<0.01).根据光谱参数与水质参数的Pearson相关

性分析(表 2),结果表明夏季中TN与多个光谱参数呈

负相关,相关性最强的相关系数为-0.353;TP 相关性

最强的相关系数为-0.423;EC 相关性最强的相关系

数为 0.477;pH 值相关性最强的相关系数为 0.339.秋

季中TN相关性最强的相关系数为-0.419; TP相关性

最强的相关系数为-0.340;EC 相关性最强的相关系

数为 0.458;pH 值相关性最强的相关系数为-0.384.相

比来看,TP 在单波段的相关性平均较 TN 高 10.12%, 

EC在单波段的相关性平均较pH值高7.40%.其中V3

波段(红波段)对夏秋两季的水质参数均无显著相关

性.V9、V13波段与水质参数相关性较差,说明仅基于

绿波段、红波段和近红外波段的波段组合效果较差,

不适用于本地区光谱指数构建. 

表 2  夏、秋季水质参数与光谱参数相关性分析 

Table 2  Correlation analysis between water quality parameters and spectral parameters in summer and autumn 

夏季 秋季 
光谱参数 计算公式 

TN TP EC pH值 TN TP EC pH值 

V1 R1 -0.239 -0.228 0.477** -0.286* 0.272* -0.269* 0.370** -0.312* 

V2 R2 -0.223 -0.335* 0.383** -0.218 0.241 -0.273* 0.234 -0.192 

V3 R3 -0.120 -0.199 0.233 -0.140 -0.160 0.152 0.218 -0.186 

V4 R4 -0.353** -0.409** 0.202 0.339** -0.348** 0.334** -0.226 0.307* 

V5 R5 -0.234 -0.413** 0.423** 0.324* -0.257* 0.327* -0.248 -0.161 

V6 R6 -0.231 -0.423** 0.369** 0.336* -0.239 0.228 -0.297* 0.283* 

V7 R3/R2 -0.322* -0.147 0.412** -0.140 -0.348** -0.122 0.443** -0.144 

V8 R2+R6 0.337** -0.414** 0.322* 0.235 0.366** -0.329* 0.302* 0.226 

V9 (R3+R6)/R2 0.228 -0.166 -0.213 0.211 0.249 0.131 -0.204 0.257* 

V10 (R3+R2)/R6 -0.303* 0.047 0.317* -0.233 -0.364** -0.150 0.424** -0.149 

V11 (R3+R2)R6 0.210 -0.357** 0.344** 0.122 0.235 -0.248 0.208 0.135 

V12 R1/(R6+R2) 0.065 0.265* 0.337** 0.315* -0.127 -0.340** 0.224 -0.384** 

V13 R3+R2 -0.163 -0.283* 0.213 0.111 0.168 -0.263* 0.147 -0.191 

V14 R3+R2+R6 0.278* -0.322* 0.251 0.047 0.333* -0.302* 0.236 0.087 

V15 R3/R6 -0.218 -0.115 0.316* -0.179 -0.419** -0.133 0.406** -0.147 

V16 R2/R1 -0.342** -0.188 0.339** 0.203 -0.397** -0.132 0.328* 0.241 

V17 R6/R1 -0.194 -0.148 0.242 0.321* 0.216 0.156 -0.210 0.352** 

V18 R3/R1 -0.235 -0.202 0.414** -0.204 -0.227 -0.205 0.458** 0.225 

注:** 在0.01级别(双尾),相关性极显著.* 在0.05级别(双尾),相关性显著. 

2.2  多参数统计回归模型构建与分析 

夏季分别选择 ETN4、UTP6、PLEC1、EpH4 作为

TN、TP、EC、pH值的反演模型,R
2
分别为 0.492、

0.569、0.555、0.700;秋季分别选择 PLTN15、ETP12、

PLEC18、PLpH12分别作为 TN、TP、EC、pH值的反

演模型,R
2
分别为 0.629、0.631、0.582、0.424,如表

3 所示.水质参数与光谱参数进行反演模型的构建

R
2
最高的反演模型均为指数型函数模型的拟合度

最高. 

利用 10 组检验数据的实测值与其分别对应模

型的估测值进行拟合,检验结果如表 4 所示.统计回

归模型对夏季 TP 的解释能力最高,R
2
达到了 0.708,

夏季 pH值的 R
2
也表现较强为 0.643.夏、秋两季 TN

模型的解释能力最低,R
2
均在 0.5左右.RRMSE表明,

秋季模型的估测精度整体优于夏季模型,平均降低

了 18.43%. 
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表 3  多参数统计回归模型构建 

Table 3  Construction of a multivariable statistical regression model 

夏季 秋季 
参数 

模型 模型表达式 R
2 RMSE 

参数

模型 模型表达式 R
2 RMSE 

UTN4 y=37.539-0.05x 0.454 0.188mg/L UTN15 y=38.111-0.488x 0.624 0.484mg/L 

ETN4 y=1.448·exp(-x/4.326)+36.824 0.492 0.183mg/L ETN15 y=4.207·exp(-x/5.841) 0.628 0.486mg/L 

PTN4 y=37.980·x
-0.012 0.487 0.182mg/L PTN15 y=37.485·x

-0.021 0.573 0.517mg/L 
TN 

PLTN4 y=0.005x2-0.138x+37.853 0.486 0.185mg/L 

TN 

PLTN15 y=0.046x2-0.705x+38.289 0.629 0.485mg/L 

UTP6 y=1.829-0.104x 0.569 0.166mg/L UTP12 y=1.796-0.280x 0.594 0.032mg/L 

ETP6 y=41343.453·exp(-x/0.276)+1.290 0.167 0.232mg/L ETP12 y=0.386·exp(-x/0.511)+1.505 0.631 0.031mg/L 

PTP6 y=1.273·x
0.022 0.201 0.252mg/L PTP12 y=1.564·x

-0.075 0.630 0.030mg/L 
TP 

PLTP6 y=0.037x2-0.424x+2.428 0.198 0.241mg/L 

TP 

PLTP12 y=0.258x2-0.557x+1.865 0.627 0.030mg/L 

UEC1 y=3.169+0.264x 0.533 0.123mS/cm UEC18 y=1.488+0.928x 0.543 0.304mS/cm

EEC1 y=0.783·exp(x/1.426)+3.845 0.550 0.123mS/cm EEC18 y=1.438·exp(x/0.080) 0.553 0.414mS/cm

PEC1 y=3.469·x
0.069 0.538 0.124mS/cm PEC18 y=2.446·x0.397 0.515 0.314mS/cm

EC 

PLEC1 y=-0.116x2+0.518x+3.059 0.555 0.122mS/cm

EC 

PLEC18 y=0.864x2-1.049x+2.509 0.582 0.294mS/cm

UpH4 y=7.549+0.074x 0.650 0.165 UpH12 y=8.530+0.348x 0.361 0.075 

EpH4 y=1.863·exp(x/5.120)+8.597 0.700 0.154 EpH12 y=0.462·exp(x/0.326) 0.420 0.073 

PpH4 y=7.019·x
0.074 0.692 0.154 PpH12 y=8.822·x0.017 0.415 0.072 

pH值 

PLpH4 y=-0.007x2+0.191x+7.102 0.167 0.231 

pH值

PLpH12 y=-0.569x2+0.922x+8.401 0.424 0.071 

 

表 4  水质多参数统计回归模型精度检验 

Table 4  Accuracy validation of the multivariable statistical regression model for water quality 

夏季  秋季  
水质参数 

模型 R
2 RMSE RRMSE 

水质参数
模型 R

2 RMSE RRMSE 

TN ETN4 0.494 0.261mg/L 0.68% TN PLTN15 0.503 0.269mg/L 0.72% 

TP UTP6 0.708 0.418mg/L 22.59% TP ETP12 0.688 0.104mg/L 7.17% 

EC PLEC1 0.604 0.287mS/cm 9.23% EC PLEC18 0.557 0.172mS/cm 7.20% 

pH值 EpH4 0.643 0.241 3.00% pH值 PLpH12 0.526 0.151 1.98% 

 

2.3  XGBoost水质反演模型构建与分析 

通过 XGBoost 模型对不同波段水质参数相关

性的重要性进行分析,能够量化每个预测变量对模

型预测性能的贡献情况,从而识别出对目标变量影

响较大的关键指标.通过筛选出重要波段,提高模型

的泛化能力和预测精度,利用 XGBoost 模型对所构

建的V1~V18单通道波段及组合波段的特征重要性

进行筛选,分别筛选出对水质参数 TN、TP、EC、

pH 值影响最大的单通道波段及组合波段,结果如

图 2 所示.对夏季水质参数 TN、TP、EC、pH 值影

响最大的单通道波段分别为 V4、V5、V6、V5,对秋

季水质参数影响最大的波段分别为 V6、V3、V3、

V2;对夏季水质参数 TN、TP、EC、pH 值影响最大

的波段组合分别为 V12、V11、V16、V17;对秋季水

质参数影响最大的波段组合分别为 V15、V17、V18、

V13. 

由表 5 可看出,经过训练后,各组模型的 R
2
、

MAE、RMSE 等指标趋于稳定,并符合预设的误差

要求,有效地反映模型误差性能的稳定性和较好的

拟合效果.单波段-XGBoost 训练集 R
2
平均值为

0.675,RRMSE 平均值为 5.75%,RMAE 平均值为

6.40%;验证集 R
2
平均值为 0.686,RRMSE 平均值为

5.98%,RMAE 平均值为 5.97%.组合波段-XGBoost

模型较单波段-XGBoost R
2
的训练集提高了 6.81%,

验证集提高了 6.68%,RRMSE 的平均训练集降低了

1.63%,验证集降低了 2.21%.夏、秋两季组合波段

-XGBoost 模型优于单波段-XGBoost,R
2
平均提高

了 7.02%. 

夏季模型中 TN、TP、EC、pH 值 R
2
的平均值

分别为 0.684、0.682、0.739、0.660,RRMSE分别为

0.67%、10.47%、7.25%、2.36%;秋季模型中 TN、

TP、EC、pH值 R
2
的平均值分别为 0.732、0.721、
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0.761、0.736,RRMSE分别为 0.48%、8.19%、8.06%、

1.78%,夏季 R
2
的平均值为 0.691,RRMSE 为 5.19%;

秋季模型 R
2
的平均值为 0.738,RRMSE 为 4.63%,对

比发现秋季模型优于夏季模型,秋季模型较夏季模

型的 R
2
平均提高了 4.70%,RRMSE 平均降低了

0.56%. 

 

图 2  夏、秋两季单通道波段及组合波段特征重要性 

Fig.2  Feature importance of single and combined bands in summer and autumn 

表 5  夏、秋两季 XGBoost单通道波段及组合波段水质参数预测结果对比 

Table 5  Comparison of water quality parameter prediction results for single and combined bands using XGBoost in summer and 

autumn 

单波段 组合波段 
XGBoost模型 评价指标 

TN TP EC pH值 TN TP EC pH值 

R
2 0.622 0.634 0.719 0.619 0.719 0.738 0.734 0.676 

MAE 0.376mg/L 0.223mg/L 0.249mS/cm 0.186 0.206mg/L 0.166mg/L 0.173mS/cm 0.190 

RMAE 0.98% 12.05% 8.00% 2.32% 0.53% 8.97% 5.56% 2.37%

RMSE 0.329mg/L 0.274mg/L 0.253mS/cm 0.265 0.236mg/L 0.143mg/L 0.203mS/cm 0.179 

训练集 

RRMSE 0.85% 14.81% 8.14% 3.30% 0.61% 7.73% 6.53% 2.23%

R
2 0.629 0.632 0.746 0.632 0.764 0.723 0.755 0.714 

MAE 0.288mg/L 0.204mg/L 0.272mS/cm 0.224 0.238mg/L 0.185mg/L 0.249mS/cm 0.126 

RMAE 0.75% 11.03% 8.75% 2.79% 0.62% 10.00% 8.00% 1.57%

RMSE 0.201mg/L 0.229mg/L 0.241mS/cm 0.193 0.267mg/L 0.129mg/L 0.204mS/cm 0.121 

夏季 

验证集 

RRMSE 0.52% 12.38% 7.75% 2.41% 0.69% 6.97% 6.56% 1.51%
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续表 5 

单波段 组合波段 
XGBoost模型 评价指标 

TN TP EC pH值 TN TP EC pH值

R
2 0.677 0.658 0.753 0.717 0.777 0.766 0.801 0.732 

MAE 0.332mg/L 0.261mg/L 0.179mS/cm 0.114 0.185mg/L 0.114mg/L 0.100mS/cm 0.122 

RMAE 0.89% 18.00% 7.49% 1.50% 0.50% 7.86% 4.18% 1.60%

RMSE 0.232mg/L 0.107mg/L 0.197mS/cm 0.205 0.184mg/L 0.084mg/L 0.198mS/cm 0.101 

训练集 

RRMSE 0.62% 7.38% 8.24% 2.69% 0.49% 5.79% 8.28% 1.33%

R
2 0.706 0.707 0.721 0.716 0.768 0.753 0.768 0.778 

MAE 0.308mg/L 0.176mg/L 0.211mS/cm 0.200 0.154mg/L 0.164mg/L 0.154mS/cm 0.109 

RMAE 0.83% 12.14% 8.83% 2.62% 0.41% 11.31% 6.44% 1.43%

RMSE 0.154mg/L 0.199mg/L 0.208mS/cm 0.148 0.152mg/L 0.085mg/L 0.168mS/cm 0.088 

秋季 

验证集 

RRMSE 0.41% 13.72% 8.70% 1.94% 0.41% 5.86% 7.03% 1.15%

 

2.4  SR-XGBoost耦合模型构建及模型对比 

SR-XGBoost耦合模型训练结果如表 6所示.反

演模型中夏季的 R
2
在 0.814~0.834 之间,平均值为

0.825,RMAE 的平均值为 3.43%,RRMSE 的平均值

为 4.22%,其中 UEC1模型与 XGBoost 回归模型耦合

的 精 度 最 高 ,R
2
平 均 为 0.826; 秋季 的 R

2
在

0.862~0.962 之间,平均值为 0.927,RMAE 的平均值

为 1.71%,RRMSE 的平均值为 2.47%,其中 UTN15模

型与 XGBoost 回归模型耦合的精度最高,R
2
平均为

0.955. 

表 6  夏、秋两季 SR-XGBoost耦合模型构建 

Table 6  Construction of the SR-XGBoost coupled model in summer and autumn 

 训练集 验证集 
季节 参数 模型 

R
2 MAE RMAE RMSE RRMSE R

2 MAE RMAE RMSE RRMSE 

TN UTN4 0.831 0.159mg/L 0.41% 0.185mg/L 0.48% 0.817 0.137mg/L 0.36% 0.180mg/L 0.47% 

TP UTP6 0.814 0.142mg/L 7.68% 0.178mg/L 9.62% 0.835 0.150mg/L 8.10% 0.202mg/L 10.92% 

EC UEC1 0.828 0.127mS/cm 4.08% 0.132mS/cm 4.24% 0.823 0.102mS/cm 3.28% 0.123mS/cm 3.95% 
夏季 

pH值 UpH4 0.834 0.141 1.76% 0.153 1.91% 0.815 0.143 1.78% 0.176 2.19% 

TN UTN15 0.962 0.108mg/L 0.29% 0.131mg/L 0.35% 0.947 0.052mg/L 0.14% 0.088mg/L 0.24% 

TP UTP12 0.862 0.068mg/L 4.69% 0.084mg/L 5.79% 0.922 0.019mg/L 1.31% 0.063mg/L 4.34% 

EC PLEC18 0.912 0.078mS/cm 3.26% 0.105mS/cm 4.39% 0.953 0.066mS/cm 2.76% 0.076mS/cm 3.18% 
秋季 

pH值 PLpH12 0.934 0.075 0.98% 0.070 0.92% 0.925 0.016 0.21% 0.041 0.54% 

 

表 7  单波段-XGBoost模型、组合波段-XGBoost模型、

SR-XGBoost耦合模型反演结果对比 

Table 7  Comparison of inversion results for single-band- 

XGBoost, combined-band-XGBoost, and SR-XGBoost 

coupled models 

单波段-XGBoost

模型 

组合波段

-XGBoost模型 

SR-XGBoost耦合

模型 
水质参

数 
季节 

R
2 RRMSE(%) R

2 RRMSE(%) R
2 RRMSE/(%)

夏季 0.629 0.69 0.764 0.65 0.817 0.48 
TN 

秋季 0.706 0.52 0.768 0.45 0.947 0.3 

夏季 0.632 13.6 0.723 7.35 0.834 10.27 
TP 

秋季 0.707 10.55 0.753 5.83 0.922 5.07 

夏季 0.746 7.95 0.755 6.55 0.823 4.1 
EC 

秋季 0.721 8.47 0.768 7.66 0.943 3.79 

夏季 0.632 2.86 0.714 1.87 0.815 2.05 
pH值 

秋季 0.716 2.32 0.778 1.24 0.925 0.73 

 

本研究采用了单波段、组合波段及多参数统计

回归与 XGBoost 耦合的三种方法分别对水质参数

TN、TP、EC、pH 值进行反演构建模型.通过 R
2
和

RRMSE 指标对模型进行精度检验与评价,如表 7 所

示 .SR-XGBoost 耦合模型训练集 R
2
平均值为

0.872,RRMSE 平均值为 3.46%;验证集 R
2
平均值为

0.880,RRMSE平均值为 3.23%.SR-XGBoost耦合模

型较单波段-XGBoost及组合波段-XGBoost模型R
2

的训练集分别提高了 19.70%、12.90%,验证集分别

提高了 19.40%、12.70%,RRMSE的训练集平均降低

了 2.29%、0.66%,验证集平均降低了 2.75%、0.54%,

夏秋两季 SR-XGBoost 耦合模型优于单波段- 

XGBoost 及组合波段-XGBoost 模型,R
2
分别提高了
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19.34%、12.66%.SR-XGBoost耦合模型中秋季模型

R
2
的平均值为 0.937,RRMSE为 2.47%;夏季模型 R

2

的平均值为 0.822,RRMSE 为 4.23%,秋季模型较夏

季模型平均提高 11.50%,RRMSE 平均降低 1.76%.

对比发现 SR-XGBoost模型在所有场景中表现最优,

且三种模型均为秋季精度高于夏季. 

2.5  水质参数及水质情况时空变化分析与评价 

对研究区内选取的典型沟道进行水质评价,该

排水沟的水质参数存在明显的时空差异.如图 3 所

示,颜色越深表示水质参数浓度越大.所选典型沟道

的流向为自东向西流动.由于流速差异,上游水体污

染物未充分沉淀或分散,导致夏、秋季污染物浓度分

布表现均为上游污染物浓度明显高于下游,上游地

区的污染物直接进入水流,在水流中没有被大规模

沉淀或扩散,造成下游污染物浓度呈现中间较高、两

侧较低的分布趋势.夏季 TN、TP、EC和 pH值的变

异系数分别为 1.15%、23.92%、12.33%和 5.07%;

秋季分别为 2.27%、20.55%、23.27%和 4.10%.总体

来看,TN和 pH值在夏、秋两季较为稳定,TP在秋季

的变异系数有所降低,表明其季节性波动趋于减弱.

相比之下,EC的变异系数在秋季显著上升,显示出更

强的季节性波动特征.夏季 TN、TP、EC、pH 值的

平均值分别为 38.3mg/L、1.85mg/L、3.25mS/cm、

8.02,秋季 TN、TP、EC、pH 值的平均值分别为

37.14mg/L、1.45mg/L、2.39mS/cm、7.62,对比发现

夏季水质参数浓度均高于秋季(图 4). 

 

图 3  夏、秋季 TN、TP、EC、pH值浓度分布情况 

Fig.3  Distribution of TN、TP、EC and pH concentrations in summer and autumn 
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图 4  排水沟水质参数浓度变化箱型图 

Fig.4  Boxplot of water quality parameter concentration variations in drainage ditches 

3  讨论 

随着对水质光谱特征研究的深入,通过光谱参

数与水质参数的相关关系,建立水质参数的反演模

型,进而对该地区水质时空变化情况进行监测,已成

为近年来的研究热点.与单波段模型相比,波段组合

模型在所有水质参数的反演中均实现了精度的提

升,验证了多波段组合能够更有效地捕捉水质变化

的特征.殷子瑶等
[30]
使用经验回归的方法分别构建

了悬浮物和透明度的反演模型,发现波段组合比单

一波段所构建的模型精度更高.SR-XGBoost耦合模

型在各项指标中均表现最优,反演精度显著高于单

一的机器学习模型和传统经验算法,与陈方方等
[14]

使用实测水质数据并同步匹配经 Acolite 大气校正

后的 Sentinel-3OLCI(OLCI),结合 412~885nm 遥感

反射率与支持向量机算法、经验算法以及半分析算

法构建查干湖悬浮物、浊度、透明度以及叶绿素 a

的高精度反演模型,发现与经验、半分析算法相比,

机器学习算法精度提高的研究结果相一致.本研究

进一步证实,耦合模型结合了统计回归的解释性和

XGBoost 的非线性特征提取能力,能够显著提高水

质反演的稳定性和适应性,尤其在复杂环境条件下

更具优势. 

值得注意的是,季节性变化对水质参数的反演

产生了显著影响.研究结果表明,夏季反演模型的整

体精度低于秋季,这可能与夏季水体藻类和水生植

物生长旺盛、光谱信号复杂性增强有关.由于植物会

吸收或反射某些光谱波段
[35]

,茂盛的水生植物可能

增加光谱信号的复杂性,从而干扰模型的拟合效果.

对污染物浓度相同的水体来说夏秋两季所获取的

光谱反射率会有较大差异.同时,水体中的污染物浓

度分布不均匀,夏季水生植物覆盖较广时,污染物可

能被植物遮挡或集中在特定区域,导致模型难以精

确捕捉水质变化,造成构建的秋季反演模型总体上

高于夏季反演模型.夏季中TN与多个光谱参数呈负

相关,而在秋季,TN 浓度与部分光谱参数的相关性

转为正相关,这一变化与季节性因素及水体特性变

化密切相关
[33]

.夏季水体的高温和生物活性促进了

TN的转化或降解
[34]

,从而导致其与光谱参数的负相

关.而在秋季,温度下降,水体的生物活性减弱,TN 浓

度相对稳定,导致与光谱参数的正相关.此外,秋季的

降水和其他环境因素改变了水体的物理化学性质,

如浑浊度和透明度,影响了光谱反射特性和水质参

数之间的关系.季节性因素在水质参数反演中不可

忽视,尤其在制定大范围应用策略时,需要结合季节

特征对模型进行适配和优化. 

夏季水质整体劣于秋季的现象与周边农田的

施肥规律密切相关.常规肥料的大量施用会导致严

重的环境问题,如地下水污染、土壤退化和水体富营

养化
[31]

.农田面源污染是影响地表水环境的重要因

素.雨水侵蚀和地表径流是农田肥料流失的重要方

式,也是氮和磷污染的主要原因
[32]

.夏季为农作物生

长旺季,氮肥、磷肥的大量施用以及暴雨径流,导致

排水沟内 TN、TP浓度显著升高.秋季施肥活动减少,

同时河套灌区的秋浇现象导致排水沟水体得到一

定稀释,污染物浓度下降.《地表水环境质量标准》
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(GB 3838-2002)评价结果显示,研究区内 TN、TP均

超过Ⅴ类标准,水质污染严重.结合实地调查结果,沟

道内污染物主要来源于周边农田的肥料流失,这与

沟道内芦苇、香蒲等水生植物的富集效应共同作用,

解释了水质参数的空间变化特征. 

综上所述,SR-XGBoost模型在农田排水沟水质

参数反演中展现出优越的性能,适用于高精度水质

动态监测.季节性因素显著影响反演模型的精度,在

实际应用中需根据季节调整模型参数或采用季节

性分模型策略.同时,本研究揭示的污染物空间分布

及来源特征,为农田面源污染治理提供了重要科学

依据. 

4  结论 

4.1  通过光谱反射率与实测水质数据进行相关性

分析发现,夏季与 TN、TP、EC、pH 值相关性最高

的光谱组合波段分别为 V4、V6、V1、V4;秋季与 TN、

TP、EC、pH 值相关性最高的光谱组合波段分别为

V15、V12、V18、V12.以相关性最高的波段分别构

建统计回归模型,模型 R
2
均在 0.450~0.810 之间.夏

季和秋季的平均 RMSE 表明,夏季比秋季提高了

12.80%,平均值为 30.18%. 

4.2  SR-XGBoost 耦合反演模型均优于基于单波

段-XGBoost反演模型和组合波段-XGBoost所构建

的反演模型.基于 SR-XGBoost耦合反演模型的夏、

秋两季反演模型与基于单波段-XGBoost 反演模型

和组合波段-XGBoost 反演模型相比 R
2
分别提高了

19.34%、 12.66%,RRMSE 分别降低了 2.52%和

0.60%. 

4.3  夏季水质参数在单波段-XGBoost 反演模型、

组合波段-XGBoost 反演模型和 SR-XGBoost 耦合

反演模型中的 R
2
的平均值分别为 0.654、0.691、

0.825,秋季 R
2
的平均值分别为 0.707、0.738、0.927,

秋季三种模型的 R
2
均高于夏季模型.夏季 TN、TP、

EC 和 pH 值的变异系数分别为 1.15%、23.92%、

12.33%和 5.07%;秋季分别为 2.27%、20.55%、

23.27%和 4.10%.总体来看,TN 和 pH 值在夏、秋两

季较为稳定,TP 在秋季的变异系数有所降低,表明其

季节性波动趋于减弱,EC 的变异系数在秋季显著上

升,显示出更强的季节性波动特征.河套灌区典型排

水沟道夏、秋季污染物总体为上游污染物浓度高于

下游污染物浓度,同时夏季的水质情况比秋季的水

质情况具有明显的时空差异,夏季的水质情况与秋

季的水质情况相比较差. 
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