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摘要：针对传统基于解析解与 Monte Carlo 耦合的填埋场地下水污染风险预测方法难以准确刻画渗漏不确定性的问题,提出了一种高性能仿真模拟与

不确定性分析耦合的填埋场渗漏风险及其不确定性表征技术.为解决传统不确定性分析框架下,高仿真模拟数值模型计算负荷大,不确定性分析效率低

的问题,引入粒子群优化算法(PSO)与极限梯度提升算法(XGBoost)模型,通过学习精细模拟模型计算获得的多组样本,建立替代模型来预测;同时,为了解

决 PSO-XGBoost对抽样数量的过度依赖,提出了改进的抽样方法.实验结果表明,与以 Landsim为代表的解析解-monte carlo耦合算法相比,本研究构建

基于数值模拟模型样本的机器学习替代模型更好的捕捉了参数不确定性对结果的影响,预测的污染浓度分布区间平均为传统模型的 1.36 倍;基于

PSO-XGBoost的替代模型及改进的抽样方法,相比于其他机器学习模型,预测精度(R²=0.99)和稳定性更好,且模型训练阶段计算时间减少 70%,大幅提升

了不确定性分析的效率.基于该模型的应用研究表明,第 10a 特征污染物 COD 超标的概率达到 56.43%,存在超标可能的距离为 54m,表明研究区存在一

定污染风险.研究成果为填埋场渗漏污染风险及不确定性分析提供了高效、精准的科学方法,并为进一步开展相关研究提供了借鉴. 
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Abstract：This study addresses the limitations of traditional landfill groundwater pollution risk prediction methods by integrating 

high-performance simulation with uncertainty analysis to more accurately capture the effects of concealed leakage. The limitations of 

high computational load and low efficiency were addressed by combining a Particle Swarm Optimization (PSO) algorithm with an 

Extreme Gradient Boosting (XGBoost) model. By learning from multiple samples generated by detailed simulation models, a 

surrogate model was established to improve prediction efficiency. Additionally, an improved sampling method was proposed to 

reduce the reliance of PSO-XGBoost on sample size. The results indicate that the machine learning surrogate model developed in this 

study better captures the impact of parameter uncertainty compared to traditional analytical–Monte Carlo methods such as Landsim. 

The predicted pollution concentration range is 1.36 times greater than that of conventional models. The PSO-XGBoost surrogate 

model, combined with the improved sampling method, outperforms other machine learning models in prediction accuracy (R2= 0.99) 

and stability, while reducing the computational time for model training by 70%, significantly improving the efficiency of uncertainty 

analysis. The application research based on this model shows that the probability of the characteristic pollutant COD exceeding the 

standard in the 10th year reaches 56.43%, and the possible distance of exceeding the standard is 54meters, indicating that there is a 

certain pollution risk in the study area. These findings provide an efficient and precise scientific method for analyzing landfill 

leakage risks and uncertainties and offer valuable references for further related research. 

Key words：uncertainty analysis；surrogate model；numerical simulation；landfill；risk assessment 

 

填埋作为固体废物处理的无害化手段,凭借其

低成本和低技术门槛的特点,是当前固体废物(SW)

治理的主要方式
[1-2]

.在全球范围内,人口增长、城市

化进程加快以及经济发展共同导致废物的产生量

大幅增加
[3]
.在此背景下,垃圾填埋场被广泛用于固

体废物的处理,尤其是在中国、墨西哥等发展中国家,

填埋在固体废物处理中的占比更大
[4]
.然而,研究表 
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明,大多数填埋场都存在渗滤液防渗系统和排水系

统堵塞等问题,且垃圾填埋场产生的渗滤液中含有

大量的有毒有害物质,如重金属
[5]
、有机物 

[6]
等.如果

处理不当,会对地下水造成污染,进而对垃圾填埋场

附近的人类健康构成威胁
[7]
. 

鉴于上述潜在风险,亟待开展填埋场的风险评

估和预警工作,深入探究渗滤液的产生、泄漏及其对

环境质量和人类健康的潜在影响,指导渗漏及其污

染风险的管控决策
[8-9]

.其中,参数不确定性分析是地

下水风险评估中的关键
[10]

,也是本文研究的重点之

一.目前,蒙特卡罗(Monte Clarlo, MC)取样方法因其

广泛的适用性以及方法独立性,已成为最常用的不

确定性分析手段
[11]

.然而,其收敛速度慢,需要大量模

拟随机生成的参数场,计算负荷巨大.为缓解这一挑

战 ,Lahmar S 等
[12]
结合人工神经网络 (Artificial 

Neural Network, ANN)和克里金替代模型,提出了自

适应采样方法,在保证模型精度的同时显著降低了

计算成本.陈骏骏等
[13]
采用 LHS方法,通过实施分层

随机抽样策略保证样本点分布的均匀性和代表性,

显著提升了采样效率并减轻了计算负荷.尽管上述

工作已经显著改善了传统不确定性分析方法的效

率,然而在面对运行周期较长的高精度地下水模型

时,所需的计算时间仍然过长,因此亟需开发更高

效、快速的解决方法以应对这一挑战. 

近年来,极限梯度提升算法(eXtreme Gradient 

Boosting, XGBoost)模型
[14]
在替代模型的构建中展

现出了巨大潜力,被广泛应用于地下水不确定性分

析与风险评估等领域
[15]

.例如 ,董广齐等
[16]
采用

XGBoost方法拟合涉及多维不确定变量的模拟模型,

评估其在复杂情况下的性能,结果表明 XGBoost 能

够有效逼近模拟模型的输入输出关系.此外,吉林大

学卢文喜教授团队
[17-19]

提出了一种基于XGBoos算

法的替代模型,该模型可用于解决参数不确定条件

下的地下水污染源溯源问题,并通过一系列相关实

验验证了模型的可靠性,为地下水污染修复及风险

评估提供了科学依据.然而,现有研究主要集中于低

维问题,高维不确定性分析仍面临“维数灾难”的挑

战
[20]

,而且现有方法难以提供有效的解决方案. 

因此,本文旨在借助 XGBoost 算法,针对地下水

模型中的高维不确定性分析问题,寻求更为高效的

解决方案.本文提出了一种融合地下水高性能仿真

模拟数值模型与 PSO-XGBoost 的多维输入输出浓

度回归模型,通过粒子群优化算法(Particle Swarm 

Optimization, PSO)对 XGBoost 模型的超参数进行

优化,显著提升了模型在高维数据处理中的精度与

效率.研究进一步将该方法应用于复杂地下水模拟

系统的高维不确定性分析问题预测中,建立了高维

不确定性参数和化学需氧量 (Chemical Oxygen 

Demand, COD)浓度分布之间的映射关系,进一步提

高了复杂模型的应用能力. 

1  模型及方法 

1.1  过程模型构建与求解 

过程模型是模拟渗滤液渗漏后在地下水中迁徙

扩散的过程.其中渗漏过程采用 HELP 模型模拟
[24]

,计

算渗漏液通过漏洞进入包气带与地下水时的渗漏速

率和污染组分浓度(渗滤液源强).迁移扩散过程则采

用有限差分法求解地下水水流方程和地下水溶质运

移方程建立地下水高性能仿真模拟数值模型,进而模

拟污染物在地下水中的迁移扩散过程. 

 

图 1  填埋场渗滤液渗漏风险的演化过程 

Fig.1  Temporal evolution of leachate leakage risk in landfill 

systems 

基于对地下水文地质条件的分析,并结合达西

基础渗流方程,得到地下水流的数学模型,用于模拟

研究区内地下水流动过程
[25-26]

,如下式所示: 
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式中:D 表示地下水渗流区域;Kxx、Kyy和 Kzz分别代
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表在 x、y 和 z 方向上的渗透系数分量;H 代表水位

标高;ω代表单位体积流量,即源汇项;μs 代表贮水

率;H0(x,y,z,t)代表初始时刻水头函数;t 代表时间; 

H0(x,y,t)代表初始地下水水头; H1(x,y,t)代表第一类

边界已知地下水水头函数;τ1 代表第一类水头边界

条件; τ2 代表第二类流量边界条件;n 指的是边界τ2

上的外法线方向;q(x,y,t)为已知流量函. 

 

图 2  技术路线 

Fig.2  Schematic of the research methodology 

采用三维溶质运移方程描述生活垃圾填埋场

渗滤液及其中所含污染物在地下水中的扩散与迁

移过程,计算浓度时考虑了多个参数取值.这些参数

取值的数据来源于现有资料及实地测量.地下水溶

质运移的计算模型可以表示如下: 
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式中:C 表示溶质浓度,m/s;Dij 为水动力弥散系数张

量,m²/s;vi为平均孔隙流速,m/s;S 为源汇项;θ为含水

率;C0 为初始时刻的浓度分布;C(x,y,z,t)为空间位置

的已知函数;第一类边界τ1 上的浓度 C1(x,y,z,t)是已

知函数;第二类边界τ2上的水动力弥散通量 q2(x,y,z,t)

是已知函数. 

本研究利用 Python中的 FloPy模块构建并求解

地下水流动和溶质运移模型,通过数值模拟预测典

型污染物(如 COD等)浓度的动态变化. 

1.2  JLSS抽样策略 

在本文设计的测试算例中,考虑了抽水井并对

源汇项特征进行了处理.在抽水实验初期,抽水井周

边地下水位波动显著,而远离抽水井的边界区域水

位变化较为平缓
[27]

.因此,合理选取时空采样点对模

型的训练至关重要. 

为了获得更精确的水头预测数据,本文提出了

一种能够灵活适应各种复杂情况的采样策略 ,即

LHS 采样和时空加密采样策略联合的联合拉丁时

空采样(JLSS)策略,并基于地下水高性能仿真模拟

模型完成采样. 

1.2.1  空间采样策略  当源汇项中包含抽水井时,

地下水水位的变化情况主要取决于与抽水井的距

离.具体而言,与抽水井的距离越短,地下水水头的变

化越剧烈.反之,当远离抽水井时,水头变化则呈现出

逐渐平缓的趋势.鉴于这种空间变化特性,为了准确

捕捉地下水位的动态变化,本文采用空间局部加密

采样(LRS)策略,将空间区域划分为内部区域和边界

区域.边界区域采用统一的 LHS采样,抽水井附近则

采用 LRS策略,以精准捕捉水位的剧烈变化.图 3展

示了在多个抽水井共存的情况下源汇项采样分布

布局.通过这一精细的采样设计,能够更有效地收集

和分析地下水位的动态数据,为后续模型的训练和

预测提供坚实基础. 

1.2.2  时间采样策略  鉴于地下水问题与时间维

度的密切相关性,合理的时间采样策略与空间采样

同样重要.图 4 展示了两种不同的时间区域采样方

式,图中每一个黑点表示一次数值模拟的采样时刻,

用于提取污染物浓度值. 

根据对区域地下水问题的先验知识
[28]

,含水层

的水头会随着时间的推移逐渐趋于一个相对稳定

的状态.然而,当含水层中存在抽水井时,特别是在井
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的周边区域及初始阶段,水头会发生显著变化.为了

准确捕捉这些复杂变化,需要在空间上采用 LRS 策

略的同时,在时间上执行类似策略,如图 4(b)所示.综

上,空间采样与时间采样相结合,构建出了一个全面

且精细的时空采样点集.该点集即涵盖了地下水系

统的空间特征,还准确反映了水头随时间变化的趋

势.该数据集将用于替代模型的训练,进一步提升地

下水动态预测的准确性和可靠性. 

 

图 3  多井加密采样结合拉丁超立方采样的样本点示意 

Fig.3  Schematic diagram of sample points from multi-well 

refinement combined with Latin hypercube sampling 

 

图 4  时间区域采样点示意 

Fig.4  Schematic diagram of time domain sample point 

1.3  基于 PSO-XGBoost的替代模型构建方法 

本文提出的 PSO-XGBoost 模型充分利用

XGBoost算法在分类及回归任务中展现出的高效学

习能力,同时结合了 PSO 算法的全局搜索寻优能力,

旨在解决参数不确定性分析问题 .通过采用

XGBoost 的线性增强器(XgbLinear),显著提升模型

在处理稀疏数据和提升计算效率方面的能力,能够

在保持精度和速度的前提下,用于大规模的参数不

确定性分析
[29]

. 

PSO-XGBoost 模型的开发流程涵盖从数据处

理到模型部署的各个步骤,详述如下: 

 

图 5  PSO-XGBoost模型开发流程 

Fig.5  Development process of PSO-XGBoost model 

(1)数据分割  将采样得到的模拟数据按 8:2比

例划分为训练集和测试集,确保模型在测试阶段能

客观地评估其泛化能力. 

(2)特征选择和初始化  通过 XGBoost 算法自

动选择重要特征,并对模型的关键超参数进行初始

化设置. 

(3)超参数优化  应用 PSO 算法对学习率、最

大树深等超参数进行迭代优化,通过粒子在搜索空

间中的位置更新,逐步逼近最优解. 

(4)适应度评估  采用交叉验证等评估策略,在

每轮迭代中评价模型性能并动态调整参数,确保模

型在不同数据组合下的鲁棒性. 

(5)终止判定  设置最大迭代次数和性能阈值,

当满足收敛条件后,输出当前最优超参数组合. 

在满足终止条件后,构建 PSO-XGBoost 模型.

随后,将该模型用于预测和评估不同参数下的污染

物浓度,并通过测试数据集验证其在浓度预测中的

性能. 

本研究选取了 9个不确定性参数作为模型的输

入变量,具体包括渗透系数、孔隙度、纵向弥散系数、

水平方向横向弥散度、垂直方向横向弥散度、空间

位置(x,y,z)及时间变量 t.模型的输出变量为监测井
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的污染物的浓度值. 

1.3.1  粒子群优化算法(PSO)  针对 XGBoost 模

型超参数空间广泛且参数相互作用复杂的问题,引

入了粒子群优化算法(PSO),其特点在于其能够在超

参数空间中进行全局搜索,高效找到 XGBoost 模型

的最优超参数集 ,显著提高模型性能和计算效

率 

[30-31]
.作为一种元启发式算法,PSO 通过个体之间

的协作与信息共享,有效避免局部最优,从而更快速

地找到全局最优解
[32]

.粒子群算法的最优搜索过程

描述如下
[33-34]

: 

(1)随机初始化粒子的数量、速度和位置. 

(2)定义适应度函数,每个粒子根据其当前位

置计算适应度值 ,寻找各自的个体最优解和全局

最优解. 

(3)比较并更新全局最优解. 

(4)每个粒子的速度和位置按照以下公式进行

更新: 

 
1 1
( - ) ( - )id id id id gd idV V C a P X C b P Xω= + +  (3) 

 
id id id

X X V= +  (4) 

式中:C1和C2是学习因子,分别体现粒子的个体学习

和社会学习;Pid 表示第 i 个粒子的局部最优的第 d

维,而 Pgd表示全局最优的第 d维;a和 b代表(0,1)之

间的随机数;ω表示惯性权重系数,其线性缩减过程

可描述为: 

 max max min
+(iter iter ) ( - )

iter

i
ω ω ω

ω

− ×

=  (5) 

式中:iter表示最大迭代次数;iteri表示当前迭代次数; 

ωmax和ωmin分别表示ω的最大值和最小值. 

(5)持续迭代更新,直到满足终止条件,输出最优

解. 

PSO 在 XGBoost 中超参数优化中展现了高适

配性,特别是在处理稀疏数据和具有线性关系的任

务时效果显著.通过全局优化迭代次数、学习率、正

则化参数等关键超参数
[35]

,显著提升了模型预测性

能,充分展现了其在微调 XGBoost 超参数方面的高

度适应性和优势. 

1.3.2  评价指标  模型验证的核心在于通过对其

预测结果的误差进行精确估计,并运用一系列统计

指标来全面评估其性能.随机从测试数据集中选取

200 组样本 ,利用均方误差 (MSE)、均方根误差

(RMSE)和决定系数(R
2
)3 个性能指标来评价模型的

性能
[36-37]

.具体计算公式如下: 

MSE(均方误差)表示数据的离散程度,取值越

小则说明替代模型的性能更加稳定,计算公式为: 

 �
2

1

1
MSE ( )

n

i i

i

y y
n

=

= −∑  (6) 

式中:n为样本个数,yi表示传统方法对数值模型的求

解结果,
i
y 表示替代模型的预测结果. 

确定性系数(R
2
)用于评估模型对数据的拟合程

度,表示预测值与真实值之间的相关性.其计算公式

为: 

 

�
2

2 1

2

1

( )

1

( )

n
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n
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i
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R
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=

=

−

= −

−

∑

∑

 (7) 

式中:
i
y 表示传统方法对数值模型求解结果的平均

值. 

RMSE能够更直观地反映预测值与真实值之间

的差异,值越小,模型的预测效果越好,计算公式为: 

 �

1

1
RMSE ( )

n

ii

i

y y
n

=

= −∑  (8) 

2  案例应用 

本研究以北京市大兴区安定镇生活垃圾填埋

场(以下简称“安定填埋场”)为研究对象,开展地下

水污染迁移建模与风险评估工作.该填埋场始建于

1996 年,位于华北冲积平原核心区,总占地面积约

49hm
2
,其中填埋库区面积约为 38hm

2
,地势平坦,海

拔约 22m.区域土壤类型主要为淤泥质土和黏土,具

备一定的渗透性与储水性. 

安定填埋场所处区域为典型的自由潜水含水

层,地下水埋深浅,主要接受大气降水与地表径流补

给.年均降水量约为 568mm,降雨主要集中在 6~8月.

长期运行过程中,由于防渗系统局部老化及地下水

位波动等因素,存在渗滤液渗漏进入地下水系统的

潜在风险
[38]

. 

根据北京市历年环境监测报告 ,填埋场周边

地下水中化学需氧量(COD)浓度常年处于较高水

平 ,部分观测井已多次超出《地下水质量标准》

(GB/T 14848-2017)中的限值
[39]

.COD作为衡量有

机污染负荷的关键指标 ,广泛应用于生活垃圾及

危险废物填埋场污染评价中,具有检测简便、响应

灵敏等优势 ,因此在本研究中被选定为主要污染
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物模拟因子. 

为系统模拟污染物在地下水系统中的迁移规

律,本文基于实地调查与文献数据,构建了三维地下

水流-质耦合高性能数值模型.模拟区域被概化为一

个 240m×143m×8m 的三维长方体结构,水文地质参

数参考现场实测与工程文献设定,具体如表 1 所示.

模型网格划分为 70行×49列×4层,共计 13,720个网

格单元. 

表 1  研究区水文地质参数的详细描述 

Table 1  Detailed description of hydrogeological parameters in 

the study area 

参数 描述 取值 单位 

K 水平水力传导系数 N(0.30,0.05) m/d 

α 纵向弥散度 N(10,1) m 

trpv 垂向弥散系数 N(3,0.5) m 

trpt 横向弥散系数 N(0.3,0.05) m 

ζ 孔隙度 N(0.3,0.05) - 

µ 给水度 N(0.2,0.09) - 

 

含水层被视为均质各向同性介质,区域水流由

西向东,边界条件设置如下:西侧(
1

Γ )和东侧(
2

Γ )为

定水头边界(分别为 48m 与 45m),南侧(
3

Γ )和北侧

(
4

Γ )为不透水边界,东北与西南两侧为弱透水边界,

以模拟填埋场边界阻隔特性. 

为模拟污染源行为及控制抽水方案,模型中设

置一口注水井及两口抽水井(井 1、井 2),布设位置依

据实际工程案例进行优化设计.污染源设于模型中

部,采集安定填埋场 6 个不同时间的渗滤液样品,进

行 COD 浓度测试,平均浓度为 4060mg/L,因此取该

值为渗漏源强浓度,泄漏速率为 0.58m
3
/d,模拟时长

为 20年,划分为 5个阶段(1a、4a、10a、14a、20a).

抽水井抽水速率分别为0.46m
3
/d和0.48m

3
/d,参考北

京市南部地下水调控工程运行经验.污染源及观测

井布置如图 6所示. 

 

图 6  研究区示意 

Fig.6  Schematic diagram of the study area 

本研究以 COD为主控因子,开展污染迁移路径

与时空变化分析,为城市填埋场地下水污染防控与

风险管理提供理论支撑. 

3  结果与分析 

3.1  模型验证 

通过与 Landsim 软件分析结果的对比,验证了

本研究提出的三维地下水仿真模型的准确性及其

应用可行性 .在案例场景中 ,分别使用本模型与

Landsim 的 Monte Carlo 模块对地下水污染进行的

Monte Carlo 模块对地下水污染进行参数不确定分

析.以三维模型第一层第 10a 的污染物浓度预测结

果为例,图 7 展示了两种模型在统计指标上的对比.

结果表明,本研究模型与 Landsim 在不确定性分析

结果上基本一致,能够有效开展参数不确定性分析. 

 

图 7  本研究模型与 Landsim不确定性分析的比较 

Fig.7  Comparison of the uncertainty analysis between the 

proposed model and Landsim 

实验结果如表 2 所示,直接使用模拟模型进行

不确定性分析需要进行 1000 次计算,总耗时约为

33.3h.而 PSO-XGBoost 替代模型仅需 300 次模拟

(约 10h)以获取输入-输出样本,且替代模型的计算

耗时约为 1min,节省了约 70%的计算时间,极大提高

了不确定性分析的效率,对地下水的风险评估具有

重要意义. 

为进一步验证模型性能,本研究对比了 1号和 2

号监测井第 10a 污染物浓度的预测结果,并绘制了

浓度累积分布及其拟合曲线(见图 8).结果显示,与

Landsim模型相比,本研究构建的三维模型具有更宽
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的浓度分布范围,预测的污染浓度分布区间平均为 传统模型的 1.36倍,且拟合曲线更平缓. 

 

图 8  本研究模型与 Landsim 模型的浓度累积分布及拟合曲线 

Fig.8  Cumulative concentration distributions and fitted curves of the proposed model and landsim Model 

表 2  数值模型与 PSO-XGBoost模型的计算时间对比 

Table 2  Computational time comparison between the 

numerical model and PSO-XGBoost model 

方法 模拟次数 
抽样单次模

拟时间(h) 

总模拟时间

(h) 

模型计算时

间(h) 

节省时间

(%) 

模拟模型 1000组 0.033 33.3 - - 

PSO-XGBoost 300组 0.033 10 0.017 70% 

 

通过与 Landsim 软件的多维度对比,本研究的

三维模型在处理地下水污染的参数不确定性方面

表现出更高的敏感性和准确性.此外,三维模型还考

虑了空间层次的动态特性,增强了对污染物浓度随

空间和时间变化的捕捉能力,为地下水污染预测与

管理提供了更有力的支持. 

3.2  模型精度分析 

替代模型的构建是从数据集的收集开始.首先,

基于安定镇生活垃圾填埋场的地下水高性能仿真

模拟模型,采用 JLSS抽样方法在不确定变量分布范

围内抽取 1000组样本,生成在不确定条件下的 1000

组污染物数据.随后,将数据集按 80%训练集和 20%

测试集划分,以 9 个不确定性参数作为输入向量, 

COD浓度作为输出向量,建立PSO-XGBoost替代模

型,对不同参数下的COD浓度进行预测.利用训练集

构建模型后,通过测试集评估其性能.图 9 展示了

PSO-XGBoost模型与未优化 XGBoost模型对 COD

浓度的预测结果及误差分布.从对比图中可以看出,

相比于未优化模型,PSO-XGBoost 模型的误差更集

中在零附近,呈正态分布,显示出更高的预测一致性

和精度. 

为进一步验证所提出 JLSS抽样策略的有效性,

本文在不同模型与样本量条件下进行了系统对比

实验(见表 3).结果表明,在相同的样本量下,采用

JLSS采样策略显著优于传统的 LHS采样,能够提高

模型的拟合精度与稳定性. 

以样本量为 300 组为例,本文在 PSO-XGBoost

模型框架下,分别采用联合拉丁时空采样(JLSS)和

传统拉丁超立方采样(LHS)进行对比.结果表明,采

用 JLSS 策略时 ,模型的 R
2
达到 0.986,MSE 为

0.005,RMSE 为 0.071;而采用 LHS 策略时,R
2
仅为

0.901,MSE为 0.034,RMSE为 0.184. 

与传统采样相比,JLSS策略使得MSE降低了约

85.3%,RMSE 降低了约 61.4%,R
2
提升约 9.4%.表明

所提采样策略在有限数据条件下仍具有良好的泛

化能力. 

进一步分析发现,即使在样本数量减少至原始

1/3的情况下,PSO-XGBoost模型的预测性能也优于

未优化模型在 1000 组数据下的结果.这进一步证

明,PSO 算法优化的模型在小样本条件下仍具有较

高的精度与稳定性. 
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图 9  1000组样本下 PSO-XGBoost与 XGBoost模型的预测效果及误差分布对比 

Fig.9  Comparison of prediction performance and error distribution between PSO-XGBoost and XGBoost models with 1000 

samples 

表 3  PSO-XGBoost模型与其他模型预测结果的评价指标 

Table 3  Evaluation metrics of PSO-XGBoost model and 

other models' prediction results 

方法 样本量 MSE R
2 RMSE

XGBoost +JLSS 1000组 0.013 0.925 0.114 

PSO-XGBoost + JLSS 1000组 0.002 0.992 0.044 

XGBoost + JLSS 300组 0.089 0.821 0.298 

PSO-XGBoost +JLSS 300组 0.005 0.986 0.071 

PSO-XGBoost + LHS 300组 0.034 0.901 0.184 

XGBoost + LHS 300组 0.070 0.764 0.265 

 

3.3  模型对比实验 

近年来,随着人工智能技术在环境领域的广泛

应用,地下水污染物浓度预测方法逐渐从传统的数

值模拟转向数据驱动模型
[40-41]

.为验证本文所提出

的 PSO-XGBoost 模型的预测效果,本研究选取了 3

种常见的数据驱动模型作为对比对象. 

首先,选取两种单一结构模型——卷积神经网

络(CNN)与长短期记忆网络(LSTM),它们在时间序

列建模与特征提取方面被广泛用于环境污染预测

任务;其次,进一步引入一种组合建模方法—变分模

态分解与极端梯度提升模型(VMD-XGBoost),该模

型通过信号分解与集成学习相结合,具备较强的特

征表示能力和预测精度. 

上述 3 种模型覆盖了从深度学习到集成学习

的典型建模路径,能够从结构复杂度、建模策略和

数据敏感性等多个维度 ,全面验证所提出 PSO- 

XGBoost 模型在污染物浓度预测任务中的适应性

与优越性. 

本实验在统一的数据样本、参数范围与评价指标

(参见 1.3.2 节)的基础上,对上述四类模型进行了性能

对比.图 10展示了各模型在测试集上的预测值与真实

值的拟合效果、误差分布以及 90%置信预测带. 

结果显示,PSO-XGBoost 模型在精度和稳定性

方面均优于对比模型,其预测结果分布最为集中,误

差波动最小,大部分样本点落在 90%预测带内,说明
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模型具备较强的泛化能力和对不确定性的表达能

力.相比之下,LSTM和 CNN在中高浓度段出现较多

偏离,VMD-XGBoost 预测结果整体波动更大,误差

分布不均,表现出一定的不稳定性. 

   

   

图 10  各模型预测效果 

Fig.10  Prediction performance diagrams of different models 

图中展示了 PSO-XGBoost、LSTM、CNN、VMD-XGBoost四种模型的预测值与真实值对比(散点图),以及误差分布(柱状图),同时绘制了 90%预测带 

综上,PSO-XGBoost 模型在本研究中表现出最

优的浓度预测能力,结合本文提出的时空采样策略,

可为地下水污染物迁移的快速评估与风险预测提

供有效的技术支撑. 

3.4  地下水参数不确定性分析 

通过精度分析验证了 PSO-XGBoost 模型在不

同参数条件下进行 COD 浓度不确定性预测的有效

性.以北京市安定镇典型生活垃圾填埋场第 10a 污

染物扩散为例,采用 JLSS方法生成1000组参数组合,

输入训练好的 PSO-XGBoost 模型进行 预测,并对

结果进行风险分析(见图 11). 

对这 1000 组不确定参数下的浓度预测结果进

行统计,并绘制了频数分布柱状图.结果显示,污染物

浓度在 3.13~62.54mg/L 范围内的概率最大(73.9%).

且由图(b)可以看出,污染物浓度变化范围较大,表明

预测结果存在较大的不确定性. 

根据国家有关规定,没有划定地下和地表水功

能区的执行四类标准.依据《地表水环境质量标准》,

四类标准的 COD限值为 30mg/L.基于 1000组浓度

预测结果绘制的累积分布函数(图 11)显示,浓度超

过30mg/L的概率为56.43%,表明研究区污染风险较

高.经统计,超标区域的最大范围为 54m,进一步表明

该区域污染风险较高,该结果可为类似场地污染防

控提供风险预判支持. 
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图 11  污染物浓度频数分布直方图及概率累积曲线 

Fig.11  Histogram and cumulative probability curve of 

pollutant concentration 

4  结论 

4.1  与以Landsim为代表的解析解-Monte Carlo耦

合算法相比,本研究构建基于数值模拟模型样本的

机器学习替代模型更好的捕捉了参数不确定性对

结果的影响,预测的污染浓度分布区间平均为传统

模型的 1.36倍. 

4.2  将 JLSS 抽样方法应用于 PSO-XGBoost 模型

的构建,不仅显著提升了采样的覆盖率和代表性,还

有效降低了模型训练阶段的计算成本,使用 JLSS抽

样构建 PSO-XGBoost 模型仅需 300 次数值模拟

(10h),相较于传统方法节省了 70%的计算时间,大大

提高了不确定性分析的效率,对地下水的风险评估

具有重要意义. 

4.3  基于 PSO-XGBoost方法构建的替代模型展现

出较高的预测精度(R
2
=0.99),能够有效逼近模拟模

型的输入输出关系,并显著降低了计算负担.最终,将

该模型用于地下水污染风险进行了评估.结果表明,

研究区内 COD浓度超过 30mg/L的概率为 56.43%,

最大超标范围为 54m,表明研究区污染风险较高. 
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