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基于残差状态空间模型混合架构的
北极海冰分割网络
郁纪成，　 曲嘉铭，　 郝宇驰

（中交疏浚技术装备国家工程研究中心有限公司，上海２０００８２）

摘　 要：针对北极海冰多任务分割中局部与全局特征提取难以兼顾的挑战，提出一种融合了残差网络与状态空间
模型的混合架构。该架构以残差网络为编码器提取多尺度局部特征，解码器则采用增强型视觉状态空间模块，通
过结合二维选择性扫描与双重注意力机制实现全局的上下文建模；在跳跃连接部分，设计了跨尺度上下文融合模
块以整合编码器多层级特征，利用注意力机制强化关键区域表达；在训练阶段，引入了解码器分级监督策略优化损
失函数计算；最后通过并行分割头同步输出海冰密集度、发展阶段及浮冰尺寸预测。在ＡＩ４Ａｒｃｔｉｃ数据集上的试验
表明，所提模型综合评分达８４ ０１４，在所有的３种预测任务上的表现均优于Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ、ＳｅｇＦｏｒｍｅｒ等主流方
法，实现了海冰分布的精细分割，其成果可为后续识别并划定可通航水域范围提供技术支撑。所获分割结果在北
极航道规划与船舶航行安全评估中具有重要的应用价值。
关键词：航行安全；海冰分割网络；状态空间模型；混合架构；注意力机制；损失函数优化
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　 　 北极海冰覆盖范围的持续缩减已成为全球气候
变化的显著标志。研究数据显示，过去４０ ａ间北极
夏季海冰面积每１０ ａ减少１２ ５％ ［１］，直接影响极地
反照率与热量交换过程，加剧了北极地区的增温效
应［２］。同时由此导致的北极航道通航窗口期的逐
年延长，使进入北极的船舶数量较１０ ａ前增长近
４０％ ［３］，这对海冰冰情的监测提出了更高要求。海
冰分割的核心目的之一在于通过实时识别冰区边界
确定可通航水域，为极地航运提供准确的导航与避
险依据。能准确地识别海冰密集度、发展阶段和浮
冰尺寸等多维度参数，不仅帮助航道规划者优化航
线设计，也为船舶避险提供重要参考。

早期的遥感图像海冰分割方法主要依赖人工特
征提取和传统机器学习分类器的结合。例如基于灰
度共生矩阵（Ｇｒａｙｌｅｖｅｌ Ｃｏｏｃｃｕｒｒｅｎｃｅ Ｍａｔｒｉｘ，
ＧＬＣＭ）的纹理特征被广泛用于区分海冰和开放水
域［４５］，随后利用支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅｓ，ＳＶＭ）［６７］、随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ）［８９］
等分类器进行像素级分类。然而这类方法过度依赖
人工特征提取与样本选择，处理流程效率较低，难以
应对遥感大数据下复杂多变的海冰环境，使其在分
类精度与泛化能力方面存在一定局限性［１０１２］。

随着深度学习的发展，卷积神经网络
（Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋｓ，ＣＮＮ）逐渐成为海冰
图像分割的主流技术框架。以ＲｅｓＮｅｔ、ＵＮｅｔ和
ＤｅｅｐＬａｂｖ３ ＋为代表的网络结构通过局部特征提取，
在海冰识别任务中取得了显著进展［１３１５］。例如
Ｆｅｎｇ等［１６］基于ＤｅｅｐＬａｂｖ３ ＋构建双分支编码结构，
分别处理不同来源的遥感数据，并引入自适应多任
务损失加权机制，实现北极区域内海冰的高精度识
别。尽管ＣＮＮ在局部模式识别方面表现优异，但其
感受野受限于网络结构，难以充分捕捉图像中存在
的长程依赖与多尺度信息，所以在复杂海冰场景下
的表现仍存在不足［１７］。

近年来，全局特征建模技术为解决上述问题提
供了可能。Ｔｒａｎｓｆｏｒｍｅｒ架构通过自注意力机制实现
全局的上下文感知，在自然语言处理和计算机视觉
任务中展现出强大的性能［１８１９］。例如Ｍａ等［１７］提
出ＭＦＧＣＮｅｔ模型，引入基于多头自注意力的上下
文Ｔｒａｎｓｆｏｒｍｅｒ 模块，有效建模合成孔径雷达
（Ｓｙｎｔｈｅｔｉｃ Ａｐｅｒｔｕｒｅ Ｒａｄａｒ，ＳＡＲ）海冰图像中的远程
依赖关系，提升多尺度全局上下文信息的提取能力。
然而其计算复杂度随序列呈平方增长，制约高分辨

率ＳＡＲ图像处理效率［２０］。为解决该问题，Ｇｕ等［２１］

提出的Ｍａｍｂａ作为一种新型的状态空间模型（Ｓｔａｔｅ
Ｓｐａｃｅ Ｍｏｄｅｌ，ＳＳＭ），通过改进的状态更新机制，能在
保持线性计算复杂度的同时有效捕捉长距离依赖信
息，适用于大规模数据处理。Ｌｉｕ等［２２］则进一步将
Ｍａｍｂａ扩展至视觉任务领域，通过多方向的扫描策
略以更好地适配二维图像结构。在遥感场景中，
Ｚｈｕ等［２３］将ＳＳＭ引入语义分割任务，其编码器解
码器架构在多个遥感数据集上刷新性能记录，验证
ＳＳＭ在处理遥感图像方面的独特优势。Ｚｈａｏ等［２０］

和Ｃｈｅｎ等［２４］则优化Ｍａｍｂａ的扫描方式，在遥感图
像分类与分割任务中表现出优于Ｔｒａｎｓｆｏｒｍｅｒ的精
度与效率。

在此基础上，研究者开始探索融合ＣＮＮ的局部
特征提取能力与Ｍａｍｂａ的全局建模能力的混合架
构，并将其成功应用于医学图像处理领域，显著提升
图像分割性能。得益于该架构的优势，一系列以
Ｍａｍｂａ为核心的ＵＮｅｔ混合模型［２５２８］在多类器官数
据中取得显著的精度提升，验证了其可行性。近期，
该架构在遥感领域亦取得显著进展：Ｗａｎｇ［２９］通过
设计密集空间金字塔池化与选择性状态空间解码
器，有效提升城市地物分割的精度与效率；Ｍａ等［３０］

构建ＣＮＮ主支与Ｍａｍｂａ辅支的双编码器结构，利
用其互补特性增强对复杂城市场景的全局感知和局
部细节捕捉能力；Ｚｈｅｎｇ等［３１］则引入边缘引导机
制，专注于提升各类农田边界的分割准确性。这些
研究充分证明了ＣＮＮＭａｍｂａ混合架构在应对多尺
度、复杂场景遥感问题时的优越性。

经过对领域内公开文献的梳理可知，医学图像
的成功应用验证了ＣＮＮ与Ｍａｍｂａ混合架构（如器
官边界清晰、纹理相对均匀），还使用在城市或农业
遥感（地物结构规则、空间上下文稳定）等场景。相
比之下，北极海冰环境具有高度的动态性和复杂性，
具体表现为：海冰纹理随温度、风速和洋流作用持续
变化，导致冰水边界模糊且形态不规则；冰型与浮冰
尺度差异显著，呈现突出的多尺度结构与语义层次；
加之极区监测以ＳＡＲ为主，在极地气象干扰与昼夜
光照差异影响下噪声增强，且需与被动微波、再分析
气象等多源信息在异尺度上对齐，使模型的长程依
赖建模与多尺度特征融合等能力面临更为艰巨的考
验。而在海冰遥感领域，当前主流方法仍集中于
ＣＮＮ或Ｔｒａｎｓｆｏｒｍｅｒ的混合设计，ＣＮＮＭａｍｂａ混合
模型在北极海冰分割领域的研究尚属空白，其独特
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的“局部全局”协同机制与线性计算优势在极地遥
感多任务场景中的潜力亟待探索。

基于此，本文提出一种基于残差状态空间模型
混合架构的北极海冰多任务分割网络。在
ＡＩ４Ａｒｃｔｉｃ［３２］数据集上的试验结果表明，该方法较现
有模型在综合指标及３项子任务中均处于领先地
位，填补了该架构在极地遥感关键场景中的应用空
白。其主要贡献如下：
１）提出增强型视觉状态空间模块，利用二维选

择性扫描模拟多方向长程依赖，结合通道与空间双
注意力机制，增强关键特征的表达能力，解决了传统
卷积网络全局建模能力不足的问题。
２）设计跨尺度上下文融合模块，利用多分支卷

积整合编码器多层级特征，通过多分支卷积与注意
力加权策略整合编码器不同层级的特征，抑制背景
噪声并聚焦关键区域，缓解了跳跃连接中浅层和深
层特征的语义差异导致的边界模糊问题。
３）引入解码器分级监督策略，通过在多个解码

阶段叠加辅助输出参与损失函数计算，优化梯度传
播，提升模型对多尺度海冰特征的敏感度。
１　 方　 法
１ １　 整体架构概述

本文提出的北极海冰多任务分割模型采用编码
器解码器架构，其核心设计融合增强型视觉状态空
间模块（Ｅｎｈａｎｃｅｄ Ｖｉｓｕａｌ Ｓｔａｔｅ Ｓｐａｃｅ，ＥＶＳＳ）、跨尺度
上下文融合模块（Ｃｒｏｓｓ Ｓｃａｌｅ Ｃｏｎｔｅｘｔｕａｌ Ｆｕｓｉｏｎ，
ＣＳＣＦ）和解码器分级监督（Ｄｅｃｏｄｅｒ Ｓｔａｇｅ Ｗｉｓｅ
Ｓｕｐｅｒｖｉｓｉｏｎ，ＤＳＷＳ），见图１。编码器基于ＲｅｓＮｅｔ１８
骨干网络，通过４个阶段分层提取特征，逐步扩大感
受野并压缩空间分辨率，生成包含局部纹理和全局
语义的多层级特征。解码器由堆叠的ＥＶＳＳ模块构
成，结合ＣＳＣＦ模块引入的跨尺度跳跃连接，逐步恢
复空间分辨率并融合编码器传递的多尺度信息。模
型末端通过多任务分割头并行输出海冰密集度（Ｓｅａ
Ｉｃｅ Ｃｏｎｃｅｎｔｒａｔｉｏｎ，ＳＩＣ）、海冰发展阶段（Ｓｔａｇｅ ｏｆ
Ｄｅｖｅｌｏｐｍｅｎｔ，ＳＯＤ）和浮冰（ＦＬＯＥ）尺寸的预测结
果，并引入ＤＳＷＳ机制的设计来优化损失函数计算。
１ ２　 ＥＶＳＳ

ＥＶＳＳ是解码器中的核心单元，模型整体架构
见图２。设输入ＥＶＳＳ的特征为Ｘ∈ＲＢ × Ｈ ×Ｗ × Ｃ，其首
先通过一个下降维度的１ × １线性层把通道数映射
到中间维度Ｃｍｉｄ，然后对得到的Ｘｐ做层归一化得到
Ｘｎｏｒｍ。该步骤通过降维不仅减少计算量，还保留关
键信息；层归一化则用于稳定训练过程，提升模型的

图１　 模型整体架构
Ｆｉｇ． １　 Ｏｖｅｒａｌｌ ｍｏｄｅｌ ａｒｃｈｉｔｅｃｔｕｒｅ

图２　 ＥＶＳＳ模块结构
Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ＥＶＳＳ ｂｌｏｃｋ

收敛性，具体表达式为
Ｘｐ ＝ Ｌｉｎｅａｒｄｏｗｎ（Ｘ），Ｘｐ ∈ ＲＢ×Ｈ×Ｗ×Ｃｍｉｄ （１）

Ｘｎｏｒｍ ＝ ＬＮ（Ｘｐ） （２）
　 　 Ｘｎｏｒｍ会被Ｌｉｎｅａｒｉｎ层拆分，同时进入两条分支。
１）第一条分支先利用深度可分离卷积提取每

条通道上的局部空间特征，处理完毕后，所得的局部
特征会被送入二维选择性扫描（２Ｄ Ｓｅｌｅｃｔｉｖｅ Ｓｃａｎ，
ＳＳ２Ｄ）［２２］中。ＳＳ２Ｄ在二维平面上模拟多方向的递
归扫描，并将来自不同方向的输出合并为一个带有
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全局上下文的特征图。再次经过层归一化后，此分
支的最终输出定义为Ｄ１，有
Ｄ１ ＝ ＬＮ（ＳＳ２Ｄ（ＳｉＬＵ（ＤＷＣｏｎｖ（Ｘｎｏｒｍ））））（３）

式（１）～式（３）中：Ｌｉｎｅａｒｄｏｗｎ为下降维度的线性；Ｂ
为批量大小，即每批次输入的样本数量；Ｈ和Ｗ分
别为特征图的高度和宽度；Ｃｍｉｄ为经Ｌｉｎｅａｒｄｏｗｎ降维
后的中间通道；ＬＮ为层归一化；ＤＷＣｏｎｖ为深度可
分离卷积；ＳｉＬＵ为激活函数；ＳＳ２Ｄ为二维选择性扫
描模块。该分支的核心设计在于通过深度可分离卷
积高效提取局部特征，再借助ＳＳ２Ｄ机制实现全局
上下文建模，以线性计算量捕捉长距离依赖，从而在
保持计算效率的同时增强模型对复杂海冰场景的全
局信息感知能力。
２）Ｘｎｏｒｍ还会并行地进入一个包含双注意力的

分支。
①该分支先通过一个通道注意力模块ＣＡ，用于

学习不同特征通道的重要性，并对通道进行加权。
②输出Ｘｃ再经过一个空间注意力模块ＳＡ，识

别并增强空间上的关键区域信息。
③输出Ｘｃｓ通过ＳｉＬＵ激活得到这个双注意力分

支的输出Ｄ２，也就是对通道和空间位置重要性的加
权特征，有

Ｘｃ ＝ ＣＡ（Ｘｎｏｒｍ）·Ｘｎｏｒｍ （４）
Ｘｃｓ ＝ ＳＡ（Ｘｃ）·Ｘｃ （５）

式（４）和式（５）中：·为元素级乘法。该分支通过通道
注意力突出重要特征维度，空间注意力则聚焦于图
像中的关键区域，二者的结合有效增强了模型对多
尺度、多位置特征的表达能力，尤其适用于多任务海
冰分割任务中冰水边界的精细化识别。

以上两条分支的输出会进行逐元素相乘。相乘
后的融合特征Ｄｐｒｏｄ再通过一个线性层Ｌｉｎｅａｒｕｐ调整
通道数，得到最终的特征表示。最后通过一个残差
连接，将ＥＶＳＳ模块最初的输入与经过上述一系列
处理后的输出相加，形成该模块的最终输出Ｄｏｕｔ，有

Ｄｐｒｏｄ ＝ Ｄ１·Ｄ２ （６）
Ｄｏｕｔ ＝ Ｌｉｎｅａｒｕｐ（Ｘｐ ＋ Ｌｉｎｅａｒｏｕｔ（Ｄｐｒｏｄ））＋ Ｘ （７）

式（６）和式（７）中：Ｌｉｎｅａｒｏｕｔ为线性投影层，用于恢复
被拆分为两路的输入特征的维度；逐元素相乘旨在
使来自两条分支的信息深度融合，从而使局部细节
与全局上下文得以互补；残差连接则促进了梯度传
播，缓解深层网络的训练困难，进一步提升模型的表
达能力和稳定性。
１ ３　 ＣＳＣＦ

为在网络的编码器和解码器之间有效地传递和
整合不同尺度的特征信息，引入ＣＳＣＦ，其模块结构

见图３。设编码器第ｉ级经过通道映射后的特征为
Ｅｉ∈Ｒ

Ｂ × Ｈｉ ×Ｗｉ × Ｃｉ。ＣＳＣＦ模块接收来自编码器多个不
同分辨率的调整后特征Ｔｊ 作为输入。这些特征图
在空间维度上可能存在差异，因此，在融合前需通过
插值操作将其调整至统一的空间分辨率。对齐后的
多尺度特征Ｔ～ ｊ→ｉ随后在通道维度上进行拼接，形成
一个包含了多个尺度信息的聚合特征Ｕｉ。这个聚
合特征随后会通过一个１ × １卷积进行初步融合与
降维。具体表达式为

Ｔｉ ＝ Ｃｏｎｖ１×１（Ｅｉ） （８）
Ｔ～ ｊ→ｉ ＝ Ｉｎｔｅｒｐ（Ｔｊ，Ｈｉ，Ｗｉ），　 ｊ ＞ ｉ （９）

Ｕｉ ＝ Ｃｏｎｖ１×１（Ｃｏｎｃａｔ（Ｔｉ，Ｔ～ ｉ＋１→ｉ，Ｔ～ ｉ＋２→ｉ））（１０）
式（８）～式（１０）中：Ｃｏｎｖ１ × １为１ × １卷积；Ｉｎｔｅｒｐ为
插值操作；Ｃｏｎｃａｔ为拼接操作。

图３　 ＣＳＣＦ模块结构
Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｔｈｅ ＣＳＣＦ ｂｌｏｃｋ

　 　 为进一步增强特征的表达能力，ＣＳＣＦ也集成
注意力机制。通道注意力和空间注意力机制对经过
多分支卷积处理的特征进行动态加权，使模块能自
动强调那些真正与海冰分割相关的通道和区域并抑
制背景噪声。上一步被整合后的特征Ｕｉ 会并行地
进入通道注意力分支和多尺度融合空间注意力
分支。

经过通道注意力分支的输出Ｕｃ为
ＣＡ（Ｙ）＝ σ（ＦＣ（ＧＡＰ（Ｙ））＋ ＦＣ（ＧＭＰ（Ｙ）））（１１）

Ｕｃ ＝ Ｕｉ·ＣＡ（Ｕｉ） （１２）
式（１１）和式（１２）中：ＧＡＰ和ＧＭＰ分别为全局平均
池化和全局最大池化；ＦＣ为全连接；σ为Ｓｉｇｍｏｉｄ激
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活函；·为元素级乘法。
进入多尺度融合空间注意力分支的特征是首

先进入一个包含多分支卷积路径的并行单元。每个
分支采用不同大小的卷积核Ｃｏｎｖｋ × ｋ，从不同感受野
尺度捕捉特征信息。随后这些多分支卷积的输出将
被结合得到Ｓｓｕｍ并输入下一层。

Ｓｋ ＝ Ｃｏｎｖｋ×ｋ（Ｕｉ），ｋ∈ ３，５，７ （１３）
Ｓｓｕｍ ＝ Ｓ３ ＋ Ｓ５ ＋ Ｓ７ （１４）

　 　 Ｓｓｕｍ经过空间注意力机制增强得到Ｕｓ为
ＳＡ（Ｙ）＝ σ（Ｃｏｎｖ７×７（Ｃｏｎｃａｔ（Ｍｅａｎｃｈ（Ｙ），

Ｍａｘｃｈ（Ｙ）））） （１５）
Ｕｓ ＝ Ｓｓｕｍ·ＳＡ（Ｓｓｕｍ） （１６）

式（１５）和式（１６）中：Ｍｅａｎｃｈ和Ｍａｘｃｈ分别为沿通道
维度的平均和最大池化。

通道增强特征Ｕｃ、多尺度和空间增强特征Ｕｓ
相加后，通过一个１ × １卷积调整通道数，得到ＣＳＣＦ
的输出Ｃｏｕｔ为

Ｃｏｕｔ ＝ Ｃｏｎｖ１×１（Ｕｃ ＋ Ｕｓ） （１７）
　 　 通过在编码器的不同阶段部署ＣＳＣＦ作为跳跃
连接，提供给解码器的对应层级，可确保解码器在进
行上采样和特征恢复时，能融合来自编码器不同深
度的特征图，形成上下文感知能力更强的特征表示，
以缓解编码器不同阶段特征语义层次差异造成的上
下文信息割裂。如此，即使面对多变的海冰纹理和
背景干扰，也能让分割结果与边界更加准确。
１ ４　 多任务输出与ＤＳＷＳ

为实现对北极海冰多种参数的同步分割，本模
型采用多任务输出的策略，如图１右侧部分所示。
解码器最终会产出一个高分辨率特征图，该特征图
随后被送入多个并行的分割头。每个分割头由一个
１ × １卷积层构成，负责将共享的特征表示映射到
ＳＩＣ、ＳＯＤ和ＦＬＯＥ的预测概率图上。每个分割头独
立地为相应的任务生成像素级分类结果。

为减轻梯度消失问题以进一步提升模型性能，
本模型在损失函数计算过程中实现ＤＳＷＳ的机制。
在解码器的第二级～第四级ＥＶＳＳ的输出特征经过
通道维度的重排后，分别通过专用的辅助卷积层进
行处理，生成与主输出特征相同任务维度的辅助预
测图。这些辅助输出分支仅在训练阶段启用，对训
练过程提供额外的监督，与最终输出共同参与损失
函数的计算。这一设计使网络不必等到反向传播到
最后一层才获得学习信号，而是在多个解码阶段的
同时接收不同尺度的特征信息，提升模型对多尺度
海冰特征的捕捉能力。

损失函数的计算定义如下，记第ｉ级解码器输
出特征为

Ｆｉ ∈ Ｒ
Ｂ×Ｈｉ×Ｗｉ×Ｃｉ，　 ｉ ＝ ０，２，３，４ （１８）

式（１８）中：ｉ ＝ ０对应最终输出，ｉ ＝ ２，３，４分别对应
解码器的３层中间输出。

每个分割头都是一个１ × １卷积，将通道数映射
到对应任务类别数Ｃｔ，再经ＳｏｆｔＭａｘ归一化得到像
素级概率分布Ｐｔ，ｉ为

Ｐｔ，ｉ ∈ Ｒ
Ｂ×Ｃｔ×Ｈｉ×Ｗｉ，　 ｔ∈ ＳＩＣ，ＳＯＤ，ＦＬＯＥ （１９）

　 　 主输出采用交叉熵损失，具体定义Ｌ０为
Ｌ０ ＝ 

ｔ
ωｔ

１
Ｈ０Ｗ０

Ｈ０Ｗ０

ｎ ＝ １
－ ｌｎ（Ｐｔ，０［ｎ，ｙｔ，ｎ］）（２０）

式（２０）中：ωｔ为任务权重；ｙｔ，ｎ为像素ｎ的真实类别
索引。

相似地，对于第ｉ级辅助输出，其交叉熵损失Ｌｉ
定义为

Ｌｉ ＝ 
ｔ
ωｔ
１
ＨｉＷｉ

ＨｉＷｉ

ｎ ＝ １
－ ｌｎ（Ｐｔ，ｉ［ｎ，ｙｔ，ｎ］），

ｉ ＝ ２，３，４ （２１）
　 　 将主输出和辅助输出的交叉熵损失加权合并得
到最终的解码器分级监督损失ＬＤＳＷＳ为

ＬＤＳＷＳ ＝ Ｌ０ ＋
４

ｉ ＝ ２
λ ｉＬｉ （２２）

式（２２）中：λ ｉ为在第ｉ级施加的辅助监督权重；λ２、
λ３、λ４按照试验经验分别调整为０． ２０、０． １５、０． １０。
２　 试验与结果
２ １　 数据集

本文采用ＡＩ４Ａｒｃｔｉｃ［３２］海冰遥感数据集作为试
验基准，该数据集覆盖格陵兰岛与加拿大北极区域
２０１８—２０２１年的观测数据。数据集大小约５０ ＧＢ，
包含５１３个训练样本和２０个测试样本，每个样本以
ＮｅｔＣＤＦ格式存储多维遥感参数与冰图标签。

输入数据由多源的遥感观测与气象参数构成：
１）Ｓｅｎｔｉｎｅｌ１双极化（ＨＨ ／ ＨＶ）ＳＡＲ图像，经

ＮＥＲＳＣ算法噪声校正后分辨率为８０ ｍ。
２）ＡＭＳＲ２被动微波辐射计数据，包含１８ ７ ／

３６ ５ ＧＨｚ双极化亮温观测，分辨率为２ ｋｍ。
３）ＥＲＡ５再分析数据包含１０ ｍ风速、２ ｍ气

温、总水汽量和液态云水含量这些参数，经高斯插值
统一至２ ｋｍ空间分辨率。
４）辅助数据包含海岸距离图、经纬度网格和观

测时间编码等。所有输入参数均归一化至［－ １，１］
区间，缺失值以－ １填充，经纬度信息经归一化后融
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入模型以增强空间感知能力。为提升试验效率，本
文选用ＲＴＴ预处理版本，该版本已对原始数据进行
噪声校正、空间对齐和格式统一处理。

标签数据基于丹麦气象局和加拿大冰勤署的冰
图产品，包含３类分割任务：
１）ＳＩＣ，按１０％间隔划分为０ ～ １００％共１１类。
２）ＳＯＤ，包含开放水域、新冰、年轻冰、薄一年

冰、厚一年冰和多年冰６类。
３）ＦＬＯＥ，涵盖开放水域、碎冰、小／中／大／巨型

浮冰和冰山等７类。训练阶段将原始训练集随机划
分为４９２个训练样本和２０个验证样本，测试集采用
官方提供的２０个无标签样本，确保模型评估的客
观性。

本文将数据集中基于官方冰图所产生的标签数
据作为评测所用的真实值。该标签数据来源于丹麦
气象局与加拿大冰勤署的分析专家手工绘制的业务
化冰图产品。制图过程基于多源卫星观测数据，其
中ＳＡＲ影像因具有高分辨率及全天时全天候成像
能力成为主要数据源，并辅以光学影像、被动微波辐
射计等数据支持。冰情分析专家通过专业地理信息
系统（Ｇｅｏｇｒａｐｈｉｃ Ｉｎｆｏｒｍａｔｉｏｎ Ｓｙｓｔｅｍ，ＧＩＳ）平台，依据
季节、ＳＡＲ影像中的海冰纹理和形态等特征进行人
工判断，标注出海冰状况相对均一的多边形区域，并
为每个多边形分配遵循世界气象组织海冰代码的标
准化海冰参数信息。最终，这些包含每个多边形ＩＤ
及其对应海冰参数（ＳＩＣ、ＳＯＤ、ＦＬＯＥ）的矢量冰图
被转换为与ＳＡＲ影像尺寸对齐的ＮｅｔＣＤＦ格式网格
化标签数据。这些冰图标签产品的本质是基于专家
经验的解释性成果，在内部冰区细节及中间浓度区
间可能存在一定的主观性和不确定性，并非绝对意
义上的“真值”，但仍被国际认可为当前业务化海冰
监测中最具权威性的参考数据，多年来广泛应用于
极地遥感与航海保障领域。本研究在此前提下将其
作为训练与评估的基准参考。
２ ２　 训练设置

模型基于ＰｙＴｏｒｃｈ ２ ０． １框架搭建，试验环境配
置为Ｕｂｕｎｔｕ ２０ ０４操作系统、ＣＵＤＡ １１ ８库和单张
ＲＴＸ ３０９０显卡。模型训练采用ＡｄａｍＷ优化器，初
始学习率设为０ ０００ １，并配合余弦退火学习率调度
器动态地调整参数更新步长，以平衡训练稳定性和
收敛效率。输入数据每批次包含１６张图像，训练总
周期设置为１００轮，每轮包含５００代迭代。
２ ３　 评估指标

模型性能采用３类指标综合评估。针对ＳＩＣ的

回归预测特性，使用决定系数Ｒ２衡量预测值和真实
值的拟合精度，计算公式为

Ｒ２ ＝ １ －

ｎ

ｉ ＝ １
（ｙｉ，ｔｒｕｅ － ｙｉ，ｐｒｅｄ）２


ｎ

ｉ ＝ １
（ｙｉ，ｔｒｕｅ － ｙ^ｉ，ｔｒｕｅ）２

（２３）

式（２３）中：ｙｉ，ｔｒｕｅ为第ｉ个像素的真实标签值；ｙ^ｉ，ｔｒｕｅ为
所有像素真实值的均值；ｙｉ，ｐｒｅｄ为第ｉ个像素的模型
预测值。

对于ＳＯＤ和ＦＬＯＥ的离散分类任务，采用Ｆ１
分数评估，该指标通过精确率ｐ（Ｐｒｅｃｉｓｉｏｎ）与召回率
ｒ（Ｒｅｃａｌｌ）的调和平均数综合反映分类性能，特别适
用于类别数量不均衡的遥感数据，有

Ｆ１ ＝ ２·ｐ·ｒｐ ＋ ｒ （２４）
式（２４）中：

ｐ ＝
ＴＰ

ＴＰ ＋ ＦＰ
（２５）

ｒ ＝
ＴＰ

ＴＰ ＋ ＦＮ
（２６）

式（２５）和式（２６）中：ＴＰ 为真正例数量（Ｔｒｕｅ
Ｐｏｓｉｔｉｖｅｓ）；ＦＰ为假正例数量（Ｆａｌｓｅ Ｐｏｓｉｔｉｖｅｓ）；ＦＮ为
假负例数量（Ｆａｌｓｅ Ｎｅｇａｔｉｖｅｓ）。

最终的综合评分通过加权量化模型在多任务的
整体表现，ＳＩＣ与ＳＯＤ因在业务场景和制图过程中
的重要性更高，权重均为２ ／ ５，而ＦＬＯＥ权重为１ ／ ５。
计算时，陆地等非海冰区域的像素均被排除，确保评
估聚焦于有效的目标区域。
２ ４　 对比试验

将所提基于残差状态空间模型混合架构的海
冰多任务分割模型与ＵＮｅｔ［３３］、ＤｅｅｐＬａｂＶ３ ＋ ［３４］、
Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ［３５］和ＳｅｇＦｏｒｍｅｒ［３６］等４种主流方法
在测试集的ＳＩＣ、ＳＯＤ和ＬＯＥ等３个子任务上的性
能进行全面对比，以验证所提方法在多任务分割中
的综合表现。
　 　 不同模型在测试集上的对比结果见表１。
　 　 １）在ＳＩＣ 任务中，所提模型Ｒ２ 得分为
８４ １９７％，略高于ＵＮｅｔ 的８４ １７６％，同时高出
ＳｅｇＦｏｒｍｅｒ（８２ ４４９％）、Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ（８０ ０３０％）
和ＤｅｅｐＬａｂＶ３ ＋（７３ ４１３％）。
２）在ＳＯＤ任务中，所提模型Ｆ１ 分数达到

８８ ６８２％，对比ＳｅｇＦｏｒｍｅｒ的８７ ４６７％、ＤｅｅｐＬａｂＶ３
＋的８７ ２３４％、Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ的８６ ５３５％和Ｕ
Ｎｅｔ 的８３ ９９８％，分别提升１ ２１５％、１ ４４８％、
２ １４７％和４ ６８４％。
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表１　 不同模型在测试集上的对比结果
Ｔａｂ． １　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ ｔｅｓｔ ｓｅｔ 单位：％

任务 ＵＮｅｔ ＤｅｅｐＬａｂＶ３ ＋ Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ ＳｅｇＦｏｒｍｅｒ 所提模型
ＳＩＣ Ｒ２ ８４． １７６ ７３． ４１３ ８０． ０３０ ８２． ４４９ ８４． １９７

ＳＯＤ Ｆ１ ８３． ９９８ ８７． ２３４ ８６． ５３５ ８７． ４６７ ８８． ６８２

ＦＬＯＥ Ｆ１ ７１． ５０１ ７０． ０６２ ７１． ５２１ ７３． ８７０ ７４． ３１０

综合评分 ８１． ５７０ ７８． ２７１ ８０． ９３０ ８２． ７４０ ８４． ０１４

　 　 ３）在ＦＬＯＥ任务中，所提模型Ｆ１ 分数为
７４ ３１０％，高于ＳｅｇＦｏｒｍｅｒ 的７３ ８７０％、Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ 的７１ ５２１％、ＵＮｅｔ 的７１ ５０１％ 和
ＤｅｅｐＬａｂＶ３ ＋的７０ ０６２％，最大提升４ ２４８％。
　 　 ４）综合评分方面，所提模型以８４ ０１４分排名
第一，领先ＳｅｇＦｏｒｍｅｒ （８２ ７４０％）、 ＵＮｅｔ
（８１ ５７０％）、 Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ （８０ ９３０％）和
ＤｅｅｐＬａｂＶ３ ＋（７８ ２７１％）。
５种模型在选取场景的ＳＩＣ任务上的预测结果

对比见图４。图４中：ＤｅｅｐＬａｂＶ３ ＋未能有效识别场
景中部的８０％、５０％和２０％密集度海冰区域，其预
测结果大面积误判为开放水域；Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ在
陆地边缘区域的预测精度略有提升，但在场景中部
的密集海冰区域仍存在密集的误判，将大部分中高
密集度海冰错误地归类为开放水域；ＳｅｇＦｏｒｍｅｒ与
ＵＮｅｔ在中部海冰区域的识别表现较好，均能成功
检测出主要冰区，ＵＮｅｔ对各类冰与水边界的形状
判断更为准确，ＳｅｇＦｏｒｍｅｒ在２０％低密集度区域的
识别存在缺失；所提模型在整体冰水边界划分方面
与ＵＮｅｔ表现相当，但在５０％、７０％和８０％中高密
集度区域的预测准确性更优，其预测结果与参考标
签的空间分布更加吻合。

图４　 不同模型的ＳＩＣ任务对比结果
Ｆｉｇ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ

ＳＩＣ ｔａｓｋ

　 　 ５种模型在选取场景的ＳＯＤ任务上的分类效果
差异见图５。图５中：ＵＮｅｔ与ＤｅｅｐＬａｂＶ３ ＋在场景
底部区域的多年冰分类中出现局部的误判，将其部

分区域错误地识别为厚一年冰，但在裂缝等狭长地
段的分类表现较好；Ｓｗｉｎ Ｔｒａｎｓｆｏｒｍｅｒ的分类性能显
著下降，不仅存在与ＵＮｅｔ类似的多年冰误判问题，
还将裂缝区域的开放水域错误归类为厚一年冰；
ＳｅｇＦｏｒｍｅｒ在场景底部多年冰区域的分类精度亦有
所波动，部分区域被错误识别为差异更大的新冰；所
提模型在该场景中展现出最佳的分类性能，其预测
结果与参考标签的空间分布高度一致，成功识别出
主要多年冰区域，且在裂缝等复杂地段的开放水域
分类中未出现频繁误判。

图５　 不同模型的ＳＯＤ任务对比结果
Ｆｉｇ． ５　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ

ＳＯＤ ｔａｓｋ

　 　 ５种模型在选取场景的ＦＬＯＥ任务中的浮冰尺
寸识别能力见图６。图６中：ＵＮｅｔ对巨型浮冰的识
别存在系统性低估，将大部分该类别区域错误地归
类为大浮冰；ＤｅｅｐＬａｂＶ３ ＋在浮冰边界划分方面略
有改善，但仍存在对巨型浮冰的低估问题；Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ与ＳｅｇＦｏｒｍｅｒ在此任务中表现较好，都
能捕捉浮冰边界的走向与空间分布规律，Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ对巨型浮冰的识别范围更接近参考标
签，ＳｅｇＦｏｒｍｅｒ在中型浮冰边界的划分上存在局部偏
差；所提模型在此场景中再次展现出最优性能，不仅
准确地识别出主导的巨型浮冰区域，还在开放水域
边缘的大浮冰区域保持了较高的正确分类率，且没
有出现明显的类别低估现象。
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图６　 不同模型的ＦＬＯＥ任务对比结果
Ｆｉｇ． ６　 Ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ｏｎ ｔｈｅ

ＦＬＯＥ ｔａｓｋ

　 　 尽管可视化结果显示各模型在关键区域（如复
杂冰水边界、细碎浮冰和不同冰型过渡区）的分割
效果存在显著差异，整体量化指标差异相对较小如
表１所示。这一现象源于北极海冰遥感图像中，开
阔水域或大面积连续冰区等“背景”类像素通常在
数量上占据主导，而决定冰情分析精度与航行安全
的关键区域虽在视觉上和实际应用中至关重要，其
像素总数却占比有限。因此，基于整体像素统计的
评估指标（如Ｒ２、Ｆ１）易被大面积易分区域的高正确
率所主导，难以充分凸显各模型在关键目标上的性
能差异。因此，尽管表１中数值差异不大，但可视化
结果清晰表明，所提模型在细节保持与边界准确性
等方面具有明显优势，这对实际业务应用中的航道
安全评估至关重要。

总体而言，本文模型在多任务分割中性能的全
面提升，归因于其架构设计相较于对比方法的固有
优势。所提模型通过ＥＶＳＳ将状态空间模型引入解
码器以实现对海冰遥感场景中长程依赖的高效建
模，并结合通道空间注意力机制动态增强关键特
征，从而提升了ＳＩＣ连续值回归的精度和ＳＯＤ分类
的空间一致性；ＣＳＣＦ通过多分支卷积与跨尺度注
意力融合机制，有效缓解了编码器多层级特征间的
语义差距大与尺度不匹配问题，增强模型对复杂冰
水边界与多类型浮冰的判别能力；ＤＳＷＳ机制通过
多级监督优化了梯度传播路径，缓解了深层网络的
训练困难。

相比之下，ＵＮｅｔ虽凭借编码器解码器对称结
构与跳跃连接在局部特征保持上具有优势，但其核
心卷积操作的局部性限制了模型对海冰广域连续分
布特性的感知能力，难以捕捉浮冰分布中的远距离
空间关联，因此在ＦＬＯＥ任务中出现对巨型浮冰的
持续性低估。ＤｅｅｐＬａｂＶ３ ＋依赖的空洞空间金字塔
池化模块在处理海冰这类纹理多变、形态不规则的

目标时，预设的膨胀率难以自适应地捕捉极端多尺
度特征，易导致区域误判或细节丢失。Ｓｗｉｎ
Ｔｒａｎｓｆｏｒｍｅｒ虽通过移动窗口机制引入一定全局性，
但其注意力计算仍局限于窗口内部，在跨窗口连续
性建模上存在局限。 ＳｅｇＦｏｒｍｅｒ 采用层次化
Ｔｒａｎｓｆｏｒｍｅｒ 编码器与轻量级（ＭｕｌｔｉＬａｙｅｒ
Ｐｅｒｃｅｐｔｒｏｎ，ＭＬＰ）解码器，在效率与性能间取得了较
好平衡，但其将图像分割至小块再输入分层编码器
的处理方式会破坏空间结构的连续性，且解码端完
全采用轻量的线性ＭＬＰ层，在特征融合和细粒度复
原时或存在不足，在低密集度海冰、破碎冰缘区等细
节区域容易产生漏判。
２ ５　 消融试验

为验证模型中关键组件的有效性，通过逐步引
入ＣＳＣＦ、ＥＶＳＳ和ＤＳＷＳ等３个核心设计组件，构建
４个对比模型进行消融试验。各模型在测试集上的
试验性能对比见表２。表２中：试验１为未包含本
文所提出组件的基准模型，即编码器亦为残差网络
构成的ＭａｍｂａＵＮｅｔ［２５］，后续模型依次叠加新模块
直至构成完整架构。

表２　 各模块消融试验对比
Ｔａｂ． ２　 Ａｂｌａｔｉｏｎ ｓｔｕｄｙ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｅａｃｈ ｍｏｄｕｌｅ

试验 试验１ 试验２ 试验３ 所提模型
ＣＳＣＦ   

ＥＶＳＳ  

ＤＳＷＳ 

ＳＩＣ Ｒ２ ／ ％ ８２． ３２１ ８２． ７２０ ８２． ９４８ ８４． １９７

ＳＯＤ Ｆ１ ／ ％ ８５． ７１１ ８７． ７５９ ８８． ２４２ ８８． ６８２

ＦＬＯＥ Ｆ１ ／ ％ ７２． ６４２ ７３． ５３６ ７４． ３４０ ７４． ３１０

综合评分／ ％ ８１． ７４１ ８２． ８９９ ８３． ３４４ ８４． ０１４

　 　 由表２可知：当仅添加ＣＳＣＦ时（试验２），综合
评分从８１ ７４１％提升至８２ ８９９％，其中ＳＯＤ任务
的Ｆ１分数提升最为显著（＋ ２ ０４８个百分点），这表
明跨尺度特征融合能有效增强模型对海冰发展阶段
分类的判别能力。在试验中发现，在处理多年冰与
厚一年冰的过渡区域时，多尺度的上下文信息能帮
助网络更好地区分类别间的差异。此外ＣＳＣＦ对
ＦＬＯＥ任务的提升达０ ８９４％，说明整合不同层级的
纹理特征利于浮冰尺寸识别。

在试验２基础上引入ＥＶＳＳ构成试验３后，ＳＩＣ
任务的Ｒ２ 值提升０ ２２８个百分点，ＳＯＤ任务Ｆ１ 分
数增加０ ４８３个百分点，ＦＬＯＥ任务Ｆ１ 分数提升
０ ８０４％。ＥＶＳＳ通过状态空间模型捕捉长距离依
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赖，配合双重注意力机制强化关键区域特征，使模型
在ＳＩＣ估算中能更精确地预测连续值分布，同时改
善ＦＬＯＥ任务中对浮冰边界的判断准确度。ＥＶＳＳ
对ＦＬＯＥ的提升幅度超过其他模块，说明浮冰尺寸
的识别还高度依赖全局空间关系的建模。

当进一步添加ＤＳＷＳ机制形成完整模型时，综
合评分达到８４ ０１４％。ＤＳＷＳ对ＳＩＣ任务的优化效
果最为突出，使Ｒ２ 值提升１ ２４９个百分点，这得益
于分级监督机制加强了对多尺度信息的利用，缓解
深层网络的梯度消失问题，增强了对ＳＩＣ连续值回
归的表现。同时，ＤＳＷＳ使ＳＯＤ任务Ｆ１分数再提升
０ ４４０个百分点，表明多级监督能有效保持海冰发
展阶段分类的空间一致性。尽管ＦＬＯＥ任务在完整
模型中略有波动（下降０ ０３０个百分点），但其综合
评分仍保持最高，说明模块间的协同作用能平衡多
任务性能。

各模块的贡献度比较如下：ＣＳＣＦ对综合评分
的提升贡献最大（＋ １ １５８％），其次为ＤＳＷＳ
（＋ ０ ６７０％）和ＥＶＳＳ（＋ ０ ４４５％）；在任务维度上，
ＣＳＣＦ对ＳＯＤ的提升贡献率达６８ ９％，ＥＶＳＳ对
ＦＬＯＥ的提升贡献超过了１ ／ ２，而ＤＳＷＳ对ＳＩＣ的提
升贡献率达６６ ６％。这种差异表明：
１）跨尺度特征融合能显著改善需要细粒度分

类的ＳＯＤ任务。
２）状态空间建模更适合处理浮冰尺寸识别中

的复杂空间模式。
３）分级监督机制通过优化梯度传播路径，有效

提升了密集度估算的回归精度。
３　 结　 语

本文针对北极海冰多任务分割的需求，提出一
种基于残差状态空间模型的混合架构。通过编码
器分层提取局部特征，解码器融合ＥＶＳＳ的全局状
态扫描与双注意力机制，模型有效平衡了局部细节
保持与长程依赖建模。ＣＳＣＦ在跳跃连接中整合多
层级特征信息，ＤＳＷＳ机制的设计则优化了损失函
数的计算。

在ＡＩ４Ａｒｃｔｉｃ数据集上的试验表明：模型在ＳＩＣ
任务中Ｒ２ 值达８４ １９７％，较ＵＮｅｔ提升０ ０２１％；
ＳＯＤ任务Ｆ１ 分数８８ ６８２％，领先ＳｅｇＦｏｒｍｅｒ １ ２１５
个百分点；ＦＬＯＥ任务Ｆ１ 分数７４ ３１０％，较次优模
型提升０ ４４０％。消融试验验证了各模块的有效
性：ＣＳＣＦ对ＳＯＤ任务提升贡献率最高，ＥＶＳＳ改善
了浮冰边界识别，ＤＳＷＳ机制则使ＳＩＣ回归精度提
升１ ２４９％。可视化结果证实，模型在冰水边界划

分、多年冰分类和巨型浮冰识别中均展现出更优的
空间一致性。

未来工作的潜在方向如下：
１）拓展模型的对比验证范围，将本文所提架构

与近期发布的先进模型在极地场景下进行系统性的
公平对比，以更全面地评估其性能的边界与优势。
２）更进一步探索多源遥感数据的动态融合机

制，如结合被动微波与红外影像的互补特性解决
ＳＡＲ数据云雾遮挡问题。
３）探索模型对南极海冰的迁移性验证，研发适

应海冰季节性变化的自训练策略。
４）开发面向混合冰型标注的小样本数据增强

策略以解决现有海冰数据集的划分精度不足问题，
提升复杂场景下的分割效果。

本文将基于残差状态空间模型的混合架构应
用于北极海冰多任务分割，提出的ＥＶＳＳ、ＣＳＣＦ和
ＤＳＷＳ机制，解决了局部特征提取与全局依赖建模
难以兼顾、多尺度信息利用不足和深层网络梯度消
失等关键难题，为实时监测北极海冰分布并划定可
通航水域提供了技术支撑。未来可将该方法集成至
航运安全系统中，以提高航道利用效率和船舶通行
安全性。
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