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基于特征选择方法的船舶燃油消耗预测模型
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摘　 要：随着全球航运业对节能减排要求的不断提高，精确预测船舶燃油消耗已成为优化航运效率与降低环境影
响的关键。然而，多源数据中存在的特征冗余与噪声干扰问题，制约了燃油消耗预测模型的精度与稳定性。针对
上述问题，提出一种精确预测船舶燃油消耗的综合框架。整合船舶正午报告数据、欧洲中期天气预报中心（ＥＲＡ５）
分析数据、全球海洋物理分析与预测数据以及自动识别系统数据，构建了多维特征空间数据；针对特征冗余与噪声
干扰问题，引入遗传算法进行特征选择，将３２个原始特征精简至１５个；然后，系统评估九种机器学习回归模型，结
果显示随机森林（ＲＦ）在捕捉燃油消耗非线性特性方面具有显著优势；基于ＲＦ模型的特征重要性分析揭示了时间
维度变量（如日航时、总航时）在燃油消耗预测中的主导作用，为能效管理提供了定量决策依据。结果表明：遗传算
法特征选择有效降低了约５３ １％的计算复杂度，随机森林模型在捕捉燃油消耗非线性特性方面表现最佳，显著提
升了预测精度。研究成果为船舶航运业的燃油优化和减排策略制定提供了理论支撑，对推动航运业绿色转型具有
重要意义。
关键词：绿色航运；船舶燃油消耗；多源数据融合；机器学习；遗传算法；特征选择
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　 　 随着全球航运业的迅猛发展，船舶能效管理已
成为航运业可持续发展的关键议题。据国际海事组
织（Ｉｎｔｅｒｎａｔｉｏｎａｌ Ｍａｒｉｔｉｍｅ Ｏｒｇａｎｉｚａｔｉｏｎ，ＩＭＯ）第四次
温室气体研究报告，２０１８年全球航运ＣＯ２排放量约
为１０ ５６亿ｔ，占当年全球人为排放量的２ ８９％ ［１］。
此外，ＩＭＯ燃油消耗数据收集系统对５ ０００总吨及
以上船舶的年度汇总显示，２０２２年和２０２３年全球
航运分别消耗约２ １３亿ｔ与２ １１亿ｔ燃油［２３］。在
“碳达峰”与“碳中和”的双重目标下，航运业面临着
严峻的减排压力。精准预测船舶燃油消耗是实施能
效管理、优化航行策略和评估减排措施有效性的基
础。因此，构建高精度预测模型已成为推动航运业
绿色转型的关键技术支撑和核心任务之一［４］。

作为船舶能效管理的关键环节，船舶燃油消耗
预测方面的研究经历从经验公式到数据驱动模型的
变化过程。传统方法主要依赖于船舶阻力理论和推
进效率进行燃油消耗计算，如ＨｏｌｔｒｏｐＭｅｎｎｅｎ方
法［５］和ＩＳＯ １５０１６标准［６］。此类“白盒”模型虽具备
清晰的物理基础，但其假设条件较为理想化，在面对
复杂多变的真实航行环境时，其预测精度往往受到
限制。近年来，随着船载传感器技术和数据采集系
统的普及，基于机器学习的数据驱动方法已成为该
领域的研究热点，展现出更强的环境适应性与预测
精度。张志政等［７］利用支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅ，ＳＶＭ）构建船舶油耗预测模型，通过考虑
航速、载重等因素，取得较传统方法更高的预测精
度。Ｙａｎ等［８］则采用随机森林（Ｒａｎｄｏｍ Ｆｏｒｅｓｔ，ＲＦ）
算法分析海况、航速和装载状态对燃油消耗的综合
影响，成功将预测误差控制在５％以内。此外，刘
博［９］进一步引入深度学习方法，结合长短期记忆网
络（Ｌｏｎｇ ＳｈｏｒｔＴｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）捕捉燃油消耗
的时序特性，实现多时间尺度的精确预测。

尽管上述研究取得了重要成果，但通过对现有
文献的系统性梳理，本研究识别出当前船舶燃油消
耗预测领域仍面临四大关键挑战，制约着预测模型
的精度、泛化能力和可解释性。
１）多源异构数据的融合难题。现有研究的数

据源相对单一，或仅进行简单拼接。例如，部分研究
依赖低频的船舶正午报告［１０］，难以捕捉航行动态；
一些研究虽引入船舶自动识别系统（Ａｕｔｏｍａｔｉｃ Ｉｄｅｎ

ｔｉｆｉｃａｔｉｏｎ Ｓｙｓｔｅｍ，ＡＩＳ）或气象数据［１１］，但忽略了海洋
水文等关键环境因素。
２）高维特征的冗余与噪声干扰。全面的数据

融合不可避免地导致特征维度急剧增加，其中必然
存在大量共线性、冗余和噪声特征［１２］。这些无关特
征不仅会增加模型的计算负担，更容易引发“维度
灾难”，导致模型过拟合，降低其泛化能力［１３］。
３）模型适用性与性能缺乏系统性评估。学术

界已将多种机器学习算法应用于该领域，并各自取
得良好效果。然而，这些研究往往是“单点式”的，
即聚焦于某一种特定算法的优化与应用［１４］。
４）预测模型的“黑盒”问题与可解释性不足。

多数高性能机器学习模型本质上是“黑盒”或“灰
盒”模型，其决策过程不透明。现有研究大多集中
于提升预测精度，而对各影响因素如何驱动燃油消
耗变化、特征之间是否存在复杂的非线性相互作用
等深层机理的定量解析能力有限［１５］。

为应对上述挑战，本研究旨在构建一个从数据
融合、特征选择到模型评估和机理解释的综合性预
测方法。其核心贡献不仅在于系统性地对比９种主
流机器学习模型的性能，更在于该方法确保了所有
模型在一个经过多源融合和全局特征优化的统一数
据基础上进行公平评估。这超越了以往研究中常见
的“单点式”方法，旨在为船舶燃油消耗预测这一复
杂非线性问题，提供一个更具泛化能力和可解释性
的建模范式，并为行业提供更为可靠的技术选型
依据。
１　 数据与方法论
１ １　 数据来源及预处理

本研究综合利用多源异构数据，以实现高精度
船舶燃油消耗预测。本研究以一艘远洋散货船为对
象，主尺度为船长２２４ ９０ ｍ、船宽３２ ２３ ｍ、设计吃
水１９ １０ ｍ，主机额定功率１０ ９５９ ｋＷ。主数据集由
一家国际航运公司提供，覆盖２０２１年１月１４日—
２０２４年７月３０日共４７９ ｄ的运营记录。主要数据
来源包括：船舶正午报告数据、欧洲中期天气预报中
心（Ｅｕｒｏｐｅａｎ Ｃｅｎｔｒｅ ｆｏｒ ＭｅｄｉｕｍＲａｎｇｅ Ｗｅａｔｈｅｒ Ｆｏｒｅ
ｃａｓｔｓ，ＥＣＭＷＦ）的ＥＲＡ５再分析数据集、全球海洋物
理分析与预测数据和ＡＩＳ数据，用于预测船舶燃油
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消耗的特征来源及其特征名称见表１。
表１　 每个数据源的特征

Ｔａｂ． １　 Ｆｅａｔｕｒｅｓ ｆｒｏｍ ｅａｃｈ ｄａｔａ ｓｏｕｒｃｅ

数据来源 特征名称

船舶正午报告数据
日航程
总航程

主机油耗

ＥＲＡ５再分析数据集
海面上１０ ｍ风速
海面上２ ｍ温度

相对风浪角度

全球海洋物理分析与预测数据
总海洋速度
总潮汐速度
总波浪速度
总海面水流速度

ＡＩＳ数据
经度
纬度
吃水

注：船舶正午报告数据共包括１６个变量：日航程、总航程、距
目的港剩余距离、日航时、总航时、淡水、天气、大气温度、总
平均航速、日航速、航向、相对风向、气压、海况、主机转速和
主机油耗。ＥＲＡ５再分析数据集共包含１２个变量：海面上
１０ ｍ风速、海面上２ ｍ温度、预测表面粗糙度、综合风浪与
涌浪的显著波高、波浪影响阻力系数、总涌浪平均周期、风浪
平均周期、涌浪显著波高、风浪显著波高、相对波向角度、相
对总涌浪角度和相对风浪角度。此外，ＡＩＳ数据用于提供船
舶高频位置信息，但经纬度数据不作为模型输入。

　 　 为确保输入数据的质量与一致性，本研究设计
了系统性的数据预处理和融合流程，主要包括数据
清洗、时空对齐和特征归一化等３个关键步骤。
１． １． １　 数据清洗

１）基于领域知识设定物理约束边界，剔除明显
不合理的记录。这些不合理记录主要包括：主机油
耗值小于零、航速超过该船型设计最大航速和船舶
经纬度坐标出现瞬时大幅跳变等在物理或逻辑上不
可能发生的异常数据点。
２）针对高频的ＡＩＳ和气象数据，采用拉依达准

则识别并剔除了统计学上的离群点［１６］。
３）对于数据记录中的缺失值，采用线性插值法

进行填补。
１． １． ２　 时空对齐
　 　 本研究融合的数据源具有不同的时间和空间分
辨率。为实现有效对齐，本研究以低频但信息丰富

的船舶正午报告作为基准时间戳。对于每一个记
录，本研究通过时间和空间上的最近邻匹配原则，关
联对应时间点的ＡＩＳ位置信息以及该位置和时间下
ＥＣＭＷＦ与全球海洋物理分析数据中的气象海况参
数，形成一个时间截面上的宽表。
１． １． ３　 特征归一化
　 　 为消除不同特征间量纲和数量级差异对模型训
练的影响，本研究采用最小最大归一化方法，将所
有数值型特征线性映射至［０，１］区间，有

Ｘｎｏｒｍ ＝
Ｘ － Ｘｍｉｎ
Ｘｍａｘ － Ｘｍｉｎ

（１）
式（１）中：Ｘｎｏｒｍ为归一化后的特征值；Ｘ为原始值；
Ｘｍｉｎ和Ｘｍａｘ分别为该特征在数据集中的最小值和最
大值。
１ ２　 特征选择方法

为应对船舶燃油消耗预测中高维、多源异构数
据的特征冗余和噪声干扰问题，本研究引入遗传算
法（Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍ，ＧＡ）以实现全局最优特征子
集的搜索［１７］。ＧＡ通过模拟生物进化过程，在种群
内并行探索特征组合空间，能有效平衡模型精度与
特征数量，从而提高模型的泛化能力和稳定性［１８］。
ＧＡ的相关步骤如下：
１． ２． １　 染色体编码与种群初始化

在本方法中，每个染色体以长度等于原始特征
数量的二进制向量表示。并且为确保每个个体至少
包含一个特征，初始种群在生成时将进行约束。相
关数学定义为

Ｃ ＝ ［ｇ１，ｇ２，…，ｇｎ］ （２）
ｇｉ ∈｛０，１｝ （３）

式（２）和式（３）中：ｎ为特征总数；每个染色体Ｃ为
一个候选特征子集；ｇｉ∈｛０，１｝为第ｉ个特征是否被
选择（１为选取，０为舍弃）。
１． ２． ２　 适应度评估

适应度函数是ＧＡ中评估个体优劣的关键指
标。本研究采用交叉验证下的决定系数（Ｒ２）作为
适应度指标，相关数学定义为

ｆｉｔｎｅｓｓ（Ｃ）＝ １ｋ
ｋ

ｉ ＝ １
Ｒ２ｉ （４）

Ｒ２ ＝ １ －

ｌ

ｉ ＝ １
（ｙｉ － ｙ^ｉ）２


ｌ

ｉ ＝ １
（ｙｉ － ｙ）２

（５）

式（４）和式（５）中：ｆｉｔｎｅｓｓ（）为适应度；ｋ为交叉验证
的折数；Ｒ２ｉ 为第ｉ折验证集上的决定系数；ｙｉ为真实
燃油消耗值；ｙ^ｉ为预测值；ｙ为真实值的均值；ｌ为样
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本数量。
１． ２． ３　 选择操作

选择操作模拟自然选择过程，优先保留适应度
较高的个体。本研究采用轮盘赌选择法，按照个体
适应度比例分配选择概率。相关数学定义为
Ｐ（Ｃｉ）＝
ｆｉｔｎｅｓｓ（Ｃｉ）

ｐｏｐ＿ｓｉｚｅ

ｊ ＝ １
ｆｉｔｎｅｓｓ（Ｃｊ）

， 当
ｐｏｐ＿ｓｉｚｅ

ｊ ＝ １
ｆｉｔｎｅｓｓ（Ｃｊ）≠ ０

１
ｐｏｐ＿ｓｉｚｅ，











 其他

（６）

　 　 　 　 　 　 Ｐｃｕｍ（Ｃｉ）＝ 
ｉ

ｊ ＝ １
Ｐ（Ｃｊ） （７）

式（６）和式（７）中：Ｐ（Ｃｉ）为个体Ｃｉ 被选中的概率；
ｐｏｐ＿ｓｉｚｅ为种群大小；Ｐｃｕｍ为累计概率。
１． ２． ４　 交叉操作

交叉操作通过交换不同染色体的基因片段产生
新的后代，增加种群多样性。本研究采用单点交叉
策略，以概率Ｐｃ选择染色体对进行交叉。相关数学
定义为

Ｐ１ ＝ ［ｇ１１，ｇ１２，…，ｇ１ｎ］ （８）
Ｐ２ ＝ ［ｇ２１，ｇ２２，…，ｇ２ｎ］ （９）

Ｏ１ ＝ ［ｇ２１，ｇ２２，…，ｇ２ｃ，ｇ１ｃ＋１，…，ｇ１ｎ］ （１０）
Ｏ２ ＝ ［ｇ１１，ｇ１２，…，ｇ１ｃ，ｇ２ｃ＋１，…，ｇ２ｎ］ （１１）

式（８）～（１１）中：Ｐ１ 和Ｐ２ 分别为单点交叉中不同
的父代染色体；Ｏ１和Ｏ２为对应产生的后代；交叉点
为ｃ∈［１，ｎ － １］。
１． ２． ５　 变异操作

变异操作通过随机改变个体的基因值，维持种
群的遗传多样性，防止算法过早收敛于局部最优解。
本研究对每个染色体以ｐｍ进行变异操作，随机选择
一个基因位置，将其值从０变为１，１变为０。对于
染色体Ｃ ＝［ｇ１，ｇ２，…，ｇｎ］，随机选择位置ｍ∈
［０，ｎ － １］，变异后的染色体Ｃ′的相关数学定义为
Ｃ′ ＝ ［ｇ１，ｇ２，…，ｇｍ－１，１ － ｇｍ，ｇｍ＋１，…，ｇｎ］

（１２）
１． ２． ６　 算法迭代与最优解提取

ＧＡ通过多代迭代，不断进化种群，逐步收敛到
最优解。在每一代迭代中，记录当前代的最佳个体
及其适应度，若高于历史最佳值则更新全局最优解。

为确保本研究中所采用的ＧＡ具有科学的严谨
性和可复现性，其具体的实现与超参数配置如下：

本研究采用二进制编码方案，其中每个染色体
（个体）为一个长度等于原始特征总数（３２）的二进
制向量，向量中的每一位（基因）代表对应特征是否

被选择（１为选择，０为不选择）。为避免生成无意
义的解，在种群初始化阶段即施加约束，确保每个染
色体至少包含一个被选择的特征。算法的适应度函
数被定义为在特定特征子集下，采用五折交叉验证
的随机森林回归模型的平均决定系数。这种基于交
叉验证的适应度评估机制，旨在降低特征选择过程
中的过拟合风险，提升所选特征子集的泛化
能力［１９］。

在遗传算子的具体配置上，选择操作采用经典
的轮盘赌选择机制，使适应度更高的个体有更大的
概率被选中进入下一代。交叉操作采用单点交叉，
其交叉概率设定为０ ２５。变异操作则采用单点变
异，其变异概率设定为０ ０１。为防止在迭代过程中
丢失已发现的最优解，本研究还引入精英主义策略，
即每一代都无条件地将当前种群中的最优个体复制
到下一代种群中。

算法的终止条件设定为达到最大迭代代数
（１００代）。这些超参数包括种群大小、交叉和变异
概率等，均是通过一系列探索性的预试验，并在参考
进化计算领域相关文献的基础上确定的，其核心目
标是在算法的全局探索能力与局部利用能力之间取
得稳健的平衡［１９］。
１ ３　 船舶燃油消耗预测模型

为构建高精度的船舶燃油消耗预测模型，本研
究设计并实施一个系统化的多模型评估与选择框
架，其核心旨在超越单一算法应用的局限性，通过对
不同机器学习范式的系统性考察，识别出与船舶燃
油消耗预测任务内在特性方面最为匹配的理想模
型。在此框架下，本研究选取９种在学术界和工业
界均被广泛验证的主流回归算法［２０］。这些算法涵
盖集成学习、核方法、实例学习和正则化线性模型等
多种技术路径，从而能从多视角对问题进行探索。
涉及的各机器学习模型与评价指标的说明见表２。

为对上述各模型的预测性能进行全面、多维度
的量化评估，本研究构建一套包含多种标准评价指
标的综合评估体系。该体系旨在从不同维度衡量模
型的预测能力，不仅考察预测值和真实值之间的偏
差大小，也评估模型的拟合优度与对数据方差的解
释能力。本研究选取的关键指标包括决定系数
（Ｒ２）、均方根误差（Ｒｏｏｔ Ｍｅａｎ Ｓｑｕａｒｅ Ｅｒｒｏｒ，ＳＲＭＥ）、
平均绝对误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｅｒｒｏｒ，ＡＭＥ）、平均绝对
百分比误差（Ｍｅａｎ Ａｂｓｏｌｕｔｅ Ｐｅｒｃｅｎｔａｇｅ Ｅｒｒｏｒ，ＰＭＡＥ）
和可释方差（Ｅｘｐｌａｉｎｅｄ Ｖａｒｉａｎｃｅ，ＥＶ）。这些指标将
从不同角度量化模型的拟合能力和预测精度［２１２２］。
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表２　 机器学习模型与评价指标说明
Ｔａｂ． ２　 Ｄｅｓｃｒｉｐｔｉｏｎｓ ｏｆ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｍｏｄｅｌｓ ａｎｄ ｅｖａｌｕａｔｉｏｎ ｍｅｔｒｉｃｓ

英文名称 说明
Ｒａｎｄｏｍ Ｆｏｒｅｓｔ 基于决策树集成思想的非线性回归模型
Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ 利用梯度下降方法构建决策树集成的回归模型
ＸＧＢｏｏｓｔ 高效、可扩展的梯度提升决策树模型
ＬｉｇｈｔＧＢＭ 高性能、低内存消耗的梯度提升框架，适合大规模数据
ＳＶＲ 基于支持向量机原理的回归算法，适用于小样本学习
ＫＮＮ 基于实例学习，通过距离度量实现预测的回归算法
Ｌａｓｓｏ 引入Ｌ１正则化约束的线性回归模型
ＡｄａＢｏｏｓｔ 采用加权集成思想提升弱学习器性能的回归方法
Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ 以树形结构构建的回归模型，易于解释和实现

Ｒ２ 反映模型拟合优度，取值范围通常在（０，１）
ＳＲＭＥ 衡量预测值与真实值之间偏差的均方根
ＡＭＥ 测量预测值与真实值之间绝对差值的平均
ＰＭＡＥ 衡量预测误差占真实值百分比的平均值
ＥＶ 反映模型解释数据总方差比例的指标

　 　 １）Ｒ２ 用于衡量模型对数据变异性的解释程
度，其值越接近１，表明模型的拟合优度越高。
２）ＳＲＭＥ则对预测误差较大（即离群点）的样本

更为敏感，是衡量模型预测精度的常用标准。
３）ＡＭＥ直接反映预测误差的平均绝对大小，对

离群点不敏感，因此在评估模型整体性能时更具鲁
棒性。
４）为便于在不同尺度的数据集上进行模型性

能的横向比较，本研究还引入无量纲的ＰＭＡＥ。
５）ＥＶ被用以衡量模型在多大程度上解释了数

据集的方差，其值越接近１，表明模型对数据波动的
捕捉能力越强。

这些指标的计算公式分别为

Ｒ２ ＝ １ －

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ）２


ｎ

ｉ ＝ １
（ｙｉ － ｙ）２

（１３）

ＳＲＭＥ ＝
１
ｎ 

ｎ

ｉ ＝ １
（ｙｉ － ｙ^ｉ）槡 ２ （１４）

ＡＭＥ ＝
１
ｎ 

ｎ

ｉ ＝ １
ｙｉ － ｙ^ｉ （１５）

ＰＭＡＥ ＝
１００％
ｎ 

ｎ

ｉ ＝ １

ｙｉ － ｙ^ｉ
ｙｉ

（１６）

ＥＶ ＝ １ －
Ｖａｒ［ｙ － ｙ^］
Ｖａｒ［ｙ］ （１７）

式（１３）～式（１７）中：ｎ为测试集样本的数量；ｙｉ 为
第ｉ个样本的真实燃油消耗值；ｙ^ｉ 为模型对应的预
测值；ｙ为所有真实值的平均值；Ｖａｒ［］为方差。

为对模型进行严格的训练与评估，本研究将构
建的数据集按照８０∶ ２０的比例，通过分层随机抽样
划分为训练集和测试集。为实现各模型超参数的系
统性寻优，本研究采用一种结合五折交叉验证和贝
叶斯优化的先进策略。
２　 结果与讨论
２ １　 基于ＧＡ的特征选择结果

船舶燃油消耗预测的准确性在很大程度上取决
于输入特征的质量与相关性。本研究采用ＧＡ进行
特征选择，以优化预测模型的性能。

为直观展示ＧＡ搜索过程中不同特征在高适应
度染色体中的保留情况，绘制特征选择的染色体基
因分布热力图见图１。图１中：深色区域表示高度
相关性，而浅色区域则表示较低相关性；横轴为３２
个原始特征的基因位点，而纵轴则为按适应度从高
到低排序的１００个优秀个体（染色体）；每一个像素
点的颜色状态（深色为１，浅色为０）揭示了特定特
征是否在某个高性能的特征子集方案中被激活。
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图１　 特征选择的染色体基因分布热力图
Ｆｉｇ． １　 Ｈｅａｔ ｍａｐ ｏｆ ｃｈｒｏｍｏｓｏｍａｌ ｇｅｎｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｆｏｒ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ

　 　 通过ＧＡ选出的特征集合在很大程度上降低了
特征间的共线性，从而提升各特征集的独立贡献度。
由图１可知：经过充分的进化搜索，所筛选出的优秀
个体在基因构成上表现出高度的收敛性，尤其是在
某些关键特征位点上。例如，日航时、主机转速等特
征对应的列呈现出近乎一致的深色，这表明他们是
构成高适应度解的优势基因，在进化过程中被稳定
地保留下来。基于该选择策略，本研究将３２个原始
特征降至１５个，构成最终特征子集，见表３。该措
施不仅削减了约５３ １％的计算复杂度，还为后续模
型的快速迭代与训练提供更为精简而有效的输入空
间。这一结果充分表明，基于ＧＡ的特征选择方法
在船舶燃油消耗预测领域具有显著优势。该方法能
在平衡预测精度和模型复杂度的基础上，挖掘出对
燃油消耗最具解释力的关键特征。
　 　 各特征对模型预测性能的贡献存在显著差异。
其中，日航时、主机转速和大气温度等特征在ＧＡ筛
选过程中被高频保留。此过程不仅降低模型的维度
和计算成本，还有效减少特征冗余，提升模型对燃油
消耗的预测稳定性和解释性。

表３　 经ＧＡ筛选后的最终特征子集
Ｔａｂ． ３　 Ｆｉｎａｌ ｆｅａｔｕｒｅ ｓｕｂｓｅｔ ｓｅｌｅｃｔｅｄ ｂｙ ｔｈｅ

Ｇｅｎｅｔｉｃ Ａｌｇｏｒｉｔｈｍ

序号 特征名称
１ 吃水
２ 日航程
３ 距目的港剩余距离
４ 日航时
５ 日航速
６ 气压
７ 主机转速
８ 海面上１０ ｍ风速
９ 综合风浪和涌浪的显著波高
１０ 总涌浪平均周期
１１ 相对波向角度
１２ 相对风浪角度
１３ 总海洋流速
１４ 总潮汐速度
１５ 总波浪速度
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　 　 为全面评估ＧＡ在特征选择中的有效性，本研
究采用多种机器学习模型，对未进行特征选择和基
于ＧＡ的特征选择两种方案在测试集上的预测性能
进行了系统性对比分析见图２。从Ｒ２、ＥＶ、ＳＲＭＥ、ＡＭＥ
和ＰＭＡＥ等多角度评估模型性能。采用ＧＡ进行特征
选择后，各模型的Ｒ２ 和ＥＶ 均呈现显著提升，说明
精简后的特征集更能有效地捕捉燃油消耗的内在机

理。同时，ＳＲＭＥ和ＡＭＥ等衡量绝对误差的指标也显著
降低，表明这一选择过程有效剔除了噪声与冗余信
息，进而减少了预测偏差与不确定性。此外，在
ＰＭＡＥ这一相对误差指标上，ＧＡ所选取的特征集也表
现出更低的误差水平，进一步印证了该方法在刻画
实际燃油消耗量方面的精确度。

（ａ）Ｒ２ 　 （ｂ）ＥＶ

（ｃ）ＳＲＭＥ
　 （ｄ）ＡＭＥ

　 （ｅ）ＰＭＡＥ
图２　 特征选择前后性能对比

Ｆｉｇ． ２　 Ｐｅｒｆｏｒｍａｎｃｅ ｃｏｍｐａｒｉｓｏｎ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ ｆｅａｔｕｒｅ ｓｅｌｅｃｔｉｏｎ

　 　 综上所述，基于ＧＡ的特征选择在本研究中取
得良好的效果，能显著提升船舶燃油消耗预测模型
的性能，尤其在处理融合高维复杂的船舶数据、气象
和海浪数据时展现出优异的性能，为船舶运营优化
和燃油消耗管理提供更为精确的理论支持。
２ ２　 船舶燃油消耗预测性能的比较分析

本研究采用９种不同的机器学习回归模型，对
测试集上的预测表现进行系统对比，以评估各模型
在船舶燃油消耗预测中的适用性和优势。９种机器
学习回归模型的预测值与实际值散点对比见图３。
图３中：拟合线及９５％置信区间直观地反映模型的
预测精度和稳定性。从散点分布情况分析，Ｒａｎｄｏｍ
Ｆｏｒｅｓｔ、ＡｄａＢｏｏｓｔ和Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ模型表现出较

为优异的预测能力，其预测值与实际观测值分布较
为接近理想的４５°参考线，充分说明这些集成学习
方法能有效地捕捉船舶燃油消耗的复杂非线性特
征。尤其是Ｒａｎｄｏｍ Ｆｏｒｅｓｔ模型，其预测结果如图３ａ
所示，其预测点几乎全部紧密分布于拟合线周围，呈
现出高度的一致性。相比之下，ＫＮＮ和ＳＶＲ模型在
燃油消耗较高的区域则出现一定程度的预测偏差，
部分样本点明显偏离拟合线，这可能与其在捕捉极
端工况下燃油消耗特性方面存在局限性有关。
　 　 基于泰勒图的模型性能评估结果见图４。图４
中：所有模型的相关系数均超过０ ９０，表明各模型
均能较好地捕捉燃油消耗的变化趋势。然而，在标
准差指标上，各模型都表现出明显的差异。以ＲＦ
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（ａ）Ｒａｎｄｏｍ Ｆｏｒｅｓｔ 　 （ｂ）Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ 　 （ｃ）ＸＧＢｏｏｓｔ

（ｄ）ＬｉｇｈｔＧＢＭ 　 （ｅ）ＳＶＲ 　 （ｆ）ＫＮＮ

（ｇ）Ｌａｓｓｏ 　 （ｈ）ＡｄａＢｏｏｓｔ 　 （ｉ）Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ

图３　 ９种机器学习回归模型的预测值与实际值散点对比
Ｆｉｇ． ３　 Ｓｃａｔｔｅｒ ｃｏｍｐａｒｉｓｏｎ ｏｆ ｐｒｅｄｉｃｔｅｄ ａｎｄ ｏｂｓｅｒｖｅｄ ｖａｌｕｅｓ ｆｏｒ ｎｉｎｅ ｍａｃｈｉｎｅ ｌｅａｒｎｉｎｇ ｒｅｇｒｅｓｓｉｏｎ ｍｏｄｅｌｓ

图４　 基于泰勒图的模型性能评估结果
Ｆｉｇ． ４　 Ｒｅｓｕｌｔｓ ｏｆ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ ｅｖａｌｕａｔｉｏｎ

ｂａｓｅｄ ｏｎ ａ Ｔａｙｌｏｒ ｄｉａｇｒａｍ

模型为例，其标准差接近参考值，相关系数最大，显
示出该模型不仅能准确预测燃油消耗的均值趋势，
而且能有效地反映数据的波动特性。Ｇｒａｄｉｅｎｔ Ｂｏｏｓ

ｔｉｎｇ和ＡｄａＢｏｏｓｔ模型紧随其后，三者构成性能最优
的模型集群，充分验证集成学习方法在复杂非线性
系统建模中的优势。相比之下，ＫＮＮ和Ｌａｓｓｏ模型
的标准差明显偏离参考值，反映出其在捕捉数据变
异性方面存在不足，这可能与ＫＮＮ模型对局部数据
点过于敏感以及Ｌａｓｓｏ模型正则化过程中对部分重
要特征的过度惩罚有关。
　 　 从实际应用角度考虑，ＲＦ模型凭借其优异的预
测精度和数据拟合能力，成为船舶燃油消耗预测的
首选方法。该模型能有效地处理船舶运行环境中多
变量的复杂交互作用，如气象条件、航速变化和吃水
等因素对燃油消耗的综合影响。尽管ＸＧＢｏｏｓｔ模型
在许多预测任务中表现卓越，但在本研究的特定应
用场景中，其性能略逊于ＲＦ模型，可能归因于ＸＧ
Ｂｏｏｓｔ模型在参数调优上较高的复杂性与数据特性
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之间匹配度不足。因此，模型选择应基于具体应用
场景及数据特征，而非单纯追求算法理论上的先
进性。

除预测精度和拟合稳定性外，模型的计算效率
也是评估其工程适用性的重要维度，尤其是在未来
可能需要进行在线更新或实时预测的应用场景中。
为此，本研究进一步对９种模型的计算成本进行量
化评估，主要考量反映模型离线构建复杂度的训练
时间和决定模型在线响应能力的单样本平均预测时
间两个关键指标。所有试验均在同一硬件平台
（ＣＰＵ：Ｉｎｔｅｌ  ＣｏｒｅＴＭ ｉ７１４６５０ＨＸ；ＧＰＵ：ＮＶＩＤＩＡ
ＧｅＦｏｒｃｅ ＲＴＸ ４０６０ Ｌａｐｔｏｐ ＧＰＵ；ＲＡＭ：１６ ＧＢ）上执
行，以确保比较的公平性。

不同模型在计算成本上表现出显著的异质性，
见表４。表４中：以ＳＶＲ、Ｌａｓｓｏ和ＤｅｃｉｓｉｏｎＴｒｅｅ为代
表的非集成或简单线性模型，其训练时间极低；以
ＬｉｇｈｔＧＢＭ和ＸＧＢｏｏｓｔ为代表的先进梯度提升树模
型，则凭借其高效的并行计算优化，在保持较高精度
的同时，展现出卓越的训练速度。

表４　 不同模型的计算效率对比
Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｏｍｐｕｔａｔｉｏｎａｌ ｅｆｆｉｃｉｅｎｃｙ ｆｏｒ

ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ

模型名称 训练时间／ ｓ 单样本平均
预测延迟／ ｍｓ

ＲＦ ０． ７４１ １１９． ７０１

Ｇｒａｄｉｅｎｔ Ｂｏｏｓｔｉｎｇ ０． ７４４ ３． ０７７

ＸＧＢｏｏｓｔ ０． ４１５ １３． ４５９

ＬｉｇｈｔＧＢＭ ０． ２２５ ３． ３０８

ＳＶＲ ０． ０３６ ２． ７８７

ＫＮＮ ０． ００５ ４． ３３９

Ｌａｓｓｏ ０． ００７ ２． ５２４

ＡｄａＢｏｏｓｔ １． ２１６ ５３． ３６２

Ｄｅｃｉｓｉｏｎ Ｔｒｅｅ ０． ０１３ ２． ５５９

　 　 在进行精度与效率的权衡分析时，模型的综合
效用变得更为清晰。值得注意的是，本研究最终选
用的ＲＦ模型，其推理延迟相对较高，这归因于其需
要对森林中每一棵独立的树进行预测并聚合结果。
尽管如此，考虑到船舶燃油消耗预测这一特定应用
场景，其百毫秒级的延迟对于航次级别的决策支持
而言是完全可以接受的。更为重要的是，相较于推
理速度更快的ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ、ＬｉｇｈｔＧＢＭ等模型，
ＲＦ模型在预测精度和拟合稳定性上表现出更优的

性能，这对于高经济价值的燃油消耗预测任务而言
是首要考量。虽然ＫＮＮ模型训练阶段的训练时间
极短，但在预测阶段需要计算与所有训练样本的距
离，导致其预测延迟相对较高，且精度表现不佳。

综上所述，综合考虑预测精度、拟合稳定性和实
际应用需求，ＲＦ模型为船舶燃油消耗预测提供了最
为可靠的解决方案，其优异表现不仅为船舶能效管
理提供了科学依据，也为未来开发更为精确的燃油
消耗预测系统奠定了坚实的方法论基础。
２ ３　 船舶燃油消耗预测重要性及其驱动机制解析
２． ３． １　 燃油消耗预测的关键特征识别

基于ＲＦ模型对船舶燃油消耗预测进行深入剖
析，采用特征重要性分析方法量化各变量对燃油消
耗的贡献，并揭示模型决策过程中的核心驱动因素。
具体而言，本研究采用基于基尼不纯度平均减少量
（Ｍｅａｎ Ｄｅｃｒｅａｓｅ Ｉｍｐｕｒｉｔｙ，ＭＤＩ）的度量标准。该方
法通过计算每个特征在森林中所有决策树的构建过
程中，作为分裂节点时平均带来的节点不纯度减少
量来评估其重要性。一个特征的ＭＤＩ值越大，表明
其在划分数据、构建决策树模型时的贡献越大，因此
被认为是更重要的预测因数。

ＲＦ模型识别出９个关键特征及其相对重要性
权重，见图５。为解析船舶燃油消耗的影响机制提
供了数据支撑。结果表明，时间维度变量在燃油消
耗预测中占据主导地位。其中，日航时作为反映单
日连续航行时长的关键变量，其重要性权重高达约
０ ７，这充分印证了发动机持续功率输出与燃油消耗
之间的线性关系。这一结果与第２ １节中通过ＧＡ
筛选过程中日航时被高频保留的发现高度一致，进
一步验证不同特征评估方法在识别关键预测因数上
的内在一致性。此外，作为累积航行时间的度量，总
航时的重要性权重约０ ２，表明燃油消耗受航行时
间累积效应的显著影响，可能与发动机运行效率随
时间变化的特征相关。尽管日航程和主机转速在物
理直觉上应与燃油消耗密切相关，但其重要性权重
显著低于时间相关变量。这一结果挑战了传统认

图５　 ＲＦ模型的特征重要性
Ｆｉｇ． ５　 Ｉｍｐｏｒｔａｎｃｅ ｏｆ ｆｅａｔｕｒｅｓ ｉｎ Ｒａｎｄｏｍ Ｆｏｒｅｓｔ ｍｏｄｅｌ
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知，表明在实际航行环境中，时间变量可能间接融合
了航行模式、航速变化和动力输出等多重因素的影
响。该发现不仅与船舶动力学基本原理高度契合，
还为燃油消耗预测提供了明确的变量选择依据。
２． ３． ２　 特征重要性的层级结构分析

通过对特征重要性的定量评估可知，ＲＦ模型呈
现出明显的层级结构。总体上，可将所有特征划分
为核心预测因数（如日航时、总航时）、次级贡献因
数（如日航程、主机转速）和辅助影响因数（包括大
气温度、风浪平均周期等）等３个梯度。
１）核心预测因数累计贡献了近９０％的预测能

力，表明在复杂航行环境中，发动机运行时长作为能
量转换的关键变量起到决定性作用。
２）次级贡献因数虽贡献度较低，但仍在捕捉船

舶空间位移与动力输出强度对燃油消耗的调节效应
方面发挥着不可或缺的作用。
３）辅助影响因数虽然在单一指标上的权重偏

低，但通过与主要特征的协同作用，间接反映环境因
素对燃油消耗的累积影响。
２． ３． ３　 特征重要性分析对船舶能效管理的启示

ＲＦ模型的特征重要性分析不仅为船舶燃油消
耗的预测提供了量化依据，还对实际能效管理提出
了深刻启示。
１）鉴于日航时和总航时在模型中的主导地位，

优化航行时间应成为降低燃油消耗的首要策略，这
可以通过合理规划航线、优化航行路径以及避开不
利海况来实现。
２）尽管主机转速的重要性相对较低，但作为一

种直接可控的操作参数，其动态优化（例如在不同
航段采用变速策略）同样具有显著的燃油节约
潜力。
３）虽然大气温度、风和浪条件等环境因素的单

项重要性不高，但其累积效应不可忽视，提示在长航
程规划中，通过气象导航优化进一步降低燃油消耗
的方式仍具备实际意义。

综上所述，ＲＦ模型的特征重要性分析不仅揭示
船舶燃油消耗的内在驱动机制，还为船舶能效管理
提供定量决策依据。这些发现为构建智能船舶能效
管理系统，制定精准减排策略以及推动航运业绿色
转型奠定了坚实的理论基础。
２ ４　 模型决策过程与特征交互的可解释性分析

为超越静态特征重要性排序的局限，深入探究
所构建的ＲＦ模型如何将输入特征映射至燃油消耗

预测，并揭示特征间的非线性交互机制，本文引入偏
依赖图（Ｐａｒｔｉａｌ Ｄｅｐｅｎｄｅｎｃｅ Ｐｌｏｔ，ＰＤＰ）和个体条件
期望图（Ｉｎｄｉｖｉｄｕａｌ Ｃｏｎｄｉｔｉｏｎａｌ Ｅｘｐｅｃｔａｔｉｏｎ，ＩＣＥ）进行
深度可解释性分析［２３２４］。ＰＤＰ通过对协变量空间
进行边缘化处理，能揭示目标特征对模型预测的平
均边际效应，从而阐明模型的宏观决策趋势［２３］。然
而，ＰＤＰ本质上是一种全局平均解释，可能会掩盖由
特征交互引起的个体预测行为的异质性。为此，本
研究进一步引入ＩＣＥ，其通过可视化每个独立数据
实例的预测响应轨迹，为审视模型微观决策行为提
供了窗口［２４］。两者的协同分析，能够系统性地解构
模型的复杂响应曲面。

模型中最重要的９个预测因数的ＰＤＰ与ＩＣＥ
分析结果，见图６。不同特征的边际效应模式呈现
出显著差异。例如：对于日航时如图６ａ所示，其
ＰＤＰ呈现出清晰的非线性递增趋势，且绝大多数
ＩＣＥ紧密地簇拥于ＰＤＰ曲线周围，表现出高度的同
质性。这表明日航时对燃油消耗存在一个强大的、
稳定的主效应，其影响在不同数据实例中表现出高
度的一致性，受其他特征的调节作用相对有限；在主
机转速的分析中，揭示了截然不同的、更为复杂的现
象如图６ｃ所示。尽管其ＰＤＰ曲线揭示一个复杂的
平均响应模式，但其ＩＣＥ曲线表现出极大的异质性，
形态各异且在预测空间中广泛散布。这种平均效应
（ＰＤＰ）与个体效应（ＩＣＥ）的显著背离，是预测因数
间存在强烈交互作用的典型信号。这一发现科学地
表明，主机转速的边际效应并非一个固定函数，而是
被其他一个或多个特征（如海况、吃水等）所动态调
节；综合风浪和涌浪的显著波高以及相对波向角度
等环境因素的分析也呈现出类似的模式如图６ｄ和
图６ｆ所示，即相对平坦的ＰＤＰ曲线与广泛分散的
ＩＣＥ曲线并存。这进一步印证环境因素对燃油消耗
的影响并非孤立的线性叠加，而是通过与船舶操作
参数的复杂非线性耦合来共同驱动最终的能耗
表现。
　 　 综上所述，ＰＤＰ与ＩＣＥ的协同分析不仅直观地
打开了模型的“黑箱”，揭示其内部的决策逻辑，更
成功地识别并可视化了关键驱动因素间的复杂交互
作用。这一发现不仅从理论上验证本研究采用能捕
捉高阶交互效应的非线性模型的必要性和优越性，
也为航运实践中制定超越“单一变量控制”的，考虑
多因素耦合的精细化，动态化能效管理策略，提供坚
实的定量决策依据。

５８　 　 王　 舰，等：基于特征选择方法的船舶燃油消耗预测模型
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图６　 关键预测因数的边际效应与个体条件期望分析
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３　 结　 语
本研究针对船舶燃油消耗预测问题，构建一个

基于多源异构数据融合与机器学习方法的综合预测
框架，并围绕特征筛选、模型比较和关键特征分析展
开系统研究。研究结论如下。
１）本研究整合船舶正午报告数据、ＥＣＭＷＦ再

分析数据、全球海洋物理分析与预测数据和ＡＩＳ数
据，构建一个数据准确性高、覆盖面广的综合数据
集，为燃油消耗预测提供坚实的数据基础。
２）针对３２个原始特征，本研究采用ＧＡ进行

特征选择，有效降低特征冗余与共线性问题，将输入
维度精简至１５个。试验结果证明，所筛选出的特征
集不仅大幅降低了计算复杂度（降低约５３ １％），而
且显著提升了模型的预测能力。
３）通过对９种机器学习模型的系统比较，试验

结果表明，ＲＦ模型在燃油消耗预测任务中表现最为
优异，具备良好的非线性映射能力和特征交互捕捉
能力，预测精度和数据拟合稳定性均优于其他模型。
４）基于ＲＦ模型的特征重要性分析结果显示，

日航时和总航时等时间维度变量在燃油消耗预测中

占据主导地位，揭示时间变量在燃油消耗机理中的
核心作用，为船舶能效管理和燃油优化提供了定量
决策依据。

本研究在单一散货船数据集上构建并验证了预
测模型，虽然在该案例中取得良好效果，但其在不同
船型、航线和极端海况下的泛化能力仍待进一步验
证。此外，经ＧＡ筛选的特征子集主要针对当前数
据集，是否具备跨场景的普适性仍需在更大规模、多
样化的数据上加以检验。未来研究可通过扩展多源
异构数据库及引入迁移学习等方法，提升模型的鲁
棒性与适用性。
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