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基于物理信息神经网络的船舶运动响应模型辨识
索永峰，　 张　 淞，　 王维军，　 崔　 磊，　 孙洪波，　 李高才

（集美大学航海学院，福建厦门３６１０２１）

摘　 要：随着智能航运与船舶自主操纵技术的发展，船舶运动模型在实际航行环境中对参数辨识精度提出了更高
要求。然而，在样本数量受限的条件下，传统船舶非线性运动模型参数辨识方法难以兼顾精度与稳定性，制约了其
工程应用效果。针对上述问题，提出一种基于物理信息神经网络（ＰＩＮＮ）的船舶运动操纵参数辨识方法。该方法
在神经网络训练过程中引入船舶二阶非线性响应模型作为物理先验约束，将模型动力学信息与有限观测数据进行
深度融合，从而提升有限样本条件下参数学习的有效性。基于Ｍａｒｉｎｅｒ船模开展２０° ／ ２０°Ｚ形操纵试验的数值仿
真，构建训练与验证数据集，对船舶操纵性指数进行辨识，并将结果与扩展卡尔曼滤波（ＥＫＦ）方法和最小二乘支持
向量机（ＬＳＳＶＭ）方法进行对比分析。结果表明，在有限样本数据条件下，所提方法在船舶非线性响应模型参数辨
识精度方面较ＥＫＦ和ＬＳＳＶＭ方法分别提升了１４． ７５％和７． ７４％。在加入高斯白噪声的鲁棒性试验中，ＰＩＮＮ仍能
保持稳定的参数辨识性能，最小辨识误差可达０． ０５％。研究结果表明，该方法能够有效解决有限数据条件下船舶
非线性响应模型参数高精度辨识问题，为船舶运动建模与操纵性能分析提供了一种可行的技术途径。
关键词：智能航运；船舶运动模型参数辨识；物理信息神经网络；野本模型；船舶操纵；有限样本数据
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　 　 构建精确的船舶运动模型是航海仿真、智能控
制及海事调查等领域的重要技术。在水上事故复现
场景中，常面临数据样本量有限、数据缺失或含噪声
干扰等挑战，如何基于有限样本数据快速构建高精
度船舶运动模型，对事故责任认定、安全策略制定具
有重要意义。目前，船舶运动建模的主流方法包括
经验公式、船模试验、机理建模和系统辨识建模。基
于经验公式的方法精度较低，且需繁琐的人工调试；
虽然船模试验精确，但其经济和时间成本较高；而机
理建模则依赖大量计算资源，同时对研究者的专业
经验要求较高［１］。相比之下，系统辨识方法因其具
有简便、高效和可在线建模的优势，逐渐成为船舶运
动建模的重要研究方向。

在船舶运动辨识建模算法中，研究者提出了一
系列经典辨识算法，为后续研究奠定了坚实的基础。
其中，最小二乘法（Ｌｅａｓｔ Ｓｑｕａｒｅ，ＬＳ）［２４］和卡尔曼
滤波（Ｋａｌｍａｎ Ｆｉｌｔｅｒ，ＫＦ）［５７］是两种具有代表性的
传统方法。ＬＳ因其简洁性和易用性被广泛采用，然
而在实际应用中ＬＳ常常面临过拟合、矩阵求逆计算
复杂以及对异常值敏感等问题。相比之下，虽ＫＦ
能够有效应对数据缺失，但其计算复杂度较高，收敛
速度较慢，且稳定性不足。为改进这些方法的性能，
研究者尝试将群智能优化等方法引入传统算法，以
改善参数搜索效率和初值敏感性，但由于方法本质
上仍依赖线性模型结构，其对复杂非线性动力学的
表达能力有限，因此传统辨识算法的固有局限性依
旧难以彻底解决。随着信息技术的迅猛发展，智能
辨识算法逐步被引入系统辨识建模领域，显著提升
了建模的效率与精度。其中，神经网络（Ｎｅｕｒａｌ Ｎｅｔ
ｗｏｒｋ，ＮＮ）［８９］和支持向量机（Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａ
ｃｈｉｎｅ，ＳＶＭ）［１０１１］是最具代表性的方法。ＳＶＭ在有
限样本学习中表现出良好的性能，但模型泛化能力
相对较弱，且参数调节过程复杂。为改善泛化能力
不足及参数调节困难等问题，研究者提出了核函数
优化、正则化增强等多种改进方案。然而，这些方法
仍依赖有限维的核映射，难以充分表达船舶操纵运
动中的强非线性耦合特性，因此ＳＶＭ的建模能力仍

存在局限。相比之下，ＮＮ以其强大的模型拟合能
力和处理非线性关系的优势，成为智能辨识算法的
核心。尤其是长短期记忆神经网络（Ｌｏｎｇ Ｓｈｏｒｔ
Ｔｅｒｍ Ｍｅｍｏｒｙ，ＬＳＴＭ）［１２］等方法，在复杂系统建模中
展现了出色的泛化能力和鲁棒性，其相较于传统前
馈神经网络，更易于训练且具备更高的稳定性。ＮＮ
算法在提升辨识效率与精度方面优势显著，但其训
练过程高度依赖高质量数据。当样本数据存在缺失
或非理想情况时，辨识性能可能显著下降。为了解
决可以通过少量数据样本进行快速系统辨识的问
题，Ｒａｉｓｓｉ等［１３１６］提出了一种基于深度神经网络的
物理信息神经网络模型（ＰｈｙｓｉｃｓＩｎｆｏｒｍｅｄ Ｎｅｕｒａｌ
Ｎｅｔｗｏｒｋｓ，ＰＩＮＮ）。该模型通过将偏微分方程（Ｐａｒ
ｔｉａｌ Ｄｉｆｆｅｒｅｎｔｉａｌ Ｅｑｕａｔｉｏｎ，ＰＤＥ）、常微分方程（Ｏｒｄｉ
ｎａｒｙ Ｄｉｆｆｅｒｅｎｔｉａｌ Ｅｑｕａｔｉｏｎ，ＯＤＥ）的求解过程转化为
网络参数优化问题，可以在有限数据的条件下高效
估计物理模型。在此之前，ＮＮ求解微分方程的研
究通常依赖高精度标签数据，通过ＮＮ拟合精确解。
与此不同，ＰＩＮＮ的核心在于构建基于物理约束的
ＮＮ模型，通过引入物理定律来增强模型的可解释
性，从而在少量数据、数据缺失、存在噪声的情况下，
仍能保持良好的泛化能力和有效性。同时，该方法
确保了模型预测符合物理约束，提高了可靠性和准
确性。本文提出基于ＰＩＮＮ船舶运动操纵参数辨识
模型方法，解决船舶操纵运动响应模型中的参数辨
识问题。通过Ｍａｒｉｎｅｒ标准船模的２０° ／ ２０°Ｚ形试验
仿真获取船舶舵角、航向角及转艏角速度的变化趋
势数据，以此构建训练样本集。为了验证ＰＩＮＮ方
法的有效性，本文通过引入传统船舶操纵性指数辨
识方法扩展卡尔曼滤波（Ｅｘｔｅｎｄｅｄ Ｋａｌｍａｎ Ｆｉｌｔｅｒ，
ＥＫＦ）方法和最小二乘支持向量机（ＬｅａｓｔＳｑｕａｒｅｓ
Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ Ｍａｃｈｉｎｅ，ＬＳＳＶＭ）方法作为对比方
法试验，利用Ｚ形试验仿真数据，对船舶二阶非线
性响应模型参数进行辨识并且对得到的辨识模型进
行泛化性验证。

本文围绕船舶操纵运动的参数辨识问题开展研
究。首先构建二阶非线性响应模型并推导参数转换
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关系，为ＮＮ模型提供必要的物理约束基础。在此
基础之上，再提出融合物理规律的ＰＩＮＮ辨识方法，
以提升有限样本条件下的建模精度。然后基于
Ｍａｒｉｎｅｒ船模仿真数据开展验证与性能分析。最后
总结研究工作并讨论模型的局限性，同时展望多自
由度模型扩展及实船数据验证等后续研究方向。
１　 问题阐述

本节建立了以舵角作为输入变量，偏航角或艏
向角速度作为输出变量的船舶二阶非线性响应模
型。并通过参数变换将原始控制方程改写为适用于
ＮＮ训练的形式，从而明确需要辨识的模型参数。
在此模型框架下，进一步介绍了ＰＩＮＮ的基本原理，
介绍了将物理约束与数据驱动学习相结合的损失函
数构建方法，为后续引入基于ＰＩＮＮ船舶运动操纵
参数辨识模型方法奠定了理论框架与模型基础。

船舶操纵运动的二阶非线性响应模型［１７］，是一
种以船舶舵角为系统输入，艏向角或转艏角速度为
系统输出的船舶操纵运动数学模型，其表达形式为
式（１）：
Ｔ１Ｔ２ ｒ

··＋ （Ｔ１ ＋ Ｔ２）ｒ·＋ ｒ ＋ αｒ３ ＝ Ｋ（δ ＋ Ｔ３δ·＋ δｒ）
（１）

ｒ ＝ ψ
· （２）

式（１）～式（２）中，Ｋ为增益指数，Ｔ１、Ｔ２、Ｔ３ 为时间
常数，ψ为船舶航向角，ｒ为转艏角速度，ｒ·为转艏角
加速度，δ为舵角，δ·为舵角变化率，δｒ 为船舶直航
时所压舵角，α为非线性指数。其中，Ｋ、Ｔ１、Ｔ２、Ｔ３、
α、δｒ为本文待辨识的参数。由于这些参数在模型
结构中呈现出高度耦合的关系，若直接将其设为独
立状态进行辨识，可能出现“参数相消”的情况，从
而造成辨识结果的不唯一性。

为了适配神经网络的训练、提高参数辨识的效
率，参考文献［１８］的策略，将物理约束方程转化为
参数线性化的形式。针对船舶二阶非线性响应模
型，将船舶操纵性指数Ｋ、Ｔ１、Ｔ２、Ｔ３、α、δｒ 进行以下
转换。

定义模型参数ｃ１、ｃ２、ｃ３、ｃ４、ｃ５、ｃ６使得模型参数
分别为ｃ１ ＝ Ｔ１ ＋ Ｔ２Ｔ１Ｔ２

、ｃ２ ＝ １
Ｔ１Ｔ２
、ｃ３ ＝ α

Ｔ１Ｔ２
、ｃ４ ＝ Ｋ

Ｔ１Ｔ２
、

ｃ５ ＝
ＫＴ３
Ｔ１Ｔ２
、ｃ６ ＝ ＫδｒＴ１Ｔ２。因此，将式（１）重写为式（３）：

ｒ··＋ ｃ１ ｒ
·＋ ｃ２ ｒ ＋ ｃ３ ｒ

３ ＝ ｃ４δ ＋ ｃ５δ
·
＋ ｃ６ （３）

将式（３）作为后续ＰＩＮＮ待辨识方程，该重构将原方
程中物理参数的乘性耦合结构转化为关于中间系数

ｃｉ的线性组合形式，有效规避了因参数强耦合引发
的数值不稳定问题，从而显著改善了损失函数的性
态，提升了网络训练的收敛效率。通过辨识得到模
型参数，通过式（４）可解算出式（１）中各具体船舶操
纵性指数。

Ｔ１ ＝
ｃ１ ＋ ｃ２１ － ４ｃ槡 ２

２ｃ２

Ｔ２ ＝
ｃ１ － ｃ２１ － ４ｃ槡 ２

２ｃ２

Ｔ３ ＝
ｃ５
ｃ４

Ｋ ＝
ｃ４
ｃ２

α ＝
ｃ３
ｃ２

δｒ ＝
ｃ６
ｃ























４

（４）

２　 方　 法
２． １　 ＰＩＮＮ

ＰＩＮＮ作为融合物理约束的深度学习框架，其核
心原理是通过构建ＮＮ模型来求近似偏微分方程的
解。图１为ＰＩＮＮ求解一般形式非线性偏微分方程
的结构示意图。

图１　 ＰＩＮＮ结构示意
Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｏｆ ＰＩＮＮ ｓｔｒｕｃｔｕｒｅ

　 　 本文假设待解方程为一般形式的参数化和非线
性偏微分方程

ｕ（ｘ，ｔ）＋ Ｎ［ｕ］＝ ０，ｘ∈ Ω，ｔ∈［０，Ｔ］ （５）
式（５）中，ｕ（ｘ，ｔ）表示偏微分方程的潜在解，而Ｎ
［·］是一个非线性微分算子。ｘ为空间，ｔ为时间，
Ω为空间域。ＰＩＮＮ总损失函数

Ｌ ＝ αｆＬｆ ＋ αｄＬｄ （６）
式（６）中，第一个损失项为受偏微分方程约束的损
失项，第二个损失项为数据标签观测的损失项，αｆ和
αｄ分别作为方程约束损失函数的权重，以及标签数
据约束损失函数的权重。ＰＩＮＮ物理损失函数
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Ｌｆ ＝
１
Ｎｆ

Ｎｆ

ｉ ＝ １
ｆ（ｘｆ，ｉ，ｔｆ，ｉ）２ （７）

式（７）中，ｘｆ，ｉ、ｔｆ，ｉ分别表示式（５）的空间、时间训练
配置点，ｆ（ｘ，ｔ）为该偏微分方程的残差，Ｎｆ表示训练
配置点的总数。ＰＩＮＮ数据损失函数

Ｌｄ ＝
１
Ｎｄ

Ｎｄ

ｉ ＝ １
ｕ（ｘｄ，ｉ，ｔｄ，ｉ）－ ｕｉ ２ （８）

式（８）中，Ｎｄ表示样本总数，｛ｘｄ，ｉ，ｔｄ，ｉ，ｕｉ｝Ｎｄｉ ＝ １表示关
于ｕ（ｔ，ｘ）的训练数据。

ＰＩＮＮ借助深度ＮＮ中广泛应用的自动微分技
术，将物理先验以约束形式嵌入损失函数，与观测数
据项损失函数共同优化。由物理先验构成的残差项
本质上为损失函数提供了结构化的正则化约束，使
得优化过程不再仅依赖有限样本的观测数据，通过
这一机制，最终学习得到受物理模型约束的深度
ＮＮ模型，实现对偏微分方程解的有效逼近。
２． ２　 基于ＰＩＮＮ船舶运动操纵参数辨识模型方法

为将物理机理深度融入ＮＮ训练，本文通过参
数转换将二阶非线性响应模型重构式（３）转化为损
失函数残差形式，即通过式（９）作为该模型的物理
先验，该物理先验明确约束网络输出必须同时满足
艏向角速度、艏向角加速度与舵角输入之间的动力
学关系，确保网络输出符合船舶物理响应原理

Ｌｆ ＝ ｒ
··＋ ｃ１ ｒ

·＋ ｃ２ ｒ ＋ ｃ３ ｒ
３ － ｃ４δ － ｃ５δ

·
－ ｃ６ （９）

引入式（１０）—式（１１）分别为转艏角速度ｒ（ｔ）与舵
角δ（ｔ）的观测数据拟合误差

Ｌｄａｔａ１ ＝
１
Ｎｄａｔａ１

Ｎｄａｔａ１

ｉ ＝ １
ｒ（ｔｄａｔａ１，ｉ）－ ｒｉ ２ （１０）

Ｌｄａｔａ２ ＝
１
Ｎｄａｔａ２

Ｎｄａｔａ２

ｉ ＝ １
δ（ｔｄａｔａ２，ｉ）－ δｉ ２ （１１）

　 　 为了实现物理先验与数据驱动的协同优化，构
建总损失函数

Ｌ ＝ α１Ｌｆ ＋ α２Ｌｄａｔａ１ ＋ α３Ｌｄａｔａ２ （１２）
式（１２）中，Ｌｆ为基于式（９）的物理残差，约束网络输
出满足船舶动力学关系；Ｌｄａｔａ１和Ｌｄａｔａ２分别对应转艏
角速度和舵角的观测数据拟合误差，α１、α２、α３为权
重系数，用于平衡物理约束与数据驱动的贡献。

参数辨识本质上属于ＰＩＮＮ解决反问题的典型
应用场景，本文提出基于ＰＩＮＮ船舶运动操纵参数
辨识模型方法对Ｍａｒｉｎｅｒ船模的模型参数进行辨
识。图２直观展示了ＰＩＮＮ船舶运动操纵参数辨识
模型方法对船舶二阶非线性响应模型的参数辨识流
程。其中，该网络选择时间ｔ作为网络输入，转艏角
速度ｒ与舵角δ被视为网络输出。将六个模型参数
ｃ１、ｃ２、ｃ３、ｃ４、ｃ５、ｃ６ 作为可学习变量嵌入ＮＮ优化框
架，以本文重构的式（９）（即船舶二阶非线性响应模
型的残差形式）为物理约束，利用式（１０）—式（１１）
舵角与转艏角速度数据驱动模型拟合。模型参数
ｃ１、ｃ２、ｃ３、ｃ４、ｃ５、ｃ６通过极小化总损失函数式（１２）进
行反向传播迭代优化，从而实现物理约束与数据驱
动的协同反演。

图２　 基于ＰＩＮＮ模型方法求解船舶二阶非线性响应模型的结构示意
Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｓｔｒｕｃｔｕｒｅ ｆｏｒ ｓｏｌｖｉｎｇ ｔｈｅ ｓｅｃｏｎｄｏｒｄｅｒ ｎｏｎｌｉｎｅａｒ ｒｅｓｐｏｎｓｅ ｍｏｄｅｌ ｏｆ ａ ｓｈｉｐ ｂａｓｅｄ ＰＩＮＮ ａｌｇｏｒｉｔｈｍ

３　 试验结果
为全面评估所提ＰＩＮＮ方法的适用性，本章分

别在无噪声与含噪声两类数据条件下开展对照试
验。前者用于验证模型在有限样本下的辨识能力，
后者用于模拟实际测量中普遍存在的环境扰动，以
考察模型在噪声背景下的鲁棒性。通过两类场景的
综合分析，可更客观地检验所提方法的参数辨识

性能。
３． １　 数据集获取及试验环境配置

本文基于Ｍａｒｉｎｅｒ标准船模的运动仿真数据，开
展了２０° ／ ２０°Ｚ形试验。船舶具体参数详见表１［１８］。
　 　 将表１中的船模运动参数代入式（１），采用四
阶龙格库塔数值近似方法，以０． １ ｓ为时间步长，生
成了时长１００ ｓ的２０° ／ ２０°Ｚ形操纵运动仿真数据，
如图３所示。图３中实线为航向角ψ、虚线为转艏
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角速度ｒ、点划线为舵角δ。
表１　 Ｍａｒｉｎｅｒ船模参数

Ｔａｂ． １　 Ｍａｒｉｎｅｒ ｓｈｉｐ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒｓ

项目 参数 数值
旋回特征指数 Ｋ ／ ｓ － １ ０． ８６１ ３

α ／（ｓ ／ ｒａｄ）２ ２４７． １１７ ５

δｒ ／ ｒａｄ － ０． ０３６ ９９

时间常数 Ｔ１ ／ ｓ ７． ８７５ ７

Ｔｖ２ ／ ｓ － ０． ３６９ ４

Ｔ３ ／ ｓ ０． ３７８ ７

水深吃水比 ｈ ／ ｄ ８． ５７

图３　 Ｍａｒｉｎｅｒ船模Ｚ形试验仿真
Ｆｉｇ． ３　 Ｓｉｍｕｌａｔｉｏｎ ｏｆ Ｚｉｇｚａｇ Ｔｅｓｔ ｆｏｒ Ｍａｒｉｎｅｒ Ｓｈｉｐ （± ２０°）
　 　 考虑到真实航行环境中海洋扰动与测量误差普
遍存在，实际观测数据难以达到仿真条件下的纯净
性，因此模型在噪声背景下的鲁棒性成为检验工程
适用性的关键。为此，本文在仿真数据中引入方差
为１的高斯白噪声以模拟实际干扰：

ζｔ ＝ ζ０ｔ ＋ ζｍａｘｋ０ｋζξｔ （１３）
式（１３）中，ζ０ｔ记为未受干扰的数据，ζｍａｘ代表原始数
据的最大绝对值，而ξｔ是方差为１的高斯过程。ｋ０
为噪声强度系数，ｋζ 根据运动自由度设定（舵角取
０． ０５、艏向角速度取１）。通过将ｋ０ 设为０． ０５和
０． １构建噪声等级１与噪声等级２，以模拟常规导航
仪器或普通传感器采集数据的典型噪声特性。图
４ａ、４ｂ分别展示了不同噪声水平下的舵角与转艏角
速度的变化。
　 　 为实现对船舶操纵运动模型参数的准确辨识，
本研究对ＮＮ结构及相关参数进行了如下设计与配
置：首先在输入层与输出层之间构建了一个由６个
隐藏层组成的全连接多层ＮＮ，每个隐藏层包含６４
个神经元。ＰＩＮＮ各层的网络权重ω和偏置ｂ再通
过Ｘａｖｉｅｒ方法初始化。然后在本研究中，设置
５０ ０００次训练次数来反演模型参数。最后将辨识出
的ｃ１、ｃ２、ｃ３、ｃ４、ｃ５、ｃ６模型参数进行解算获得船舶操
纵性指数Ｋ、Ｔ１、Ｔ２、Ｔ３、α、δｒ值。本网络其他参数设

置如表２所示。

（ａ）舵角

（ｂ）转艏角速度
图４　 不同噪声水平下的原始数据与含噪数据
Ｆｉｇ． ４　 Ｏｒｉｇｉｎａｌ ｄａｔａ ａｎｄ ｎｏｉｓｙ ｄａｔａ ｕｎｄｅｒ ｄｉｆｆｅｒｅｎｔ

ｎｏｉｓｅ ｌｅｖｅｌｓ
表２　 网络模型参数设置

Ｔａｂ． ２　 Ｎｅｔｗｏｒｋ ｍｏｄｅｌ ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ

参数 数值
激活函数 Ｔａｎｈ

优化器 Ａｄａｍ优化器
学习率 ５ × １０ －４

物理损失权重α１ １

数据损失权重α２、α３ （１，１）
模型参数ｃ１ ～ ｃ６ （１，１，１，１，１，１）

　 　 本研究在ＰｙＣｈａｒｍ环境中以Ｐｙｔｈｏｎ实现，ＮＮ
的构建与训练基于ＰｙＴｏｒｃｈ完成。训练平台配置为
Ｉｎｔｅｌ（Ｒ）Ｃｏｒｅ（ＴＭ）ｉ７１０７００＠ ２． ９０ＧＨｚ处理器，并
配备ＧＰＵ以加速模型训练。
３． ２　 模型参数辨识

为了验证ＰＩＮＮ模型在有限数据样本条件下的
参数辨识性能，本研究选取２０° ／ ２０°Ｚ形操纵运动仿
真试验的０ ～ ５０ ｓ的５００个数据点作为训练与辨识
数据。此外，采用ＥＫＦ和ＬＳＳＶＭ作为对比方法，
对船舶二阶非线性响应模型的参数进行辨识，以评
估所提方法的有效性。

图５ａ展示了有限样本条件下ＰＩＮＮ损失函数
的收敛历程。训练初期各项损失迅速下降，随后物
理残差项Ｌｆ、转艏角速度损失项Ｌｄａｔａ１与舵角损失项
Ｌｄａｔａ２稳定收敛，表明网络有效融合了物理机理与数
据驱动损失。转艏角速度损失项Ｌｄａｔａ１与舵角损失
项Ｌｄａｔａ２因± ２０°Ｚ形试验阶跃信号的拟合特性存在
局部高频震荡，但核心物理约束始终保持稳定，验证
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了该方法在有限样本下的收敛可靠性。从图５ｂ、５ｃ
可以看出，在有限样本条件下ＰＩＮＮ对船舶二阶非
线性响应模型的转艏角速率ｒ与舵角δ预测结果都
有较高的精度。图６和图７分别为ＰＩＮＮ方法辨识
船舶响应模型ｃ参数辨识过程和船舶操纵性指数的
解算过程。本文选取训练次数５０ ０００次相对稳定
的模型ｃ参数辨识解算结果，作为最终辨识得到的
船舶操纵性指数。并且分别计算船舶操纵性指数辨

识结果的误差，具体计算结果如表３所示。ＥＫＦ方
法辨识解算获得的各船舶操纵性指数误差在
１． １５％ ～２８． ５８％。ＬＳＳＶＭ方法辨识解算获得的各
船舶操纵性指数误差在３． ５６％ ～ １８． ２７％。ＰＩＮＮ
方法辨识解算获得的各船舶操纵性指数误差在
０． ６９％ ～１３． ８３％。通过表３可知，ＰＩＮＮ在数据样
本有限的场景下的参数辨识精度整体高于ＥＫＦ方
法和ＬＳＳＶＭ方法。

（ａ）损失函数收敛情况 　 （ｂ）转艏角速度 　 （ｃ）舵角
图５　 ＰＩＮＮ预测效果

Ｆｉｇ． ５　 ＰＩＮＮ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ

　 　

　 　
图６　 船舶响应模型ｃ参数辨识过程

Ｆｉｇ． ６　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ｓｈｉｐ ｒｅｓｐｏｎｓｅ ｍｏｄｅｌ ｃ ｐａｒａｍｅｔｅｒｓ

　 　

　 　
图７　 船舶操纵性指数解算过程

Ｆｉｇ． ７　 Ｓｏｌｕｔｉｏｎ ｐｒｏｃｅｓｓ ｏｆ ｓｈｉｐ ｍａｎｅｕｖｅｒａｂｉｌｉｔｙ ｉｎｄｅｘ

　 　 上述对比均基于无噪声仿真数据展开，但真实
航行环境中，传感器测量往往受仪器漂移、海况扰动
及随机噪声影响，难以保持理想化的数据质量。因
此，有必要在含噪声数据条件下开展额外验证。为

了验证ＰＩＮＮ方法是否在噪声条件下也能正确辨
识，对经过高斯白噪声污染的数据进行辨识。噪声
等级１与噪声等级２的ＰＩＮＮ辨识结果分别如
图８ ～图１１所示。需要说明的是，在噪声条件下，

６２ 　 　 中　 国　 航　 海 第４９卷第４期



ＥＫＦ方法与ＬＳＳＶＭ方法均出现状态估计发散或参
数求解出现数值不稳定现象，无法获得有效的参数
估计，因此未列入表中。尽管原始观测数据受到不
同强度噪声的干扰，ＰＩＮＮ仍能保持较稳定的辨识精
度，其具体辨识值及误差如表４所示。在噪声等级
１下，各参数辨识误差在０． ９７％ ～ １１． ５５％之间；在

噪声等级２下，尽管部分参数误差有所增加，仍在
０． ０５％ ～３７． ８９％范围内，整体辨识趋势与真实值高
度一致。这一表现主要得益于：模型通过物理先验
对系统动力学关系施加强约束，从而在噪声背景下
有效抑制数据波动对参数反演的影响；同时，网络依
托自动微分计算船舶舵角、艏向角速度与加速度等

表３　 船舶操纵性指数解算结果
Ｔａｂ． ３　 Ｓｏｌｕｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｍａｎｅｕｖｅｒａｂｉｌｉｔｙ ｉｎｄｉｃｅｓ

参数 真实值 ＰＩＮＮ ＥＫＦ ＬＳＳＶＭ
辨识值 误差／ ％ 辨识值 误差／ ％ 辨识值 误差／ ％

Ｔ１ ７． ８７５７ ７． ７７８９ １． ２２ ７． ３１３６ ７． １４ ７． ５４０７ ４． ２５
Ｔ２ ０． ３６９ ４ ０． ４２０ ５ １３． ８３ ０． ３８７ ６ ４． ７９ ０． ４１０ １ １１． ０２
Ｔ３ ０． ３７８ ７ ０． ４１８ ６ １０． ５３ ０． ２７０ ４ ２８． ５８ ０． ３０９ ５ １８． ２７
Ｋ ０． ８６１ ３ ０． ８４４ ９ １． ９０ ０． ８０５ ７ ６． ４５ ０． ８２５ ９ ４． １１
α ２４７． １１７ ５ ２４１． ６７７ ６ ２． ２０ ２２３． ７０３ ０ ９． ４８ ２３３． ４４０ ０ ５． ５３
δｒ － ０． ０３６ ９９ － ０． ０３７ ２５ ０． ６９ － ０． ０３６ ５６ １． １５ － ０． ０３８ ３１ ３． ５６

（ａ）损失函数收敛情况 　 （ｂ）转艏角速度 　 （ｃ）舵角
图８　 噪声等级１场景下的ＰＩＮＮ预测效果

Ｆｉｇ． ８　 ＰＩＮＮ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｕｎｄｅｒ ｔｈｅ ｎｏｉｓｅ ｌｅｖｅｌ １ ｓｃｅｎａｒｉｏ

　 　

　 　
图９　 噪声等级１场景下的船舶操纵性指数辨识结果

Ｆｉｇ． ９　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｈｉｐ ｍａｎｅｕｖｅｒａｂｉｌｉｔｙ ｉｎｄｅｘ ｕｎｄｅｒ ｎｏｉｓｅ ｌｅｖｅｌ １ ｓｃｅｎａｒｉｏ

（ａ）损失函数收敛情况 　 （ｂ）转艏角速度 　 （ｃ）舵角
图１０　 噪声等级２场景下的ＰＩＮＮ预测效果

Ｆｉｇ． １０　 ＰＩＮＮ ｐｒｅｄｉｃｔｉｏｎ ｐｅｒｆｏｒｍａｎｃｅ ｕｎｄｅｒ ｔｈｅ ｎｏｉｓｅ ｌｅｖｅｌ ２ ｓｃｅｎａｒｉｏ
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图１１　 噪声等级２场景下的船舶操纵性指数辨识结果

Ｆｉｇ． １１　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｈｉｐ ｍａｎｅｕｖｅｒａｂｉｌｉｔｙ ｉｎｄｅｘ ｕｎｄｅｒ ｎｏｉｓｅ ｌｅｖｅｌ ２ ｓｃｅｎａｒｉｏ

表４　 ＰＩＮＮ在噪声条件下船舶操纵性指数辨识结果
Ｔａｂ． ４　 Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｈｉｐ ｍａｎｅｕｖｅｒａｂｉｌｉｔｙ

ｉｎｄｉｃｅｓ ｕｓｉｎｇ ＰＩＮＮ ｕｎｄｅｒ ｎｏｉｓｅ ｃｏｎｄｉｔｉｏｎｓ

参数真实值
噪声等级１ 噪声等级２

辨识值误差／ ％ 辨识值误差／ ％
Ｔ１ ７． ８７５ ７ ７． ３４６ ６ ６． ７１ ８． ０８１ １ ２． ６０

Ｔ２ ０． ３６９ ４ ０． ３６５ ８ ０． ９７ ０． ４６１ １ ２４． ８２

Ｔ３ ０． ３７８ ７ ０． ３８９ ２ ２． ７７ ０． ５２２ ２ ３７． ８９

Ｋ ０． ８６１ ３ ０． ８０１ ４ ６． ９５ ０． ８６６ ７ ０． ６２

α ２４７． １１７ ５ ２１８． ５８６ ２ １１． ５５ ２４８． １０６ ０ ０． ４０

δｒ － ０． ０３６ ９９ － ０． ０３８ ７４ ４． ７３ － ０． ０３７ ０１ ０． ０５

高阶项，无需对含噪声数据进行差分求导，避免了传
统方法在噪声条件下求导放大误差的问题。基于这
两方面机制，ＰＩＮＮ在不同噪声等级下均表现出较好
的鲁棒性与一致性。
　 　 将表３有限样本条件下三种方法辨识得到的船
舶操纵性指数代入式（１）中，得到ＰＩＮＮ方法辨识模
型，ＥＫＦ方法辨识模型以及ＬＳＳＶＭ方法辨识模型，
用于后续泛化试验验证。
３． ３　 泛化试验验证

为了验证辨识模型的泛化能力，基于ＰＩＮＮ方
法、ＥＫＦ方法和ＬＳＳＶＭ方法的辨识模型分别进行
了１０° ／ ５°、１０° ／ １０°、２０° ／ １０°Ｚ形操纵试验及３５°旋
回试验。为更加直观地比较三种方法的泛化能力，
本节将Ｚ形试验仿真与旋回试验仿真时长设为１００
ｓ，时间步长均为０． １ｓ。图１２ ～ １５给出了１０° ／ ５°、
１０° ／ １０°和２０° ／ １０°Ｚ形试验和３５°旋回试验中艏向
角响应的对比结果。由图１２ ～ １５可见，在仿真前
期，三种方法的辨识模型输出均与真实模型结果高
度吻合，表现出良好的预报精度。随着仿真时间的
延长，ＥＫＦ辨识模型与ＬＳＳＶＭ辨识模型的误差逐

渐累积，预报性能下降，而ＰＩＮＮ辨识模型仍能保持
较高的预报精度和稳定性。

图１２　 １０° ／ ５°Ｚ形试验艏向角泛化验证结果
Ｆｉｇ． １２　 Ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｖａｌｉｄａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｙａｗ ａｎｇｌｅ

ｆｏｒ １０° ／ ５° ｚｉｇｚａｇ ｔｅｓｔ

图１３　 １０° ／ １０°Ｚ形试验艏向角泛化验证结果
Ｆｉｇ． １３　 Ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｖａｌｉｄａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｙａｗ ａｎｇｌｅ

ｆｏｒ １０° ／ １０° ｚｉｇｚａｇ ｔｅｓｔ

图１４　 ２０° ／ １０°Ｚ形试验艏向角泛化验证结果
Ｆｉｇ． １４　 Ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｖａｌｉｄａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｙａｗ ａｎｇｌｅ

ｆｏｒ ２０° ／ １０° ｚｉｇｚａｇ ｔｅｓｔ

　 　 为评估三种方法在船舶艏向角预报的泛化性
能，对模型输出与参考结果之间的偏差进行了定量
分析。以船舶艏向角作为主要观测量，采用均方根
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误差（ＲＭＳＥ）和决定系数（Ｒ２）作为评价指标，对
ＥＫＦ辨识模型、ＬＳＳＶＭ辨识模型与ＰＩＮＮ辨识模型
的预报精度进行比较。具体计算结果如表５所示。
根据表５的结果分析可知，ＰＩＮＮ方法、ＥＫＦ方法和
ＬＳＳＶＭ方法获得的辨识模型开展泛化试验艏向角
的ＲＭＳＥ在分别在０． １４１° ～ １． ２２３°、０． ８１４° ～
６． ３２３°和０． ７５９° ～ ５． ３７８°。结果表明，在多组泛化
试验中，ＰＩＮＮ辨识模型的艏向角误差均小于ＥＫＦ
辨识模型与ＬＳＳＶＭ辨识模型，且整体相关性更高，
表现出更优的稳定性与泛化能力。

图１５　 ３５°旋回试验艏向角泛化验证结果
Ｆｉｇ． １５　 Ｇｅｎｅｒａｌｉｚａｔｉｏｎ ｖａｌｉｄａｔｉｏｎ ｒｅｓｕｌｔ ｏｆ ｙａｗ ａｎｇｌｅ

ｆｏｒ ３５° ｔｕｒｎｃｉｒｃｌｅ ｔｅｓｔ

表５　 艏向角的ＲＭＳＥ和ＣＣ计算结果（ＰＩＮＮ、
ＥＫＦ和ＬＳＳＶＭ）

Ｔａｂ． ５　 ＲＭＳＥ ａｎｄ ＣＣ ｃａｌｃｕｌａｔｉｏｎ ｒｅｓｕｌｔｓ ｆｏｒ ｙａｗ
ａｎｇｌｅ （ＰＩＮＮ，ＥＫＦ ａｎｄ ＬＳＳＶＭ）

泛化
试验

ＰＩＮＮ
艏向角／（°）

ＥＫＦ
艏向角／（°）

ＬＳＳＶＭ
艏向角／（°）

ＲＭＳＥ Ｒ２ ＲＭＳＥ Ｒ２ ＲＭＳＥ Ｒ２

１０° ／ ５°
Ｚ形试验０． ２３２ ０． ９９９ １． ９７４ ０． ９５４ ２． ２５１ ０． ９４０

１０° ／ １０°
Ｚ形试验１． ２２３ ０． ９９０ ３． ２７７ ０． ９３０ ２． ７８９ ０． ９４９

２０° ／ １０°
Ｚ形试验０． １４１ ０． ９９９ ６． ３２３ ０． ７６９ ５． ３７８ ０． ８３３

３５°旋回
试验 ０． ３９７ １． ０００ ０． ８１４ １． ０００ ０． ７５９ １． ０００

　 　 综上所述，通过对多组泛化试验结果及船舶运
动状态的定量对比分析可知，ＰＩＮＮ方法辨识模型在
泛化性能方面优于ＥＫＦ方法辨识模型与ＬＳＳＶＭ
方法辨识模型，体现出更强的模型稳定性与预测
能力。
４　 结束语

本文提出了一种基于ＰＩＮＮ的船舶二阶非线性
响应模型参数辨识方法，通过将物理残差作为网络

训练约束并与数据拟合项共同优化，实现了在有限
仿真样本条件下对船舶操纵性参数的高精度辨识。
试验结果表明，与ＥＫＦ、ＬＳＳＶＭ相比，ＰＩＮＮ在参数
误差与艏向角预测的泛化性能上均取得明显优势。

尽管如此，本研究仍受限于仿真数据来源、训练
开销以及对更高维动力学的直接推广能力。未来工
作将重点放在引入实船数据验证、扩展到多自由度
模型、实现不确定性量化以及优化在线辨识能力，以
推动该方法的工程应用。
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