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摘　 要：针对复杂通航水域中船舶轨迹预测准确性不高的问题，提出了基于ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ的船舶轨迹预
测模型，该模型编码器部分使用门控循环单元（ＧＲＵ）来捕捉轨迹序列中的时序特征，解码器采用双向长短期记忆
网络（ＢｉＬＳＴＭ）并加入注意力（Ａｔｔｅｎｔｉｏｎ）机制来调整数据特征的权值。以历史时刻的船舶经度、纬度、速度及航向
为模型输入基础特征，同时引入中值滤波平滑处理后的水域船舶密度作为附加特征。选取宁波舟山港核心港区
２０２４年３月的ＡＩＳ数据进行模型的训练和验证，并与ＧＲＵ、ＬＳＴＭ、Ｓｅｑ２ＳｅｑＬＳＴＭ、ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ和Ｔｒａｎｓｆｏｒｍｅｒ
模型进行定量和定性对比，结果表明本文模型在不同的预测时长和航行场景下都有更优的预测结果。
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　 　 在航道受限、交通繁忙、航路交错且存在较多静
态障碍物的复杂通航水域，通过准确预测船舶未来
的行动轨迹，有助于提前预警可能发生的危险局面，
从而保障船舶、人员和货物的安全［１］。因此，一种

高效准确的船舶轨迹预测模型对于确保海上运输安
全至关重要［２］。

通过设计特定的物理方程来模拟船舶行为特征
的传统数学建模方法被广泛应用于船舶轨迹预测研



究领域。ＨＯＵＥＮＯＵ等［３］建立了曲线运动模型，并
利用扩展卡尔曼滤波算法预测船舶的位置、速度和
加速度。这个过程计算量很大，且适用场景单一。

随着人工智能的发展，机器学习方法能够学习
船舶历史运动模式与未来轨迹之间的关系。ＲＯＮＧ
等［４］将船舶运动分解为经度和纬度方向，利用高斯
回归模型估计纵向加速度的概率密度函数和纬度方
向位置的概率密度函数，预测轨迹的不确定性。
ＺＨＡＮＧ等［５］提出了一种基于小波的隐马尔可夫模
型（Ｈｉｄｄｅｎ Ｍａｒｋｏｖ Ｍｏｄｅｌ，ＨＭＭ）轨迹预测算法，解
决了卡尔曼滤波和线性回归精度不高、时滞大等缺
点。但在实际应用中机器学习存在样本量不足、局
部优化等问题。

近年来神经网络因在其他领域的优异表现，在
轨迹预测领域获得了广泛关注。其中长短期记忆网
络（Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ Ｍｅｍｏｒｙ Ｎｅｔｗｏｒｋ，ＬＳＴＭ）和门控
循环单元（Ｇａｔｅｄ Ｒｅｃｕｒｒｅｎｔ Ｕｎｉｔ ，ＧＲＵ）等模型常被
用于解决时序特征难以捕捉的问题。刘成勇等［６］

基于复杂内河的航行环境条件，提出了一种结合注
意力机制和ＬＳＴＭ的ＡｔｔｅｎＬＳＴＭ模型，能高效、准
确地预测船舶航迹并保证其可靠性。鞠聪［７］提出
了一种基于ＣＮＮ和ＧＲＵ的混合船舶轨迹预测模型
（ＣＮＮＧＲＵ），通过改进数据处理和模型构建，显著
提高了预测精度和效率。同时，相较于传统的单向
ＬＳＴＭ，双向ＬＳＴＭ（Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ｌｏｎｇ Ｓｈｏｒｔ Ｔｅｒｍ
Ｍｅｍｏｒｙ，ＢｉＬＳＴＭ）及其变体在许多轨迹序列建模中
都表现得更加出色。郭逸婕等［８］融合ＴＣＮ网络和
ＢｉＬＳＴＭ网络学习轨迹序列的前后状况来提取序列
中更多的信息，实现对船舶未来轨迹更精准的预测。
ＸＵＥ等［９］结合ＧＲＵ与Ｔｒａｎｓｆｏｒｍｅｒ优势互补进行长
期预测，提高了预测精度和计算效率。

虽然现有方法在船舶轨迹预测方面取得很大的
进展，但依然在适应复杂通航水域方面存在限制。
目前轨迹预测方法常采用轨迹点的经度、纬度、对地
航向和对地航速作为输入，没有考虑船舶周围环境
信息，导致模型无法准确预测船舶在复杂通航水域
下不同场景的轨迹变化，预测精度较低。同时复杂
轨迹数据对模型特征处理能力提出了更高的要求。

为进一步提高船舶轨迹预测的精度，本文结合
ＧＲＵ、ＢｉＬＳＴＭ和注意力机制，提出了基于ＧＲＵＡｔ
ｔｅｎｔｉｏｎＢｉＬＳＴＭ的船舶轨迹预测模型，以捕捉轨迹的
时序特征，同时添加基于船舶自动识别系统（Ａｕｔｏ
ｍａｔｉｃ Ｉｄｅｎｔｉｆｉｃａｔｉｏｎ Ｓｙｓｔｅｍ ，ＡＩＳ）数据提取的船舶密
度信息作为附加特征。

１　 ＢｉＬＳＴＭ和ＧＲＵ模型
１． １　 双向长短期记忆网络（ＢｉＬＳＴＭ）

ＬＳＴＭ通过门控机制（ｇａｔｅ ｍｅｃｈａｎｉｓｍ）来控制
信息的流动［１０］，从而更好地捕捉和记忆时间序列数
据之间的依赖关系。然而，在传统的ＬＳＴＭ结构中，
信息只能沿着时间序列的单个方向进行传递，早期
信息在长序列中传递时会逐渐衰减。为了更全面地
捕捉序列数据中的上下文信息，ＧＲＡＶＥＳ等［１１］在
２００５年提出了ＢｉＬＳＴＭ，通过引入两个独立的ＬＳＴＭ
网络，分别沿着时间序列的正向和逆向进行处理。
在每个时间步，ＢｉＬＳＴＭ同时考虑了当前时刻之前和
之后的上下文信息，从而更全面地捕捉了序列数据
中的双向关联性。ＢｉＬＳＴＭ结构如图１所示。

图１　 ＢｉＬＳＴＭ结构示意
Ｆｉｇ． １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＢｉＬＳＴＭ ｓｔｒｕｃｔｕｒｅ

　 　 ＢｉＬＳＴＭ的工作原理如图２所示。在每个时间
步ｎ，前向ＬＳＴＭ单元Ａ０，Ａ１，Ａ２，…，Ａｎ接收当前时
间步的输入Ｘｎ以及前一时间步的隐藏状态Ｓｎ － １，并
计算得到当前时间步的前向隐藏状态。同样地，在
每个时间步ｎ，后向ＬＳＴＭ单元Ａ′ｎ，Ａ′ｎ － １，Ａ′ｎ － ２，…，Ａ０
接收当前时间步的输入Ｘｎ以及下一时间步的隐藏
状态Ｓ′ｎ － １，并计算得到当前时间步的后向隐藏状态。
将前向和后向的隐藏状态拼接起来，形成当前时刻
的输出向量，作为ＢｉＬＳＴＭ的最终输出［１２］。对于每
一个独立的ＬＳＴＭ网络，其单元结构如图２所示。

图２　 ＬＳＴＭ单元结构示意
Ｆｉｇ． ２　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＬＳＴＭ ｕｎｉｔ ｓｔｒｕｃｔｕｒｅ

　 　 其中：Ｘｔ 为当前时刻的输入；Ｃｔ 为当前时刻的
细胞状态；Ｃｔ － １为上一时刻的细胞状态；Ｈｔ为当前时
刻的隐藏状态；Ｈｔ － １为上一时刻的隐藏状态；Ｈ～ｔ 为
候选隐藏状态；Ｆｔ为输出门输出；Ｒｔ为输入门输出；
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Ｚｔ为遗忘门输出；σ（ｓｉｇｍｏｉｄ）和ｔａｎｈ为两种不同的
激活函数；具体计算过程为

Ｆｔ ＝ σ（ＷＦ·［Ｈｔ－１，Ｘｔ］＋ ｂＦ） （１）
Ｒｔ ＝ σ（ＷＲ·［Ｈｔ－１，Ｘｔ］＋ ｂＲ） （２）
Ｚｔ ＝ σ（ＷＺ·［Ｈｔ－１，Ｘｔ］＋ ｂＺ） （３）

式中：Ｗ为系数矩阵；ｂ为偏差项。
更新后的细胞状态可表示为

Ｑｔ ＝ ｔａｎｈ（Ｗｃ·［Ｈｔ－１，Ｘｔ］＋ ｂｃ） （４）
Ｃｔ ＝ Ｆｔ × Ｃｔ－１ ＋ Ｒｔ × Ｑｔ （５）

　 　 网络的最终输出可表示为
Ｈｔ ＝ Ｚｔ × ｔａｎｈ（Ｃｔ） （６）

１． ２　 门控循环单元（ＧＲＵ）
ＧＲＵ不仅缓解了ＲＮＮ模型存在的梯度消失问

题，而且在一些任务上的表现优于长短期记忆网络
（ＬＳＴＭ）［１３］。ＧＲＵ单元结构如图３所示。

图３　 ＧＲＵ结构图
Ｆｉｇ． ３　 ＧＲＵ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

　 　 ＧＲＵ包含两个门控单元：更新门和重置门。其
中，Ｘｔ为ｔ时刻的输入；Ｈｔ为当前时刻的输出；Ｈｔ － １
为上一时刻的隐藏状态；Ｈ～ｔ 为候选隐藏状态；Ｚｔ为
更新门；Ｒｔ为重置门；σ为激活函数ｓｉｇｍｏｉｄ；ｔａｎｈ为
另外一种激活函数。具体计算过程为

Ｒｔ ＝ σ（ＷＲ·［Ｈｔ－１，Ｘｔ］＋ ｂＲ） （７）
Ｚｔ ＝ σ（ＷＺ·［Ｈｔ－１，Ｘｔ］＋ ｂＺ） （８）

Ｈ～ｔ ＝ ｔａｎｈ（ＷＲ·［ＲｔＨｔ－１，Ｘｔ］＋ ｂＲ） （９）
式中：Ｗ为系数矩阵；ｂ为偏差项［１４］。

Ｈｔ ＝ （１ － Ｚｔ）Ｈ～ｔ ＋ ＺｔＨｔ－１ （１０）
　 　 通过图２和图３可以看出，ＧＲＵ与ＬＳＴＭ相比，
门控单元数量和中间变量都更少，结构更加简单，因
此在一些场景下训练速度更快，也有助于减少模型
训练过程中的过拟合现象。
２　 ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型构建
２． １　 模型总体框架

ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ船舶轨迹预测模型由
ＧＲＵ编码器、注意力模块和ＢｉＬＳＴＭ解码器组成，旨
在对船舶轨迹数据进行编码、特征提取和解码预测。

ＧＲＵ编码器负责接收每个时间步的轨迹数据

及前一时刻的隐藏状态，通过非线性变换生成每个
时间步的隐藏状态，并在最后时刻输出一个综合语
义向量，概括整个轨迹序列。

注意力模块解决了固定长度语义向量的信息瓶
颈问题，通过计算ＧＲＵ编码器隐藏状态与ＢｉＬＳＴＭ
解码器隐藏状态之间的相关性，得到权重值，并利用
加权求和生成每个时间步的特性向量，突出关键特
征。ＢｉＬＳＴＭ解码器在每个时间步将注意力模块输
出的特性向量与当前解码器的隐藏状态拼接，通过
非线性变换恢复形状后，生成新的隐藏状态和最终
输出，实现对轨迹的逐步预测。

将轨迹点的经度（Ｌｏｎ）、纬度（Ｌａｔ）、对地航向
（ＣＯＧ）、对地航速（ＳＯＧ）和该轨迹点当前时刻所在
区域船舶密度（Ｄｅｎｓｉｔｙ）五个特征输入编码器进行
编码，最终通过解码器模块输出船舶未来时刻的轨
迹。其总体结构如图４所示。

图４　 模型结构示意
Ｆｉｇ． ４　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ

ｍｏｄｅｌ ｓｔｒｕｃｔｕｒｅ

　 　 图５展示了信息在模型中传递的过程，在编码
阶段，模型通过特征提取和信息压缩来处理历史航
迹序列，最终通过中间语义编码向量Ｃ进行统一表
示［１５］。解码阶段将船舶的潜在运动模式信息解码
为待预测的轨迹信息。

图５　 编码解码结构示意
Ｆｉｇ． ５　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ＥｎｃｏｄｅｒＤｅｃｏｄｅｒ ｓｔｒｕｃｔｕｒｅ

２． ２　 ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ编解码过程
２． ２． １　 编码过程

首先，将预处理后的船舶轨迹数据输入ＧＲＵ编
码器，其中的每个ＧＲＵ单元接收来自前一个时间步
的隐藏层状态和当前时间步的轨迹数据输入。通过
对输入信息进行非线性变换，生成每个时间步ｔ的
隐藏层状态。
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ｈｔ ＝ ｆ（ｘｔ，ｈｔ－１） （１１）
式中：ｈｔ － １为上一时刻隐藏层状态；ｘｔ 为ｔ时刻的输
入；ｆ（·）为ＧＲＵ编码器。在序列的最后一个时刻
Ｔ，编码器输出的所有隐藏状态被进一步处理，得到
中间语义向量Ｃ，ｔ ＝ １，２，…，Ｔ［１６］。

Ｃ ＝ ｚ（ｈ１，ｈ２，ｈ３，…，ｈＴ） （１２）
式中：ｚ（·）为非线性函数，负责将编码器数据的特
征映射到解码器所需的输出空间。
２． ２． ２　 注意力模块

然而，由于固定长度的语义向量Ｃ难以全面概
括长序列的全部信息，特别是在面对较长的输入时，
后续输入可能会覆盖前面的重要信息，导致信息丢
失。为解决这一问题，引入了注意力机制。注意力
机制通过计算输入序列中每个时间步的特征与解码
器当前状态的相关性，为各特征分配不同权重，从而
突出关键特征。

注意力机制的运行分为三个步骤：相关性计算、
权重归一化、加权求和。

首先，计算ＧＲＵ编码器在ｉ时刻的隐藏状态ｈｉ
与ＢｉＬＳＴＭ解码器在ｔ时刻的隐藏状态ｈ′ｔ 的相关性
得分ｓｔｉ［１７］。

ｓｔｉ ＝ ｖ
Ｔ
ａ ｔａｎｈ（Ｗａ·ｃｏｎｃａｔ（ｈ′ｔ，ｈｉ）） （１３）

式中：Ｗａ为权重矩阵；ｖａ为变换系数。
然后，对相关性得分通过ｓｏｆｔｍａｘ函数归一化，

计算ＧＲＵ隐藏状态对ＢｉＬＳＴＭ隐藏状态的影响权
重，计算公式为

ａｔ ＝ ｓｏｆｔｍａｘ（ｓｔｉ）＝ ｅｘｐ（ｓｔｉ）
 ｊ
ｅｘｐ（ｓｔｉ）

（１４）

式中：ａｔ为通过ｓｏｆｔｍａｘ函数计算得到的权重值。
最后，利用注意力权重对ＧＲＵ编码器隐藏状态

加权求和，得到ｔ时刻的特性向量ｃｔ，计算公式为
ｃｔ ＝ ａｔｈｉ （１５）

２． ２． ３　 解码过程
解码阶段将注意力模块输出的特性向量ｃｔ 与

ＢｉＬＳＴＭ解码器部分在ｔ时刻的隐藏状态ｈ′ｔ 拼接，
计算ＢｉＬＳＴＭ解码器部分在ｔ时刻新的隐藏层状态
Ｎ′ｔ，计算公式为

Ｎｔ ＝ ｔａｎｈ（Ｗｃ·ｃｏｎｃａｔ（ｃｔ，ｈ′ｔ）） （１６）
式中：Ｗｃ为转换矩阵。因为拼接后的特征纬度会发
生变化，所以将ｃｏｎｃａｔ拼接结果与转换矩阵Ｗｃ 相
乘进行形状恢复［１８］。在此基础上，计算ＢｉＬＳＴＭ解
码器部分在ｔ时刻的最终输出ｙｔ，计算公式为

ｙｔ ＝ ＷｈＮｔ ＋ ｂｈ （１７）
式中：Ｗｈ为隐藏层输出系数矩阵；ｂｈ为偏置项。

３　 试验设置
３． １　 船舶轨迹数据预处理和数据集划分

宁波舟山港是全球货物吞吐量最大的港口之
一，航路交错复杂，岛屿、暗礁众多，是典型的复杂通
航水域。选取宁波舟山港核心港区２０２４年３月的
ＡＩＳ数据进行模型的训练和验证。该水域２０２４年３
月的船舶轨迹点可视化结果如图６所示。

图６　 宁波舟山港核心港区２０２４年３月船舶轨迹数据可视化
Ｆｉｇ． ６　 Ｖｉｓｕａｌｉｚａｔｉｏｎ ｏｆ ｓｈｉｐ ｔｒａｊｅｃｔｏｒｙ ｄａｔａ ｉｎ ｔｈｅ ｃｏｒｅ ｐｏｒｔ

ａｒｅａ ｏｆ Ｎｉｎｇｂｏ Ｚｈｏｕｓｈａｎ Ｐｏｒｔ ｉｎ Ｍａｒｃｈ ２０２４

３． １． １　 ＡＩＳ数据预处理
ＡＩＳ数据包含了船舶移动通信业务标识码

（Ｍａｒｉｔｉｍｅ Ｍｏｂｉｌｅ Ｓｅｒｖｉｃｅ Ｉｄｅｎｔｉｆｙ，ＭＭＳＩ）、船长、船
宽、船舶类型等静态信息，以及经纬度、航向、航速、
转向速度等动态信息，为轨迹预测提供了数据支撑。

由于原始ＡＩＳ数据中存在缺失甚至错误的轨迹
信息，因此需对ＡＩＳ数据进行预处理，具体步骤
如下：
１）删除异常数据：删除ＭＭＳＩ不是９位的、轨

迹点经纬度在研究水域范围之外的、ＣＯＧ或ＳＯＧ数
值超出设定范围的异常数据。
２）轨迹分组：将轨迹按ＭＭＳＩ分组，然后将每

组数据按照时间排序。
３）插值处理：利用三次样条插值方法，对分组

后的轨迹数据进行插值处理，保证轨迹序列的平滑
和连续。
４）轨迹采样：对插值处理后的每组轨迹以１

ｍｉｎ为间隔提取轨迹点，在减少数据量的同时保留
关键信息。

原始ＡＩＳ数据经过上述步骤预处理后得到
１６ ４７２艘船舶的轨迹，包含７６ ７２５条轨迹序列，共计
１０ ７７６ ４６１个轨迹点，用于模型的训练和验证。
３． １． ２　 船舶交通密度特征提取

船舶密度是衡量通航水域中船舶分布密集程度
的重要指标。它直观地反映了特定区域的交通繁忙
状况。在船舶轨迹预测中，不同的船舶密度区域代
表着不同的交通环境特征。通过将船舶密度特征纳
入模型，能够使模型更好地理解船舶所处的交通环
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境，从而使预测结果更符合实际的交通状况。
本文采用轨迹数据栅格化的方法提取船舶交通

密度特征，旨在将连续的地理空间轨迹数据转换为
离散化、结构化的网格形式。选用１００ ｍ ×１００ ｍ的
网格尺度，将目标水域划分成３６４ × ４９６个网格，然
后根据２０２４年３月的船舶轨迹数据统计每个网格
上的轨迹点数量，船舶轨迹点的统计分布可以反映
船舶的密度分布。船舶轨迹数据栅格化结果如图７
所示。

图７　 试验水域船舶轨迹数据栅格化结果
Ｆｉｇ． ７　 Ｒａｓｔｅｒｉｚａｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｓｈｉｐ ｔｒａｊｅｃｔｏｒｙ ｄａｔａ ｉｎ

ｅｘｐｅｒｉｍｅｎｔａｌ ｗａｔｅｒｓ

　 　 由于船舶轨迹数据栅格化后得到的原始船舶交
通密度数据存在噪声和不连续的像素值，此时直接
输入模型会影响密度特征构建的准确性，因此，需要
进一步对栅格图像进行去噪和平滑处理。采用中值
滤波对船舶密度栅格图像进行处理［１９］。二维情况
下的中值滤波可定义为

Ｙｉｊ ＝
ｍｅｄｉａｎ［Ｘｉ＋ｍ，ｊ ＝ ｎ；（ｍ，ｎ）∈ Ｗ］｛Ｘｉｊ；（ｉ，ｊ）∈ Ｚ２｝

（１８）
式中：Ｗ为平面窗口大小；ｍ为窗口水平尺寸；ｎ为
窗口垂直尺寸；Ｘｉｊ为被处理的图像平面上的一个栅
格，坐标为（ｉ，ｊ）；Ｙｉｊ为以Ｘｉｊ为中心、窗口Ｗ范围内
所有栅格对应船舶密度的中值，即中值滤波处理的
输出值；Ｚ２为二维数据串的序号，即栅格图像的坐
标集。

中值滤波窗口水平和垂直尺寸均为３。从图８
可以看出，原始图像中会出现一些孤立像素点和孔
洞，同时缺乏平滑性。中值滤波去噪处理后船舶密
度的异常值被去除，从而使数据的分布更加合理，更
加清晰地展现出船舶密度变化的趋势和规律。
　 　 经过中值滤波处理后，可以根据船舶密度栅格
图像提取交通密度特征。首先根据船舶在当前时刻
的经纬度和栅格坐标集合搜寻船舶所处的栅格，并
计算此栅格在当前时刻的船舶密度，然后将该密度
值与该时刻船舶轨迹点的经度、纬度、对地航速、对
地航向四个特征拼接，共同组成船舶在当前时刻的

　 　
图８　 原始图像和中值滤波处理后的图像对比
Ｆｉｇ． ８　 Ｃｏｍｐａｒｉｓｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｏｒｉｇｉｎａｌ ｉｍａｇｅ ａｎｄ

ｔｈｅ ｉｍａｇｅ ｐｒｏｃｅｓｓｅｄ ｂｙ ｍｅｄｉａｎ ｆｉｌｔｅｒｉｎｇ

轨迹点特征。
３． １． ３　 数据归一化

将预处理并添加船舶交通密度信息后的船舶轨
迹数据按照７∶ ２ ∶ １的比例划分为训练集、验证集和
测试集。其中训练集用于优化模型参数，学习输入
与输出之间的关系；验证集用于评估模型在新数据
上的性能，防止过拟合并选择最佳配置。测试集用
于评估模型的泛化能力和预测准确性。

为加快模型收敛以及增加数据的稳定性，将船
舶轨迹数据的五个特征维度分别归一化至［０，１］区
间。归一化公式为

Ｙ ＝
Ｘ － Ｘｍｉｎ
Ｘｍａｘ － Ｘｍｉｎ

（１９）
式中：Ｙ为归一化后的数据，Ｘ为某一特征维度的数
据，Ｘｍｉｎ和Ｘｍａｘ分别为该特征维度数据的最小值和最
大值。
３． ２　 模型参数设置

本研究基于Ｐｙｔｈｏｎ库中的ＴｅｎｓｏｒＦｌｏｗ深度学
习框架搭建所提出的改进的ＧＲＵＢｉＬＳＴＭ模型，并
进行相关试验。ＧＲＵ与ＢｉＬＳＴＭ模块中神经元的数
量设置为１２８，在保证模型具有足够复杂度的同时，
避免了过拟合问题。模型中每个层的模块神经元数
量和维度变化的设置如图９所示，其中ｎ即为设定
的历史轨迹步长和预测时间步长。
　 　 在模型训练阶段，将均方误差函数（ｍｅａｎ
ｓｑｕａｒｅ ｅｒｒｏｒ，ＭＳＥ）作为模型的损失函数来度量生成
的预测轨迹与真实轨迹之间的偏差。对于每艘船舶
的均方误差的计算方法是求同一时刻的预测轨迹点
与真实轨迹点之间欧式距离的平方和。预测值和真
实值越接近，两者的均方误差就越小。训练的最终
目的是让损失函数的值达到最小。本模型训练过程
中，需要同时计算船舶ｎ个预测时间步的经度和纬
度的误差之和，损失函数计算公式为

ＭＳＥ ＝
１
ｎ

ｎ

ｔ ＝ １
［（ｘｔ － ｘ′ｔ）２ ＋ （ｙｔ － ｙ′ｔ）２］（２０）
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图９　 模型的网络结构
Ｆｉｇ． ９　 Ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ ｏｆ ｔｈｅ ｍｏｄｅｌ

式中：ｘｔ，ｙｔ表示船舶在时间步ｔ时真实的经度和纬
度；ｘ′ｔ，ｙ′ｔ 表示船舶在时间步ｔ时预测的经度和纬
度；ｎ即为设定的预测时间步长。

模型在训练时选择了Ａｄａｍ优化器，引入了学
习率自适应缩放机制和动量项，有助于在训练的早
期和后期更好地平衡收敛速度和稳定性，有助于平
滑梯度的变化。同时该优化器对稀疏梯度的处理
较好。

模型的初始学习率被设置为０． ０１，Ｄｒｏｐｏｕｔ被
设置为０． ５，ｂａｔｃｈ ｓｉｚｅ被设置为１２８。分别对不同学
习率０． ００５、０． ０１、０． ０２等进行了测试，发现学习率
为０． ０１时能够在保证模型稳定收敛的前提下，相对
较快地使损失函数值下降，因此确定其为最终学习
率。０． ５的Ｄｒｏｐｏｕｔ率在防止过拟合的同时，也保留
了模型足够的学习能力。ｂａｔｃｈ Ｓｉｚｅ设置为１２８可
以在保证模型能够有效收敛的同时，合理利用计算
资源，减少训练过程中的波动，使得模型能够更稳定
地学习船舶轨迹数据中的特征。Ｅｐｏｃｈ设置为１００
时，模型训练最终可以使损失函数达到最小并保持
相对稳定，每个ｅｐｏｃｈ自适应降低学习率。
３． ３　 模型评价指标

采用平均位置误差（ＡＤＥ）和终点位置误差
（ＦＤＥ）对模型预测结果的精确度进行评价。其中
ＡＤＥ表示预测轨迹和真实轨迹之间所有对应轨迹
点的平均欧氏距离。ＦＤＥ表示最后一个预测轨迹
点与对应真实轨迹点之间的欧氏距离［２０］。计算公
式为

ＡＤＥ ＝
 ｐｔｒｕｅ － ｐｐｒｅｄ

Ｎ （２１）

ＦＤＥ ＝
 ｐｔｒｕｅ（ｅｎｄ） － ｐｐｒｅｄ（ｅｎｄ）

Ｎ （２２）
式中：ｐｔｒｕｅ表示真实位置；ｐｔｒｕｅ（ｅｎｄ）表示真实终点位置；

ｐｐｒｅｄ表示预测位置；ｐｐｒｅｄ（ｅｎｄ）表示预测终点位置；Ｎ表
示轨迹点数量；·表示二范数，用以计算欧氏
距离。
４　 试验与结果分析

试验使用测试集对模型进行测试，以评估模型
的泛化能力和预测准确性。

原始轨迹数据经过数据清洗、轨迹插值预处理
后得到１ ｍｉｎ等间隔的轨迹点。对每条轨迹序列，
采用滑动窗口切片处理，窗口长度为历史轨迹时长
与预测轨迹时长之和（在本文中，两者被设置为相
等）。每个切片包含历史轨迹和未来真实轨迹
（Ｇｒｏｕｎｄ Ｔｒｕｔｈ）。

在模型训练阶段，遍历训练集轨迹，通过滑动窗
口生成切片，输入模型。模型将切片拆分为历史轨
迹和Ｇｒｏｕｎｄ Ｔｒｕｔｈ，历史轨迹输入解码器，通过最小
化预测轨迹与Ｇｒｏｕｎｄ Ｔｒｕｔｈ的均方误差完成训练。

在模型测试阶段，对测试集轨迹同样进行滑动
窗口切片，并输入训练好的模型。模型解码历史轨
迹，生成预测轨迹，与Ｇｒｏｕｎｄ Ｔｒｕｔｈ进行定量和定性
对比，以评估预测效果。

本文采取多步预测方式（模型同时输出所有的预
测轨迹点）输出预测轨迹。将ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ
模型的预测结果与ＧＲＵ、ＬＳＴＭ、Ｓｅｑ２ＳｅｑＬＳＴＭ，
ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ和Ｔｒａｎｓｆｏｒｍｅｒ模型进行了定量和
定性评估对比，以分析不同模型的性能差异。
４． １　 定量评估

根据宁波舟山港水域船舶交通特点和航海实践
需求，定量评估试验分别设置模型输入的历史轨迹
时长为１０ ｍｉｎ、１５ ｍｉｎ和２０ ｍｉｎ。预测轨迹时长与
输入的历史轨迹时长相同。试验对比在不同的输入
（输出）轨迹时长下未添加（见表１）与添加船舶密
度特征（见表２）两种情况下的轨迹预测效果，并使
用ＡＤＥ和ＦＤＥ评估预测精度。

从表１和表２可以看出，对于不同模型，当预测
时长和输入特征相同时，Ｓｅｑ２ＳｅｑＬＳＴＭ和ＧＲＵＡｔ
ｔｅｎｔｉｏｎＢｉＬＳＴＭ模型在ＡＤＥ ／ ＦＤＥ明显优于ＬＳＴＭ和
ＧＲＵ模型，说明引入编码器解码器能够有效地提
高模型的预测性能。而ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型对比
ＬＳＴＭ和ＧＲＵ，因为引入双向ＬＳＴＭ和注意力机制，
预测误差相对较小。Ｔｒａｎｓｆｏｒｍｅｒ模型在ＡＤＥ上优
于ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型，但是在ＦＤＥ上略显劣势。
在所有对比模型中ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型的
ＡＤＥ ／ ＦＤＥ数值均最小，预测精度最高。

７３１　 　 袁志涛，等：基于ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ的船舶轨迹预测模型



表１　 不同模型在不同预测时长下的ＡＤＥ ／ ＦＤＥ
（未加入区域船舶密度特征）

Ｔａｂ． １　 ＡＤＥ ／ ＦＤＥ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ａｔ ｄｉｆｆｅｒｅｎｔ
ｐｒｅｄｉｃｔｉｏｎ ｔｉｍｅｓ （ｗｉｔｈｏｕｔ ｉｎｃｏｒｐｏｒａｔｉｎｇ ｓｈｉｐ

ｄｅｎｓｉｔｙ ｆｅａｔｕｒｅｓ） 单位：ｍ

模型
１０ ｍｉｎ １５ ｍｉｎ ２０ ｍｉｎ

ＡＤＥ ＦＤＥ ＡＤＥ ＦＤＥ ＡＤＥ ＦＤＥ

ＬＳＴＭ ３６２． １ ５８１． ２ ６３４． ９ ８０９． ８ ８４６． １ １ ０３４． ３

ＧＲＵ ３７２． ９ ５２２． ７ ６１０． ５ ７９８． ５ ８５５． １ ９４９． １

Ｓｅｑ２Ｓｅｑ
ＬＳＴＭ

３１２． ４ ５３５． ５ ３９８． １ ７７２． ７ ７７３． ２ ８９０． １

Ａｔｔｅｎｔｉｏｎ
ＢｉＬＳＴＭ

２９５． ３ ４８９． ２ ４３１． ４ ６９９． １ ６８５． １ ８８４． ３

Ｔｒａｎｓ
ｆｏｒｍｅｒ

２８１． ２ ５１２． ５ ３９３． ６ ７３２． ４ ６９０． １ ７５５． ２

ＧＲＵ
Ａｔｔｅｎｔｉｏｎ
ＢｉＬＳＴＭ

２３１． １ ４２３． ４ ３０２． ５ ５０６． ８ ４１５． ９ ５６９． ７

表２　 不同模型在不同预测时长下的ＡＤＥ ／ ＦＤＥ
（加入区域船舶密度特征）

Ｔａｂ． ２　 ＡＤＥ ／ ＦＤＥ ｏｆ ｄｉｆｆｅｒｅｎｔ ｍｏｄｅｌｓ ａｔ ｄｉｆｆｅｒｅｎｔ
ｐｒｅｄｉｃｔｉｏｎ ｔｉｍｅｓ （ｗｉｔｈ ｉｎｃｏｒｐｏｒａｔｉｎｇ ｓｈｉｐ

ｄｅｎｓｉｔｙ ｆｅａｔｕｒｅｓ） 单位：ｍ

模型
１０ ｍｉｎ １５ ｍｉｎ ２０ ｍｉｎ

ＡＤＥ ＦＤＥ ＡＤＥ ＦＤＥ ＡＤＥ ＦＤＥ

ＬＳＴＭ ３４９． ２ ５３７． ９ ５６５． ３ ７５３． ９ ７９６． ２ ９０１． ２

ＧＲＵ ３５６． ３ ５４４． ２ ５４２． ２３ ７３５ ８０１． ９ ８７７． ６

Ｓｅｑ２Ｓｅｑ
ＬＳＴＭ

２８２． ２ ４８６． １ ３８６． １ ７５５． ２ ６１２． ８ ７９２． ７

Ａｔｔｅｎｔｉｏｎ
ＢｉＬＳＴＭ

２７４． １ ４５８． ４ ４１３． ２ ６５７． ８ ６５５． ８ ８５１． ２

Ｔｒａｎｓ
ｆｏｒｍｅｒ

２５４． ８ ４７７． ５ ３６６． ５ ６１３． ０ ６７８． ９ ７３４． １

ＧＲＵ
Ａｔｔｅｎｔｉｏｎ
ＢｉＬＳＴＭ

２１０． ８ ３８２． ４ ２７１． ３ ４５３． ４ ３３６． ５ ５２７． ２

　 　 当输入特征相同时，所有模型的ＡＤＥ和ＦＤＥ
均随着预测时长的增加而增加，即所有模型的预测
性能均随着预测时长增加而下降。当预测时长从
１０ ｍｉｎ增长到１５ ｍｉｎ和从１５ ｍｉｎ增长到２０ ｍｉｎ
时，ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ的ＡＤＥ ／ ＦＤＥ的增长率在
轨迹点未加入船舶密度特征时分别为３０． ９％ ／ １９． ７％
和３７． ５％ ／ １２． ４％，在加入船舶密度特征后分别为
２８． ７％ ／ １８． ６％和２４％ ／ １６． ３％，在所有对比模型中
增长率均最小，即ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型随着
预测时间增加，预测误差的变化幅度最小，预测性能

最稳定。
对于相同的模型和相同的预测时长，当加入区

域船舶密度特征后，所有模型的ＡＤＥ ／ ＦＤＥ均出现
了下降，这说明加入区域船舶密度特征能够进一步
提高模型的预测效果。
４． ２　 定性评估

在定性评估试验中，历史轨迹时长和预测轨迹
时长均为１０ ｍｉｎ，输入的轨迹点特征包含了区域船
舶密度特征。分别根据船舶直线航行、较小幅度转
向航行、较大幅度转向航行三种航行场景下的预测
结果与真实轨迹（Ｇｒｏｕｎｄ Ｔｒｕｔｈ）的可视化对比来判
断不同模型的预测效果，如图１０ ～图１２所示。

图１０　 直线航行场景模型对比
Ｆｉｇ． １０　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｔｒａｉｇｈｔｌｉｎｅ ｎａｖｉｇａｔｉｏｎ ｓｃｅｎｅ ｍｏｄｅｌｓ

图１１　 较小幅度转弯航行场景模型对比
Ｆｉｇ． １１　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｓｍａｌｌ ｔｕｒｎ ｎａｖｉｇａｔｉｏｎ ｓｃｅｎｅ ｍｏｄｅｌｓ

图１２　 较大幅度转弯航行场景模型对比
Ｆｉｇ． １２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｍｏｄｅｌｓ ｆｏｒ ｌａｒｇｅ ｔｕｒｎｉｎｇ

ｎａｖｉｇａｔｉｏｎ ｓｃｅｎａｒｉｏｓ

　 　 在船舶直线航行的场景中，ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬ
ＳＴＭ的预测轨迹几乎与真实轨迹重合，ＡＤＥ ／ ＦＤＥ
为７２． １ ｍ ／ ８６． ８ ｍ。Ｔｒａｎｓｆｏｒｍｅｒ预测轨迹较为接近
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真实轨迹，ＡＤＥ ／ ＦＤＥ依然达到了９６． ４ ｍ ／ １６９． ５ ｍ。
其他对比模型的预测轨迹偏离真实轨迹的程度相对
较大，预测效果均不及ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型。
　 　 在船舶较小幅度转向航行的场景中，此时，
ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型和Ｓｅｑ２ＳｅｑＬＳＴＭ模型
预测船舶的转向幅度都更为接近真实轨迹，但是在
平均位置误差上，ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型明显
优于Ｓｅｑ２ＳｅｑＬＳＴＭ模型，前者的ＡＤＥ仅为后者的
４２％，ＡＤＥ／ ＦＤＥ为８９． １ ｍ／ ８２． ５ ｍ。Ｔｒａｎｓｆｏｒｍｅｒ模型
的预测轨迹整体趋势虽然接近真实轨迹，但在后半程
逐渐偏离，误差增大，ＡＤＥ／ ＦＤＥ为１２８． ２ ｍ／ ２７２． ３ ｍ。
其他模型全程的预测误差均相对较大。

在船舶较大幅度转向航行的场景中，Ｔｒａｎｓｆｏｒｍ
ｅｒ模型在对比模型中表现最好，其ＡＤＥ ／ ＦＤＥ为
２０２． ３ ｍ ／ ３６３． ９ ｍ。ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型的
预测结果依然最接近真实轨迹，ＡＤＥ ／ ＦＤＥ仅为
１０６． ２ ｍ ／ １４３． ５ ｍ。而其他对比模型预测的轨迹的
转向时机或转向幅度的偏差均较大。

通过定量和定性评估试验的结果可以看出，
ＢｉＬＳＴＭ和注意力机制提高了模型捕捉ＡＩＳ数据的
长期依赖关系的能力，使得预测效果明显优于对比
模型。
４． ３　 消融试验

为进一步研究ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型中各
个组件的作用，构造三个变体模型。第一个变体模
型将ＧＲＵ模块替换为ＬＳＴＭ，并命名为ＬＳＴＭＡｔｔｅｎ
ｔｉｏｎＢｉＬＳＴＭ；第二个变体模型将ＢｉＬＳＴＭ模块替换
为ＬＳＴＭ，并命名为ＧＲＵＡｔｔｅｎｔｉｏｎＬＳＴＭ；第三个变
体模型删除了Ａｔｔｅｎｔｉｏｎ模块，并命名为ＧＲＵＢｉＬ
ＳＴＭ。三个变体模型分别探究ＧＲＵ、ＢｉＬＳＴＭ和Ａｔ
ｔｅｎｔｉｏｎ三个模块在ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型中的
重要作用。消融试验的历史轨迹时长和预测轨迹时
长均为１０ ｍｉｎ，输入的轨迹点特征包含了区域船舶
密度特征。通过计算此时三种变体模型的ＡＤＥ／ ＦＤＥ
数值以表征预测准确度。

表３是ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ及其三种变体模
型的ＡＤＥ ／ ＦＤＥ数值。从表中数据可以看出，ＧＲＵ
ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型相比于ＬＳＴＭＡｔｔｅｎｔｉｏｎＢｉＬ
ＳＴＭ模型，ＡＤＥ减少了１９． １％，ＦＤＥ减少了１２． ５％。
这得益于ＧＲＵ相比ＬＳＴＭ具有更为简洁的结构，使
其在提取复杂特征时具有更好的效果。相比于
ＧＲＵＡｔｔｅｎｔｉｏｎＬＳＴＭ 模型，ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ
模型在ＡＤＥ和ＦＤＥ指标上分别减少了２４． ２％和
２１． ８％。这一改进归功于ＢｉＬＳＴＭ的双向结构，它
能够更有效地捕捉轨迹序列中的依赖关系和上下文
信息。此外，ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ 模型相较于

ＧＲＵＢｉＬＳＴＭ模型，ＡＤＥ减少了２３． ９％，ＦＤＥ减少
了１５． ６％。这表明注意力机制可以使模型更加聚
焦于关键特征，从而进一步提升预测精度。

表３　 ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ及其三种变体
模型的ＡＤＥ ／ ＦＤＥ数值

Ｔａｂ． ３　 ＡＤＥ ／ ＦＤＥ ｖａｌｕｅｓ ｏｆ ＧＲＵＡｔｔｅｎｔｉｏｎ
ＢｉＬＳＴＭ ａｎｄ ｉｔｓ ｔｈｒｅｅ ｖａｒｉａｎｔ ｍｏｄｅｌｓ 单位：ｍ
模型 ＡＤＥ ＦＤＥ

ＬＳＴＭＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ ２６０． ５ ４３６． ８

ＧＲＵＡｔｔｅｎｔｉｏｎＬＳＴＭ ２７８． ２ ４８９． １

ＧＲＵＢｉＬＳＴＭ ２７７． １ ４５３． ３

ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ ２１０． ８ ３８２． ４

　 　 消融试验结果说明了ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模
型的各个模块对提高船舶轨迹预测准确度都具有一
定的作用。
５　 结束语

为进一步提高复杂通航水域船舶轨迹预测的准
确性，提出了基于ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ的船舶轨
迹预测模型。选取宁波舟山核心港区这一典型复杂
通航水域作为试验水域，并以ＡＤＥ和ＦＤＥ作为评
价指标。定量和定性评估试验结果表明，ＧＲＵ
ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ相较于对比模型在不同预测时长
和航行场景下都具有更准确的预测结果。同时，引
入平滑、去噪处理后的区域船舶密度作为轨迹点的
附加特征输入进一步提高了预测准确度。最后，消
融试验结果表明ＧＲＵ、ＢｉＬＳＴＭ和Ａｔｔｅｎｔｉｏｎ三个模
块对提高ＧＲＵＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ模型的预测性能都
具有一定的作用。

展望未来研究，我们将着重弥补当前不足。针
对复杂通航环境因素欠缺问题，计划深入探究水流、
风向、航道规则等多元因素与船舶轨迹的内在关联，
构建多因素融合的预测模型。此外，后续研究会构
建大规模多船交互数据集，创新模型架构以精准捕
捉船舶间动态关系，进而提高模型在复杂航运场景
下的预测性能与可靠性。在实际应用中，ＡＩＳ数据
可能存在误差、缺失或延迟等问题，后续研究中将构
建更为完善的数据预处理与质量监控体系，通过多
源数据融合与校验技术，提高输入数据的准确性与
可靠性，推动本研究向实用化、全面化方向迈进。
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２０２０（９）：１１２１１７． （ｉｎ Ｃｈｉｎｅｓｅ）

［１９］　 赵夫群．基于改进中值滤波的图像去噪算法［Ｊ］．计
算机与数字工程，２０２３，５１（２）：２９２２９５．

　 　 　 ＺＨＡＯ Ｆ Ｑ． Ｉｍａｇｅ ｄｅｎｏｉｓｉｎｇ ａｌｇｏｒｉｔｈｍ ｂａｓｅｄ ｏｎ
ｉｍｐｒｏｖｅｄ ｍｅｄｉａｎ ｆｉｌｔｅｒ ［Ｊ］． Ｃｏｍｐｕｔｅｒ ａｎｄ Ｄｉｇｉｔａｌ
Ｅｎｇｉｎｅｅｒｉｎｇ，２０２３，５１（２）：２９２２９５． （ｉｎ Ｃｈｉｎｅｓｅ）

［２０］　 王森杰，何正伟．基于生成对抗网络的船舶航迹预测
模型［Ｊ］．中国航海，２０２１，４４（２）：７２７７．

　 　 　 ＷＡＮＧ Ｓ Ｊ，ＨＥ Ｚ Ｗ． Ｓｈｉｐ ｔｒａｊｅｃｔｏｒｙ ｐｒｅｄｉｃｔｉｏｎ ｍｏｄｅｌ
ｂａｓｅｄ ｏｎ ｇｅｎｅｒａｔｉｖｅ ａｄｖｅｒｓａｒｉａｌ ｎｅｔｗｏｒｋｓ ａｔｔｅｎｔｉｏｎ ａｎｄ
ｉｎｔｅｒａｃｔｉｏｎ［Ｊ］． Ｎａｖｉｇａｔｉｏｎ ｏｆ Ｃｈｉｎａ，２０２１，４４（２）：７２
７７． （ｉｎ Ｃｈｉｎｅｓｅ）
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