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【摘    要】随着医疗科学技术的快速演进，机器学习作为关键要素已深度融入精准医疗。但传统机器学习方

法往往聚焦于自变量与结局变量之间的相关性分析，难以精准识别因果关系，易导致临床结论偏差，影响临

床决策的准确性与可靠性。因果机器学习能有效突破这一瓶颈，其在医学领域的应用范围正逐步扩大。本

文系统地阐述了因果机器学习的定义与相关概念，明确了其在疾病防治中的具体适用范围，并深入剖析了其

相较于传统机器学习、传统统计模型和因果推断的独特优势。进一步详细阐述了因果机器学习在医学实践

中的具体方法流程、操作步骤以及关键技术要点。最后，结合具体的案例讲解因果机器学习在疾病干预措

施中的应用及其优缺点，旨在规范并促进其在医学领域的广泛应用。
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【Abstract】  With therapid advancement of medical science and technology, machine learning has become an integral
component of precision medicine. However, traditional machine learning methods often focus on the correlation analysis
between  independent  and  outcome  variables,  which  can  hinder  their  ability  to  accurately  identify  causal  relationships.
This  limitation  leads  to  biased  clinical  conclusions,  impacting  the  precision  and  reliability  of  clinical  decision-making.
Causal machine learning has emerged as a promising approach to overcome these limitations, and its application in the
medical  field  is  expanding.  This  paper  systematically  explores  the  definition  and  core  concepts  of  causal  machine
learning,  clarifies  its  specific  application  scope  in  disease  prevention,  and  delves  into  its  unique  advantages  over
traditional machine learning, statistical models, and causal inference. Furthermore, it outlines the practical methodologies,
operational steps, and key technical aspects of causal machine learning in medical practice. By presenting specific case
studies,  the  paper  discusses  the  applications  of  causal  machine  learning  in  disease  prevention,  highlighting  both  its
strengths and weaknesses. Ultimately, the goal is to standardize and promote the scientific application of causal machine
learning in the medical domain.
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随着大数据与人工智能等技术的迅猛发展，

机器学习在医学领域的研究与应用逐渐广泛，其

在精准医学范畴内的实践应用更是备受瞩目。机

器学习技术可及时、有针对性地为疾病预防、筛

查、诊断、治疗、康复等多种医疗卫生健康应用

场景提供重要技术支撑 [1]。在疾病防治过程中，

准确评估各种干预措施的效果对于制定科学有

效的防治方案至关重要。然而，既往使用数据驱

动的机器学习方法建模时，多聚焦相关性，在识

别因果关系方面（如疾病新病因探寻或药物效果  
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评定）存在不足，易使临床决策面临潜在风险，产

生有偏结论，干扰临床决策的科学性 [2]。因果机

器学习（causal machine learning，CML）概念应运而

生，逐渐成为解决这一问题的重要工具[2–3]。本文

旨在介绍因果机器学习的定义、在疾病防治中的

适用场景、实施步骤、技术要点，以及基于因果机

器学习的应用案例及优缺点，以规范和促进因果

机器学习技术在医学领域的科学应用，辅助临床

决策。 

1   因果机器学习的定义及相关概念
 

1.1    因果机器学习　是一种结合因果推断（causal
inference）和机器学习 （machine  learning）的方法，

不仅能识别数据中自变量与结局变量等的相关

性，还能揭示和量化两者之间的因果关系。 

1.2    因果图（causal graph）　呈现变量间因果关联

的 一 种 工 具 ，通 常 采 用 有 向 无 环 图 （directed
acyclic graphs，DAG）的形式，清晰、直观地描绘

出各个变量之间的因果路径，从而为分析因果关

系提供可视化的基础架构，有助于研究人员梳理

和理解复杂的因果逻辑。 

1.3    反事实分析（counterfactual analysis）　设想某

个变量处于与实际情况不同的状态时，结果将发

生何种变化，以此来推断变量之间因果效应的分

析方法。 

1.4    反事实结果（counterfactual  outcome）　假定

某个个体或群体接受了与实际不同的干预措施

时，理论上预期能够观察到的结局状态。它是基

于对干预效果的一种前瞻性假设而存在的可能

结果，用于对比和衡量实际发生的结果，从而帮

助确定干预措施所产生的真实影响。 

1.5    事实结果（factual outcome）　是指对研究对

象实际施加某种干预后，能够观测到的结果，涵

盖疾病状态的变化、身体机能的改善或恶化、症

状的缓解或加剧等多方面的表现。 

1.6    可识别性（identifiability）　在给定的观察数

据条件下，能够推导出因果量（如干预效果等）的

特性。 

1.7    稳定单位干预值假设 （stable  unit  treatment
value assumption, SUTVA）　又称一致性假设，即

给定干预措施下的潜在结果与观察到的结果一

致，且单个患者的干预效果不影响其他患者的结

果，不存在干预措施的干扰效应（如溢出效应或

同伴效应）在不同环境或人群中的隐藏变化。 

1.8    积极性假设（positivity assumption）　又称重

叠假设，指在研究的样本群体中，每一位患者接

受（或者不接受）特定干预措施的概率均大于零。

即在研究范围内，任何一种干预措施的选择对于

每个患者而言都存在一定的可能性。 

1.9    无混杂性假设（unconfoundedness assumption）
是因果推断中的一个关键前提条件，在考虑了所

有已知的患者特征（即协变量）后，患者的治疗分

配方案应当与潜在结果之间不存在直接关联。即

在理想情况下，除了已纳入分析的协变量，没有

其他未被观察到的因素同时影响患者的治疗选

择和最终结果。 

1.10    潜在结果（potential outcome）　假定实施特

定干预措施时，理论上预期能够观察到的患者终

局结局状态。它是基于前瞻性干预措施效果假设

的可能结果，虽未实际发生，但在因果分析框架

中被设想的一种结果，用于与实际结果对比，以

确定干预措施的真实影响。 

1.11    因果量（causal quantity）　不同潜在结果在

数值上的差值。通过量化比较潜在结果，衡量由

于不同干预措施引发的效果变化程度。 

1.12    平均干预效果（average treatment effect, ATE）
在总体人群中，接受干预的个体预期结果与未接

受干预的预期结果之间差值的平均值。 

1.13    条件平均干预效果（conditional average treat-
ment effect, CATE）　给定特定协变量条件下，接

受干预措施的个体预期结果与未接受干预措施

的个体预期结果之间差值的条件期望。 

1.14    共形预测（conformal prediction）　是一种基

于数据的预测方法，通过构建预测区间来量化预

测的不确定性。 

2   因果机器学习在医学领域的适用场景
 

2.1    数据驱动的医学研究应用　因果机器学习

在处理多种医学数据方面具有独特优势，尤其是

在随机对照试验数据（randomized controlled trials,
RCT）与真实世界数据（real-world data, RWD）的分

析中表现突出。RCT的随机化设计特性，在医学

知识相对匮乏的情况下，对于验证疾病防治措施

与结果间的因果联系起着关键作用，如在药物临

床试验中明确揭示治疗效应 [4]。RWD（如电子病

历）因随机化难度高、数据本身蕴含的医学先验

知识不足以及混杂着多种偏倚（如选择偏倚、指

示偏倚等），致使从此类数据获取可靠的医学证

据面临的困难较多，进而限制了其在医学研究中

的价值。面对该挑战，因果机器学习能够运用因

果图、反事实分析等方法，结合 RCT和目标仿真

试验等研究设计，有效解决观察数据中的因果推

断难题，实现干预效果精确评估，为临床决策提

供有力证据。

为更清晰地认识因果机器学习在疾病防治领

域的价值，以下将其与传统方法和因果推断方法
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进行对比分析。 

2.2    与传统方法的对比及优势体现　因果机器

学习相较于传统机器学习、传统统计学模型和因

果推断方法在医学领域应用中的独特优势。通过

对比方法的目的、侧重点、对数据分布的条件要

求以及对观测数据的要求（见表 1），更清晰地理

解因果机器学习在处理医学数据时的适用性和

优势。
 
 

表 1   在医学领域中因果机器学习与传统机器学习、传统统计学模型和因果推断模型的比较
Table 1   Comparison of causal machine learning with traditional machine learning, traditional statistical models, and causal

inference models in the medical field
 

项目 因果机器学习 传统机器学习 传统统计学模型 因果推断方法

目的 量化干预所致的结果变化 预测结局事件发生风险 统计推断 量化干预所致的结果变化

侧重点 因果推断 机器学习 假设检验 假设检验与因果推断结合

对数据分布的条件要求 不严格 不严格 严格（线性依赖等） 严格（线性依赖等）

对观测数据的要求 更大样本为宜 更大样本为宜 小样本（满足样本量要求即可） 小样本（满足样本量要求即可）

 

传统机器学习主要侧重于预测结局事件发生

的风险，如糖尿病发病概率预测等[5–7]，在提供具

体疾病防治建议和干预措施评估方面相对不足。

而因果机器学习聚焦于量化干预措施所导致的

结果变化，如预测糖尿病药物的效果、肿瘤患者

接受不同干预方案后的生存概率等 [7–11]，具有显

著优势。

传统统计学模型通常需要假设特征与结果的

参数形式。但在高维数据场景中，该假设易与事

实相悖，引发模型错误。相比之下，因果机器学

习对模型假设相对宽松，能有效捕捉疾病发生发

展的复杂变化关系。此外，因果机器学习能够精

准估计个体化干预效果，并针对不同治疗场景下

对患者潜在结果（如生存、再入院、生活质量等）

进行个性化预测 [2, 4]，为患者制定个性化的诊疗

决策提供依据。

因果推断方法侧重于基于统计学理论和假设

进行因果分析，对数据分布和数据结构的要求

较为严格，如需满足线性依赖等条件，通常适用

于小样本（满足样本量要求即可）分析。而因果机

器学习则借助机器学习算法的强大数据处理能

力，在处理大规模数据和复杂关系时具有优势。

综上，应根据样本量的大小和研究问题选择

合适的方法。当样本量较小时，无法满足因果机

器学习模型训练要求时，传统方法可能更具优

势；而当样本量充足时，因果机器学习能够充分

发挥其处理非线性关系和结局事件异质性的优

势，实现对个体化干预效果的估计，在不同治疗

场景下对患者潜在结果的个性化预测，为个性化

诊疗决策提供有力依据。 

3   因果机器学习的实施步骤

为了更好地推动因果机器学习在医学领域的

应用，深入理解其具体的实施步骤至关重要。图 1

展示了因果机器学习的全流程，从问题确定到结

果解释，为相关研究与实践提供科学且可行的路

径指引。
  

确定研究问题并收集数据

构建研究问题的因果结构
问
题
设
置

因
果
机
器
学
习

选择感兴趣的因果量

评估可识别性假设的合理性

选择并拟合因果机器学习方法

评估因果机器学习方法

执行稳健性检验

解释结果 
图 1    因果机器学习的基本步骤

Fig. 1   The basic steps of causal machine learning
  

3.1    确定研究问题并收集数据　首先，需明确研

究目的，是聚焦于干预效果评估还是其他医学问

题。随后，收集包括疾病防治措施、患者结局变

量和协变量等相关数据。 

3.2    构建研究问题的因果结构　识别研究问题

中的关键变量，如治疗变量 （如特定药物的使

用、手术方式等）、患者的结局变量（如疾病的痊

愈情况、生存时长、生活质量的变化等）以及可

能对治疗与结局关系产生影响的协变量（如患者

年龄、性别、过往病史、基因信息等）。构建因果

图，绘制变量之间的因果路径。图 2以糖尿病防

治研究为例，清晰地呈现了各变量间的影响关

系。在该研究中，治疗变量（如二甲双胍）、协变

量（如性别、年龄、体重和病史等）对结局变量

（如血糖水平）的影响关系。其中，箭头所指方向

代表因果关系，治疗变量直接作用于结局变量，

而协变量则可通过影响治疗选择或直接作用于

结局变量，进而间接影响结果。
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结局变量（如血糖水平）治疗变量（如二甲双胍）

协变量（性别、年龄、体重、病史）

 
图 2    因果图——以糖尿病防治研究为例

Fig. 2   Causal graph - Taking diabetes prevention and
treatment research as an example

  

3.3    选择因果量　在因果机器学习中，因果量的

确定是以“潜在结果框架”为基础，本质是对潜在

结果间差异的量化（见图 3）。其中，治疗效果是

重要因果量，可以根据效果异质性程度和防治或

干预类型两个维度进行分类。从效果异质性程度

来看，当评估整体防治或干预措施效果时，选

ATE；若聚焦特定亚群对防治或干预措施的反应

时，则选择 CATE。在防治或干预类型方面，对于

二元（离散）的情形，如治疗与不治疗、手术与非

手术等，通过对比接受与未接受防治或干预措施

所产生的结果差异，确定因果量；针对连续型连

续性防治或干预措施（如药物剂量的动态调整），

依据剂量- 反应曲线来确定因果量，以总结不同

剂量水平下的治疗效果。此外，当研究的目的是

预测个体患者的治疗结果时，此时的因果量属于

特殊的 “干预下的风险”被估量。由于它旨在为个

体患者的治疗结果提供预测信息，与一般的群体

层面因果量有所不同，因此在建模过程中需要格

外谨慎对待。
  

平均效果 个性化效果

效果异质性程度

干预类型

平均干预效果（ATE）
治疗效果

患者特征

治疗效果

患者特征

患者特征

潜在结果

平均剂量干预曲线 条件平均剂量干预曲线

潜在结果

连续型（如辐射剂量）

二分类（如有无干预）

患者特征

剂
量

剂
量

条件平均干预效果（CATE）

 
图 3    “效果异质性”和“干预类型”的潜在结果框架图
Fig. 3   Potential outcome framework diagram of "effect

heterogeneity" and "intervention type"
  

3.4    评估可识别性假设的合理性　疾病防治措

施效果估计涉及不可观测的反事实结果，需对数

据生成过程做出特定假设，确保其可识别性，其

中 SUTVA、正性假设和无混杂假设尤为关键。当

数据来源为  RCT 时，其内在随机分配方式通常

可确保疾病干预措施效果的可识别性，此时评估

可识别性假设的步骤可适当简化。若采用 RWD，
鉴于其数据分配主要依赖协变量而非随机分配，

一旦违反上述假设，可能导致估计偏差。 

3.5    选择并拟合因果机器学习方法　因果机器

学习方法的选择主要依据因果图和因果量。

针对 ATE估计，依据因果图筛选关键变量

后，再通过聚焦关键变量构建估计量。

针对二分类的 CATE估计，若采用与模型无

关的方法时，需依据因果图预处理数据，选择较

优的机器学习模型，并依据因果逻辑在训练中调

整超参数以及优化性能；若采用模型特定方法，

如因果树和因果森林，构建时要充分结合因果图

信息。因果树在节点分裂时依据因果图指导，确

保分裂过程符合变量间因果关系；因果森林依据

因果图指导抽样构建模型获得 CATE 估计，从而

精准分析不同亚组间的干预效果差异。

针对连续型干预变量，在确定适配的分析方

法之前，要基于因果图分析其与其他变量的复杂

关联关系进行剖析。选因果森林等方法时，应依

据因果图对数据分组，并提取关键特征训练模

型，进而得到干预效果的估计值及不确定性度

量；若采用贝叶斯方法，则需凭借因果图构建契

合实际的先验分布，结合所收集的实际数据，通

过贝叶斯推理机制推导出后验概率，实现对不确

定性的量化表征，确保结果的可靠性和解释性。

在共形预测中，依据因果图中的特征构建区间，

该区间随着数据更新、模型调整而动态变化，能

更好地适应复杂的实际情况。

选定具体方法后，进行数据拟合。在数据拟

合中，关注模型的收敛性、稳定性与拟合优度，使

用合适指标评估模型并进行优化调整，直至获得

满意的因果量估计结果。 

3.6    评估因果机器学习方法　首先，将基于随机

数据预测患者结果的准确性作为关键评估准则，

以排除一些表现不佳的模型。鉴于反事实结果与

疾病防控措施效果真实值难以获取，模型基准测

试面临着困境。为解决该困境，通常采用两种策

略展开评估工作：一是收集模型针对事实结果所

做出的预测数据，用准确率、召回率等指标将其

与实际观测到的结果进行对比分析。该方法能够

在一定程度上反映出模型对于现实情况的捕捉

能力，但忽视了核心因果量，难以深入探究模型

在因果关系推断方面的有效性。二是采用伪结果
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策略，先构建一个独立的辅助模型，基于该模型

对反事实结果进行估算以获得伪结果。再计算目

标模型的  CATE 估计值与伪结果之间的差异指

标，如均方误差等，来衡量目标模型的性能。但

该策略存在对辅助模型性能过度依赖的局限性，

并且在实际应用中往往会倾向于某些特定方法，

可能导致结果偏差。这两种策略虽有启发式，但

也存在局限性，目前尚未存在一种完美的评估方

案。因此，在实际操作过程中，需紧密结合具体

的应用场景和研究目的，从多个维度审慎考量，

持续探索更为科学、有效的因果机器学习方法评

估途径。 

3.7    执行稳健性检验　常运用反驳方法检验疾

病防治措施效果估计值的稳健性。反驳方法的选

择需与具体的问题情境相结合，如采用添加随机

变量法时，要在数据中融入随机变量并检验估计

值的一致性；若用随机变量替换实际治疗变量

法，替换后要考察疾病防治措施效果是否归零；

若采用半合成数据替换结果模拟法，构建半合成

数据模拟后检验估计精度。需注意，即便反驳方

法得出正向结果，也不能确保所有假设均已满

足，故检验过程应严谨审慎、全面分析。 

3.8    解释结果　首先，解读疾病防治措施效果。

解读 ATE及 CATE数值，明确其在医学研究场景

中的意义，用统计学方法判断其显著性水平。同

时，结合稳健性检验阐述干预措施效果估计值的

可信度，全面评估其可靠性与稳定性，为后续决

策提供坚实的数据支撑。其次，清晰阐述结果对

因果假设的验证程度，明确回应研究问题，深入

挖掘结果背后的因果逻辑关系。最后，探讨结果

在实践应用领域的价值。明确指出研究的不足与

潜在风险，如样本的局限性、模型的适用范围，为

后续研究指明方向。 

4   因果机器学习的技术要点

研究人员在开展因果机器学习研究时，应清

晰、详尽地阐明所依据的假设、所选因果机器学

习方法的内在原理以及稳健性检验的具体实施

细节。鉴于此类分析涉及多个假设检验环节且具

有回顾性，存在产生假阳性结果与选择性报告阳

性结果的风险。为有效降低上述风险，强烈建议

预先对分析方案进行注册登记 [12–13]。当因果机

器学习与  RWD 联合应用时，研究人员应承认在

该情形下得出因果结论时所存在的固有局限性。

RWD 虽然能够提供更接近真实临床实践的信

息，但由于其数据收集缺乏随机性且结构复杂，

相较于 RCT，其因果推断的准确性可能降低。因

此，在可能的情况下，应积极考虑采用 RCT 或其

他更严谨的实验设计对进一步验证因果关系，确

保临床决策的科学性和可靠性。 

5   应用案例及优缺点

在医疗研究领域，因果机器学习方法因其能

够预测疾病防治措施有效性而备受关注。随着医

学研究的深入和数字化进程的推进，患者报告结

局指标（patient-Reported outcome measures, PROMs）
在髋关节（hip arthroplasty, HA）和膝关节置换术

（knee arthroplasty, KA）患者中的应用愈发普遍。然

而，对于电子患者报告结局指标（electronic patient-
reported outcome measures,  ePROMs) 在 HA/KA患

者中的应用效果及受益亚组，还缺乏深入的研

究。Langenberger B等以德国  PROMoting Quality
的研究数据为基础开展研究[14]，旨在运用因果机

器学习方法填补这一空白。本文对照图 1的实施

步骤对该研究进行实例分析（见表 2），经分析发

现该研究基本符合因果机器学习的实施步骤。

 
 
 

表 2   基于因果机器学习的实例实施步骤核对表
Table 2   Checklist of implementation steps for an example based on causal machine learning

 

步骤 条目细节

1.确定研究问题并收集数据 研究问题：评估ePROM警报干预对膝关节和髋关节置换术患者的干预措施效果及异质性，并探究哪些患者亚组从该干预中

受益最大。

收集数据：通过德国九家医院开展的多中心、单盲随机对照试验，纳入约8 000例HA/KA患者。

2.构建研究问题的因果结构 关键变量识别：

治疗变量：术后 ePROM 警报干预。

结局变量：患者在入院和出院12个月后的PROM评分差异（如EQ-5D-5L、EQ-VAS、PROMIS-F-SF、HOOS-PS、KOOS-PS等）

协变量：年龄、BMI、术前 PROM 评分、性别、时间到动员、各种疾病指标、教育、工作状态、是否与医生讨论 PROMs、依从

性和生活状况等。

因果图绘制。

因果图：文中未明确展示因果图，但描述了变量之间的关系，如治疗变量直接影响结局变量，协变量通过影响治疗效果或

结局变量间接发挥作用。

中国公共卫生 2025 年 7 月第 41 卷第 7 期        Chin J Public Health, Jul   2025   Vol.41  No.7 · 773 ·



续表 2
Table 2 Continued

步骤 条目细节

3.选择因果量 ATE：评估整体干预效果。

CATE：评估特定亚群对干预的反应。

治疗变量：二元变量（接受或未接受 ePROM 警报干预），通过对比接受与未接受治疗所产生的结果差异来确定因果量。

4.评估可识别性假设的合理性 由于数据来源于 RCT，其随机分配方式确保了治疗效果的可识别性。

5.选择并拟合因果机器学习方法 因果机器学习方法：因果森林

预处理数据：依据因果图预处理数据，选择关键变量。

模型训练：使用因果森林方法，通过R语言的grf包进行模型训练，估计ATE和CATE。

超参数调整：在模型训练过程中，依据因果逻辑关系调整超参数，并通过训练与评估流程不断优化模型性能。

6.评估因果机器学习方法 预测准确性：部分符合（通过计算ATE和CATE的估计值及其置信区间来评估模型的预测准确性）

7.执行稳健性检验 文章执行了稳健性检验，即综合检验 (omnibus test)，检验因果森林的校准情况以及是否存在总体干预措施效果异质性。

8.结果解读 干预措施效果：解读了ATE和CATE，通过统计学方法（如置信区间）确认了干预对HA和KA患者的整体效果在多数指标上

显著，但效果幅度较小。
 

在本案例中，因果机器学习的优势体现为处

理高维数据与复杂关系，能综合考虑年龄、BMI、
术前  PROM 评分等众多复杂因素 ，精准识别

ePROMs 评估的不同患者亚组治疗效果差异，为

探究数据潜在信息提供强大工具。此外，因果机

器学习在个性化医疗方面表现突出：可精准估计

个体化干预措施效果。例如，针对特定年龄、性

别且有特定病史的膝关节置换术患者，模型能

预测其对某种康复干预的反应，助力医生为患者

量身定制疾病防治方案，提高干预的精准性和有

效性。

然而，因果机器学习在该研究中也暴露了一

些局限性。一方面，样本量问题较为突出。部分

研究的样本规模相对较小，致使某些亚组的数

据量较为匮乏，这在一定程度上削弱了结论的

可靠性与说服力。尽管门诊医生对干预组的影

响在总体效果异质性方面影响较小，但彻底排

除这种潜在偏差仍面临较大挑战，给研究结果

的准确性带来了不确定性。另一方面，在实际应

用中，当前研究多停留在对干预措施效果异质

性原因的假设阶段。尚缺乏完善的标准化协议、

伦理准则和监管框架，用以深入探究各亚组差

异的具体原因，以及确保基于研究成果所做决

策的安全性和有效性，制约了研究成果向临床

实践转化。 

6   小结与展望

因果机器学习融合了因果推断与机器学习，

兼具两者优势，能处理高维数据与复杂关系，助

力精准医疗。本文对因果机器学习在干预研究中

的应用，进行了全面且深入的探究，详细介绍了

其核心步骤，确定问题和收集数据、构建因果结

构、选择因果量、评估可识别性假设、选择因果

机器学习的拟合方法、评估因果机器学习方法、

检验稳健性和解释结果；结合具体案例分析了因

果机器学习的优势，如能够处理高维数据、有助

于推动个性化医疗；同时分析因果机器学习的局

限性，如受限于样本数据（亚组数据量不足）等。

本文为深入理解和应用因果机器学习在疾病防

控措施效果估计研究中提供了全面且极具价值

的参考。

展望未来，因果机器学习在医学领域的应用

前景广阔。一方面，将着重优化算法以提升对高

维数据及复杂关系处理能力，增强因果推断准确

性与可靠性，同时积极研发具解释性模型，借特

征重要性分析等手段提升医护人员对结果的信

任。另一方面，其应用场景会从疾病防治效果评

估等向疾病早期诊断及药物研发和拓展，提供更

全面支持。此外，医学、数据科学与统计学专家

将紧密跨学科合作攻克难题，且会建立规范数据

流程与标准促进共享，为其应用筑牢根基，有力

推动精准医疗发展及医疗质量提升。
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