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【摘　 要】 　 为解决复杂露天矿区背景下的行车障碍检测问题，提出一种基于改进跨尺度特征融合的

矿区道路障碍检测算法。 首先，针对原始矿山数据集中小目标样本类别不平衡的问题，采用一种基于

几何变换和加权泊松融合的数据增强方法扩大样本数量；其次，在特征提取阶段提出更适用于障碍检

测的跨阶段连接网络，以增大检测尺度，提高算法对小目标特征的学习能力；然后，在特征融合阶段提

出基于 ３Ｄ 无参注意力（ＳｉｍＡＭ）和去权重的双向特征融合金字塔网络（Ｂｉ⁃ＦＰＮ），通过扩大预测特征图

和特征感受野，提升多尺度检测性能；最后，针对训练中样本不均衡和障碍物边界框定位不精准问题，
引入质量焦点损失函数（ＱＦＬ）和可扩展的交并比损失函数（ＳＩｏＵ），将分类得分与位置的质量预测结

合，提高对密集遮挡目标的定位精度。 结果表明：改进方法能有效识别复杂背景下露天矿区非结构化

道路障碍物，在实际应用中，检测精度达到 ９１􀆰 ８８％，检测速度达到 ６８􀆰 ７ 帧 ／ ｓ，相较于主流检测方法有着

更好的小目标和多尺度检测性能，可满足露天矿区无人矿卡行进中的障碍安全检测要求。
【关键词】 　 多尺度；　 特征融合；　 注意力机制；　 矿区道路；　 障碍检测；　 数据增强
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０　 引　 言

　 　 随着智能化技术的快速发展，矿区无人驾驶成

为智慧矿山建设下的一个重要发展方向，其关键影

响因素是露天矿区非结构化道路中存在大量碎石、
坑洞等影响行车安全的问题。 在露天矿区中，无人

矿卡必须能够快速、准确地识别矿区道路中的车辆、
行人以及障碍物，为行车道路的安全性提供必要保

障［１］。 因此，有必要研究一种具备高精度和高实时

性的矿区道路障碍检测方法。
矿山非结构化道路的检测算法大致可分为传统

的图像检测和基于深度学习的图像检测 ２ 种方

法［２］。 在传统的图像障碍检测算法中，使用图像获

取—特征提取—模式分类这一经典模式识别框架检

测行人［３］，张彦斐等［４］ 通过提取道路的纹理和颜色

等特征信息检测道路，对道路的形状具有良好的鲁

棒性，但是单纯的纹理特征容易受到光照、天气等环

境因素影响。 后来发展了基于图像的边缘检测，如
卢才武等［５］针对矿区道路边缘模糊，提出基于空间

图像处理的边缘检测方法，可有效突出道路边缘。
郝明等［６］提出基于改进主动轮廓模型的矿区裂隙

检测算法，利用得到的边缘信息检测和定位研究区

域内的裂隙。 随着深度学习算法的发展与应用，基
于卷积神经网络的目标检测技术在准确性方面远远

超过了传统方法。 ＣＨＥＮＧ Ｙｏｎｇ 等［７］利用深度稀疏

卷积网络检测具有多尺度特征的车辆，获得了更高

的精度和检测效果。 针对道路车辆实时检测遮挡问

题，马永杰等［８］ 提出了基于改进 ＹＯＬＯｖ３［９］ 的道路

车辆检测方法，提高了模型的特征表达能力，使得模

型具有良好的自适性和鲁棒性。 张炳力等［１０］ 基于

ＲｅｔｉｎａＮｅｔ 网络，针对车辆特征优化设计网络结构，
达到了较好的检测精度和 ２３ 帧 ／ ｓ 的检测速度。 以

上文献都是利用深度学习算法对结构化道路中障碍

物的检测与跟踪，但是面对道路中坑洞、积水等负向

障碍物的检测均不理想。 同时深度学习算法在复杂

矿区非结构化道路中的实际适用性和准确性仍存在

众多挑战。
鉴于以上分析，笔者针对复杂矿区道路中负向

障碍漏检多、检测难等问题，提出一种基于深度学习

的矿区道路障碍检测算法。 该方法在特征提取阶

段，以高效的跨阶段连接网络（Ｃｒｏｓｓ Ｓｔａｇｅ Ｐａｒｔｉａｌ
Ｄａｒｋｎｅｔ，ＣＳＰＤａｒｋｎｅｔ）作为主干网络，扩大目标感受

野，增强模型的多尺度检测性能；在融合阶段，使用

去权重的双向特征网络融合底层与高层的特征信

息，引入注意力机制加强对小目标的特征提取能力；
通过质量焦点损失函数和可扩展的交并比损失函数

作为分类和边界框损失函数，加快模型的收敛速度

并提高精度，以期为无人驾驶车辆在露天矿区非结

构化道路中的行驶提供一种高效率、高可靠性的障

碍检测方法。

１　 露天矿区道路障碍检测模型

　 　 矿区道路与城市结构化道路不同的是，露天矿

区的行车道路通常是临时修建的。 矿区道路背景信

息复杂多变，主要体现为：①车辆组成单一。 矿区道

路具有一定的特殊性，多独立存在，不构成网络。 因

此，车辆组成也较为单一，多以重载卡车、工程车和

小汽车为主。 ②负障碍尺度跨度大。 负障碍检测模

型特征信息如图 １ 所示。 路面的负障碍因雨水冲刷

导致积水与坑洞形状多变，具有障碍边界模糊、小目

标特征存在遮挡等特点。
在露天矿区的复杂道路背景下，原始 ＹＯＬＯｖ５

算法中用来检测小目标的最小尺度为 ８０×８０，最小

检测为 ８×８ 像素，无法满足矿山道路小目标检测的

需求。 为提升露天矿区障碍检测模型在小目标和多

尺度检测方面的能力，一种有效的策略就是增加网

·８８·
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图 １　 负障碍检测模型特征信息

Ｆｉｇ． １　 Ｏｐｅｎ ｐｉｔ ｏｂｓｔａｃｌｅｓ ａｎｄ ｔｈｅｉｒ ｃｈａｒａｃｔｅｒｉｓｔｉｃｓ

络中的特征图尺寸，使网络在进行分类预测时获得

更丰富的特征信息，从而提高对小目标的识别准确

性。 因此，提出以改进的 ＣＳＰＤａｒｋｎｅｔ＋作为骨干特

征提取网络，保证模型的检测速度和精度。 在原主

　 　 　 　 　 　

干网络的基础上添加一个 ４ 倍下采样的检测头，在
３ 尺度主干网络的基础上引入一个 １６０×１６０ 的检测

层来满足更小目标的检测需求。 这种多尺度检测架

构利用低层次的特征图，为模型提供了具有区分性

的特征信息，从而显著提升了对小型目标的检测和

识别能力。
ＣＳＰＤａｒｋｎｅｔ＋的网络结构和 ＲｅｓＮｅｔ 类似，整体

结构分为 １ 个特征干层和 ４ 个阶段层。 特征干层是

一个 ６×６ 卷积核的卷积模块，比 ＹＯＬＯｖ５ 算法中的

焦点模块更加高效。 Ｏ２、Ｏ３ 和 Ｏ４ 分别是主干网络

１ 阶段层、２ 阶段层和 ３ 阶段层的经过 ３×３ 卷积后的

输出特征图，Ｏ５ 是经过 ４ 阶段层的卷积后，再经过

多个池化处理的特征层。 其中，增加的 Ｏ２ 层特征

尺寸为 １６０×１６０，有助于在更小的尺度上获取更全

面的特征信息。 其结构如图 ２ 所示。

注：快速空间金字塔池（Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ Ｐｏｏｌｉｎｇ Ｆａｓｔ， ＳＰＰＦ）；卷积批归一化激活（Ｃｏｎｖ Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ ＳｉＬＵ， ＣＢＳ）；
３Ｄ 无参注意力（３Ｄ Ｐａｒａｍｅｔｅｒｌｅｓｓ Ａｔｔｅｎｔｉｏｎ，ＳｉｍＡＭ）；跨阶段连接层（Ｃｒｏｓｓ Ｓｔａｇｅ Ｐａｒｔｉａｌ Ｌａｙｅｒ， ＣＳＰＬａｙｅｒ）；

单阶段无头检测结构（Ｓｉｎｇｌｅ Ｓｔａｇｅ Ｈｅａｄｌｅｓｓ，ＳＳＨ）。

图 ２　 双向特征融合的矿区障碍检测模型

Ｆｉｇ． ２　 Ｂｉｄｉｒｅｃｔｉｏｎａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｆｏｒ ｍｉｎｉｎｇ ｏｂｓｔａｃｌｅ ｄｅｔｅｃｔｉｏｎ ｍｏｄｅｌｉｎｇ

　 　 最后一个阶段层增加了 ＳＰＰＦ 结构，如图 ３ 所

示。 空 间 金 字 塔 池 化 （ Ｓｐａｔｉａｌ Ｐｙｒａｍｉｄ Ｐｏｏｌｉｎｇ，
ＳＰＰ） ［１１］ 分别指定 ３ 个不同大小的池化操作，将不

同尺寸的特征图映射为固定长度的特征向量，使模

型具有处理不同尺度图像的能力。 ＳＰＰＦ 结构是将

输入串行通过多个 ５×５ 大小的池化层，在计算上合

并这些池化操作，只进行一次卷积和池化。 在设计

上更加考虑效率，减少了计算量，同时，采用改进的

池化策略，有助于更好地保留重要信息，并减少噪

声，而且，与 ＳＰＰ 模块效果相同，但速度更快。

１􀆰 １　 基于注意力的去权双向特征融合模块

　 　 原始的加权双向特征金字塔网络（Ｂｉｄｉｒｅｃｔｉｏｎａｌ
Ｆｅａｔｕｒｅ Ｐｙｒａｍｉｄ Ｎｅｔｗｏｒｋ，ＢｉＦＰＮ）通过引入可学习的

权值来调整不同输入特征的贡献，同时，根据需要将

·９８·
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图 ３　 ＳＰＰ 和 ＳＰＰＦ
Ｆｉｇ． ３　 Ｓｐａｔｉａｌ ｐｙｒａｍｉｄ ｐｏｏｌｉｎｇ ａｎｄ ｓｐａｔｉａｌ ｐｙｒａｍｉｄ ｐｏｏｌｉｎｇ ｆａｓｔ

整个结构循环使用以加强特征融合的能力。 ＢｉＦＰＮ
的带权特征融合公式为：

Ｑ ＝ ∑
ｉ

ｗ ｉ

ε ＋ ∑
ｊ

ｗ ｊ

·Ｉｉ （１）

式中：Ｑ 为融合后的特征输出； ε 为一个非常小的正

数，防止分母为 ０； ｗ ｉ 为 ｉ 个输入特征图的权重；ｊ 为
特征融合操作中所有输入特征的索引； Ｉｉ 为第 ｉ 个
输入特征。

图 ４　 基于 ＳｉｍＡＭ 注意力与去权双向特征融合模块

Ｆｉｇ． ４　 ＳｉｍＡＭ⁃ｂａｓｅｄ ａｔｔｅｎｔｉｏｎ ａｎｄ ｄｅ⁃ｗｅｉｇｈｔｉｎｇ ｂｉｄｉｒｅｃｔｉｏｎａｌ ｆｅａｔｕｒｅ ｆｕｓｉｏｎ ｍｏｄｕｌｅ

引入带权重的 ＢｉＦＰＮ 会增加过多的参数量和

计算量，导致训练时间过长且不容易拟合。 因此，提
出改进的去权重 Ｂｉ⁃ＦＰＮ 网络，只借鉴其特征融合方

法，这样既可以提升网络的多尺度检测性能，也能获

得更加抽象高效的语义特征。 基于 ＳｉｍＡＭ 与去权

双向特征融合模块如图 ４ 所示。 在自下而上的融合

过程中，从主干网络的 Ｏ４ 层输出开始，经过卷积

（Ｃｏｎｖ）、批量归一化（ Ｂａｔｃｈ Ｎｏｒｍａｌｉｚａｔｉｏｎ， ＢＮ） 和

ＳｉＬＵ 激活函数后，进入 ＣＳＰＬａｙｅｒ 的处理，再经过上

采样后的 Ｏ４ 层通过特征增强与 Ｏ３ 特征层拼接。
重复上述操作，从而获取主干网络各层丰富的特征

信息， 减少原有噪声信息的影响。 最后， 采用

ＳＳＨ［１２］在 Ｏ２ 层后进一步拓展特征图的感受野，进
而提升对微小目标的检测性能。

为减少矿山复杂背景的影响，传统检测往往会

采用霍夫变换等方法进一步划分矿山道路区域，但
是该方法处理效果低下且分割效果并不理想。 为提

升模型的特征表示能力，在特征金字塔网络中引入

ＳｉｍＡＭ 空间与通道注意力机制［１３］。 ＳｉｍＡＭ 能够更

全面高效地评估特征权重。 通过增强小目标特征、
减少矿山背景干扰，提升模型的干扰抑制能力。 相

·０９·
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较于 压 缩 与 激 励 注 意 力 （ Ｓｑｕｅｅｚｅ⁃ａｎｄ⁃Ｅｘｃｉｔａｔｉｏｎ
Ｎｅｔｗｏｒｋｓ， ＳＥＮｅｔ） ［１４］ 和混合注意力 （ Ｃｏｎｖｏｌｕｔｉｏｎａｌ
Ｂｌｏｃｋ Ａｔｔｅｎｔｉｏｎ Ｍｏｄｕｌｅ， ＣＢＡＭ） ［１５］，它们侧重于通

过池化和全连接层手工设计注意力模块，而 ＳｉｍＡＭ
基于神经科学理论中的能量函数评估各处特征的重

要性，因此，更具可解释性且无需引入可学习参数。
此外，ＳｉｍＡＭ 作为一种 ３Ｄ 注意力机制，与 ＳＥＮｅｔ 关
注于通道维度的重要性，ＣＢＡＭ 侧重于依次关注通

道和空间维度的重要性相比，它直接评估了各个独

立神经元的重要性。 在保持运算高效性的同时，能
够更全面地评估各神经元的重要性并进行加权

处理。
ＳｉｍＡＭ 注意力机制的作用原理通过能量函数

实现，而能量函数的定义与神经科学领域中的空域

抑制现象有关。 即活跃的神经元会抑制周围信息匮

乏神经元的表现能力。 因此，神经元的重要程度可

通过能量函数表达。 能量函数的表达见下式：

ｅｔ（ｗ ｔ，ｂｔ，ｖ，ｘｋ） ＝ １
Ｍ － １∑

Ｍ－１

ｉ ＝ １
［ － １ － （ｗ ｔｘｋ ＋ ｂｔ）］ ２ ＋

［１ － （ｗ ｔｘｋ ＋ ｂｔ）］ ２ ＋ λｗ２
ｔ （２）

式中： ｗ ｔ 和 ｂｔ 分别为对应的权重和偏置量；ｖ 为计算

目标神经元和其他神经元区分度的标签；ｔ、 ｘｋ 分别

为输入特征图中目标神经元和其他神经元；ｋ 为空

间维度上的索引； Ｍ 为该通道上所有神经元的数

量； λ为正则化系数；通过计算出 ｗ ｔ，ｂｔ 的解析解，得
到最小能量 ｅ∗ｔ 为：

ｅ∗ｔ ＝
４ σ^２ ＋ λ( )

ｔ －ｕ^( ) ２ ＋ ２σ^２ ＋ ２λ
（３）

　 　 其中， ｕ^ ＝ １
Ｍ∑

Ｍ

ｉ ＝ １
ｘｋ，σ^２ ＝ １

Ｍ － １∑
Ｍ

ｉ ＝ １
ｘｋ －ｕ^( ) ２。

由式（３）可知：能量越低，ｔ 神经元和其他神经

元的区别越大，也就越重要。 ＳｉｍＡＭ 模块最终优

化为：

ｘ～ ＝ Ｓｉｇｍｏｉｄ １
Ｅ

æ

è
ç

ö

ø
÷ ☉Ｘ （４）

式中： Ｅ 为 ｅ∗ｔ 在所有通道和空间维度的和；☉为逐

元素相乘操作；Ｘ 为输入的特征张量。
ＳｉｍＡＭ 注意力机制结构如图 ５ 所示。 Ｃ 为特征

图的通道数；Ｈ 和 Ｗ 分别为特征图的高度和宽度；
Ｓｉｇｍｏｉｄ 为激活函数，用来限制 Ｅ 中较大的值，不会

影响每个神经元的相对重要性。 因此，网络模型使

用 ＳｉｍＡＭ 注意力机制，在没有引入额外参数的情况

下，能够更好地聚焦在矿山小目标上，提取出更具信

息量的特征。

图 ５　 ＳｉｍＡＭ 注意力机制结构

Ｆｉｇ． ５　 ＳｉｍＡＭ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｓｔｒｕｃｔｕｒｅ ｄｉａｇｒａｍ

１􀆰 ２　 损失函数优化

　 　 ＹＯＬＯｖ５ 模 型 使 用 完 全 交 并 比 损 失 函 数

（Ｃｏｍｐｌｅｔｅ Ｉｎｔｅｒｓｅｃｔｉｏｎ Ｏｖｅｒ Ｕｎｉｏｎ ｌｏｓｓ，ＣＩｏＵ）来衡量

边界框的损失。 但是，ＣＩｏＵ 没有考虑到如何在回归

时能够更好地描述重叠信息，因为边界框可能在训

练过程中“徘徊”，最终导致收敛速度较慢且效率不

高。 针对上述问题，提出使用可扩展的交并比损失

函数（Ｓｃａｌａｂｌｅ Ｉｎｔｅｒｓｅｃｔｉｏｎ ｏｖｅｒ Ｕｎｉｏｎ Ｌｏｓｓ， ＳＩｏＵ）替
代 ＣＩｏＵ，考虑到边界框重叠面积、中心点距离、长宽

比和所需回归之间的向量角度。 ＳＩｏＵ 包含 ４ 个部

分：角度损失 Λ ，距离损失 Δ 、形状损失 Ω 以及交并

比损失 Ｕ 。 其中，角度损失公式如下：

Λ ＝ １ － ２∗ｓｉｎ２ ａｒｃｓｉｎ（ｘ） － π
４

æ

è
ç

ö

ø
÷ （５）

　 　 其中

ｘ ＝
Ｃｈ

μ
＝ ｓｉｎ（α） （６）

μ ＝ （ｂｇ
ｘ － ｂｘ） ２ ＋ （（ｂｇ

ｙ － ｂｙ） ２） （７）
Ｃｈ ＝ ｍａｘ（ｂｇ

ｘ，ｂｙ） － ｍｉｎ（ｂｇ
ｘ，ｂｙ） （８）

图 ６　 损失函数中的角度损失

Ｆｉｇ． ６　 Ａｎｇｕｌａｒ ｌｏｓｓ ｉｎ ｌｏｓｓ ｆｕｎｃｔｉｏｎ

　 　 损失函数中的角度损失如图 ６ 所示。 其中，点
Ｂ 和点 Ｂｇ 分别为预测框中心点及真实框中心点；
ｇ 为真实数据的标签； Ｃｗ、Ｃｈ 分别为 Ｂ 和 Ｂｇ 点的横

坐标与纵坐标之差；ｗ 和 ｈ 为真实框的宽和高； α 为

２ 点连线与水平线的夹角； （ｂｘ，ｂｙ） 为预测框中心坐

·１９·
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标， （ｂｇ
ｘ，ｂｇ

ｙ） 为真实框中心点坐标，ｘ 和 ｙ 为中心点

的横坐标和纵坐标；μ 为真实框和预测框中心点距

离。 根据角度损失 Λ，定义距离损失 Δ 计算公式

如下：

Δ ＝ ∑
ｔ ＝ ｘ，ｙ

（１ － ｅｘｐ（ － γρｔ）） （９）

　 　 其中

ρｘ ＝
ｂｇ
ｘ － ｂｘ

Ｃｗ

æ

è
ç

ö

ø
÷

２

，ρｙ ＝
ｂｇ
ｙ － ｂｙ

Ｃｈ

æ

è
ç

ö

ø
÷

２

，

γ ＝ ２ － Λ （１０）
　 　 形状损失 Ω 定义如下：

Ω ＝ ∑
ｔ ＝ ｗ，ｈ

（１ － ｅｘｐ（ － ωｔ）） θ （１１）

　 　 其中

ωｗ ＝ ｜ ｗ － ｗｇ ｜
ｍａｘ（ｗ，ｗｇ）

，ωｈ ＝ ｜ ｈ － ｈｇ ｜
ｍａｘ（ｈ，ｈｇ）

（１２）

式中： θ 为网络控制对形状损失的关注程度，取值范

围为 ２～６； ｗｇ 和 ｈｇ 为预测框的宽和高；ＳＩｏＵ 损失 Ｌ
的定义为：

Ｌ ＝ １ － Ｕ ＋ Δ ＋ Ω
２

（１３）

　 　 ＹＯＬＯｖ５ 的置信度与分类损失使用二值交叉熵

损失函数，二值交叉熵损失函数通常用于检测易于

区分的样本，但是对于矿山小目标来说，存在着大量

负样本，类别极其不均衡，且占比过大容易对训练结

果产生影响，从而影响模型检测目标的精度。 因此，
引入 质 量 焦 点 损 失 函 数 （ Ｑｕａｌｉｔｙ Ｆｏｃａｌ Ｌｏｓｓ，
ＱＦＬ） ［１６］，传统的焦点损失函数（Ｆｏｃａｌ Ｌｏｓｓ，ＦＬ）只

支持｛０，１｝离散标签，利用 ＱＦＬ 优化分类、质量联合

分数连续值标签。 首先，将交叉熵部分扩展到完全

形式，然后，将每个样本的缩放因子泛化为预测值和

实际值之间的绝对值，最后，扩展后的损失函数即为

ＱＦＬ。 函数定义如下：
ＱＦＬ ｐ^( ) ＝ － ｄ －ｐ^ β（（１ － ｄ）ｌｇ １ － ｐ^( ) ＋ ｄｌｇ（ ｐ^）

（１４）
式中：ｄ 为实际的质量评分，范围为［０，１］； ｐ^ 为模型

的预测分数； β 为调节因子，用于控制损失对难分类

样本的敏感度；在复杂的道路背景下，当遇到远距离

小目标聚集且互相存在遮挡的场景时，目标之间的

重叠和交叉现象就会有所增加，因此，存在于训练和

推理之间的误差也会变大，定位精度也会受到影响。
通过引入 ＱＦＬ 损失函数，缩小训练和测试之间的差

距，使分类和定位质量得到更简单、联合和有效地表

示，提高了对矿山遮挡小目标的多尺度检测能力。

２　 矿区道路障碍数据集构建

　 　 矿山数据来源于 ２０２２ 年 １０ 月间的某大型露天

矿作业开采现场，使用数据采集车采集。 在不同时

间段和天气环境下，共采集 ４ ９０９ 张图像数据，以此

构建露天矿山行车道路数据集，包括矿山运载卡车、
行人、挖机、小汽车、推土机和坑洞共 ６ 类目标。 由

于露天矿区视野空旷，远距离采集的图像中矿卡和

行人目标尺寸都比较小，这导致数据集中目标空间

分布极不均衡。 同时，在道路中的坑洞等目标形状

各异且尺度变化较大，这也导致矿区道路数据集存

在大量多尺度特征和小目标物体。 数据集按照

８ ∶ ２ 的比例划分训练集和验证集，划分后的训练集

仅有 ３ ９２７ 张图片，对于通用的大型目标检测模型

来说，容易出现过拟合的现象，因此，对数据集做一

定的数据增强处理。 按照通用物体数据集（Ｃｏｍｍｏｎ
Ｏｂｊｅｃｔｓ ｉｎ Ｃｏｎｔｅｘｔ， ＣＯＣＯ）数据格式标准分析矿山

数据集，数据增强前后样本分布见表 １。 卡车类在

数据量方面与其他 ５ 类目标相差过大，各目标类别

尺寸分布也存在不均衡的问题，小目标占比都比

较少。
表 １　 数据增强前后样本分布

Ｔａｂｌｅ １　 Ｓａｍｐｌｅ ｄｉｓｔｒｉｂｕｔｉｏｎ ｂｅｆｏｒｅ ａｎｄ ａｆｔｅｒ
ｄａｔａ ｅｎｈａｎｃｅｍｅｎｔ

类别
样本数量 ／个

卡车 挖机 推土机 行人 汽车 坑洞 总图片数

训练集数
据增强前

７ ７３９ ２ ７８６ ７７９ ３８７ ９９７ ３３１ ４ ９０９

训练集数
据增强后

３８ ６９５１３ ９３０ ３ ８９５ １ ９３５ ４ ９８５ １ ６５５ ２４ ５４５

训练集数
据均衡后

９ ２４０ ４ ７７９ ４ ８８７ ８ ６０５ ７ ３８５ ３ ９０６ ２４ ２０４

　 　 为解决目标尺寸分布不均衡和样本多样性不足

的问题，对原始图片数据集进行随机水平翻转、随机

对比度增强、添加高斯噪声和随机擦除 ４ 种数据增

强操作来模拟不同的环境变化，使样本数量扩增为

原来的 ５ 倍。 数据增强操作创造了额外的训练样

本，从而扩大训练集的规模和多样性，但是也可能导

致模型对目标的某种特征陷入过拟合状态。 因此，
提出一种改进的数据均衡方法，即在原始数据集上

抽取 ５０％的图像，分别做 ４ 种数据增强处理，然后对

数据集中数量过少的某些类别添加基于公开数据集

的图像数据和小目标增强的数据。 数据均衡方法在

数据增强的基础上进一步解决了类别不平衡的问

·２９·
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题，使不同类别的样本数量接近平衡，改善了模型性

能。 解决了矿区道路数据集中尺寸分布不均衡的问

题，显著增加了数据集的样本数量，扩充了小目标样

本，从而降低了过拟合的风险

由于坑洞积水等障碍目标在图像中占据很少的

像素比例，且处于车辆等大型目标的周围，为此，提
出一种加权泊松融合［１７］ 的方法将小目标图像与矿

山场景相结合进行数据扩增，其具体流程为：①选择

源图像和目标图像的对应区域。 ②计算源图像和目

标图像对应区域的梯度信息。 ③根据蒙版和权重设

置源图像和目标图像的加权值。 ④在目标图像上通

过解泊松方程来计算差异项，使得差异项的梯度等

于源图像对应区域的梯度，并考虑权重的影响。
⑤将目标图像和计算得到的差异项相加，得到使用

加权泊松融合方法将小目标图片与原始图片相融合

后的图像（图 ７）。

图 ７　 数据增强图像

Ｆｉｇ． ７　 Ｄａｔａ ｅｎｈａｎｃｅｄ ｉｍａｇｅｓ

３　 试验设计与分析

３􀆰 １　 试验设计及评价指标

　 　 试验平台系统为 ｕｂｕｎｔｕ ２２􀆰 ０４，网络模型基于

ＰｙＴｏｒｃｈ 深度学习框架搭建。 试验训练各项超参数

配置见表 ２。
表 ２　 试验各项参数配置

Ｔａｂｌｅ ２　 Ｃｏｎｆｉｇｕｒａｔｉｏｎ ｏｆ ｅｘｐｅｒｉｍｅｎｔａｌ ｐａｒａｍｅｔｅｒｓ
训练数据 预训练数据 文中数据

图像输入尺寸 ６４０×６４０×３ ６４０×６４０×３
冻结训练 ｂａｔｃｈｓｉｚｅ — １６
冻结训练 Ｅｐｏｃｈ — ２０
冻结训练学习率 — ０􀆰 ００１ ２５
解冻训练 ｂａｔｃｈｓｉｚｅ １６ １６
解冻训练 Ｅｐｏｃｈ ５０ ２８０
解冻训练学习率 ０􀆰 ００５ ０􀆰 ０１

动量参数 ０􀆰 ９３７ ０􀆰 ９３７
优化方法 ＳＧＤ ＳＧＤ
ＮＭＳ 阈值 ０􀆰 ６５ ０􀆰 ６５

　 　 为加速和改善新任务的学习过程，采用迁移学

习的方式，使用基于 ＣＯＣＯ２０１７ 数据训练的数据集

权重，修改数据集分类分支以符合文中数据集的类

别数目。 同时防止权值被破坏，在刚开始训练阶段

冻结主干网络的权重，使特征提取网络在训练初期

不发生改变。 在训练 ２０ 个 ｅｐｏｃｈ 后，解冻主干网络

权重并进行权值更新，继续完成后续的训练。
为全面评估检测算法的性能，采用召回率 Ｒ、精

确率 Ｐ、平均精度（Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ，ＡＰ）和均值平

均精度（ｍｅａｎ Ａｖｅｒａｇｅ Ｐｒｅｃｉｓｉｏｎ，ｍＡＰ）作为评价指

标，其计算公式如下：

Ｐ ＝ ＴＰ
ＴＰ ＋ ＦＰ

（１５）

Ｒ ＝ ＴＰ
ＴＰ ＋ ＦＮ

（１６）

ＡＰ ＝
∑

ｎ

１
Ｐ × Ｒ

Ｎ
（１７）

ｍＡＰ ＝
∑

ｎ

１
ＡＰ

ｎ
（１８）

·３９·
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式中：ＴＰ 为真正例，即正确预测为正类别的样本数；
ＦＰ 为假正例，即错误预测为正类别的样本数；ＦＮ 为

假负例，即错误预测为负类别的样本数；ｎ 为类别总

数，Ｎ 为检测到的类别数。 ｍＡＰ 评估的是整个模型

对矿山目标的检测效果。
模型的复杂程度主要用网络的参数数量和计算量

作为评估标准。 参数数量是指网络模型中需要学习的

权重和偏差的总数，计算量指的是模型在进行一次前

向推理时所需的浮点运算的总次数。 模型的推理速度

通常用每秒帧数（Ｆｒａｍｅｓ Ｐｅｒ Ｓｅｃｏｎｄ，ＦＰＳ）来衡量。

ＦＰＳ ＝ １
Ｔ

（１９）

式中 Ｔ 为模型处理一张图像所需的时间，ｓ。

３􀆰 ２　 模型试验与性能分析

　 　 不同网络模型精度对比见表 ３。 模型均采用视

觉对 象 数 据 集 （ ＰＡＳＣＡＬ Ｖｉｓｕａｌ Ｏｂｊｅｃｔ Ｃｌａｓｓｅｓ，

ＶＯＣ） 作为预训练数据集，文中模型与主流模型对

比，使用 ＣＯＣＯ 数据集训练的预训练权重。 文中模

型达到 ９１􀆰 ８８％的 ｍＡＰ，取得较好的检测效果，而参

数量、 计算量和检测速度分别达到 １７􀆰 ８０ ＭＢ、
２０􀆰 ７７ＧＢ 和 ６８􀆰 ７ 帧 ／ ｓ。

ＹＯＬＯＸ 是基于 ａｎｃｈｏｒ ｆｒｅｅ 的 ２ 阶段算法，其中，
轻量级的模型 ＹＯＬＯＸ⁃ｔｉｎｙ 参数量仅有 ５􀆰 ０３ ＭＢ，速
度达 到 １３３􀆰 ０ 帧 ／ ｓ， 但 是 对 于 坑 洞 的 精 度 为

５６􀆰 ８８％，未达到很好的检测效果。 ＥｆｆｉｃｉｅｎｔＤｅｔ 虽然

使用大量基于深度可分离卷积的 ＢｉＦＰＮ 作为 Ｎｅｃｋ
网络，但是其输入分辨率过大，模型较为复杂，精度

仅为 ７８􀆰 ７２％。 ＲｅｔｉｎａＮｅｔ 和 ＲｅｐＶＧＧ⁃Ａ２ 由于网络

更深，所以，能提取到更多的语义信息，模型精度分

别达到了 ８４􀆰 ５０％和 ８３􀆰 ９９％。 ＳＳＤ 和 Ｆａｓｔｅｒ⁃ＲＣＮＮ
等传统检测算法在识别坑洞等小目标方面表现不太

理想，但是 ＳＳＤ 达到了 １７６􀆰 ３ 帧 ／ ｓ 的检测速度。

表 ３　 不同网络模型对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ｎｅｔｗｏｒｋ ｍｏｄｅｌｓ
模型 输入尺寸 精确率 ／ ％ 速度 ／ （帧·ｓ－１） 参数量 ／ ＭＢ 计算量 ／ ＧＢ 坑洞精度

ＳＳＤ ３００×３００ ６１􀆰 ３７ １７６􀆰 ３ ２４􀆰 ４１ ３０􀆰 ６８ ４１􀆰 ７４
Ｆａｓｔｅｒ⁃ＲＣＮＮ ８００×８００ ８０􀆰 ３６ ４８􀆰 ０ ４１􀆰 ３７ １３４􀆰 ０９ ６１􀆰 ５７

ＲｅｔｉｎａＮｅｔ ６００×６００ ８４􀆰 ５０ ３８􀆰 １ ３６􀆰 ４３ ８２􀆰 ４５ ６５􀆰 ５４
ＥｆｆｉｃｉｅｎｔＤｅｔ⁃ｄ３ ８９６×８９６ ７８􀆰 ７２ ４２􀆰 ５ １８􀆰 ４４ １０８􀆰 ２０ ５８􀆰 ７０

ＲｅｐＶＧＧ⁃Ａ２ ５１２×５１２ ８３􀆰 ９９ ５２􀆰 ４ ４１􀆰 １２ ５７􀆰 ６６ ６７􀆰 ３９
ＹＯＬＯＸ⁃ｍ ６４０×６４０ ８２􀆰 ０４ ９５􀆰 ６ ２５􀆰 ２８ ３６􀆰 ７６ ６１􀆰 ６８

ＹＯＬＯＸ⁃ｔｉｎｙ ６４０×６４０ ７７􀆰 ５４ １３３􀆰 ０ ５􀆰 ０３ ７􀆰 ５８ ５６􀆰 ８８
Ｏｕｒ Ｍｏｄｅｌ ６４０×６４０ ９１􀆰 ８８ ６８􀆰 ７ １７􀆰 ８０ ２０􀆰 ７７ ７６􀆰 ５１

　 　 文中提出的检测模型在矿山多种复杂路况和天

气条件下，无论何种距离都能准确可靠地识别出道

路间的目标，显示出了优异的性能。 矿区道路障碍

物检结果如图 ８ 所示，在检测可能存在密集遮挡的

场景时，该模型能准确判定目标框边界，不存在边界

框重合问题，置信度高达 ０􀆰 ９。 此外，它能精准地识

别多尺度特征的坑洞等负向障碍小目标，满足了露

天矿区行进道路间的障碍检测要求。

３􀆰 ３　 障碍检测模型预训练影响因素分析

　 　 文中设计的主干网络作为特征提取模型的上游

任务，为后续分类和回归任务提供了强有力的特征

表示，在预训练阶段使用 ＣＯＣＯ２０１７ 大规模图像分

类数据集进行训练，作为迁移学习的基础权重。 通

过加载预训练权重模型和权重随机初始化 ２ 种场

景，分别使用原始的 ＣＳＰＤａｒｋｎｅｔ 网络、改进后的

ＣＳＰＤａｒｋｎｅｔ＋主干网络在 ＶＯＣ 数据集上进行对比训

练，验证迁移学习的必要性和改进主干网络的有效

性。 不 同 主 干 网 络 训 练 结 果 如 图 ９ 所 示。
ＣＳＰＤａｒｋｎｅｔ＿ｐｒｅ 和 ＣＳＰＤａｒｋｎｅｔ＋＿ｐｒｅ 分别为使用了

预训练权重的原始主干网络模型和改进的主干网络

模型；ＣＳＰＤａｒｋｎｅｔ＿ｎｏｐｒｅ 为未使用预训练权重的原

始主干网络模型。 ＣＳＰＤａｒｋｎｅｔ＿ｐｒｅ 为加载了预训练

权重的改进矿区障碍检测模型。 ＲｅｐＶＧＧＡ０＿ｐｒｅ 和

ＲｅｓＮｅｔ５０＿ ｐｒｅ 分别为加载了预训练权重的原始

ＲｅｐＶＧＧ 模型和 ＲｅｓＮｅｔ５０ 模型。 由于加载了预训

练权重的 ＣＳＰＤａｒｋｎｅｔ 主干网络在一开始就能提取

到比较有效的特征，损失下降的更快，也更容易收

敛，相较于权重随机初始化的 ＣＳＰＤａｒｋｎｅｔ 主干网络

精度提高了 ３％，最终达到 ８７􀆰 ８２％的精度。

３􀆰 ４　 矿区道路障碍检测模型有效性分析

３􀆰 ４􀆰 １　 主干网络试验分析

　 　 为验证 ＣＳＰＤａｒｋｎｎｅｔ＋主干网络选择的有效性

·４９·
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图 ８　 矿区道路障碍物检结果

Ｆｉｇ． ８　 Ｄｅｔｅｃｔｉｏｎ ｒｅｓｕｌｔｓ ｏｆ ｒｏａｄ ｏｂｓｔａｃｌｅｓ ｉｎ ｍｉｎｉｎｇ ａｒｅａ

图 ９　 不同主干网络训练结果

Ｆｉｇ． ９　 Ｔｒａｉｎｉｎｇ ｒｅｓｕｌｔｓ ｏｆ ｄｉｆｆｅｒｅｎｔ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋｓ

和合理性，分别在 ＶＯＣ 数据集和矿区道路数据集上

训练模型，试验结果见表 ４。
　 　 由表 ４ 可知：ＲｅｓＮｅｔ５０ 由于有着更深的网络深

度，有更强的特征提取能力，模型精度达到最高的

８８􀆰 ６１％，但其参数量大，无法满足实时部署要求。

ＲｅｐＶＧＧ Ａ０ 虽然具有更少的参数量，因其提取不到

深层次的特征信息，精度也较低。 文中针对矿区道路

实际的作业场景，提出的改进的 ＣＳＰＤａｒｋｎｎｅｔ＋主干网

络，虽然增加了少许参数量，但是检测精度达到

８８􀆰 ４９％，对于坑洞等小目标检测精度也达到 ７３􀆰 ３０％。

·５９·
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表 ４　 不同主干网络对模型性能影响

Ｔａｂｌｅ ４　 Ｉｍｐａｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ｂａｃｋｂｏｎｅ ｎｅｔｗｏｒｋｓ
ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

主干网络
ＶＯＣ 精
度 ／ ％

矿山精
度 ／ ％

参数量 ／
ＭＢ

坑洞精
度 ／ ％

Ｂａｓｅ ８８􀆰 ７１ ８７􀆰 ８２ ７􀆰 ０６ ７２􀆰 ６９
ＲｅｓＮｅｔ５０ ９１􀆰 ４７ ８８􀆰 ６１ ２５􀆰 ６０ ７３􀆰 ０１

ＲｅｐＶＧＧ Ａ０ ７４􀆰 ３３ ７７􀆰 ７０ ７􀆰 ０３ ５６􀆰 ８１
ＣＳＰＤａｒｋｎｎｅｔ＋ ８８􀆰 ９０ ８８􀆰 ４９ ７􀆰 ７９ ７３􀆰 ３０

３􀆰 ４􀆰 ２　 改进注意力的试验分析

　 　 为使模型更关注于矿区道路中的小目标特征，在
主干网络输出特征层后引入 ＳｉｍＡＭ 注意力机制。 不

同注意力机制对模型性能影响见表 ５。 ＣＢＡＭ 和坐标

注意力（Ｃｏｏｒｄｉｎａｔｅ Ａｔｔｅｎｔｉｏｎ， ＣＡ） ［１８］ 由于计算复杂

度更高，未能有理想的效果。 而压缩与激励注意力

ＳＥＮｅｔ、高效通道注意力（Ｅｆｆｉｃｉｅｎｔ Ｃｈａｎｎｅｌ Ａｔｔｅｎｔｉｏｎ，
ＥＣＡ） ［１９］和无参注意力 ＳｉｍＡＭ，对于小目标的特征提

取都有明显的增强。 基于梯度加权映射（Ｇｒａｄｉｅｎｔ
ｗｅｉｇｈｔ Ｃｌａｓｓ Ａｃｔｉｖａｔｉｏｎ Ｍａｐｐｉｎｇ， ＧｒａｄＣＡＭ） ［２０］的不同

表 ５　 不同注意力机制对模型性能影响

Ｔａｂｌｅ ５　 Ｉｍｐａｃｔ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍｓ
ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ

注意力
模块

ＶＯＣ 精
度 ／ ％

矿山精
度 ／ ％

坑洞精
度 ／ ％

参数量 ／
ＭＢ

计算量 ／
ＭＢ

Ｂａｓｅｌｉｎｅ ８９􀆰 ３０ ８８􀆰 ８９ ７３􀆰 ６５ ＋０ ＋０
ＳＥＮｅｔ ９０􀆰 ９５ ８９􀆰 ３９ ７４􀆰 ８０ ＋０􀆰 ０２１ ３􀆰 ０７２
ＣＢＡＭ ９０􀆰 ７８ ８８􀆰 ５４ ７２􀆰 ６７ ＋０􀆰 ００３ ６􀆰 １４４
ＣＡ ９０􀆰 ８７ ８８􀆰 ９８ ７３􀆰 ５６ ＋０􀆰 ０１２ ７􀆰 １６８
ＥＣＡ ９０􀆰 ９７ ８９􀆰 ４０ ７５􀆰 ０５ ＋０ ２􀆰 ０４８

ＳｉｍＡＭ ９０􀆰 ８９ ８９􀆰 ４０ ７４􀆰 ９２ ＋０ ＋０

注意力机制特征如图 １０ 所示，为了更直观展现改进

注意力对模型检测效果的影响，采用 ＧｒａｄＣＡＭ 方法

可视化不同注意力机制在特征提取阶段的特征层。

图 １０　 基于 ＧｒａｄＣＡＭ 的不同注意力机制特征

Ｆｉｇ． １０　 Ｃｈａｒａｃｔｅｒｉｚａｔｉｏｎ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ
ｍｅｃｈａｎｉｓｍｓ ｂａｓｅｄ ｏｎ ＧｒａｄＣＡＭ

虽然 ＥＣＡ 注意力有着更高的精度提升，但是

ＳｉｍＡＭ 注意力在矿区数据上精度仅略低于 ＥＣＡ，同
时在不需要增加参数和计算量的基础上，注意力分

布也更加集中和清晰，更专注于小目标的细节特征。
３􀆰 ４􀆰 ３　 消融试验与分析

　 　 为进一步证明文中提出的改进方法对矿区道路

目标检测任务的有效性，设计消融试验，试验结果见

表 ６。 由于初始数据集处于欠拟合状态，针对矿区

道路数据集样本容量少以及类别尺度不均衡的问题

进行数据均衡处理，均衡化可大幅度提升模型精度。

表 ６　 消融试验

Ｔａｂｌｅ ６　 Ａｂｌａｔｉｏｎ ｅｘｐｅｒｉｍｅｎｔ
数据扩增 数据均衡 多尺度 Ｂｉ⁃ＦＰＮ ＳｉｍＡＭ ＱＦＬ ＳＩｏＵ ＶＯＣ 数据精度 ／ ％ 矿山数据精度 ／ ％ 坑洞精度 ／ ％

— — — — — — — ８８􀆰 ７１ ７３􀆰 ６７ ３４􀆰 ２４
√ — — — — — — ８８􀆰 ７１ ８３􀆰 ６９ ６５􀆰 ５２
— √ — — — — — ８８􀆰 ７１ ８７􀆰 ８２ ７２􀆰 ６９
— √ √ — — — — ８８􀆰 ９０ ８８􀆰 ４９ ７３􀆰 ３０
— √ √ √ — — — ８９􀆰 ３０ ８８􀆰 ８９ ７３􀆰 ６５
— √ √ √ √ — — ９０􀆰 ８９ ８９􀆰 ４０ ７４􀆰 ９８
— √ √ √ √ √ — ９２􀆰 １３ ９０􀆰 ５６ ７５􀆰 ６６
— √ √ √ √ √ √ ９３􀆰 ２１ ９１􀆰 ８８ ７７􀆰 １２

　 　 注：√表示引入该方法，—表示未引入该方法。

　 　 提出改进的 ４ 尺度 ＣＳＰＤａｒｋｎｎｅｔ ＋主干网络。
为兼顾推理速度与检测精度，重新设计 Ｎｅｃｋ 网络，
提出去权重的双向特征融合 Ｂｉ⁃ＦＰＮ 结构，同时，添
加 ３Ｄ 无参的 ＳｉｍＡＭ 注意力机制，显著提高了模型

对特征的学习能力。 进一步优化分类损失，采用

ＱＦＬ 损失函数对分类和定位更精准的表示，并使用

ＳＩｏＵ 损失函数替代 ＣＩｏＵ 损失函数，能够更好地衡

量边界框的损失。 文中提出的改进模型在 ＶＯＣ 数
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据集和矿区道路数据集上分别达到 ９３􀆰 ２１％ 和

９１􀆰 ８８％的精度检测效果。

４　 结　 论

　 　 １） 首次将数据均衡的处理方法运用到图像数据

增强中，该方法能有效地模拟不同环境下的噪声数

据，证明数据均衡操作能明显提升模型的检测性能。
２） 改进的障碍检测模型在多种矿区道路场景

下，均有良好的检测性能，达到 ９１􀆰 ８８％的精度和

６８􀆰 ７ 帧 ／ ｓ 的检测速度，满足露天矿区道路实时检测

的部署要求，总体性能优于目前主流的目标检测网

络。 将深度学习的方法应用于露天矿山的非结构化

道路检测中来，取得较好的效果，验证了障碍检测算

法对矿区无人驾驶的有效性。
３） 由于露天矿区数据采集难度大，风险系数

高，因此，只进行了行进间的道路障碍检测，下一步

考虑更多场景下图像数据与其他传感器数据融合的

方法，应用到矿区道路的目标检测任务中来。
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