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【摘　 要】 　 为提升钻井过程已发溢流风险的识别准确率，融合特征工程与机器学习方法，建立一种

多类别溢流风险智能识别模型。 首先，基于现场实测溢流数据，采用小波变换实现噪声抑制；其次，
结合光滑样条函数提取关键参数的动态变化趋势，据此分析溢流特征参数的异常波动行为，建立低、
中、高 ３ 类风险等级的判定准则，根据钻井数据的变化特征标记溢流风险；然后，引入麻雀搜索算法

（ＳＳＡ）优化极限学习机（ＥＬＭ），构建基于改进型 ＥＬＭ（ ＩＥＬＭ）的多分类溢流风险智能识别模型；最
后，所构建的风险数据集进行模型训练、调优与测试，验证模型的识别性能。 结果表明：ＩＥＬＭ 模型在

分类精度与判别稳定性方面均优于原始 ＥＬＭ 及反向传播（ＢＰ）神经网络模型，能够更准确和高效地

识别不同等级的溢流风险。
【关键词】 　 溢流风险；　 识别模型；　 改进极限学习机（ ＩＥＬＭ）；　 神经网络；　 表征参数
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ｎｅｕｒａｌ ｎｅｔｗｏｒｋ；　 ｃｈａｒａｃｔｅｒｉｓｔｉｃ ｐａｒａｍｅｔｅｒｓ

０　 引　 言

　 　 目前，石油开采逐渐从浅层向深层、超深层［１］

拓展。 在石油开采中，井喷是最为严重的一种井控

事故，溢流是井喷发展的早期标志。 早期溢流监测

方法主要包括地面监测和井下监测 ２ 大类；从监测

手段来看，分为钻井液微流量监测、液面监测、综合

录井参数监测、随钻压力监测等［２］。 这些方法操作

手段单一，容易受到钻井现场环境的干扰，导致溢流

发现具有一定的滞后性［３］，且一定程度上依赖于专

家经验，识别结果具有很大的主观性。 近年来，随着

计算机技术的快速发展，基于录井数据与机器学习

的溢流识别方法已成为该领域的热点。
当前研究主要围绕数据处理、模型结构优化和

核心算法改进等方面展开。 在数据处理方面，针对

钻井数据不平衡、噪声与高维特性，学者们采用多种

预处理策略。 如张禾等［４］ 利用边界合成少数类过

采样算法能够生成支持向量机 （ Ｓｕｐｐｏｒｔ Ｖｅｃｔｏｒ
Ｍａｃｈｉｎｅ，ＳＶＭ）分类边界样本的优点平衡样本数据

集，构建了基于立管压力、全烃值和出口流量的识别

模型；ＹＡＮＧ Ｊｉｎ 等［５］采用主成分分析降维多源录井

参数，并利用人工神经网络识别气侵溢流。 在模型

结构优化方面，通过构建更贴合数据特性的网络架

构，以提升特征提取与模式识别的能力，如陈青

等［６］综合运用归一化、高通滤波和局部加权线性回

归进行数据预处理，并采用图卷积网络与双向循环

神经网络提升识别性能；ＺＨＡＮＧ Ｄｅｚｈｉ 等［７］ 通过改

进门控循环单元，提出级联门控循环单元网络，实现

了溢流早期识别，准确率提升 ５􀆰 ８８％。 在核心算法

改进方面，部分工作侧重于针对性的调整与增强现

有识别模型，以提升其性能与稳健性，如史肖燕

等［８］选用随机森林集成学习模型，通过评估 １４ 种录

井参数的特征重要性与分类决策，完成溢流与井漏

的异常判断。
综上，钻井事件智能识别领域仍面临诸多挑战：

①多数研究采用现场真实数据，但由于溢流发生时

常伴随人为干预与控制，导致有效异常样本稀缺，数
据质量参差不齐［９－１０］。 ②钻井日志记录往往较为宽

泛，直接根据现场日志判断溢流发生情况会导致判

断不准确，所以数据预处理与高质量标注是溢流识

别工作的关键步骤。 ③有研究指出［７］，传统二元分

类难以反映溢流风险状态，亟须探索能够输出溢流

等级的标记与识别方法。
鉴于此，笔者拟提出一种基于特征工程的多元

分类溢流风险标记方法，并将麻雀搜索法（Ｓｐａｒｒｏｗ
Ｓｅａｒｃｈ Ａｌｇｏｒｉｔｈｍ， ＳＳＡ ） 思 维 融 入 极 限 学 习 机

（Ｅｘｔｒｅｍｅ Ｌｅａｒｎｉｎｇ Ｍａｃｈｉｎｅ，ＥＬＭ），建立改进的 ＥＬＭ
（Ｉｍｐｒｏｖｅｄ ＥＬＭ，ＩＥＬＭ）模型，智能识别溢流风险。

１　 溢流识别机器学习算法与原理

１􀆰 １　 溢流风险识别原理

　 　 溢流是指在钻井过程中，当井底压力 Ｐｂ 低于地

层孔隙压力 Ｐｐ 时，即满足条件：
Ｐｂ ＜ Ｐｐ （１）

在正压差 ΔＰ＝Ｐｐ－Ｐｂ＞０ 的驱动下，地层流体开始侵

入井筒，如果溢流不及时控制，可能会发展成井涌甚

至井喷［１１］。
而溢流风险识别可看作一个基于多变量时间序

列的异常检测问题，多变量时序数据定义为：
Ｘ ＝ ［ｘ１，ｘ２，…，ｘｔ］ ∈ ℝ Ｄ×Ｃ （２）

式中：Ｘ 为输入数据集；ℝ 为实数集；Ｄ 为总时间步

数；Ｄ 为特征数； ｘｔ 为第 ｔ 个观测时刻的数据。
溢流识别是通过机器学习算法训练一个函数 ｆ：

ℝ Ｄ×Ｃ→ℝ ，根据每个时刻输出异常判断溢流风险等

级，标签向量 ｙｔ ∈ ｛１，２，３｝， 其中，１、２、３ 分别表示

当前时刻处于低、中、高溢流风险状态［１２］。

１􀆰 ２　 ＥＬＭ 算法

　 　 ＥＬＭ 是一种单隐层前馈神经网络，适用于各种

回归和分类问题，其优化目标是通过计算各节点权

·３７·
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值、偏置，使得输出数据 Ｏ ｊ 尽可能地接近数据标签

Ｔ ｊ，如下式：

Ｏ ｊ ＝ ∑
Ｌ

ｉ ＝ １
β ｉ ｆ（ＷｉＸ ｊ ＋ ｂｉ） ＝ Ｔ ｊ （３）

式中：Ｗｉ 为输入层各节点到隐藏层第 ｉ 节点的权值

向量，Ｗｉ ＝ ［ω１ ｉ，ω２ ｉ，…，ωＮｉ］；ｂｉ 为隐藏层第 ｉ 节点

的偏置；β ｉ 为隐藏层第 ｉ 节点到输出层各节点的权

值向量，β ｉ ＝ ［ βｉ １， βｉ ２，…， βｉＭ ］；Ｘ ｊ 为输入数据；
ｆ（ｘ）为隐藏层的激活函数，常见的激活函数有

Ｓｉｇｍｏｉｄ 函数、ｔａｎｈ 函数等［１３］。
将式（３）改写成矩阵的形式，见下式：

Ｔ ＝ Ｈβ （４）

Ｈ ＝

Ｈ１１ Ｈ１２ … Ｈ１ｎ

Ｈ２１ Ｈ２２ … Ｈ２ｎ

︙ ︙ ︙
Ｈｎ１ Ｈｎ２ … Ｈｎｎ

é

ë

ê
ê
ê
ê
êê

ù

û

ú
ú
ú
ú
úú

（５）

式中：Ｔ 为由所有输入数据（Ｋ 组）所对应的标签构

成的矩阵，Ｔ＝［Ｔ１
Ｔ，Ｔ２

Ｔ，…，ＴＫ
Ｔ］ Ｔ；β 为由所有隐藏

层节点到输出层的权值向量所构成的矩阵，β ＝ ［β１，
β２，…，βＬ］ Ｔ；Ｈ 为由所有隐藏层节点经激活函数运

算后输出的值所构成的矩阵， Ｈｉｊ ＝ ｆ（ＷｉＸｊ ＋ ｂｉ）。
ＥＬＭ 算法先“随机生成”输入层到隐藏层的权

值向量 Ｗｉ 和节点偏置 ｂｉ，再通过矩阵运算和广义

逆求解隐藏层到输出层的权值矩阵 β，求解如下式：
β ＝ Ｈ ＋ Ｔ （６）

式中 Ｈ＋为 Ｈ 的广义逆矩阵，可通过满秩分解方法

求出。

１􀆰 ３　 ＳＳＡ

　 　 ＳＳＡ 是一种受麻雀觅食和反捕食行为启发的群

体智能优化算法。 ＳＳＡ 算法流程如图 １ 所示。

图 １　 ＳＳＡ 的流程

Ｆｉｇ． １　 Ｐｒｏｃｅｓｓ ｏｆ ＳＳＡ

图 １ 中，“探索者”位置变更如下式所示：

ｘｑ＋１
ｉ，ｊ ＝

ｘｑ
ｉ，ｊ ｅｘｐ（ － ｉ ／ α·ｑｍａｘ） ｉｆ　 Ｒ２ ＜ Ｓ

ｘｑ
ｉ，ｊ ＋ Ｑ·Ｌ ｉｆ　 Ｒ２ ≥ Ｓ{ （７）

式中： ｘｑ
ｉ，ｊ 为空间中第 ｉ 只麻雀在第 ｊ 维度上第 ｑ 次

迭代的位置；ｑｍａｘ 为所设置的最大迭代次数； α 为

［０，１］的一个随机值； Ｒ２ 为随机的预警值，取值范围

为［０，１］；Ｓ 为所设置的危险预警阈值，取值范围为

［０􀆰 ５，１］； Ｑ 为满足正态分布的随机数；Ｌ 为大小为

ｄ 的单位向量； ｄ 为麻雀的维度大小。
“追随者”位置变更如下式：

ｘｑ＋１
ｉ，ｊ ＝

Ｑ ｅｘｐ（ｘｑ
ｗ － ｘｑ

ｉ，ｊ ／ ｉ２） ｉｆ　 ｉ ＞ ｎ
２

ｘｑ＋１
ｂ ＋ ｜ ｘｑ

ｉ，ｊ － ｘｑ＋１
ｂ ｜ Ｂ ＋ Ｌ

ì

î

í

ïï

ïï

（８）
式中： ｘｑ＋１

ｂ 为适应度值最大的位置； ｘｑ
ｗ 为适应度值

最小的位置；Ｂ 为全是元素 １ 或－１ 组成的大小为 ｄ
的向量；Ｂ＋满足关系式 Ｂ＋ ＝ＢＴ（ＢＢＴ） －１。

“感知者”位置变更如下式：

ｘｑ＋１
ｉ，ｊ ＝

ｘｑ
ｂ ＋ ｌ ｜ ｘｑ

ｉ，ｊ － ｘｑ
ｂ ｜ ｉｆ　 ｆｉ ＞ ｆｇ

ｘｑ
ｉ，ｊ ＋ ｋ

｜ ｘｑ
ｉ，ｊ － ｘｑ

ｗ ｜
（ ｆｉ － ｆｗ） ＋ ｅ

æ

è
ç

ö

ø
÷ ｉｆ　 ｆｉ ＝ ｆｇ

ì

î

í

ï
ï

ï
ï

（９）

式中： ｌ 为步长调节因子，服从于标准正态分布；ｋ 为

取值区间为［－１，１］随机值，表示麻雀个体移动的方

向； ｅ 为接近 ０ 的常数，防止分母出现 ０；ｆｉ 为当前迭

代下第 ｉ 只麻雀个体的适应度值；ｆｇ 为当前迭代下

麻雀种群整体的适应度最大值； ｆｗ 为当前迭代下麻

雀种群整体的适应度最小值。

２　 溢流风险多分类智能识别模型

　 　 为提高溢流风险识别模型的分类精度与稳定

性，建立基于 ＳＳＡ 算法的 ＩＥＬＭ 分类识别模型，并提

出一种溢流数据分级与标记方法，如图 ２ 所示。

２􀆰 １　 溢流数据分级与标记

　 　 根据现场日志，选择一段外界干扰少，并包含正

常、异常情况的数据，２ 种类型的数据量上尽可能均

衡。 选取立管压力、活动泥浆池体积、钻井液相对出

口流量和气测值 ４ 种参数作为溢流关键表征参数，
输入模型进行训练［１４］，使用 ｄｂ４ 小波将原始数据分

解 ４ 层，并采用软阈值的方式进行降噪处理。
对于高压天然气井，溢流类型通常以气侵溢流

为主，气侵发生时，气测值对气体侵入响应极为灵

敏，数值在溢流初期迅速上升并持续维持于较高水

平；活动泥浆池体积的无故增大也被工程实践广泛

·４７·
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图 ２　 溢流识别模型建立流程

Ｆｉｇ． ２　 Ｏｖｅｒｆｌｏｗ ｒｅｃｏｇｎｉｔｉｏｎ ｍｏｄｅｌ ｄｅｖｅｌｏｐｍｅｎｔ ｐｒｏｃｅｓｓ

视作溢流的典型特征，部分研究［１５］ 进一步将其累计

增量作为判断溢流严重程度的依据；若钻井液相对

入口流量保持稳定而钻井液相对出口流量上升，同
样指示溢流发生［１６］，但仅在溢流量较大时才具备良

好识别性［１７］；立管压力可以间接反映井筒流体状

态，在 溢 流 和 井 漏 工 况 下 均 可 能 呈 现 下 降 趋

势［１８－１９］，因此，通常作为辅助判据。 在对象为高压

天然气井时，优先考虑参数对溢流的响应速度与敏

感性，兼顾参数对溢流表征的确定性，并综合现有研

究［２，５］，总结 ４ 种表征参数的异常形式，并对参数的

重要性进行排序，见表 １。
表 １　 参数重要性排序

Ｔａｂｌｅ １　 Ｓｏｒｔｉｎｇ ｏｆ ｐａｒａｍｅｔｅｒ ｉｍｐｏｒｔａｎｃｅ
表征参数 参数异常形式 重要级别

气测值
数据呈现快速上升趋势、数据
大于一定阈值、离群异常数据

Ⅰ－核心
参数

活动泥浆
池体积

数据呈现上升趋势、
离群异常数据

Ⅱ－典型
参数

钻井液相
对出口流量

数据呈现上升趋势、
离群异常数据

Ⅲ－重要
参数

立管压力
数据呈现下降趋势、

离群异常数据
Ⅳ－辅助
参数

　 　 根据各参数是否表现溢流异常特征，以及各参

数对溢流判断的重要级别，将正常数据与异常数据

进一步划分为低、中、高溢流风险 ３ 种标签，划分规

则见表 ２。
立管压力与钻井液相对出口流量的变化同时受

人为调控钻井泵的影响，为剔除钻井泵改变对立管压

力所带来的线性影响，利用立管压力真实值减去钻井

泵线性预测的立管压力值，同理对钻井液相对出口流

量做同样处理，并采用光滑样条拟合表征参数。
　 　 最后构建数据集 Ａ，Ａ 为一个 ｍ×ｎ 的矩阵，其
中，ｍ 为数据量，ｎ 为特征参数和标签。

表 ２　 溢流分级方式

Ｔａｂｌｅ ２　 Ｗｅｌｌ ｋｉｃｋ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｅｔｈｏｄ

溢流分级 划分规则
风险
标签

低溢流风险 不多于 １ 个非核心参数出现异常 １

中溢流风险

核心参数出现异常

核心参数与典型参数不同时
异常时 ２ 个参数出现异常

２

高溢流风险
核心参数与典型参数同时出现异常

３ 个及以上参数出现异常
３

２􀆰 ２　 基于 ＩＥＬＭ 的溢流智能识别模型

　 　 由于在权重和偏置选择方面算法随机性的固有

特性，ＥＬＭ 算法的可控性和稳定性较差，不足以处

理复杂数据。 采用 ＩＥＬＭ［２０］，通过将新型优化算法

ＳＳＡ 与 ＥＬＭ 相结合，并采用适用于分类任务的适应

度函数，利用 ＳＳＡ 的稳定性和快速性优势搜索 ＥＬＭ
的最优权值及偏置，从而弥补其不稳定性和缺乏可

控性的缺陷。 ＩＥＬＭ 算法流程如图 ３ 所示。

图 ３　 ＩＥＬＭ 算法流程

Ｆｉｇ． ３　 Ｐｒｏｃｅｓｓ ｏｆ ＩＥＬＭ ａｌｇｏｒｉｔｈｍ

具体流程如下：
１） 初始化。 ①随机生成多个单隐藏层神经网

络的权重向量 Ｗｉ 和偏置 ｂｉ；②计算每个网络的初

始适应度（如预测误差）；③根据适应度排序，选择

性能较好的网络作为探索者，其余网络作为追随者。
构建适用于分类任务的适应度函数，如下式［２０］：

ｇ（Ｗ，ｂ） ＝ （１ － ω）
Ｚ ｔ

Ｚ ｔ ＋ Ｆ ｔ

＋ ω
Ｚ ｔ

Ｚｖ ＋ Ｆｖ

ω ∈ ［０，１］ （１０）
式中：ω 为对适应度函数所设置的权重参数；Ｚ ｔ 和

Ｆ ｔ 分别为训练集中正确预测和错误预测的实例数

量；Ｚｖ 和 Ｆｖ 分别为验证集中正确预测和错误预测

的实例数量。
２） 迭代优化（ＳＳＡ 优化阶段）。 重复以下步骤

·５７·
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直到达到最大迭代次数。 ①探索者更新，按式（７）
调整 Ｗｉ 和 ｂｉ；②追随者更新，向最佳网络的方向调

整 Ｗｉ 和 ｂｉ；③警戒者机制（随机选择部分网络），如
果性能较差，则向最优解靠近；否则进行随机扰动；
④适应度计算，更新每个网络的适应度；⑤保留最优

解，仅保留优化后性能提升的网络。
３） 构建最终 ＩＥＬＭ 模型。 ①选择适应度最高

的 Ｗｉ 和 ｂｉ；②用最优参数构建 ＥＬＭ 网络，用于预测

或分类。

３　 高压天然气井溢流风险智能识别
实例

３􀆰 １　 研究对象介绍与数据处理标记

　 　 根据现场日志，对象井于持续钻进至 ４ ０２３ ｍ
时机械钻速加快，后续在进行划眼操作的过程中

气测值快速升高，井口返出由 １９％上升至 ２４％，活
动池泥浆增加 ０􀆰 ６ ｍ３，判断发生气侵溢流现象。
截取正常钻进到发生溢流后的数据，同时剔除现

场工人开始调整钻井液进行压井操作后的数据，
最终获取现场有效数据 ５ ８３９ 组，数据整体信息见

表 ３。
绘制钻井泵数据曲线如图 ４ 所示，由图 ４ 可知：

现场曾多次调整钻井泵的数值，分析立管压力、钻井

液相对出口流量这 ２ 种数据时，应尽可能降低人为

调整钻井泵的影响。
　 　 以立管压力为例，绘制钻井泵－立管压力散点

图，如图 ５ 所示，２ 条直线分别对应划眼－钻进与划

眼－循环工况（序号 １—２ ６７８、２ ６７９—５ ８３９）。 针对

２ 工况分别以钻井泵为自变量、立管压力为因变量

建立线性回归模型，决定系数 Ｒ２ 分别为 ０􀆰 ９８１ ４ 和

０􀆰 ９９５ ４，反映了钻井泵对立管压力的线性影响。
表 ３　 所选数据的信息

Ｔａｂｌｅ ３　 Ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｔｈｅ ｓｅｌｅｃｔｅｄ ｄａｔａ
数据序号 时间范围 井筒深度 ／ ｍ 钻头深度 ／ ｍ 工况
１—７１４ ８：５４：１５—９：５３：４０ ３ ９９５􀆰 ２９～４ ００２􀆰 ４３ ３ ９９５􀆰 ２９～４ ００２􀆰 ４３ 纯钻进

７１５—８６８ ９：５３：４５—１０：０６：３０ ４ ００２􀆰 ４３ ３ ９９２􀆰 ９３～４ ００２􀆰 ４３ 划眼
８６９—９７６ １０：０６：３５—１０：１５：３０ ４ ００２􀆰 ４３～４ ００３􀆰 ４５ ４ ００２􀆰 ４３～４ ００３􀆰 ４５ 纯钻进
９７７—１ ００３ １０：１５：３５—１０：１７：４５ ４ ００３􀆰 ４５ ４ ００２􀆰 ７８～４ ００３􀆰 ４５ 划眼
１ ００４—２ ６７８ １０：１７：５０—１２：３７：２０ ４ ００３􀆰 ４５～４ ０２３􀆰 ５５ ４ ００３􀆰 ４５～４ ０２３􀆰 ５５ 纯钻进
２ ６７９—３ ８２５ １２：３７：２５—１４：１２：５５ ４ ０２３􀆰 ５５ ３ ９９４􀆰 ３１～４ ０２３􀆰 ５５ 划眼（其间溢流）
３ ８２６—５ ８３９ １４：１３：００—１７：００：５５ ４ ０２３􀆰 ５５ ４ ０２０􀆰 ９３～４ ０２１􀆰 ４１ 循环（其间溢流）

图 ４　 钻井泵数据曲线

Ｆｉｇ． ４　 Ｍｕｄ ｐｕｍｐ ｄａｔａ ｃｕｒｖｅ ｄｕｒｉｎｇ ｄｒｉｌｌｉｎｇ

图 ５　 钻井泵－立管压力数据曲线

Ｆｉｇ． ５　 Ｄｒｉｌｌｉｎｇ ｐｕｍｐ⁃Ｓｔａｎｄｐｉｐｅ ｐｒｅｓｓｕｒｅ ｃｏｒｒｅｌａｔｉｏｎ ｃｕｒｖｅ

　 　 分别绘制钻进工况和循环工况的钻井泵－立管

压力回归曲线，如图 ６ 所示。

图 ６　 钻井泵－立管压力回归曲线

Ｆｉｇ． ６　 Ｄｒｉｌｌｉｎｇ ｐｕｍｐ⁃Ｓｔａｎｄｐｉｐｅ ｐｒｅｓｓｕｒｅ
ｒｅｇｒｅｓｓｉｏｎ ｆｉｔｃｕｒｖｅ

绘制残差曲线如图 ７ 所示。 钻井液相对出口流
量数据剔除钻井泵影响后的残差如图 ８ 所示，由
图 ８ 可知：在钻井泵稳定阶段（图 ４ 中序列 ２ ９７１—
３ ４７１），残差与原始数据趋势一致，能保留立管压力

下降及钻井液相对出口流量的波动特征；在异常增

大（如序列 １ ６７１—１ ８４１）时也能有效反映。 相比原

始数据在钻井泵变化时的联动（如 １ ２７１—１ ６７１），
残差数据减少了钻井泵变化带来的干扰。 由此可

·６７·
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图 ７　 立管压力数据剔除钻井泵影响后的残差

Ｆｉｇ． ７　 Ｒｅｓｉｄｕａｌｓ ｏｆ ｓｔａｎｄｐｉｐｅ ｐｒｅｓｓｕｒｅ ｄａｔａ ａｆｔｅｒ
ｒｅｍｏｖｉｎｇ ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｒｉｌｌｉｎｇ ｐｕｍｐ

见：残差有效降低了钻井泵影响，保留了关键趋势，
适用于后续立管压力、钻井液相对出口流量的异常

分析。

图 ８　 钻井液相对出口流量数据剔除钻井泵

影响后的残差

Ｆｉｇ． ８　 Ｒｅｓｉｄｕａｌｓ ｏｆ ｄｒｉｌｌｉｎｇ ｆｌｕｉｄ ｒｅｌａｔｉｖｅ ｏｕｔｌｅｔ ｆｌｏｗ
ｒａｔｅ ｄａｔａ ａｆｔｅｒ ｒｅｍｏｖｉｎｇ ｔｈｅ ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｒｉｌｌｉｎｇ ｐｕｍｐ

绘制钻井液相对出口流量残差如图 ９ 所示。

图 ９　 钻井液相对出口流量残差

Ｆｉｇ． ９　 Ｒｅｓｉｄｕａｌ ｏｆ ｄｒｉｌｌｉｎｇ ｆｌｕｉｄ ｒｅｌａｔｉｖｅ
ｏｕｔｌｅｔ ｆｌｏｗ ｒａｔｅ

拟合钻井液相对出口流量残差数据并绘制其拟

合曲线，如图 １０ 所示，光滑样条拟合所得到的曲线

很好地保留了原始数据复杂的趋势，且曲线完全

可导。
针对气测值数值过大的异常状况，结合日志记

图 １０　 对钻井液相对出口流量残差数据拟合求导

Ｆｉｇ． １０　 Ｄｅｒｉｖｅ ｂｙ ｆｉｔｔｉｎｇ ｔｈｅ ｄｒｉｌｌｉｎｇ ｆｌｕｉｄ ｒｅｌａｔｉｖｅ
ｏｕｔｌｅｔ ｆｌｏｗ ｒａｔｅ ｒｅｓｉｄｕａｌ ｄａｔａ

录，将阈值设置为 １０％，并采用 ３σ 原则辨别这部分

离群异常数据。
根据表 ３ 分析数据异常并赋予标签，构建数据

集 Ａ，Ａ 为一个 ５ ８３９×５ 的矩阵，前 ４ 列分别为立管

压力、活动泥浆池体积、气测值、钻井液相对出口流

量降噪后的数据，最后一列为数据所对应的标签。
数据溢流风险标签如图 １１ 所示。

图 １１　 数据溢流风险标签

Ｆｉｇ． １１　 Ｗｅｌｌ ｋｉｃｋ ｒｉｓｋ ｌａｂｅｌ

３􀆰 ２　 模型训练与调试

３􀆰 ２􀆰 １　 ＥＬＭ 模型的训练与调试

　 　 通过 Ｍａｃｒｏ⁃ａｖｅｒａｇｅ 方法计算 Ｆ１ 值，作为模型

的评估指标［２１］。 以 ８８０ 个隐层节点作为最优超参

数，ＥＬＭ 模型在数据训练集 Ａ１ 上重新训练，并识别

Ａ１ 与测试集 Ａ２ 的溢流风险，绘制混淆矩阵，如图 １２
所示，计算模型准确率，即训练集为 ７９􀆰 ８１％，测试

集为 ８０􀆰 １４％。

图 １２　 最优超参数下 ＥＬＭ 模型溢流识别结果的混淆矩阵

Ｆｉｇ． １２　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＥＬＭ ｍｏｄｅｌ ｗｅｌｌ
ｋｉｃｋ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｔｈｅ ｏｐｔｉｍａｌ

ｈｙｐｅｒ⁃ｐａｒａｍｅｔｅｒｓ

３􀆰 ２􀆰 ２　 ＩＥＬＭ 模型的训练与调试

　 　 根据 ＥＬＭ 参数调试结果，将 ＩＥＬＭ 隐层节点数

·７７·
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调至 ８５０ ～ ９５０，步长为 ５ 进行网格搜索。 适应度函

数采用式（８），分别设置 ω 为 ０、０􀆰 ５、１ 进行模型调

试，超参数设置见表 ４。
表 ４　 麻雀搜索的超参数设置

Ｔａｂｌｅ ４　 Ｈｙｐｅｒ⁃ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ ｉｎ ｓｐａｒｒｏｗ ｓｅａｒｃｈ
种群数量 迭代次数 发现者比例 感知者比例 预警阈值

１００ ２０ ０􀆰 ５ ０􀆰 ２ ０􀆰 ７

　 　 使用训练集 Ａ１ 在不同隐层节点数和权重 ω 下

训练 ＩＥＬＭ 模型，如图 １３ 所示，当 ω 为 ０􀆰 ５ 时，验证

准确率显著提升，综合考虑，最终选取 ω ＝ ０􀆰 ５，隐层

节点数为 ９２５，此时平均验证准确率达 ９６􀆰 ８８％，训
练准确率为 ９６􀆰 ６５％。

图 １３　 不同隐藏节点数量下的 ＩＥＬＭ 模型平均准确率

Ｆｉｇ． １３　 Ａｖｅｒａｇｅ ａｃｃｕｒａｃｙ ｏｆ ｔｈｅ ＩＥＬＭ ｍｏｄｅｌ ｗｉｔｈ
ｄｉｆｆｅｒｅｎｔ ｎｕｍｂｅｒｓ ｏｆ ｈｉｄｄｅｎ ｎｏｄｅｓ

使用数据集 Ａ１、Ａ２ 进行溢流风险识别，如图 １４
所示，ＩＥＬＭ 在训练集 Ａ１ 和测试集 Ａ２ 上的准确率分

别达 ９７􀆰 １６％和 ９６􀆰 ０１％，Ｆ１ 值 ９３􀆰 ０１％。

图 １４　 最优超参数下 ＩＥＬＭ 模型溢流识别结果的混淆矩阵

Ｆｉｇ． １４　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＩＥＬＭ ｍｏｄｅｌ ｗｅｌｌ
ｋｉｃｋ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｏｐｔｉｍａｌ

ｈｙｐｅｒ⁃ｐａｒａｍｅｔｅｒｓ

３􀆰 ２􀆰 ３　 不同识别模型对比分析

　 　 为充分体现 ＩＥＬＭ 的溢流风险识别效果，选用

反向传播（Ｂａｃｋ Ｐｒｏｐａｇａｔｉｏｎ，ＢＰ）神经网络、ＳＶＭ 模

型进行对比。
由于 ＥＬＭ 为单隐层网络，选用单隐层 ＢＰ 神经

网络进行模型对比，ＢＰ 网络迭代次数设为 ２ ０００ 次

（对应 ＩＥＬＭ 中 ＳＳＡ 的 １００ 个种群迭代 ２０ 次），超参

数设置见表 ５。
表 ５　 ＢＰ 神经网络的超参数设置

Ｔａｂｌｅ ５　 Ｈｙｐｅｒ⁃ｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇｓ ｏｆ ＢＰ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ
迭代
次数

学习率
隐层激
活函数

输出层激
活函数

训练
方式

２ ０００ ０􀆰 １ 正切 Ｓ 型 线性型 梯度下降

　 　 以 １８２ 节点为最优参数训练 ＢＰ 网络，绘制识

别结果混淆矩阵如图 １５ 所示，识别准确率分别为训

练集 ８６􀆰 ４４％、测试集 ８５􀆰 ９６％。

图 １５　 最优超参数下 ＢＰ 模型溢流识别结果的混淆矩阵

Ｆｉｇ． １５　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＢＰ ｍｏｄｅｌ ｗｅｌｌ ｋｉｃｋ
ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｔｈｅ ｏｐｔｉｍａｌ

ｈｙｐｅｒ⁃ｐａｒａｍｅｔｅｒｓ

选取 ＳＶＭ 模型进行训练与测试，并通过网格搜

索法寻找最优超参数。 结果表明，当惩罚函数 ｃ ＝
１ ０００，核参数 γ＝ １ 时，模型取得最佳识别性能。 此

时如图 １６ 所示，训练集识别准确率为 ９６􀆰 ４８％，测试

集识别准确率为 ９１􀆰 １０％。

图 １６　 最优超参数下 ＳＶＭ 模型溢流识别结果的混淆矩阵

Ｆｉｇ． １６　 Ｃｏｎｆｕｓｉｏｎ ｍａｔｒｉｘ ｏｆ ＳＶＭ ｍｏｄｅｌ ｗｅｌｌ
ｋｉｃｋ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｕｎｄｅｒ ｔｈｅ ｏｐｔｉｍａｌ

ｈｙｐｅｒ⁃ｐａｒａｍｅｔｅｒｓ

计算 ＩＥＬＭ 算法的总体溢流风险识别准确率及

各级准确率，并对比 ＩＥＬＭ 与 ＢＰ、ＳＶＭ 识别模型，
ＩＥＬＭ 溢流风险识别准确率高于 ＢＰ、ＳＶＭ 模型，且
低风险识别准确率达 ９９％，降低了误报警率，但高

风险识别相对较低，需特别关注漏警问题。 识别结

·８７·
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果汇总见表 ６。
表 ６　 识别结果汇总

Ｔａｂｌｅ ６　 Ｓｕｍｍａｒｙ ｏｆ ｉｄｅｎｔｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ％
数据集 准确率 ＩＥＬＭ ＥＬＭ ＢＰ ＳＶＭ

数据
训练
集 Ａ１

低风险 ９９􀆰 ６４ ８１􀆰 ５８ ９２􀆰 ５７ ９８􀆰 ４９
中风险 ９６􀆰 ８９ ９２􀆰 ８１ ９２􀆰 ６７ ９６􀆰 １１
高风险 ８７􀆰 ６３ ０ ２４􀆰 ７３ ８９􀆰 ４９
整体 ９７􀆰 １６ ７９􀆰 ８１ ８６􀆰 ４４ ９６􀆰 ４８

数据
测试
集 Ａ２

低风险 ９９􀆰 ０１ ８２􀆰 ７９ ９２􀆰 １０ ９５􀆰 ０３
中风险 ９６􀆰 ０３ ９２􀆰 ５３ ９２􀆰 ３０ ９１􀆰 ３２
高风险 ８２􀆰 ５ ０ ２３􀆰 ７５ ７２􀆰 ６７
整体 ９６􀆰 ０１ ８０􀆰 １４ ８５􀆰 ９６ ９１􀆰 １０

Ｆ１ 分数 ９３􀆰 ０１ — ７１􀆰 ４７ ８７􀆰 ０３

４　 结　 论

　 　 １） 通过拟合残差分析与特征联动标注溢流风

险，减弱了人为经验对溢流识别的干扰影响。 通过

分析钻井过程中各关键参数的联动变化特征，构
建低、中、高 ３ 类溢流风险标签体系，形成高质量

溢流风险数据集，为模型训练与风险识别提供可

靠支撑，实现对溢流及潜在风险的准确判别。
２） 引入 ＳＳＡ 优化 ＥＬＭ 网络结构，构建 ＩＥＬＭ

多分类模型，通过模拟麻雀觅食与反捕食行为实现

对网络权值与偏置的智能调节，显著提升算法在多

类别识别任务中的鲁棒性与稳定性。
３） 对比分析 ＩＥＬＭ 多分类模型与原始 ＥＬＭ 模

型及经典 ＢＰ 神经网络、ＳＶＭ 识别模型，结果表明：
ＩＥＬＭ 模型在溢流风险的整体分类准确率、稳定性

方面均优于对比模型，展现出良好的实用性与工

程推广价值，具备应用于深水钻井智能预警系统

的潜力。
４） 目前研究仅针对钻井过程溢流事件展开识

别，对复杂工况下钻井事件的识别仍有不足。 未来

可围绕多源钻井数据融合、深度学习与时序建模引

入、模型可解释性增强以及工程应用集成等方向展

开，进一步提升溢流风险识别模型的泛化能力与实

用价值。
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