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人工智能在抗体发现中的应用进展
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摘要: 传统的抗体开发主要依赖动物实验、杂交瘤等技术的反复筛选和验证, 这导致抗体开发的生产周期长、成

本高、成功率低。而最近, 人工智能 (artificial intelligence, AI) 基于蛋白质数据处理、计算等方面的巨大优势正不断

推动抗体药物研发技术的进步, 在预测抗体结构、输出和优化靶向抗体序列等方面发挥着重要作用, 显著提高了抗

体药物的命中率。因此, 本文将概述AI用于抗体发现与设计的最新发展与挑战, 并简要讨论传统抗体发现方法的

局限性, 希望为AI驱动的抗体药物研发提供实用指导。
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Abstract: Conventional antibody discovery paradigms mainly rely on animal immunization and hybridoma 

screening, which results in long development lead times, high costs, and a low success rate for antibody 

therapeutics. Recently, artificial intelligence (AI) is constantly driving the progress of antibody drug research and 

development technology with advantages in large-scale proteomic data processing. It plays a great important role in 

the prediction of antibody structure and de novo generation of target-specific sequences, which also substantially 

enhances the hit rate of drug candidates. Therefore, this article aims to summarize recent developments and 

challenges in the application of AI technology to antibody discovery and design, while also considering the 

limitations to traditional methodologies. Hope to provide practical guidance for AI-driven antibody drug 

development.
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自 21世纪以来, 治疗性抗体药物在全球药品市场

中的比重持续上升, 受到了广泛关注。主流抗体开发

方法包括杂交瘤技术、单B细胞抗体技术、转基因小鼠

技术以及抗体文库展示技术等。其中, 杂交瘤技术因

其特异性单抗的无限量、标准化生产而被视为生物技

术领域的重要突破[1]。单B细胞抗体技术通过从免疫

动物体内直接提取B细胞的抗体基因, 并构建表达载

体, 以进行抗体筛选[2]。转基因小鼠技术则可模拟人

体免疫反应, 其生成的抗体无需额外的人源化或亲和

力成熟过程。上述方法虽优势各异, 却普遍依赖动物

免疫, 且生产抗体的周期漫长, 显著制约了特定抗体的

制备与优化。抗体文库展示技术虽摆脱了动物依赖, 

但其筛选效果仍受限于抗体库的容量与多样性[3]。因

此, 突破传统抗体发现技术的局限, 构建高效且普适的
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新一代抗体筛选平台, 已成为抗体药物研发领域的重

要发展方向。

如图 1 所示 , 人工智能 (artificial intelligence, AI) 

技术已贯通抗体发现与设计的各环节。首先, AI辅助

的抗体设计摆脱了依赖动物免疫的局限, 弥补了抗体

展示文库容量不足的缺陷。一方面, AI算法理论上能

实现自主设计并筛选所有可能存在的抗体序列, 从中

得到最优候选序列。这极大扩展了基于传统手段发现

抗体序列的边界。例如, 最近报道的基于RFdiffusion

的抗体设计, 从靶点特定表位出发, 生成的原子精度

VHH在结构上与 PDB (protein data bank) 数据库中已

知的抗体结构具有极大差异, 验证了全新序列计算与

设计的可能性[4]。另一方面, 针对GPCR、离子通道、病

毒膜蛋白等“难成药”靶点, AI设计可把“表位−构象”

同时纳入优化目标, 绕过天然免疫耐受而设计并优化

抗体序列。Nabla Bio团队[5]的模型在 8周内设计并验

证了三百余种靶向 G-蛋白偶联受体的激活剂。其中

34 条候选肽的 EC50较文献基准分子提高了 1～1.5 个

数量级, 且无需动物免疫或文库筛选。这体现出AI在

复杂膜蛋白靶点预测方面的速度与精度优势, 帮助突

破了传统免疫耐受与文库覆盖度不足的双重瓶颈。鉴

于此, 本文系统总结了AI在蛋白质结构预测、抗体设

计与优化过程中的最新进展, 主要关注语言模型和扩

散模型的应用。同时讨论了AI在抗体开发中面临的

核心挑战, 希望为AI推动抗体药物设计提供指导。

1 AI应用于抗体发现 

1.1　结构预测　

1.1.1　传统蛋白质结构预测　靶点蛋白的三维结构是

基于结构的抗体药物开发的关键起点。传统上, 蛋白

质三维结构主要通过结构生物学实验方法 (如X射线

晶体学、冷冻电镜) 获取, 这依赖大量实验数据, 过程

耗时且成本高昂。AI算法的引入打破了“先有靶点结

构再进行抗体设计”的传统流程, 促使蛋白质预测向几

何优化建模和端对端的结构预测发展。其以近原子精

度、低成本、高通量的优势, 为抗体设计带来了革命性

的改变。

几何优化建模与端对端的模型预测在结构输出时

各具优势, 互为补充。前者是通过预测残基间的空间

约束, 并结合基于知识或物理的力场来优化算法以生

成蛋白质的三维结构。这使其在模型构建时方法可

控, 过程透明。然而, 缺点是其在处理大分子量蛋白质

时计算成本较高 , 且对蛋白质的实验数据依赖性较

Figure 1　Artificial intelligence for antibody discovery
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强[6]。相比之下, 端到端的结构预测方法直接从序列

到三维结构, 这使其在预测速度和泛化能力方面具有

显著优势。以RoseTTAFold和AlphaFold2为代表的深

度学习网络, 使用注意力机制与先进的神经网络模块

学习蛋白质的共进化–几何约束, 从而能在短时间内

输出预测结构。二者进行骨架预测的中位精度最高可

达 0.96 Å, 与冷冻电镜实验密度的吻合度处于实验误

差范围内[7,8]。这充分验证了模型的可靠性。但端对

端的模型在训练时往往使用多序列比对 (multiple 

sequence alignment, MSA) 数据集, 对于快速进化的蛋

白质序列结构, 尤其是具有高变异性的抗体互补决定

区 (complementarity-determining region, CDR) 序列结

构, 局部序列特征的建模能力会显著下降, 导致预测可

靠性降低[9,10]。这时几何优化模型可以依靠物理知识

与经验给出合理构象推测, 一定程度上弥补了端对端

模型的不足。

1.1.2　无MSA的蛋白质结构预测　近年来, 无MSA的

蛋白结构预测模型在生物制药领域也展现出了巨大的

潜力。蛋白质语言模型 (protein language model, PLM) 

能够将传统依赖MSA的结构预测流程简化为“序列到

结构”的单步映射。其原理是大规模自监督模型可以

学习序列的统计学规律并捕捉氨基酸残基上下文之间

的嵌入特征, 将这些共进化信息编码于模型参数中, 使

其在推理预测时不需再次检索同源序列数据集[11,12]。

这极大提升了蛋白质结构预测的速度。OmegaFold和

ESMFold模型作为PLM的代表性应用, 在不依赖MSA

或已知结构模板的情况下, 生成原子级预测结构时的

速度较 AlphaFold和 RoseTTAFold提升了一到两个数

量级[13]。PLM 的规模越大 , 模型预测的精准度越高 , 

在信息检索上也更高效。创新模型 HelixFold-Single

的蛋白质序列训练规模达到 3亿个, 即使在预测超过

800个氨基酸的大质量蛋白质时也能展现出较MSA搜

索方法和AlphaFold2推理更低的时间成本[14]。

无MSA方法的另一个重要优势是擅长处理孤儿

蛋白或新型蛋白质。基于单序列蛋白质结构预测的自

动化算法 trRosettaX-Single在孤儿蛋白质的预测上明

显优于源自MSA的AlphaFold2。对 25种孤儿蛋白预

测时 , trRosettaX-Single 的预测精度比 AlphaFold2 高

出约 14%, 预测的蛋白质结构与已知晶体结构的匹配

度更高[15]。RGN2 网络使用基于 PLM 的 AminoBERT

模型从单一序列预测蛋白质结构。相较AlphaFold2和

RoseTTAFold, RGN2在孤儿蛋白及多种设计蛋白上的

预测精度更接近实验误差 , 均方根偏差 (root-mean-

square deviation, RMSD) 数值平均低 1.4 Å。在预测速

度方面, RGN2的计算时间最多可缩短 100万倍[16]。这

使宏基因组孤儿蛋白结构注释成为可能, 显著拓宽了

抗体与疫苗靶点的发现空间。

无MSA方法在预测速度上具有显著优势, 但对于

具有大量同源序列的靶标蛋白, MSA依赖方法可能提

供更高的精度[17]。当前较先进的 PLM 应用——MSA 

Transformer和AlphaFold的EvoFormer模块, 便是以进

化相关蛋白质的MSA作为输入, 将MSA集合中包含

的协同进化信息纳入注意力机制的蛋白质语言神经网

络中[18]。MSA Transformer模型的这一特点使其可以

高准确率地预测蛋白质二级结构以及氨基酸残基之间

的长距离接触, 并在蛋白质结构预测中展现了较其他

算法更优的表现[19-21]。鉴于短肽和抗体CDR的高度变

异性, 将 PLM 和 MSA结合更有望提高预测的准确性

和适用性, 帮助治疗性抗体的设计与开发[22,23]。

1.1.3　抗体结构预测　相较于普通蛋白质结构, 抗体

CDR H3区域的结构预测因其复杂多变的构象成为各

研究机构的一大挑战。当前的深度学习方法在 CDR

环建模方面取得了显著进展。具体表现在: 首先, 使用

抗体专业数据库进行预训练, 显著提升了深度学习模

型预测抗体结构的精度。这是因为数据集的序列−结
构分布与真实多样性出现显著偏差时, 模型便会产生

系统性误差。ABodyBuilder平台的实验数据印证了这

一规律: 在 VHH、长 CDR H3 及新物种抗体等数据稀

缺区域, 模型平均RMSD升至 2.1 Å; 而在数据充足的

保守结构域, RMSD仍能保持在0.5 Å的亚埃级水平[24], 

二者差距直观地反映了数据偏差对预测可靠性的决定

性影响。因此, 当前的抗体预测模型研究策略更多集中

在构建专用数据库以进行模型训练。NanoNet模型使

用具有更长CDR H3环结构的纳米抗体数据集进行训

练, 能显著提升预测抗体VH结构域时的准确度。模型

在CDR H3环预测RMSD可达 2.3 Å, 而常规抗体数据

集预测模型 RosettaAntibody 为 6.5 Å[25]。这同时也体

现了专用的抗体数据库对特异性结构抗体预测方法的

重要性。其次, 无MSA为无序区域的预测提供了可能。

不同抗体在空间折叠上保持进化独立, 这使得CDR H3

环的MSA结果不可靠。Ruffolo等[26-28]开发的DeepH3、

DeepAb、DeepSCAb 系列深度学习算法在无 MSA 的

CDR H3结构预测上表现良好, 结构识别率RMSD分别

达到 2.2 ± 1.1、2.3 ± 1.3、3.2 ± 1.3 Å。这主要是因为残

差神经网络提高了模型对数据集的表征能力, 使其可

以从抗体链序列中学习残基间几何结构特征。预测过

程不依赖MSA, 而是以高度变异序列的单个信号直接

主导模型的学习。这使模型更专注学习CDR H3构象

的关键残基对信息, 从而有效提高对CDR H3环特征

结构的预测准确性。
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此外, 深度学习模型针对 CDR H3引入了特殊的

几何约束。将物理几何规则嵌入模型参数中, 模型能

够更好地捕捉抗体结构的本质特征, 减少了对大规模

标记数据的依赖。有研究证实了在抗体CDR环结构

设计过程中使用约束能量模型来表示CDR环结构的

有效性。相较无约束能量模型, 使用约束进行预测时

RMSD降低了33.4%, 而所需样本量减少了三分之一[29]。

Abx模型在结构空间中引入物理几何约束, 从而生成

具有特定结构要求的抗体。消融实验验证了移除约束

后亲和力下降 8.3%, 同时结构偏差增加了 0.5 Å, 体现

了几何约束对于确保抗体序列正确折叠的重要性[30]。

1.2　抗体设计　

1.2.1　基于结构的抗体设计　蛋白质设计的经典方法

遵循“结构优先”原则, 即预先设定目标三维结构骨架, 

再搜寻与之匹配的氨基酸序列。抗体设计同样沿用此

范式, 基于结构的抗体设计核心内容主要是抗体和抗

原结构建模、表位−抗原结合位点预测。

如此前所述, 多种用于抗体结构预测的模型已取

得显著进展。但归因于抗体−抗原相互作用的复杂机

制, 表位−抗原结合位点预测尤其是构象表位的预测

仍面临极大挑战。传统计算方法是用现有的抗体−抗
原结合界面物理数据集进行训练, 以学习用于区分表

位残基的关键结构特征[31]。然而, 抗原表面的任何氨

基酸残基簇都可能与抗体结合, 表位残基的区分标准

仍需要人为界定。随着深度学习的引入, 构象表位预

测不再依赖局部结构特征, 而是把序列、结构信息和局

部、全局特征整合起来。

图神经网络 (graph neural network, GNN) 擅长将

三维坐标转化为图形式, 研究局部与整体的关联性特

征, 尤其擅长构象表位预测。Paragraph、EPMP模型利

用GNN的这一特点实现表位−抗原结合位点相关残基

的快速预测[32,33]。PECAN 模型同时考虑抗体和抗原

的整体结构, 将其转化为图表示, 并通过图卷积网络、

注意力机制和转移学习机制学习整体结构的表示, 最

终预测抗体和抗原的结合界面。该模型在抗体结合位

点结构预测中精确率−召回率曲线下的面积达到 0.70, 

而抗原表位预测中为 0.21[34]。SEMA方法通过迁移学

习的方法微调 ESM-1v 和 ESM-IF1 模型 , 基于主要抗

原的序列和三级结构来进行表位预测。在独立测试中

ROC 曲线下面积分别达到 0.756与 0.759, 显著优于仅

依赖单一信息源的既有工具[35]。

实际上, 设计抗原结合位点除了进行表位预测, 还

需要考虑抗体−抗原对接。许多抗体设计往往因为对

接表现不佳而被淘汰。即使是在蛋白质−蛋白质连接

预测中表现优异的AlphaFold2, 被用于抗体−抗原复合

物的准确建模仍具有许多挑战[36]。因此, 提升抗体−抗
原复合物预测仍是需要被进一步解决的问题。

1.2.2　基于序列的抗体设计　基于序列的抗体设计突

出的特点是序列数据库容量非常大, 更有利于挖掘稀

有蛋白质及抗体的特性, 帮助结构未知蛋白质和抗体

的设计。事实上, 近两年开发的PLM在推理蛋白质序

列方面表现优异。ProGen2、proseLM、xTrimoPGLM-

100B等语言模型无需结构模板即可在特定拓扑、分子

互作以及零样本功能预测方面展现出独特优势[37-39]。

而早期利用 ProtGPT2 语言模型生成的序列集具有

92.9%的同源命中率, 其规避了天然序列数据集中出

现的高度保守长结构域 (长度大于 15 个氨基酸)[40]。

这提示了语言模型并非简单地重复训练数据集, 而是

内化了序列中隐含的共进化规律。这一特点也为特异

性抗体和靶向蛋白的按需设计奠定了算法依据。

将PLM从蛋白质序列扩展到抗体序列, 理论上也

能学习抗体重轻链序列中隐含的“免疫语言”。专门针

对抗体序列训练的语言模型能够精准识别并捕捉抗体

的独特特性, 在生成抗体序列时能有效降低免疫原性、

优化亲和力等关键特性, 提升了抗体序列的整体性能

和应用潜力。此类模型的训练与推理过程如图 2A所

示: 海量抗体序列通过语言模型 (如掩码模型或自回

归模型) 进行训练, 学习序列分布与保守特征。随后

模型利用抗原−抗体配对数据或功能约束进行微调 

(监督学习或强化学习等), 优化模型目标生成的能力。

推理时, 只需给定抗原信息和设计约束即可输出满足

要求的候选抗体。

预训练抗体生成语言模型 PALM-H3基于未配对

的抗体序列预训练, 经微调后结合抗原−抗体配对数

据从头设计抗体的 CDR H3[41]。对 SARS-CoV-2 新变

体的高亲和力抗体预测进行结果验证 , 预测抗体与

XBB刺突蛋白上的关键轻链残基形成了高浓度的相

互作用。最短的氢键为 1.8 Å, 最长的可达 2.6 Å, 显示

出极强相互作用。这彰显了该模型在针对新型病原体

开发高亲和力抗体的巨大应用潜力。仿生抗体语言模

型 BALMFold 使用包含 3.36 亿条 40% 非冗余的未标

记抗体序列数据集训练。该模型可以捕捉抗体特异性

和保守性质, 在抗原结合预测中表现优于通用方法, 为

治疗开发工作提供了有价值的指导[42]。免疫球蛋白语

言模型 IgLM采用自然语言的文本填充策略替代了单

向上下文生成序列的方法而进行抗体设计。其在抗体

VH和VL序列上进行了训练, 能够生成链类型不同以及

物种来源不同的全长抗体序列, 进一步拓展了抗体设

计的应用范围[43]。

1.2.3　抗体协同设计　抗体序列决定结构, 结构决定
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功能。序列与结构的协同优化可同步提升抗体的亲和

力、稳定性等特性, 并避免单一变量引发的折叠错误或

空间冲突。扩散模型通过迭代去噪可同时更新原子坐

标与氨基酸类型, 完成序列与结构协同采样。该类模

型在抗体的从头设计中展现出超越传统方法的优势。

如图 2B所示, 语言模型与扩散模型在数据的处理方式

上存在很大不同。语言模型常利用自回归和掩码模型

以序列文本数据进行训练。而扩散模型在训练时, 会

将抗体数据 (如三维结构坐标或氨基酸序列) 编码为

图数据或独热向量, 通过前向过程逐步添加噪声破坏

原始信息, 反向过程则学习从噪声中重建原始数据, 并

通过损失函数优化重建能力。推理时, 从随机噪声出

发, 通过训练好的降噪模型直接生成符合目标分布的

抗体结构或序列。

代表模型之一RFdiffusion, 通过微调的RoseTTA‐

Fold结构预测网络进行迭代去噪而逐步生成蛋白质结

构, 结合 ProteinMPNN设计以预测匹配靶标结构的氨

基酸序列[44]。ProteinGenerator 同样基于 RoseTTAfold

网络, 但该模型是一个序列空间模型, 它从随机氨基酸

序列开始迭代去噪, 生成序列和结构对[45]。DiffAb是

首个抗体去噪扩散模型, 利用等变网络互补决定区的

序列和结构进行联合建模, 能够同时优化抗体的序列

和结构, 生成高度多样性的序列[46]。基于属性的从头

抗体设计工具 AntiBARTy Diffusion 利用语言模型的

潜在空间来训练属性条件扩散模型, 实现了具有特定

特性的新抗体的定向设计[47]。近期开发的联合序列−
结构扩散模型Antibody-SGM是一种创新的基于分数

的生成模型[48]。它专注于抗体重链设计, 可以联合生

成抗体的序列和结构, 突破骨架与序列分离设计的局

限, 支持全原子抗体生成、抗原特异性CDR设计及序

Figure 2　Common AI-based models for antibody design. A: The training and inference process of antibody language models; B: The train‐

ing and inference process of diffusion model
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列−结构同步优化, 为抗体设计提供了更高效的工具。

总之, 扩散模型在生成可控氨基酸序列上展现出极大

潜力, 被广泛用于特定功能或结构的蛋白质从头设计。

其输出的多样性也显著促进了抗体新药的开发。

1.3　抗体序列优化　

1.3.1　序列基础的优化　对天然抗体或计算机生成抗

体的定向进化传统上依赖随机突变, 或者在重组后通

过实验进行筛选目标序列。然而, 当前AI模型可以从

序列和结构中学习到定向进化的规律, 这一优势在抗

体的特性改造中发挥重要作用。多种语言模型集合的

ESM-1v模型能够从蛋白质非冗余序列数据集学习序

列的进化规则并对输入的序列提出合理的氨基酸突

变, 显著提升了抗体的适应性。在亲和力优化方面, 该

方法能将 4种临床相关的高度成熟抗体的结合亲和力

再次提高7倍, 而3种未成熟抗体的结合亲和力则提高

了 160倍[49]。Kang等[50]构建的亲和力预测模型利用了

GNN和自然语言模型等深度学习技术来捕捉序列信

息中对亲和力有利的氨基酸特征。通过保留特异性突

变位点, 模型能将靶向 SARS-COV2 蛋白的抗体模板

至高提升 269.65倍, 这体现了计算机算法基于蛋白质

序列信息简化抗体优化的巨大价值。

1.3.2　结构基础的优化　在不同的机器学习任务和嵌

入中, 序列基础的可开发性参数 (developability param‐

eters, DP) 相关性会显著高于结构基础的DPs。这强调

了序列DP比基于结构的DP更具可预测性[51]。但这同

时也凸显了基于结构的 DP比基于序列的 DP 表现更

高的独立性, 体现了结构参数在治疗性抗体设计中的

重要性。AI抗体开发模型在联合抗体结构信息的情

况下能设计出成药性更优的抗体序列。逆向折叠模型

通过给定的蛋白质三维结构推导氨基酸序列, 在基于

结构的抗体设计和蛋白质特性优化方面中发挥重要作

用。例如, 专门针对抗体结构优化的微调反折叠模型 

ABMPNN通过结合GNN的局部结构感知能力和自回

归解码器的序列生成能力, 能够捕捉氨基酸残基的局

部空间和化学环境信息[52]。这使其可以结合抗体的框

架信息来约束 CDR 环的预测, 在 CDR 序列恢复方面

显著优于通用蛋白质模型 ProteinMPNN。另一反向折

叠模型ESM-IF1结合抗体−抗原复合物信息用以指导

抗体的进化, 使两个靶向 SARS-CoV-2 的治疗性抗体

的中和效果提高了 25 倍[53]。AntiFold 方法通过微调

ESM-IF1 显著改进了 CDR 序列恢复和零样本亲和力

预测。该模型用于预测抗体−抗原结合亲和力时较其

他现有反向折叠工具展现更优越的性能[54]。

1.3.3　多特性协同优化　抗体优化本质上是对抗体变

体特性进行筛选的过程, 而大多数抗体筛选方法仅能

实现单一特性的筛选。例如, 噬菌体展示技术一次仅

能优先选择单个属性进行筛选, 这限制了抗体的多种

特性同时优化。为解决抗体多种特性协同进化困难的

问题, Makowski等[55]尝试对抗体亲和力和特异性进行

二元标记, 通过深度学习模型预测与亲和力及非特异

性结合相关的连续指标, 从而识别兼具高亲和力与低

非特异性结合的协同优化变体。结合上下文语言模型

的高通量实验方法则通过预测序列变体的结合亲和

力, 并依靠遗传算法筛选出与天然抗体高度相似的序

列, 从而实现亲和力与免疫原性的协同优化[56]。这些

方法可以进一步推广到抗体和蛋白质的其他特性筛选

中。除此之外, 多种数据驱动的机器学习方法也专注

于提升抗体的可开发性。针对抗体稳定性、溶解度和

聚集性等生物物理特性的预测工具在基于语言模型和

神经网络模型的算法加持下进一步提高了抗体药物可

开发性和成功率[57-59]。这些研究结果表明了AI促进设

计与优化抗体候选药物的重要作用, 加速了数据驱动

的抗体工程的发展。

2 AI在抗体开发中面临的挑战 

AI在抗体发现中的前景广阔, 但由于数据与技术

限制, 当前应用也存在许多挑战。首先是缺乏合适数

据 , 抗体语言模型相对 PLM 仍缺乏大量合理数据支

撑。大部分抗体专用语言模型基于 OAS (observed 

antibody space) 和SAbDab (structural antibody database) 

数据库, 如表 1所示[38,41-43,60-74]。与蛋白质数据库相比, 

抗体库容量小得多, 这一问题尤其表现在抗体的结构

预测中。目前有效的抗体−抗原复合物结构的动态数

据仍然缺乏, 这不利于针对抗体识别位设计的语言模

型发展[75]。其次, 由于抗体CDR-H3环的高变结构, 针

对抗体抗原复合物的建模依旧是十分困难的。抗体

CDR 环具有多个不稳定键 , 在与抗原结合时发挥作

用, 这使其不能由单个静态结构捕获或表示[76]。因此, 

基于不同数据集的多种抗体预测方法在揭示CDR-H3

环上的结果产生较大差异, 甚至部分模型预测结果具

有显著的非天然缺陷[10]。另一方面, CDR-H3 环的构

象数量随长度呈指数增长, 导致 AI模型在抗体的 H3

环预测的平均 RMSD 随环的长度增加而增加。这提

示了具有长序列H3环的复杂抗体较难通过建模进行

设计与优化[26]。多目标优化对当前的抗体模型来说也

是一个重要的挑战。抗体的一系列特性参数并非一个

线性依赖关系, 改善一种特性可能会影响一系列基本

参数的变化[77]。抗体优化需要平衡功效、安全性和可

制造性, 因此, 需要开发更复杂的算法来平衡抗体的亲

和力、稳定性和免疫原性。
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3 总结与展望 

AI的不同机制和算法在处理庞大而复杂的抗体

数据时具有不可替代的优势。不同模型通过捕捉抗体

序列和结构中的复杂信息、解析抗体−抗原复合物, 从

而高效生成多样化的抗体序列。但由于抗体结构复杂

的作用机制 , AI 模型仍存在诸多挑战如预测精度不

高、CDR H3环建模困难、多目标优化效率低等。随着

越来越多优化模型的出现, AI驱动抗体药物设计也在

不断趋于完善。AI算法也正与传统实验技术形成互

补趋势。一方面传统实验为AI提供训练的数据并验

证算法输出结果, 另一方面AI算法也为传统实验提供

指导方向, 减少不必要的实验并对当前数据库进行验

证与淘选, 从而提高数据集的整体质量并用以训练更

高精度的模型。未来 , AI 将集成抗体研发的各个方

面, 从靶点识别和先导化合物优化到临床试验设计与

验证, 真正实现药物研发一体化, 从根本上重塑药物发

现的格局。
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