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摘要: 高通量筛选 (high-throughput screening, HTS) 技术在现代药物研发中应用广泛, 能够对化合物进行批量

活性测试, 为活性化合物发现提供重要支撑。然而, 其筛选效率和准确性有待提升。为解决这一问题, 人工智能 

(artificial intelligence, AI) 技术逐渐融入HTS流程, 通过机器学习和深度学习等算法优势, 优化基于配体的虚拟筛

选、联合药物筛选、图像分析等领域的应用, 推动了药物研发的智能化发展。本文回顾了近年来AI技术在HTS中的

应用研究进展, 探讨了机器学习模型的应用, 并对AI在HTS相关的化合物筛选和图像识别方面的关键应用进行了

总结, 旨在加速创新药物的研发。
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Abstract: High-throughput screening (HTS) has been widely used in drug discovery recently. It allows batch 

bioactivity testing of compounds, thereby accelerating the identification of bioactive molecules. However, its 

screening efficiency and accuracy remain limited. Therefore, artificial intelligence (AI) is gradually integrated into 

the process of HTS, such as machine learning and deep learning algorithms to enhance ligand-based virtual 

screening, drug combination screening, and analysis of images, to promote the intelligent development of drug 

discovery. This review summarized the recent advances in the application of AI technologies in HTS, discussed the 

applications of machine learning models, and highlighted key AI applications in compound screening and 

recognition of image in HTS to accelerate the development of innovative drugs.
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高通量筛选 (high-throughput screening, HTS) 技

术作为药物发现的重要环节, 是现代药物研发的关键

工具, 通过并行化实验设计和自动化操作, 加速了新药

候选分子的发现与优化[1-3]。然而, 面对日益庞大的化

合物库和复杂的生物靶点网络, 传统HTS技术在数据

处理、筛选效率及成本控制方面正面临严峻挑战[4,5]。

如何充分挖掘和利用 HTS过程中产生的大量多维数

据, 已成为提高筛选效率和准确性的重要研究方向。

人工智能 (artificial intelligence, AI) 技术的快速发

展为 HTS 注入了新的活力。通过机器学习 (machine 

learning, ML) 与深度学习 (deep learning, DL) 的算法

优势, AI在基于配体的虚拟筛选、联合药物筛选、高内

涵筛选 (high-content screening, HCS) 图像分析及大规

模数据处理等方面展现出巨大潜力[6,7]。并且随着图

灵奖屡次授予 AI领域的先驱, 以及 AlphaFold在蛋白

质折叠预测中的突破, AI在生物医药领域的应用已变

得愈加广泛和重要。这些进展不仅凸显了AI在药物

发现中的前瞻性应用 , 也推动了 HTS 技术的跨越式

发展。

当前, AI技术与HTS的深度融合不仅显著提升了

筛选效率, 也极大地加快了药物研发的可能性。随着

算法的不断优化以及计算资源的持续升级, AI在HTS

中的应用前景愈加广阔。本文系统回顾了近年来 AI

技术在HTS领域的应用研究进展, 并结合具体案例深

入分析其在不同任务场景中的应用表现。

图 1展示了AI技术在HTS中的几种关键应用, 包

括化合物筛选、分子生成、高内涵筛选和器官芯片等。

1 化合物筛选 

化合物筛选是药物发现流程中的关键环节, 其目

的在于从大规模化学库中识别有潜力的活性化合物。

AI技术的引入显著提升了筛选效率、准确性及药物发

现的速度[8]。

1.1　基于配体的虚拟筛选　基于配体的虚拟筛选 

(ligand-based virtual screening, LBVS) 是一种通过计算

模拟, 从化合物库中筛选出与已知靶标蛋白质结合能

力强的潜在药物分子的方法[9]。这种方法基于已知的

配体结构信息, 利用其与靶标的结合模式来预测其他

未知化合物与靶标的亲和力。在初步筛选阶段即可帮

助筛选出大量苗头化合物用于后续优化。

近年来, AI技术的引入为LBVS提供了更多可能

性, 尤其是ML算法和DL算法显著提高了预测的准确

性与效率。

传统 ML 算法在 LBVS 中应用广泛 , 凭借其简单

且易于实现的特点, 成为化合物筛选和毒性分析中的

常用工具。如支持向量机 (support vector machine, 

SVM)、随机森林 (random forest, RF) 和 K 最近邻 (K-

nearest neighbors, KNN) 等经典算法, 通过利用化学描

述符构建定量构效关系模型, 有效预测了配体与靶标

的结合能力[10-12]。这些算法在处理小型和中型数据集

时尤其高效, 其分类与回归能力能够迅速识别潜在的

活性配体。然而, 传统算法在应对高维、非线性和复杂

数据时存在局限, 模型性能容易受到特征选择和数据

预处理的影响。此外, 传统算法在面对大规模数据时

扩展性不足, 难以充分挖掘多维数据中的潜在模式[13]。

与此不同, DL是 ML的一个子领域, 其通过多层

级联的非线性处理单元执行特征提取与转换, 构建多

层次特征表示并学习抽象概念。相比于传统 ML 方

法, DL在非线性建模和自动特征提取方面表现出更强

的优势, 特别是在处理高维和复杂数据时具有显著的

能力。DL 包含多种神经网络架构, 如卷积神经网络 

(convolutional neural network, CNN)、循环神经网络 

(recurrent neural network, RNN) 和 生 成 对 抗 网 络 

(generative adversarial network, GAN)。这些模型能够

自动提取配体和靶标结合过程中的高阶特征, 从而显

著提高虚拟筛选的准确性和泛化能力[14]。

近年来 , 基于图神经网络 (graph neural network, 

Figure 1　 Applications and algorithms of AI-assisted high-

throughput drug screening. Created in BioRender. com. SVM: 

Support vector machine; RF: Random forest; KNN: K-nearest 

neighbors; CNN: Convolutional neural network; RNN: Recurrent 

neural network; GNN: Graph neural network
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GNN) 的 DL 模 型 在 LBVS 中 得 到 了 广 泛 应 用 。

DeepChem平台利用GNN模型预测化合物的药物代谢

和毒性特征。在对比测试中, 该平台在多个关键端点

上显著提升了预测性能。DeepChem模型在代谢稳定

性预测任务中 Top-50准确率超过基线规则系统的最

大准确率 (69.5%), 表明其在候选化合物识别中表现优

异[15]。通过AI模型的辅助, 研究人员能够在早期筛除

不符合药代动力学要求的化合物, 从而减少后续筛选

的时间和成本。Deep-PK 平台也可利用 GNN 预测小

分子药物的药代动力学和毒性。在与药代动力学预测

工具ADMETlab 2.0的 53个预测任务比较中, Deep-PK

在 46个任务上表现优于基线模型, “NR-A”核受体激

活 端 点 的 马 修 斯 相 关 系 数 (Matthews correlation 

coefficient, MCC) 提升 0.43, 代谢相关任务的平均

MCC提升 0.105; 在 36个毒性预测任务中, Deep-PK有

30 个端点性能增强 , 总体平均 MCC 从 0.58 提升至

0.71[6]。MD-GNN 模型通过将分子结构输入 GNN 并

融合实验数据与计算数据, 实现了分子性质预测的性

能提升。在 19种修改后的分子上进行 logP预测时, 模

型成功识别出 9 种潜在活性化合物。对比实验显示

MD-GNN 结合特征融合后测试集上的平均绝对误差

显著低于仅使用GNN或仅使用分子描述符的模型, 分

别降低了约 0.2～0.3, 表明特征融合显著提升了预测

稳定性和准确性。此外 , 与经典 GNN 算法相比 , 

MD-GNN 在测试集上平均误差减少 0.2, 展示了其在

多端点预测任务中的优势[16]。FP-GNN模型结合分子

指纹与GNN, 在14条乳腺癌及正常细胞系的表型筛选

数据集上平均曲线下面积 (area under the curve, AUC) 

达 0.849, 同时在抗噪能力和可解释性方面优于传统分

子指纹模型和经典GNN模型[17]。Ligandformer是另一

种针对化合物性质预测的先进AI模型, 其通过多层自

注意力机制从化合物结构中提取局部和全局特征, 并

融合不同网络模块的注意力图, 实现了预测结果的稳

健性和可解释性。在水溶性、Caco-2 细胞通透性和

Ames致突变性上, Ligandformer的预测性能均优于近

期设计的MPNN和SAMPN模型, AUC分别达到 0.98、

0.89和 0.92。此外, 通过对注意力系数的可视化, 研究

者能够直观识别分子中对性质预测贡献最大的原子或

片段, 从而为化合物结构优化提供指导[18]。这些模型

的成功应用为药物发现提供了新的视角, 加速了药物

候选分子的筛选过程。

AI技术通过学习大量的化合物数据和靶标信息, 

自动提取分子结构与生物活性之间的复杂关系。这些

方法不仅能够优化配体−靶标相互作用的预测, 还能

够在海量数据中发现潜在的活性化合物, 识别出传统

方法难以察觉的微弱联系。此外, AI还能够在分子生

成和药物设计中提供指导, 帮助发现新的化合物结构

或优化现有药物。AI与LBVS的结合, 不仅加速了药

物发现的过程, 也为精准药物设计和个性化治疗提供

了强有力的支持。

然而, 这些方法的性能在很大程度上依赖于数据

集质量与评估策略。已有研究指出, 不当的数据划分

可能导致数据泄漏, 如训练集和测试集存在高度相似

的化合物构象或共享受体口袋, 将人为抬高预测准确

率[19-22]。此外, 在分子对接与LBVS中, 如果未严格控

制构象/口袋信息穿越, 模型可能学习到结构先验而非

真正的结合规律。交叉验证方式的选择同样会显著影

响模型的泛化性能[23-25]。因此, 未来研究需在构建数

据集和设计验证流程时更加严谨, 以确保模型性能评

价的可靠性与临床可转化性。

1.2　联合药物筛选　联合药物筛选是基于药物组合

的策略, 通过组合不同作用机制的药物来增强疗效、克

服耐药性或减少不良反应。AI在联合药物筛选中的

应用, 能够帮助识别有效的药物组合。

SynergyGTN 利用 GNN 预测药物组合协同作用 , 

将药物图特征与细胞系基因表达谱结合。在五折交叉

验证中, 受试者工作特征AUC和精确率−召回率AUC

分别达 0.98和 0.97, 准确率达 0.93, 相比现有最佳方法

提升 5%～8%。独立 ASTRAZENECA 数据集验证显

示平衡准确率提升 13%, 证明了模型在药物组合筛选

中的高准确性和良好泛化能力[26]。GraphSynergy模型

基于蛋白质−蛋白质相互作用网络, 通过图卷积网络

和注意机制预测协同抗癌药物组合。该模型在Drug‐

CombDB 和 Oncology-Screen 数据集上的准确率分别

达到 0.755 3和 0.755 7, 相比最新发布的 DeepSynergy

算法分别提升了约 12%和 11%。模型在训练过程中分

配高权重的关键蛋白在转录和转录调控等分子功能及

生物过程上发挥重要作用, 从而提升了药物组合预测

的准确性[27]。

SynergyX是一个多模态相互作用网络, 通过整合

药物和细胞系多组学数据, 实现抗肿瘤药物组合的高

精度预测, 比次优模型高出 2%～10%。跨数据集验证

显示其稳健性良好, R2值仅下降约 2%, 并可通过跨模

态融合编码器捕捉药物−细胞相互作用, 保证预测可

解释性[28]。MatchMaker 模型结合药物化学结构与细

胞系基因表达谱, 通过先对单药在特定细胞系中学习

嵌入, 再将嵌入向量拼接进行协同效应预测, 实现药物

相互作用的量化。相比高通量筛选, 该模型可显著减

少实验需求。在对比实验中, MatchMaker优于 Deep‐

Synergy、TreeCombo、随机森林和 ElasticNet 等传统
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ML方法, 体现了其在药物组合协同预测中的优势[29]。

随着这些方法的提出, 研究重点也逐渐从单纯追

求预测性能转向模型的临床适用性。一方面, 机制可

解释性成为重要考量。许多模型通过注意力权重、图

结构池化或特征归因方法, 能够定位到在药物协同中

起关键作用的基因或通路, 从而为预测结果提供生物

学解释。另一方面, 疗效与毒性的平衡日益受到重视。

一些研究在模型中同时引入疗效和毒性相关的表型数

据, 或通过多任务学习框架并行预测协同效应和潜在

不良反应 , 从而避免推荐高效但高毒性的药物组

合[30-32]。此外, 多目标优化策略也被引入到联合药物

筛选中, 使模型能够在“最大化疗效”与“最小化毒性”

之间寻找折中解 , 并输出更具临床可行性的候选方

案[33-35]。AI不仅显著提升了联合药物筛选的效率和准

确性, 也正在通过增强可解释性、引入毒性−疗效权衡

及多目标优化等策略, 推动该领域向更具临床转化潜

力的方向发展。

1.3　分子对接　分子对接是筛选潜在活性化合物并

支持后续先导化合物发现的重要策略之一。近年来, 

AI驱动的受体−配体对接模型不断发展, 受体−配体对

接模型不仅可以通过等变神经网络等方法直接生成复

杂的三维原子坐标[36], 还可以学习受体与配体之间距

离的概率密度分布, 从而实现结合构象的高效预测[37]。

分子对接主要涉及基于蛋白质三维结构、分析靶蛋白

结合位点特征及其与小分子药物的相互作用, 采用亲

和力评分函数评估蛋白与药物的结合亲和力, 从大量

的化合物分子中选择具有高预测评分的候选化合物用

于后续的生物活性测试。如DL对接平台DeepDocking

结合 FRED 对接程序时 , 可以快速准确地计算出

ZINC15库中 13.6亿个分子与 12个主要靶蛋白的对接

分数, 并证明了高达 100倍的数据缩减和 6 000倍的高

评分分子的富集[38]。DL算法KDBNet结合了 3D蛋白

质和分子结构数据来预测结合亲和力, 实验表明其在

预测激酶药物亲和力方面优于现有的DL模型。当与

贝叶斯优化框架集成时, KDBNet实现了数据高效的

主动学习, 并加速了对各种高结合激酶药物对的探索

和利用[39]。也有研究报道主动学习和贝叶斯优化等技

术是解决化学空间搜索问题的有效方法, 成为提高筛

选效率的关键[40]。

早期ML在亲和力预测方面的成功激发了人们对

DL模型的兴趣, 而且这些模型处理三维结构和非结构

数据的性能可能优于传统的评分函数。如一种通用三

维分子表征学习框架Uni-Mol显著扩展了分子表征能

力和应用范围。在蛋白质−配体结合构象预测任务中, 

其预测均方根偏差可低至 1.23 Å, 而在分子构象生成

任务中 , 成功率超过 90%[41]。除了利用 GNN 外 , 

DiffDock将DL与图卷积网络相结合, 实现蛋白−配体

盲对接预测, 显著提高了分子对接的准确性和计算速

度。该方法在评估全氟烷基和多氟烷基物质与血液蛋

白结合亲和力方面显示出高效性能, 为研究其在人体

内的命运及潜在分子作用路径提供了快速手段[42]。

RTMScore是一种新的评分函数, 其通过混合密度网络

建立残基−原子距离似然势模型。在CASF基准的对

接测试中, RTMScore在Top1对接成功率上达到 93.1%

和 89.7%, 显著优于大多数 DL 方法和传统方法。此

外, RTMScore在正向筛选任务中, 可在排名前 1%、5%

和 10% 的候选分子中 , 分别识别出 66.7%、83.6% 和

90.1%的最高亲和力配体; 并且在反向筛选任务中也

保持了明显优势。RTMScore在对接准确性和筛选能

力上均展现出优于现有主流方法的综合性能[41]。

PLANET模型结合蛋白结合口袋的三维结构和配体二

维结构。在主流公开数据集的评估中, PLANET达到

了与传统对接程序Glide相当的精度, 但它花费的计算

时间不到 Glide 计算时长的 1%[43]。这些 AI参与的分

子对接算法改进有效地提高了其性能, 具有良好的应

用前景。

1.4　分子生成与大模型驱动的设计　随着生成式AI

的快速发展, 分子生成与优化逐渐成为药物筛选的重

要补充手段。不同于传统的基于配体或结构的虚拟筛

选, 这类方法能够直接在化学空间中生成具有特定性

质的新分子, 从而实现“设计−筛选”一体化, 加速活性

化合物的发现。

扩散模型的兴起显著推动了分子生成领域的研

究。与变分自编码器、生成对抗网络等早期方法相比, 

扩散模型在建模复杂分子分布时表现出更强的稳定性

与表达能力。如SE(3)-等变扩散模型能够保持三维分

子结构在旋转与平移下的不变性, 从而在蛋白−配体

复合物的三维生成和柔性对接任务中取得了优异表

现[44]。此外, 跨尺度蛋白−配体建模还可直接生成与靶

蛋白结合口袋匹配的小分子结构, 通过引入多目标优

化策略, 同时考虑分子的合成可行性和对接分数, 模型

的可合成性分数可提升至 0.78, 相比传统方法和未优

化模型具有明显优势[45]。

大规模语言模型也被引入分子序列与图结构的建

模中。3D-MolT5通过统一编码分子的一维序列、三维

结构和文本信息, 实现了跨模态理解。在下游任务中, 

包括分子性质预测、三维分子描述生成和文本驱动分

子 生 成 , 3D-MolT5 均 优 于 传 统 基 线 模 型[46]。

ChemLLM则进一步将多模态能力扩展至分子图像处

理, 可同时执行分子图像描述生成、图像性质预测、图
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像到 SMILES 转换以及多目标分子图像设计等任务, 

在这些任务中表现优于现有多模态大模型, 并兼具较

强的任务通用性[47]。此外, 近期提出的多模态化学与

生物大模型能够同时处理分子结构与蛋白质序列, 甚

至整合分子图像等信息 , 实现跨尺度的相互作用预

测[48,49]。此类方法不仅提升了分子筛选与结合预测的

准确性, 还在复杂任务如抗体−抗原相互作用和蛋白−
小分子协同设计中展现出潜力。

2 图像识别 

图像识别技术与DL算法结合能够高效处理大量

实验数据 , 推动 HTS 的自动化 , 目前已广泛应用于

HCS、类器官和器官芯片技术。

2.1　高内涵筛选　自 1997年Cellomics公司推出首个

用于HTS的高内涵成像平台以来, HCS技术已成为药

物研发领域的核心技术之一。HCS 是一种基于细胞

图像分析的 HTS技术, 通过结合 DL与多组学数据分

析方法, 显著提升了细胞表型分类的效率和预测的准

确性[50]。传统的 HCS 方法多采用二维细胞培养和专

有算法进行图像分析 , 但随着开源软件 CellProfiler、

Definiens、Advanced Cell Classifier 和 DL 技术的发展 , 

图像分析从简单的定量测量扩展到复杂细胞表型的深

度分析。通过图像分割和特征提取算法, 这些软件能

够从复杂的图像中提取细胞的形态学特征, 为药物发

现提供了强有力的支持[51]。

通过将HCS与基因组学、蛋白质组学等多组学数

据结合, 研究人员能够更全面地了解细胞对药物的反

应和作用机制 , 从而加速新疗法的发现。利用

Image2Omics DL方法, 研究人员成功从高内涵图像中

预测了M1和M2型巨噬细胞中部分转录本和蛋白质

的丰度, 证明细胞成像可能可作为多组学测量的可扩

展替代方法[50]。此外 , 基于 YOLOv5 的 DL 检测在巨

噬细胞HCS中表现出优异的性能, 在高细胞密度区域

显著提高了检测精度, 运行速度提升了约 2倍[52]。跨

域一致性学习方法被提出用于解决批次效应问题, 在

没有高质量标签的情况下, 通过消除批次特定的噪声, 

提升了细胞表型的分类精度, 进而提高了治疗效果的

辨识能力[53]。HCS为表型组学提供了重要支持, 帮助

揭示细胞在治疗中的潜在变化, 为药物筛选提供了新

的方向。

有研究人员基于 LPS 刺激的小鼠巨噬细胞构建

DL 形态学筛选平台 , 通过 7 种荧光探针标记细胞表

型, 训练深度神经网络区分正常与炎症状态, 从2 259种

已知机制的化合物中筛选出 12个能显著调控 LPS诱

导细胞因子表达的活性化合物, 其中 7种为MEK1/2特

异性抑制剂。该高内涵分析方法为抗炎药物发现提供

了新策略[54]。此外, DL平台 FociNet可自动分割全场

荧光图像并剖析每个细胞的DNA损伤。经 6 000张单

核图像注释训练后, FociNet能较好地完成对细胞的正

常、受损或无信号状态分类。它还用于分析 315种中

药天然化合物 HCS的 5 000多张病灶图像数据集, 成

功鉴定出依伏地胺等几种能显著减少DNA损伤标志

的新型活性化合物, 其中异甘草素能显著减少双链断

裂。该研究提供了基于显微镜评估DNA损伤的AI辅

助新药发现的新思路[55]。

在HCS中, 数据质量对模型性能至关重要。典型

端到端管线包括原始图像采集、标注策略、预处理和特

征提取等环节。标注策略可采用手工注释、半监督学

习或基于已知表型的自动标注, 以保证训练数据的准

确性[56]。批次效应是高通量实验中常见问题, 不同实

验批次、成像条件或染色批次可能引入系统性偏差, 可

通过批次标准化、对抗性训练或跨域一致性学习等方

法进行矫正[57,58]。

2.2　类器官　类器官是一种来源于干细胞或组织特

异性祖细胞的三维培养系统, 能够在体外模拟器官的

复杂结构和功能。因此, 它们被广泛用于疾病建模、个

性化医疗和药物筛选。然而, 传统的类器官分析方法

通常依赖于手动评估或低效的计算方法 , 难以满足

HTS的需求。DL技术在图像分割、目标检测和时空分

析等领域的快速发展, 使其在类器官研究中展现出巨

大潜力。基于DL技术的AI为类器官的自动化检测、

形态学分析、功能评估和药物筛选提供了强大的支持。

类器官的大小、形状、结构完整性等形态特征是评

估其健康状态、增殖能力和药物反应的重要指标。然

而, 类器官的三维培养环境使得成像过程中容易受到

焦平面、光散射和样本异质性的影响, 从而增加了形态

分析的难度。近年来, DL技术在类器官形态分析中展

现出卓越的性能。如OrganelX和OrgaSegment采用基

于 DL的分割方法, 实现了对小鼠肝类器官和囊性纤

维化类器官的自动检测和形态学量化, 提高了测量的

准确性和一致性[59]。此外, Deep-Orga利用轻量级神经

网络RepVGG优化了计算效率, 在中型和小型类器官

检测中分别实现了 74%和 48%以上的平均精度均值, 

为高通量分析提供了可行方案[60]。

除了形态特征, 类器官的生长速率、分化趋势和细

胞死亡等动态行为也是衡量其生物学功能的重要参

数。传统的 ATP 测定方法只能提供整体生长活力信

息, 无法解析单个类器官的响应。基于AI的视频分析

方法, 如使用 SAM 和 DINOv2的时空分析模型, 能够

从长时间序列显微镜数据中提取高维特征, 实现对类

器官药物响应的精准预测, 在 4个验证集上的平均预
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测误差仅为 0.175 5[61]。此外, Cellos将传统计算方法

与 DL结合, 能够在三维类器官中区分不同类型的细

胞, 并定量分析其空间分布。在对混合荧光标记的类

器官中, Cellos可准确计算不同克隆细胞的比例, 并追

踪药物处理下的克隆特异性响应, 进一步提升了类器

官功能评估的精细化程度[62]。

随着类器官模型在HTS中的广泛应用, 如何高效

解析其形态与响应特征成为关键问题。基于 AI 的

HTS 策略不仅能提高实验效率, 还能优化筛选流程。

如 3D-Organoid-SwinNet 结合 Transformer 模型 , 实现

了更精确的类器官分割 , 验证集上的 Dice 指数高达

94.9%, 且模型仅含约 2 100 万个参数, 为蛋白质读取

和药物筛选提供了更高效的解析工具[63]。此外 , 

ACU2Net通过改进U-Net结构, 在膀胱癌类器官药物

筛选中显著提升分割精度, 其敏感性、特异性和 F1值

分别达 94.81%、88.50%和 91.54%, 为抗癌药物效果评

估提供了可靠工具[64]。

2.3　器官芯片　器官芯片是基于微流体细胞培养的

仿生体外系统, 与传统的二维细胞培养或动物模型相

比, 器官芯片具有更高的生理相关性, 并能提供动态的

实验环境, 更加真实地模拟人体器官的生理状态和疾

病过程。器官芯片的 HTS往往依赖端到端的数据处

理管线, 包括图像采集、预处理、分割与特征提取、动态

行为分析以及预测模型训练等环节, 从而确保能够将

原始成像数据系统化地转化为功能性结论。

如何维持稳定且动态的细胞培养环境是器官芯片

领域的一大难题 , 尤其是在多器官系统 (multiple 

organ system, MOS) 模型中, 其环境的稳定性和动态调

控更具挑战性。由于人体是一个复杂的生理系统 , 

MOS通过微型通道集成多个细胞培养室, 以模拟药物

作用下的整体生理功能, 从而更全面地解析药物的剂

量反应和毒性机制[65]。因此, 确保器官芯片在动态培

养条件下的稳定性对于模拟真实的体内环境至关重

要。DL等AI技术已广泛应用于分析来自器官芯片传

感器的多维数据, 这些传感器可实时监测 pH值、氧气

水平、代谢活动乃至细胞形态等关键生理参数, 以优化

实验条件, 提升数据的准确性和实验的可重复性[66]。

智能器官芯片系统 (intelligent organ-on-a-chip, 

iOOC) 能够实时反馈动态调节电、化学或机械刺激, 以

维持器官模型的稳态, 从而更准确地模拟生理系统中

的反馈调节机制。通过借鉴工程学中的闭环控制策

略, iOOC可以集成生物传感器监测关键生理参数, 将

测得的数据与目标状态进行比较, 以计算误差并调整

刺激输入。常见的控制方法包括开/关控制、比例−积
分−微分控制, 以及结合ML的预测性优化策略[67]。AI

与器官芯片之间的实时反馈循环不仅加速了潜在活性

化合物的发现, 还帮助研究人员在器官层面深入理解

疾病机制, 推动了临床前研究向临床应用的转化。

CNN与光学显微技术及其他成像技术的结合, 显

著提高了对器官芯片中细胞行为与形态变化的分析效

率[68]。AI驱动的图像识别系统能够自动化地检测药

物处理后的细微变化, 如细胞形态变化或膜完整性损

伤, 而这些变化往往是药物毒性或疗效的重要指标, 从

而为HCS提供了更加精确的信息[69]。

3 总结与展望 

AI技术在HTS中的应用, 极大地推动了药物研发

的智能化进程。随着ML和DL技术的不断发展, AI在

化合物筛选、图像分析和数据处理等方面优势显著。

AI技术不仅优化了传统HTS方法的局限性, 还在联合

药物筛选和多模态数据融合中提供了新的解决方案。

如基于GNN的化合物性质预测模型, 成功提升了化合

物的药物代谢、毒性预测等关键指标的准确性, 为潜在

活性化合物和先导化合物的发现与优化提供了重要参

考。DL 方法还被广泛应用于药物−靶标相互作用预

测、分子生成以及 HCS图像分析中, 进一步加速了药

物发现的步伐。

尽管AI技术在HTS领域应用广泛, 但仍存在一些

局限性。在药物发现和生物医学领域, AI模型需要处

理高维复杂数据, 导致计算资源消耗巨大[70]。虽然DL

通过自动特征提取和非线性建模显著提高了预测精

度, 但其模型训练过程不仅需要大量标注数据, 还伴随

着高昂的计算成本[71]。此外, AI模型的可解释性问题

和透明度也严重制约了其在药物筛选和生物活性预测

领域的进展[72]。

随着计算能力的持续提升和分布式计算技术的发

展, 未来AI模型的训练成本有望降低。云计算和边缘

计算的深度融合将为大规模数据处理提供更强大的技

术支持[73]。在模型发展方面, 可解释性AI将成为重点

研究方向, 开发透明、可追溯的算法将有助于增强 AI

在药物研发中的可信度和实用性。在药物组合筛选领

域, AI将在应对抗药性问题和复杂疾病治疗方面发挥

更大作用, 为创新药物组合方案的设计提供有力支持。

此外, 多模态学习和跨领域数据融合技术的突破将推

动HTS向更高层次发展, 使AI技术在海量数据的深度

挖掘与综合分析中展现出更大的应用价值。随着技术

不断发展和优化, AI将在药物发现和疾病治疗领域得

到更广泛的应用, 进一步推动个性化治疗和精准医疗

的发展。
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