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大语言模型在药物相互作用预测中的应用及研究进展
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摘要: 随着人工智能 (artificial intelligence, AI) 技术的飞速发展, 大语言模型 (large language model, LLM) 在生

物医药和临床领域中的应用逐渐深化。药物相互作用 (drug-drug interaction, DDI) 预测是药物研发和应用中具有复

杂特性的一种安全性研究, 传统方法依赖于实验验证或基于规则的计算模型, 具有耗时和更新滞后的缺点。大语言

模型通过语义建模与整合多形态数据知识推理为药物相互作用预测提供了新范式。本文系统叙述了深度学习与大

语言模型在 DDI 预测中的技术进展 , 应用案例和技术难点。基于 ChatGPT-4、DouBao、ERNIE Bot、Kimi Chat 和

DeepSeek-R1五种主流大语言模型在可验证的药物组合DDI分析任务中的表现, 探索大语言模型在药物相互作用

预测中的应用价值并对未来发展趋势提出展望, 为系统开发、个体化预测优化以及标准化DDI预测框架构建提供参

考, 以期推动LLM从实验室向临床的转化进程。
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Abstract: With the rapid development of artificial intelligence technology, the application of large language 

model (LLM) in the field of biomedical and clinical applications has gradually deepened. Drug-drug interaction 

(DDI) prediction is a kind of safety study with complex characteristics in drug development and use, and 

traditional methods rely on experimental validation or rule-based computational models, which are time-consuming 

and lagging in updating. Big language models provide a new paradigm for drug interaction prediction through 

semantic modeling and integrating knowledge-based reasoning on polymorphic data. In this paper, we 

systematically review the technical progress, application cases and technical difficulties of deep learning and big 

language modeling in DDI prediction. Based on the performance of five mainstream big language models, namely 

ChatGPT-4, DouBao, ERNIE Bot, Kimi Chat, and DeepSeek-R1, in the verifiable drug combination DDI analysis 

task, we explore the value of the application of big language models in drug interaction prediction and provide an 

outlook on the future development trend, and system development, individualized prediction optimization, and 

standardized system development, individualized prediction optimization, and the construction of a standardized 

DDI prediction framework, with a view to promoting the translation process of LLM from the laboratory to the 

clinic.
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药物相互作用 (drug-drug interaction, DDI) 是指两

种或多种药物在同时或先后使用, 通过影响药物的理

化性质、药代动力学和药效学所产生的药效变化或不

良反应现象, 其临床发生率高达 30%, 尤其在老年患者

和慢性病患者, 药物的多重使用使得这些风险更为突

出[1,2]。DDI的临床诊断多依赖于医生的临床经验, 具

有一定的主观性和个体差异, 传统药学知识难以满足

复杂的用药场景相互作用识别, 给临床用药带来安全

隐患[3]。相比之下, 人工智能 (artificial intelligence, AI) 

技术依靠其对大量、繁杂医学知识高效的分析与整合

能力, 显著增进药物相互作用预测的客观性与可解释

水平[4]。以AI技术实现DDI预测具有显著的临床意义, 

但受高质量数据集获取、运用以及人工智能建模差异

性的限制, 目前AI模型在临床中的实际应用效果仍需

进一步验证[5]。本文首次提出对多款中文主流大语言

模型 (large language model, LLM) 在 DDI 任务中的性

能进行系统评估, 采用多维指标横向比较模型表现, 并

针对传统的深度学习模型和LLM当前面临的技术难

点和局限性进行介绍, 以可验证数据对主流的LLM进

行DDI预测评估, 旨在为开发更可靠的LLM并优化临

床决策方案提供建议与参考。

1 应用于DDI预测的AI模型分类 

传统的深度学习模型和 LLM在是两种进阶发展

的AI技术, 深度学习是基础技术框架, 从结构化数据

中学习复杂模式, LLM是其扩展应用, 在 DDI预测和

研究中广泛应用, 显著提升了药物不良反应发现、临床

决策和药物安全性评估的效率与准确性[6]。深度学习

为DDI预测提供了强大的特征学习框架, LLM可快速

筛选海量文献, 辅助构建DDI知识库, 为深度学习模型

提供高质量训练数据。

1.1　传统深度学习模型及其在 DDI 预测中的应用　

深度学习通过模拟人脑神经元连接的多层神经网络架

构, 自动从原始数据中学习多层次的特征表示, 并将简

单的特征组合成更复杂的特征, 避免了人为的特征提

取[7,8], 见图 1。在图像识别、语音识别、自然语言处理

等多个领域取得了突出的应用效果[9]。在药物相互作

用中深度学习在药物分子结构解析、生物通路、蛋白质

相互作用等方面发挥重要作用, 通过对数据集信息的

特征捕获, 实现药物相互作用的预测, 代表模型包括循

环神经网络 (recurrent neural network, RNN)、图神经网

络 (graph neural network, GNN)、卷积神经网络 (convo‐

lutional neural network, CNN) 等[10-12], 见表1[13-24]。

RNN是一种用于处理序列数据的神经网络架构, 

在药物研究领域展现出多方面的重要应用[25]。RNN

能够有效处理药物的序列数据，提取药物相互作用信

息, 处理药物序列中的时间依赖性和长期依赖关系[26]。

RNN还常用于建模药物相互作用过程, 模拟药物在体

内代谢、吸收等动态过程, Halder等[13]提出的深度序贯

学习架构DDINet模型, 基于排泄、吸收、代谢等机制预

测和分类DDI, RNN对动态过程进行建模以提升预测

准确性。

GNN是一种用于处理图结构数据的深度学习模

型, 在建模药物相互作用网络方面, 能够将药物及其相

互作用关系以图结构呈现, 药物为节点, 相互作用为

边, 进而有效捕捉药物间复杂关系[27]。Shen等[28]利用

NPI-GNN 方法便借助 GNN 基于结构对 RNA-蛋白质

相互作用预测, 根据网络信息和序列信息预测新的交

互, 使药物结构特征可视化, 从而达到更好预测结果。

CNN是一种特殊类型的人工神经网络, 主要用于

分析视觉图像, 在药物研究领域展现出强大的应用潜

Figure 1　Application of deep learning model in drug interaction prediction

·· 2123



药学学报 Acta Pharmaceutica Sinica 2025, 60(7): 2122−2131

力, 通过自动提取药物的化学结构特征, 借助多层卷积

操作与激活函数等, 对药物化学结构等特征进行提取

和转换, 用于DDI预测任务的药物特征表示[29-31]。CNN

具备处理多模态数据的能力, SSF-DDI模型从药物的

化学亚结构、药物序列和药物分子图结构等多模态数

据中学习药物组合的特征表示, 更全面地捕捉药物间

的相互作用信息[21]。

1.2　大语言模型的分类与技术特点　LLM是一种基

于Transformer架构的深度学习模型, 专门用来处理自

然语言任务的人工智能系统, 通过在大规模语料库中提

取知识进行训练, 学习语言的统计规律、语义关系以及

上下文逻辑, 专注于处理和生成自然语言[32,33], 见图 2。

作为自然语言处理领域的核心技术, LLM能够高效地

处理自然语言数据, 捕捉语法结构的复杂性、词汇的细

微差异以及语义的深层含义, 且对人工干预的需求低[34]。

目前国内外常用的经典 LLM 主要分为 ChatGPT-4、

Kimi Chat、DouBao、ERNIE Bot 和 DeepSeek-R1 等。

依据训练方式的不同, 主要分为四种不同类型, 在语言

推理和逻辑输出层面具有不同的优势, 适用于多种应

用场景, 见表2。

ChatGPT 借助自注意力机制 , 突破了传统 RNN、

CNN模型远距离信息易丢失的难题, 能够高效捕捉长

距离文本依赖关系[35]。同时ChatGPT通过自监督学习

方式在大规模多源语料库上进行预训练, 与传统模型

不同的是ChatGPT无需人工标注学习语言规律, 这极

大节省了时间提高效率[36]。在技术优化上, OpenAI通

过调整模型深度等架构参数增强表达能力, 并应用超

参数调优和蒸馏模型等压缩技术来提升效率与推理速

度[37]。引入强化学习的方法进一步优化了对话交互质

量提升实时响应的表现[38]。Radha等[39]用ChatGPT-3.5

对 120名住院患者药物相互作用输出结果与药师进行

比较, 在常见药对中模型输出结果较好, 对于有些药物

Figure 2　Application of large language model (LLM) in drug interaction prediction

Table 1　Construction of deep learning models based on recurrent neural network (RNN), graph neural network (GNN), convolutional 

neural network (CNN) algorithms. GRU: Gated recurrent unit; LSTM: Long short term memory; BiLSTM: Bidirectional long short-term 

memory; GIN: Graph isomorphism network; MLP: Multilayer perceptron; GCL: Graph convolution layer; FCC: Fully connected layer; FW-

RFE: Feature elimination based on feature weights; SVM: Support vector machines

Model architecture
RNN
RNN
RNN
RNN
GNN
GNN
GNN
GNN
CNN
CNN
CNN
CNN

Model
DDINet
TA-RNN
RNN-VirSeeker
RNN-BiLSTM-CRF
SS-GNN
LR-GNN
BPI-GNN
DeepRank-GNN
SSF-DDI
SGRU-CNN
CNN-FWS
CNN-SVM

Composition
RNN; GRU; LSTM
RNN; LSTM; GRU
RNN; LSTM; NLP
RNN; BiLSTM
GNN; GIN; MLP
GNN; LR; GCN
GCN; ImageNet; MGC
GNN; GCL; FCC
CNN; Mix-attention; SGFE
GRU; CNN
CNN; FW-RFE
CNN; SVM

Dataset
Kaggle; DrugBank
ADNI; NACC; MIMIC-III
CAMI; NCBI
BioVid
PDBbindv2016; PDBbindv2013
LDA; MDA
ABIDE
CAPRI
DrugBank; Twosides
DrugBank; MEDLINE
PTB-XL; ECG
PhysioNet

Accuracy/%
95
73
92
93
85
95
91
82
87
74
90
99

Ref.
[13]
[14]
[15]
[16]
[17]
[18]
[19]
[20]
[21]
[22]
[23]
[24]
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组合模型敏感度低, 不能准确识别相互作用。在一项

临床情景的ChatGPT生成的鉴别诊断中ChatGPT-4正

确诊断率超过80%远超Chat-GPT-3.5[40]。

ERNIE Bot通过预训练−微调方法集成的大语言

模型, 模型的开发引入了互联网公开数据集, 显著提升

了模型的泛化能力和专业问答准确性[41]。ERNIE Bot

还深度融合百度知识图谱, 基于知识增强的预训练, 采

用 ERNIE架构, 针对中文语言特性进行深度优化, 提

升中文理解和生成能力, 在中文处理领域比GPT系列

更具优势[42]。在外科住院医师考试中的表现中ERNIE 

Bot优于住院医师表现[43]。在一项评估全球领域与中

文领域 LLM解决中国特定近视相关问题方面, 百度的

ERNIE Bot和ERNIE 4.0大语言模型表现优秀, 无需格

外提示就能输出预期的结果[44]。

DeepSeek-R1基于强化学习算法的混合专家模型

架构, 提高模型效率的同时大大降低了训练和推理时间

以及资源消耗[45]。通过多头潜在注意力技术降低计算

复杂度, 提升模型对复杂语义和长距离上下文的理解能

力, 大幅度提升训练效率[46]。DeepSeek利用含350万代

码样本的 CODEI/O数据集将代码等信息合成为自然

语言思维链, 构建训练样本, 开创深度思考这一功能, 

将模型思考过程输出便于用户理解的同时减少黑箱模

式的不透明性[47]。在医疗任务和临床推理方面表现突

出, DeepSeek提供的诊断推理步骤被认为比ChatGPT

和 Llama 3.1-405B 提供的诊断推理步骤更准确[48]。

DeepSeek-R1 是开源模型, 允许用户查看模型的代码

根据自己的需求进行微调, 以适应特定任务或领域, 同

时构建性能更好的蒸馏版本, 适用于医学研究和临床

实践[49,50]。

DouBao采用稀疏混合专家架构, 与DeepSeek-R1

混合专家架构相比 , DouBao 只激活一部分“专家”模

块, 通过稀疏混合专家架构设计, DouBao1.5 Pro实现

了仅激活1/7参数就达到很好的使用效果, 显著降低了

计算成本[51]。DouBao区别于其他LLM一大特点是多

模态端到端训练和低延迟优化。DouBao提出Speech2

端到端框架, 将语音与文本Token融合, 支持语音指令

控制、低时延打断等功能, 实现真人级交互体验, 通过

动态参数调整和算子级优化实现 10 ms 级低延迟响

应, 远超平均大语言响应水平, 适合实时交互与资源受

限场景[52,53]。豆包中国牙科执照考试中提供解释时与

参考答案的一致性最高, 准确率能达到98%[54]。

Kimi Chat与DouBao相似都采用稀疏混合专家架

构和强化学习技术, Kimi Chat仅需激活 2.8B参数就能

实现高效推理工作, 针对长链式思维任务, Kimi Chat

通过长上下文扩展技术将推理窗口扩展至 128K, 支持

复杂任务的长链推理。结合部分回溯技术优化训练效

率, 提升资源利用率[55,56]。Kimi Chat的核心优势在于

能够支持200万字无损上下文输入, 远超ChatGPT-4等

LLM[57]。目前Kimi Chat已广泛应用于护理诊断、医疗

诊断等领域, 成为国产AI模型中的标杆产品。Cao等[58]

基于神经外科患者的临床病例, 构建了一个提示框架, 

Kimi Chat在生成诊断和临床方面具有潜力。

1.3　大语言模型在药物相互作用中的应用　随着

ChatGPT-4o、DeepSeek-R1 等 LLM 的发布 , LLM 在药

物相互作用方面的发挥出越来越多的潜力[59]。LLM在

DDI方面的应用涵盖了临床分析、个性化医药以及安

全性评估等多个领域, 很大程度上提升了药物研究和临

床实践的效率[60]。ChatGPT作为生成式AI模型, 能够

通过分析患者诊断信息和处方药物数据, 预测潜在的药

物相互作用[61]。LLM还在患者用药教育中发挥作用, 尤

其是在多药联用普遍的患者中, 生成通俗易懂的药物相

互作用说明。对ChatGPT-4模型分别用通用提示和定向

提示法, 分析FDA药品标签数据评估药物对肝、心、肾

的毒性, 结果显示LLM的评估结果接近专家水平[62,63]。

Table 2　Common large language models and their applications in the field of drug interactions

Model
ChatGPT-4

Kimi Chat

DouBao

ERNIE Bot

DeepSeek-R1

Training method
Supervised learning styles 

and intensive learning
Sparse hybrid expert 

architecture and 

reinforcement learning
Mix expert models and 

fine-tuning

Pre-training and fine-

tuning

Mix expert models and 

fine-tuning

Feature
Real-time response

Long text analysis

Optimization for 

lightweight training and 

recreational scenarios
Outstanding Chinese 

comprehension skills

Open source modeling and 

deep thinking

Clarification
Self-improvement without extensive 

manual labeling
Some experts are involved in the 

calculations to make optimal decisions

Flexible selection or fusion of experts to 

introduce multiple modal information such 

as images and audio
Pre-training on unsupervised corpus, small 

amount of labeled task-related data for 

fine-tuning
Simultaneous utilization of multiple expert 

models and tuning of expert models

Application scenario
Information for healthcare 

professionals, 

popularization of science 

for patients, prediction of 

potential interactions, 

assessment of drug 

interaction mechanisms
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DeepSeek-R1和ChatGPTo3模型在药物诱导的骨毒性

预测中分别实现了87%和88%的准确率[64]。LLM能够

快速处理大量多模态数据, 挖掘药物组合信息并预测

药物不良反应, 在药物相互作用领域展现出巨大潜力。

1.4　深度学习和大语言模型的技术难点　深度学习

在药物相互作用预测中的优势在于能够通过多层神经

网络自动提取药物分子的化学结构、分子指纹等特征, 

更偏重于结构化数据的分析和特征提取[65]。基于图神

经网络等深度学习分析药物−药物相互作用或药物靶

点预测得到很好的应用。但深度学习对高质量标注数

据的依赖性高, 而药物相互作用数据通常稀缺且昂贵, 

这限制了在药物领域的广泛应用[66]。同时深度学习

“黑箱”模型缺乏可解释性难以直观展示药物相互作用

的具体机制, 这在药物研发和临床应用中可能带来信

任问题[67]。

基于深度学习开发的LLM, 通过从海量文本中提

取语义特征, 在药物相互作用领域展现出强大的迁移

能力和跨任务泛化能力, 可以快速适配多种任务, 从文

献中挖掘药物组合信息或预测药物不良反应, 并通过

模型微调实现特定领域的高效应用。LLM对训练数

据的需求极大, 而药物研发和源于真实世界临床数据

集相对有限, 导致在特定任务上的表现受限[68]。LLM

复杂结构导致解释成本更高, 需兼顾真实医疗环境的

复杂性, 小样本的数据稀疏问题, 易导致模型难以准确

预测[69]。

2 大型语言模型在药物相互作用中应用价值评估 

2.1　验证方法　本研究选取了 ChatGPT-4、DouBao、

ERNIE Bot、Kimi Chat、深度求索DeepSeek-R1这五种

热门 LLM。这些模型在自然语言处理任务中表现出

色, 有望在药物相互作用预测中发挥重要作用。为了

验证这些模型在药物相互作用预测中的预测效果, 选

取了DDInter2.0和DrugBank数据库中已验证的西药−
西药药物组合 13种药物 30组药物组合, 以及实验室前

期验证过的中药−西药药物组合数据选取 4组, 涵盖了

转运体、代谢酶、理化作用和药效 4个维度的信息, 为

模型的验证提供基准数据信息[70]。

在模型输入环节, 对每个LLM注册全新账号并固

定提示词, 确保模型输出一致性。提示词如下“对两种

药物 (A药和B药) 进行以下分析: 结合PubMed、Drug‐

Bank、DDInter2.0 数据库 , 在转运体、代谢酶、理化性

质、药效四个方面分析药物具体相互作用, 并输出参考

文献名称。”记录输出的结果, 模型的结果输出经两位

临床药师进行确认, 两名药师独立进行DDI严重程度

评分, 为避免相互干扰,采用单盲设计, 最终分歧通过

第三方资深药师仲裁解决。与验证数据做对比, 将 0

到 2的分数分配给LLM回答, 分别表示不正确 (0)、部

分正确 (1)、完全正确 (2)。根据LLM输出结果在代谢

酶、转运体、理化性质、药效和文献支持度五个方面的

准确率对模型的预测效果进行评估。

2.2　LLM输出结果与分析　五种LLM在药物相互作

用预测与参考数据对比中, DeepSeek-R1模型综合准确

率 86%, 其他按照准确率高低依次为 ChatGPT-4 模型

准确率 84%、DouBao模型准确率 79%、Kimi Chat模型

准确率 78%、ERNIE Bot模型准确率 76% (预测结果最

差)。加入中药−西药组合后, 增加了预测复杂性, 所有

LLM与验证数据准确率略有下降, 但排名未发生变化, 

其中DeepSeek-R1模型准确率84%在五个LLM中药物

相互作用预测效果最佳, ChatGPT-4模型准确率 82%、

DouBao模型准确率 78%、Kimi Chat模型准确率 77%、

ERNIE Bot 模型准确率 75%。整体来看 DeepSeek-R1

和ChatGPT-4模型在药物相互作用预测中表现最为稳

定 , 准确率都在 80% 以上 , ERNIE Bot 的表现相对较

弱, 评价结果见图3。

在代谢酶方面, DouBao表现最优, 准确率为 90%, 

加入中药后为降低到 79%。这五种 LLM对常见药物

的代谢机制理解较佳, 但是在涉及中药成分时, 不准确

率的比例明显增加。在苯巴比妥和普萘洛尔组合中, 

DDInter2.0数据库中是没有代谢酶相关信息的, 但这

五种 LLM 均输出相应代谢酶 CYP1A2, 猜测是因为

DDInter2.0 数据库未更新相关数据。这说明 LLM 在

某种程度上能够弥补传统数据库的不足, 尤其是在数

据更新滞后或信息缺失的情况下, LLM通过其训练数

据和知识整合能力, 推测出可能涉及的CYP1A2代谢

酶。对于中药−西药药物组合Kimi Chat在代谢酶方面

预测结果与验证数据一致, 预测准确率较好。西药−
西药药物组合中, ERNIE Bot出现三组与参考数据出

现完全不一致情况 , 而 DeepSeek-R1、ChatGPT-4LLM

主要的问题是结果只涵盖部分代谢酶主要是CYP3A4, 

未能全面考虑所有相关的代谢酶, 从而导致输出的信

息不够完整。猜测可能是LLM在训练过程中对高频

出现的CYP3A4代谢酶赋予更高的权重, 而对低频或

特定场景下的 CYP2D6 等代谢酶关注不足。对五个

LLM 输出结果的细节描述分析, 发现 LLM 更侧重描

述代谢酶在药物相互作用中的整体作用和临床意义, 

但是在基因多态性对药物代谢和相互作用的影响上输

出内容较少涉及。

在转运体方面, Kimi Chat在转运体预测中表现最

佳, 尤其是在西药−西药药物组合场景下的预测准确

率最高 , 分析输出结果发现 Kimi Chat、ERNIE Bot 等

更侧重于描述转运体在药物吸收、分布、排泄等过程中
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的宏观作用, 输出结果仅为笼统的 P-gp并未输出具体

的转运体名称。单从结果准确率来看DouBao表现最

差 , 完全正确率仅为 44%, 但通过分析输出结果发现

DouBao能够识别到OATP、OCTs等其他转运体, 相较

于其他四个 LLM转运体的识别, DouBao在这一方面

表现较为突出。总体来看, 这五种LLM在转运体预测

方面并不理想, 均不能够准确地预测两药连用时可能

发生的具体转运体名称。

从理化性质预测结果来看, 五种LLM表现都非常

出色, 尤其在西药−西药药物组合预测中实现了完全

一致。虽然加入中药−西药药物组合后部分模型的准

确率略有下降 , 但整体表现仍然非常稳定。这五种

LLM都能够考虑药物的理化性质对药物相互作用的

影响, 总结药物的溶解度、稳定性、分子量等理化性质

分析药物在体内的吸收、分布和代谢过程。但不同模

型在对理化性质的综合分析和应用能力上有所不同。

其中 DeepSeek-R1能够结合文献, 具体分析药物的理

化性质与转运体和代谢酶的相互作用关系, 进而影响

药物相互作用的发生和程度。Kimi Chat、DouBao、

ERNIE Bot、ChatGPT-4只是简单提及理化性质对药物

相互作用的潜在影响, 缺乏具体的分析和应用。

在药效方面, DeepSeek-R1同样表现最佳, 准确率

为 80%, 而 Kimi Chat的准确率最低 60%, 可能与其推

理能力的局限性以及影响药效因素复杂性有关。这五

种LLM均能够理解药物相互作用对药效的影响, 输出

结果能提示药物相互作用导致药效是增强还是减弱, 

同时会提示两药同用发生的不良反应。能够分析药物

相互作用对药物疗效的影响机制, 具体说明如何通过

影响药物的血药浓度、作用靶点等来改变药效。但是

DeepSeek-R1、ChatGPT-4 能够结合药物的转运体、代

谢酶和理化性质等因素, 综合分析更准确地预测药物

相互作用对药效的影响 , DouBao、ERNIE Bot 等只是

进行简单的描述和分析, 缺乏深入的机制探讨和准确

的预测能力。

从总体来看 , DeepSeek-R1 在预测药物相互作用

的整体性能上表现最为稳定 , 其次是 ChatGPT-4, 而

ERNIE Bot、Kimi Chat和DouBao在特定领域存在一定

短板。在推理链条方面DeepSeek-R1和ChatGPT-4推

理思维逻辑更缜密, DouBao与Kimi Chat响应速度更

快。通过西药−西药药物组合与加入中药−西药的药

物组合对比分析发现, 中药−西药的预测结果并不理

想, 不一致的比例明显增加, 可能与中药成分复杂性和

多靶点作用机制有关。各模型在不同任务中的表现差

异反映了其在药物相关领域的知识覆盖深度和推理能

力的差异, 未来可通过增加专业领域数据和优化建模

方法进一步提升预测准确性。

本文还验证了 LLM 输出结果中的参考文献在

PubMed检索中的准确率, 结果显示不同的 LLM表现

出较大差异。其中KimiChat输出的文献真实度最高, 

对输出文献真实度进行验证, 发现 KimiChat在西药−
西药药物组合输出的文献在 PubMed数据库中都可以

检索到真实度 100%, 但是在关于中药−西药药物组合

文献检索真实度并不理想。DouBao输出的文献真实

度低于 50%, 而 DeepSeek-R1、ChatGPT-4、ERNIEBot

输出文献名称全为模型编撰, 这一类错误称之为模型

幻觉。推测可能与模型的训练数据有关 , KimiChat、

DouBao训练数据库中可能包含与DDI相关的高质量

生物医学文献, 在 PubMed检索时较为准确识别出相

关的文献。但是在中药方面输出的结果还是有所欠

缺, 在检索中药−西药药物组合时, KimiChat会在输出

时明确提醒用户“由于A药和B药之间的相互作用研

究较少, 以下是一些可能相关的文献, 但请注意这些文

Figure 3　Performance of large language model in drug-drug interaction (DDI) prediction and response quality assessment. A: Accuracy 

analysis of large language models based on DDI prediction indicators; B: Classification distribution of large language model responses by 

correctness (correct, partially correct, incorrect); Tpr: Transporter; ME: Metabolic enzyme; PC Inf: Physical-chemical information; PD: Phar‐

macodynamics
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献可能不直接涉及两者的相互作用。”LLM中的模型

幻觉是指模型在生成文本时, 有时会生成与输入内容

不相关、无意义或偏离输入的输出[71]。在本次验证过

程中ChatGPT-4等大语言模型输出的结果会提供具体

的文献名称、作者姓名以及杂志名称, 但通过对文献检

索验证, 结果显示文献并不是真实存在的, 模型输出的

结果极具迷惑性 , 在使用 LLM 时需要格外注意这个

问题。

通过对于上述药物组合预测的综合分析, 这五种

LLM 各有优缺, DeepSeek-R1、ChatGPT-4 在药物相互

作用预测总体性能上比其他几个LLM表现更优, 但是

在文献支持上KimiChat表现更加出色。DouBao在各

个方面表现中等 , ERNIEBot 综合表现最差。总体而

言, 大多数LLM在回答药物相互作用问题时表现出了

广泛的知识基础和推理能力, 能够帮助专业药学工作

者和医生掌握药物基础知识, 在预测药物相互作用方

面的潜力是巨大的。在药物相互作用方面LLM主要

是对药物机制理解不够, 对生物医学领域的专业知识

建模不足, 尤其是涉及到中药药物预测时, 可能的原因

包括模型参数、提示设置和训练数据。这体现出有必

要进一步改进, 增加训练数据量、调整模型超参数配

置、改进训练手段、进行更细致的评估以及引入领域专

业知识以增强模型表现。在一项不同参数大语言模型

对比中参数规模从 7B 提升至 33B 时 , 模型准确率从

21% 显著提升至 68%[72]。本次仅验证了 34 组药物组

合 , 样本量有限可能无法完全反映模型在不同类型

DDI 上的应用能力。选取的药物组合只针对两两用

药, 未涉及到多药联用复杂临床情境, 这些因素可能影

响结论的普适性。但根据本次验证结果, 也能看出不

同LLM的优点与不足, 结果具有参考意义。未来期望

能引入更多药物机制研究及相关实验验证数据, 以提

升模型对复杂药物任务的预测能力, 针对LLM输出文

献时的模型幻觉, 有望借助增加对DDI相关文献的标

注力度 , 加大标注数据的质量与数量 , 同时把 Drug‐

Bank、PharmGK等权威数据库以及药学领域的专业知

识与背景信息纳入模型训练, 以呈现最新的科研成果

和药物互作的知识内容, 增进模型的综合性。

3 讨论与展望 

3.1　大语言模型现有挑战　LLM在药物相互作用中

的应用仍存在一定的局限性。基于上述测试结果显示

几款LLM在药物相互作用预测方面表现较好, 但其针

对不同数据信息的理解仍然存在偏差, 预测结果存在

不确定性, 需结合使用者自身经验选择参考回答结果。

模型的局限性主要体现在以下几个方面, 首先算法合

理性问题突出, 通用模型因缺乏对医学领域复杂性的

适配性, 易产生错误判断, 需结合专业算法进行修正。

其次结果可验证性缺陷制约着临床信任, 黑箱决策机

制与模拟场景评估的局限性导致真实临床环境表现差

异显著[73]。伦理与安全风险同样不容忽视, 错误信息

传播可能引发误诊风险, 训练数据中的性别、种族差异

等社会偏见及隐私泄露问题亟待解决[74]。LLM 需要

海量数据支撑, 但医疗数据存在标注成本高、隐私限制

等问题不能直接用于临床。而通过 Lab2clean等算法

清洗工具, 虽然在一定程度上标准化格式和提升数据

质量, 但也不能保证结果真实性, 仍存在噪声[75]。当前

LLM主要为辅助工具使用并不能给出独立解决方案, 

其适用场景主要限于信息整合或初步筛查, 最终决策

仍需专业人员审核, 而在高风险领域需额外验证。解

释黑箱模型也是未来 LLM 面对的一大难题[76]。通用

的 LLM 未针对临床用途进行优化 , 容易生成虚假信

息, 在使用中要注意仔细辨别。

3.2　大语言模型发展脉络　跨学科多模态数据的引

入是未来 LLM 预测性能限制突破的有效手段。以

AlphaFold 3 为代表的分子结构图像跟文本联合建模

技术, 依靠构建多模态基础模型在图像、视频等领域实

现的突破, 表明跨模态语义理解将成为技术演进的关

键要点[77]。在医疗范畴中, 多模态模型在医学影像分

析、DDI预测等场景已呈现出显著优势, 其具备的跨模

态推理能力将助力医疗AI向更精准的临床辅助方向

前进[78]。随着医疗、药学等专业范畴的深度需求, LLM

正从通用语言模型向领域专用模型过渡, 对细分领域

的 EAST-GPT、ACS-GPT 等专业模型予以开发 , 代表

着模型架构经由专家知识注入与领域数据微调实现精

准契合[79]。临床决策支持系统得建立严格的验证机制

去应对数据偏见, 并采用专家协作框架去平衡生成能

力与伦理上的风险[80-82]。应对模型生成内容潜在的虚

假性风险, 要拟定数据治理的伦理守则, 医疗AI领域

已开始开拓“专家−开发者”协同验证机制的探索之路, 

采用建立数据溯源体系与临床验证流程的方式, 修订

ICMJE/COPE 指南 , 保障模型输出合乎药物安全标

准[83-85]。该治理模式将带动形成可检验可追溯的AI伦

理框架。针对传统大语言模型因参数量庞大引发的算

力瓶颈, 混合专家架构、模型压缩技术加上监督学习协

同策略成为研究热门方向[86-88]。采用动态稀疏激活机

制以及知识蒸馏技术, 模型推理效率能实现多个数量

级的增长, 让其在移动设备与边缘计算的场景中具备

可行性[89,90]。

LLM 在药学领域的技术潜力与临床挑战并存 , 

DDI预测的结果需要经过严格的临床验证, 确保在实

际应用中的安全性和有效性。现今LLM的预测结果
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多数是在研究阶段, 未进行充分的临床验证, 没办法直

接应用于临床实践, 未来需借助专业化模型开发工作、

标准化评估体系搭建和伦理规范健全, 推动其安全开

展, 同时警示过度依赖产生的隐患, 此过程不仅仅要求

技术创新, 更需要医疗、技术、法律等多领域的携手合

作, 以实现人工智能跟临床实践的深度融合。
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