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摘  要：已有盾构掘进地层识别机器学习模型高度依赖准确的地层信息作为模型标签输入，使其在复杂地层适用性较差。通

过引入线性插值模型克服传统动态时间规整（dynamic time warping，简称 DTW）的离散化问题，提出了基于连续动态时间

规整（continuous dynamic time warping，简称 CDTW）的凝聚型层次聚类模型（CDTW-Agglomerative），构建了能够动态识

别地层的在线学习机制。基于厦门地铁 3 号线盾构掘进数据集验证了所提模型的准确性和可靠性，并通过厦门地铁 6 号线盾

构掘进数据集对模型泛化性进行测试。结果表明，CDTW-Agglomerative 在两个不同地质条件数据集下的预测准确率分别约

为 85%和 73%，具有良好的泛化性。CDTW-Agglomerative 性能优于基于 DTW、软动态时间规整（soft dynamic time warping，
简称 SoftDTW）的凝聚型层次聚类模型和 CDTW-K-means、CDTW-K-medoids、CDTW-Spectral 等聚类模型。所提模型无需

地层信息作为标签输入，即可有效识别盾构刀盘处地层信息，为盾构掘进参数智能决策提供参考。 
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Intelligent geological condition recognition in shield tunneling via time-series 
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Abstract: Current machine learning models for recognizing geological conditions during shield tunneling heavily rely on precise 
geological data labelling, limiting their applicability in complex geological environments. To address this, we propose a continuous 
dynamic time warping (CDTW)-based agglomerative hierarchical clustering model (CDTW-Agglomerative), which integrates a 
linear interpolation framework to overcome DTW’s discretization issues. An online learning mechanism is implemented for dynamic 
strata recognition. The model’s accuracy and reliability are validated using Xiamen Metro Line 3 data, with generalization tested on 
Line 6 data. Results show recognition accuracies of 85% and 73% on the two datasets, demonstrating robust generalization. 
CDTW-Agglomerative outperforms DTW-Agglomerative, SoftDTW-Agglomerative, and CDTW-based models (K-means, 
K-medoids, Spectral clustering). Notably, it identifies cutterhead stratigraphy without requiring pre-labelled geological data, 
supporting intelligent decision-making for tunnelling parameters. 
Keywords: shield tunnel; machine learning; geological condition prediction; time series clustering; online learning 
 

1  引  言 

我国城市轨道交通建设进入高速发展阶段，运

营里程已跃居全球第一[1]。盾构法因其施工速度快、

对地层扰动较小、安全系数高等优点被广泛应用于

城市地铁隧道建设[2-8]。由于盾构刀盘对地质条件较
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为敏感，施工中需根据刀盘所处地层情况，合理调

整盾构掘进参数，以保证盾构机安全高效掘进[9]。

及时、可靠地预测盾构掘进过程中的地层信息是保

证隧道安全高效施工的关键。 
由于刀盘和隧道掌子面之间空间狭窄且施工

环境复杂，通过传统勘探和原位测试方法获取地 
层、围岩参数具有一定难度[10]。尽管钻孔取样法是

了解盾构隧道沿线工程地质信息的主要方法之一，

但由于钻孔分布及数量原因，导致其无法准确反映

相邻钻孔之间的地质异常[11]。超前钻孔[12]、地震波

检测[13]、地质雷达[14]等地质预报手段，均需耗费额

外人力物力，且难以实时解译盾构掘进过程中的地

层信息。地层响应与掘进参数变化是岩土体环境系

统与盾构机系统中各要素相互作用的结果[15-16]，即

地层状态可通过盾构掘进参数反映。这使得以盾构

控制、姿态等参数为输入特征，建立机器学习模型

并准确预测地层信息成为可能。 
随着人工智能和大数据技术的蓬勃发展[17-19]，

已有学者通过支持向量回归[20]、支持向量分类[21]、

AdaBoost[22]、AdaCost[1]、深度神经网络[23]等算法，

构建有监督机器学习模型，以准确预测盾构隧道的

地层信息、围岩等级。上述模型需将真实准确的地

层信息作为数据标签，并反复训练模型达到较高的

预测精度。然而，为大规模盾构掘进数据集添加地

层信息标签需要耗费大量时间和成本。对于水下隧

道、深层隧道或复杂地层隧道等挑战性工程，精确

获取地层信息难度较大。将不准确地层信息作为有

监督模型的数据标签，易降低模型预测结果的真实

性和可信度。因此，如何在准确识别盾构隧道地层

信息的基础上，减少模型对数据标签依赖是亟待解

决的关键问题。 
无需数据标签的聚类算法可能是预测盾构隧

道地层信息的有效替代方法[11]。Zhang 等[21]利用隧

道掘进机（tunnel boring machine，简称 TBM）运行

参数在不同岩体条件下的不同响应，通过聚类的方

法建立了新的岩体分级体系。Wu 等[23]基于谱聚类

算法，从掘进大数据中挖掘岩体信息。Zhou 等[24]

通过谱聚类和复杂网络理论从盾构隧道监测数据集

中提取潜在的数据相关性。然而，上述研究仅通过

聚类算法将数据集中的样本点分配到不同自然组，

而未考虑盾构掘进数据中潜在的时间相关性。掘进

速度、刀盘扭矩等盾构掘进参数是随时间变化数据

点的有序集合，可被视为时序数据。时序聚类算法

能揭示数据在时间上的潜在模式和变化趋势，将具

有相似时间动态特性的序列分为同一组[25]。因此，

通过时序聚类算法揭示盾构掘进数据中潜在的时间

相关性，能更准确地识别盾构隧道掘进过程中的地

层信息。此外，构建时序聚类模型的在线学习框架，

可实现盾构隧道施工期地层实时预测，进一步提高

模型的工程适用性。 
鉴于此，拟提出基于连续动态时间规整（continuous 

dynamic time warping，简称 CDTW）的凝聚型层次

聚类模型（CDTW-Agglomerative）。通过线性插值

模型改进传统动态时间规整（dynamic time warping，
简称 DTW）的离散化问题，实现时间序列的连续

化规整。构建 CDTW-Agglomerative 模型的在线学

习框架，以自动更新模型聚类中心，实现盾构刀盘

处地层信息的实时动态识别。通过厦门地铁 3 号线

盾构掘进数据集对模型有效性和可靠性进行验证，

并基于厦门地铁 6 号线盾构掘进数据集对模型泛化

性进行测试。 

2  模型原理 

2.1 连续动态时间规整（CDTW） 
动态时间规整是一种用于测量两个时间序列

之间相似度的方法，其目的是找到一种“路径”将

这两个序列对齐，使得序列之间总距离或差异最小。 
定义两个离散时间序列 [ ]1 2, , , mx x x= X 和

=Y [ ]1 2, , , ny y y 。两个序列之间点 ix 和 iy 之间的

距离通过下式计算： 

( ) ( )2d ,i i i ix y x y= −           （1） 

可建立两个时间序列间所有点的距离矩阵： 
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通过确定距离矩阵中的规整路径，最小化下式

中 X和 Y间的累计距离： 

( ) ( )
( )

2
DTW , d ,min i j

i , j
x y

π π∈
= X Y      （3） 

式中：π 为满足以下约束的规整路径。 
（1）边界约束：规整路径要从点 ( )m nx , y 开始到

点 ( )1 1x , y 结束。 
（2）单调连续性：规整路径从点 ( )m nx , y 开始只

能去往( )1m nx , y − ，( )1m nx , y− 和( )1 1m nx , y− − 中的一个点。 
规整路径可通过回溯法得到。映射离散化是

DTW 算法应用在时间序列数据上的主要局限之一。

盾构掘进参数变化轨迹本质上是连续的，但由于传

感器采样率限制，记录数据通常是离散的。在离散
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数据上应用 DTW 算法只能将时间序列变化轨迹映

射到已有数据点上，会导致匹配精度降低和一对多

匹配情况。 
提出基于线性插值模型的 CDTW，其规整路径

不受已有离散点限制，可映射到两个连续数据点间

的插值点。通过观察研究数据集发现，各参数值在

连续采样点之间的变化较为缓慢，甚至在多个连续

时间步内保持相同值，表明数据集采样频率高于数

据实际变化频率。因此，使用简单高效的线性插值

模型即可有效增加时间序列的匹配精度，减少计算

成本。CDTW 路径匹配规则如图 1 所示，DTW 算

法的规整路径只能选取 3 个边界点，而 CDTW 算法

可以到达下方网格线的插值点，使得匹配路径不再

局限于离散采样点，可更精确地反映时间序列的真

实轨迹。 

 

 
图 1  DTW 与 CDTW 路径匹配规则对比 
Fig.1  Comparison of path matching rule  

between DTW and CDTW 

 
通过 DTW 方法得到两个离散时间序列的最佳

规整路径。当算法进行回溯时，如果相似性度量矩

阵中出现多点映射一点的情况，就通过线性插值模

型在一对多映射数据点间进行插值，直到数据点间

实现一一映射。具体流程如下： 
使用 DTW 算法计算相似性度量矩阵 D。通过

D，找到查询序列 Q和参考序列 R的初步规整路径

P。遍历规整路径 P，识别出查询序列中单个点与参

考序列中多个连续点匹配的区域。然后，从一对多

匹配区域中，确定开始和结束的关键点。在这些关

键点之间进行线性插值，生成新的、更密集的点序

列，如图 2 所示。图中，a1～a3为输入序列上的任

意 3 个点。插值结束后，基于新的插值序列按照上

述 DTW 算法流程，重新计算两个序列之间的距离，

从而找到最优规整路径。 
2.2  凝聚型层次聚类算法 

凝聚型层次聚类算法是先将数据中的每一个

样本作为一个聚类，然后每一次合并距离最近的两 

 
图 2  在 DTW 中应用线性插值的示例 

Fig.2  Example of applying linear interpolation in DTW 

 
个聚类，直至达到终止条件或最终化为一类为止。

算法的主要步骤如下： 
（1）将每个时间序列作为一个独立的聚类； 
（2）计算所有可能聚类对之间的距离，使用

CDTW 距离作为聚类间的相似度度量； 
（3）将距离度量最小的两个聚类合并成一个新

的聚类； 
（4）更新距离矩阵，重复合并过程，直到所有

序列被合并为一个聚类或达到终止条件。 
相较于 K-means、K-medoids 等聚类算法，

Agglomerative 算法支持不直接指定聚类数，自动将

输入数据分为若干聚类，使其增加了在地层信息较

难获取的盾构隧道工程中的适用性，无需人为提前

预判数据集中的地层数量，降低试错和计算成本。 
2.3 SHAP 方法 

为了确定影响结果的关键输入变量，采用沙普

利加和解释（Shapley additive explanations，简称

SHAP）方法进行特征重要性分析[26]。SHAP 方法通

过沙普利（Shapley）值来计算特征的重要性，其数

学表达式如下： 

( ) ( )

( ) ( )( )
\{ }

! 1 !
!

{ }

S N ii

x x

S N S
f

N

f S i f S

φ ⊆

− −
= ×

∪ −


     （4） 

式中： ( )i fφ 为特征 i的 SHAP 值； ( )xf S 为模型在

只考虑特征子集 S时的输出值； ( ){ }xf S i∪ 是考虑

特征子集并且加上特征时模型的预测值；N为特征

全集。 

3  模型构建 

3.1 数据集构建 
数据集来自厦门地铁 3 号线 DK33+914.833－ 

36+290.697 段，主要穿越吹填淤泥混砂、粉质黏土、

残积砾质黏土和全风化花岗岩等地层，埋深为 11.2～
12.0 m。采用土压平衡盾构机进行施工，开挖直径为   
6 480 mm，刀盘转速为0～3.7 r/m，扭矩为 5 631 kN·m，

a1 a2

a3

a1 a2

a3

r1
r2 

(a) 插值前 (b) 插值后

r1 与 r2为插值点 

n+1

n

m+1
m

CDTW
DTW
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最大推力为40 042.8 kN，最大推进速度为80 mm/min。 
所研究数据集分别通过线性插值和 K-近邻算

法进行缺失值填补和离群值检测，确保模型输入数

据质量。数据集包含 476 环管片的 389 280 个样本

点，分别位于砾质黏性土地层、中风化花岗岩地层、

粉质黏土及全风化花岗岩混合地层、粉质黏土地层

等 4 种地层中，见表 1。 

 
表 1  研究数据集的地层信息 

Table 1  Geological condition of the dataset 
环号 276～360 459～579 960～1 121 1 490～1 601

地层 砾质黏性土 中风化花岗岩 
粉质黏土、全风化花岗

岩混合地层 粉质黏土

 
由于数据不同维度间存在显著差异，可通过最

小-最大缩放方法对数据进行归一化处理： 

( )
( ) ( )

min
max min

* x x
x

x x
−

=
−

         （5） 

式中： *x 为归一化后的数据；x 为原始数据中的某

个样本点；max(x)和 min(x)分别是某特征数据中的

最大值和最小值。 
3.2 特征工程 

参考已有研究[21, 27-29]，选择与识别地层有较强

相关性的盾构掘进参数作为模型输入特征，再通过

SHAP 方法输出特征重要性，删除贡献较小的特征。

SHAP 方法预测器为长短时记忆（long and short- 
term memory，简称 LSTM）网络，其损失曲线如图 3
所示。可见，模型损失曲线平稳下降，趋于稳定，未 

 

发生过拟合现象。LSTM 模型预测准确度为 88.92%，

表明其有效拟合了数据，其特征重要性结果具有一定

参考性。 
图 4 为 SHAP 方法的特征重要性分析结果。由

图可见，4 组推进千斤顶压力（PT-A，PT-B，PT-C，
PT-D）的特征重要性最高。这是因为推进千斤顶压

力是控制盾构掘进位置的主要参数，不同地层中千

斤顶压力的数据分布和值域具有显著差异，因而其

对模型预测地层影响较大。4 组千斤顶行程（SPC-A，

SPC-B，SPC-C，SPC-D）及注浆量 GV 的特征重要

性显著小于其他特征。这是因为盾构在掘进每一环管

片时，千斤顶行程均是由 600 mm 增加至 1 800 mm
左右（一环管片宽为 1 200 mm），在不同地层中该特

征的变化趋势相似。同时，由于传感器故障，导致

GV 在不同地层的数值变化幅度较小。因此，从输入

特征中删除 SPC-A、SPC-B、SPC-C、SPC-D 和 GV。

模型输入特征的统计信息如表 2 所示。 

 

 
图 3  SHAP 方法预测器损失曲线 

Fig.3  SHAP method predictor loss curve 

 
注：PT-A、PT-B、PT-C、PT-D 分别为 A～D 组千斤顶压力，SPC-A、SPC-B、SPC-C、SPC-D 分别为 A～D 组千斤顶行程，CL-CP、UL-CP、LL-CP、
LR-CP、CR-CP 分别为左中、左上、左下、右下、右中土舱压力，SCP 为螺旋机压力，SCRS 为螺旋机转速，SCT 为螺旋机扭矩，AS 为推进速度，

TTF 为总推力，P 为贯入度，CT 为刀盘扭矩，CRS 为刀盘转速，CP 为刀盘压力，GV 为注浆量，HDSH 为盾构头部水平偏差，VDSH 为盾构尾部垂

直偏差，VDST 为盾构尾部垂直偏差，VDSH 为盾构头部垂直偏差，HA 为倾斜角，RA 为旋转角。 

图 4  SHAP 特征重要性分析结果 
Fig.4  Results of SHAP feature importance analysis 
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表 2  模型输入特征统计信息 

Table 2  Model input feature statistics 

取值 
PT-A 
/ kN 

PT-B 
/ kN 

PT-C 
/ kN 

PT-D 
/ kN 

UL-CP 
/ kPa 

LL-CP 
/ kPa 

CL-CP 
/ kPa 

LR-CP 
/ kPa 

最大值 248.26 308.53 326.93 328.08 303 182 460 278 
最小值  24.02  48.05  13.02  14.71 2 1 21 30 
平均值 111.34 193.52 104.39  98.32 147 142 265 200 
中位数 109.41 195.16  94.58  90.08 172 147 208 201 

取值 
CR-CP 
/ kPa 

SCP 
/ kPa 

SCRS 
/ (r·min−1) 

SCT 
/ (kN·m) 

AS 
/ (mm·min−1)

TTF 
/ kN 

P 
/ (mm·r−1) 

CT 
/ (kN·m) 

最大值 183 8009 9.98 49.39 75.89 31 458.33 61.89 4 188.55 
最小值 2 2476 0.02  0.01  1.76 8 616.51  1.70 801.78 
平均值 116 3318 6.37 20.89 39.17 15 097.58 28.30 2 075.13 
中位数 134 4311 6.47 20.41 41.25 14 576.81 29.02 2 018.61 

取值 
CRS 

/ (r·min−1) 
CP 

/ kPa 
HDSH  
/ mm 

VDSH 
/ mm 

HDST 
/ mm 

VDST 
/ mm 

HA 
/ (°) 

RA 
/ (°) 

最大值 1.82 19 093.24 27.88 43.95 27.84 27.26 0.14 −0.53 
最小值 0.78 66.19 −157.42  5.78 −164.22 −22.66 −0.72 −1.01 
平均值 1.31 3 024.21 −2.51 22.82 −2.95 1.64 −0.18 −0.72 
中位数 1.35 2 932.89 −0.86 24.29 2.07 3.84 −0.19 −0.72 

 
3.3 评价指标 

研究数据集中包含了 4 种不同地层，若模型能

够将数据集分成代表不同地层的 4 个聚类，表明模

型准确有效地识别了地层。通过输入数据的管片号

确定该输入时间序列所处的真实地层，以此判断模

型聚类结果的准确度。参考已有研究[30-31]，选择使

用广泛的调整兰德指数 ARI（adjusted Rand index）、
归一化互信息（normalized mutual information，简称

NMI）和准确率 ACC（accuracy）评价模型性能。 
ACC 是模型正确预测样本数与总样本数之比。 
ARI 用于评估两个聚类间的相似性，取值范围

为[−1, 1]。ARI 的值越接近 1，表明聚类性能越好。 

( )
RI RIARI

Max RI RI
−=

−
           （6） 

式中： RI 为随机聚类条件下兰德指数 RI （rand 
index）的期望值； ( )Max RI 表示兰德指数的最大值。

RI 的计算公式为 

TP TNRI
TP FP FN TN

+=
+ + +

         （7） 

式中：真阳性 TP 是指模型预测为阳性，实际情况

也为阳性；真阴性 TN 是指模型预测为阴性，实际

情况也为阴性；假阳性 FP 是指模型预测为阳性，

但实际情况为阴性；假阴性 FN 是指模型预测为阴

性，但实际情况为阳性。 
NMI 是基于信息论的聚类结果评价指标，用于

衡量聚类结果与真实标签之间的信息共享程度，取

值范围为[0, 1]。NMI 越接近 1 表示聚类性能越好。 

2 MI(U,V)NMI(U,V)
(U) (V)H H
×=

+
       （8） 

式中：U 为真实的聚类标签；V 为模型生成的聚类

标签；MI(U,V)是 U 和 V 之间的互信息（mutual 
information）；H(U)是 U 的熵；H(V)是 V 的熵。 

4  时序聚类模型预测结果 

4.1  输入序列长度选择 
输入序列长度显著影响时序聚类模型性能。预

试验表明，当模型输入序列长度为 60～336 时，模

型性能较为优异。在聚类数为 4 的情况下，分别设

置 CDTW-Agglomerative 模型的输入序列长度为

60、84、112、120、140、168、224、240、280 和

336。 
如图 5 所示，输入序列长度为 240 时，模型性

能最佳。输入序列长度过短可能导致一条时间序列

中蕴含较少的时间信息。输入序列长度过长可能导

致一条时间序列中数据的时间相关性较弱，这是因

为盾构平均掘进一环管片约 20.5 min，即掘进一环

管片约记录 246 个数据点（采样频率为 5 s/次）。若

输入序列长度超过 246，表明单条输入序列中可能

包含了两环管片的掘进数据。由于拼装阶段的存在，

连续两环管片数据在时间上不连续。因此，后续实

验均在输入序列长度为 240 的情况下进行。 
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图 5  不同输入序列长度下的 CDTW-Agglomerative 性能 

Fig.5  Performance of CDTW-Agglomerative under 
different input sequence lengths 

 

4.2 消融及对比试验结果 
分别使用 CDTW、DTW 及 SoftDTW 作为

Agglomerative 的距离度量方法，结果如表 3 所示。

CDTW-Agglomerative 取得了最高的 ACC、ARI 和
NMI。CDTW 通过插值点提高了 DTW 规整序列的

连续性，更好地捕捉时间序列间相似性。SoftDTW
仍是基于离散点进行计算，无法解决离散化导致的

轨迹失真问题。 
如表 4 所示，CDTW-Agglomerative 在聚类数为

4 时，取得了最高的 ACC、ARI 和 NMI，其性能显

著高于其他聚类数，且性能优于对比模型。这表明 

 
表 3  消融试验结果 

Table 3  Results of ablation experiment 
模型/评价指标 ACC ARI NMI 

CDTW-Agglomerative 0.851 4 0.830 5 0.782 8 
DTW-Agglomerative 0.756 8 0.828 2 0.776 5 

SoftDTW-Agglomerative 0.695 2 0.518 1 0.446 3 

注：粗体为最优性能，聚类数为 4。 

 
表 4  对比试验结果 

Table 4  Results of comparison experiment 

模型 
评价 
指标 

  聚类数   
2 3 4 5 6 

CDTW- 
Agglomerative 

ACC 0.488 4 0.609 6 0.851 4 0.561 0 0.476 7
ARI 0.231 8 0.491 6 0.830 5 0.370 8 0.170 0
NMI 0.214 3 0.322 0 0.782 8 0.320 6 0.145 9

CDTW- 
Kmeans  

ACC 0.441 8 0.539 0 0.412 3 0.487 0 0.495 2
ARI 0.129 0 0.371 7 0.128 5 0.203 1 0.320 1
NMI 0.126 5 0.263 4 0.124 0 0.209 4 0.256 0

CDTW- 
Kmedoids  

ACC 0.529 5 0.478 1 0.457 5 0.396 6 0.368 5
ARI 0.321 9 0.185 0 0.152 0 0.116 3 0.112 7
NMI 0.259 1 0.186 4 0.129 1 0.076 8 0.072 3

CDTW- 
Spectral 

ACC 0.708 2 0.723 3 0.701 4 0.732 9 0.726 0
ARI 0.633 5 0.672 9 0.564 4 0.778 1 0.748 0
NMI 0.400 9 0.478 6 0.392 7 0.578 2 0.513 6

注：粗体为最优性能。 

该模型倾向于将数据集分为 4 个聚类，与真实地层

数量一致。CDTW-Spectral 模型在各个聚类数下的

预测准确率变化较为平缓，其在聚类数由 3 增加到

4 时，ACC、ARI 和 NMI 均发生下降，表明其更偏

向于将数据集分为 3 个聚类。 
图 6、7 分别给出了聚类数为 4 时 DTW-Agglo- 

merative 和 CDTW-Agglomerative 的混淆矩阵。可以

发现，两个模型识别砾质黏性土和中风化花岗岩地

层的准确率都接近 100%。但在预测粉质黏土、全

风化花岗岩混合地层与粉质黏土地层时，两种模型

的预测准确度均发生下降。如图 6 所示，DTW- 
Agglomerative 将约 50%的混合地层时间序列识别

为粉质黏土地层，将超过 70%的粉质黏土地层识别

为混合地层。因为粉质黏土地层和粉质黏土、全风

化花岗岩混合地层的盾构掘进数据分布和值域较为

相似，导致 DTW-Agglomerative 难以有效区分两种

地层的时间序列。 
如图 7 所示，CDTW-Agglomerative 在识别粉质

黏土、全风化花岗岩混合地层与粉质黏土地层时准 

 

 
图 6  DTW-Agglomerative 混淆矩阵 

Fig.6  Confusion matrix of DTW- Agglomerative model 

 

 
图 7  CDTW-Agglomerative 混淆矩阵 

Fig.7  Confusion matrix of CDTW-Agglomerative model 
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确率高于 DTW-Agglomerative。近 75%的混合地层

被正确识别。近 30%被 DTW-Agglomerative 错误识

别为混合地层的粉质黏土地层被该模型正确识别。 
3 条中风化花岗岩地层的时间序列被 CDTW- 
Agglomerative 错误识别为了砾质黏性土地层，这些

序列被 DTW-Agglomerative 正确识别，这可能是因

为 CDTW 过度捕捉局部相关性导致的。DTW- 
Agglomerative 错误地将 2 条混合地层和 4 条粉质黏

土地层时间序列识别为中风化花岗岩地层，CDTW- 
Agglomerative 纠正了这个错误。 

图 8 为 CDTW-Agglomerative 在聚类数为 4 的

特征推进速度 AS（advance speed）时间序列聚类情

况。其中，每个子图都代表模型的一个聚类，同一

个聚类内的时间序列具有较高的相似度。线条颜色

表示该时间序列真实的地层情况。可见，除了聚类

4 之外，其他集群均表现出良好的聚类效果。 

 

        
(a) 砾质黏性土聚类                                         (b) 中风化花岗岩聚类 

 

        
(c) 粉质黏土、强风化花岗岩混合地层聚类                                 (d) 粉质黏土聚类 

图 8  基于 CDTW-Agglomerative 模型的推进速度（AS）时序聚类结果 
Fig.8  CDTW-Agglomerative-based temporal clustering results for advance speed (AS) 

 

综上所述，CDTW-Agglomerative 在无需数据标

签的情况下，仍能准确识别盾构刀盘处地层，但其

在识别相似地层方面具有一定的局限性。其原因可

能是①相似地层中土舱压力、螺旋机转速等参数的

值域分布与变化趋势相似；②盾构驾驶员在相似地

层中调控千斤顶压力、刀盘转速、总推力等参数的

思路相似。另外，动态时间规整重点关注时间序列

中的局部对齐，可能忽略时间序列的整体趋势。例

如，刀盘扭矩在两种不同地层中分别呈现出整体上

升趋势和整体平稳波动，CDTW 通过局部对齐使得

两者距离较小，但忽略了两者的全局特性。 

4.3  鲁棒性测试 
模型鲁棒性测试过程将高斯噪声生成正态分布

扰动添加至原始数据集中。高斯噪声标准差分别为

0.05，0.10，0.15，0.20，0.25。标准差越高说明原

始数据获得扰动越大。通过均匀随机缺失构造缺失

数据，缺失率设置为 10%、20%、30%、40%和 50%。 
图 9 给出了数据噪声鲁棒性测试结果。可以发

现，CDTW-Agglomerative 对数据噪声较为敏感，高

斯噪声标准差由 0.05 增加至 0.10 时，模型性能大幅

下降；随着标准差进一步增大，模型性能下降幅度

变平缓。这是因为初始噪声增加会导致时间序列中
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的关键点（如峰值、谷值）发生显著变化，从而影

响 CDTW 路径匹配。随着噪声标准差达到一定程度

时，数据噪声已饱和，进一步增加噪声不会显著改

变时间序列的整体形态。 
图 10 绘制了数据缺失鲁棒性测试结果。可见，

模型对数据缺失具有较强鲁棒性，当数据缺失率为

50%时，预测准确度仍能达到 73%。这是因为即使

数据存在缺失，CDTW 也能通过寻找两条时间序列

之间的最佳对齐路径，跳过缺失数据点，而不显著

影响模型整体性能。 

 

 

图 9  数据噪声鲁棒性测试结果 
Fig.9  Robustness test results with data noise 

 

 

图 10  数据缺失鲁棒性测试结果 
Fig.10  Robustness test results with missing data 

 
4.4  泛化性测试 

采用厦门地铁 6 号线某区间盾构隧道掘进数据

集对所提模型泛化性进行测试。由于两个项目盾构

机为同一型号，故数据集记录参数和采样频率一致。

泛化性测试数据集的地层情况主要为残积砂质黏性

土、微风化花岗岩、散体状强风化花岗岩、中风化

花岗岩。模型训练相关参数与厦门地铁 3 号线数据

集保持一致。 
CDTW-Agglomerative 的 ACC、ARI 及 NMI 分

别为 0.725 2、0.468 9、0.552 9。图 11 给出了 CDTW- 

Agglomerative 泛化性测试混淆矩阵。可以看出，由

于散体状花岗岩地层的松散颗粒特性与砂质黏性土

较为接近，有 23%的残积砂质黏性土时间序列被预

测为散体状强风化花岗岩。同时，有 35%的散体状

强风化花岗岩时间序列被预测为残积砂质黏性土。

中风化和微风化花岗岩是较为完整的岩体，其刀盘

扭矩、土舱压力分布相似，模型较难区分两种地层

间的差别。因此，所提模型在厦门地铁 3 号线及 6
号线数据集上均取得了较准确的预测精度，表明其

泛化性良好，但在区分相似地层上仍有一定局限性。 

 

 
图 11  CDTW-Agglomerative 泛化性测试混淆矩阵 

Fig.11  Confusion matrix of DTW- Agglomerative model 
generalizability text 

5  在线学习结果 
盾构掘进监测数据是随施工时间逐步搜集的。

但 CDTW-Agglomerative 是一种离线聚类算法，在

整个数据到达之前无法完成预测，这可能导致实际

应用中的分析滞后和决策延迟。为此，基于厦门地

铁 3 号线数据集，通过构建 CDTW-Agglomerative
在线学习框架，使模型能一边接收数据一边更新参

数，从而实现盾构掘进地层实时识别。 
首先，提取离线训练后 CDTW-Agglomerative

的聚类中心。然后，按照每次 6 条时间序列输入模

型，共进行 27 次在线学习训练；基于 CDTW 计算

新时间序列与现有簇的距离，判断归属，再动态更

新聚类中心。图 12 为 CDTW-Agglomerative 在线学

习结果。由图可知，虽然评价指标出现一定程度波

动，但随着在线学习次数增加，ACC、ARI 及 NMI
呈上升趋势。这是因为每次输入的时序数据可能随

机分布在不同聚类中，也可能分布在同一聚类附近；

当新数据分布偏离现有聚类中心时，模型需要显著

调整聚类中心，短期内部分错误的分配也可能导致
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模型性能波动。此外，所提模型应用于相似地层的

局限性会导致模型性能波动。但模型性能总体呈上

升趋势，表明随着在线更新，模型聚类中心逐步靠

近最优聚类中心，可实现盾构掘进过程中的实时动

态识别。 

 

 
图 12  在线学习结果 

Fig.12  Result of online learning 

6  讨  论 
所提模型在无需数据标签的条件下，较为准确

地识别了盾构掘进地层信息，在非复合地层或地层

情况变化较大的盾构隧道工程中适应性较强，但其

识别相似地层精确度仍有待改善。尽管通过线性插

值模型改进了 DTW 区分相似地层的能力，但所使

用线性插值模型对于复杂非线性时间序列适用性较

差，比如在盾构掘进过程中地质条件突变导致的数

据震荡。 
后续研究可引入 3 次样条插值和高斯过程插值

等方法，改善模型对复杂非线性时间序列的适用性。

进一步可构建动态插值模型选择方法，根据数据特

性选择适合的插值模型，平稳段使用线性插值、非

平稳段使用高阶插值，降低模型计算成本。此外，

通过神经网络、注意力机制等深度学习方法对时序

数据进行特征提取，探究其潜在的特征表示；结合

聚类算法对地层进行无监督预测，增强模型对时间

序列的全局探索能力。 

7  结  论 

本文提出了基于 CDTW-Agglomerative 模型的

盾构掘进地层智能识别方法，所提模型无需真实地

层信息作为数据标签，适用于地层信息难以获取的

盾构掘进工程，主要结论如下： 
（1）提出的连续动态时间规整（CDTW）方法

有效捕捉了数据的时间相关性，显著提高了模型预

测准确度，其性能优于基于动态时间规整（DTW）

和软动态时间规整（SoftDTW）的凝聚型层次聚类

模型，且优于 CDTW-K-means、CDTW-K-medoids
等对比模型。同时，该模型在两个不同地质条件的

盾构掘进数据集中均表现出优异的预测精度，表明

该模型泛化性良好。 
（2）所提模型识别差异较大地层的准确率较高，

但对于识别相似地层或混合地层的准确度有待改

善。所提模型识别中风化花岗岩地层和砾质黏性土

地层时的准确率接近 100%，但较难区分粉质黏土

地层和粉质黏土、全风化花岗岩混合地层之间的区

别。 
（3）所提模型对数据缺失具有强鲁棒性，缺失

率为 50%时，预测准确率仍能达到 73%；所提模型

对数据噪声的鲁棒性较弱，对地层突变导致的盾构

掘进参数变化较为敏感。 
后续研究可利用深度学习模型的特征提取能

力，结合时序聚类模型，更有效地表征数据的时间和

空间相关性，增加模型在相似地层上的识别准确率，

进一步改善模型在复杂地质条件下的工程适用性。 
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