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摘 要：针对在油气管道泄漏检测时，小样本条件下模型泛化能力不足、泄漏检测精度不高的问题，提出一种基于可学习

变分模态分解的回顾性原型网络框架，并将其应用于油气管道泄漏检测中。通过可学习卷积核与自适应参数，实现模态

分解的端到端优化和动态权重分配；引入双层 Inception多尺度卷积分支捕获多维度信号，来提取更精确特征信息；将回

顾性原型分类引入历史原型缓冲区，融合当前与历史原型网络以抑制振荡，提升识别精度；设计交叉熵与原型分离损失

的联合优化目标函数，增强训练的稳定性与效率。试验表明，提出的VRPN网络框架在有限样本及跨工况场景下表现优

异，平均准确率达98.50%，较ProtoNet提升0.67%。研究可为油气管道泄漏检测提供新的有效解决方案。
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Retrospective prototype network based on LVMD and its application in 
oil and gas pipeline leakage detection
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Abstract:To address the issues of insufficient generalization ability and low leakage detection accuracy of models under small 
sample conditions for oil and gas pipelines，a retrospective prototype network（VRPN） based on learnable variational mode 
decomposition was proposed and applied to the leakage detection of oil and gas pipelines.The end⁃to⁃end optimization of mode 
decomposition and dynamic weight allocation were achieved by using learnable convolution kernels and adaptive parameters.
Introducing a double⁃layer Inception multi⁃scale convolutional branch to capture multi⁃dimensional signals and extract more 
precise feature information.Introducing retrospective prototype classification into the historical prototype buffer，the integration of 
current and historical prototype network to suppress vibration，improve the identification accuracy.A joint optimization objective 
function of cross⁃entropy loss and prototype separation loss was designed to enhance training stability and efficiency.Experiments 
show that the proposed VRPN network framework performs excellently under limited sample and cross condition scenarios，
achieving an average accuracy of 98.50%，which is 0.67% higher than that of ProtoNet.The research can provide a new effective 
solution for oil and gas pipeline leakage detection.
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0　引言

作为全球能源供应链核心枢纽，油气管道凭

借高效、低耗、规模化优势，成为跨区域油气调配

主导载体，管网覆盖与运输量持续增长。但管道

多途经复杂地质与偏远区域，受腐蚀、第三方破

坏、地质灾害等影响，泄漏风险居高不下。泄漏不

仅造成巨额能源损耗与经济损失，还可能引发火

灾、爆炸等恶性事故，严重威胁生态环境与公众安

全。实际应用中，管道工况复杂且泄漏事件突发

低概率，导致高质量样本稀缺，传统检测方法工况

适应性与小样本泛化能力不足，难以满足高精度、

强鲁棒需求，亟需新型泄漏检测技术。

油气管道泄漏检测是保证生命财产和环境安

全的重要举措，自 1960年以来，该领域理论体系

逐步完善。SIEBERT等［1］在 1960年提出了一种

通过分析管道流入与流出量，以及压力信号之间

的相互关联，进行泄漏检测并实现泄漏识别。

BILLMANN 等［2］在 1980年提出了一种基于非线

性模型的自适应观测器泄漏检测方法。KIM［3］在
2006年提出一种加压管道数据采集系统的基础

理论框架，为加压管道泄漏检测的数据精准获取

提供了理论支撑。FERRANTE等［4］在 2007年通

过采用小波分析方法，对管道内部压力信号进行

奇异性分析，进而以信号处理为切入点进行管道

泄漏检测研究。AHADI等［5］在2010年进行AE信

号监测，通过短时傅里叶变换进一步捕获泄漏特

征，验证了调谐小波的有效性。URBÁNEK等［6］
在 2012年提出一种基于小波滤波的管道泄漏检

测方法，有效的解决了信号回声被噪声影响的问

题。自2013年以来，管道泄漏检测研究逐步向智

能化算法方向开展。同年，BRUNONE等［7］提出

了一种逆瞬态分析（ITA）技术。BELOV等［8-9］在
2014年正式将神经网络应用于管道小泄漏检测

和泄漏量预测中。 2015~2016 年 ，ABDULLA
等［10］和ZADKARAMI等［11］分别提出多模型决策

系统和多层感知器分类器算法，进一步提升了检

测精度。在此之后，管道泄漏检测技术向“信号处

理+深度学习”融合及多模态数据扩展，KUMAR
等［12］在 2020年提出一种小波与神经网络模块化

结构；同期，BOHORQUEZ等［13］将流体瞬态压力

波与神经网络进行结合，2种方法均提升了泄漏

检测的智能化水平与检测精度。

近些年来，PÉREZ-PÉREZ等［14］提出结合人

工神经网络的管道泄漏诊断方法。NIE等［15］开
发了一维卷积长短期记忆神经网络检测模型。杨

志军等［16］开展拱顶储罐罐顶缺陷漏磁检测技术

研究，通过针对性技术创新，为泄漏及缺陷检测提

供精细化解决方案。TAN等［17］设计基于多尺度

卷积神经网络的检测模型。王冬梅等［18］提出融

合变分模态分解（VMD）与广义三次互相关的管

道泄漏定位算法。SHANG等［19］提出基于多模态

时序对比生成网络的数据增强算法，通过处理一

维信号，为泄漏检测提供精细化解决方案。尽管

如此，油气管道泄漏检测仍面临数据稀缺和工况

变化等核心问题。由于传统的深度学习方法在训

练过程中需要大量的高质量数据［20］，但是在实际

工业生产过程中，收集每种泄漏状态数据样本的

成本较高，同时数据的质量难以保证，从而导致模

型性能受限［21］。针对上述问题，迁移学习［22］、
ResNet34［23］和 few-shot 学习［24］模型被广泛应用

在生产实践中，但该方法在跨工况任务中的泛化

能力较差。

结合实际生产需求，研究人员不断探究适配

实际的少样本泄漏检测方法。元学习方法凭借其

出色的小样本学习能力被不断开发。基于度量的

元学习方法通过挖掘高层抽象知识，利用距离函

数评估样本相似性，可快速适应小样本目标域的

新任务［25］，其中原型网络（ProtoNet）是典型代表。

但ProtoNet难以准确刻画不同泄漏类别的复杂分

布。近年来，多项研究从优化原型与距离函数

2 个方面进行改进。在优化原型方面，ZHANG
等［26］通过使用相似度加权校准进行原型定位，有

效减少离群样本影响；HUANG等［27］提出一种基

于局部描述的多原型表示类别；ZHANG等［28］通
过引入动量算法更新原型，有效缓解了特征分布

差异的不良影响。在距离函数方面，LUO等［29］通
过引入弹性因子修正欧几里得距离，从而实现灵

活分类；WANG等［30］设计了一种相关加权曼哈顿

距离，纠正干扰值的影响。这些改进为解决管道

泄漏检测中的小样本问题提供了重要思路。

综上所述，现有管道泄漏样本数据有限，小

样本条件下模型泛化能力不足。针对该问题，本

文提出一种可学习变模态分解的回顾性原型网

络（retrospective prototype network based on 
learnable variational mode decomposition），并将其

成功应用于油气管道泄漏检测中，取得了较高的

检测精度。
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1　可学习VMD模块

传统变分模态分解（VMD）通过交替优化模

态集合{ }uk
K

k = 1
和中心频率{ }ωk

K

k = 1
，求解带约束的

变分问题，其核心是最小化频率域窄带约束与信

号重构误差。如表 1所示，本文提出的 LVMD模

块突破传统迭代范式，将模态分解过程建模为参

数化变分网络，通过可学习卷积核与自适应参数，

实现模态分解的端到端优化。

设输入为管道振动信号 f (t)ÎR1 ´ L（L为信号

长度），LVMD模块核心由候选模态生成器与自适

应筛选机制组成。模态生成器通过K个 1D卷积

核{ }θk
K

k = 1
提取候选模态，每个卷积核对应一个候

选模态特征提取器。

ζk[ ]f (t) =Conv [ ]θkf (t) （1）
式中，θk为可学习参数，初始化为随机高斯分布。

自适应筛选机制通过反向传播优化，结合

3类可学习参数{αkgkωk}实现动态筛选组成。

对候选模态的幅值进行缩放，增强有效模态：

ûk (t)= αk × ζk[ ]f (t) （2）
式中，αk为幅值权重，αkÎR，通过反向传播优化。

引入门控参数控制模态是否激活，经Sigmoid
函数归一化到[01]，模拟传统VMD的窄带约束：

g′k = σ(gk ) （3）
u͂k (t)= g′k × ûk (t) （4）

式中，gk为门控参数gkÎR；σ( )表示Sigmoid函数。

衡量模态对分类任务的贡献度，同样经

Sigmoid归一化后调整模态权重：

ω′k = σ(ωk ) （5）
uk (t)=ω′k × u͂k (t) （6）

式中，ωk为重要性权重，ωkÎR。

继承传统VMD的频率域窄带约束和信号重

构约束，构建可学习的变分目标：

min(θkαkgkωkλ)= αζ1 + ζ2 + λt∑
k

uk (t)- f (t)

（7）
定义联合阈值 τ作为有效模态判据，仅当门

控与重要性的联合输出超过阈值，该模态 k被纳

入有效模态的索引集合Ψ。

g′k = σ(gk )× σ(ωk )> τÞ kÎΨ （8）
最终融合信号为：

f ̂ (t)=∑kÎΨ
uk (t) （9）

2　特征提取模块

针对不同工况条件下油气管道泄漏检测任

务，数据特征提取模块用于从管道振动信号中挖

掘泄漏相关的故障特征。所设计的特征提取模块

如图1所示。

表1　LVMD与传统VMD对比

Tab.1　Comparison of LVMD and traditional VMD
对比维度

参数本体

初始化方式

优化机制

归属结构

目标函数

传统VMD
模态中心、带宽、频率等

人工设定或启发式估算

交替优化、迭代分解

傅里叶变换基础的信号

处理

模态分解损失、重构误差

最小

LVMD
卷积核权重

随机初始化

端到端反向传

播优化

深度神经网络

结构

联合损失函数

图1　特征提取模块结构

Fig.1　Structure of feature extraction module
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假设输入信号经过LVMD模块去噪后得到信

号X，即信号经过K个卷积滤波器后产生了多个

不同的模式，其输出的维度表示为：

X = (KCinL) （10）
式中，Cin为输入信号的通道数；L为信号的长度。

经过LVMD模块去噪后的信号，输入到双层

Inception架构中进行处理，在 Inception模块的每

一层，信号将通过 4个不同分支进行卷积和池化

操作，进而输出为一个新的特征图。

对于每个卷积分支，其表达式为：

Yi =Convi (X )iÎ {135} （11）
式中，Convi ( )表示不同大小卷积核的卷积操作。

同时，池化分支可以表示为：

Yp =Adaptivepool(X ) （12）
通过采用自适应平均池化层，进行全局特征

整合，将特征序列转化为固定维度的高维特征向

量，进而得到高维泄漏特征：

Y = [Y1Y2Y3YP ] （13）

最终输出的Y将作为输入，传递到下一个网

络层进行进一步处理。这种全局池化策略确保提

取的特征既捕获局部泄漏事件，又整合全局管道

状态信息，使其对不同管道段长度和采样率的变

化具有鲁棒性。

通过上述数据预处理模块，可以有效地从复

杂管道环境下采集的振动信号中提取泄漏相关特

征。其中，LVMD模块确保了管道信号处理过程

中端对端的反向传播优化，双层 Inception架构对

数据进行全面的多尺度特征处理，增强模块对不

同长度信号的泛化能力，为准确检测管道泄漏提

供基础。

3　基于LVMD的回顾性原型网络

为了更好地处理油气管道泄漏信号检测中数

据稀缺和工况变化的问题，文中提出一种基于

LVMD模块、双层 Inception特征提取和回顾性原

型分类的管道泄漏信号检测框架VRPN。该网络

架构如图2所示。

本方法将可学习变分模态分解与回顾性原型

网络相结合，通过自适应信号增强、特征提取，以

及历史原型记忆机制，有效提高油气管道泄漏信

号的检测精度和稳定性。

3.1　回顾性原型融合

针对传统原型网络中存在的原型振荡问题，

引入历史原型记忆机制对类别原型的表示进行优

化，进而可以更加准确地反映泄漏信号的分布特

征。相较于传统原型网络直接使用当前原型进行

分类不同，VRPN引入一个历史原型缓冲区，使用

该缓冲区对多个训练周期中的类别原型进行存

储，由此进一步减小原型在不同批次之间的波动，

使得原型的更新更加稳定。

假设包含多种泄漏信号和正常信号的数据集

合为W，在历史原型缓冲区，针对每个类别使用不

同轮次的原型对信号进行存储，表达式如下：

图2　VRPN结构示意

Fig.2　Diagram of VRPN structure
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W = {P (t - 1)
n P (t - 2)

n P (t -M )
n } （14）

P t
n =

1
Nn

∑xÎDn
ϕ(x) （15）

式中，P t
n 表示类别 n在第 t个轮次计算得到的原

型；M为历史原型的存储窗口大小；Dn为类别n的

样本集；ϕ(x)为样本特征。

回顾性原型RP t
n通过历史原型的加权平均计

算得到，表达式如下：

RP t
n =

1
M ∑

m = 1

M

P (t -m)
n （16）

式中，RP t
n表示类别n在第 t个轮次的回顾性原型。

回顾性原型能够充分考虑历史训练信息，进

而优化每个类别的类原型表示，可有效避免仅依

赖当前轮次原型，导致的过拟合或波动现象。

3.2　相似性度量

VRPN 通过学习一个判别性的特征嵌入空

间，使相同类样本在特征空间中进行聚集，进而实

现不同类样本相互分离。基于欧氏距离计算相似

性度量，通过回顾性机制进行增强 L来获得更好

的分类决策。

分别计算当前原型P t
n 和回顾性原型RP t

n 与

待分类样本x的欧式距离：

dcurrent (xP t
n )=  x -P t

n
2

（17）
dretrospective (xRP t

n )=  x -RP t
n

2
（18）

最终的距离得分采用加权形式：

dfusion (xn)= α × dcurrent (xP t
n )

+(1 - α)× dretrospective (xRP t
n ) （19）

式中，α为当前原型与历史原型的融合权重。

3.3　损失函数

VRPN回顾机制的核心在于引入回顾性记忆

机制。通过不断更新固定大小的原型记忆缓冲

区，存储历史训练过程中的原型状态。在每次进

行前向传播时，使用当前原型与历史原型记忆进

行加权融合。

VPRN对输入样本x预测为类别y的概率为：

p(y x)=
exp[ ]-dfusion (xy)

∑i = 1

C exp[ ]-dfusion (xn)
（20）

由此得到交叉熵损失函数：

LCE =-
1
N ∑

i = 1

N

log [ ]p(yi xi) （21）
式中，N为样本总数；yi为第 i个样本的真实类别。

为了避免原型过于接近，需要进一步增加类

别原型之间的差异，在VRPN中定义回顾性一致

性损失函数Lretro：

Lretro =
1
C ∑

i = 1

C

 P t
n -PP t

n

2

2
（22）

式中，C为所有样本的总数； 2

2为欧氏距离的平

方，用于衡量当前原型与历史原型的差异。

网络的总体训练损失 Ltotal 由交叉熵损失与

回顾性一致性损失（retrospective consistency loss）
加权组成，表达式为：

Ltotal = LCE + λretro Lretro + L{ }αkgkωk
（23）

式中，λretro 为回顾性一致性损失的加权系数；

L{ }αkgkωk
表示对 VMD 模块的幅值权重、窄带约

束，以及重要性权重进行稀疏性约束。

3.4　训练与分类过程

在训练过程中，所有关键参数通过反向传播

和Adam优化器进行优化。每个参数的更新规则

如下：

ì

í

î

ï

ï

ï
ïï
ï

ï

ï

ï

ï

ï
ïï
ï

ï

ï

θk = θk - η × Ñθk Ltotal

αk = αk - η × Ñαk Ltotal

gk = gk - η × Ñgk Ltotal

ωk =ωk - η × Ñωk Ltotal

α = α - η × ÑαLtotal

P t
n =P t

n - η × ÑPt
n
Ltotal

（24）

分类过程中，VPRN计算输入特征与每个类

别融合原型之间的距离，得到类别判定：

ŷ = arg minnÎ { }12C dfusion (xn) （25）
式中，ŷ为预测类别；dfusion为输入样本 x与类别 n
融合原型的加权欧式距离。

整个VRPN框架采用端到端的训练策略，通

过设计结合交叉熵损失、中心损失的回顾性更新

机制，对原始信号进行特征提取、原型学习，以及

更新计算。通过联合策略，有效确保各模块间的

协同高效工作，实现对油气管道泄漏信号的精准

识别。

4　试验分析

4.1　数据集

油气管道泄漏检测技术平台如图3所示。该

平台主要由硬件与软件 2 部分组成：硬件包括

HD-Ⅱ型管道、空气压缩机、储气罐、控制台、泄漏

阀，以及声波传感器等，声波传感器采用 8103水
听器，可检测到 0.1 Hz~180 kHz范围内的弱泄漏

信号；软件基于LabView进行开发，协同完成对数

据的监测采集操作。管道参数如表2所示。
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试验中设置采样频率为 20 kHz，每类数据各

采样 500组，每组数据的长度为 32 704。试验数

据包括 6种类型：正常工况信号和泄漏孔径分别

为0.4，1 ，2 ，4 ，10  mm时采集的泄漏信号。其中，

泄漏信号中的孔径参数（如1，2  mm等）为被测管

道/设备上的泄漏孔直径，体现不同泄漏严重程

度。所有类别样本按 7∶2∶1随机划分为训练集、

验证集和测试集，确保每一种工况均有数据分配

到各子集。每类数据在内部随机打散，未专门设

计跨工况任务，即测试集不单独由某一工况组

成。当前试验未显式引入额外噪声数据，采用原

始采集信号直接进行训练与评估。

4.2　对比试验

为了充分验证VRPN模型的性能，将其与包

括一维卷积神经网络（1D-CNN）、原型网络

（ProtoNet）、一维残差网络（1D-ResNet）、一维集

成模型（1D-Ensemble），以及支持向量机（SVM）

等管道泄漏检测方法进行比较。

为确保试验对比的公平性与有效性，所有对

比模型均采用完全一致的数据集划分策略、特征

输入形式和训练/验证流程。各模型的核心网络

结构与关键超参数（如学习率、批次大小、训练轮

数等），均参考主流方法并结合试验数据集特性进

行针对性调优后确定，全程保障所有模型的对比

基准统一。具体而言，1D-CNN 与 1D-ResNet 等
深度模型的输入格式、数据标准化方式完全统一，

训练过程中所采用的优化器（如Adam）、初始学习

率及正则化策略等关键配置保持一致；ProtoNet
模型基于经典 Few-Shot学习框架，其原型数量、

嵌入维度等核心参数，与其他深度模型保持一致

或经同等优先级调优确定；SVM与 1D-Ensemble
等传统方法的训练与测试数据集划分完全一致，

且采用与深度模型相同的特征输入；本文VRPN
模型除核心创新模块外，其余训练配置与基线模

型完全一致，以最大程度消除无关变量对试验结

果的干扰，确保对比结果的客观性与可信度。

4.2.1　训练过程分析

通过对比不同深度学习模型在训练过程中的

精度表现，进一步验证本文提出的VRPN模型的

性能。各模型随迭代轮次的精度变化和损失变化

如图4所示。可以看出，VRPN在训练全程展现出

最优的精度稳定性，精度曲线波动最小且持续处

于高位；ProtoNet虽初期收敛较快，但训练后期精

度波动显著，暴露出其在复杂管道场景下泛化能

力的局限性；1D-ResNet精度稳定性尚可，但整体

准确率明显低于VRPN；1D-CNN与 1D-Ensemble
的精度和损失曲线均振荡剧烈，训练稳定性不

足。从损失维度分析，VRPN的训练损失最低且

收敛后无明显波动，其余模型存在损失值偏高、波

动极大、存在过拟合风险。综上所述，VRPN在收

敛稳定性、精度表现与损失控制上均体现出明显

的综合优势。

4.2.2　性能比较分析

各模型在测试集上的混淆矩阵如图 5所示，

类别标签涵盖0.4~10 mm孔径的正常及泄漏状态

下信号。可以看出，VRPN在不同缺陷识别中均

表现卓越。ProtoNet整体性能稳定，仅1，4，10 mm
孔径缺陷的识别中存在偏差，整体性能仅次于

VRPN。1D-ResNet，1D-CNN 和 1D-Ensemble 等

表2　管道参数

Tab.2　Parameters of pipeline
管道规格

总长/m
管径/mm
管壁/mm

压力承受范围/MPa
工作气体流量/（m3⋅h-1）

实际参数

169
DN50

4
<2
60

（a）管道系统

（b）控制台

图3　管道试验平台

Fig.3　Pipeline test platform
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模型存在大量的类间混淆，针对1 mm和10 mm缺

陷识别类间混淆较强，整体性能表现出不均衡性，

说明针对一维信号识别的深度学习系列模型，在

复杂缺陷模式下特征提取能力存在局限。SVM
作为传统的机器学习方法，因线性分类器特性，在

高维特征空间多类别交叉误分类问题突出。相比

之下，VRPN在0.4，2，4 mm以及正常类识别中，对

角线准确率均超达 100%，仅对 1 mm和 10 mm缺

陷的识别有微小偏差，不同类间混淆微弱，展现出

优异的细粒度分类能力与全范围鲁棒性。

为了更清晰地展现试验结果，对不同模型的

多组试验结果进行统计，模型精度分布如图 6所
示。可以看出，VRPN表现最为突出，其准确率分

布高度集中在95%~98%区间，均值线和中位数线

分别位于98%和99%的高位，表明该模型不仅具

有最高的平均准确率，而且性能极其稳定。其次

（a）SVM（准确率90.8%）

（d）ProtoNet（准确率97.8%）

（b）1D-ResNet（准确率88.2%）

（e）VRPN（准确率98.5%）

（c）1D-Ensemble（准确率86.8%）

（f）1D-CNN（准确率84.8%）

图5　模型性能混淆矩阵对比

Fig.5　Comparison of models performance confusion matrix

（a）精度变化 （b）损失变化

图4　模型的训练精度变化和损失变化

Fig.4　The changes in training accuracy and loss of the model
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是 ProtoNet，平均性能略低于VRPN，但依然表现

优异。相比之下，1D-CNN模型表现出最大的性

能波动性，其准确率分布范围从35%延伸至接近

100%，均值和中位数分别约为 80%和 85%，小提

琴形状反映了该模型训练过程的不稳定性。

1D-Ensemble模型和 1D-ResNet模型的性能介于

中间水平，准确率分别集中在 75%~95%和 48%~
95%，都存在不同程度的性能波动。

整体而言，图 6有效验证了VRPN 模型在准

确率和稳定性方面的显著优势，为油气管道泄

漏检测系统的实际应用提供可靠的模型选择

依据。

4.2.3　定量性能对比

为全面评估模型在复杂场景下的泛化能力，

选取6种分类任务（T1~T6）作为测试基准，从准确

率维度定量对比 SVM，1D-CNN，1D-ResNet，
1D-Ensemble，ProtoNet和本文提出的VRPN模型，

结果如表3所示。

从整体性能看，VRPN以 98.50%的平均准确

率最高，较次优的ProtoNet提升 0.67%，较传统机

器学习方法SVM提升7.53%。其他模型普遍存在

性能波动问题，1D-CNN和 1D-ResNet在 T4任务

上性能骤降，1D-Ensemble在T3和T4任务上表现

不佳，而VRPN在所有任务中均保持稳定高效，尤

其在高难度任务中表现出更强的适应性，充分验

证其架构设计的合理性与鲁棒性，为相关领域的

分类问题提供了更可靠的解决方案。

为进一步验证VRPN在真实场景与公开数据

集上的泛化能力，在GPLA-12公开声学信号数据

集上进行拓展试验。通过人工制造泄漏真实声学

信号，分别统计 0.2，0.4，0.5 MPa、多压力平均，以

及含噪声环境集上的准确率。结果如表 4所示，

验证了VRPN在真实燃气管道多工况下的泛化能

力与工程适用性。

4.3　消融研究

文中设计了消融试验，对比VRPN中各个组

件的重要性：通过逐步移除核心模块和替换包括

不同损失函数组合的关键模块，定量评估每个模

块对整体性能的影响，结果如表5所示。

结果表明，VRPN的准确率最高，其中 PR模

块是性能提升的关键因素，移除该模块后模型的

准确率显著下降达到最低。基于多种不同损失函

图6　模型精度分布比较

Fig.6　Comparison of model accuracy distribution

表3　多指标性能量化结果

Tab.3　Multi⁃index performance quantitative results %
模型

SVM
1D-CNN

1D-ResNet
1D-Ensemble

ProtoNet
VRPN

T1
90
100
100
100
100
100

T2
94.12
100
100
94
95
96

T3
90.76
100
100
77
100
100

T4
79.81

30
29
57
99
100

T5
91.11

79
100
93
93
95

T6
100
100
100
100
100
100

平均准确率

90.97
84.83
88.17
86.83
97.83
98.50

表4　GPLA-12数据集多工况验证

Tab.4　Multi⁃operating condition validation of the GPLA-12 dataset %
模型

SVM
1D-CNN

1D-ResNet
1D-Ensemble

ProtoNet
VRPN

0.2 MPa
79.31
72.41
74.14
75.86
63.79
79.31

0.4 MPa
39.22
58.82
37.25
41.18
64.71
62.75

0.5 MPa
29.79
40.43
23.40
51.06
85.11
72.34

多压力平均

49.44
57.22
44.93
56.03
71.20
71.47

含噪声环境

55.26
67.11
53.95
68.42
81.58
77.63

84



路敬祎，等：基于 LVMD 的回顾性原型网络及其在油气管道泄漏检测中的应用

数的组合策略，模型准确率均能维持在 97% 以

上，说明不同损失函数在优化目标上，兼顾分类边

界优化与特征分布一致性，更验证了文中基础网

络框架在特征提取与信息融合方面的强鲁棒性和

泛化能力，即便损失函数和模块配置存在差异，框

架仍能通过高效的特征表征维持优异性能，进一

步体现出本文提出的基础网络框架具有较强的优

越性和有效性。

5　结论

针对油气管道泄漏检测中存在的噪声干扰

强、特征表征稳定性不足、小样本泛化能力弱，导

致泄漏检测精度低的问题，提出的网络框架

VRPN在多个泄漏孔径分类任务中，平均诊断准

确 率 达 到 98.50%，相 较 于 SVM，1D-CNN 和

1D-ResNet分别提升了7.53%，13.67%和10.33%。

基于多种不同损失函数的组合策略，VRPN的稳

定性系数最高，且各变体模型准确率均达97%以

上，体现出文中所提的基础网络框架具有较强的

优越性和有效性。综合试验结果表明，VRPN在

管道泄漏检测领域性能较优，该框架在管道缺陷

检测领域具有较大的应用潜力。
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