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基于实测数据与机器学习的混凝土罐体

预应力损失预测方法研究

李博成 1，杨 健 1，蔡德成 1，苏 娟 1，崔启勇 1，王文炜 2
（1.海洋石油工程股份有限公司，天津 300461；2.东南大学 交通学院，南京 211189）

摘 要：针对大尺寸结构中长距离预应力钢绞线因孔道摩擦、锚具变形及应力松弛导致的预应力损失难以精准监测与预

测的问题，以某液化天然气储罐项目为背景，提出一种融合光纤传感实测数据与机器学习的综合预测方法。该方法利用

光纤传感技术对实际工程中的长距离预应力钢绞线进行长期监测，获取其预应力损失数据；基于实测数据建立预应力长

期损失的数值仿真数据集，采用多种机器学习算法构建预测模型，并进一步引入SHAP可解释性算法对模型的预测依据

与关键影响因素进行分析。试验与模拟结果表明，储罐环向与竖向预应力钢绞线的总损失分别约为 390 MPa 和
320 MPa；所建立的6种机器学习模型在训练集和测试集中的预测平均百分比误差均低于3.5%，其中XGBoost模型误差最

小，在测试集表现上1.19%。通过SHAP分析多项影响因素，其中，钢绞线长度对长期损失的影响最为显著，其次为混凝

土弹性模量、钢绞线弹性模量和张拉控制应力。研究表明，采用机器学习模型可准确预测预应力损失，并分析造成预应

力损失的重要因素。该研究对于预应力结构服役性能的准确评估具有重要意义。
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Research on prediction method of prestress loss in concrete tank 
based on measured data and machine learning

LI Bocheng1，YANG Jian1，CAI Decheng1，SU Juan1，CUI Qiyong1，WANG Wenwei2
（1.Offshore Oil Engineering Co.，Ltd.，Tianjin 300461，China；
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Abstract:To address the difficulty in accurately monitoring and predicting the prestress loss of long⁃distance prestressing strands in 
large⁃scale structures due to duct friction，anchor deformation，and stress relaxation，a comprehensive prediction method integrating 
fiber optic sensing measurement data and machine learning is proposed，based on a liquefied natural gas storage tank project.This 
method uses fiber optic sensing technology to conduct long⁃term monitoring of long⁃distance prestressing strands in actual 
engineering，obtaining prestress loss data.Based on the measured data，a numerical simulation dataset of long⁃term prestress loss is 
established.Multiple machine learning algorithms are used to construct prediction models，and the SHAP interpretability algorithm is 
further introduced to analyze the prediction basis and key influencing factors of the models.Experimental and simulation results 
show that the total losses of the circumferential and vertical prestressing strands of the storage tank are approximately 390 MPa and 
320 MPa，respectively.The average percentage errors of the six established machine learning models in both the training set and the 
test set are below 3.5%，among which the XGBoost model has the smallest error，achieving 1.19% on the test set.Through SHAP 
analysis of multiple influencing factors，the length of the prestressing strand has the most significant effect on long⁃term loss，
followed by the elastic modulus of concrete，the elastic modulus of the prestressing strand，and the tensioning control stress.The 
research shows that machine learning models can accurately predict prestress loss and analyze the important factors causing 
prestress loss.This study is of great significance for the accurate evaluation of the service performance of prestressed structures.
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0　引言

随着预应力技术在土木工程领域中的快速发

展，预应力混凝土结构为大跨、超长、重载、防裂等

工程难题提供了新的思路和技术方案，解决了传

统钢筋混凝土结构自重和截面较大、裂缝和挠度

控制性差、经济性和美观性不足等问题，同时还相

对提高了结构刚度和耐久性，在近几十年间得到

了广泛的工程应用［1-2］。由于以上特点，液化天

然气（LNG）储罐外罐多采用预应力混凝土结构以

容纳和保护内罐，预应力混凝土结构全容式LNG
储罐已已成为世界上应用最多的 LNG 储罐形

式［3-4］。然而，在预应力混凝土外罐施工及长期

服役过程中，钢绞线与孔道的摩擦、锚固装置的变

形、钢绞线的应力松弛、混凝土的徐变收缩等因素

都会导致预应力的损失。随着预应力损失值的逐

步增加，结构的安全度逐渐降低，可能存在一定的

安全隐患和服役风险，甚至会引发事故［5］。因此，

判断预应力混凝土外罐的安全状态，需要对预应

力损失进行预测。

预应力钢绞线是预应力混凝土结构中的关键

受力单元，服役期间处于较高应力状态，其预应力

值的大小是否能够符合要求，关系到整个预应力

结构的安全［6］。因此，关于预应力混凝土结构应

力状态的分析与研究重点应为预应力损失的评价

判断。基于预应力的损失，国内外学者展开了广

泛的研究。胡志坚等［7］分别对预应力摩阻损失、

锚具变形损失、混凝土收缩徐变损失和时效损失

进行分项估算，提出了偏转块处体外束偏角误差

等参数，并通过实际工程项目数据进行了验证。

刘寒冰等［8］利用等效思想和力学分析，推导出预

应力简支梁跨中截面预应力损失的近似计算公

式，并以实际工程为依托，进行参数标定和对比分

析，验证了该方法的有效性和可靠性。ATUTIS
等［9］研究发现，瞬时和时变预应力损失、截面应力

与应变、挠度、开裂行为是一个相互关联的过程，

且应力松弛占有很重要的比重。SHI等［10］为了量

化预应力摩擦的相关损失，在现行规范的基础上，

提出了一种通用且与摩擦相关的预应力损失简化

计算模型，该方法在衰减曲线上与当前代码的匹

配度较高，具有较高精度。现有研究表明导致预

应力损失是由多种因素叠加产生的。然而，目前

施工过程中使用的控制张拉设备无法测量钢绞线

的实际应力状态，难以具体分析预应力损失产生

原因。因此，如何实现较为准确的预应力钢绞线

应力状态监测具有重大意义。

本文依托实际储罐结构，采用光纤传感技术

采集长距离预应力损失数据，并利用机器学习模

型和SHAP可解释方法分析损失原因。参考国内

外研究和工程实际，将影响预应力损失的因素总

结为钢绞线长度、混凝土弹性模量、钢绞线弹性模

量、张拉控制应力、损失时间、钢绞线公称直径共

6组相关参数。基于现场实测数据，建立长距离

钢绞线预应力长期损失的数据集；通过机器学习

算法建立精确的长距离钢绞线预应力长期损失机

器学习预测模型，并使用 SHAP算法对机器学习

模型的预测过程进行分析，得到长距离钢绞线长

期损失的重要性因素排序，最终实现基于机器学

习的预应力损失预测分析方法。研究为混凝土罐

体预应力损失预测方法提供了新的思路。

1　工程概况

龙口南山液化天然气（LNG）接收站一期工程

规模为4台22万 m3混凝土储罐，混凝土储罐外罐

采用后张法有粘结预应力结构，混凝土外罐内直

径 88 m，墙体高度 50.4 m。为确保罐体结构的稳

定性，罐体墙的四周布设 4个扶壁柱。在罐体墙

和扶壁柱内部布置预应力钢绞线束，这些钢绞线

束由环向水平钢绞线束和竖向钢绞线束组成，构

成了储罐预应力体系的核心部分。环向水平预应

力钢绞线束共有 96层，合计 192束。每束钢绞线

包含 25根，长度约 145 m，环绕罐体半圈布置，每

两束对应形成一周圈，水平地嵌入在罐体壁内。

环向和竖向预应力采用⌀s15.2的预应力钢绞线，

钢绞线抗拉标准强度 fpk=1 860 MPa，设计锚下张

拉控制应力均为 fcon=0.8fpk=1 488 MPa。环向预应

力钢绞线采用两端对称张拉，竖向预应力钢绞线

在储罐顶部横梁上采用单端张拉。储罐外罐及其

预应力监测点布置如图1所示。

2　实测数据分析

2.1　监测方案

预应力监测采用光纤光栅埋入式应变计传感

器，其量程为±2 000 με，光栅数量为 1，光栅中心

波长为 1 528~1 563 nm。将光纤光栅贴在预应力

钢绞线表面，之后进行钢绞线张拉，在预应力张拉

施工过程中，做好对钢绞线伸长量的测量和记

录 。 监 测 所 用 的 光 纤 光 栅 高 速 解 调 仪 为
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SuperHawk8000series型，其测量模式为应变模式，

通道数为8，扫描频率1 000 Hz，通过现场测定，初

始波长设为1 533.987 nm。

预应力混凝土外罐墙体上部的混凝土及钢绞

线在施工及运行过程中应力水平较高，因此，在高

42 m处（第12层墙体，距罐顶7 m处）两束钢绞线

的4个端点和其中一束钢绞线中间，共设置5个环

向钢绞线监测点，着重考虑此处预应力损失；竖向

预应力钢绞136束，每束12根钢绞线，顶端锚固在

罐壁顶部的环梁上，底端锚固在承台下面，每束长

约50 m，总长约6 854 m。在对称的4个扶壁柱处

钢绞线的顶端和其中一束钢绞线的底部，共设置

5个监测点，如图 2所示。相关光栅现场布置如

图3所示。

2.2　监测结果及分析

在监测过程中，由于浇筑混凝土时与光纤传

感器之间存在拉伸、摩擦，导致光纤传感器的失效

（测试过程中LNG环向监测点 3、竖向监测点 4失
效）。因此，仅针对没有失效传感器获取的数据进

行数据分析。将采集到的预应力钢绞线波长信息

转换为应力数据，对LNG储罐环向预应力钢绞线

（4个监测点）和竖向预应力钢绞线（4个监测点）

数据进行汇总，结果见表1、表2。
对储罐环向预应力钢绞线进行为期 200 d的

预应力监测，结果如图4所示。监测点1，2，4，5的
预应力损失值变化趋势相同，前期增大较快，在

70 d后增长速率逐渐降低，预应力损失值趋于稳

定。综合监测点 1，2，4，5的监测数据，可以得到

图1　液化天然气储罐外罐与预应力监测点示意

Fig.1　Schematic of LNG storage tank outer tank and
prestress monitoring points

（a）竖向监测点

（b）环向监测点

图2　储罐监测点布置

Fig.2　Layout of storage tank monitoring points

（a）埋入式光纤光栅传感器 （b）光纤光栅固定 （c）光纤引出

图3　光纤光栅传感器埋设示意

Fig.3　Schematic diagram of fiber bragg grating sensor embedment
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环向预应力钢绞线张拉完成后的瞬时损失约为

125 MPa，长期预应力损失值约为 265 MPa，故预

应力钢绞线总损失值约为390 MPa。

对储罐竖向预应力钢绞线进行为期 200 d的
预应力监测，结果如图5所示。监测点1，2的预应

力损失值变化趋势相同，前期增大较快，在70 d后
增长速率逐渐降低，预应力损失值趋于稳定。监

测点 1，5的监测值较为接近，在预应力损失开始

前期（1~2 d），应力损失约125 MPa，随着监测时间

增加，预应力损失值逐渐增加，且变化趋势渐趋平

缓，得到钢绞线的长期预应力损失值为205 MPa，
预应力钢绞线总损失值约330 MPa；监测点2，4的
监测值较为接近，在预应力损失开始前期（1~2 d），
应力损失约125 MPa，随着监测时间增加，预应力

损失值逐渐增加，且变化趋势渐趋平缓，得到钢绞

线的长期预应力损失值为 185 MPa，预应力钢绞

线总损失值约310 MPa；综合监测点1，2，4，5的监

测数据，可以得到竖向预应力钢绞线张拉完成后

瞬时损失约为 125 MPa，长期预应力损失值约为

195 MPa，故预应力钢绞线总损失值约为320 MPa。

3　机器学习预测方法

3.1　数据集的建立与计算模型

为保证机器学习测试集数据的可靠性，建模

所使用的数据来源于 3 个方面：（1）已有文

献［11-12］，共 15组；（2）基于上述现场实测储罐预

应力损失的数值模拟结果，共 126组；（3）基于以

往实践工程的预应力损失数值模拟结果，共

135组。

根据 GB 50010—2010《混凝土结构设计规

表2　储罐竖向预应力损失值

Tab.2　Vertical prestress loss value of the storage tank
时间/d

1
3
4
5
6
7
8
10
11
12
13
14
18
20
24
28
32
36
40
47
53
60
67
74
82
90
98

108
120
133
149
161
175
187
200

预应力损失值/MPa
监测点1
124.67
219.00
221.50
245.00
248.89
252.13
258.33
259.83
261.56
267.83
272.17
270.89
288.39
276.50
301.56
297.50
300.83
310.06
310.16
304.00
308.39
314.89
324.44
327.44
321.50
319.00
325.00
317.39
324.83
320.28
327.50
322.28
325.78
326.21
326.00

监测点2
128.56
194.11
196.72
240.94
242.94
241.50
240.83
242.83
243.50
246.72
250.44
252.89
274.50
264.89
291.22
290.44
297.28
301.50
296.39
297.06
304.06
316.50
308.17
314.33
312.39
312.28
316.22
309.67
311.83
310.50
314.56
311.94
311.44
308.72
312.61

监测点4
128.25
208.20
210.75
244.61
247.56
248.46
251.22
252.97
254.17
258.92
262.95
263.53
283.08
272.33
298.03
295.61
300.70
307.42
304.91
302.17
307.86
317.33
325.16
322.53
318.58
317.28
322.25
322.51
319.97
317.03
322.67
318.75
320.25
319.11
320.95

监测点5
134.65
207.40
209.99
249.03
251.50
251.23
252.28
254.15
255.08
259.07
262.95
264.46
268.49
274.86
300.88
299.28
305.24
310.71
306.90
305.86
312.21
323.17
322.91
320.48
321.74
328.54
325.49
322.34
322.15
320.01
324.86
325.43
322.10
320.16
319.42

表1　储罐环向预应力损失值

Tab.1　Circumferential prestress loss value of storage tanks
时间/d

1
2
3
5
8
11
14
21
28
35
42
49
56
63
70
77
84
98

112
126
140
160
180
200

预应力损失值/MPa
监测点1
100.32
130.90
182.65
200.71
221.12
246.48
263.39
289.11
312.60
334.78
341.55
356.90
350.70
365.66
382.60
384.33
391.58
389.12
392.01
392.10
401.24
401.25
391.50
389.31

监测点2
85.31

128.24
188.10
195.85
228.31
250.86
265.68
282.16
301.77
320.53
354.19
360.32
365.23
380.00
384.00
377.73
389.66
385.73
379.52
379.57
383.39
388.49
384.74
381.20

监测点4
92.81

129.57
185.38
198.28
224.72
248.67
264.53
285.63
307.19
327.65
347.87
358.61
357.97
372.83
383.30
381.03
390.62
387.42
394.52
390.73
392.31
394.87
388.12
385.25

监测点5
95.31

135.15
192.99
203.31
232.76
256.01
271.36
290.15
310.73
330.34
357.28
365.71
367.85
382.66
389.90
385.63
396.39
392.82
393.27
391.40
394.10
397.93
392.68
389.47

53



PRESSURE VESSEL TECHNOLOGY Vol.43，No.2，2026

范》规定，后张法构件的预应力损失计算分为张拉

端锚具变形和预应力筋内缩、预应力筋的摩擦、预

应力筋的应力松弛、混凝土的收缩徐变，以及螺旋

式预应力筋在直径不大于3 m时混凝土的局部挤

压。结合现场测量和文献［11-12］中可收集的数

据格式，选择预应力钢绞线长度 l、混凝土弹性模

量Ec、钢绞线弹性模量Es、张拉控制应力、损失时

间 t、钢绞线公称直径 d共 6个参数为主要研究对

象。一共采集 267组数据，组成本次钢绞线预应

力损失研究的数据集。

采用以下 6种机器学习计算模型，并比较其

有效性：决策树（DT）、随机森林（RF）、极端随机

树（ERT）、梯度提升树（GBDT）、限梯度提升树

（XGBoost）和人工神经网络（ANN）。决策树模型

基本算法是采用一种自上向下的递归方式构造

一棵决策树［13］
，通过决策树不同的枝干划分不同

的结果空间；随机森林是一种基于决策树的集成

学习算法，通过建立多个决策树来提高分类或回

归的精度；极端随机树的每棵决策树都是由原始

训练样本构建的，在每个测试节点上，每棵树随

机分配特征与特征值，使得减小不同树之间的相

关性。梯度提升决策树是基于Boosting算法的一

种改进［14］；XGBoost 算法具有极高的预测准确

度，相对于传统统计模型有优越的预测能力，由

于该算法不预设自变量和因变量之间的线性关

系，因此可以更好地探测可能存在的非线性关

系；人工神经网络是在现代神经生物学研究基础

上提出的模拟生物过程以反映人脑某些特性的

计算结构，可用于分类、回归、聚类等任务的

算法。

3.2　超参数寻优

超参数寻优即为机器学习算法的超参数选择

图4　LNG储罐环向预应力钢绞线预应力数值衰减曲线

Fig.4　Numerical attenuation curve of prestress of circumferential prestressing strands in LNG storage tank

图5　LNG储罐竖向预应力钢绞线预应力数值衰减曲线

Fig.5　Numerical attenuation curve of prestress of vertical prestressing strands in LNG storage tank
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最优值，寻优算法决定机器学习的过程并深刻影

响模型的性能［15］。网格搜索结合交叉验证算法

（GridSearch Cross-validation）［16］是常用的超参数

寻优算法，本次寻优采用GridSearch CV与10折交

叉验证，生成的 6个机器学习模型的超参数及其

对应值见表3。

3.3　机器学习预测预应力损失

3.3.1　评价指标

选取上述 6种机器学习算法，通过将样本中

每个特征的值除以所有样本中该特征的最大值，

同时将每个自变量缩放到0~1之间〔见式（1）〕，完
成输入特征数据的归一化［17］，并将归一化数据集

用于模型的训练和测试［18］，训练集与测试集的占

比分别为80%与20%。

x' =
xi - ximin

ximax - ximin
（1）

采用以下 5个指标评价算法的性能：均方根

误差（RMSE）、平均绝对百分比误差（MAPE）、平
均绝对误差（MAE）、决定系数（R2）、皮尔逊相关

系数（Pearson Correlation Coefficient，Rs）。

表3　网格搜索优化获得的机器学习算法超参数数值

Tab.3　Hyperparameter values of machine learning algorithms obtained by grid search optimization
算法

DT

RF

ERT

GBDT

XGBoost

ANN

超参数

dmax = 7

nmax = 26

nf = 4

Criterion=Friedman-mse
ner = 60

dmax = 6

nmax = 25

nf = 6

Criterion=Absolute-error
ner = 100

dmax = 8

nmax = 30

nf = 4

Criterion=Poisson
ner = 100

lr = 0.1

Loss=Squared-error
dmax = 4

nmax = 10

nf = 4

Criterion=Friedman-mse
ner = 80

lr = 0.5

γ = 0.001

α = 0

λ = 1

Objective:reg:squarederror
α = 0.01

nhl = 10

lr = 0.01

itermax = 20 000

Activation function:logistic

解释

决策树最大深度

决策树最大叶节点个数

用于数据划分的最大特征数

采用Friedman-mse系数作为叶节点划分准则

随机森林中决策树的棵树

决策树最大深度

决策树最大叶节点个数

用于数据划分的最大特征数

采用Absolute-error系数作为叶节点划分准则

极端随机树中决策树的棵树

决策树最大深度

决策树最大叶节点个数

用于数据划分的最大特征数

采用Poisson系数作为叶节点划分准则

梯度提升树中决策树的棵树

用于权重更新的学习率

损失函数

决策树最大深度

决策树最大叶节点个数

用于数据划分的最大特征数

采用Friedman-mse系数作为叶节点划分准则

极限梯度提升树中决策树的棵树

用于权重更新的学习率

控制叶节点分裂的最小收益

L1正则化系数

L2正则化系数

使用 reg:squarederror进行回归任务

L2正则化强度

隐藏层层数

用于权重更新的学习率

主循环的最大迭代次数

使用 logistic函数作为激活函数
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RMSE =
1
n ∑

i = 1

n

( ŷi - yi )2 （2）

MAPE =
1
n ∑

i = 1

n |

|
|
||
||

|
|
||
| ŷi - yi

yi
´ 100% （3）

MAE =
1
n ∑

i = 1

n |

|
|
||
||

|
|
||
| ŷi - yi

yi
（4）

R2 = 1 -
∑
i = 1

n

(yi - ŷi )2

∑
i = 1

n

(yi - ȳ)2

（5）

Rs =
∑
i = 1

n

( ŷi -
-
ŷ) (yi - ȳ)

∑
i = 1

n

( ŷi -
-
ŷ)2 ∑

i = 1

n

(yi - ȳ)2

（6）

式中，n为数据点的数量；yi为实际值；ŷi为模型预

测值；ȳ为所有实际值的平均值；
-
ŷ为所有模型预

测值的平均值。

3.3.2　性能表现及评价

图 6示出 6种机器学习模型在训练集上的性

能表现。可以看出，6种机器学习模型的训练集

中百分比误差均小于 3.5%，DT，RF，ERT三种模

型的 5个性能评价指标值较接近，三种模型的长

距离钢绞线长期应力损失预测效果差异不大；

ANN模型的RMSE，MAPE，MAE指标数值和其他

模型相比较大，R2和Rs指标值与其他模型相比较

小；GBDT 模型与 XGBoost 模型的 RMSE，MAPE，
MAE指标数值和其他模型相比较小，R2和Rs指标

值与其他模型相比差异不明显。整体结果表明，

GBDT模型与XGBoost模型的预测精度相对较高，

ANN模型的预测精度相对较低。

图 7示出了 6种机器学习模型在测试集上的

性能表现。可以看出，相比之下，GBDT 模型与

XGBoost 模型的预测精度相对较高，DT 模型与

ANN模型的预测精度相对较低。

                           （a）DT                                                        （b）RF                                                       （c）ERT

                           （d）GBDT                                                  （e）XGBoost                                                （f）ANN
图6　6种机器学习模型在训练集上的表现

Fig.6　Performance of six machine learning models on the training set

                             （a）DT                                                        （b）RF                                                         （c）ERT
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与训练集相比，6 种机器学习模型在测试

集上的整体预测精度较低，这说明了拥有足

够的样本数对机器学习模型的精度具有重要

意义。

3.4　基于SHAP的可解释分析

3.4.1　SHAP机器学习模型解释算法

SHAP（Shapley additive explanations）机器学

习模型解释算法［19］可对具体样本生成局部解

释，可以明确揭示机器学习模型预测过程的机器

学习模型解释算法，比较“有”和“无”某一特征的

模型输出值来确定每个输入特征的贡献，基于该

贡献确定不同特征的重要性。在此基础上，可对

比分析不同机器学习模型对特征贡献的分配差

异，进而直观揭示各特征值对预测结果的定向影

响，从而为制定针对性的特征调控范围提供

依据。

3.4.2　机器学习模型具体解释

图8示出所有样本的每个特征对长距离钢绞

线预应力长期损失的平均 SHAP值。图中，左侧

6个参数为本次数据集中每个样本数据包含的参

数，右侧表示每个特征值高低的颜色柱，数据点对

应的底部SHAP值即为此数据对长距离钢绞线预

应力长期损失的影响。以图 8（a）为例，在RF机

器学习模型中，较大的预应力钢绞线张拉控制应

力σcon、钢绞线长度 l、混凝土弹性模量Ec、钢绞线

弹性模量Es 对长距离钢绞线的预应力长期损失

产生正面影响，即增大了长距离钢绞线的预应力

长期损失。

                           （d）GBDT                                                 （e）XGBoost                                               （f）ANN
图7　6种机器学习模型在测试集上的表现

Fig.7　Performance of six machine learning models on the test set

（a）RF

（c）GBDT

（b）ERT

（d）XGBoost
图8　各参数对长距离钢绞线预应力长期损失影响示意

Fig.8　Schematic diagram of the influence of various parameters on the long⁃term prestress loss of long⁃distance steel strands
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为了进一步解释机器学习模型的预测过程，

从数据集中选取一条具体的数据。模拟结果显

示，在预应力钢绞线长度145 m、混凝土弹性模量

30 MPa、钢绞线弹性模量 195 GPa、张拉控制应力

1 488 MPa、张拉后时间 233 d、钢绞线公称直径

15.2mm 时，钢绞线产生的的预应力长期损失为

248 MPa。4种机器学习模型特征贡献案例的结

果如图9所示，其中，基线值（base value）表示训练

集中目标变量拟合值的均值，红色条带和蓝色条

带分别显示了特征的正 SHAP 值和负 SHAP 值。

4 种机器学习模型的基线值、预测值与实际值

见表4。

进一步分析可知，4 种机器学习模型 RF，
ERT，GBDT，XGBoost输出预测结果时，主要影响

特征都是预应力钢绞线的张拉控制应力和钢绞线

长度，表示预应力钢绞线的张拉控制应力和钢绞

线长度是研究长距离钢绞线预应力长期损失的关

键设计参数。两个特征对长距离钢绞线的预应力

长期损失产生了正面影响，即增加了长距离钢绞

线的预应力长期损失。

将每个特征的 SHAP值（见图 8）与基线值相

加，即为相应机器学习模型的预测值（见表 4）。
由表4可知，该4种机器学习模型的预测值与实际

值的误差均未超过 2%，其中，XGBoost 模型的误

差最小，仅为 0.14%，在 4种机器学习模型中精度

最高。因此，进一步采用XGBoost机器学习模型

分析数据集中的 6 个参数，得到其 SHAP 值见

图 10。可以看出，混凝土弹性模量Ec、钢绞线弹

性模量Es和张拉控制应力 σcon的SHAP值随参数

值增加而增大，即产生的预应力长期损失增大。

从图 10（a）可以看出，当预应力钢绞线的长

度由40 m增大至160 m时，SHAP值由-50提高至

20，变化量为 70，表示长距离钢绞线的预应力长

期损失受钢绞线长度的影响较大，且当钢绞线长

度 l<100 m时，有利于降低长距离钢绞线的预应

（a）RF

（b）ERT

（c）GBDT

（d）XGBoost
图9　各变量对长距离钢绞线预应力长期损失的贡献示意

Fig.9　Schematic diagram of the contribution of various variables to the long⁃term prestress loss of long⁃distance steel strands
表4　4种机器学习模型基线值、预测值与实际值

Tab.4　Baseline values，predicted values and actual values
of four machine learning models

项目

基线值/MPa
预测值/MPa
实际值/MPa
预测值与实际

值的误差/%

RF模型

236.33
249.64

248
0.66

ERT模型

236.40
252.42

248
1.78

GBDT
模型

234.60
250.21

248
0.89

XGBoost
模型

235.19
248.35

248
0.14
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力长期损失。同理可得，当混凝土弹性模量

Ec≤32.5 MPa、钢绞线弹性模量 Es≤200 GPa、张拉

控制应力σcon≤1 350 MPa时〔见图 10（b）~（d）〕，有
利于降低长距离钢绞线的预应力长期损失。

4　结论

（1）利用光纤传感技术对液化天然气储罐环

向、竖向钢绞线进行预应力损失监测，储罐环向预

应力钢绞线瞬时损失约为 125 MPa，长期预应力

损失值约为 265 MPa，预应力钢绞线总损失值约

为 390 MPa；储罐竖向预应力钢绞线瞬时损失约

为 125 MPa，长期预应力损失值约为 195 MPa，预
应力钢绞线总损失值约为320 MPa。

（2）利用DT，RF，ERT，GBDT，XGBoost和ANN
共6种机器学习算法，通过网格搜索算法进行超参

数寻优，并对样本中的特征数据归一化，得到了用

于预测长距离钢绞线预应力长期损失的机器学习

模型。6种机器学习算法在训练集和测试集的预

测准确率均较高，平均百分比误差均小于3.5%。

（3）采用SHAP解释模型对RF，ERT，GBDT和
XGBoost四种机器学习模型进行了解释，结果表

明，该 4种机器学习模型预测值与实际值的误差

均未超过2%，其中，XGBoost模型的误差值最小，

仅为0.14%，在4种机器学习模型中精度最高。

（4）采用SHAP解释模型对XGBoost模型分析

后结果显示，在分析的 6个参数中，钢绞线长度 l

对预应力长期损失的影响最大，混凝土弹性模量

Ec、钢绞线弹性模量Es和张拉控制应力 σcon对预

应力长期损失的影响较大。综合分析结果和现场

施工，在满足工程需求下，建议钢绞线长度小于

100 m、混凝土弹性模量控制在 32.5 MPa以下、张

拉控制应力σcon在1 350 MPa以下。
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