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摘要：地浸采铀作为铀矿的绿色开采技术，在生产运行中产生海量数据，利用这些海量数据进行大数据分析和

趋势预测，能够提升技术人员制定生产计划的可靠性。目前采用的基于编码器解码器结构的时序预测模型，

由于存在注意力机制，导致计算复杂、内存消耗大。本研究提出深度可分离卷积混合模型，通过动态序列分割

模块降低固定分割带来的语义破坏，通过深度可分离卷积混合模块降低模型运行时间并捕获局部和全局特征。

结果表明，深度可分离卷积混合网络模型的均方误差（ＭｅａｎＳｑｕａｒｅＥｒｒｏｒ，ＭＳＥ）与平均绝对误差（Ｍｅａｎ

ＡｂｓｏｌｕｔｅＥｒｒｏｒ，ＭＡＥ）相较于时间序列分块自注意力模型（ＰａｔｃｈＴｉｍｅＳｅｒｉｅｓＴｒａｎｓｆｏｒｍｅｒ，ＰａｔｃｈＴＳＴ）分别降

低了１．０４％和４．１３％，提出的动态序列分割模块的 ＭＳＥ与 ＭＡＥ相较于原有模型分别降低了７．３２％和

５．０３％；在性能对比分析上，深度可分离卷积混合模型的训练速度相较于趋势季节分解线性模型（Ｄｅｃｏｍｐｏｓｉ

ｔｉｏｎＬｉｎｅａｒ，ＤＬｉｎｅａｒ）提高了５９．９１％。建立的模型能够准确预测采区生产运行中硫酸注液量的变化趋势，改善

了现有预测模型针对地浸铀矿数据集存在的运行时间长、运行内存大、数据拟合差的问题，可为地浸铀矿生产

决策提供理论和实践参考。
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　　随着地浸采铀技术的快速发展，铀矿地质勘

查信息化建设逐步完善，对地浸过程中产生的生

产、化验分析等数据与数字化、信息化、人工智能

算法进行的融合，大幅提高了矿业技术人员工作

效率［１３］。目前，随着数字化矿山建设的深入以及

信息化技术的发展，生产数据得到有效收集；但对

收集数据的分析利用不足，往往只对部分数据进

行了人工分析［４］。面对收集的海量数据，由于

缺乏有效的数据建模手段，技术人员难以挖掘

数据之间的内在规律，也无法充分利用现有数

据来制定未来的生产计划。

在地浸采铀中，注液量受多种因素影响，包括

矿石的矿物组成、矿石的粒度、浸出剂的性质，以

及含矿含水层厚度等。注液量与地浸铀矿山生产

效率关系密切，注液量过多可能导致资源浪费和

环境污染，而注液量不足则会影响铀的浸出率［５］。

为提高铀浸出率，需要准确预测注液量的未来变

化趋势，进而合理安排铀矿资源的开采，降低矿业

公司开采成本。

近年来，人工智能模型主要用于处理复杂非

线性关系，在铀矿领域已有诸多成果。ＫｕｃｈｉｎＹ

等人利用地浸铀矿山勘探阶段的水文地质研究数

据与测井数据，并使用基于支持向量算法、梯度提

升树等的回归模型，对其母岩的过滤特性进行了



预测［６］。贾皓等人使用人工神经网络对某矿床采

区日金属量进行了预测［７］。余东原等人利用地浸

铀矿生产数据，采用机器学习方法，筛选出多层感

知机（ＭｕｌｔｉｌａｙｅｒＰｅｒｃｅｐｔｒｏｎ，ＭＬＰ）和随机森林

（ＲａｎｄｏｍＦｏｒｅｓｔ，ＲＦ）模型来预测铀浸出金属

量［８］。张宇等人使用多目标优化算法为“水平井

直井”抽注系统提供经济高效的抽注液量决策方

案选择［９］。近年来，已有部分学者采用深度学习

方法对铀矿领域进行相关分析，如贾明滔等人基

于碱法地浸单元数据，提出了集成多种深度学习

方法来有效预测浸采单元铀浓度［１０］；周渊凯等人

采用深度学习方法，对纳岭沟地区测井解析岩性

获得９０％以上的分类精度
［１１］。然而，目前的研

究主要是通过机器学习、数理统计等方法来对

相关酸法地浸铀矿数据进行预测处理，探寻特

征间的关系；但无法对未来趋势做出准确判断，

没有把时间作为协变量进行相关时序序列的预

测分析。

为了解决上述问题，针对地浸铀矿生产数据

集的自身特点，以深度可分离卷积神经网络

（ＤｅｐｔｈｗｉｓｅＳｅｐａｒａｂｌｅＣｏｎｖｏｌｕｔｉｏｎ，ＤＳＣｏｎｖ）为

基础时序预测模型，提出一种深度可分离卷积混

合网络模型（ＤｅｐｔｈｗｉｓｅＳｅｐａｒａｂｌｅＣｏｎｖｏｌｕｔｉｏｎ

ＭｉｘｅｒＮｅｔ，ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ），并用其进行

研究。

１　研究基础

１．１　数据获取与处理

本地浸铀矿数据集Ａ１来源于某矿业公司采

区的生产运行数据。采区生产运行数据参数包括

日期、浸出液、浸出剂、液固比、浸出率；自２０１７年

７月至２０２３年８月，记录时长为６年，采样时间

间隔为１天。

为了提高模型预测能力以及训练速度，减少

冗余信息的干扰，结合专家知识筛选出合适的地

浸铀矿数据集，并构成相应时序序列，即犱＝

｛犱ｃｊｓ，犱ｚｊｓ，犱ｚＨ２ＳＯ４，犱ｄｑｕ，犱ｚｙｌ｝，其中犱ｃｊｓ、犱ｚｊｓ、犱ｚＨ２ＳＯ４、

犱ｄｑｕ、犱ｚｙｌ分别表示狋时刻历史抽液金属量、浸出剂

金属量、注液硫酸浓度、当前矿山剩余金属量、注

液量。以注液量为输出预测数据，记为狓犻；同时，

根据滑动窗口形式生成每个时间序列实例，记为

犻（犻代表第犻个实例）。由于本研究将时间作为地

浸铀矿数据集中的协变量；而这些时间序列数据

在实际应用中存在不稳定性，测试数据还可能面

临分布漂移问题，这会影响模型的预测性能和准

确性［１２１３］。为提高预测准确性通过用零均值和

单位标准差在序列分割之前对每个狓犻 进行归一

化，并且在结果输出后将平均值和偏差添加到输

出上，然后经过全连接预测层将结果输出。模型

流程见图１。

图１　深度可分离卷积混合网络模型架构
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犮狅狀狏狅犾狌狋犻狅狀犪犾犿犻狓犲狉狀犲狋犿狅犱犲犾

１．２　动态序列分割模块

动态序列分割模块（ＤｙｎａｍｉｃＳｅｑｕｅｎｃｅＳｅｇ

ｍｅｎｔａｔｉｏｎＭｏｄｕｌｅ，ＤＳＳＭ）的主要目标是辨别不

同时间步长的数据点之间的相关性。在大多数

现有时序预测研究中，保留原始逐点时间序列

数据作为输入几乎是默认做法。然而，单个时

间步骤所带来的语义不能像句子中的单词那么

多，因此提高每个输入单元的信息密度对于提

高最终结果的准确性至关重要。近年来，基于

迁移（Ｔｒａｎｓｆｏｒｍｅｒ）结构的时序预测方法将相邻

时间点聚合成子序列［１４］２，然后将每个子序列分

组到局部区域中，进而耦合它们的依赖性。但

是固定大小的序列分割有可能破坏序列之间的

语义性，导致性能下降。因此，本研究根据Ｄａｉ、

Ｃｈｅｎ等人的思想
［１５１６］，建立动态序列分割模块

（图２）。
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图２　犇犛犛犕模块框架

犉犻犵．２　犇犛犛犕犿狅犱狌犾犪狉犳狉犪犿犲狑狅狉犽

　　对于ＤＳＳＭ模块来说，时序序列的输入为犡

∈犚
犆×犜，其中犆和犜 分别表示变量（通道）的数量

和序列长度。首先，在进行ＤＳＳＭ 模块之前，序

列数据固定分割大小为犖 ＝ （犜－犘）／犛＋２，其

中每个子序列（子序列简称ｐａｔｃｈ）的形状用犡∈

犚犘×犆表示，犖 代表ｐａｔｃｈ的数量，犘 为每个相应

ｐａｔｃｈ的大小，犜表示输出通道数量，犛表示每个

ｐａｔｃｈ窗口滑动大小。同时，为了保证均匀分割

序列，在ｐａｔｃｈ分割之前将最后一个 犡∈犚
犘×犆

使用犛个重复数填充到原始序列末尾。其次，

每个ｐａｔｃｈ设定３个关键控制变量，即中心位

置狓ｃ、中心偏移δｃ 和尺度变化δｐ。狓ｃ 由ｐａｔｃｈ

分割决定其大小，δｃ和δｐ通过式（１）～式（２）计

算得到。

δｃ＝Ｇｅｌｕ犠ｏｆｆ·犳（狓ｉｎ［ ］）， （１）

δｐ＝Ｒｅｌｕ犠ｄｓｓ·犳（狓ｉｎ［ ］）， （２）

式中：犳（狓ｉｎ）为轻量预测线性函数；Ｇｅｌｕ、Ｒｅｌｕ为

激活函数；犠ｏｆｆ、犠ｄｓｓ 为权重矩阵，分别用于学习

中心偏移和尺度变化。基于以上中心位置狓、中

心偏移δｃ 和尺度变化δｐ 结果，可以计算出新的

ｐａｔｃｈ序列的中心位置狓
犻＋１
ｃ 和长度狆

犻＋１ ，以及左

边界位置犔和右边界位置犚 。

狓犻＋１ｃ ＝狓ｃ＋δｃ，狆
犻＋１
＝犘＋λ·δｐ； （３）

犔＝狓
犻
ｃ－
狆
犻

２
，犚＝狓

犻＋１
ｃ ＋

狆
犻＋１

２
； （４）

式中：λ为缩放因子；犘为初始化ｐａｔｃｈ的大小；

狓犻ｃ为当前ｐａｔｃｈ的中心位置；狆
犻为当前ｐａｔｃｈ的

长度大小；狓犻＋１ｃ 为下一个ｐａｔｃｈ的中心位置；狆
犻＋１

为下一个ｐａｔｃｈ的长度大小；犔为左边界位置；犚

为右边界位置。根据这些控制变量，ＤＳＳＭ 模块

能够自适应调整每个ｐａｔｃｈ的位置和尺度，减少

固定大小的序列分割可能引起的语义信息丢失。

最后，通过轻量级线性预测函数将新的ｐａｔｃｈ变

换到嵌入空间中，从而使得模型能够更加灵活地

捕捉时间序列数据中的局部模式和长期依赖

关系。

１．３　深度可分离卷积混合模块

为了更有效地处理 ＤＳＳＭ 生成的自适应

ｐａｔｃｈ，采用深度可分离卷积混合模块（Ｃｏｎｖ

ＭｉｘｅｒＮｅｔ）对多个分支的时间序列数据进行建

模。该网络首先使用分组卷积，即分组卷积中

分组数等于ＤＳＳＭ模块中ｐａｔｃｈ长度。同时，对

于深度卷积层（ＤｅｐｔｈｗｉｓｅＣｏｎｖｏｌｕｔｉｏｎ）来说，犖

个ｐａｔｃｈ同时采用相同的卷积核大小（均为

ｐａｔｃｈ的长度犘），分组数量等于ｐａｔｃｈ的数量犖；

而对于逐点卷积层（ＰｏｉｎｔｗｉｓｅＣｏｎｖｏｌｕｔｉｏｎ）来

说，犖 个ｐａｔｃｈ同时采用相同的卷积核大小（均

为１），分组数量等于１。这种设计通过将输入数

据划为多个“ｐａｔｃｈ”，并进行混合捕捉全局上下

文和局部特征，使得每个ｐａｔｃｈ在深度卷积和

逐点卷积上通过一个专用的卷积核进行处理，

从而增强模型对不同时间序列特征的捕捉

能力。

同时，为了扩展模型的感受野并捕捉时间序

列数据中的长期依赖关系，本研究参考了时间序

列分块自注意力模型（ＰａｔｃｈＴｉｍｅＳｅｒｉｅｓＴｒａｎｓ
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ｆｏｒｍｅｒ，ＰａｔｃｈＴＳＴ）研究中的策略，将卷积操作的

步长设置为犛，针对步长犛设置卷积核大小为８。

在这一步骤中，输入特征图中的每个ｐａｔｃｈ都独

立地与一个卷积核进行卷积操作。这种操作生成

了犖 个特征图，每个特征图代表了对应ｐａｔｃｈ的

卷积结果。随后，这些特征图按照生成的顺序进

行连接，形成一个具有犖 个通道的输出特征图。

深度卷积网络通过使用组卷积核，对共享相同空

间位置的块应用相同的卷积操作，这有助于模型

捕捉时间序列中ｐａｔｃｈ间的潜在周期性模式。

深度卷积混合模块使用卷积核为犽＝犘的分

组卷积操作，通过对输入的通道（ｉｎｐｕｔｃｈａｎｎｅｌｓ）

进行卷积处理。这种操作将生成与输入通道数量

相同的特征图（ｆｅａｔｕｒｅｍａｐｓ），每个特征图都对应

一个特定的输入通道；逐点卷积使用１×１的卷积

核将深度卷积得到的特征图进行组合，生成已经

定义的犖 个特征图，具体卷积操作见图３。上述

模块同时结合激活函数Ｇｅｌｕ以及残差网络来弥

补梯度消失、简化网络结构，ＣｏｎｖＭｉｘｅｒＮｅｔ实

现跨ｐａｔｃｈ通道混合信息，生成最终输出特征图，

然后通过全连接层将预测结果输出。ＣｏｎｖＭｉｘ

ｅｒＮｅｔ模块具体流程见图４。

图３　深度可分离卷积示意图

犉犻犵．３　犛犮犺犲犿犪狋犻犮犱犻犪犵狉犪犿狅犳犱犲狆狋犺狑犻狊犲狊犲狆犪狉犪犫犾犲犮狅狀狏狅犾狌狋犻狅狀

图４　犆狅狀狏犕犻狓犲狉犖犲狋模块框架

犉犻犵．４　犆狅狀狏犕犻狓犲狉犖犲狋犿狅犱狌犾犪狉犳狉犪犿犲狑狅狉犽

２　结果与分析

２．１　实验设置

网络训练优化均以ＴｅｓｌａＶ１００服务器为硬

件平台，运行内存为１６ＧＢ，采用ＰｙＴｏｒｃｈ深度学

习框架构建 ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型。模型训

练采用损失函数和 Ａｄａｍ优化器，数据集划分比

例为７∶２∶１，分别对应训练集、测试集和验证集。

模型输入时间序列长度设置为狊犲狇＿犾犲狀＝９６，用

于预测未来２４、３６、４８、６０天的生产数据，分别对

应不同的预测步长狆狉犲＿犾犲狀＝｛２４，３６，４８，６０｝。迭

代次数设定为３０次，学习率设定为０．０００１。在

模型的ＤＳＳＭ模块中，ｐａｔｃｈ长度默认为１６，步长

默认为８。ＣｏｎｖＭｉｘｅｒＮｅｔ的层数默认设置为

犖＝１。

模型性能评价指标以平均绝对误差（Ｍｅａｎ

ＡｂｓｏｌｕｔｅＥｒｒｏｒ，ＭＡＥ）和均方误差（ＭｅａｎＳｑｕａｒｅ

Ｅｒｒｏｒ，ＭＳＥ）为准，误差指标计算公式如下：

ＭＡＥ＝
１

狀∑
狀

犻＝１

狔犻－狔犻
︿ ， （５）
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ＭＳＥ＝
１

狀∑
狀

犻＝１

（狔犻－狔犻
︿）２ （６）

式中：狔犻为第犻个观测值的实际输出；狔犻
︿ 为模型

预测的输出；狀为观测值的总数。

２．２　实验分析

２．２．１　评价指标结果分析

对当前时间序列预测领域的多个先进模型进

行了比较分析。这些模型包括基于Ｔｒａｎｓｆｏｒｍｅｒ

架构的最新研究成果，例如ＰａｔｃｈＴＳＴ
［１４］９、Ｃｒｏｓｓ

ｆｏｒｍｅｒ
［１７］以及Ｉｎｆｏｒｍｅｒ

［１８］，以及基于线性网络结

构的ＴｉＤＥ
［１９］和ＤＬｉｎｅａｒ

［２０］模型。为了确保实验

的一致性，所有参与比较的模型在实验中均采

用统 一 的 时 间 步 长 设 置，其 中 序 列 长 度 为

狊犲狇＿犾犲狀＝９６，预测步长狆狉犲＿犾犲狀则分别设定为

２４、３６、４８和６０。

不同模型在相同实验环境下，通过 ＭＳＥ与

ＭＡＥ来评价模型预测性能，结果见表１。从归一

化后的数值来看，与表现最好的基于Ｔｒａｎｓｆｏｒｍｅｒ

结构的 ＰａｔｃｈＴＳＴ 模型相比，本模型（ＤＳＣｏｎｖ

ＭｉｘｅｒＮｅｔ）在ＭＳＥ与 ＭＡＥ上分别降低了１．０４％

与４．１３％。与模型简单且表现较好的基于多层感

知机结构的ＴｉＤＥ与ＤＬｉｎｅａｒ模型相比，本模型在

ＭＳＥ上分别降低１０．８０％和３８．３１％，在 ＭＡＥ上

分别降低１６．６９％和４９．８３％。

表１　不同模型对比实验

犜犪犫犾犲１　犆狅犿狆犪狉犻狊狅狀狅犳犲狓狆犲狉犻犿犲狀狋犪犾狉犲狊狌犾狋狊犫狔犱犻犳犳犲狉犲狀狋犿狅犱犲犾狊

预测

步长

ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ ＰａｔｃｈＴＳＴ ＴｉＤＥ ＤＬｉｎｅａｒ Ｃｒｏｓｓｆｏｒｍｅｒ Ｉｎｆｏｒｍｅｒ

ＭＳＥ ＭＡＥ ＭＳＥ ＭＡＥ ＭＳＥ ＭＡＥ ＭＳＥ ＭＡＥ ＭＳＥ ＭＡＥ ＭＳＥ ＭＡＥ

２４ ０．０１６２ ０．０５３０ ０．０１６５ ０．０５５９ ０．０１９５ ０．０６７５ ０．０２０５ ０．０８８７ ０．０３８３ ０．１４８２ ０．１６０６ ０．２８６４

３６ ０．０１８３ ０．０５８７ ０．０１８３ ０．０６０７ ０．０２０４ ０．０７０３ ０．０２９１ ０．１１３５ ０．０５５５ ０．１８２４ ０．１５３２ ０．２６３０

４８ ０．０２０４ ０．０６３９ ０．０２０５ ０．０６６３ ０．０２２２ ０．０７４６ ０．０３４８ ０．１３２８ ０．０６４５ ０．１８１４ ０．１８３６ ０．３３６１

６０ ０．０２０９ ０．０６５９ ０．０２１３ ０．０６９１ ０．０２２９ ０．０７７６ ０．０３８７ ０．１４６７ ０．０６６０ ０．１９５２ ０．２６０８ ０．３７４５

Ａｖｇ ０．０１９０ ０．０６０４ ０．０１９２ ０．０６３０ ０．０２１３ ０．０７２５ ０．０３０８ ０．１２０４ ０．０５６１ ０．１７６８ ０．１８９６ ０．３１５０

性能／％ ０ ０ －１．０４ －４．１３ －１０．８０ －１６．６９ －３８．３１ －４９．８３ －６６．１３ －６５．８４ －８９．９８ －８０．８３

　　注：Ａｖｇ表示所有时间步长下的平均评价指标；加粗数值表示对比其他模型最优的结果；下划线的数值表示对比其他模型次优的结

果。性能栏中“ＭＳＥ”“ＭＡＥ”所在列的值表示ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型相比于所在列模型降低百分比。

２．２．２　模型拟合能力评估

２０２２年６月２６日至２０２３年６月２６日时间

跨度内测试集的拟合效果见图５。可以看出，在

狊犲狇＿犾犲狀＝９６与狆狉犲＿犾犲狀 ＝６０的情况下。ＤＳ

ＣｏｎｖＭｉｘｅｒＮｅｔ与ＰａｔｃｈＴＳＴ模型与真实值拟

合较好；但根据集合表１结果，通过计算得出，本

模型的 ＭＳＥ与 ＭＡＥ较ＰａｔｃｈＴＳＴ模型分别下

降了１．８８％与４．６３％，优于Ｐａｔｃｈ模型。同样，

ＴｉＤＥ与ＤＬｉｎｅａｒ模型的 ＭＳＥ与 ＭＡＥ低于本模

型且测试集拟合较差。Ｃｒｏｓｓｆｏｒｍｅｒ和Ｉｎｆｏｒｍｅｒ

模型由于自身注意力机制比较依赖于大型数据集

等特点，其 ＭＳＥ和 ＭＡＥ值较大，导致与真实值

拟合偏差较大。综上，本模型在狊犲狇＿犾犲狀＝９６与

狆狉犲＿犾犲狀＝６０的测试集情况下拟合能力优于其他

５种模型。

图５　不同模型在狊犲狇＿犾犲狀＝９６与狆狉犲＿犾犲狀＝６０

下的测试集表现

犉犻犵．５　犜犲狊狋狊犲狋狆犲狉犳狅狉犿犪狀犮犲狅犳犱犻犳犳犲狉犲狀狋犿狅犱犲犾狊狑犻狋犺

狊犲狇＿犾犲狀＝９６犪狀犱狆狉犲＿犾犲狀＝６０
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２．２．３　模型性能分析

为了更好地突出 ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型

的特点，对不同模型在相同实验环境下，设定

狊犲狇＿犾犲狀＝９６、狆狉犲＿犾犲狀＝６０进行性能分析，结果

见表２。实验表明，在评价指标为 ＭＳＥ的情况

下，ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型训练的总时长最小

且对应实验评价指标ＭＳＥ最小，分别为２７．７６２２ｓ

和０．０２０９；ＤＬｉｎｅａｒ模型的结果次之，训练的总

时长和 ＭＳＥ分别为４４．３９５ｓ和０．０３８７；ＤＳ

ＣｏｎｖＭｉｘｅｒＮｅｔ模型比次优模型（ＤＬｉｎｅａｒ）的训

练速度提高５９．９１％。

表２　不同模型在狊犲狇＿犾犲狀＝９６与狆狉犲＿犾犲狀＝６０下的性能分析

犜犪犫犾犲２　犘犲狉犳狅狉犿犪狀犮犲犪狀犪犾狔狊犻狊狅犳犱犻犳犳犲狉犲狀狋犿狅犱犲犾狊狑犻狋犺狊犲狇＿犾犲狀＝９６犪狀犱狆狉犲＿犾犲狀＝６０

项目
ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ ＰａｔｃｈＴＳＴ ＴｉＤＥ ＤＬｉｎｅａｒ Ｃｒｏｓｓｆｏｒｍｅｒ Ｉｎｆｏｒｍｅｒ

ｔｉｍｅ／ｓ ＭＳＥ ｔｉｍｅ／ｓ ＭＳＥ ｔｉｍｅ／ｓ ＭＳＥ ｔｉｍｅ／ｓ ＭＳＥ ｔｉｍｅ／ｓ ＭＳＥ ｔｉｍｅ／ｓ ＭＳＥ

预测步

长６０
２７．７６２２ ０．０２０９ １３１．１７９００．０２１３１８２．７６６７０．０２２９ ４４．３９５０ ０．０３８７ ７９．７２５８ ０．０６６０ ９３．３３１００．２６０８

性能／％ ０ ０ ３７２．５１ －１．８８ ５５８．３３ －８．７３ ５９．９１ －４５．９９ １８７．１７ －６８．３３ ２３６．１８ －９１．９９

　　注：１）加粗数值表示对比其他模型最优的结果；２）下划线的数值表示对比其他模型次优的结果；３）性能栏中，“ｔｉｍｅ／ｓ”所在列的值表

示ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型相比于所在列模型训练速度提高百分比，“ＭＳＥ”所在列的值表示ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型相比于所在列模

型降低百分比。

２．２．４　消融实验

为了证明ＤＳＳＭ 模块的有效性，进行了相关

消融实验，结果见表３。可以看出，在相同实验环

境下，在研究的预测步长范围内，未使用 ＤＳＳＭ

的模型的平均 ＭＳＥ和 ＭＡＥ性能下降７．３２％和

５．０３％。实验证明，相较于常规固定式分割

ｐａｔｃｈ来说，ＤＳＳＭ 可根据数据特性动态分割成

“非固定式”ｐａｔｃｈ，而动态变化的ｐａｔｃｈ可增强模

型对局部和全局上下文的理解，减少由于固定分

割造成的语义信息丢失。

表３　消融实验结果

犜犪犫犾犲３　犚犲狊狌犾狋狊狅犳犪犫犾犪狋犻狅狀犲狓狆犲狉犻犿犲狀狋狊

预测步长
ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ ｗ／ｏＤＳＳＭ

ＭＳＥ ＭＡＥ ＭＳＥ ＭＡＥ

２４ ０．０１６２ ０．０５３０ ０．０１６８ ０．０５６８

３６ ０．０１８３ ０．０５８７ ０．０１８５ ０．０６１２

４８ ０．０２０４ ０．０６３９ ０．０２３０ ０．０６７３

６０ ０．０２０９ ０．０６５９ ０．０２３７ ０．０６９２

Ａｖｇ① ０．０１９０ ０．０６０４ ０．０２０５ ０．０６３６

Ａｖｇ②／％ ０ ０ －７．３２ －５．０３

　　注：１）Ａｖｇ①表示所有时间步长下的平均评价指标；２）Ａｖｇ②表示所有时间步长下性能平均降低指标；３）ｗ／ｏ表示在相同实验环境

下，未使用ＤＳＳＭ模块；４）下划线数值表示ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型相比于未使用ＤＳＳＭ模块的平均 ＭＳＥ与 ＭＡＥ下降百分比。

３　结论

收集某矿业公司采区生产运行数据，将时间

作为协变量，同时结合多个影响地浸采铀注液量

的特征参数，形成地浸采铀数据集，以深度卷积神

经网络为架构，改进常用的序列分割模块，构建了

一种深度可分离卷积混合网络模型（ＤＳＣｏｎｖ

ＭｉｘｅｒＮｅｔ），并用于预测注液量。该模型能够有

效降低运行时间，提高数据的拟合能力。选取约

６年生产运行数据，制作地浸采铀数据集，用于注
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液量实验验证。

１）针对地浸铀矿的生产运行数据，将时间作

为重要因素纳入模型，并结合多个注液量影响因

素，使用深度卷积与点卷积来处理局部特征与全

局特征，提高了数据处理速度。同时，改进常规固

定ｐａｔｃｈ分割处理，提高了对采区注液量的预测

精度和效率。

２）对比实验显示，ＤＳＣｏｎｖＭｉｘｅｒＮｅｔ模型

在数据拟合和运行时间上优于其他５种现有预测

模型，具备明显的预测精度和计算效率优势。消

融实验显示，本研究提出的ＤＳＳＭ 模块在一定程

度上能够动态处理地浸采铀数据集，提高预测

精度。

３）尽管模型拟合程度良好，但现地浸矿山数

据难以获取且数据集尚不完整，未来有望通过完

整的数据集进行更有效地建模。在地浸采铀过程

中，对控制流量等设备的调整可能导致数据异常，

影响模型预测能力。因此，未来研究将考虑引入

突变因素作为协变量，进一步提升模型的鲁棒性

和适应能力。
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ＬＩＵＺｈｉｆｅｎｇ
１，２，３，ＴＡＮＧＪｕｎｘｉａｎ１，３，ＬＩＮＺｈｉｎｉｎｇ

１，３，ＺＨＯＵＹｉｐｅｎｇ
１，２，３

（１．ＳｔａｔｅＫｅｙＬａｂｏｒａｔｏｒｙｏｆＮｕｃｌｅａｒＲｅｓｏｕｒｃｅｓａｎｄＥｎｖｉｒｏｎｍｅｎｔ，ＥａｓｔＣｈｉｎａＵｎｉｖｅｒｓｉｔｙｏｆＴｅｃｈｎｏｌｏｇｙ，

Ｎａｎｃｈａｎｇ３３００１３，Ｃｈｉｎａ；２．ＮａｔｉｏｎａｌＫｅｙＬａｂｏｒａｔｏｒｙｏｆＵｒａｎｉｕｍＲｅｓｏｕｒｃｅｓＥｘｐｌｏｒａｔｉｏｎＭｉｎｎｉｎｇａｎｄＮｕｃｌｅａｒ

ＲｅｍｏｔｅＳｅｎｓｉｎｇ，Ｎａｎｃｈａｎｇ３３００１３，Ｃｈｉｎａ；３．ＥａｓｔＣｈｉｎａＵｎｉｖｅｒｓｉｔｙｏｆＴｅｃｈｎｏｌｏｇｙ，Ｎａｎｃｈａｎｇ３３００１３，Ｃｈｉｎａ）

犃犫狊狋狉犪犮狋牶Ｉｎｓｉｔｕｌｅａｃｈｉｎｇｏｆｕｒａｎｉｕｍ，ａｓａｇｒｅｅｎｕｒａｎｉｕｍｍｉｎｉｎｇｔｅｃｈｎｏｌｏｇｙ，ｇｅｎｅｒａｔｅｓｍａｓｓｉｖｅｄａｔａ

ｉｎｐｒｏｄｕｃｔｉｏｎｏｐｅｒａｔｉｏｎ，ｗｈｉｃｈａｒｅａｖａｉｌａｂｌｅｆｏｒｔｈｅｂｉｇｄａｔａａｎａｌｙｓｉｓａｎｄｔｒｅｎｄｐｒｅｄｉｃｔｉｏｎｔｏｉｍｐｒｏｖｅ

ｔｈｅｒｅｌｉａｂｉｌｉｔｙｏｆｔｅｃｈｎｉｃｉａｎｓｉｎｍａｋｉｎｇｐｒｏｄｕｃｔｉｏｎｐｌａｎｓ．Ｉｎｔｈｅｃｕｒｒｅｎｔｐｒｅｄｉｃｔｉｏｎａｌｇｏｒｉｔｈｍｓ，ｔｈｅａｔ

ｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍｉｎｔｈｅｔｅｍｐｏｒａｌｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌｂａｓｅｄｏｎｔｈｅｅｎｃｏｄｅｒｄｅｃｏｄｅｒｓｔｒｕｃｔｕｒｅｈａｓｔｈｅ

ｐｒｏｂｌｅｍｓｏｆｃｏｍｐｕｔａｔｉｏｎａｌｃｏｍｐｌｅｘｉｔｙａｎｄｈｉｇｈｍｅｍｏｒｙｃｏｎｓｕｍｐｔｉｏｎ．Ｉｎｔｈｉｓｐａｐｅｒ，ｗｅｐｒｏｐｏｓｅｄａ

ｄｅｐｔｈｗｉｓｅｓｅｐａｒａｂｌｅｃｏｎｖｏｌｕｔｉｏｎａｌｍｏｄｅｌ，ｉｎｗｈｉｃｈｔｈｅｓｅｍａｎｔｉｃｄａｍａｇｅｃａｕｓｅｄｂｙｆｉｘｅｄｓｅｇｍｅｎｔａｔｉｏｎ

ｗａｓｒｅｄｕｃｅｄｂｙｔｈｅｄｙｎａｍｉｃｓｅｑｕｅｎｃｅｓｅｇｍｅｎｔａｔｉｏｎｍｏｄｕｌｅ，ａｎｄｔｈｅｄｅｐｔｈｗｉｓｅｓｅｐａｒａｂｌｅｃｏｎｖｏｌｕｔｉｏｎａｌ

ｍｉｘｅｒｍｏｄｕｌｅｗａｓｕｓｅｄｔｏｒｅｄｕｃｅｔｈｅｍｏｄｅｌｒｕｎｎｉｎｇｔｉｍｅａｎｄｃａｐｔｕｒｅｌｏｃａｌｆｅａｔｕｒｅｓａｓｗｅｌｌａｓｇｌｏｂａｌ

ｆｅａｔｕｒｅｓ．ＴｈｅｒｅｓｕｌｔｓｓｈｏｗｔｈａｔｔｈｅＭｅａｎＳｑｕａｒｅＥｒｒｏｒ（ＭＳＥ）ａｎｄＭｅａｎＡｂｓｏｌｕｔｅＥｒｒｏｒ（ＭＡＥ）ｏｆ

ｔｈｅｄｅｐｔｈｗｉｓｅｓｅｐａｒａｂｌｅｃｏｎｖｏｌｕｔｉｏｎａｌｈｙｂｒｉｄｎｅｔｗｏｒｋｍｏｄｅｌａｒｅｒｅｄｕｃｅｄｂｙ１．０４％ａｎｄ４．１３％ｒｅ

ｓｐｅｃｔｉｖｅｌｙ，ｃｏｍｐａｒｅｄｗｉｔｈＰａｔｃｈＴｉｍｅＳｅｒｉｅｓＴｒａｎｓｆｏｒｍｅｒ（ＰａｔｃｈＴＳＴ），ａｎｄｔｈｅｐｒｏｐｏｓｅｄｄｙｎａｍｉｃｓｅ

ｑｕｅｎｃｅｓｅｇｍｅｎｔａｔｉｏｎｍｏｄｕｌｅＭＳＥａｎｄＭＡＥａｒｅｒｅｄｕｃｅｄｂｙ７．３２％ａｎｄ５．０３％ｒｅｓｐｅｃｔｉｖｅｌｙ，ｃｏｍｐａｒｅｄ

ｔｏｔｈｅｏｒｉｇｉｎａｌｍｏｄｅｌ；ｉｎｔｈｅｃｏｍｐａｒａｔｉｖｅｐｅｒｆｏｒｍａｎｃｅａｎａｌｙｓｉｓ，ｔｈｅｔｒａｉｎｉｎｇｓｐｅｅｄｏｆｔｈｉｓｍｏｄｅｌｉｓ

５９．９１％ｆａｓｔｅｒｔｈａｎｔｈｅＴｒｅｎｄＳｅａｓｏｎａｌＤｅｃｏｍｐｏｓｉｔｉｏｎＬｉｎｅａｒ（ＤｅｃｏｍｐｏｓｉｔｉｏｎＬｉｎｅａｒ，ＤＬｉｎｅａｒ）

ｍｏｄｅｌ．Ｔｈｅｄｅｐｔｈｗｉｓｅｓｅｐａｒａｂｌｅｃｏｎｖｏｌｕｔｉｏｎａｌｍｏｄｅｌｃａｎａｃｃｕｒａｔｅｌｙｐｒｅｄｉｃｔｔｈｅｆｕｔｕｒｅｔｒｅｎｄｏｆｓｕｌｆｕｒｉｃ

ａｃｉｄｉｎｊｅｃｔｉｏｎｖｏｌｕｍｅｉｎｔｈｅｐｒｏｄｕｃｔｉｏｎｏｐｅｒａｔｉｏｎｏｆｔｈｅｍｉｎｉｎｇａｒｅａ，ｉｍｐｒｏｖｅｔｈｅｅｘｉｓｔｉｎｇｐｒｅｄｉｃｔｉｏｎ

ｍｏｄｅｌｆｏｒｉｎｓｉｔｕｌｅａｃｈｉｎｇｄａｔａｂｙｓｏｌｖｉｎｇｔｈｅｐｒｏｂｌｅｍｏｆｌｏｎｇｒｕｎｎｉｎｇｔｉｍｅ，ｌａｒｇｅｒｕｎｎｉｎｇｍｅｍｏｒｙ，

ｐｏｏｒｄａｔａｆｉｔｔｉｎｇｐｒｏｂｌｅｍｓ，ｗｈｉｃｈｐｒｏｖｉｄｅａｔｈｅｏｒｅｔｉｃａｌａｎｄｐｒａｃｔｉｃａｌｒｅｆｅｒｅｎｃｅｆｏｒｔｈｅｄｅｃｉｓｉｏｎｍａｋｉｎｇ

ｏｆｉｎｓｉｔｕｌｅａｃｈｉｎｇｐｒｏｄｕｃｔｉｏｎ．

犓犲狔狑狅狉犱狊牶ｉｎｓｉｔｕｌｅａｃｈｉｎｇｏｆｕｒａｎｉｕｍ；ｉｎｊｅｃｔｉｏｎｖｏｌｕｍｅｐｒｅｄｉｃｔｉｏｎ；ｄｅｐｔｈｗｉｓｅｓｅｐａｒａｂｌｅｃｏｎｖｏｌｕｔｉｏｎ；

ｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌ

７１　第１期 刘志锋，等：基于深度可分离卷积混合网络模型的地浸采铀注液量预测研究




