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基于深度学习的3D点云目标检测研究综述
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摘要：近年来，3D目标检测作为自动驾驶、移动机器人、虚拟现实等应用产业的重要基础任务，受到了各领域研究人

员的广泛关注。其旨在三维空间中对感兴趣目标进行定位与分类，给出相应的 3D 包围盒，包括目标的位置、大小和方向，

为后续对三维场景的理解与感知、对车辆的规划与决策提供基础信息。激光雷达传感器捕获的点云因其具有准确的三维信

息与深度信息，成为 3D 目标检测最为常用的输入数据。本文对基于深度学习的 3D 激光雷达点云目标检测进行综述，总结

了点云的数据特点与处理方法，介绍了相应的几类检测方法以及点云和图像融合的多模态检测方法，对不同方法的性能进

行对比分析，最后讨论3D点云目标检测未来面临的挑战和发展趋势。
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Abstract: In recent years, as a crucial and fundamental task in applications such as autonomous driving, mobile robotics, and 

virtual reality, 3D object detection has received extensive attention from researchers in various fields. It aims to localize and classify 

objects of interest in 3D space and give the corresponding 3D bounding boxes, including the position, size, and orientation of ob‐

jects, which provides the basic information for the subsequent understanding and perception of the 3D scene as well as planning and 

decision-making. Point clouds captured by LiDAR have become the most commonly used input data for 3D object detection due to 

their accurate 3D information and depth information. In this paper, the 3D object detection methods based on LiDAR point cloud 

with deep learning are reviewed, the characteristics and processing methods of point cloud are summarized, and several correspond‐

ing types of detection methods and multimodal fusion methods of point cloud and image are introduced. At the same time, this paper 

compares the performance of different methods and discusses the challenges and development trends of 3D object detection based 

on point cloud in the future.
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0　引言

在计算机视觉领域中，作为许多其他视觉任

务与应用的基础与核心问题，目标检测得到了众

多研究人员的广泛关注[1,2]。其中，基于图像的 2D

目标检测任务是在图像中找出人类感兴趣的物体

并进行分类与定位，具体标注的目标根据不同任

务与不同应用场景的要求而确定[3]。经过多年来的

发展，2D 目标检测已经取得了显著进展，在人脸

识别、工业检测、文本检测与遥感目标检测等任
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务中得到充分应用[4]。近年来，随着自动驾驶、移

动机器人、虚拟现实等新兴产业的蓬勃发展，仅

在图像上生成 2D包围框无法满足在现实世界中对

距离的判断，以及后续对路线的规划。因此，许

多学者与机构开展了 3D目标检测方法的研究。3D

目标检测旨在 3D 空间中识别与定位出感兴趣目

标，用紧密的 3D立体框包围目标，并给出目标的

类别、大小和方向[5,6]。3D目标检测是 3D空间场景

理解的基础，在各类应用领域兼具重要性与挑战

性。尤其是在场景复杂的自动驾驶任务中，3D 目

标检测对附近关键物体进行识别与定位，为下游

任务提供关键信息[7−9]，在车辆环境感知系统中起

着至关重要的作用。

3D 目标检测方法包括基于图像的方法与基于

点云的方法。尽管图像的获取成本较低，但图像

缺乏准确的三维结构信息，从图像中估计深度误

差较大，因此基于图像的 3D目标检测方法的性能

受到限制。随着激光扫描和深度获取硬件设备成

本的降低以及软件技术的日益发展，研究人员开

始研究基于激光雷达点云的 3D目标检测方法，并

应用于多个领域。激光雷达以其高精度、高频率

及高分辨率的优势，成为自动驾驶系统中的主流

传感器[10,11]，其生成的 3D点云数据保留了 3D空间

中原始的几何信息，具有强大的三维表征能力。

基于激光雷达点云的目标检测通过对道路的提取、

障碍物的探测和周边目标的感知，能够为自动驾

驶车辆提供准确的定位和导航信息。在移动机器

人领域，基于激光雷达点云的 3D目标检测通过获

取周围环境的精确信息，实现自主避障、导航、

建图等功能。在军事领域，得益于激光雷达良好

的低空探测性能、隐蔽性与抗干扰性，基于激光

雷达的目标检测可用于对低空飞行目标的识别与

跟踪、参数测量和姿态调整。在水下，由于激光

在海水中衰减小、穿透性好，可以利用激光雷达

对水下目标进行搜索、定位、识别与跟踪等，将

水下激光雷达与全球定位系统、惯性导航系统联

合使用，可以测量水下目标的三维信息，构建水

下目标的三维模型。

与 2D 目标检测已经得到较为充分研究相比，

尽管点云数据能提供准确的位置信息以描述 3D空

间，但 3D目标检测正处于快速发展阶段，仍面临

诸多挑战。基于激光雷达点云的 3D目标检测已逐

渐成为各研究机构与汽车公司的研究热点。本文

对以激光雷达点云为输入的 3D目标检测方法进行

综述，介绍了点云的特点与不同处理方法，以及

每一类处理方法相对应的代表算法，包括基于原

始点云、基于体素、基于点云与体素融合、基于

投影视图和基于图的检测方法。此外，简要介绍

了基于图像和点云融合的多模态检测方法。最后，

在介绍相关数据集与评价指标的基础上，对有关

方法的性能进行简要对比与分析，并对未来趋势

予以展望。

1　点云数据的获取与特点

1.1　点云的获取

激光雷达获取点云的过程如下：首先由激光

发射器发射出激光束，激光束遇到物体后被反射

回激光接收器，再通过分析激光遇到目标对象的

折返时间，计算出目标对象与发射器的相对距离，

这样通过脉冲激光不断地扫描目标对象，经过一

定处理后得到精确的三维立体数据[12,13]。当激光雷

达传感器旋转一圈时，所有反射的点坐标形成一

个点云。换言之，点云是在同一空间参考系下，

表达场景中所有目标的空间分布和表面特性的点

集合[14]。

点云中的每个点通常由四维向量组成，包括

三维坐标 (xyz)和激光反射强度 r。其中，强度值 r

反映物体反射表面的相关信息，如物体表面的材

质、粗糙程度和反射率等。由于点云拥有还原目

标三维几何、表面和尺度信息的能力，能够提供

物体在三维空间中精确的位置信息，在自动驾驶、

三维重建、文物修护、医学与军事等领域发挥着

重要作用。

1.2　点云的特点

3D 点云数据具有稀疏性、无序性、非结构化

等特点，且2D目标检测方法无法直接应用于3D目

标检测任务，因此，基于点云的 3D目标检测仍面

临较大挑战。

1.2.1　稀疏性

2D 图像中像素稠密且均匀分布，而激光雷达

点云具有很强的稀疏性，且密度分布不均。如图 1

所示为被广泛使用的 KITTI(自动驾驶任务数据集)

中某一场景点云，可以看到，整个场景点云并不

是完全覆盖，且检测框内的目标点云尤其稀疏。

其根本原因是激光雷达传感器的工作原理使得采

样点只分布于物体的表面。而目标形状的缺失主
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要有以下几种原因：

① 外部遮挡。激光束到达首个物体表面就会

发生反射，使得位于该物体之后的被遮挡的其他

物体不会再接触到激光，造成被遮挡物体点云不

完整甚至缺失。此外，激光雷达在扫描物体表面

采集点云数据时，近处物体表面反射的点会比远

处物体表面反射的多，导致采集到的点云密度

不均。

② 自遮挡。即对某一物体，其靠近激光发射

器的部分表面会自然地遮挡自身远离传感器的部

分表面，造成同一物体点云数据的缺失。

③ 信号缺失。部分物体表面材料以及某些特

殊的反射角度，会使得激光照射后无法被反射，

导致点云不完整或空洞缺失[15]。

点云的稀疏性会导致目标检测时特征提取困

难。由于前景物体的有效特征只占整个场景特征

的一小部分，若直接借鉴 2D目标检测中的卷积操

作对所有场景点云进行处理，会存在较多的无效

卷积操作，计算消耗和内存占用也非常庞大。为

了降低计算量，减少冗余操作，在处理点云数据

时通常会对其进行降采样操作，但降采样操作可

能会造成感兴趣目标特征的丢失。

1.2.2　无序性

区别于 2D图像像素的有序排列，点云数据是

空间中的无序点集合，其点的排列在空间上没有

固定顺序。点云包含的特征与空间信息和点的储

存顺序无关，即由不同设备或同一设备在不同位

置采集到的点云所代表的含义是相同的。点云中

的任意点互换位置或整个点云平移与旋转，其代

表的物体的形状和大小不会改变。因此，要求处

理点云的网络需要对不同的排列顺序以及变换具

有不变性[16]。点云的无序性与变换不变性如图 2

所示。

1.2.3　非结构化

区别于 2D图像像素规则排列，点云中的每个

点在空间中离散分布、独立存在，是一种不规则

的数据。卷积算子难以利用数据中的空间局部相

关性，导致无法直接在点云上应用 2D目标检测网

络处理点云数据来提取特征。因此，需要将不规

则点云数据规则化后再进行卷积，或者利用多层

感知机或图结构表示直接对点云进行处理[17]。

2　点云的处理方法

基于以上点云的特性分析，对点云数据进行

恰当的处理以有效地提取特征是关乎 3D目标检测

模型性能的关键。目前，点云数据的处理方法主

要分为原始点云、体素 (柱)、投影视图、图结

构等。

2.1　原始点云

原始点云包含精确的位置坐标 (xyz)，其深度

可由 x2 + y2 + z2 给出，将原始点云作为输入数据

进行特征提取，可以尽可能多地保留点云的原始

信息。例如 PointNet[18]与 PointNet++[19]等方法，使

用直接对点操作的特征提取骨干网络进行点云处

理，使原始的点云数据可以直接输入到网络进行

预测。然而这种方法存在冗余，需要巨大的计算

开销。因此，一些方法将点云转换为体素或者投

影为2D图像后再送入后续处理模块。

2.2　体素

为了将原始点云规则化表示，一些方法借鉴

2D 图像的像素表示，将 3D 空间离散为 3D 体素，

即将 3D空间划分为多个堆叠的、大小相同的立方

块，以便利用3D卷积操作提取特征。

图1　点云的稀疏性

Fig. 1　Sparsity of point cloud

图2　点云的无序性与变换不变性

      Fig. 2　Unordered arrangement and invariance under 

transformations of point cloud

··3
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给定激光雷达点云输入 P ={p1 p2 …pN }和点

云沿 z，y，x 轴分别包含范围为 (DHW )的 3D 空

间，定义每个体素的大小为 (vD vH vW )，故生成的

体素数目为 (D/vD H/vH W/vW )。体素化就是将点云

P中的点分配给体素的过程。由于点云的稀疏性以

及密度不均匀性，会产生包含不同数量点的体素。

若一个体素内没有被分配到任何点，称其为空体

素，反之若至少有一个点被分配到体素中，则称

其为非空体素。体素化过程将点云转换为规则的

体素网格，便于后续的高效处理[20]。但体素化过程

将不可避免地带来信息丢失，信息丢失程度与分

辨率 (即体素大小)和其可容纳的最大点数密切

相关[21]。

此外，与体素类似，柱的表示不考虑 3D空间

在 z 轴上的划分，即将 3D 空间划分为固定尺寸的

柱体，再将点云分配到相应柱体中[22]。这种表示可

被 视 为 某 种 多 通 道 的 鸟 瞰 图 (Bird's-Eye-View, 

BEV)，后续可采用 2D 卷积，大大提高了运行

速度。

2.3　投影视图

将 3D 点云投影到 2D 平面上，就可利用 2D 目

标检测网络进行检测。常用的投影视图包括距离

视图和鸟瞰图两类。

2.3.1　距离视图

将点云投影到柱面或球面，再将柱面或球面的

表面展开就形成了距离视图(Range-View，RV)[23]。

给定一个 3D点 p = (xyz)，它投影到距离视图上的

坐标 (rc)计算如式(1)所示：
θ = a tan 2(yx)

φ = arcsin(z/ x2 + y2 + z2 )

r = ë ûθ/Dθ

c = ë ûφ/Dφ

(1)

其中，θ和 φ分别表示该点的水平观测角和垂直观

测角，Dθ和 Dφ分别为激光束的水平和垂直分辨

率。对于距离视图中每个像素坐标位置，通常将

距离、坐标和强度编码为输入通道[24,25]。点云的距

离视图表示将点云投影到 2D图像上，起到了数据

降维的作用，并且保留了丰富的原始信息，比点

云表示更加紧凑。然而距离视图中不同距离的物

体尺度相差较大，且存在物体相互遮挡的问题。

2.3.2　鸟瞰图

鸟瞰图是指将点云沿高度方向垂直投影到平

面上所形成的视图。给定一个 3D点 p = (xyz)，将

其离散到分辨率为 λ米的 2D网格中，其在 BEV中

的网格坐标 (rBEV cBEV )计算如式(2)所示。

rBEV =
ê
ë
êêêê ú

û
úúúúx
λ

cBEV =
ê
ë
êêêê ú

û
úúúúy
λ

(2)

对于 BEV 中每个像素的坐标位置，通常将二

进制占用编码、激光雷达密度、激光雷达点的统

计值(如高度、强度的最大值)等作为输入通道[26]。

鸟瞰图避免了前视图存在的尺度与遮挡问题，在

鸟瞰图中物体会保持原有的尺度大小且彼此相互

分离，互不干扰。鸟瞰图的不足之处是忽略了物

体在 z轴上的尺寸和位置，使得物体被限制在同一

地平面上，而且难以表征行人等小目标。

2.4　图结构

图结构模型能够捕捉非结构化数据任意节点

间的复杂关系，因此适合处理无序与非结构化的

点 云 数 据 。 给 定 激 光 雷 达 点 云 输 入 P =

{p1 p2 ...pN }，其中一个 3D坐标为 xi，初始特征为

si的点pi = (xi si )，构造图表达式[27]为

G = (PE)

E ={ |(pi pj )  xi - xj
2
< r}

(3)

其中，r为固定的半径。图的构造过程是一种固定

半径近邻搜索问题，即在距指定点的固定距离内

找到欧几里得空间中的所有点。由于整个场景点

云数量庞大，基于原始点云构造图的计算效率很

低，因此，通常使用体素化后的下采样点云构

造图。

3　基于点云的3D目标检测方法

基于以上对点云处理方法的分析，本文将基

于点云的 3D目标检测方法分为基于原始点云、基

于体素、基于点云与体素融合、基于投影视图和

基于图结构的方法。此外，介绍了几种具有代表

性的基于点云与图像融合算法。图 3为基于点云的

3D目标检测的流程。

3.1　基于原始点云的方法

基于原始点云的方法主要思路为直接提取点

云特征，最大限度地利用原始点云的几何信息。

2017 年，Qi 等人开创性地提出能够端到端地

直接处理点云数据的神经网络 PointNet[18]。网络的

··4
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输入为所有点云的坐标，经过一系列多层感知机

(MLP)对所有点的特征进行编码，然后用 T-Net 预

测一个变换矩阵来学习点云的变换不变性，并对

特征进行对齐，进而使用最大池化对称函数(Max-

pooling)聚合点的信息，生成全局特征向量，最后

将其与每个点的特征向量进行融合。PointNet解决

了点云的无序性和变换不变性带来的问题，但忽

略了点之间的相互关系，无法利用相邻点之间的

局部特征，导致其不适用于复杂场景。随后，经

过改进的 PointNet++[19]被提出，其中的集合提取

(SA)层和特征传播(FP)层分别遵循编码器-解码器

结构。在 SA 层提出多尺度分组(MSG)和多分辨率

分组(MRG)将点层次分组，再利用 pointnet结构提

取点的局部特征，充分利用了上下文局部信息。

在 FP层通过插值将学习到的多尺度特征传播回所

有点。

PointNet[18]和 PointNet++[19]简单有效，已成为

后续基于原始点云方法的基础网络。如 Poin‐

tRCNN[28]作为一种两阶段检测器，第一阶段将点云

分割成前景点和背景点，在每个前景点上生成少

量高质量的候选框。具体如下：首先使用 Point‐

Net++[19]的编码器-解码器架构提取高维逐点特性，

再进行点的前景与背景二值分割，同时利用基于

bin 的包围盒回归方法来预测三维感兴趣候选框

RoI，并采用非极大值抑制(NMS)剔除冗余RoI(Re‐

gion of Interest，感兴趣区域)，只保留高质量 RoI。

第二阶段则利用池化等操作得到的点云特征和语

义分割得到的分割掩码对候选框进行修正，得到

预测结果。该方法虽得到了较好的性能，但推理

速度较慢且资源占用较大。

而 3DSSD[29]是一种单阶段检测器，针对点云

下采样造成前景点丢失的问题，提出一种新的融

合采样方法，结合基于语义信息的特征最远点采

样(Feature-FPS)和基于距离信息的距离最远点采样

(Distance-FPS)，实现特征提取。为了提高计算效

率，该方法去掉了之前基于点的方法中采用的特

征传播(FP)层和 3D 包围盒细化的第二阶段，并设

计了一个包含候选生成层、无锚回归头和三维中

心度分配策略的包围盒预测网络，以弥补解码器

部分的不足。该方法在达到与两阶段方法相当性

能的同时极大地提升了运行速度。

基于点云的方法使用简单的对称函数聚合局

部信息，缺乏对上下文信息交互的建模能力问题，

对此，Pointformer[30]将 Transformer 架构引入 3D 点

云的目标检测任务中，充分利用了 Transformer 模

型学习上下文相关表示的能力和在处理集合结构

图3　基于点云的3D目标检测流程

Fig. 3　The general pipelines of 3D object detection based on point cloud
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数据上的优势。该方法设计了 Local-Global Trans‐

former(LGT，局部-全局转换器)，将局部特征与全

局特征相结合。其中 Local Transformer(LT，局部

转换器)对局部区域的点集提取特征，LGT使用多

尺度交叉注意机制整合两种分辨率的特征，Global 

Transformer(GT，全局转换器) 学习上下文感知

表示。

3.2　基于体素的方法

VoxelNet[20]是一种典型的基于体素的方法，其

同时得益于稀疏的点结构与体素网格的高处理效

率。在将点云划分为等间隔的体素后，提出体素

特征编码(VFE)层对每个非空体素进行编码，将逐

点特征与局部聚合特征相结合。具体如下：首先

计算非空体素内所有点的均值将其作为质心，用

每个点与质心的相对偏移量来增强点特征；然后

将体素内的点送入全连接网络获得逐点特征，通

过最大池化聚合后拼接到逐点特征上，得到此体

素的输出特征。该网络通过堆叠 VFE 层实现了体

素内点间的交互。通过 3D卷积聚合体素特征，生

成 3D特征图，转换为BEV特征图后，送入区域候

选生成网络(RPN)得到检测结果。但点云的稀疏性

使得大部分体素为空体素，且空体素也参与运算，

造成3D卷积的计算效率低，检测速度慢。

SECOND[21]对 VoxelNet[20]进行了改进，采用稀

疏卷积来避免对无效的空体素进行运算，只对非

空体素编码，大幅度提升了运行速率，成为后续

广泛应用于3D目标检测的3D稀疏卷积范式。

为了进一步提升3D检测器的运行效率，Point‐

Pillars[22]设计了一种新的柱体划分方式来表示三维

空间点云。该方法不对 z轴进行划分，根据点云的

x轴和 y轴将点分配到一系列柱体中，对堆叠柱体

提取特征并将其转化为2D伪图像，再利用2D卷积

学习特征。由于避免使用高计算成本的 3D 卷积，

PointPillars[22]实现了三倍于 SECOND[21]的运行速

度，达到了62 FPS。

Voxel R-CNN[31]是一种两阶段检测器。考虑到

之前基于体素的方法在将 3D体素特征转化为BEV

特征表示后，并未恢复 3D上下文结构信息，在第

二阶段设计了体素RoI池化，从三维体素特征中提

取感兴趣特征进行细化。具体来说，对于 3D骨干

网络的最后两个阶段的体素，利用体素查询与

pointnet模块聚合相邻体素特征，将多阶段多尺度

的聚合特征相连得到RoI特征。该方法在保持实时

处理速度的同时提升了检测精度。

借鉴 CenterNet[32]在 2D 图像目标检测中的思

想，CenterPoint[33]将关键点检测应用于 3D 目标检

测中。第一阶段使用 VoxelNet[20]或 PointPillars[22]作

为主干网络，利用关键点检测器查找对象中心，

从中心位置的点特征回归到所有其他对象属性，

如 3D大小、方向和速度等。第二阶段利用预估的

三维边界框的每个面三维中心的点特征进行细化。

该方法更好地满足了点云检测网络的旋转不变性

和等变性，提升了检测速度，简化了下游任务。

考虑到 3D卷积骨干网络的感受野受限，无法

有效利用上下文信息，Voxel Transformer(VoTr，体

素转换器)[34]引入 Transformer架构，提出用稀疏体

素模块和子流形体素模块来分别处理空体素和非

空体素，通过注意力机制构建体素之间的远程关

系，提出一种快速体素查询算法，以加快非空体

素的查询速度。

3.3　点云与体素融合的方法

基于体素的方法在计算上更加高效，但在体

素化过程中会导致细粒度信息的丢失，无法充分

利用点云的空间信息，一些方法将两种点云处理

方式结合以兼顾两者的优点。

SA-SSD[35]是一种结构感知的单阶段检测器，

在保持单阶段方法高效率的同时，显式地利用点

云的细粒度结构信息以提高检测精度，同时设计

了只在训练阶段使用的点监督辅助网络。具体如

下：辅助网络首先将由 3D卷积骨干网络得到的特

征转换为逐点特征，再通过两个辅助网络学习点

云结构信息，包括前景点分割和中心估计，在不

增加推理成本的同时提升了单阶段网络的精度。

部分感知和部分聚合神经网络(Part-A^2 Net)[36]，

是一种两阶段检测方法，是对 PointRCNN[28]的扩

展。部分感知网络利用标签信息作为监督，进行

前景点分割和前景点与对应检测框相对位置的预

测，以减少检测框的冗余。针对之前方法的池化

操作存在模糊性的问题，部分聚合网络利用 RoI-

aware 池化操作对每个 3D 候选中的部分信息进行

聚合，并利用第一阶段得到的部分感知信息进行

细化。

PV-RCNN[37]将三维体素卷积神经网络和Point‐

Net[18]中的集合提取操作相结合，具有三维体素卷

积的高效性和高质量候选，以及 PointNet[18]网络的

精确位置信息和灵活感受野的优点。该方法提出

··6
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体素集合提取模块，将 3D卷积得到的多尺度体素

特征编码为一组关键点。具体如下：通过最远点

采样(FPS)得到一组关键点后，以多个半径找出其

相邻的非空体素，接着使用 pointnet模块聚合体素

特征，并融合原始点云特征和 BEV 特征，以弥补

量化损失和扩大感受野。此外，该方法还提出了

多尺度RoI特征提取层，将场景关键点特征聚合到

RoI 网格中，用于包围框置信度预测和定位细化。

PV-RCNN++[38]对 PV-RCNN[37]进行了改进，提出以

候选区域为中心的分区关键点采样策略和 Vector‐

Pool局部特征聚合模块，提高了检测速度。

3.4　基于投影视图的方法

3.4.1　基于距离视图的方法

VeloFCN[23]是基于距离视图方法的开创性方

法，将激光雷达扫描点云投影为距离视图，引入

2D 目标检测中广泛使用的全卷积神经网络提取特

征、预测目标置信度和边界框。

LaserNet[39]将激光雷达数据转换为距离视图

后，使用全卷积网络预测每个点的类别概率，并

在自顶向下视图中回归边界框的概率分布，再通

过均值漂移聚类对边界框的分布进行组合，以降

低单个预测的噪声。在训练时用边界框的四个角

的参数约束训练，推理时则采用一种新的自适应

非极大值抑制算法去掉重复的边界框分布。

RangeRCNN[25]是一种基于距离视图的两阶段

方法。文献[25]认为距离视图是旋转激光雷达传感

器的原生表示，保留了所有原始信息且具有致密

紧凑的特性，因此，针对基于距离视图方法的几

个缺点分别提出了相应策略。首先，对于距离视

图的尺度变化问题，利用空洞卷积实现灵活的感

受野。其次，由于距离视图存在尺度与遮挡问题，

通过 RV-PV-BEV 模块将距离视图提取的特征转换

为 BEV 特征，生成高质量候选区域。不同于基于

BEV 的方法，本方法已经从距离视图中提取无损

特征后转化，减小了量化误差。然后，在第二阶

段使用前一阶段得到的点特征进行细化。

RangeDet[40]针对基于距离视图的方法效果不佳

的问题，分别提出相应改进策略。首先，针对距

离视图中尺度随距离变化大的问题，设计了范围

条件金字塔，将相近距离的目标交由同一层处理。

其次，针对距离视图具有紧凑性，而当前方法未

能有效利用这一特性生成高分辨率输出的问题，

使用加权非极大值抑制得到最终边界框。再次，

针对特征提取在2D空间而检测在3D空间的不一致

导致几何信息丢失的问题，提出一种新的卷积操

作，更好地利用距离视图中的3D几何信息。

RSN[41]则结合了基于距离视图和体素网格方法

的优势。在第一阶段，将距离视图送入高效的 2D

卷积神经网络以提取特征、分割前景点。与传统

的语义分割不同的是该网络重点关注查全率而非

高精度。而在第二阶段，将前景点体素化后用 3D

稀疏卷积网络和改进的 CenterNet[32]检测头作进一

步处理。

3.4.2　基于鸟瞰图的方法

BirdNet[42]将激光雷达点云投影到 BEV 平面，

使用改进的VGG-16架构作为特征提取网络，再经

过 RPN 输出 RoI。考虑到场景中部分目标在 BEV

中所占像素很小，因此，移除了第四个最大池化

层，以减少降采样次数。此外，为了将 2D边界框

转化为 3D边界框，采用后处理的方法，通过粗略

估计地平面高度和提取 BEV 的高度通道来获得 z

值。BirdNet+[43]是 BirdNet[42]的改进，是基于 BEV

表示的端到端 3D目标检测器。在第一阶段，使用

改进的 ResNet-50 架构提取 BEV 特征，经过 RPN

输出 2D边界框。在第二阶段，通过两个完全连接

层进行分类与 3D边界框的回归，获得了明显优于

之前版本的性能。

PIXOR[26]是一种专注于实时性的单阶段 3D 目

标检测器。该方法用 3D占用张量和激光雷达点反

射率的组合得到 BEV 表示，同时将高度信息作为

BEV 特征的第三维度通道以防止丢失点云的空间

信息。此外，利用特征金字塔网络架构进行特征

提取，使用逐像素检测头预测边界框，该方法兼

顾了运行速度和检测效果。

Complex-YOLO[44]将 2D 图像目标检测器 YO‐

LOv2扩展到3D目标检测领域，提出一种欧拉区域

建议网络 (E-RPN)估计每个框方向角的虚部和实

部，目的是在回归角度时在数学空间中避免出现

奇点。基于每个类别的预定义高度来完成从 2D到

3D的过渡。Complex-YOLO的速度达到了 50 FPS，

是VoxelNet[20]的10倍左右。

3.5　基于图结构的方法

PointRGCN[45]是首个利用图结构表示和图卷积

网 络 的 3D 目 标 检 测 方 法 。 首 先 ， 采 用 Poin‐

tRCNN[28]中的 RPN 生成候选框。然后，利用图表

示点云包含的几何信息，提出残差图卷积网络(R-

··7
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GCN)和上下文图卷积网络(C-GCN)。R-GCN 聚合

每个候选框中点云的特征信息，即通过扩展候选

框，选取固定数量的点，对每个点用特征向量编

码，并与相应的 RPN 特征连接，同时将每个图卷

积层的输出特征经过最大池化后连接到每个点，

作为此候选的特征。C-GCN 聚合候选框之间的上

下文信息，通过将 R-GCN 中的候选作为节点构造

图，利用边缘卷积处理后将得到的全局特征与每

个候选的局部特征连接。该方法取得了较好的效

果，但由于图卷积网络本身的计算和内存消耗巨

大，该方法运行实时性较差。

Point-GNN[27]是一种基于图神经网络的单阶段

3D 目标检测方法。考虑到用所有点作为节点构造

图会带来巨大的计算负担，该方法使用体素下采

样点云构造图，并对原始点云提取特征作为节点

的初始状态值，以保留原始点云中的信息。为了

增强图卷积网络的平移不变性，文献[27]提出一种

自动配准机制，根据相邻节点的相对位置和状态

值更新迭代节点的特征状态。为了得到更精确的

检测结果，文献[27]设计了一种基于包围盒合并和

评分的非极大值抑制(NMS)方法，以提高定位精

度。Point-GNN 展示了使用图神经网络进行 3D 检

测的潜力。

PC-RGNN[46]针对Point-GNN[27]模型中没有考虑

节点间的多尺度上下文信息问题，设计了一种注

意力多尺度图神经网络模块，通过局部-全局注意

力机制和多尺度图上下文信息聚合，以全面捕获

点之间的几何关系。

针对之前方法无法有效处理密度不均和稀疏

点云的问题，Graph R-CNN[47]提出了相应的策略。

首先，通过动态最远体素采样适应点的不均匀分

布；然后，提出感兴趣区域图池化，在每个 3D目

标候选中利用图神经网络迭代传递信息，更好地

对上下文信息与挖掘点之间的关系进行建模，并

将图节点投影到相机图像，通过双线性插值聚合

节点对应于相机图像中像素处的特征向量，将其

融合到节点特征。

3.6　点云与图像融合方法

3D 点云数据能提供准确的深度信息和几何结

构，但缺乏图像数据所具有的颜色、纹理等语义

信息，使模型难以准确检测点云数目少的小物体

与远距离物体，难以区分相近的物体[48−50]。因此，

研究人员考虑将两种模态进行融合，同时利用点

云数据与图像数据的优势，提高目标检测性能。

根据融合阶段的不同，点云与图像融合的 3D目标

检测方法可分为数据级融合、特征级融合和决策

级融合，如图4所示。

3.6.1　数据级融合

数据级融合是在使用 3D 骨干网提取特征之

前，通过空间对齐和投影直接融合点云和图像数

据，或者将图像中的知识整合到点云中，使点云

带有相应的语义信息或用图像语义作为先验信息

选取点云。

Frustum PointNets(F-PointNet)[51]是一种顺序融

合方法，通过2D目标检测结果截取需要的3D点云

范围，缩小了搜索空间。具体如下：首先，利用

2D目标检测器在图像上产生 2D检测框，通过相机

投影矩阵将其提升到 3D截锥体，在截锥体中定义

3D搜索空间；然后，通过基于PointNet[18]的网络对

截锥体中的点云进行 3D 实例分割和边界框回归。

通过使用 2D图像先验知识，F-PointNet[51]在一些点

稀疏和物体重叠的情况下也能取得不错的检测效

果。然而 3D搜索空间的确定过于依赖 2D检测器，

因此当 2D 检测结果出现问题时会影响 3D 目标

检测。

MVX-Net[52](多模态体素网络)设计了两种融合

路径。其一是点融合，将点云投影到图像平面，

图4　多模态融合3D目标检测方法

Fig. 4　Multimodal fusion-based 3D object detection

··8
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用预训练的 2D检测器提取特征，拼接到相应点上

后送入VoxelNet[20]架构。该路径将图像中的知识附

加到点云数据上，再用常规的体素网络进行检测。

其二是体素融合，与点融合方法类似，只是先将

点云体素化，将非空体素投影到图像上，用 2D检

测器提取特征后拼接到相应体素特征上，送入后

续 3D目标检测头。该路径将图像的感兴趣区域特

征附加到体素特征上，属于特征级融合。

PointPainting[53]是一种顺序多模态融合方法。

其思想是将激光雷达点云投影到相应图像的语义

分割输出中，用图像的分割结果来“装饰”点云，

即将图像分割分数作为新的维度与点云本身的坐

标等维度结合，再送入 3D 目标检测网络进行检

测。该方法适用于任何 3D目标检测架构，但依赖

于2D图像的分割效果。

针对小物体和远距离物体能够扫描到的激光

雷达点云数量很少，但在相应的相机图像中通常

可以被捕捉的情况，MVP[54](多模态虚拟点 3D 检

测)利用图像语义分割结果补充虚拟点。具体如下：

首先，对点云对应的 2D图像进行实例分割得到分

割掩码，并将点云投影到相机参考系作为实际点；

然后，在每个 2D实例分割掩码中进行随机采样作

为虚拟点，其中虚拟点的深度根据与其距离最近

的实际点的深度来确定；最后，将所有虚拟点投

影回点云空间，作为原始点云的补充。这种方法

一定程度上缓解了点云的稀疏性与密度不均带来

的问题，但虚拟点的深度估计不够精确。

数据级融合可以更充分地利用不同模态数据

的优势，但其大多数方法以顺序方式进行，时间

成本较高。

3.6.2　特征级融合

特征级融合是在基于LiDAR的 3D目标检测器

的中间阶段，在特征空间中通过拼接、元素加法、

平均等方式将点云特征与图像特征融合的方法。

MV3D[55](多视图 3D目标检测网络)是首先使用

多视图特征表示的多模态融合方法，使用点云的

鸟瞰图(BEV)和前视图(FV)以及 RGB(红绿蓝)图像

作为输入。在第一阶段，BEV、FV 和图像分别经

过各自的骨干网络处理。其中，对 BEV 采用 3D 

RPN生成 3D候选框，并将其投影到三个视图以裁

剪相应的建议区域。而在第二阶段，使用一个深度

融合网络将经过RoI池化裁剪后的三种特征分层融

合，对第一阶段的 3D 候选框进行修正。AVOD[56]

(聚合视图目标检测)针对MV3D[55]中提出的RPN架

构检测小物体效果不佳的问题，提出将图像多分

辨率特征与 BEV特征图融合作为 RPN的输入，可

以为小物体生成高质量的候选。

3D-CVF[57](3D 交叉视图融合)使用跨视图空间

特征融合策略将相机特征和激光雷达特征融合。

首先，采用自动校准投影，将 2D 相机特征转换

为 BEV 域中的平滑空间特征图；然后，提出门控

特征融合网络将相机特征和激光雷达特征融合。

在后续的细化阶段，不仅使用融合特征，还使用

第一阶段池化的多尺度相机特征和激光雷达特

征，经过 PointNet[18]编码，与融合后的特征一起

用于产生最终的检测结果。相比于其他融合方

法，该方法能确保以较快的速度获得较好的

性能。

由于现有的融合方法是通过校准矩阵将激光

雷达点和图像对齐的，因此易受到任一模态不良

数据和传感器错位的影响。一些方法将 Trans‐

former 机制引入到多模态融合的 3D 目标检测中，

如 TransFusion[58] 由卷积主干网络和基于 Trans‐

former解码器的检测头组成。Transformer检测头使

用稀疏的对象查询为激光雷达预测初始边界框，

利用空间调制交叉注意力机制，将其与图像特征

自适应关联融合。此外，提出一种图像引导的查

询初始化策略，用于处理点云中难以检测到的目

标 。 DeepFusion[59] 提 出 InverseAug 和 Learn‐

ableAlign两个策略，其中，InverseAug反转几何相

关的数据增强，以实现激光雷达点和图像像素之

间的精确几何对准；LearnableAlign 则利用交叉注

意力在融合过程中动态捕捉图像和激光雷达特征

之间的相关性。在流行的 3D 点云检测框架 Point‐

Pillars[22]和 CenterPoint[33]上提高了模型的识别和定

位能力。

特征级融合能更加深入地融合多模态表示，

但是相机和激光雷达的特征本质上是异构的，因

此，如何有效对齐特征一直以来都是研究重点。

3.6.3　决策级融合

决策级融合是利用激光雷达点云分支和相机

图像分支的输出结果进行最终预测。CLOCs[60]是决

策级融合的典型代表。该方法分别使用 2D检测器

和 3D检测器对图像和点云处理后生成相应的候选

框，再将两种模态的候选框进行编码得到稀疏张

量，然后利用 2D卷积对稀疏输入张量中的非空元

··9



第 45 卷第 5 期武淑文等，基于深度学习的3D点云目标检测研究综述

素进行融合处理，通过关联两种模态的特征对 3D

候选框进行细化。这种融合方式避免了不同模态

输入或中间特征的复杂交互，不会受到不同模态

特征不对齐的限制，但未充分受益于不同模态的

优势。

4　数据集与评价指标

4.1　数据集

3D 目标检测常用的数据集包括室内数据集与

室外数据集。这里主要介绍比较常用的几个室外

数据集。

① KITTI

KITTI[61]数据集是使用最广泛的自动驾驶场景

下的计算机视觉算法评测数据集之一，由德国卡

尔斯鲁厄理工学院和丰田美国技术研究院联合创

建。自动驾驶平台配备了两台高分辨率彩色和灰

度摄像头、Velodyne HDL-64E 激光雷达传感器和

定位系统，采集于白天德国卡尔斯鲁厄的农村地

区与高速公路。其中 3D目标检测数据集包含 7 481

个训练集样本数据和 7 518个测试样本数据，每个

样本数据包括图像、点云、标注文件与标定文件，

关注的对象为汽车(Car)、行人(Pedestrian)和骑自行

车的人(Cyclist)，共包含 80 256个标注对象。对于

每个类别，检测结果基于三个难度级别进行评估，

分别是容易 (easy)、中等 (moderate)和困难 (hard)，

这三个等级根据目标的大小、受遮挡状态和被截

断级别确定。

② nuScenes

nuScenes[62]数据集是首个提供自动驾驶汽车全

套传感器设备的大型数据集，由Motional团队在各

种照明和天气条件下于波士顿和新加坡收集，传

感器包括 6 个摄像头、1 个激光雷达、5 个毫米波

雷达、GPS和 IMU(惯性测量单元)。nuScenes数据

集包含1 000个场景，每个场景20秒，以2 Hz的频

率标注了 23个类别目标的 3D框、类别信息以及其

他的一些属性(可见度、状态)，包含 140万张相机

图像，39万个激光雷达扫描，140万个毫米波雷达

扫描，以及 140 万个 3D 框注释。在检测任务中，

nuScenes数据集需要检测 10个对象类别的 3D边界

框和属性。

③ Waymo

Waymo[63]数据集是一个用于自动驾驶任务的

大规模激光雷达点云数据集，其采集设备由 5个激

光雷达和 5 个高分辨率 RGB 相机组成，在一天中

的不同时间在旧金山等城市采集。整个数据集包

含 1 150 个场景，每个场景时长为 20 秒，共有 23

万帧数据，以 10 Hz 的频率获取，划分为 1 000 个

训练样本和 159个测试样本，以距离图像的形式提

供相机和激光雷达读数的同步。数据集对车辆、

行人、骑自行车的人和标志四个类别进行标注，

并将其划分为两个难度级别，若标注的 3D检测框

中的激光雷达点数大于 5则为LEVEL_1(L1)，其余

为LEVEL_2(L2)。

4.2　评价指标

3D 目标检测任务中常用的评价指标有交并比

(IoU，Intersection over Union)、查准率(Precision)、

查全率(Recall)、平均精度(AP，Average Precision)

和平均精度均值(mAP，mean Average Precision)。

① IoU

IoU 表示检测框与真值框的交集与并集之比。

IoU越高，检测越准确。计算如下式所示：

IoU =
Area of Overlap(BBoxpred BBoxgt )
Area of Union(BBoxpred BBoxgt )

(4)

其中，BBoxpred为检测框，BBoxgt为真值框。

② 查准率和查全率

查准率P是指被预测为正样本中实际为正样本

所占的比例，查全率R是指测试集中所有正样本被

正确预测为正样本的比例，计算如下式所示：

P =
TP

TP + FP

R =
TP

TP + FN

(5)

其中，TP 为判断检测结果中被正确识别的正样本

的数量，FP为被错误识别为正样本的负样本数量，

FN为被错误识别为负样本的正样本的数量。

③ AP和mAP

AP 是 Precision-Recall(PR)曲线下的面积。AP

越高，检测精度越高。mAP是指对所有 c个类别的

平均精度 Average Precision(AP)进行平均，计算如

下式所示：

mAP =
1

|C| ∑cÎC

APc (6)

由于在 3D 检测任务中，IoU 通常有两种计算

方式，故 AP 也有相应的两种计算方式。具体如

下：AP3D 对应于直接在 3D空间中计算检测框和真

值框的 IoU，APBEV 对应于将检测框和真值框投影

到BEV上再计算 IoU。
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4.2.1　KITTI数据集评价指标

KITTI[61]数据集提出平均方向相似性(Average 

Orientation Similarity，AOS)用于评价物体方向的

检测结果，计算如下式所示：

AOS =
1

11 ∑
rÎ{00.1…1}

max
r͂:r͂ ≥ r

s(r͂) (7)

其中，r 为 PASCAL(结构化编程语言)目标检测的

查全率，方向相似性 s(r)计算如下：

s(r)=
1

|| D(r)
∑

iÎD(r)

1 + cosD(i)
θ

2
δ i (8)

其中，D(r)表示查全率 r下的所有目标检测结果的

集合，是检测物体 i的估计方向与真值方向的角度

差。为了防止多个检出结果匹配到同一真值，如

果检出目标 i 已经匹配到真值 (IoU 至少为 50%)，

δ i = 1，否则 δ i = 0。

4.2.2　nuScenes数据集评价指标

nuScenes[62]数据集通过在地平面上设定 2D 中

心距离 d的阈值匹配来度量AP，而不使用 IoU，以

将检测性能与对象的大小和方向解耦。计算如下

式所示：

mAP =
1

|C||D| ∑cÎC
∑
dÎD

APcd (9)

其 中 ， C 为 类 别 集 合 ， D 为 匹 配 距 离 阈 值

{0.5,1,2,4}。

除 AP 外，nuScenes[62]数据集为每个与真值框

匹配的检测框测量了一组 True Positive metrics(TP 

metrics，真正的正度量)，包括以下指标：平均平

移误差(ATE)为二维欧几里得中心距离；平均尺度

误差(ASE)为调整方向和平移后的 3D IoU(1-IoU)；

平均方向误差(AOE)为预测值和真实值之间的最小

偏航角差；平均速度误差(AVE)为二维速度差的L2

范数；平均属性误差(AAE)定义为 1减去属性分类

精度(1-acc)。对于每个 TP 指标，计算所有类的平

均TP指标(mTP)：

mTP =
1

|C| ∑cÎC

TPc (10)

其中，所有 TP 指标在匹配过程中使用 d=2 m 中心

距离计算，每个指标为召回率达到 10% 的累计

均值。

nuScenes[62] 数 据 集 提 出 nuScenes 检 测 分 数

(NDS)，同时考虑检测性能与检测框的位置、大

小、方向、属性和速度，计算如下式所示：

NDS =
1

10
é

ë
êêêê5mAP + ∑

mTPÎ TP

(1 -min(1mTP))
ù

û
úúúú (11)

4.2.3　Waymo[63]数据集评价指标

由于通用的目标检测的平均精度 AP没有考虑

方向，Waymo[63]数据集提出 APH，加入了方向信

息。AP和APH计算如下：

AP = 100 ∫
0

1

max{p(r' )|r'³ r}dr

APH = 100 ∫
0

1

max{h(r' )|r' ≥ r}dr
(12)

其中，p(r)是 PR曲线，h(r)的计算与 p(r)类似，其

使用的 TP 由方向精度 min(| θ͂ - θ | 2π - | θ͂ - θ |)/π加

权，θ͂和 θ分别是预测方向和真值方向。

5　性能对比与分析

本节对比了不同类型检测方法在 KITTI[61]、

nuScenes[62]和 Waymo[63]数据集上的性能，分别如

表1、表2和表3所示。

由表格可以看出，基于原始点云方法的精度

总体高于基于体素的方法，但由于处理原始点云

带来的巨大计算消耗，更多方法选择采用基于体

素的处理方式。早期基于体素的方法精度较低，

这是因为体素化过程不可避免地会引入量化误差。

而一些方法通过两阶段方法有效地聚合细粒度信

息作为细化，或者结合点云和体素两者的优势，

或者引入 Transformer 机制，以增加推理时间为代

价来提高体素方法的准确性[64−66]。基于鸟瞰图的

方法虽然速度较快但精度普遍较低，即使加入一

些策略在一定程度上牺牲速度以提升精度也无法

得到令人满意的效果。这是由于投影引入的不可

逆的信息损失总是存在。基于距离视图的方法相

对于基于鸟瞰图的方法效果更好，因为距离视图

相对地保留了更丰富的原始信息，但是距离视图

中的尺度和遮挡问题难以解决。基于图结构的方

法的检测性能总体令人满意，展示了该方向的研

究潜力，但此类方法计算效率很低，难以满足实

时性的要求。多模态方法性能总体高于单模态方

法，但在 KITTI[61]数据集上提升效果并不明显，

如何更好地对齐不同模态的异构特征仍然需要进

一步研究。
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表1　3D目标检测方法在KITTI测试集的结果对比

Table 1　Comparison of 3D object detection methods on KITTI test set

%

类型

基于原始点云

基于

体素

基于体素与点云

基于距离视图

基于BEV

基于图

多模态融合

方法

PointRCNN

3DSSD

Pointformer

VoxelNet

SECOND

PointPillars

Voxel R-CNN

VoTr

SA-SSD

Part-A2 Net

PV-RCNN

RangeRCNN

RangeDet

BirdNet

BirdNet+

PointRGCN

Point-GNN

PC-RGNN

Graph R-CNN

F-PointNet

MVX-Net

PointPainting

MV3D

AVOD

3D-CVF

CLOCs

Car

Easy

86.96

88.36

87.13

77.47

83.13

82.58

90.90

89.90

88.75

87.81

90.25

88.47

85.41

40.99

76.15

85.97

88.33

89.13

91.89

82.19

83.20

82.11

74.97

81.94

89.20

89.16

Mod

75.64

79.57

77.06

65.11

73.66

74.31

81.62

82.09

79.79

78.49

81.43

81.33

77.36

27.26

64.04

75.73

79.47

79.90

83.27

69.79

72.70

71.70

63.63

71.88

80.05

82.28

Hard

70.70

74.55

69.25

57.73

66.20

68.99

77.06

79.14

74.16

73.51

76.82

77.09

72.60

25.32

59.79

70.60

72.29

75.54

77.78

60.59

65.20

67.08

54.00

66.38

73.11

77.23

Pedestrian

Easy

47.98

54.64

50.67

39.48

51.07

51.45

—

—

53.10

52.17

—

—

22.04

41.55

—

51.92

—

—

50.53

—

50.32

—

50.80

—

—

Mod

39.37

44.27

42.43

33.69

42.56

41.92

—

—

—

43.35

43.29

—

—

17.08

35.06

—

43.77

—

—

42.15

—

40.97

—

42.81

—

—

Hard

36.01

40.23

39.60

31.51

37.29

38.89

—

—

—

40.06

40.29

—

—

15.82

32.93

—

40.14

—

—

38.08

—

37.87

—

40.88

—

—

Cyclist

Easy

74.96

82.48

75.01

61.22

70.51

77.10

—

—

—

79.17

78.60

—

—

43.98

65.67

—

78.60

—

—

72.27

—

77.63

—

64.00

—

—

Mod

58.82

64.10

59.80

48.36

53.85

58.65

—

—

—

63.52

63.71

—

—

30.25

53.84

—

63.48

—

—

56.12

—

63.78

—

52.18

—

—

Hard

52.53

56.90

53.99

44.37

46.90

51.92

—

—

—

56.93

57.65

—

—

27.21

49.06

—

57.08

—

—

49.01

—

55.89

—

46.61

—

—

表2　3D目标检测方法在nuScenes测试集的结果对比

Table 2　Comparison of 3D object detection methods on nuScenes test set

%

方法

3DSSD

Pointformer

PointPillars

CenterPoint

BirdNet+

PointPainting

MVP

TransFusion

mAP

42.6

53.6

30.5

58.0

39.2

46.4

66.4

68.9

NDS

56.4

45.3

65.5

58.1

70.5

71.7

Car

81.2

82.3

68.4

84.6

67.7

77.9

86.8

87.1

Ped

70.1

81.8

59.7

83.4

48.7

73.3

89.1

88.4

Bus

61.4

55.6

28.2

60.2

39.7

36.1

67.4

68.3

Barrier

47.9

66.0

38.9

70.9

60.5

60.2

74.8

78.1

TC

31.0

72.2

30.8

76.7

28.0

62.4

85.0

86.7

Truck

47.1

48.1

23.0

51.0

43.6

35.8

58.5

60.0

Trailer

30.4

43.4

23.4

53.2

47.2

37.3

57.3

60.8

Motor

35.9

55.0

27.4

53.7

28.9

41.5

70.0

73.6

CV

12.6

8.3

4.1

17.5

16.3

15.8

26.1

33.1

Bicycle

8.6

22.7

1.1

28.7

11.0

24.1

49.3

52.9

注：Ped—Pedestrian； TC—Traffic Cone； Motor—Motorcycle； CV—Construction Vehicle
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6　研究趋势和挑战

尽管 3D点云目标检测已经得到了广泛的研究

与应用，但其性能要得到进一步提升与落地应用

仍然存在许多挑战。

6.1　数据集的局限性与开放世界中的3D目标检测

目前的研究主要集中在主流数据集上寻求性

能的突破，但这些数据集在场景多样性与目标的

类别数量上具有很强的局限性。首先，数据大部

分来源于交通流量压力不大的城市或农村道路场

景，且这些道路大都平坦无斜坡，而现实中很多

道路有一定的倾角，检测的物体与车辆自身可能

并不总是在同一地平面上，且存在交通流量压力

突出的情况。其次，数据大部分采集于良好的天

气情况下，但现实中雨雪和雾天不可避免，激光

雷达在恶劣天气中衰减加大，容易产生噪声点，

影响算法的鲁棒性。此外，数据集中感兴趣的目

标往往只有车、人等且分布不均，在现实交通场

景中存在很多未知障碍，未知类别也会影响行驶

的安全性。尽管 nuScenes[62]和Waymo[63]数据集已经

涵盖了部分特殊场景，且目前更多的算法考虑在

这两种更大规模的数据集上进行测试，但仍然不

足以满足复杂开放世界中的应用，这使得现有的

3D 目标检测器处理未知场景与识别未知目标的能

力有限。

目前，在 2D目标检测中出现了一些针对开放

世界目标检测的研究工作，其任务是在检测已知

的目标类别的同时还能识别场景中未知的目标。

如OWOD[67](面向开放世界的目标检测)提出一种基

于对比聚类和能量的开放世界目标检测器，实现

表3　3D目标检测方法在Waymo测试集的结果对比

Table 3　Comparison of 3D object detection methods on Waymo test set

%

难度级别

LEVEL_1

LEVEL_2

方法

SECOND

PointPillars

Voxel R-CNN

CenterPoint

VoTr

Part-A^2 Net

PV-RCNN

PV-RCNN++

LaserNet

RangeRCNN

RangeDet

RSN

Graph R-CNN

DeepFusion

SECOND

Voxel R-CNN

CenterPoint

VoTr

Part-A^2 Net

PV-RCNN

PV-RCNN++

RSN

Graph R-CNN

TransFusion

DeepFusion

Vehicle

AP

72.27

56.62

75.59

76.70

74.95

77.05

77.51

79.25

52.11

75.43

72.85

78.40

80.77

83.60

63.85

66.59

68.80

65.91

68.47

68.98

70.61

69.50

72.55

—

76.00

APH

71.69

—

—

76.20

74.25

76.51

76.89

78.78

50.05

74.97

—

78.10

80.28

83.20

63.33

—

68.30

65.29

67.97

68.41

70.18

69.10

72.10

65.10

75.60

Pedestrian

AP

68.70

59.25

—

79.00

—

75.24

75.01

81.83

63.40

—

75.94

79.40

82.35

87.10

60.72

—

71.00

—

66.18

66.04

73.17

69.90

74.44

—

80.40

APH

58.18

—

—

72.90

—

66.87

65.65

76.28

—

—

—

76.20

76.64

84.70

51.31

—

65.30

—

58.62

57.61

68.00

67.00

69.02

64.00

78.10

Cyclist

AP

60.62

—

—

—

—

68.60

67.81

73.72

—

—

—

—

75.28

—

58.34

—

—

—

66.13

65.39

71.21

—

72.52

—

—

APH

59.28

—

—

—

—

67.36

66.35

72.66

—

—

—

—

74.21

—

57.05

—

—

—

64.93

63.98

70.19

—

71.49

67.40

—
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了在没有明确监督的情况下，将未被引入的对象

识别为“未知”，且在不忘记之前学习过的类的情

况下，在接收相应标签的同时逐步学习这些未知

类别。而在 3D目标检测领域，也出现一些针对开

放世界的检测[68,69]。如 CoDA[70]设计了一种协同式

3D 新目标发掘与跨模态对齐方法，在训练中同时

学习对新类别目标的定位和分类，对开放词汇 3D

目标检测中的新类别目标的定位和分类问题进行

研究。然而，基于开放世界的 3D目标检测方法仍

处于起步阶段，设计满足复杂开放世界中的 3D目

标检测器仍是一个值得研究的方向。

近年来，随着硬件计算能力的不断提升、大

数据的涌现以及深度学习的迅猛发展，大模型成

为机器学习各领域的重要研究方向和热点话

题[71,72]。与其他模型相比，大模型具有更好的性能

和泛化能力，可以实现自监督学习和多任务学习。

因此，将 3D目标检测与大模型相结合，以解决现

有数据集的局限性，实现复杂真实世界中的高性

能检测，是未来的发展方向。

此外，由于难以对大量数据进行准确详细的

标注，3D 目标检测器的自监督和半监督学习[73−75]

也是未来的研究趋势。

6.2　点云的稀疏性

激光雷达点云本质上是稀疏的，且存在遮挡

与密度不均的问题，导致对远处或点数很少的目

标特征提取困难，难以精确检测 3D框甚至丢失目

标。此外，整个场景点云庞大，各类方法为了提

升特征提取的效率都采用了不同程度的下采样，

使得点云的稀疏性更加突出。因此，设计更有效

的特征提取方式，尽可能保留有用的稀疏点的信

息还需要进一步研究。此外，利用多帧点云的时

序信息和互补信息可以得到更完整的目标结构和

更精确的定位信息，从而缓解点云稀疏性带来的

影响，值得进一步探讨。一些方法提出对稀疏点

云进行补全[76−78]或者从局部点云推断完整形状[79,80]，

以补全被遮挡的不完整目标或小目标点云，也是

未来的研究方向之一。

6.3　多模态融合算法

多模态数据信息的互补性有助于提升模型的

检测性能与鲁棒性。相机图像具有丰富的颜色和

纹理信息，可以补充激光雷达点云数据的语义信

息。但在光照条件不佳时，相机往往难以有效记

录信息，而激光雷达虽然不易受到光照等环境因

素的影响，但得到的点云比较稀疏。因此，将不

同模态的数据融合可以充分利用不同传感器对同

一环境的感知信息，为缓解点云的稀疏性与恶劣

天 气 下 单 一 传 感 器 的 局 限 性 提 供 了 可 能

方案 [81−83]。

然而目前多模态信息融合还面临诸多挑战，

包括不同测量空间数据的对齐与信息的丢失等问

题。由于来自图像和点云的语义特征本质上是异

构的，而且激光雷达点与图像像素的转换是多对

一映射，在实际应用中特征的对齐和信息的配准

都面临挑战。此外，在实际场景中，融合系统还

需考虑时间戳、多传感器的校准匹配与合作的优

先级等。

6.4　实时性

目前，大多数方法更多地关注检测精度的提

升，忽略了在嵌入式系统中的边缘设备上的运行

情况。但在实际落地应用中，3D 目标检测的实时

性是至关重要的。为了确保安全和高效，系统必

须能够在极短的时间内处理传感器数据并做出决

策。因此，考虑在嵌入式系统中进行部署的效率

必不可少。尤其是在自动驾驶场景中，实时地检

测目标是3D目标检测最重要的挑战之一。

因此，为了在实际场景中实现高效的模型部

署，未来工作还需要探索特征的高效提取与融合

以及模型的修剪和量化等技术[84−86]，以平衡对精度

和实时性的要求。

7　结束语

随着全球汽车产业规模的日益扩大和产业分

工格局的不断变革，自动驾驶技术作为现代工业

转型升级、助推产业和国家工业实力的重要体现，

得到了各国各界研究机构与制造公司的高度重视

和广泛研究。基于激光雷达点云的 3D目标检测是

自动驾驶汽车感知系统的重要组成部分，负责对

车辆周边物体的类别、位置、大小和方向进行检

测，为后续路径规划与控制决策提供可靠的环境

信息。本文对基于激光雷达点云的 3D目标检测进

行综述，包括数据的特点与处理、基于不同处理

方法的检测算法、常用数据集和评价指标以及各

类算法的性能对比分析。在未来，激光雷达 3D目

标检测技术的发展同时面临机遇与挑战，需要对

其进一步研究与探索。
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