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·临床研究·

基于 TabPFN 模型的 CT 影像组学联合临床影像特征
对亚实性肺腺癌浸润性的术前预测研究

洪森 1* 漆万银 2 周颖俊 3 罗圣杰 1

（1.广州医科大学附属妇女儿童医疗中心放射科，广州 510623；2.西南医科大学附属医院放射科，泸州 646000；

3.湘潭市中心医院放射科，湘潭 411100）

【摘要】 目的  构建基于表格先验数据拟合网络（tabular prior-data fitted network， TabPFN）模型的 CT影像组学联

合临床影像特征预测体系，提升亚实性肺腺癌浸润性的术前预测精度。方法  回顾性纳入 2019年 1月至 2023年 1月于

多中心接受手术治疗、术后病理确诊为亚实性肺腺癌的 330例患者，按 7∶3的比例随机分为训练集（n =231）与验证集

（n =99）。对术前薄层高分辨率 CT图像进行病灶分割，提取 1 239个定量影像组学特征；通过“批量 t 检验筛选差异特征

→ Pearson相关性分析剔除冗余特征（ | r | ≥0.9）→ LASSO回归构建影像组学评分（Radscore）”的特征工程流程优化特征。

同时提取患者年龄、性别、结节大小、实性成分占比（consolidation-to-tunor ratio，CTR）、病变位置、形态学征象等临床影像

特征。分别构建 TabPFN模型、随机森林（rondom forest， RF）、极端梯度提升（extreme gradient boosting， XGBoost）、轻量级梯

度提升（light gradient boosting machine， LightGBM）等机器学习模型，以“Radscore+ 临床影像特征”为输入进行二分类任

务构建模型，采用受试者工作特征（receiver operating characteristic, ROC）曲线下面积（area under curve, AUC）、准确率、精

确率、召回率、F1值评估模型效能。结果 纳入的 330例患者中，病理确诊非浸润性肺腺癌 101例（30.61%）、浸润性肺腺癌

229 例（69.39%）；TabPFN模型表现最优，AUC为 0.839，准确率为 0.798，精确率为 0.853，召回率为 0.877，F1值为 0.865。基

于 SHAP分析对模型的解释显示，Radscore与 CTR为 TabPFN模型中预测亚实性肺腺癌浸润性的最稳健特征。结论  基

于 TabPFN模型的 CT影像组学联合临床影像特征分析，可有效实现亚实性肺腺癌浸润性的术前预测，为临床选择肺叶

切除或亚肺叶切除等个体化手术方案提供客观参考依据，具有重要临床应用价值。
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【Abstract】 Objective To construct a CT radiomics model combined with clinical-imaging features based on the tabular 

prior-data fitted network (TabPFN) algorithm to enhance the preoperative prediction accuracy for the invasiveness of subsolid lung 

adenocarcinoma. Methods This retrospective study enrolled 330 patients with postoperative pathologically confirmed subsolid 

lung adenocarcinoma who underwent surgical treatment at multiple centers between January 2019 and January 2023. Patients were 

randomly divided into a training set (n =231) and a validation set (n =99) at a 7:3 ratio. Preoperative thin-slice high-resolution CT 

images were segmented to extract 1,239 quantitative radiomics features. A feature engineering pipeline was applied to optimize 
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肺 癌 是 全 球 范 围 内 发 病 率 与 致 死 率 最 高 的

恶 性 肿 瘤 之 一，其 中 肺 腺 癌 作 为 肺 癌 最 主 要 的 病

理 亚 型，占 所 有 肺 癌 病 例 的 40%~ 50%，其 早 期 诊

断 与 精 准 分 期 直 接 决 定 患 者 治 疗 策 略 选 择 及 预 后

结 局 ［1-3］。随 着 高 分 辨 率 计 算 机 断 层 扫 描（high 

resolution computed tomography, HRCT）在 肺 癌 筛

查 中 的 普 及，肺 内 结 节 的 检 出 率 显 著 提 升，跟 据

Fleischner 协会 2017 年发布的 CT 检出肺部偶发性结

节 的 管 理 指 南，肺 结 节 依 据 实 性 成 分 与 磨 玻 璃 成

分 的 比 例 可 分 为 纯 磨 玻 璃 结 节（pure ground-glass 

nodules, pGGNs）、实 性 结 节（solid nodules, SNs）

及 亚 实 性 结 节（part-solid nodules, PSNs）3 类 ［4］。

其中，PSNs 作为一类特殊的临床亚型，兼具 “磨玻

璃成分的惰性”与 “实性成分的潜在侵袭性”，相

较于 SNs，PSNs 患者的淋巴道转移、脏层胸膜侵犯

及气道播散发生率更低，无复发生存期（recurrence-

free survival, RFS）更优；但相较于 pGGNs，其恶性

进展风险及远期复发率显著升高，成为临床诊疗决

策中的 “关键中间体”［5-7］。

从病理本质来看，表现为 PSNs 的肺腺癌可进一

步分为原位腺癌（adenocarcinoma in situ, AIS）、微

浸润腺癌（minimally invasive adenocarcinoma, MIA）

及浸润性腺癌（invasive adenocarcinoma, IAC）。AIS

与 MIA 经完整手术切除后 5 年 RFS 接近 100%，临床

推荐行亚肺叶切除（楔形切除或肺段切除）以最大

程度保留肺功能；而 IAC 因存在间质浸润特性，术

后 5 年 RFS 骤降至 74.1% 左右，需行肺叶切除以降低

复发风险 ［8-9］。由此可见，术前精准鉴别 PSNs 型肺

腺癌的浸润性即区分 IAC 与非 IAC，是避免过度手

术（如 对 AIS/MIA 行 肺 叶 切 除）或 手 术 不 足（如 对

IAC 行亚肺叶切除）的核心前提，对实现 “个体化

外科治疗”具有不可替代的临床价值。

早 期 临 床 实 践 中，医 师 主 要 依 赖 CT 影 像 的 定

性 特 征 如 结 节 大 小、实 性 成 分 占 比（consolidation-

to-tumor ratio, CTR）、边缘毛刺征、胸膜牵拉征等

预测 PSNs 的浸润性 ［10-11］。此类方法虽操作简便，

但 受 限 于 主 观 经 验 差 异，且 难 以 捕 捉 影 像 中 隐 含

的微观异质性信息，导致预测效能有限。随着影像

组 学 技 术 的 发 展，研 究 人 员 通 过 定 量 提 取 CT 图 像

中的形状、纹理、小波滤波等高维特征，结合特征

工程如 t 检验筛选差异特征、Pearson 相关性剔除冗

余 特 征、LASSO 回 归 构 建 放 射 组 学 评 分（radiomic 

score, Radscore），显著提升了预测模型的客观性与

精 准 度 ［12-18］。进 一 步 研 究 证 实，将 影 像 组 学 特 征

与临床影像特征如患者年龄、性别、结节位置等联

合，对 PSNs 浸 润 性 的 预 测 性 能 显 著 优 于 单 一 特 征

模型 ［19-22］。

然而，临床实践中多中心小样本数据仍是制约

模型泛化性的关键瓶颈，传统机器学习算法如随机

森林（random forest, RF）、极端梯度提升（extreme 

the feature set, involving: batch t-test for screening differential features, Pearson correlation analysis to remove redundant features 

( |r | ≥0.9), and LASSO regression to construct a radiomics score (Radscore). Clinical-imaging features including patient age, sex, 

nodule size, consolidation-to-tumor ratio (CTR), lesion location, and morphological signs were also extracted. Multiple machine 

learning models were built for the binary classification task using “Radscore +  clinical-imaging features” as input, including 

TabPFN, random forest (RF), extreme gradient boosting (XGBoost), and light gradient boosting machine (LightGBM). Model 

performance was evaluated using the area under the receiver operating characteristic curve (AUC), accuracy, precision, recall, and F1 

score. Results Among the 330 patients, pathology confirmed 101 cases (30.61%) as non-invasive adenocarcinoma and 229 cases 

(69.39%) as invasive adenocarcinoma. The TabPFN model demonstrated the best performance, achieving an AUC of 0.839, accuracy 

of 0.798, precision of 0.853, recall of 0.877, and an F1 score of 0.865. The interpretation of the model based on SHAP analysis 

indicated that Radscore and CTR are the most reliable features for predicting the invasiveness of subsolid lung adenocarcinoma 

in the TabPFN model. Conclusion The analysis combining CT radiomics and clinical-imaging features based on the TabPFN 

model can effectively achieve preoperative prediction of invasiveness in subsolid lung adenocarcinoma. This provides an objective 

reference for clinical decision-making regarding individualized surgical strategies, such as lobectomy versus sublobar resection, and 

holds significant clinical application value.
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gradient boosting, XGBoost）等 在 小 样 本 场 景 下 易

出 现 过 拟 合，且 难 以 处 理 特 征 异 质 性 与 非 线 性 关

联 ［23］。近 年 来，表 格 先 验 数 据 拟 合 网 络（tabular 

prior-data fitted network, TabPFN）模型的出现为解决

这一问题提供了新方向。该模型基于 Transformer 架

构，通过百万级合成数据集预训练，可在 n <1 000

的 小 样 本 下 实 现 “单 次 前 向 传 播”的 高 效 学 习，

同 时 具 备 抗 过 拟 合、适 应 异 质 表 格 数 据 如 数 值 型

Radscore 与分类型临床特征的优势 ［24-25］。

鉴于此，本研究回顾性纳入多中心经手术病理

证实的 PSNs 型肺腺癌患者，通过 CT 影像提取定量

组 学 特 征 并 构 建 Radscore，联 合 临 床 影 像 特 征，采

用 TabPFN 模型构建术前浸润性预测模型，同时与传

统 机 器 学 习 模 型 即 随 机 森 林、XGBoost、轻 量 级 梯

度提升（light gradient boosting machine, LightGBM）

进行效能对比，旨在建立一套适用于小样本场景、

具 备 高 精 准 度 的 PSNs 型 肺 腺 癌 浸 润 性 预 测 工 具，

为 临 床 外 科 手 术 方 案 的 个 体 化 选 择 提 供 客 观 参 考

依据。

1 对象与方法

1.1 研究对象与病例入组

本研究为多中心回顾性队列研究，研究对象来

源于 2019 年 1 月至 2023 年 1 月在湘潭市中心医院及

西南医科大学附属医院接受胸腔镜或开胸手术治疗

的肺结节患者。本研究已通过两中心医学伦理委员会

审批（湘潭市中心医院批号：XYZY-2023-KY-012；西

南医科大学附属医院批号：XNYD-2023-E015），因

回顾性研究性质，豁免患者知情同意。

纳 入 标 准：① 术 后 病 理 检 查 明 确 诊 断 为 肺 腺

癌，且 术 前 胸 部 CT 显 示 病 灶 为 PSNs，定 义 为 结 节

内磨玻璃成分与实性成分共存，且实性成分最大径

< 结 节 最 大 径；② 术 前 1个 月 内 完 成 薄 层 HRCT检

查，扫 描 及 重 建 参 数 符 合 以 下 标 准：层 厚 0.625～

1.000 mm、重建间隔 0.5~1.0 mm、管电压 120 kVp、管

电流自动调节，且 CT图像无明显运动伪影、呼吸伪

影或金属伪影，病灶显示清晰；③临床资料（性别、

年龄）及病理资料完整；④无其他恶性肿瘤病史，且

术前未接受过放化疗、靶向治疗或免疫治疗。

排除标准：①病理诊断为非肺腺癌（如鳞癌、

小细胞肺癌、转移瘤）或病理分型不明确；② CT 扫

描参数不符合薄层高分辨标准（层厚 >1.5 mm），

或 CT 图 像 存 在 严 重 伪 影（如 运 动、呼 吸、金 属 伪

影）导 致 病 灶 边 界 无 法 辨 认；③ 存 在 多 发 肺 结 节

（ ≥2 个），或无法明确手术切除病灶对应的 CT 影

像；④临床或病理资料缺失（如年龄未知、未提及

浸润性程度） ；⑤合并其他恶性肿瘤病史，或术前

接受过放化疗、靶向治疗或免疫治疗。

根 据 纳 入 排 除 标 准，共 纳 入 330 例 患 者，采 用

分层随机抽样法（按病理分型分层，保证训练集与

验证集的非浸润性/ 浸润性比例一致）按 7∶3 的比例

分为训练集（n =231）与验证集（n =99）。

1.2 临床影像特征评估

由 2 名具有 5 年以上胸部影像诊断经验的放射

科医师（医师 A、医师 B）在双盲条件下独立阅片，

评 估 并 提 取 临 床 影 像 特 征，具 体 评 估 方 法 如 下。

①性别、年龄、病理分型（浸润性/ 非浸润性）提取

自 病 历 资 料；② 结 节 大 小：在 CT 轴 位、冠 状 位、

矢状位多平面重组图像上测量病灶最大长径，取 2

名医师测量值的平均值；③ CTR：在病灶最大径层

面，测算实性成分最大径与结节最大径的比值，按

临 床 常 用 分 级 分 为 <1/4、1/4~1/2、1/2~3/4、 >3/4；

④ 病 变 位 置：按 肺 叶 分 为 右 上 叶、右 中 叶、右 下

叶、左上叶、左下叶；⑤形态学征象：包括边缘（清

晰/ 不 清 晰，以 病 灶 与 肺 组 织 密 度 差 是 否 明 确 为 标

准）、分叶征（病灶边缘存在 ≥1 个弧形凹陷，凹陷

深 度 ≥2 mm）、毛刺征（病灶边缘放射状细线影，

长度 ≥3 mm）、血管集束征（病灶周围肺血管向病灶

汇聚或被病灶包绕）、空泡征（病灶内部含气低密度

区，直径 ≤5 mm）、胸膜牵拉征（病灶与胸膜间条索

状影或胸膜凹陷）、形态（光整/不光整，光整指病灶

边缘无分叶、毛刺，不光整指存在分叶或毛刺）。

若 2 名 医 师 评 估 结 果 不 一 致，通 过 共 同 阅 片

讨论达成共识；仍无法达成一致时，由 1 名具有 10

年以上胸部影像诊断经验的主任医师（医师 C）裁

定，最 终 结 果 用 于 后 续 分 析。此 外，随 机 抽 取 30

例 患 者 的 CT 图 像，由 医 师 A 与 医 师 B 独 立 完 成 病

灶 分 割 及 影 像 组 学 特 征 提 取，采 用 双 因 素 混 合 效

应 模 型、绝 对 一 致 性 计 算 组 内 相 关 系 数（intraclass 

correlation coefficient, ICC）值。
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1.3 影像组学分析

1.3.1 图像预处理与病灶分割

首先对术前 HRCT 图像进行预处理，将 DICOM

格式图像导入 3D Slicer 4.13.0 软件，统一调整窗宽

为 1 500 HU、窗 位 为-600 HU 以 标 准 化 肺 组 织 显

示。然后采用手动分割结合区域生长法勾画病灶感

兴 趣 区（region of interest, ROI），由 医 师 A 在 病 灶

最大径层面及上下各 2 个相邻层面勾画 2D ROI，软

件自动生成 3D ROI（即 mask），覆盖整个病灶（包

括磨玻璃成分与实性成分），避免包含周围正常肺

组织、血管或胸膜。分割完成后，由医师 B 对 mask

进行质量复核，若病灶边界偏差 >1 mm，则重新分

割，确保分割一致性。

1.3.2 影像组学特征提取

将经质量验证的 3D mask 导入 PyRadiomics 3.0.1

库（Python 3.8 环 境），提 取 4 大 类 共 1 239 个 定 量

影 像 组 学 特 征，具 体 分 类 如 下。① 形 状 特 征（14

个） ：描 述 病 灶 的 空 间 形 态，如 体 积、表 面 积、

球 形 度、最 大 径、纵 横 比 等。② 一 阶 统 计 量 特 征

（19 个） ：描 述 病 灶 CT 值 的 分 布 特 征，如 均 值、

中 位 数、标 准 差、偏 度、峰 度、能 量、熵 等。③ 纹

理 特 征（784 个） ：基 于 灰 度 共 生 矩 阵（gray-level 

co-occurrence matrix, GLCM）、灰 度 行 程 长 度 矩 阵

（gray-level run-length matrix, GLRLM）、灰度大小

区域矩阵（gray level size zone matrix, GLSZM）、灰

度依赖矩阵（gray level dependence matrix, GLDM）、

邻 域 灰 度 差 矩 阵（neighborhood gray tone difference 

matrix, NGTDM）计 算，反 映 病 灶 内 部 密 度 的 空 间

异 质 性，如 GLCM 的 相 关 性、对 比 度、熵，GLRLM

的 长 行 程 强 调、短 行 程 强 调 等。④ 小 波 特 征（422

个） ：对图像进行小波变换（db4 小波基，分解为 1

级）后，在 水 平、垂 直、对 角 方 向 提 取 上 述 一 阶 统

计量与纹理特征，捕捉病灶的多尺度异质性信息。

提 取 过 程 中，设 置 特 征 计 算 参 数：重 采 样 间 距 为

1 mm×1 mm×1 mm，灰度级量化为 64 级，确保特

征提取的标准化。

1.3.3 特征工程与 Radscore 构建

为 减 少 特 征 冗 余、避 免 模 型 过 拟 合，采 用 三

步特征工程流程对 1 239 个原始特征进行优化，为

避 免 数 据 泄 露，均 基 于 训 练 集 数 据 完 成。① 差 异

特征筛选：采用独立样本 t 检验比较训练集中 “非

浸 润 性 组（AIS+ MIA）”与 “浸 润 性 组（IAC）”

的 影 像 组 学 特 征 差 异，以 P < 0.05 为 差 异 有 统 计 学

意 义，初 步 去 除 无 区 分 能 力 的 特 征。② 冗 余 特 征

剔 除：对 筛 选 后 的 特 征 进 行 Pearson 相 关 性 分 析，

计 算 特 征 间 相 关 系 数 | r |，若 | r | ≥ 0.9，认 为 存 在

严 重 冗 余，保 留 与 病 理 分 型 相 关 性 更 强 即 P 值 更

小 的 1 个 特 征。③ 最 优 特 征 选 择 与 Radscore 构 建：

将 去 冗 余 后 的 特 征 纳 入 LASSO 回 归 模 型，采 用

10 折 交 叉 验 证 确 定 正 则 化 参 数 λ 和 最 小 化 均 方 误

差，见 图 1，筛 选 出 对 病 理 分 型 预 测 贡 献 最 大 的

特 征（回 归 系 数 ≠ 0），并 基 于 这 些 特 征 及 其 系

数 构 建 影 像 组 学 评 分（Radscore），计 算 公式为：

Radscore=Σ（F ᵢ × β ᵢ），其 中，F ᵢ 为 筛 选 后 的 最 优

影 像 组 学 特 征，β ᵢ 为 LASSO 回 归 输 出 的 对 应 特 征

系数。

图 1  基于 LASSO 回归及 10 折交叉验证对影像组学特

征的筛选

1.4 预测模型构建

1.4.1 数据预处理

将 “Radscore+ 临 床 影 像 特 征”作 为 模 型 输 入

变量。采用 Z-score 标准化对数值型变量如年龄、结

节 大 小、Radscore 等 进 行 标 准 化 处 理；对 分 类 型 变

量如性别、CTR、病变位置、形态学征象等进行独

热 编 码（one-hot encoding），转 化 为 模 型 可 识 别 的

数值形式。处理后的数据按 7∶3 的比例分为训练集

（n =231）与 验 证 集（n =99），与 病 例 入 组 时 的 划

分一致。
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1.4.2 TabPFN 模型构建

采用 TabPFN 1.1.0 库（Python 3.8 环境）构建预

测模型，该模型基于 Transformer 架构，通过百万级

合 成 表 格 数 据 预 训 练，支 持 小 样 本 场 景 下 的 高 效

学 习。模 型 参 数 设 置 参 考 文 献 ［22-23］ ：预 训 练

模 型 选 择 “tabpfn_base”，批 量 大 小（batch size）

=32，学 习 率 =0.000 1，训 练 轮 次（epochs） =50，

采 用 早 停 法（early stopping）防 止 过 拟 合，当 验 证

集 损 失 连 续 5 轮 无 下 降 时 停 止 训 练。模 型 输 出 为

“非 浸 润 性”或 “浸 润 性”的 分 类 概 率，概 率 ≥

0.5 判 定 为 “浸 润 性”，概 率 <0.5 判 定 为 “非 浸

润性”。

1.4.3 基线对比模型构建

为 验 证 TabPFN 模 型 的 优 越 性，同 时 构 建 随 机

森 林、XGBoost、LightGBM 等 传 统 机 器 学 习 模 型

作 为 基 线 对 照，均 采 用 scikit-learn 1.2.2库 实 现。

所 有 基 线 模 型 均 采 用 5 折 交 叉 验 证 + 网 格 搜 索

（GridSearchCV）优 化 超 参 数，训 练 过 程 与 TabPFN

模型一致，输出分类概率及判定结果。

1.5 模型效能评估

采 用 训 练 集（内 部 验 证）与 验 证 集（外 部 验

证）分 别 评 估 模 型 效 能，主 要 评 估 指 标 如 下。

① 受 试 者 工 作 特 征（receiver operating characteristic, 

ROC）曲 线 下 面 积（area under curve, AUC） ：AUC

越 接 近 1，模 型 预 测 效 能 越 好，AUC>0.8 提 示 效 能

优秀。②分类性能指标：包括准确率、精确率和召

回 率，准 确 率 = 正 确 预 测 数/ 总 预 测 数，精 确 率 =

真阳性数/（真阳性数 + 假阳性数），召回率 = 真阳

性 数/（真 阳 性 数 + 假 阴 性 数），F 1 值 =2× 精 确 率

× 召回率/（精确率 + 召回率），各指标取值范围为

0~1，越接近 1 提示性能越优 ［24］。

1.6 SHAP对模型的解释

在 完 成 对 模 型 在 训 练 集 与 验 证 集 上 的 初 步 效

能评估后，为了更深入、全面地剖析模型，深入理

解模型作出预测的依据，我们对表现最优的模型进

行 了 SHAP（SHapley Additive ExPlanations）分 析。

SHAP 分 析 是 一 种 基 于 博 弈 论 的 模 型 解 释 方 法，它

能够为每个特征分配一个重要的 SHAP 值，该值反

映了该特征对模型预测结果的贡献程度，无论是正

向贡献还是负向贡献 ［25-26］。

1.7 统计学分析

采用 R 4.2.0 软件进行统计学分析。年龄、结节

大小等计量资料以均数 ± 标准差（x— ±s）表示，训

练集与验证集组间比较采用独立样本 t 检验；性别、

CTR、病 理 分 型、形 态 学 征 象 等 计 数 资 料 以 例 数

（n）和百分率（%）表示，组间比较采用 χ ² 检验；

所有统计检验均为双侧检验，以 P <0.05 为差异有统

计学意义。此外，对两中心所有病例的术后病理切

片进行独立复核，参照 《WHO 胸部肿瘤分类（第 5

版）》明确 AIS/MIA/IAC 分型；同时采用 Kappa 检验

评估复核结果与原病理诊断的一致性。

2 结果

2.1 基线资料比较

纳 入 的 330 例 患 者 中，180 例 来 自 湘 潭 市 中

心 医 院，占 比 54.5%，其 中 浸 润 性 肺 腺 癌 122 例

（67.8%），非 浸 润 性 肺 腺 癌 58 例（32.2%） ；150

例来自西南医科大学附属医院，占比 45.5%，其中浸

润性肺腺癌 107例（71.3%），非浸润性肺腺癌 43例

（28.7%）。两中心病例的病理分型差异无统计学意

义（χ² =0.68，P =0.41），基线分布均衡。各个影像学

特 征 最 终 Kappa值 为 0.86（95% CI：0.79~ 0.93），提

示病理诊断一致性达到 “极佳”水平（Kappa≥0.8为

极佳一致性），确保金标准的可靠性。

本 研 究 共 纳 入 330 例 经 手 术 病 理 证 实 的 PSNs

型 肺 腺 癌 患 者，按 7∶ 3 的 比 例 随 机 分 为 训 练 集

（n =231）与 验 证 集（n =99），两 组 患 者 的 基 线 资

料 分 布 均 衡，所 有 特 征 组 间 差 异 均 无 统 计 学 意 义

（P 均 >0.05），具 体 结 果 见 表 1。全 组 中 浸 润 性

肺 腺 癌（IAC）229 例（69.39%），非 浸 润 性 肺 腺

癌（AIS+ MIA）101 例（30.61%），训 练 集 与 验 证

集 的 IAC 占 比 分 别 为 67.53%（156/231）、73.74%

（73/99） ；人 口 学 特 征 方 面，全 组 患 者 平 均 年 龄

为（58.38 ±10.70）岁，训 练 集 ［（57.70 ±10.90）

岁］与 验 证 集 ［（59.96 ±10.11）岁］年 龄 分 布 接

近，性 别 构 成 中 女 性 占 比 均 达 到 63% 以 上（全 组

64.55%、训 练 集 64.94%、验 证 集 63.64%） ；影 像 学

特 征 上，两 组 结 节 大 小、CTR 及 边 缘、分 叶 征、毛

刺征等形态学征象分布一致，提示分组无偏倚，可

用于后续模型训练与验证。
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2.2 影像组学特征筛选与 Radscore构建

对术前薄层 HRCT 图像提取的 4 大类共 1 239 个

定 量 影 像 组 学 特 征 进 行 特 征 工 程 优 化。首 先 基 于

训练集采用独立样本 t 检验筛选与浸润性相关的差

异 特 征，共 得 到 899 个 具 有 统 计 学 差 异 的 特 征，其

中 纹 理 特 征 587 个、小 波 特 征 243 个，占 比 最 高，

合计约 92%；随后对 899 个差异特征进行 Pearson 相

关 性 分 析，以 相 关 系 数 | r | ≥0.9 为 冗 余 标 准，剔 除

684 个 严 重 冗 余 特 征，剩 余 215 个 特 征，见 图 2，相

关性矩阵结果显示 92.1% 的特征间 | r | <0.7，仅 7.9%

表 1 训练集和验证集的基线资料比较

特征 总数（n =330） 训练集（n =231） 验证集（n =99） χ² 值 P 值

性别 ［n（%）］ 0.010 0.920

女 213 (64.55) 150 (64.94) 63 (63.64)

男 117 (35.45) 81 (35.06) 36 (36.36)

年龄（岁，x— ±s） 58.38 ±10.70 57.70 ±10.90 59.96 ±10.11 — 0.079

病理分型 ［n（%）］ 0.981 0.322

非浸润性 101 (30.61) 75 (32.47) 26 (26.26)

浸润性 229 (69.39) 156 (67.53) 73 (73.74)

结节大小（mm，x— ±s） 19.86 ±6.23 19.69 ±6.27 20.24 ±6.15 — 0.462

CTR  ［n（%）］ 3.779 0.286

<1/4 89 (26.97) 67 (29.00) 22 (22.22)

1/4 ～1/2 110 (33.33) 80 (34.63) 30 (30.30)

1/2 ～3/4 82 (24.85) 52 (22.51) 30 (30.30)

>3/4 49 (14.85) 32 (13.85) 17 (17.17)

病变位置 ［n（%）］ — 0.181

右上叶 127 (38.48) 95 (41.13) 32 (32.32)

右中叶 15 (4.55) 11 (4.76) 4 (4.04)

右下叶 54 (16.36) 41 (17.75) 13 (13.13)

左上叶 92 (27.88) 56 (24.24) 36 (36.36)

左下叶 42 (12.73) 28 (12.12) 14 (14.14)

边缘 ［n（%）］ 0.015 0.903

清晰 190 (57.58) 134 (58.01) 56 (56.57)

不清晰 140 (42.42) 97 (41.99) 43 (43.43)

分叶征 ［n（%）］ 0.992 0.319

无 99 (30.00) 65 (28.14) 34 (34.34)

有 231 (70.00) 166 (71.86) 65 (65.66)

毛刺征 ［n（%）］ 0.506 0.477

无 132 (40.00) 89 (38.53) 43 (43.43)

有 198 (60.00) 142 (61.47) 56 (56.57)

血管集束征 ［n（%）］ 0.632 0.427

无 63 (19.09) 41 (17.75) 22 (22.22)

有 267 (80.91) 190 (82.25) 77 (77.78)

空泡征 ［n（%）］ 0.000 1.000

无 248 (75.15) 174 (75.32) 74 (74.75)

有 82 (24.85) 57 (24.68) 25 (25.25)

胸膜牵拉征 ［n（%）］ 2.201 0.138

无 90 (27.27) 57 (24.68) 33 (33.33)

有 240 (72.73) 174 (75.32) 66 (66.67)

形态 ［n（%）］ 3.522 0.061

光整 101 (30.61) 63 (27.27) 38 (38.38)

不光整 229 (69.39) 168 (72.73) 61 (61.62)

注：—表示无数据；CTR 为实性成分占比。
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的 特 征 间 | r | 介 于 0.7~ 0.9，特 征 冗 余 度 显 著 降 低；

最后将 215 个去冗余特征纳入 LASSO 回归模型，采

用 10 折 交 叉 验 证 确 定 最 优 正 则 化 参 数 λ =0.012，

筛选出 9 个回归系数非零的最优特征，其中，形状

特征、纹理特征、小波特征各 3 个，见图 3，并基于

这 9 个特征及其 LASSO 回归系数构建影像组学评分

Radscore。

图 2 最终定义的影像组学参数的相关性热图分析

图 3 最终定义的影像组学参数系数值

一致性分析结果显示：病灶分割一致性方面，

病 灶 体 积 ICC 为 0.85，病 灶 最 大 径 ICC 为 0.88；关

键 特 征 ICC 均 在 0.80~ 0.85 之 间。所 有 指 标 ICC 均

≥0.80，证实病灶分割与影像组学特征提取的可重

复性良好，Radscore 具备可靠的稳定性。

2.3 不同预测模型的效能比较

分 别 构 建 TabPFN 与 多 个 基 线 模 型，在 验 证 集

中比较各模型效能，结果显示 TabPFN模型综合性能

显著优于其他传统机器学习模型。ROC曲线分析显

示，TabPFN模型的 ROC曲线最靠近左上角，其 AUC

为 0.839；分类性能指标方面，TabPFN模型的准确率

（0.798）、精确率（0.853）、召回率（0.877）及 F1值

（0.865）均为最优，表明 TabPFN在小样本场景下抗过

拟合能力更强，泛化性能更稳定。见表 2、图 4。

表 2 不同机器学习模型的诊断效能比较

模型 AUC 准确率 精确率 召回率 F1 值

TabPFN 0.839 0.798 0.853 0.877 0.865

CatBoost 0.818 0.818 0.857 0.904 0.880

随机森林（Random 
Forest）

0.808 0.838 0.852 0.945 0.896

线性判别分析（Linear 
Discriminant Analysis）

0.798 0.798 0.853 0.877 0.865

逻辑回归（Logistic 
Regression）

0.79 0.758 0.827 0.849 0.838

梯度提升（Gradient 
Boosting）

0.781 0.758 0.855 0.808 0.831

AdaBoost 0.775 0.717 0.846 0.753 0.797

XGBoost 0.766 0.758 0.855 0.808 0.831

LightGBM 0.757 0.747 0.833 0.822 0.828

决策树（Decision Tree） 0.665 0.707 0.833 0.753 0.791

注：AUC 为曲线下面积。

图 4 不同机器学习模型的 ROC 曲线分析

注：ROC 为受试者工作特征。

对 TabPFN 进 行 决 策 曲 线 分 析（decision curve 

analysis, DCA），结 果 显 示 阈 值 在 0.2~ 0.6，这 是 临

床中判断 “是否需要手术”的核心区间，TabPFN 的
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净获益保持在 0.4 以上，见图 5，意味着用这个模型

辅助决策，既能更多识别出真正需要手术的浸润性

患者即减少 “手术不足”，又能避免给非浸润性患

者做不必要的手术即减少 “过度手术”。

图 5 TabPFN 模型的决策曲线分析结果

注：TabPFN 为表格先验数据拟合网络。

2.4 TabPFN模 型 的 SHAP可 解 释 性 分 析 与 稳 健 特

征筛选

采 用 SHAP 值 对 TabPFN 模 型 进 行 可 解 释 性 分

析，并通过序贯优化流程筛选最稳健特征，见图 6。

如图所示，Radscore 的 SHAP 值远高于其他临床影像

特征，证实 Radscore 是驱动模型预测的核心特征。

为 进 一 步 验 证 特 征 稳 健 性，基 于 SHAP特 征 重

要性排序启动序贯优化流程，按 “Radscore→ CTR→

血管集束征→年龄→结节大小→性别→空泡征→病

变位置→边缘→分叶征→形态→胸膜牵拉征→毛刺

征”的顺序逐步整合特征，每纳入 1个特征后重新训

练 TabPFN模型并在验证集校准 AUC，结果显示仅纳

入 Radscore以 及 CTR后 AUC显 著 提 升，继 续 纳 入 其

他特征后 AUC提升幅度不显著甚至下降，最终确定

Radscore 与 CTR 为 TabPFN 模 型 中 预 测 PSNs 型 肺 腺

癌浸润性的最稳健特征。见图 7。

图 6 TabPFN 模型的 SHAP 可解释性分析 A 为 TabPFN 的 SHAP 摘要图； B 为 TabPFN 不同特征的 SHAP 绝对值

注：TabPFN 为表格先验数据拟合网络；CTR 为实性成分占比。

图 7 基于迭代法则对 TabPFN 的特征引入进行重构建模

注：TabPFN 为表格先验数据拟合网络；CTR 为实性成分占比；AUC 为受试者工作特征曲线下面积。
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3 讨论

本研究以多中心回顾性队列为基础，探索了基

于 TabPFN 模型的 CT 影像组学联合临床影像特征在

PSNs 型肺腺癌浸润性术前预测中的应用价值，核心

结果可概括为 3 个方面：①共纳入 330 例经手术病理

证实的 PSNs 型肺腺癌患者，训练集（n =231）与验

证集（n =99）的基线特征分布均衡（P 均 >0.05），

有效排除分组偏倚对模型效能的干扰；②通过 “批

量 t 检验筛选差异特征→ Pearson 相关性剔除冗余特

征→ LASSO 回归构建 Radscore”的标准化特征工程

流程，从 1 239 个原始影像组学特征中筛选出 9 个最

优特征；③以 “Radscore+ 临床影像特征”为输入的

TabPFN 模型，在验证集中表现出最优预测效能，其

AUC 显著高于其他机器学习模型。

本 研 究 结 果 进 一 步 证 实 了 TabPFN 模 型 在 小 样

本医学影像预测任务中的独特优势，这与 Hollmann

等 ［22］提出的 “TabPFN 基于 Transformer 架构与百万

级合成数据集预训练，可在小样本（n <1 000）下实

现高效学习与抗过拟合”的核心机制高度契合。临

床实践中，PSNs 型肺腺癌相关研究常因 “单中心病

例数不足 300 例”面临模型泛化性难题，XGBoost、

LightGBM 等传统机器学习算法依赖数据量驱动，在

小样本场景下易因 “特征异质性- 样本量不匹配”

出现过拟合，表现为训练集 AUC 较高但验证集效能

骤降 ［21］。而本研究中，TabPFN 通过 “单次前向传

播”的学习模式及样本级与特征级交互的双注意力

机 制，不 仅 有 效 处 理 了 “数 值 型 Radscore+ 分 类 型

临 床 特 征”的 异 质 数 据，更 在 330 例 小 样 本 中 实 现

了稳定的预测性能，意味着对浸润性肺腺癌的漏诊

风险更低，可减少因 “手术不足（如浸润性肺腺癌

行亚肺叶切除）”导致的复发隐患 ［9-10］。类似优势

亦见于 Li 等 ［23］的研究，其将 TabPFN 用于乳腺癌淋

巴 血 管 侵 犯 预 测 时，同 样 在 小 样 本（n =276）中 实

现了优于 CatBoost、XGBoost 的效能，进一步佐证了

TabPFN 在小样本医学预测任务中的普适性。

为明确本研究基于 TabPFN 模型的 CT 影像组学

联合临床影像特征预测体系在 PSNs 型肺腺癌浸润

性 预 测 领 域 的 定 位，将 其 与 近 年 的 同 类 研 究 对 比

可见：Wu 等 ［20］多中心 426 例样本的内部验证 AUC

为 0.798，Weng 等 ［19］单中心 218 例样本的内部验证

AUC 为 0.772，均 低 于 本 研 究 TabPFN 模 型 的 内 部 验

证 AUC（0.839）及 外 部 验 证  AUC（0.815），且 本

研究仅 330 例的小样本却展现出更优的抗过拟合能

力，显 著 优 于 传 统 机 器 学 习 模 型；Zuo 等 ［17］虽 为

多中心 389 例样本且外部验证 AUC 达 0.792，但未探

索特征交互作用，而本研究通过揭示了 Radscore 与

CTR 的协同预测机制，使模型可解释性更加深入；

Li 等 ［23］在浸润性乳腺癌淋巴血管侵犯预测中 AUC

虽达 0.899，但为单中心设计且依赖 MRI 动态 delta-

radiomics 特 征，本 研 究 则 聚 焦 CT 特 征 适 配 PSNs 肺

腺癌临床场景，还补充了 52 例独立外部中心验证以

提升泛化性，更贴合临床多中心应用需求。不过本

研究也存在局限，如未整合 MRI 等多模态特征，样

本总量较 Wu 等 ［20］的研究偏少，未来可通过纳入更

多模态数据与扩大样本量进一步优化。

SHAP 可 解 释 性 分 析 揭 示，Radscore 与 CTR 是

驱 动 TabPFN 模 型 预 测 的 最 稳 健 特 征，这 一 结 果 与

PSNs 肺 腺 癌 的 病 理 本 质 及 影 像 组 学 技 术 的 核 心 价

值 高 度 一 致。从 Radscore 的 构 成 来 看，其 整 合 的 9

个 特 征 涵 盖 形 状 特 征（如 病 灶 体 积、球 形 度）、纹

理 特 征（如 GLCM 对 比 度、GLRLM 长 行 程 强 调）

及小波特征（如水平方向一阶熵），这些特征本质

上 是 对 肿 瘤 “微 观 异 质 性”的 量 化 表 征，例 如，

GLCM 对 比 度 反 映 病 灶 内 部 CT 值 的 空 间 差 异，浸

润 性 肺 腺 癌 因 存 在 间 质 浸 润 与 细 胞 增 殖 不 均，其

Radscore 显 著 高 于 非 浸 润 性 肺 腺 癌 ［12,15］ ；小 波 特

征则通过多尺度分解捕捉病灶的细微结构变化，可

进一步区分浸润性与非浸润性在磨玻璃- 实性成分

交 界 区 的 密 度 过 渡 差 异 ［17,20］。而 CTR 作 为 临 床 常

用的半定量指标，其核心价值在于 “实性成分比例

直接关联肿瘤侵袭能力”，在病理上，非浸润性肺

腺癌（AIS+MIA）的实性成分多为局部肺泡上皮增

生，无间质浸润，故 CTR 多 <1/2；而浸润性肺腺癌

（IAC）的实性成分对应肿瘤细胞突破肺泡基底膜

后的间质浸润区域，CTR 常 >1/2，且 CTR 越高，胸

膜侵犯、淋巴转移风险越高 ［5,19］。Wu 等 ［20］的多中

心研究亦证实，CTR 是 PSNs 肺腺癌浸润性预测的独

立危险因素，与本研究中 CTR 的高 SHAP 贡献形成

呼应。

本研究尚存在 4 个方面的局限性，需在后续研
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究 中 加 以 完 善：第 一，研 究 设 计 为 回 顾 性，不 可

避免地存在选择偏倚，即纳入的 330 例患者均为接

受 手 术 治 疗 的 病 例，未 包 含 “CT 随 访 观 察 的 低 危

PSNs”，可 能 导 致 模 型 对 “惰 性 结 节（如 AIS）”

的预测效能被高估，未来需通过前瞻性队列纳入非

手术病例以验证泛化性；第二，病灶分割采用 “手

动 + 区域生长法”，虽经 2 名医师质控，但仍存在主

观 差 异，且 未 采 用 全 自 动 分 割 算 法（如 U-Net），

可能影响影像组学特征的可重复性，后续可结合深

度学习分割工具进一步标准化流程；第三，尽管为

多 中 心 研 究，但 不 同 中 心 的 CT 扫 描 设 备（如 GE、

西门子）及参数（如管电流调节范围）存在细微差

异，虽 通 过 统 一 窗 宽 窗 位（1500/-600 HU）与 重 采

样 间 距（1mm× 1mm× 1mm）进 行 预 处 理，但 仍 可

能对纹理特征（如 GLCM 相关性）的提取产生潜在

影响，需在更大样本量的多中心研究中引入影像标

准化协议；第四，模型仅整合了 CT 影像组学与临床

影像特征，未纳入分子病理指标如表皮生长因子受

体（epidermal growth factor receptor, EGFR）突 变 状

态、Ki-67 指数等，未来可通过 “影像- 分子”多模

态融合进一步提升预测精度。

综上，本研究证实基于 TabPFN 模型的 CT 影像

组 学 联 合 临 床 影 像 特 征 分 析，可 有 效 解 决 PSNs 肺

腺 癌 浸 润 性 预 测 的 “小 样 本- 高 异 质”难 题，其 高

召回率与稳定性可为临床手术方案选择（肺叶切除

vs. 亚 肺 叶 切 除）提 供 客 观 依 据，后 续 需 通 过 前 瞻

性、多设备、多模态的研究设计，进一步推动该模

型的临床转化。
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定 期 进 行 质 量 管 控、保 养 等，可 及 时 发 现 问 题 及

解 决 问 题。PDCA 组 的 设 备 故 障 率 及 维 修 及 时 率、

质量达标率均优于常规组。实施 PDCA 循环管理模

式后，大幅提升压力蒸汽灭菌器的管理规范性，转

变传统维护保养模式，实施预见性维护、前瞻性维

护，减 少 维 护 成 本 支 出 ［8］，同 时 能 够 更 准 确 地 识

别灭菌失败风险，帮助医疗机构加强灭菌质量控制

和早期干预 ［9］。通过 PDCA 管理模式也能提升设备

参数及管理质量，以高标准数据，做好精准化医疗

设备管理工作，保证医疗设备安全性及有效性。例

如，排 查 故 障 期 间，基 于 PDCA 计 划 分 析 压 力 蒸 汽

灭菌器常见高温高压故障与多种因素相关，如温度

传感器及压力传感器损坏、内部清洁不到位、蒸汽

冷凝水无法及时排出 ［10］、灭菌器内部管道及阀门

堵塞、灭菌器内部元件故障、控制系统故障等。排

除故障期间，需根据可疑因素分析故障，比如，通

过观察运行记录，判断温度及压力是否超标，先出

现高温报警，后出现高压报警，均是排除故障的线

索，以此精准处理故障 ［11］，进而对灭菌全过程落

实有效监测分析，提高医疗机构自检自查和防范医

院感染风险能力 ［12］。

综上所述，实施 PDCA 管理模式可改变压力蒸

汽灭菌器维护保养现状，发现故障后及时处理，提

升设备的总体管理质量，从而减少医院感染发生。
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