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基于多专家系统的长尾内窥镜视频伪影检测算法研究

金浩龙 冯庆敏 刘胜林*

（华中科技大学同济医学院附属协和医院生物医学工程研究所，武汉 430000）

【摘要】 目的 通过长尾学习的视角探讨内窥镜视频伪影检测的方法。 方法 通过分析公开数据集 EAD 2020中

内窥镜视频伪影分布特性，采用解耦框架，提出一种基于多专家系统的长尾内窥镜伪影检测算法，将头部类别与尾部类

别分为两组，不同专家处理不同组别，并且设计了专家结果聚合的方式，最后通过引入视觉提示（visual prompt）辅助专

家，提高了伪影检测的全类平均精度（mean Average Precision, mAP）。 结果 得益于更强大的主干网络与更先进的分类

器设计，相比于现有流行的集成方法，内窥镜连续视频帧检测的 mAP从 0.440提高至 0.491，独立视频帧检测的 mAP从

0.339提升至 0.384，并且本方法在所有类别上全面领先于集成方法。 结论  基于多专家系统的长尾内窥镜视频伪影检

测框架通过分组与多专家有效平衡了不同伪影检测的表现，有效提高了尾部类别的检测性能，同时没有损害头部类别

的性能，缓解了类别不平衡带来的问题，为数据不平衡场景下的医学图像检测任务提供了一个新的解决思路。
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Long-tailed endoscopic artifact detection based on multi-expert system
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【Abstract】 Objective Exploring the challenges of artifact detection in endoscopic videos through the perspective 

of long-tailed learning. Methods Through analysis of artifact distribution characteristics in endoscopic videos from the public 

EAD2020 dataset, we develop a long-tailed endoscopic artifact detection algorithm via a  decoupled framework. The proposed 

multi-expert system strategically partitions head and tail classes into two distinct subsets, with domain-specific experts processing 

each group separately. We innovatively design a hierarchical expert aggregation mechanism and further integrate visual prompts to 

enhance cross-group discrimination capabilities, ultimately achieving a significant improvement in artifact detection performance 

as measured by the comprehensive mean Average Precision (mAP) metric. Results Benefiting from a more powerful backbone 

network and advanced classifier design, the proposed method achieves significant improvements in endoscopic video analysis: 

mAP for sequential video frame detection increases from 0.440 to 0.491, while mAP for individual video frame detection rises 

from 0.339 to 0.384. Notably, our approach comprehensively outperforms existing ensemble methods across all artifact categories. 

Conclusion The proposed multi-expert framework for long-tailed endoscopic video artifact detection achieves balanced 

performance across artifact categories through grouping and multi-expert methods. This architecture significantly enhances detection 

performance for tail classes while maintaining head class accuracy, effectively mitigating the inherent class imbalance problem. This 

study provides a novel direction for medical image detection tasks, particularly in data-imbalanced scenarios.
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内窥镜检查是一种广泛应用的临床检查手段，

用于多种癌症的早期检测与治疗性手术。然而内窥

镜影像视频帧存在缺陷，它们普遍受到多重伪影的

严重干扰，如像素过饱和、运动模糊、失焦、镜面反

射、气泡等［1］。这些伪影不仅会妨碍诊断过程中对

目标组织的观察，还会影响后续分析所涉及的各项

处理流程［2］，如报告生成所需的视频帧检索。精确

识别这些伪影对于实现高质量的内窥镜帧修复至关

重要，是开发可靠计算机辅助内镜工具的关键［3］。

在实际应用中，内窥镜影像伪影通常呈现长

尾分布特性，现有研究已经贡献了相当多的学习方

法［4］，大致可以分为 3类［5］：类重新平衡、信息

增强和模块改进。类重新平衡是长尾学习中的主流

范式，旨在调整训练样本的分布或是损失权重，以

便在所有类别上获得平衡的效果，如根据样本频率

决定采样比率［6］、根据样本频率调整不同类别损

失权重［7］、动态调整正负梯度权重［8］等。这类技

术有 2个缺陷，即尾部类别面临过拟合风险，以及

尾部类别性能的提升往往以头部类别性能下降为

代价。信息增强方法旨在将其他信息引入模型培训

中，以改善模型在长尾学习中的表现，如从头到尾

知识转移［9-10］、知识蒸馏［11-12］或数据增强［13-14］，

这些方法避免了牺牲头部类别表现的缺陷，同时改

善了尾部类别的表现。然而，信息增强依赖更多的

算力资源以及对数据集专业领域的了解程度。

最近，改进网络模块的方法成为长尾任务的又

一主流解决方案。部分方法通过改进模块结构来提

高性能，如改进特征提取器的表示学习［15-16］，或是

改进分类器设计以增强性能［17］，还有改进模块训

练方式的，如解耦方法和集成学习。解耦方法［18-19］

将长尾训练过程分为表示学习与分类器训练两个

阶段；集成学习［20-21］则在策略上采用多个专家网

络来解决长尾问题。现有的流行方法主要是集成学

习，但同样有算力需求大、假阳性率高的问题。解

耦方法在此类问题的解决上仍有潜力未被挖掘。本

文在上述研究基础上，克服现有长尾学习方法的弱

点，提出一种新的解耦学习框架，结合均衡分组的

思想与多专家理念改进了网络，使得模型检测尾部

类别伪影的性能显著提升，在长尾分布的内窥镜影

像上表现良好。

1 算法原理与模型设计

1.1 模型设计

由于内窥镜视频伪影检测是后处理，对于速

度与效率的要求并不高，更看重准确度。因此，选

择两阶段的目标检测网络而非单阶段检测网络。为

了提高伪影检测的准确度，选用 Cascade R-CNN［22］

作为网络主要结构，如图 1所示。模型由 3个部分

构成：主干网络（backbone）用于提取输入图片的

特征，本文采用先进的主干网络 ConvNeXt-T［23］与

Swin-T［24］作对比；区域提案网络（region proposal 

network, RPN）用于初步提取特征图中可能存在的感

兴趣区（region of interest, ROI），仅区分前景与背

景，要选出尽可能多的前景区域，初步调整边界框

位置，然后会执行 1次非极大值抑制（non-maximum 

supression, NMS）操作，消除多余、重复的候选框；最

后 Cascade R-CNN通过级联结构，将上一步获得的候

选区域进行进一步的多次的分类、回归，细化结果。

图 1 Cascade R-CNN 网络结构 ［22］

每个分类头的结构如图 2所示，将每个分类头

都改造成多专家分支形式，每个头部类别上的多专

家分支推理完成后都需要进行专家聚合的操作并

且映射回原数据标签。在该算法框架中额外引入

了 prompt方法，直接作用于特征图，每个专家分支

单独维护 1个 prompt，直接提高了每个组分支的表

现，同时只增加了少量须学习的参数。

图 2 多专家分支的分类头结构
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1.2 均衡分组

本研究在数据集 EAD 2020 ［1］上进行。将原始

数据类别分为 K 组，不同组的类别由不同专家负

责。将类别 c 分配给组 Gk ，则有：

n N c n k Kk k
l u< < < <( ) , 0  （1）

  其中， N c( ) 是类别 c 的实例总数， nk
l 和 nk

u 是组

Gk 所包含类别实例数量的下界和上界，是超参数。

为了确保每个组之间没有重叠，每个类别只对应 1

个组，故令 n nk k
l u
+1 = 。需要注意的是，原始数据是长

尾数据集，分组是基于一个朴素的方法论，即遇到

复杂问题就先拆解问题再解决。长尾问题的根源就

在于头部类别信息过于丰富以至于淹没了尾部类别

的信息，或者说是在梯度反向传播过程中，头部类

别对尾部类别的负样本梯度惩罚远大于尾部类别的

正样本梯度，分组将头部类别与尾部类别分隔开，

大大减轻尾部类别的压倒性负样本梯度。

不平衡比［4］和 Gini系数［5］都是代表数据集不

平衡程度的指标。本文通过调整这些长尾指标来确

定分组方式，目标是尽可能降低不平衡比与 Gini系

数这 2个长尾指标，从图 3数据集的样本统计情况

来看，从气泡到光照不足导致的对比度过低，样本

数量下跌最多，可以此为界限将数据集类别分为 2

组，并计算不平衡比与 Gini系数加以验证。此外，

为了辨别检测对象是否为背景，额外增加前景—背

景的组别，记为 G0 ，同时能够避免背景类与其他

所有类别间的不平衡。如表 1所示，原始数据集被

分为更加平衡的 2组，而前景—背景组 G0 用来辅助

分类。
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图 3 训练数据的类别分布情况

表 1 数据集分组及其对应的长尾指标

组别 包含的类别 不平衡比 Gini系数

G0
背景、前景 — —

G1
血液、医用器械、模糊、曝光过度导致的过饱和、光照不足导致的对比度过低 3.53 0.27

G2
气泡、成像伪影、镜面反射导致的高光 2.22 0.17

原始数据集 所有类别 22.45 0.54

1.3 专家聚合

分类头被分为多个分支，理想情况下可以视

为多专家系统。但经过实践探索，传统的专家系统

并没有很好地发挥功效，根源在于专家系统的门

控网络。直接用 1个硬门控分支对实例进行组别分

类效果不佳，而本文采用了软门控（soft gating）机

制。软门控提供额外的前景—背景概率，每位专家

的结果将与前景概率相乘，再剪裁拼接，获得最终

结果。

经过均衡分组后，不再对所有类别进行 softmax

操作，而是在组内进行 softmax操作，有效抑制了专

家分支遇到非本组类别由于 softmax归一化产生的误

报。组内 softmax计算公式如下：

p n j Gj = ∈
∑

e

i∈

z

Gn

j

ezi
，{ | }n  （2）

其中， p j 是输出的第 j 类预测概率值。 Gn 代表

分组后的第 n 组类别集合； zi 是检测结果为第 i 类的

预测 logits值。

对于训练阶段，为求损失，需要将原始标签重

新映射为分组后的标签，每个原始标签映射到每个

组都各自有 1个标签；接着每个组经组内 softmax后

各自与映射后的标签求损失。损失函数 L 的计算公

式为：

           L y p= −∑∑
n i G

N

= ∈0 n

i i
n nlog( )  （3）
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其中， yi 是映射后的标签； pi 是在测试或推理

阶段得到模型输出 logits值后进行组内 softmax得到

的概率预测值。除了前景—背景组 G0 外，所有 “其

他组”均被舍弃，因为 “其他组”的作用在组内

softmax操作之后就已经结束了，它与组内前景类是

此消彼长的关系。具体表达式如下：

P p p0 0 0= [ , ]0 1
T

P p p p1 1 1 1= …[ , , , ]0 1 K1

T

       （4）

P p p pn n n n T= …[ , , , ]0 1 Kn

舍去 1至 n 组的 “其他组”类预测：

P p0 0' [ ]= 1

P p p1 1 1' [ , , ]= …1 K1

T

       （5）

P p pn n n T' [ , , ]= …1 Kn

p0
0 是前景类概率，将其与其他组中所有类别相

乘，再进行拼接得到：

P =

 
 
 
 
 
  
 

P P

P P

0

0

P

0

0 1

·

·


0′

n

′

′

  （6）

最后还需要将分组的类别标签映射回原始标签

域，输出正常的全类别概率。

1.4 分支增强

为进一步增强各分支的表现，引入 prompt方

法。视觉提示（visual prompt），是可学习的像素块

参数，不像语言模型中的 prompt主要靠人工设计，

该视觉提示只要经过合理的初始化，它们的作用

相同，即引导模型关注关键信息或执行特定任务，

提升输出结果的针对性、准确性和可控性。不论是

计算机视觉还是自然语言处理领域，prompt都是作

为参数高效微调模型的手段，而在本文中，创新性

地将这种手段应用到长尾学习当中，利用可学习的

prompt增强各专家分支的表现，辅助组间区分的同

时优化特征表示。计算原理如下：

       y head backbone x channel prompt= ×[ ( ) _ ]  （7）

其中， x 为输入数据，y 为模型输出的概率结

果，head指模型结构中的检测头，backbone指模型

的主干网络，channel_prompt即为可学习的 prompt

模块。

2 实验结果与分析

2.1 实验数据

EAD 2020 ［1］数据集专为推进计算机视觉技术

在医疗内镜智能化诊断中的转化应用而构建。该数

据集整合全球 7家顶级医疗中心的内窥镜影像数

据，共计 2 532个内镜视频帧，包含 2 299个单帧

样本和 5组共计 233个连续序列数据，标注总数高

达 31 049个。该数据集系统采集了涵盖不同解剖

部位、病理阶段和操作环境的视频序列与关键帧

图像，专注于内窥镜视频伪影检测领域。数据集

中不仅提供精确的边界框标注，更包含像素级实

例分割掩码的高质量标注信息，总共有 8类典型的

内窥镜伪影：模糊（blur）、气泡（bubbles）、镜面

反射导致的高光（specularity）、成像伪影（imaging 

artefacts）、曝光过度导致的过饱和（saturation）、

光 照 不 足 导 致 的 对 比 度 过 低（contrast）、血 液

（blood）、医用器械（instrument），为实现高质量

的内窥镜视频修复与重建提供了坚实的基础。图 3

提供了该数据集各类别的统计情况，该数据集具有

长尾分布特征。

2.2 实验方法

本文对比了多种主流的内窥镜伪影检测算法，

包 括 RetinaNet、Cascade R-CNN与 多 模 型 集 成 方

法。对于已有方法采用原有设置，而本方法实验设

置细节如下：首先，在非极大值抑制配置中，对于

Cascade R-CNN的 3个级联检测头的输出，NMS的

阈值分别设置为 0.4、0.5、0.6，这是为了去除重复

的检测对象；其次，每个检测头输出的检测框置信

度阈值同样设置为 0.4、0.5、0.6，分类得到的最高

概率低于该阈值则舍去对应边界框。所有输入图像

尺寸缩放为 512像素×512像素。本文注意到待检测

样本中有大量的小目标，尤其是镜面反射导致的高

光与成像伪影，故在检测网络中 RPN的 anchor默认

大小需要作出调整，这里采用 5种尺度的 anchor：

162，322，962，2242，3202，3种 比 例：1∶1，1∶2，
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2∶1。

模型共训练（24+ 8）个 epochs。实验采用混合

优化器。解耦学习训练的第 1阶段共 24个 epochs，

采 用 随 机 梯 度 下 降（stochastic gradient descent, 

SGD）优化器，初始学习率为 0.02，动量为 0.9，权

重衰减系数为 0.000 1。第 2阶段共 8个 epochs，需

要训练两部分：一是分类头，还是用初始学习率为

0.02、动量为 0.9、权重衰减系数为 0.000 1的 SGD优

化器；二是特征提示部分，用初始学习率为 0.001、

权重衰减系数为 0.01、其他参数默认的 AdamW优

化器。关于学习率调整策略，用 LinearLR进行学

习率预热，起始因子为 0.001，迭代轮数为 500；用

MultiStepLR策略控制 SGD优化器学习率，表征学习

阶段第 16个和第 22个 epoch时学习率乘以 0.1，分类

器训练阶段第 5个和第 7个 epoch时学习率乘以 0.1。

实验指标统一采用全类平均精度（mean Average 

Precision, mAP）［25］。mAP是目标检测中衡量模型

准确性的核心指标，通过计算多个类别在不同置信

度阈值下的平均精度均值，综合反映模型对目标定

位和分类的整体性能。

2.3 实验结果分析

2.3.1 不同检测方法的对比实验

如表 2所示，本方法取得了最佳成绩，且计算

量远低于集成方法。RetinaNet是单阶段检测方法，

效果相较于其他两阶段的方法并不理想。集成方

法是同时用 3种网络进行检测，最终将 3种网络的

检测结果进行聚合与非极大值抑制，这种方法虽然

有效，但要消耗更长的推理时间与更多的计算资

源。其中，mAPd是指独立视频帧的检测平均精度，

mAPseq是指连续的视频帧序列的检测平均精度。数

据对比证明本研究提出的方法在内窥镜伪影检测上

效果显著。

表 2 不同方法实验结果对比

方法 mAPd mAPseq

RetinaNet 0.286 0.391

Cascade R-CNN + DCN + ResNeXt101 0.331 0.437

集成方法(Cascade R-CNN, Faster R-CNN, RetinaNet) 0.339 0.440

本文方法 0.384 0.491

注：mAPd为独立视频帧的检测平均精度，mAPseq为连续的

视频帧序列的检测平均精度。

如表 3所示，对比了两种不同方法在各个类别

上的平均精度（average precision, AP），最后一列为

平均值，即 mAP。其中类别标签是由头部类别向尾

部类别依次排列，按提升幅度来看，尾部类别的血

液、医用器械、曝光过度导致的过饱和提升最大，

分别提升了 0.066、0.058、0.061。比较本方法和集成

方法在头部类别与尾部类别上的性能差异发现，本

方法提升每个头部类别的 mAP为 0.014，提升每个尾

部类别的 mAP为 0.061。本结果证明本文提出的方法

能够有效提高尾部类别的性能，同时不损害头部类

别的性能。

表 3 不同方法在不同类别伪影检测上的平均精度对比

方法
镜面反射导致的

高光
成像伪影 气泡

光照不足导致的

对比度过低

曝光过度导致的

过饱和
模糊 医用器械 血液 平均

集成方法 0.341 0.304 0.284 0.493 0.276 0.263 0.541 0.210 0.339

本文方法 0.382 0.321 0.301 0.537 0.337 0.318 0.599 0.276 0.384

2.3.2 不同主干网络的对比实验

本文采用的主干网络ConvNeXt-T是卷积结构的特

征提取器，进一步探究本文提出的方法在不同主干网

络下的表现，分别用 ResNet-50、Swin-T、ConvNeXt-T 

3个参数量相当的主干网络进行实验，对比结果如

表 4所示。通过实验数据可知，ConvNeXt-T 要优于

ResNet-50，对于独立视频帧，mAP达到了 0.384，提升

了 0.01；对于序列视频帧，mAP达到了 0.491，提升了

0.02。ConvNeXt-T 与 Swin-T 相 比，mAP相 差 不 大，

前者有微小的优势。为了进一步分析，表 5列出了 3

种主干网络在不同类别上的 AP对比。比较了 Swin-T

和 ConvNeXt-T 主干后，发现 Swin-T 在光照不足导致

的对比度过低、模糊和医用器械上更优，ConvNeXt-T

在其他类别的伪影检测上更优，原因可能是恰好对比

度过低、失焦模糊和器械遮挡，这些往往是大目标，

Swin-T 由于 ViT的结构更容易捕获大范围的信息，而

ConvNeXt-T 由于卷积架构易捕获细粒度特征，在高

光、气泡这种细小目标上表现良好。
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2.3.3 不同方法的检测结果定性分析

在该内窥镜视频伪影检测任务中，许多研究者

采用了集成多个模型结果来提高性能的方法，如同

时使用 Cascaded R-CNN、Faster R-CNN和 RetinaNet 
3个模型聚合处理它们的结果得到最终结果，这在

运算复杂度上远高于本研究多专家分支的方法。

在具体的复杂场景下，本框架好于集成多模型的方

法，图 4A 为基于集成多模型框架的检测结果，图

4B 为本研究方法的检测结果，其中所有褐色检测框

为镜面反射导致的高光，由于数量多且区域小故未

注释名称。从图中可以看出，集成模型的检测结果

出现密集且冗余的检测框，非极大值抑制并未很好

地解决多个检测模型间的冲突，同时出现了单个检

测目标被检测为多个子目标的情况，如图 4A 的右上

区域所示，而本文检测方法避免了这些问题。图 5
展示了本方法的检测结果与真实标签值的对比，本

方法的检测效果在一般场景下基本满足伪影检测的

需求，能准确定位与识别伪影。

表 4 不同主干网络实验结果对比

主干网络 mAPd mAPseq

ResNet-50 0.374 0.471

Swin-T 0.383 0.485

ConvNeXt-T 0.384 0.491

注：mAPd为独立视频帧的检测平均精度，mAPseq为连续的视频帧序列的检测平均精度。

表 5 不同主干网络在不同类别伪影检测上的平均精度对比

主干网络 镜面反射导致的高光 成像伪影 气泡
光照不足导致的

对比度过低

曝光过度导致的

过饱和
模糊 医用器械 血液

ResNet-50 0.374 0.306 0.288 0.526 0.319 0.317 0.591 0.272

Swin-T 0.366 0.317 0.289 0.546 0.326 0.331 0.610 0.276

ConvNeXt-T 0.382 0.321 0.301 0.537 0.337 0.318 0.599 0.276

A B

图 4 复杂场景检测结果示例  A 为集成方法检测结果； B 为本文方法检测结果

A B

图 5 一般场景检测结果示例  A 为真实标签值； B 为本文方法检测结果
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通过实验结果的详细分析，可以看出本文提出

的多专家系统的解耦学习框架能有效提高长尾分

布下内窥镜伪影检测的精度，应用更先进的主干网

络能进一步改善模型的表现。相比于流行的集成方

法，消耗更少的算力，获得更佳的性能，能够显著

增强尾部类别上的表现。

本研究设计的多专家分组的模式，源于分而治

之的朴素思想。对于长尾问题来说，本质上是样本

数量特别大的类别得到了过度的关注，样本数量特

别稀少的类别关注不足，因此将两者分开，各成 1
组，每组都实现了组内平衡，这是本方法能够有效

的根本原因。其中，引入的 prompt方法主要用于辅

助专家分组，每个组维护 1个可学习的 prompt，相当

于专家的 “标识”。本文的方法可以说是把长尾问

题转换成了普通的平衡分布问题，使头部类别与尾

部类别得到了相同的关注，既克服了传统长尾学习

方法提升尾部类别性能会以牺牲头部类别性能为代

价的缺点，又避免了集成方法带来的计算成本高的

问题。此外，实验还对比了不同主干网络下模型的

表现，先进的主干网络利于提取更优的特征表示，

故性能更优；而由于网络结构的差异即 CNN结构和

ViT结构，在不同类别上表现也有差异，前者更擅长

提取细节，发现微小目标，后者着眼全局，对大目

标更敏感。

本文实验均在 Cascade R-CNN的网络结构上

进行，而本方法是模型无关的，下一步应当采用更

新的网络进行实验，或是加入更多的优秀结构，如

FPN可以换为更先进的结构。本方案与数据增强方

法并不冲突，可以采用一些数据增强方法来加强特

征表示，如 Mixup、RandAugment等。此外，长尾学

习还有另外一种视角，即基于类别区分的难易程度

进行加权，观察本研究的实验数据发现，医用器械

虽然样本数量少但很容易区分，气泡样本数量多却

相对难以精准检测，因此，在均衡分组基础上通过

难易区分样本的视角进一步优化模型也是未来的一

个研究方向。

本研究聚焦于内窥镜视频伪影检测的长尾分

布情况，提出了 1个基于多专家系统的解耦学习框

架。该框架中，首先通过均衡分组的方式来决定各

个专家负责的类别；其次为了各组专家间的配合，

提出了有效的专家聚合方式；最后引出用于模型微

调的 prompt方法增强专家分支的表现。该框架有效

提高了对尾部类别的检测表现，缓解了类别不平衡

带来的问题，为长尾场景下医学图像检测任务提供

了一个行之有效的解决方案。
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