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面向 LR-M 肝癌精准诊断的超声造影时空感知深度学习系统开发

林雅丹 1 阮思敏 2 陈立达 2 何云 1*

（1. 广西医科大学第一附属医院超声医学科，南宁 530021；2. 中山大学附属第一医院超声医学科，广州 510080）

【摘要】 目的  利用深度学习（deep learning, DL）结合超声造影（contrast-enhanced ultrasound, CEUS）视频开发一

个时空混合感知的 DL模型，从肝脏影像报告与数据系统（liver imaging reporting and data system, LI-RADS）LR-M 类肝

结节中无创诊断肝细胞癌（hepatocellular carcinoma, HCC）。 方法  对来自中山大学附属第一医院和广西医科大学第一

附属医院的经 CEUS诊断为 LR-M 类的患者进行回顾性分析，以病理和综合诊断为标准，分为 HCC组和非 HCC组。使

用 R(2+1)D-18卷积神经网络对 CEUS视频进行多尺度时空分时相并行特征提取，构建 HCC诊断模型，并通过帧采样策

略（15帧、30帧、45帧）平衡信息完整性与计算效率，辅以梯度加权分类激活映射技术（gradient-weighted class activation 

mapping, Grad-CAM）可视化解释决策依据。使用准确率、敏感度、特异度、阳性预测值、阴性预测值和受试者工作特征

（receiver operating characteristic, ROC）曲线来评估模型的诊断效能。 结果  来自中山大学附属第一医院的 176例 LR-M

患者按 7∶3划分训练集和验证集；来自广西医科大学第一附属医院的 46例 LR-M 患者为测试集。当以 45帧视频作为输

入时，模型诊断效能最佳，在验证集和测试集中，敏感度为 91.67%和 84.21%，特异度为 96.43%和 81.48%，曲线下面积（area 

under curve, AUC）为 0.940和 0.828。与甲胎蛋白（alpha-fetoprotein, AFP）指标相比，模型对 HCC的检出率更高（验证集：

50.00%，测试集：31.58%；P 值均 <0.05），联合使用 DL模型与 AFP可以优化整体诊断效能。 结论 基于 CEUS时空感知的

深度学习模型可以精准诊断 LR-M 类中的 HCC，诊断效能显著优于 AFP，两者联合诊断有望减少不必要的肝穿刺活检。
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Development of a spatiotemporal perception deep learning system based on contrast-
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【Abstract】 Objective To develop a spatiotemporal hybrid perception deep learning (DL) model using contrast-enhanced 

ultrasound (CEUS) videos for diagnosis of hepatocellular carcinoma (HCC) in liver imaging reporting and data system (LI-RADS) 

category LR-M liver nodules. Methods This study conducted a retrospective analysis of patients diagnosed with LR-M nodules by 

CEUS from the First Affiliated Hospital of Sun Yat-sen University and the First Affiliated Hospital of Guangxi Medical University. 

Using pathological and comprehensive diagnostic results as the gold standard, the patients were categorized into HCC and non-HCC. 

A multi-scale spatiotemporal split-phase parallel feature extraction of CEUS video using R(2+1)D-18 convolutional neural network 

is used to construct a diagnostic model for HCC, and the information integrity and computational efficiency are balanced by a frame 
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肝癌是全球第 6大常见癌症和第 3大癌症死亡

原因［1］。在我国，肝癌的发病率位列第 4，致死率

高居第 2位［2］。肝细胞癌（hepatocellular carcinoma, 

HCC）是原发性肝癌的常见病理类型。肝癌的恶性

程度高且预后差，因此早筛、早诊、早治对于改善

患者预后至关重要［3-4］。

在 肝 癌 高 危 人 群 中，超 声 造 影（contrast-

enhanced ultrasound, CEUS）检 查 因 其 实 时、动 态

及可重复的优势，已成为诊断 HCC的有力手段。

CEUS结合肝脏影像报告与数据系统（liver imaging 

reporting and data system, LI-RADS）可 以 对 HCC进

行无创诊断，通过特异的影像学征象将肝结节分

为 LR-1类（绝 对 良 性）至 LR-5类（绝 对 HCC）和

LR-M 类（明确或可疑恶性但非 HCC特异性）［5- 6］。

然而，研究［7］发现，CEUS LI-RADS无法同时实现

对 HCC的高敏感度和特异度，尤其是 LR-M 类中有

48%的病变为 HCC，须依赖穿刺活检，增加了并发

症的风险。有研究［8］通过优化分类标准和联合肿瘤

标志物如甲胎蛋白（alpha-fetoprotein, AFP），可从

LR-M 类中检出部分 HCC，但流程的复杂性可能会

增加临床工作的负担，存在耗时较长、依赖医师经

验等局限性［9-10］。

在当前大数据驱动的人工智能时代，深度学习

（deep learning, DL）技术的快速迭代与工程化应用

为肝癌的早期检测和无创诊断提供了有创新性的技

术路径。基于深度神经网络的智能算法能够从大量

医学影像数据中自动提取从微观像素级纹理到宏

观结构的多尺度特征向量，并通过端到端的反向传

播算法实现模型参数的梯度下降优化［11］。卷积神

经网络（convolutional neural network, CNN）作为具

有局部连接和权值共享特性的经典深度学习架构，

主要由卷积层、池化层和全连接层组成。卷积层通

过卷积核提取数据的局部特征，是 CNN的核心；

池化层对特征图下采样，降低维度和计算量；全连

接层整合特征并输出预测结果。为增强学习能力和

泛化性，CNN还融合了激活函数、损失函数、反向

传播、正则化和迁移学习等技术，在医学图像的目

标检测、语义分割和分类等任务中已展现出优异的

特征提取能力和泛化性能［12-14］。而目前医学影像

研究大多采用静态图像分析的处理流程，其系统架

构难以对造影剂在肝结节中灌注过程的时变血流动

力学参数进行动态建模，从而限制了模型性能。为

此，本研究通过分析 CEUS视频构建了一个时空混

合 DL模型，旨在从 LI-RADS LR-M 类肝结节中准

确诊断出 HCC，以期为临床提供更安全、可靠的肝

癌无创诊断方案。

1 资料与方法

1.1 一般资料

本研究对中山大学附属第一医院和广西医科大

学第一附属医院 2019年 1月至 2023年 2月期间收治

的 LR-M 类肝癌高危患者的 CEUS视频进行回顾性

sampling strategy (15/30/45 frames), supplemented by gradient-weighted class activation mapping (Grad-CAM) visualisation to 

explain the decision basis. The diagnostic efficacy of the model is evaluated using accuracy, sensitivity, specificity, positive predictive 

value, negative predictive value and receiver operating characteristic (ROC) curve. Results A total of 176 LR-M patients from 

the First Affiliated Hospital of Sun Yat-sen University were divided into training and validation sets in a 7:3 ratio, while 46 LR-M 

patients from the First Affiliated Hospital of Guangxi Medical University served as the test set. When using 45-frame videos as 

input, with sensitivities of 91.67% and 84.21%, specificities of 96.43% and 81.48%, and area under curves (AUCs) of 0.940 and 

0.828 in the validation and test sets. The model had a higher detection rate of HCC compared with the alpha-fetoprotein (AFP) index 

(validation set: 50.00%, test set: 31.58%; both P value < 0.05), and the combined use of the DL model with AFP could optimize the 

overall diagnostic efficacy. Conclusion The DL model with CEUS spatiotemporal perception enables accurate diagnosis of HCC in 

LR-M category liver lesions, demonstrating significantly superior performance over AFP. Moreover, the combined diagnosis of the 

both can reduce unnecessary liver biopsy.

【Key words】 Contrast-enhanced ultrasound; Liver imaging reporting and data system; Hepatocellular carcinoma; Deep 

learning; Diagnostic performance
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分析。纳入标准：①患者伴有 HCC高危因素，如肝

硬化、慢性乙型病毒性肝炎或既往 HCC病史；②经

LI-RADS算法判定为 LR-M 类；③经组织学检查明

确病理类型，具备 CT/MRI典型的增强模式并伴有明

确的肝外恶性肿瘤病史。排除标准：①年龄小于 18

周岁；②超声造影图像质量不合格。本研究经医院

伦理委员会审核批准（伦理编号：2025-E0560）。

1.2 CEUS扫描

本研究采用了LOGIQ E9（GE Healthcare, Chicago, 

IL, USA）、EPIQ7（Philips Healthcare, Amsterdam, 

Netherlands）、Resona7（Mindray Medical, Shenzhen, 

China）、Aplio 500（Canon Medical Systems, Otawara, 

Japan）等彩色多普勒超声诊断仪，使用宽频凸阵探

头，频率为 1～6 MHz，机械指数(mechanical index, 

MI)为 0.07～0.10。①常规灰阶超声检查：扫查整个

肝脏后重点观察肝内目标病变，选取该病变最大切

面，对病变大小进行测量。② CEUS检查：以常规超

声图像选取的切面作为最佳切面，经肘前静脉团注

适量声诺维超声造影剂（SonoVue, Bracco Suisse SA, 

Geneva, Switzerland），后以 5 mL生理盐水冲管。

在造影剂注入的同时启动计时器，并持续采集 90 s

动态视频，此后每分钟记录 10 s，一直间断观察至

6 min或微泡在循环中消除。

1.3 CEUS视频预处理

（1）LI-RADS类别判读：CEUS视频删除患者

有关信息，并以 avi格式储存，由两名具有 10年以

上肝脏 CEUS工作经验的超声医师按照美国放射学

会指南 《Contrast-Enhanced Ultrasound Liver Imaging 

Reporting and Data System v 2017（CEUS LI-RADS 

v2017）》对肝结节进行 LI-RADS分类，如果两名医

师无法达成一致，则由一名有超过 15年肝脏 CEUS

工作经验的专家作出最终裁决。

（2）结 节 标 注：由 超 声 医 师 使 用 Pair软 件

（https://aipair.com.cn/en/）标注首帧中结节的感兴趣

区域（region of interest, ROI），基于跟踪算法实现

自动标注，标注过程中由医师对 ROI进行调整与修

改，保证标注的准确性。

（3）图像标准化：统一调整为 112 px×112 px

分辨率，训练阶段采用随机翻转、动态范围扰动和

增加噪声进行数据扩增，避免过拟合，验证和测试

阶段使用原始数据。研究设计见图 1。

注：LI-RADS为肝脏影像报告与数据系统；CNN为卷积神

经网络；AUC为曲线下面积。

图 1 深度学习诊断系统开发设计流程

1.4 DL模型构建

本研究的目标是构建深度学习模型以便从

CEUS视频中自动提取肝结节灌注过程中的时空动

态特征，因此需要三维卷积神经网络（3D CNN）进

行特征提取，然而传统的 3D CNN直接耦合时空特

征，即通过 3D 卷积核同时沿空间（H×W）和时间

（T）维度滑动，学习空间和时间特征的联合表示，

计算复杂度高，且在医学图像这种小样本场景下，

可能会因数据量不足导致过拟合［15］。本研究使用

R(2+1)D-18 CNN模型架构，采用空间—时间解耦策

略，将传统三维卷积分解为空间 2D 卷积和时间 1D
卷积的级联［16］。具体而言，中间特征通道数通过

以下公式动态调整以平衡参数量：

Mi = d N tN
td N N
2

2

i i−1

i i−

+
1  (1)

其中，Mi为参数量，t 为时间卷积核大小，d

为空间卷积核尺寸，Ni−1和 Ni分别为输入和输出通

道数。

空间 2D 卷积提取肝结节在特定时相的形态学

特征如结节增强程度、增强形态等，而时间 1D 卷积

则捕捉病灶在动态增强过程中的血流动力学变化如

增强时序、廓清速度等，实现更高效、更可解释的

特征建模；空间—时间解耦策略也使得模型添加了

更多 ReLU激活层，更容易训练优化。模型还整合

了残差神经网络（residual neural network, ResNet）的

残差学习机制，其核心思想是 “捷径连接（shortcut 
connection）”，将输入直接传递到输出端，与经过

卷积层处理后的特征相加，可以表示为：F(x)+x，其

中，x 是输入，F(x)是经过卷积层等变换后的输出，

这种结构使得梯度可以直接通过捷径连接传播，

有效缓解了梯度消失问题；同时提出 “恒等映射

（identity mapping）”的概念，即当某些层对输入特

征的变换并未带来性能提升时，网络能够通过捷径
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连接直接传递输入，实现对冗余变换的跳过，增强

了网络的特征表达能力［17］。

临床上，CEUS视频分为动脉期、门脉期和延迟

期，动脉期为注射造影剂后 10～20 s 至 30～45 s，
主要观察病灶增强模式，门脉期和延迟期分别为

30～45 s 至 120 s 和 120 s 以后至微泡消失，这 2个期

相主要观察病灶的廓清情况。为准确建模各时相的

差异化影像特征，使之符合临床诊断逻辑，模型采

用分时相并行特征提取架构，研究根据临床应用指

南将肝脏 CEUS视频按照固定时间点划分为上述的 3
个时期，对各期相视频进行时域独立特征提取，并

构建跨时相融合模块将 3个期相的特征进行拼接，

最后由全连接层与 Dropout正则化执行最终决策。

1.5 DL模型训练与验证

本研究采用帧采样策略优化模型输入，以平衡

血流灌注信息完整性与高帧频数据冗余性之间的矛

盾。基于 CEUS视频的 3期动态特征，设计了 3种等

间隔关键帧提取方案：① 15帧视频（3期各 5帧）；

② 30帧视频（3期各 10帧）；③ 45帧视频（3期各

15帧）。通过系统比较 3种采样策略的模型表现，

在保证时空特征完整提取的同时优化计算效率，最

终实现模型性能的最佳平衡。

模 型 使 用 Pytorch1.10构 建，在 配 置 16 GB内

存的 Nvidia RTX 4060Ti GPU上进行训练。采取动

态早停机制（early stopping）调整训练周期防止模

型过拟合，每批次处理 8个病例，模型的输入为

（batchsize, channel, frame, height, width）。学 习 率

初始设定为 0.001，采用余弦退火的方法更新学习

率，使用 Adam优化器（权重衰减系数为 0.01）和

BCEWithLogitsLoss二元交叉熵损失函数进行网络权

重的调整和算法优化。

1.6 DL模型可视化

本 研 究 采 用 梯 度 加 权 分 类 激 活 映 射 技 术

（gradient-weighted class activation mapping, Grad-

CAM）对在模型决策中具有贡献性的关键区域进行

可视化呈现，以展示其推理过程［18］。Grad-CAM技

术提取 CNN最后一层特征图的梯度权重，将得到的

权重线性组合输入 ReLU激活函数，从而生成热力

图，表示为：

L Ac c k
Grad-CAM = ReLU(∑ k

K

=1
αk )  （2）

其中， Lc
Grad-CAM 为类别 c 的热力图，αk

c 为特征

图 Ak 对类别 c 的权重， Ak 为卷积层输出的第 k 个特

征图。

1.7 统计学方法

使用 SPSS 27.0和 Medcalc 23.0.6软件进行数据

统计分析。采用均值 ±标准差（x— ±s）形式来描

述连续变量，而分类变量则以 n（%）进行表示。

使用准确率、敏感度、特异度和受试者工作特征

（receiver operating characteristic, ROC）曲线来评价

模型在诊断 HCC方面的表现，以 χ2检验比较组间差

异，DeLong检验比较 ROC曲线的性能。以 P <0.05
表示差异具有统计学意义。

2 结果

2.1 患者基线资料

本研究共纳入 222例患者，来自中山大学附属

第一医院的 176例患者按 7∶ 3比例划分为训练集

（n =124）和验证集（n =52），训练集平均年龄为

（56.7±10.7）岁，其 中 HCC 49例（39.5%），验

证集平均年龄为（53.9±12.5）岁，其中 HCC 24例

（46.2%）；测试集（n =46）来自广西医科大学第

一 附 属 医 院，平 均 年 龄 为（56.3±11.1）岁，其 中

HCC 19例（41.3%）。见表 1。

表 1 患者基线资料

项目
训练集

（n =124）
验证集

（n =52）
测试集

（n =46）

年龄（岁，x±s） 56.7±10.7 53.9±12.5 56.3±11.1

性别 ［n（%）］

男 92（74.2） 34（65.4） 32（69.6）

女 32（25.8） 18（34.6） 14（30.4）

病灶大小（cm, x ±s） 4.72±2.17 5.77±3.28 4.16±2.03

病理或综合诊断［n（%）］

HCC 49（39.5） 24（46.2） 19（41.3）

非HCC 75（60.5） 28（53.8） 27（58.7）

AFP ［ng/mL, n（%）］

≤200 102
（82.3）

39（75.0） 40（87.0）

>200 22（17.7） 13（25.0） 6（13.0）

注：HCC为肝细胞癌；AFP为甲胎蛋白。

2.2 不同CNN对比实验

为验证所使用的 R(2+ 1)D-18模型作为主要框

架的有效性，本研究选取多种深度 CNN进行对比实

验，包括传统二维卷积 2D ResNet-18模型，三维卷积

I 3D、3D  ResNet-18模型和混合卷积 MC3-18模型。

我们统计了上述模型的参数量大小以及在 15帧视频
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作为输入时的分类准确率和推理耗时，具体如表 2所
示。可以看出，本研究使用的 R(2+1)D-18模型参数

量虽然较大，但在分类准确率上有显著优势，达到

了 84.62%，相较于 2D ResNet-18提升了 19.24个百分

点，并且在推理速度上并不逊于其他模型。

表 2 多种卷积神经网络框架参数和性能比较

模型
模型参数量

（MB）
分类准确率

（%）

推理耗时

（ms）

2D ResNet-18 34.3 65.38 11.65 

MC3-18 35.5 73.07 10.52 

I3D 38.4 73.07 32.83 

3D ResNet-18 99.5 80.77 11.14 

R(2+1)D-18 93.9 84.62 11.48 

注：模型参数量表示模型所有可训练参数的存储大小；推

理耗时为模型推理时处理 1例样本所消耗的时间。

2.3 DL模型对LR-M类中HCC的诊断效能

使用不同帧采样策略作为输入时，模型训练

过程中的损失曲线和准确率曲线如图 2所示，总体

来看，随着帧数的增加，损失下降的速度加快，

准确率也有所提高，这表明帧数增加后模型的学

习能力增强。模型诊断 HCC的性能如表 3和图 3

所示。45帧视频作为输入时模型的表现最优，在

验证集和测试集中，敏感度为 91.67%和 84.21%，

特 异 度 为 96.43%和 81.48%，曲 线 下 面 积（area 

under curve, AUC）为 0.940和 0.828；在模型计算

效率上，15帧视频作为输入时，模型训练 1轮耗时

22.99 s，推理平均每例耗时 11.48 ms；30帧输入时

分别为 43.91 s 和 21.76 ms，45帧输入时为 55.75 s

和 24.96 ms，见表 4。结合模型的诊断效能和训练

和推理耗时进行分析，随着输入帧数的增加，模

型计算耗时有所增加，但差距仅为秒或毫秒级，

在 GPU加速环境下可忽略不计，但模型的性能得

到了大幅度的提升。

A

C

E

B

D

F

注：Loss为损失值；Accuracy为准确率；Epoch为训练轮次；Train为模型训练过程；Validation为模型验证过程。

图 2  不同帧采样策略下模型训练和验证的损失曲线与准确率曲线   A 为 15 帧视频作为输入时训练和验证的损失曲

线； B 为 15 帧视频作为输入时训练和验证的准确率曲线； C 为 30 帧视频作为输入时训练和验证的损失曲线； D 为

30 帧视频作为输入时训练和验证的准确率曲线； E 为 45 帧视频作为输入时训练和验证的损失曲线； F 为 45 帧视频作

为输入时训练和验证的准确率曲线
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表 4 不同帧采样策略下模型运行性能比较

运行所需计算量

（GFLOPs）
训练耗时

（s/epoch）
推理耗时

（ms）

15帧视频   4.37 22.99 11.48

30帧视频   8.05 43.91 21.76

45帧视频 11.76 55.75 24.96

注：运行所需计算量用来衡量模型完成 1次计算所需的

浮点运算总量，单位为十亿次浮点运算/秒（Giga floating-point 
operations per second，GFLOPs）；训练耗时为模型训练 1轮所消

耗的时间；推理耗时为模型推理时处理 1例样本所消耗的时间。

2.4 DL模型决策可视化

本研究采用 Grad-CAM可视化算法，分析超声

造影视频中各区域对模型诊断 HCC的贡献度，见图

4。结果显示，无论是 HCC还是非 HCC病灶，生成

的热图均能凸显病灶区域，并且对 LR-M 类的关键

影像特征也表现出特异性响应。在动脉期均匀强化

病灶中，热力图集中于结节核心区域（图 4A），而

在环状强化病灶中，热力图显著激活于强化环区域

（图 4B），与影像特征空间相对应；在门脉期和延

迟期，热力图持续聚焦病灶区域，通过与周围肝实

质的对比强化差异实现廓清特征识别，这与超声医

师的诊断思路高度一致，有助于提高 AI辅助诊断的

临床可解释性。

2.5 DL模型与肿瘤标志物 AFP及两者联合时诊断

效能与漏诊率的比较

本研究对比了AFP（>200 ng/mL）指标与DL模型

对LR-M类中HCC的诊断效能，见表 5和图 5。结果显

示，DL模型的诊断效能优于 AFP，特别是敏感度（验

证集 91.67% vs. 50.00%，χ 2 =6.750，P =0.006；测试集

84.21% vs. 31.58%，χ 2 =5.063，P =0.021）和 AUC（验证

集 0.940 vs. 0.732，z =3.211，P =0.001；测试集 0.828 vs.

0.658，z =1.769，P =0.076），HCC的检出率较高。AFP
的特异度则较高（验证集 96.43%，测试集 100.00%），

但其较低的敏感度会导致许多病例漏诊。研究还比

较了联合 AFP和 DL模型的辅助诊断方法，将二者并

联整合，只要满足任一条件即 AFP值 >200 ng/mL或

表 3 不同帧采样策略下模型对 HCC 的诊断效能比较

项目 准确率（%） 敏感度（%） 特异度（%） 阳性预测值（%） 阴性预测值（%）

验证集

15帧视频 84.62 66.67 100.00 100.00 77.78

30帧视频 88.46 75.00 100.00 100.00 82.35

45帧视频 94.23 91.67 96.43 96.65 93.10

测试集

15帧视频 73.91 68.42 77.78 68.42 77.78

30帧视频 73.91 63.16 81.48 70.59 75.86

45帧视频 82.61 84.21 81.48 76.19 88.00

注：HCC为肝细胞癌。

A B

注：HCC为肝细胞癌；ROC曲线为受试者工作特征曲线；AUC为曲线下面积。

图 3 验证集和测试集中不同帧采样策略下模型诊断 HCC 的 ROC 曲线  A 为验证集； B 为测试集
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者 DL模型输出 HCC概率 >0.5即诊断 HCC，结果显示

联合方法可以优化整体诊断效能，在验证集和测试集

中 AUC分别为 0.943和 0.907，平衡了敏感度（95.83%
和100.00%）以及特异度（92.86%和81.48%）。

表 5 肿瘤标志物 AFP 与 DL 模型对 HCC 的诊断效能比较

准确率（%） 敏感度（%） 特异度（%） 阳性预测值（%） 阴性预测值（%）

验证集

AFP 75.00 50.00 96.43 92.31 69.23

DL模型 94.23 91.67a 96.43 96.65 93.10

AFP+DL模型 94.23 95.83 92.86 92.00 96.30

测试集

AFP 71.74 31.58 100.00 100.00 67.50

DL模型 82.61 84.21b 81.48 76.19 88.00

AFP+DL模型 89.13 100.00 81.48 79.17 100.00

注：AFP为甲胎蛋白；DL为深度学习；HCC为肝细胞癌；a 与验证集 AFP比较，P =0.006；b 与测试集 AFP比较，P =0.021。

A B

注：AFP为甲胎蛋白；DL为深度学习；HCC为肝细胞癌；ROC曲线为受试者工作特征曲线；AUC为曲线下面积。

图 5 肿瘤标志物 AFP 与 DL 模型以及两者联合应用诊断 HCC 的 ROC 曲线  A 为验证集； B 为测试集

A B

注：DL为深度学习；HCC为肝细胞癌；在可视化结果中，关键特征区域以暖色调（红色）突出显示，次要特征区域以冷色调

（蓝色）标识。

图 4 DL 模型推理决策的可视化结果  A 为 1 例肝细胞癌超声造影的原始图像和基于 DL 模型推理的可视化结果； B
为 1 例转移性肝癌超声造影的原始图像和基于 DL 模型推理的可视化结果
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在临床实践中，经 LI-RADS算法判定为 LR-M

类的肝结节通常需要活检以明确病变性质，本研

究通过整合 AFP与 DL模型，显著提高了 HCC诊断

准确性，有效减少了不必要的穿刺活检。如图 6所

示，单独使用 AFP辅助诊断时，验证集和测试集的

漏诊率为 50.00%和 68.42%，这部分 HCC需要进一

步穿刺活检；单独使用 DL模型辅助时，漏诊率降

至 8.33%和 15.79%；联合两者进行辅助后漏诊率进

一步降低，分别为 4.17%和 0.00%。可以看出，AFP

与 DL模型联合进行 HCC的辅助诊断，可显著降低

漏诊率，意味着更多 HCC病例能通过无创方式被

准确识别，避免因不确定病变而接受不必要的穿刺

活检。

漏
诊

率
（

%
）

验证集 测试集

0.00
（0/19）

15.79
（3/19）

68.42
（13/19）

4.17
（1/24）

8.33
（2/24）

50.00
（12/24）

AFP DL模型 AFP+DL模型

100

80

60

40

20

0

注：AFP为甲胎蛋白；DL为深度学习；HCC为肝细胞癌。

图 6 肿瘤标志物 AFP 与 DL 模型以及两者联合应用诊

断 HCC 的漏诊率比较

3 讨论

本研究为从 LR-M 类肝结节中精准诊断 HCC，

成功构建了一个基于动态增强超声造影视频时空特

征感知的 R(2+1)D CNN深度学习模型。结果表明，

DL模型对 HCC的诊断效能显著优于 AFP指标，将

两者联合可以提升整体诊断效能，实现精准的肿瘤

无创诊断。

近年来，许多研究针对 CEUS LR-M类中HCC和

非 HCC恶性肿瘤的影像学特征重叠问题进行探索，

通过分析影像的附加征象或结合临床信息优化诊断

效能，但是诊断流程的复杂化会加重临床工作的负

担，同时有赖于超声医师的诊断经验和能力［10, 19］。

本研究创新性地引入人工智能技术，采用时空解耦

的深度神经网络架构，提出了一种面向 CEUS视频

分析的时空特征感知融合诊断系统。基于预训练的

R(2+1)D-18 CNN框架，将传统的 3D 卷积解耦成空

间维度的 2D 卷积（提取形态学特征）和时间维度的

1D 卷积（捕捉血流动力学特征）的级联结构，并用

ResNet的残差学习机制来构建深层网络，以提升自

适应时空感知能力［20］。在特征提取策略上，本研

究充分考虑了 CEUS检查的临床特点，采用分时相

并行特征提取架构：先独立分析动脉期、门脉期和

延迟期的特征，再进行跨期相特征融合，这种处理

方式模仿了超声医师的诊断逻辑，使模型的决策更

贴合临床流程。为优化模型输入，系统比较了 3种

帧采样策略，发现 45帧（3期各 15帧）输入能在获

得最佳诊断性能的同时保证计算效率，虽然增加帧

数会轻微延长训练和推理时间，但可以显著提升诊

断效能。

本研究还通过 Grad-CAM技术对模型决策过程

中关注的区域进行可视化，结果显示，模型能够智

能地赋予结节区域更高的权重，该可视化系统通过

多尺度特征卷积和空间注意力量化技术，实现了 AI

决策过程与临床诊断思维的对齐，可视化热图有效

提升了深度学习模型的临床可解释性，为医疗 AI系

统的可靠性验证提供了量化评估工具［21］。

文献［22-23］指出，结合 AFP（>200 ng/mL）重新

分类 LR-M 类肝结节，可以在一定程度上提高 HCC

诊断敏感度，但效果不明显；Li等［9］研究发现，

AFP在 HCC诊断中敏感度较低，仅为 41.5%，单独

依靠 AFP检测易漏诊大量 HCC病例。本研究也证实

了这一点，通过将 DL模型与 AFP对 HCC的诊断表

现进行比较，我们发现，AFP虽然表现出较高的特

异度，但仅能检出少量 HCC。DL模型在敏感度、

AUC等指标上均显著优于 AFP，表明 DL模型在整

体诊断效能上的优越性，当联合应用 DL模型与 AFP

指标时，诊断效能得到进一步优化，漏诊率降低。

这种联合策略可兼顾 DL模型的高敏感度和 AFP的

高特异度，有望实现 HCC的精准无创诊断，减少不

必要的穿刺活检。

本研究有以下局限性：①数据仅来自于两个医

疗中心，样本量有限且可能存在选择偏倚，未来需

多中心验证。②模型尚未开发针对临床适用的用户
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界面，未来考虑进行友好的用户界面开发并试用。

③模型决策可解释性仍然有限，无法深入揭示模型

关注的具体影像学特征，需结合更精细的解释技术

提升可信度和适用性。

4 结论

综上所述，本研究基于超声造影视频构建了一

个时空特征感知的 R(2+1)D CNN深度学习模型，实

现对 LR-M 类肝结节中 HCC的精准识别，并通过联

合 AFP应用进一步提高诊断水平，为无创诊断 HCC

提供了高效、精准且具备良好可扩展性的技术手

段，具有重要的临床应用潜力。
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