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全球重症监护负担沉重，患者死亡率居高不下，

在发达国家（如北美、欧洲国家）死亡率为 8%～18%，

而低收入国家死亡率达 40%[1-2]。世界卫生组织发布

的《全球感染预防与控制报告》指出，全球重症监护室

·流行病与统计方法·
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摘要：目的 系统评估机器学习在预测成年患者重症监护室住院时间（intensivecareunitlengthofstay，ICULOS）的应用

效果。方法 通过检索中国知网、万方数据库及英文数据库 Pubmed和 WebofScience，收集建库至 2025年 10月发表的

有关机器学习预测成年患者 ICULOS的研究，采用 Rstudio对纳入文献进行 meta分析。结果 共纳入 40篇文献，其中

采用较多的三类模型是随机森林、极端梯度提升（eXtremegradientboosting,XGBoost）和梯度提升机模型。整体预测性能

良好，整体报告受试者工作特征曲线下面积（areaundercurve，AUC）为 0.82（95%!":0.79～0.85），其中在心血管相关疾病

成年患者 ICULOS的预测中，XGBoost预测效果相对最优（AUC=0.88；95%!":0.86～0.93）；中枢神经相关疾病成年患者

ICULOS的预测中，混合模型效果相对最好（AUC=0.9）；其他单种疾病和未区分疾病类型的成年患者 ICULOS的预测

中，随机森林预测效果相对最优（AUC其他单种疾病 =0.89，95%!":0.84～0.94；AUC未区分疾病类型 =0.95）。结论 机器学习在成

年患者 ICULOS预测中效果良好。但对不同疾病 ICULOS的预测应结合具体疾病和数据结构选择合适的模型。
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（intensivecareunit，ICU）床位和专业人员配置严重不

足，中低收入国家尤为突出[3]。因此，有必要通过精准

评估患者临床需求，以提升重症医疗资源配置效率[4]。

ICU住院时间（ICUlengthofstay，ICULOS）与医疗成

本密切相关，准确预测 ICULOS对控制医疗支出和提

升服务质量具有重要意义[5-6]。

传统 logistic回归方法多适用于变量较少的预测

任务，而在处理具有复杂的 ICU数据时预测能力有

限[7]。机器学习（machinelearning）是一类从数据中自

动学习并构建预测模型的方法[8]。既往研究显示，机

器学习在预测胃肠道手术结局时较 logistic回归模型

具有更优性能［曲线下面积（areaunderthecurve,

AUC）提升 0.07，!＜0.001］[9]，提示其在整合复杂临床

数据方面具有优势。

目前，机器学习模型在 ICULOS预测中的应用逐

渐增多，但既往研究多为单中心、特定人群研究，尚缺

乏系统评价。本研究旨在通过 meta分析，综合评估不

同机器学习模型在预测成年患者 ICULOS的准确性、

稳健性及应用效果，为相关临床研究提供循证依据。

1 资料与方法

1.1 检索策略 系统检索中国知网、万方数据库、

PubMed和 WebofScience数据库中公开发表的相关

文献。检索时间为建库起至 2025年 10月，语言限定

为中英文。中文检索词包括：“重症监护”“预测模型”

“机器学习”“住院时间”等及其同义表达；英文检索

词包括：“lengthofstay”“IntensiveCareUnits”“Machine

Learning”等及其同义表达。同时排除与新生儿或儿

童 ICU相关的关键词，如“PediatricIntensiveCare

Unit”等。

1.2 纳入排除标准

（1）纳入标准：①研究对象为成年 ICU患者；②以

ICULOS为结局；③采用机器学习进行预测；④报告

受试者工作特征 AUC等模型性能指标。

（2）排除标准：①研究主题不符；②无法获取全文；③

指标无法提取或读数；④同一作者基于相同数据的多

篇研究中，仅保留信息最完整者。

1.3 文献筛选与数据提取 由二名研究者独立进行

文献筛选和数据提取，结果进行交叉核对，如有分歧

由第三人加入讨论直至确定。提取信息包括第一作

者、发表年份、研究国家、预测模型、数据来源、样本

量、患者年龄、ICULOS分组依据、预测变量、模型性

能评估指标及疾病类型。

1.4 数据分析 按疾病类型将研究分为心血管、中

枢神经和感染相关疾病、其他单种疾病以及未区分疾

病类型。常用模型评价指标包括准确率、精确率、AUC

和布里尔分数等[10]。其中，AUC值能直观反映模型预

测性能[11]。通常作为判断模型拟合效果的标准：＜

0.70较差、0.70～0.80中等、＞0.80良好[12]。由于所有

纳入研究均报告了 AUC值，本研究将其作为主要评

价指标，提取各研究中性能最优模型的 AUC及其

95%"#，并按疾病分类进行合并分析。其他指标在所

纳入研究中较少见，故未进行分析。

本研究采用 $ 检验与 #

2统计量（!＜0.05提示异

质性有统计学意义，#

2＞50%则选择随机效应模型）

评估异质性，并通过 meta回归分析探究异质性来源。

使用 PROBAST工具从参与者、预测因子、结局和分

析四个方面（共 20个条目）评估模型偏倚风险。具体

判定标准为：若任一条目评为高风险，则总体风险为

“高（High）”；如无高风险条目且有一个或多个领域存

在不明确条目，则为“不明确（Unclear）”；其余情况则

为“低（Low）”[13]。采用逐一剔除法进行敏感性分析，采

用 Egger回归检验和漏斗图评估发表偏倚。所有统计

分析均在 RStudio（Rversion4.3.2）中完成，主要使用

meta与 metafor包。

2 结 果

2.1 文献筛选流程与纳入研究特征 按检索策略共

获得文献 376篇，经 EndNote21去重后进行题目摘

要初筛，排除 245篇；再经全文复筛排除 32篇后，最

终纳入符合标准的文献 40篇，其中中文 2篇，英文

38篇。其中 13篇来自我国，14篇来自美国，其余 13

篇来自其他国家。按疾病类型划分，心血管相关疾病

8篇，中枢神经相关疾病 6篇，感染相关疾病 2篇，其

他单种疾病 5篇，未区分疾病类型 19篇。数据来源

方面，24篇基于医院数据，15篇基于公共数据库，1

篇合并两类数据。PROBAST评价显示，33篇为低偏

倚风险，7篇偏倚风险不明确。

2.2 主要结果

2.2.1 总体情况 纳入研究的预测变量主要包括人

口学变量、临床特征变量、实验室指标、综合评分指标

及围手术期变量。Weissman等[14]的研究还纳入非结构

化数据。40篇研究的 AUC均值为 0.80，中位数为

0.81。对其中 19篇报告 95%%& 的研究进行合并分

析，合并 AUC为 0.82（95%%&:0.79～0.85，&2=99.3%）。

2.2.2 心血管相关疾病 本类共纳入 8项研究，涉

及心力衰竭、房颤和动脉粥样硬化等疾病，样本量为

163～30366例。研究纳入的特异性指标包括心室功

能评估、体外循环使用和美国胸外科医师学会风险评

分[15]等；使用的预测模型包括极端梯度提升（eXtreme

gradientboosting,XGBoost）、随机森林、轻量级梯度提

升机（lightgradientboostingmachine,LGB）、多元线性
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回归（multiplelinearregression,MLR）和 LASSO回归。

8篇研究的 AUC分布范围为 0.72～0.88。合并 5项研

究 报 告 了 95%!" 的 研 究 显 示 ，XGBoost（AUC=

0.87，95%!":0.85～0.89，"2=9.9%）预测性能优于 RF

（AUC=0.77，95%!":0.66～0.89，"2=89.3%），且异质性

更低。见图 1。

2.2.3 中枢神经相关疾病 本类共纳入 5项研究，

涉及成人脊柱畸形、脊髓损伤和脑损伤，样本量为

263～79769例。研究纳入特异性变量格拉斯哥昏迷

评分[16]。使用的预测模型包括梯度提升机（gradient

boostingmachine,GBM）、随机森林、装袋法、类别提升

及混合模型。5篇研究的 AUC分布范围为 0.68～

0.90，其中使用混合模型对脑损伤患者 ICULOS预测

的 AUC值为 0.9。合并 3项报告 95%!" 的研究显示，

合并 AUC为 0.80（95%!":0.68～0.92），但异质性较高

（"

2=99.3%）。见图 2。

2.2.4 感染 本研究共纳入 2项研究，均纳入机械

通气及血管活性药物使用等变量。其中使用决策树

模型对败血症患者预测的 AUC为 0.50；使用混合模

型对脓毒症患者预测的 AUC为 0.83。由于研究数量

少，未进行合并分析。

2.2.5 其他单种疾病 本类共纳入 6项研究，涉及

急性肺栓塞、出血、跌倒、躯干创伤、脑卒中、结直肠疾

病等疾病；不同疾病纳入的特异性预测变量不同，如

急性肺栓塞研究纳入 D-二聚体，创伤研究纳入损伤

严重度评分[17]，脑卒中研究纳入溶栓治疗情况。样本

量为 758～62501例；使用的模型包括随机森林、

GBM、人工神经网络（artificialneuralnetwork,ANN）和

弹性网络回归（elasticnetregression,ENR）。6篇研究

的 AUC分布范围为 0.71～0.90，其中使用随机森林

预测急性肺栓塞患者 ICULOS的 AUC为 0.9。合并 4

项报告 95%!" 的研究显示，合并 AUC为 0.80（95%

!":0.72～0.88），但异质性高（"

2=98.7%）。见图 3。

图1 机器学习对心血管相关疾病患者

ICULOS预测性能森林图

!"#$%& ' ForestplotforICULOSpredictionbyMLin

cardiovascular-relateddiseases

图2 机器学习对中枢神经相关疾病患者 ICULOS预测性能森林图

!"($%& ) ForestplotforICULOSpredictionbyMLincentralnervoussystem-relateddiseases

图3 机器学习对其他单种疾病患者 ICULOS预测性能森林图

!"($%* + ForestplotforICULOSpredictionbyMLinotherspecificdiseases

2.2.6 未区分疾病类型 本类共纳入 19项研究，样

本量为 896～160238例。使用模型包括随机森林、

XGBoost、GBM、梯度提升决策树 （gradientboosting

decisiontree,GBDT）、ENR、长短期记忆网络（long

!"#$
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short-termmemory,LSTM）、支持向量回归（support

vectorregression,SVR）、 频 繁 模 式 增 长（frequent

patterngrowth,FP-Growth）及混合模型。19篇研究的

AUC分布范围为 0.7～0.95，其中使用随机森林预测

消化系统相关疾病患者 ICULOS的 AUC为 0.95。合

并 6项报告了 95%!" 的研究显示，合并 AUC为 0.84

（95%!":0.78～0.90），但异质性较高（"

2=99.7%）。

见图 4。

图4 机器学习对未区分疾病患者 ICULOS预测性能森林图

!"#$%& ' ForestplotforICULOSpredictionbyMLinundifferentiateddiseases

2.3 探索异质性来源 敏感性分析显示合并 AUC

稳定，变化范围为 0.81（95%!":0.78～0.85）至 0.83

（95%!":0.79～0.86）。在心血管相关疾病组中，剔除

Tao等[18]的研究后，合并 AUC上升至 0.86(95%!":

0.84～0.88)，且研究间异质性显著降低，提示该项研

究是该亚组异质性的主要来源之一。

Meta回归分析显示，在 7项报告了 ICULOS分组

依据的研究中，该因素可解释 97.67%的异质性。亚

组分析显示，样本量、总变量数、临床特征变量数和人

群年龄特征分别是心血管和中枢神经相关疾病、其

他单种疾病以及未区分疾病类型组异质性的主要

来源。Egger检验未发现发表偏倚（#=0.997）。漏斗

图见图 5。

3 讨 论

本研究系统评价了国内外 40篇采用机器学习模

型预测成年患者 ICULOS的文献，共纳入 936095名

患者，涵盖感染、心血管和中枢神经系统等多种疾病

类型。结果显示，机器学习模型总体预测性能良好

（AUC=0.82，95%!":0.79～0.85），提示其在 ICULOS

预测中具有较好的适用性。与既往研究一致，机器学

习模型在复杂临床结局预测中的表现普遍优于传统

logistic回归[9,19]，其在处理多维临床特征及非线性关

系方面具有优势。

不同疾病类型及数据特征下，机器学习模型的适

用性存在差异。在心血管相关疾病中，XGBoost和随

机森林预测性能较优。XGBoost具有较强的正则化能

力，对多变量预测时可有效降低过拟合风险[7]；而当变

量数量及交互作用相对较少时，随机森林更具优势[20]。

Yang等[21]发现随机森林在训练集表现较好，而

XGBoost在验证集上更具优势，提示后者泛化能力可

能更强。在中枢神经相关疾病中，混合模型

［XGBoost+ANN+支持向量机（supportvectormachine,

SVM）］在脑损伤患者 ICULOS预测中表现最佳[22]。既

往研究表明不同模型结合可优势互补，提升预测性

能[23]。在其他单项疾病中，随机森林对急性肺栓塞患

者 ICULOS的预测效果最好（AUC=0.9）[24]。其预测变

量以二分类变量为主，符合随机森林的适用条件。但

在跌倒患者中，随机森林预测性能较差（AUC=0.74）[25]，

可能与预测变量缺失率较高有关。已有研究表明，不

同缺失值处理方式会影响模型性能[26]，提示模型构建

过程中应重视数据质量控制。在未区分疾病类型的

研究中，随机森林和 GBM预测性能较优。随机森林

适用于快速建模并强调稳健性，而 GBM在具备调参

条件时可获得更高预测精度。感染相关疾病的研究

数量较少，预测性能差异明显。决策树模型在败血症

患者中的预测性能较差（AUC=0.50），可能与疾病进

展迅速有关。有研究表明机器学习模型在识别快速

图5 机器学习对 ICULOS预测的漏斗图

!"($%& ) FunnelplotofMLforpredictingICULOS
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恶化事件时存在不足[27]提示模型性能与疾病特征

相关。

总体而言，纳入研究间异质性较大。敏感性分析

显示，心血管相关疾病组中 Tao等[18]和 Yang等[21]的

研究对异质性贡献较大，两项研究均基于大规模公共

数据库。其中，Tao等[28-29]对房颤患者的预测性能较低

（AUC=0.72），可能与疾病病因复杂及治疗策略差异

有关，仍需进一步验证。其他亚组的分析中发现，异

质性贡献较大的研究多基于公共数据库，提示数据来

源可能是研究间异质性的重要因素。本研究进一步

比较了不同数据来源的模型性能，结果显示基于医院

数据与公共数据库构建的模型均具有较好预测能力，

AUC分别为 0.86和 0.82，医院数据略优。这可能与公

共数据库人群异质性较高及数据库本身的局限有

关[30]。此外，ICULOS分组依据解释 97.67%的异质性。

但仅 7项研究明确报告该信息，解释力度可能被高

估，提示未来需标准化 ICULOS分组。

本研究存在一定局限性。一是纳入文献多为回

顾性研究；二是模型构建与超参数调优信息报告不充

分；三是仅采用 AUC评价模型性能；四是虽然解释了

主要异质性来源，仍可能存在未测量混杂因素。尽管

如此，本研究综合分析了不同疾病类型与数据特征下

机器学习模型预测 ICULOS的应用现状，具有一定参

考价值，为 ICU资源优化与患者个体化管理提供更

科学的循证依据。
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