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结合隐式几何编码与 Lipschitz 线性约束的 
保守包围盒构造方法 
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摘 要：目前主流的包围盒方法在三维场景渲染、光线追踪和碰撞检测等任务中广泛应用，但在拟合复

杂几何形状时存在空间利用率低、拟合精度不足等问题，难以确保严格的保守性，并在降低误检率方面仍有改

进空间。为解决上述问题，提出一种结合隐式几何编码与 Lipschitz 约束的保守包围盒构造方法，隐式几何编

码通过位置编码将输入坐标映射至高维空间，从而捕捉局部及全局的几何信息，提升包围盒的适应性；随后，

引入可训练的 Lipschitz 线性约束层，动态调整 Lipschitz 常数以控制梯度变化，并结合 Lipschitz 正则化损失与

动态加权交叉熵损失，在优化边界拟合的同时降低假阳率。实验结果表明，该方法在多个三维模型上均能实现

假阴率为 0，且相比基准方法，误检率最高降低 3.1%，单条光线查询方法提高 1.7 ms，为高精度保守包围盒拟

合提供了一种高效、稳健的解决方案。 
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Abstract: Currently the mainstream enveloping box methods are widely used in 3D scene rendering, ray tracing, and 

collision detection tasks; however, these methods suffer from the problems of low space utilization and insufficient 

fitting accuracy in fitting complex geometries, which are difficult to ensure strict conservatism and still have room for 

improvement in reducing false detection rates. To address these issues, a conservative bounding-box construction 

method combining implicit geometric coding and Lipschitz constraints was proposed. Implicit geometric coding 

mapped the input coordinates to a high-dimensional space via position coding, thus capturing local and global 

geometric information and improving bounding-box adaptability. A trainable Lipschitz-constrained linear layer was 

introduced to dynamically adjust Lipschitz constants control gradient changes, and Lipschitz regularization loss was 

combined with dynamically weighted cross-entropy loss to reduce the FP rate while optimizing the boundary fitting. 

The experimental results demonstrated that the method can achieve a false-negative rate of 0 on multiple 3D models 
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and reduce the false-detection rate by up to 3.1% compared to the benchmark method, and improve the single-ray 

query method by 1.7 ms, providing a highly efficient and robust solution for high-precision conservative bounding 

box fitting.  

Keywords: conservative bounding box; Lipschitz constraint; implicit geometric encoding; ray tracing; collision detection 

 

随着三维计算机图形学的快速发展，三维场景

的高效渲染越来越重要。在三维场景渲染中，包围

盒是一种常用的加速结构，广泛应用于光线追踪和

碰撞检测等任务，通过构建简单的几何形状来包围

物体，简化计算并提高效率[1-2]。目前主流的包围

盒结构包括轴对齐包围盒(Axis Aligned Bounding 
Box, AABB)、有向包围盒(Oriented Bounding Box, 
OBB)、球形包围盒(Bounding Sphere, Sphere)以及

k-离散有向包围盒(k-Discrete Oriented Polytopes, 
k-DOP)等，如图 1 所示。最基础的包围盒结构为

AABB，由于其边界与坐标轴对齐，结构相对简单，

适合于静态场景和规则几何体[3]。OBB 结构[4]允许

包围盒根据物体的形状和方向自由旋转，能够更紧

密地包围复杂物体，显著提高拟合精度。Sphere 结

构[5]采用球体来包围物体，具有极高的计算效率和

旋转不变性，在动态场景下无需频繁更新，但对于

细长或不规则物体的包围效果较差，空间利用率较

低。k-DOP 结构[6]选取 k 个固定方向的平面来构建

包围体，相较于 AABB 具有更高的拟合精度，同

时避免了 OBB 复杂的旋转计算，随着方向数量 k
的增加，拟合效果进一步提升。 

 

 
 

图 1  经典包围盒类型((a) 包围球；(b) AABB 包围盒； 
(c) OBB 包围盒；(d) k-DOP 包围盒) 

Fig. 1  Classic bounding box types ((a) Bounding Sphere;  
(b) AABB bounding box; (c) OBB bounding box;  

(d) k-DOP bounding box) 
 

针对单一包围盒在复杂场景下的局限性，研究

者提出了混合包围盒结构，以结合简单包围盒的快

速构建能力与复杂包围盒的高效剔除特性，从而提

升碰撞检测与光线追踪渲染的效率 [7-8]。其中，

Sphere-AABB-OBB 混合层次包围盒结构通过外层 
Sphere 和 AABB 进行快速排除，并在此基础上利

用内层 OBB 进行精确相交检测，以优化计算开销

并提高检测准确性[9]。但在处理高度不均匀的几何

结构时，可能导致层次划分不均，进而影响剔除效

率，此外，AABB 在面对斜向或细长物体时，受到

表面积启发成本的影响较大，SABINO 等 [10]提出

ODOPs(Orthogonal Discrete Oriented Polytopes)结
构通过动态优化 OBB 方向选择策略，有效减少冗

余空间，提高包围盒的空间利用率。 
尽管上述包围盒结构在光线追踪渲染与碰撞

检测中显著提升了计算效率，但在复杂几何场景

下，其空间利用率较低，导致资源浪费并限制整体

性能优化。为克服这一问题，研究者引入神经网络

方法，以提高包围盒拟合的精度和适应性。

BEHERA 和 MISHRA[11]提出一种基于神经方向距

离场的物体表示方法，并结合包围盒优化策略，提

升光线追踪任务中的求交精度，以致计算复杂度较

高，面临较大的存储和计算负担。为了提高计算效

率，N-BVH(Neural Bounding Volume Hierarchy)多
分辨率哈希网格神经模型对三维模型表面进行高

效编码，并快速判断光线与三维模型表面的相交情

况，同时获取交点处的各种属性[12]。但难以有效满

足包围盒的保守性约束，即所构建的包围盒必须完

全包含目标物体的几何结构，从而确保任何可能与

物体相交的点和光线等都不会被错误剔除[13]。在快

速预览渲染或早期剔除阶段，研究者更关注计算速

度和光线求交效率，而不是每条光线的精确交点。

因此，允许包围盒不完全包围物体的几何边界。 
对于要求图像质量的终渲染阶段，严格遵守保

守性约束仍然不可或缺。在高精度的阴影计算、全

局光照计算和可见性分析等模块中，严格的保守性

约束尤为重要，如果包围盒未能完整覆盖物体，易

导致渲染错误，影响最终效果的真实性。因此，如

何在保证保守性的前提下，提高拟合精度和查询效

率，仍是包围盒构建中亟待解决的核心问题。在几

何处理领域，包围笼的生成方法提供了保守的边界

控制机制，使外部控制点可驱动目标模型的整体状

态变化 [14]。XU 和 HARADA[15]提出的 DRFC 
(Deforming Radiance Fields with Cages)包围笼方法

将该结构引入隐式神经辐射场，通过控制笼点变形
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联动内部场景几何与颜色，拓展了笼形结构在神经

建模中的适用性。神经包围笼方法[16]进一步通过隐

式表示增强变形表达力，在保持整体结构的同时保

留高频细节，克服了传统笼子大变形下细节丢失和

表面失真的问题，与本文的神经包围盒在思想上具

有一致性。此外，在光线追踪与渲染领域，LIU 等[17]

利用不对称损失函数引导网络学习保守性约束，通

过对假阴性赋予更高的惩罚权重，有效降低假阴

率，从而提高边界拟合的完整性。为了实现严格保

守性，LUDWIG 和 CAMPEN[18]进一步提出在神经

网络拟合过程中引入自适应仿射算法，动态调整网

络参数，提高模型对复杂边界的适应能力。现有的

方法模型结构大多仅依赖多层感知机(MultiLayer 
Perceptron, MLP)进行保守包围盒的拟合，但在处

理高维复杂几何体时，模型的拟合精度与计算效率

仍有较大提升空间，难以在严格控制假阴率的同时

有效优化假阳率。因此，如何在保证假阴率为零的

前提下，进一步优化假阳率并提升计算效率，仍是

神经包围盒构建中的关键挑战。 
为了更精准地拟合三维模型的边界，本文提出

一种隐式几何编码器与 Lipschitz 约束相结合的神

经包围盒方法。利用隐式特征提取网络对输入数据

进行全局特征提取，位置编码器将输入的三维坐标

映射至高维空间，增强对复杂几何结构的表征能

力。随后，引入 Lipschitz 线性约束层，通过控制

梯度变化提高模型的稳定。最后，经过解码过程，

将隐式特征转换为空间占据概率，从而实现对三维

模型边界的高效拟合。本文的主要贡献如下： 

1) 为了解决传统包围盒方法在复杂几何形状

拟合中的低精度和局部细节缺失问题，提出了结合

隐式几何编码的神经包围盒结构，通过隐式特征提

取全局几何特征，Fourier 位置编码增强网络对复

杂几何结构的表达能力，并利用 Tinycudann (Tcnn)
加速网络提取局部细节，提高模型对细微边界的拟

合精度，从而实现更紧密和高效的包围盒构建。 
2) 针对神经隐式表示方法在边界拟合过程中

梯度不稳定、泛化能力不足和过拟合的问题，引入

可训练的 Lipschitz 约束线性层，通过施加连续性

约束提高数值稳定性。同时，结合 Lipschitz 正则

化损失控制模型的 Lipschitz 常数，避免梯度爆炸

或梯度消失，并采用动态加权的交叉熵损失函数适

应不同类别样本的不均衡性，从而在降低假阳率的

同时，提升模型的泛化能力并抑制过拟合现象。 

1  方法 

本文提出基于隐式几何编码(ImplicitNet)和
Lipschitz 约束的包围盒结构，使用神经网络来学习

紧密和保守的三维模型边界，网络框架如图 2 所

示。架构由隐式几何编码、Lipschitz 线性约束和解

码器构成。首先，根据对应的查询方式随机生成多

个采样点，并对其坐标进行 Fourier 位置编码，实

现高维映射，通过 3 层 MLP 实现隐式特征提取；

然后，将提取的特征经过多层 Lipschitz 约束线性

变换，并通过可训练的 Lipschitz 常数动态控制每

层的 Lipschitz 连续性，模型的 Lipschitz 常数通过

额外的正则化项进行优化[19]，抑制梯度爆炸并提高 
 

 
 

图 2  模型总体网络架构图 
Fig. 2  Model general network architecture diagram               
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数值稳定性；最终，经过解码器将特征映射至标量

场表示得到空间点的占据概率。占据概率与采样点

的真实标签作比较，依据高于设定阈值的点集构建

包围盒。 
1.1  隐式几何编码器与解码器 

MLP 的输入通常为低维特征，仅包含原始三

维坐标，其表达能力有限，需要大量参数和长时间

训练才能学习复杂形状，并且在训练过程中优先学

习低频信息，而对高频细节的学习能力较弱。这导

致模型难以有效表示复杂几何结构，尤其是在边界

区域，最终表现为边界模糊化，无法精确拟合物体

的真实轮廓。因此，本文提出隐式几何编码器，并

引入 Fourier 位置编码，来克服 MLP 在低维坐标输

入下难以捕捉高频信息的局限。该方法能够使神经

网络更有效地学习高频函数的细节[20]，提升模型的

表达能力。随后再经过 MLP 进一步学习隐式几何

信息[21]。隐式几何编码结构如图 3 所示。 

 

图 3  隐式几何编码模块 
Fig. 3  ImplicitNet module 

 
首先将输入的三维坐标信息映射到一个高维

的潜在特征空间，提取和表达三维几何结构，给定

三维空间中的输入点 =( , , )v x y z ，对其施加 Fourier

编码 ( )vϒ ，并将其转换为高维特征表示，即 

 0 0( ) [ ,{sin(2 π )} ,{cos(2 π )} ]
i iN N

i iv v x xϒ = ==  (1) 

位置编码作为特征映射，将输入的三维坐标映

射到高维空间，但其本质上仅是固定的变换，并不

具备特征学习能力。为了进一步提取和组织有效的

几何信息，高维特征经过一个全连接 MLP，通过

非线性变换对输入特征进行学习和优化[22]。具体而

言，该 MLP 由 3 层全连接神经网络组成，每层包

含 64 个神经元，并采用 ReLU 作为激活函数，从

而增强模型的非线性表达能力。最终，编码器输出

一个 64 维的潜在几何特征向量，该向量编码了输

入点的空间占据信息、局部几何属性及隐式结构信

息，即 

 64( ( ))F f vθ ϒ= ∈  (2) 

式中： fθ 为由可训练参数θ 表示的神经网络映射

函数。 
在解码阶段，采用轻量级 MLP 从编码特征中

提取空间占据信息。具体而言，解码器将编码特征

作为输入，并映射到一个标量输出，其为该点的占

据概率。出于时间成本的考量，本文采用一个 2 层

全连接 MLP，每层包含 32 个神经元，并在最后施

加 Sigmoid 激活函数，得到空间占据信息。编码器

与解码器的 MLP 均基于 Tcnn 高效训练。 
1.2  Lipschitz 约束线性层 

由于普通线性层的参数不受约束，模型可能出

现剧烈的梯度波动，从而导致过拟合或边界震荡，

尤其在三维模型的神经表示学习中，边界区域的决

策往往缺乏稳定性，导致假阳率和假阴率较高，影

响包围盒的精度。此外，传统神经网络在处理不同

尺度的三维数据时，易受到输入数据尺度变化的影

响，从而降低泛化能力。Lipschitz 约束结构如图 4
所示。 

 

图 4  Lipschitz 约束模块 
Fig. 4  Lipschitz constraints module       
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Lipschitz 线性约束方法能够较好地解决上述

问题，通过对权重范数施加约束，使得网络

Lipschitz 常数保持在合理范围内，从而限制参数的

变化幅度，提高梯度更新的稳定性[23-24]。然而，在

三维模型的神经表示学习中，计算时间和效率是一

个至关重要的因素，传统的 Lipschitz 约束网络往

往通过硬约束方式来控制网络的 Lipschitz 常数，

这种方法虽然有效，但往往伴随着较高的计算成

本。考虑到时间成本，本文采用高效的 Lipschitz
线性约束模块，不同于传统的 Lipschitz 约束网络，

本文模型能够在训练过程中动态学习 Lipschitz 常

数，从而在保证计算效率的同时提升几何表示能

力。每层的 Lipschitz 常数设为可训练参数，并在

训练过程中自动调整，以适应不同的数据和任务。 
具体来说，Lipschitz 模块旨在限制函数的输出

变化率不超过某个常数，从而保证模型对输入扰动

的鲁棒性和稳定性。通过结合动态权重缩放与可学

习的 Lipschitz 常数，在保证特征表达能力的同时 

约束函数变化的全局上界。对于函数 : n mf →  ，

存在任意的 1x 和 2x ，其 Lipschitz 常数 L为以下函 
数的最小值 

 1 2 1 2( ) ( ) Lf x f x x x− −   ≤  (3) 

在范数 L∞下，全连接层 ( )f x 的常数的上界为

矩阵 W 的最大行绝对和，计算权重矩阵的每行绝

对值和，并取最大值作为初始 Lipschitz 约束 c，得

到 Lipschitz 常数。再通过 Softplus 函数将 Lipschitz
常数转换为正值，即 

 
1

1
max max

n

i iji i j
c

=

= = ∑W W  (4) 

 Softplus( ) ln(1 )clipc c e= = +  (5) 

通过反向传播，网络会根据损失函数对

Lipschitz 常数 lipc 的影响进行优化，在每次梯度更

新时，lipc 的值通过更新参数 c 进行调整，限制权

重矩阵的变化范围。Softplus 变换的引入避免硬约

束带来的数值不稳定性，同时允许网络动态调整 
Lipschitz 约束的强度。然后对权重矩阵的每一行

计算其绝对和，设第 i 行的绝对和为 si，为确保该

行的权重不超过 Lipschitz 上界，计算其缩放因子

得到 

 
1

| |
i

i ijs =∑ W  (6) 

 min( / ,1)i iscale lipc s=  (7) 

在 Lipschitz 线性约束中，通过对每一行的权

重按照特定因子进行缩放，得到用于线性映射的有

效权重 W ，从而确保该层在 L∞范数下的 Lipschitz

常数为 lipc。将 Lipschitz 线性约束层与 ReLU 激活

函数顺序连接后，整体模块的 Lipschitz 常数保持

不变。 
1.3  损失函数 

在多标签分类任务中，面对正负样本不平衡的

情况，传统的二元交叉熵损失函数常常无法有效处

理正负样本的不平衡，导致训练过程中模型对少数

类别的预测能力较差。为了解决这一问题，本文提

出一种结合动态加权的二元交叉熵损失函数和

Lipschitz 正则化项的方法，动态调节正负样本的权

重，并引入 Lipschitz 连续性约束，进一步提高模

型在复杂样本分布下的表现。 
动态加权的二元交叉熵损失函数通过引入样

本类别的不同权重，使得正负样本的损失对模型训

练的影响不对称。模型在训练时，根据样本的类别

调整损失的大小，在正负样本数量极为不平衡的情

况下，增加少数类别的权重，以确保其对最终损失

函数的贡献更大，从而缓解正负样本不平衡带来的

影响。在加权的基础上，损失函数仍采用传统的二

元交叉熵形式进行计算。对于每个样本，计算正类

和负类的交叉熵损失，并根据类别权重进行加权，

最终的动态加权的二元交叉熵损失为 

 

BCEwithWei
1

ght
1 ˆ( log

ˆ(1 ) log(1 ))

N

i i
i

i i
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N
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ω
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+
=
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= − +

− −

∑
 (8) 

式中：2 个类别权重参数ω+和ω−分别表示正样本

和负样本的权重，正类权重ω+固定为 1，负类权重

ω−初始为 1，初始控制参数 d 为 0，每经历 250 000 
次迭代进行一次调整，当第 k 次调整时，负类权

重为 

 ( ) 1 , 1
20

k k
k

ω− = ≥  (9) 

随着训练进行，负类权重呈单调递减趋势，导

致模型逐渐降低对负类样本的惩罚力度，该策略迫

使模型在训练后期更加关注正类样本的学习，从而

缓解类别分布不平衡带来的偏差。为了进一步提高

模型的鲁棒性，并抑制模型参数的过度变化，引入

了 Lipschitz 正则化项，其损失由所有 Lipschitz 约

束层的Lipschitz常数乘积计算得到，如式(10)所示。

最终，Lipschitz 正则化项与动态加权的二元交叉熵

损失函数结合，形成总损失函数为 
 



   

第 1 期 张冰钰，等：结合隐式几何编码与 Lipschitz 线性约束的保守包围盒构造方法 157 

 

 Lipschitz l lipc
l=1

= || ||
L

WL ∏  (10) 

 total BCEwithWeight Lipschitz*L L λ L= +  (11) 

式中：L 表示网络层数； l lipc|| ||W 为对应网络层的

Lipschitz常数；λ表示Lipschitz约束的权重超参数。 

2  实验分析 

2.1  数据集及评价指标 
为验证基于 Lipschitz 约束的神经包围盒拟合

结果的有效性，本文在 ShapeNet 数据集[25]及斯坦

福大学三维扫描存储库数据集进行实验，部分模型

如图 5 所示。ShapeNet 是一个大规模的三维形状数

据集，包括 ShapeNetCore 和 ShapeNetSem 2 个子

集。其中，ShapeNetCore 包含约 55 000 个三维模

型，涵盖 55 个常见类别。而 ShapeNetSem 包含超

过 270 000 个三维模型，并提供了更丰富的语义标

签，包括物体属性和材料信息等。斯坦福大学的三

维扫描存储库的三维模型主要由激光扫描仪获取，

涵盖了从简单物体到复杂雕像的多样化几何结构，

为渲染算法的开发和验证提供了丰富的测试样本。

存储库中共有 9 个模型，涵盖宗教雕像、动物、手

稿和文化符号等类别。 

 

图 5  数据集模型图片((a) ShapeNet 数据集部分模型;  
(b) 斯坦福大学三维扫描存储库) 

Fig. 5  Dataset model images ((a) ShapeNet partial models; 
(b) The Stanford 3D scanning repository) 

 
三维模型均经过体素化处理作为输入，选取假

阴率 (False Negative Rate, FNR)、假阳率 (False 
Positive Rate, FPR)和单条光线完成一次查询所用

的时间(Tavg)作为主要评估指标。其中，假阴率指

真实属于目标物体内部的空间区域中，被模型错误

判断为外部区域的比例，即 

 FNFNR
TP FN

=
+

 (12) 

式中：TP 表示模型正确预测为占据的点数；FN 表

示真实占据但模型预测为非占据的点数。 
假阳率表示预测为物体内部但实际为空区域

所占的比例，反映模型拟合的紧致程度，假阳率越

低，表明冗余空间越少，效率越高，即 

 FPFPR
TN FP

=
+

 (13) 

式中：TN 表示模型正确预测为非占据的点数；FP
表示真实非占据但模型预测为占据的点数。 

单条光线查询耗时用于评估空间查询任务的

计算效率，指模拟一次完整光线与包围结构交互所

需的平均时间，通过多次计算取均值，保证其统计

稳定性，即 

 
1000

avg
1

1=
1000 i

i
T t

=
∑  (14) 

式中：ti 表示光线查询的总耗时。 
上述指标均通过比较预测结果与真实三维体

素数据之间的差异获得。其中，预测输出采用固定

阈值进行二值化判断，真实标签来源于标准体素模

型，通过逐点查询得出每个空间位置的真实占据状

态，两者的逐点差异被统计为假阴、假阳或正确预

测，进而计算上述比例指标。 
为了模拟实际渲染任务中光线与目标物体的

交互行为，本文在评估阶段引入基于空间点的光线

查询机制。光线随机生成，每条光线均在其路径上

进行等间距采样 500 个点，形成一组具有方向性的

空间点集，并批量输入模型，以计算单条光线的查

询时间。为避免光线方向对评估结果产生偏差，本

文采用统一采样范围与步长，保证每轮评估中光线

数量与采样密度一致，并采用 1 000 条光线的平均

结果作为单条光线查询时间，避免因少量光线的特

殊性导致误差放大。 
2.2  实验设置 

硬件环境为： Intel(R) Xeon(R) Gold 6152 
CPU+NVIDIA GeForce RTX 3090+30 GB RAM。 

软件环境为：Ubuntu 20.04+CUDA 12.1+PyTorch 
2.3.0+Python 3.9.20。  

模型训练最大迭代次数为 50 000 000 轮，训练

数据由 50 000 个区域组成，每个区域的采样点数

设定为 500。优化器采用 Adam，学习率设为 0.000 1，
动态加权的二元交叉熵损失函数中 Class Weight 每
250 000 次迭代进行一次更新，损失函数中 Lipschitz
正则化的权重为 0.01。 
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2.3  对比实验 

为了评估所提出的包围盒结构在拟合三维模

型任务中的表现，本文使用 ShapeNet 数据集和斯

坦福大学三维扫描存储库进行实验。对于 ShapeNet
数据集，使用全部 55 个常用类别，并在每类中随

机选取 3 个几何复杂度差异显著的代表性模型进

行测试。由于该数据集规模庞大，若在全部模型上

运行将带来极高的计算成本，故采用此抽样策略，

在保证几何多样性的同时控制计算成本。对于斯坦

福大学三维扫描存储库，使用了其中全部 9 个三维

模型。实验中与多个经典方法进行了点、盒、平面

和光线查询，FNR 严格为 0，FPR 取所有模型的平

均值，结果见表 1 和图 6。实验选取 AABB，OBB，
Sphere 和 k-DOP 共 4 种经典包围盒结构，以及结

合神经网络的优化包围盒的 3 种方法 NN[17]，

NBE[17]与 SCNI[18]，还有 DRFC[12]包围笼生成方法

作为对比方法，并在 Point，Box，Plane 和 Ray 共

4 种不同的查询方法下评估模型性能。其中，NN

方法基于 MLP，优化网络参数来提高对复杂形状

的适应能力；NBE 在 NN 方法基础上加入早停机

制；SCNI 方法在网络训练拟合过程中运用自适应

仿射技术。实验结果表明，在经典包围盒结构中，

k-DOP 结构相较于 AABB，OBB 和 Sphere 结构能

够提供更紧致的包围盒，但存在较大的误差。在经

过神经网络优化后，各包围盒方法 FPR 明显降低，

且可 整体保持在 3%至 10%的较低水平，表现出更

强的精度一致性与拟合稳定性。与神经网络方法相

比，本方法在 4 种查询方法上误差均有下降。其中，

在点查询中，相较于经典包围盒算法误差最高降低

74.2%，相较于神经网络方法最高降低 2.7%；在盒

查询中，相较于经典包围盒算法误差最高降低

52.6%，相较于神经网络方法最高降低 3.4%；在平

面查询中，相较于经典包围盒算法误差最高降低

60.6%，相较于神经网络方法最高降低 3.7%；在光

线查询中，相较于经典包围盒算法误差最高降低

65%，相较于神经网络方法最高降低 2.4%。    
 

表 1  不同包围盒方法的 FPR 对比 
Table 1  Comparison of FPR for different methods of bounding boxes 

方法 
ShapeNet 数据集 斯坦福大学三维扫描存储库 

Point Box Plane Ray Point Box Plane Ray 

AABB 49.3 45.4 55.2 69.2 66.6 51.2 49.6 70.2 

OBB 42.1 49.2 58.4 63.3 51.2 41.9 45.3 65.6 

Sphere 54.2 56.7 64.9 70.3 77.4 56.3 59.3 71.9 

k-DOP 34.5 40.9 41.6 62.3 45.2 51.8 42.3 68.3 

NN 4.2 6.1 7.6 6.9 5.9 7.5 8.2 8.7 

NBE 3.9 5.5 6.2 7.5 5.5 7.5 8.4 8.3 

SCNI 4.2 4.6 6.4 7.9 5.6 7.8 9.6 9.3 

DRFC 11.6 12.4 23.1 29.9 10.4 16.6 26.7 32.8 

Ours 3.5 4.1 4.3 5.5 3.2 4.4 5.9 6.9 

注：加粗数据表示最优值。 

 

 
 

图 6  各种包围盒方法的 FPR 对比图((a) ShapeNet 数据集；(b) 斯坦福大学三维扫描存储库) 
Fig. 6  Comparison of FPR for each bracketed box methodology ((a) ShapeNet dataset; (b) Stanford 3D scanning repository)            

 



   

第 1 期 张冰钰，等：结合隐式几何编码与 Lipschitz 线性约束的保守包围盒构造方法 159 

 
本文针对 Bunny 模型的 4 种查询方式(Point，

Box，Plane，Ray)与基准方法 NBE 进行对比实验，

记录不同迭代次数下的 FNR 变化情况。由于迭代

次数过多，因此每 50 000 次迭代选取一次数据进行

记录与绘制，如图 7 所示。在训练过程中，本文方

法相较于基准模型展现出更优的收敛性，FN 率始

终保持在较低水平。当 FNR 逐步收敛至 0 时，基

准模型仍存在显著的漏检现象，而本文方法在不同

查询策略下均能稳定维持 FNR 为 0。说明本文方法

能够有效地降低 FNR，提高包围盒的适用性和精度。 

 
图 7  基准模型与本文方法 FNR 对比 

Fig. 7  Comparison of FNR between the benchmark model and the method in this paper ((a) Point; (b) Plane; (c) Box; (d) Ray)  
 

单条光线查询的时间对比见表 2。神经网络方

法在查询时间上无法与经典包围盒方法匹敌，但是

与目前主流的 k-DOP 包围盒的查询速度相当，并

且神经网络方法在紧密性方面有着更大的优势。本

文方法相较于其他基于神经网络拟合包围盒的优

化方法，其计算开销得到了控制，相比于 NN 方法，

本文方法的查询时间下降了 25.56 ms，相比于基准

NBE 方法，时间下降了 1.70 ms。实验表明，本文

方法在时间与精度之间取得了良好的平衡，在高精

度包围盒拟合任务中具备一定的应用价值。 
 

表 2  单条光线查询时间对比/ms 
Table 2  Comparison of single ray query time/ms 

方法 时间 
AABB 2.83 
OBox 2.85 
Sphere 2.49 
k-DOP 43.26 

NN 71.38 
NBE 47.52 
SCNI 55.85 
DRFC 65.44 
Ours 45.82 

注：加粗数据表示最优值。     

2.4  实验可视化 
基于神经网络的包围盒方法 SCNI，NNE，NN

以及本文提出的包围盒方法可视化分析如图8所示。 
 

 
 

图 8  模型包围盒可视化对比 
Fig. 8  Visual comparison of model bounding boxes  

((a) Ours; (b) SCNI; (c) NN; (d) NBE) 
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其中，Airplane 模型结构规则、Bunny 模型细节丰

富、Teapot 模型曲面复杂且具有典型的中空结构，

涵盖了不同类型的三维结构形态，具有代表性。

SCNI，NNE 和 NN 方法在对复杂结构建模时，均

存在一定程度的冗余包围区域，尤其在细节边界或

曲率较大的区域，拟合边界与真实模型之间仍存在

可见偏差。本方法在多个三维模型上均表现出稳定

的拟合效果，所生成的神经包围盒能够有效减少冗

余空间，紧密包围原模型，同时使得 FNR 为 0，并

有效降低 FPR。实验结果表明，本方法不仅适用于

简单规则的物体，对于复杂形态物体同样具备良好

的适应能力，在高精度包围盒拟合任务中展现了较

高的应用价值。 
2.5  消融实验 

为了评估 Lipschitz 线性约束与隐式几何编码

在神经包围盒中的作用，验证本文方法 2 个模块的

有效性，针对 Bunny 模型的光线查询任务，研究隐

式几何编码器和 Lipschitz 约束在降低 FPR 和光线

查询时间上的作用。消融实验结果见表 3。以

Baseline 方法作为对比，引入隐式几何编码器后，

FPR 降低了 1.2%，时间减少了 3.1 ms，说明隐式

几何编码器在提高包围盒拟合精度的同时，能够优

化计算效率。仅引入 Lipschitz 约束后，FPR 降低

了 1.7%，计算时间下降了 2.7 ms，说明 Lipschitz
约束有助于提高模型的收敛稳定性和泛化能力，使

得包围盒拟合更加精确。 
 

表 3  消融实验结果对比 
Table 3  Comparison of ablation experiment results 

方法 FPR/% 时间/ms 

Baseline 7.6 46.3 

ImplicitNet 6.4 43.2 

Lipschitz 5.9 43.6 

ImplicitNet+Lipschitz 4.9 45.1 

注：加粗数据表示最优值。 

 
当隐式几何编码器和 Lipschitz 约束联合使用

时，FPR 相比 baseline 方法下降了 3.1%，相比单独

使用隐式几何编码器和 Lipschitz 方法也分别下降

了 1.5%和 1.0%，表明两者的结合能够最大程度地

减少错误包围，提高拟合精度。此外，本文方法相

比 Baseline 方法计算效率提升了 1.7 ms。 
消融实验表明隐式几何编码结构和 Lipschitz

约束在优化包围盒拟合精度方面均有积极作用，两

者的联合使用能够在降低 FPR 的同时，保持较优

的计算效率，从而实现更高效且精确的神经包围盒

拟合。 
2.6  参数敏感性实验 

本文采用结合动态加权的二元交叉熵损失函

数与 Lipschitz 正则化项的方法，引导模型学习更

加区分性强、边界平滑的隐式几何特征。为了平衡

2 种损失项对训练目标的影响，引入超参数 λ控制

Lipschitz 正则项在总损失中的权重。为系统评估

不同𝜆𝜆设置对模型性能的影响，在 ShapeNet 数据集

的 Airplane 模型上进行实验，将 λ 从 0 到 0.09 以

0.01 为间隔逐步变化，并观察对应的假阳率 FPR
表现。如图 9 所示，随着 λ增大，模型边界逐渐收

敛、预测更平滑，但正则过强时会限制模型的表达

能力，导致假阳率上升。实验结果表明，当 λ = 0.01
时，模型在保持假阴率为 0 的同时取得最低的假阳

率，整体性能最优。因此，本文在后续所有实验中

统一采用该权重设置。 

 
图 9  参数 λ在 Airplane 模型上的性能比较 

Fig. 9  Performance comparison of parameter λ on  
airplane model 

 
同时，为评估动态加权策略中参数 k 对模型性

能的影响，设计了若干种负类权重更新方案，设置

不同的权重衰减公式中的参数 c 来间接反映 k 对模

型的影响，从而调节负类权重下降速率，实质上等

价于对 k 变化趋势的控制。设置参数 c 分别为 20，
40，60 和 80，在训练过程中模拟不同的动态调整

策略，影响每次更新时负类权重的下降速度，实验

结果如图 10 所示，随着参数 c 的增大，4 类查询方 

 
图 10  参数 c 在 Airplane 模型上的性能比较 

Fig. 10  Performance comparison of parameter c on  
airplane model   
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式的 FPR 均呈现一定程度的上升趋势，说明当负

类权重下降过慢时，模型更倾向于扩大预测区域，

导致更多负类样本被错误判为正类。实验结果表

明，参数 c=20 时，在维持零假阴率的同时，实现

了最小的假阳率，显著提升模型的性能表现。 

3  结论与展望 

本文针对神经包围盒在光线查询任务中的计

算开销和误检问题，分析和总结了现有方法在不同

几何结构下的适应性及其局限性。针对这些问题，

本文提出了一种结合 Lipschitz 线性约束与隐式几

何编码结构的神经包围盒优化方法，该方法能够在

保证紧密包围目标模型的同时，降低误检率，并优

化查询效率。实验结果表明，所提出的方法在不同

查询任务下均能保证 FNR 降低到 0，形成保守的包

围盒结构，并在 FPR 与查询时间之间取得良好的

平衡。由于本文研究聚焦于保守神经包围盒在静态

三维模型中的高精度与高效率拟合，当前工作主要

基于静态场景展开。未来将进一步拓展方法在动态

环境与复杂几何结构中的适应能力，以增强其在实

时渲染、光线追踪与物理仿真等实际应用中的广泛

适用性与工程价值。 
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