
第 17 卷 第 7 期 食 品 安 全 质 量 检 测 学 报 Vol. 17 No. 7 

2026 年 4 月 Journal of Food Safety & Quality Apr. , 2026 

 

                            

收稿日期:  2026-02-03  
基金项目: 2023 年度宁夏回族自治区青年科技托举人才培养项目(宁科协发组字〔2024〕6 号); 宁夏科技惠民项目(2024CMG03049) 

第一作者/*通信作者: 张译匀(1996—), 女, 硕士, 助理工程师, 主要研究方向为食品质量安全。E-mail: 793787105@qq.com 

*通信作者: 姚博伟(1993—), 女, 硕士, 工程师, 主要研究方向为应用微生物及食品质量安全。E-mail: ybw2016@sina.com 
 

DOI: 10.19812/j.cnki.jfsq11-5956/ts.20260203002 
引用格式: 张译匀, 姚博伟, 朱秋楠, 等. 基于高光谱成像的玉米渣中伏马菌素快速无损检测模型研究[J]. 食品安全质量

检测学报, 2026, 17(7): 110–119.  
ZHANG YY, YAO BW, ZHU QN, et al. Study on rapid and nondestructive detection model of fumonisin in corn residue based 
on hyperspectral imaging [J]. Journal of Food Safety & Quality, 2026, 17(7): 110–119. (in Chinese with English abstract). 

基于高光谱成像的玉米渣中伏马菌素快速无损检

测模型研究 

张译匀*, 姚博伟*, 朱秋楠, 张文轩, 段丽娟 
(宁夏计量质量检验检测研究院, 银川  750200) 

摘  要: 目的  探索采用高光谱成像技术(hyperspectral imaging, HSI)(光谱范围 900~1700 nm)结合深度学习方

法构建玉米渣中伏马菌素(fumonisin, FUMs)快速无损检测模型的可行性。方法  通过人工制备含不同浓度梯

度 FUMs (0~6 mg/kg)的玉米渣样品(共 175 个), 经多元散射校正(multiplicative scatter correction, MSC)预处理

消除干扰后, 采用无信息变量消除法(uniformative variable elimination, UVE)与变量组合群体分析法(variable 

combination population analysis, VCPA)筛选出 26 个关键特征波长。结果  对比偏最小二乘回归(partial least 

squares regression, PLSR)、支持向量机(support vector machine, SVM)、卷积神经网络(convolutional neural 

network, CNN)、长短期记忆网络(long short-term memory, LSTM)、门控循环单元(gated recurrent unit, GRU)和

注意力机制(Attention)等模型后, 发现 CNN-GRU-Attention 融合模型表现最优: FUMs 检测的预测决定系数达

0.9328、预测均方根误差为 0.3931、预测偏差比为 3.8247。结论  本研究建立的检测方法实现了 FUMs 的快

速、精准、无损同步检测, 为谷物真菌毒素检测提供了新的技术路径, 也为深度学习在光谱分析领域的应用提

供了参考。 
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Study on rapid and nondestructive detection model of fumonisin in corn 
residue based on hyperspectral imaging 

ZHANG Yi-Yun*, YAO Bo-Wei*, ZHU Qiu-Nan, ZHANG Wen-Xuan, DUAN Li-Juan 
(Ningxia Academy of Metrology & Quality Inspection, Yinchuan 750200, China) 

ABSTRACT: Objective  To explore the feasibility of constructing a rapid and nondestructive detection model for 

fumonisin (FUMs) in corn residue using hyperspectral imaging (HSI, spectral range 900–1700 nm) combined with 

deep learning methods. Methods  Corn bran samples containing a concentration gradient of FUMs (0–6 mg/kg) 

were artificially prepared (total of 175 samples). After removing interference through multiplicative scatter correction 
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(MSC) preprocessing, the univariate variable elimination (UVE) and variable combination population analysis (VCPA) 

methods were used to identify key feature wavelengths for FUMs (26 wavelengths), respectively. Results  After 

comparing models including partial least squares regression (PLSR), support vector machine (SVM), convolutional 

neural network (CNN), long short-term memory (LSTM), gated recurrent unit (GRU) and Attention, the 

CNN-GRU-Attention fusion model demonstrated optimal performance: For FUMs detection, the prediction 

coefficient of determination reached 0.9328, the root mean square prediction error was 0.3931, and the prediction 

deviation ratio was 3.8247. Conclusion  The established detection method enables rapid, precise and nondestructive 

simultaneous detection of FUMs, providing a novel technical pathway for grain mycotoxin detection and offering 

reference for the application of interpretable deep learning in spectral analysis. 
KEY WORDS: corn residue; fumonisins; hyperspectral imaging; interpretable deep learning 
 
 

0  引  言 

玉米是世界范围内三大重要粮食作物之一, 其加工

产品玉米渣因质地细腻、营养价值较高, 在食品加工、动

物饲料以及工业应用中具有广泛用途。然而, 玉米在种植、

生长、采收和储藏等环节易引发真菌毒素污染。其中, 伏
马菌素(fumonisins, FUMs)是玉米制品中最典型的污染物

之一, 具有明显的神经毒性、免疫抑制效应以及潜在致癌

风险。在所有 FUMs 类型中, B 族 FUMs 在环境分布范围

和毒性危害方面最为突出, 其中伏马菌素 B1 (fumonisins 
B1, FB1)和伏马菌素 B2 (fumonisins B2, FB2)毒性最强, 也是

粮食与饲料中最主要的存在形式。研究表明, 在玉米类谷

物 FUMs 污染中, FB1 的检出量通常占总量的 70%~80%, 
FB2 约占 15%~25%[1]。 

FUMs 具有较强的热稳定性, 即使在 100 ℃条件下处

理 30 min, 其结构仍难以破坏 , 因此在食品或饲料加工

过程中很难彻底清除。目前国际上针对食品中 FUMs
的限量标准尚未统一 , 我国相关研究起步较晚 , 尚未

制定食品领域的明确限量要求。相比之下 , 欧盟已对未

加工玉米、直接食用玉米制品及婴幼儿谷物食品设定

限量值 , 分别为 4.0、1.0 和 0.2 mg/kg; 美国规定食用

玉米中 FUMs 最大允许值为 2 mg/kg。而在饲料及原料方

面, 我国 GB 13078—2017《饲料卫生标准》规定 FB1 与 FB2

总量限值为 60 mg/kg[2–4]。 
近年我国食用玉米制品及饲料中 FUMs 的阳性检出

率持续保持高水平, 且污染趋势呈上升态势[1]。不同区域

调查结果显示, 中部地区 FUMs (FB1+FB2)检出率最高(约
50.0%), 华北地区次之(约 45.0%); 而在检测浓度方面, 西
北、中部及东北地区均出现超过 2 mg/kg 的样品[5]。此外, 
我国主要玉米产区中 FUMs (FB1+FB2)的检出率范围为

28.00%~100.00%[6]。XING 等[7]对河北、山东和河南 3 省

44 份玉米样品检测结果显示 FUMs 检出率达到 100%; 谭
莉等[8]在吉林省 240 份玉米样品中发现 FB1 与 FB2 检出率

分别高达 96.7%与 98.3%。因此, 构建一种快速、精准且无

损的玉米渣中 FUMs (FB1+FB2)检测技术, 对于提升食品

安全监管水平和维护市场秩序具有重要意义。 
目前真菌毒素检测主要依赖高效液相色谱法 (high 

performance liquid chromatography, HPLC)以及超高效液相

色谱-串联质谱法(ultra performance liquid chromatography- 
tandem mass spectrometry, UPLC-MS/MS), 这类方法灵敏

度与特异性较高 , 但通常需要复杂的前处理 , 检测耗时

长、试剂成本高, 对操作人员专业能力要求较强, 难以满

足食品生产现场对实时快速筛查和大批量检测的需求。在

此背景下, 无损快速检测技术逐渐成为研究重点。高光谱

成像技术由于能够同时获取样品的光谱信息与空间分布特

征, 在不破坏样品的条件下, 通过捕捉毒素与玉米渣基质

在特定波段下的光谱响应差异(如官能团振动吸收与散射

特征), 实现毒素含量的快速预测[9]。 
传统高光谱定量分析中常采用偏最小二乘回归

(partial least squares regression, PLSR)、支持向量机(support 
vector machine, SVM)等机器学习方法, 这些模型结构简

单、训练效率较高, 能够在一定程度上挖掘光谱数据与毒

素浓度之间的线性或低阶非线性关系, 并具有较好的应用

基础。然而, 面对复杂的高维光谱信息以及粒径、水分等

基质干扰因素时, 这类方法对高阶特征的提取能力有限, 
模型鲁棒性仍有待提升。 

近年来, 深度学习模型如卷积神经网络(convolutional 
neural network, CNN)、长短期记忆网络(long short-term 
memory, LSTM)、门控循环单元(gated recurrent unit, GRU)
以及融合注意力机制(Attention)的网络结构显示出更强的

优势。这类模型能够以端到端方式自动学习光谱数据中的

深层非线性特征, 减少对人工特征工程的依赖; 其中 CNN
擅长提取局部光谱细节, LSTM/GRU 能够刻画序列依赖特

征, 而 Attention 可进一步强化关键波段信息, 使模型在处

理高维复杂光谱数据时预测精度显著优于传统方法[10–12]。 
基于上述背景, 本研究提出一种结合高光谱成像与

深 度 学 习 的 玉 米 渣 FUMs 检 测 方 案 , 利 用

CNN-GRU-Attention 等模型的深层特征提取能力, 挖掘与
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毒素含量相关的微弱光谱差异, 从而提升复杂基质条件下

的检测准确性。本研究将系统介绍实验设计、模型构建, 为
玉米渣中真菌毒素的快速无损检测提供新的技术路径, 并
为深度学习在光谱分析领域的进一步应用提供参考依据。 

1  材料与方法 

1.1  材料与试剂 

均匀适中颗粒(0.5~1.0 mm)光谱信号稳定性最佳, 能
更好地反映样品内部化学组分(如 FUMs)的特征光谱, 有
助于提升高光谱成像技术检测模型的准确性与稳定性, 契
合高光谱成像技术在谷物加工制品检测中的应用需求, 而
过细颗粒(如小于 0.25 mm)虽光谱重复性较好, 但可能增

加样品团聚风险 , 导致光谱信号出现偏差 , 可能因颗粒

团聚影响检测准确性, 过粗颗粒(如大于 1.5 mm)表面粗

糙度较高, 光散射不均匀, 会降低光谱数据的一致性, 导
致检测模型的分类误差增大, 影响 FUMs 等污染物的检测

精度[3]。故本研究选用了产自宁夏山逗子杂粮绿色食品科

技开发有限公司的玉米渣预包装产品, 其玉米颗粒度(中
位粒径)为 0.5~1.0 mm(符合 GB/T 5507—2008《粮油检验 
粉类粗细度测定》标准)。 

FB1标准溶液、FB2标准溶液(色谱纯, 质量浓度1 g/mL, 
上海安谱实验科技股份有限公司)。 

1.2  仪器与设备 

HyperSIS-NIR高光谱成像系统(光谱范围 900~1700 nm, 
北京卓立汉光仪器有限公司), 该系统可连续采集 256 个光

谱波段, 光谱分辨率为 5 nm, 系统硬件由高光谱成像光谱

仪、CCD 相机、4 盏 35 W 卤钨灯、电子位移平台及计算

机组成。 

1.3  样品制备 

先对购买来的玉米渣中 FUMs (FB1+FB2)进行原始检

测, 确认其为无毒素基质。将 FB1 和 FB2 标准溶液配制为

100 mg/mL 的 FUMs (FB1+FB2)混合标准溶液, 将标准品添

加至无毒素玉米渣基质中并充分混匀 , 制备 FUMs 
(FB1+FB2)原始污染样(10 mg/kg)。参考欧盟规定玉米中

FUMs (FB1+FB2) 的 MRLs 为 4 mg/kg, 将上述原始污染样

与无毒素基质定量混合 , 构建毒素的污染浓度梯度 : 
FUMs (FB1+FB2)梯度设为 0、0.5、1.5、3.0、6.0 mg/kg。
每个浓度梯度制备 35 个平行样品, 每个样品取 15 g 平铺

于直径 5 cm 的培养皿中, 总计 175 个样品用于后续高光谱

数据采集。 

1.4  高光谱成像系统及数据采集 

由于高光谱成像过程易受外界光散射、噪声等干扰, 
为保证数据稳定性, 系统整体置于密闭金属箱内, 以完全

消除环境光的影响。样品采集前需将系统开机预热 30 min, 
确保设备处于最佳工作状态。将样品置于电子位移平台后, 
设定核心采集参数: 平台移动速度 20 mm/s, 光源与样品

间距 40 mm, 曝光时间 3 ms[2]。 
采集完成的高光谱图像需进行黑白校正, 以消除系

统暗电流、光源不均匀性等带来的误差, 校正计算如公式

(1)所示:  

 
100%I DR

W D
−= ×
−

      (1) 

式中: I 为样本初始光谱图像; W 为白色参考图像; D 为暗电

流图像; R 为校正后光谱图像。 
其中, 暗电流图像 D 通过盖上相机镜头盖(反射率≈0%)

采集, 白色参考图像 W 通过白色聚四氟乙烯平板(反射率

大于 99%)采集, 以分别模拟“无反射”与“全反射”的极端场

景, 确保校正效果。 

1.5  玉米渣样品光谱提取 

在本研究的光谱检测阶段, 实验样本的光谱扫描图

谱易受到实验平台稳定性及光源照射条件(如光强波动、波

长稳定性差异)的干扰, 进而可能引发图谱基线漂移或特

征峰偏移[13–14]。为消除上述干扰对数据质量的影响, 研究

通过在各样本校正图像中选取感兴趣区域 (region of 
interest, ROI), 并对所提取 ROI 的光谱反射率值进行平均

计算, 最终获得用于后续数据分析的标准化光谱数据。 

1.6  数据处理方法 
1.6.1  剔除异常值 

受限于样品采集环节的复杂变量(包括人为操作偏

差、环境光线干扰、仪器运行误差), 采集数据中不可避免

会存在异常值[15]。这些异常值会对模型的学习过程产生干

扰, 导致其预测能力下降, 故需在模型构建前排除异常值

的影响。本研究采用蒙特卡洛方法进行异常值剔除, 该方

法借助随机模拟生成多组数据集, 通过统计分析手段精准

定位并筛选离群值, 在实际应用中展现出良好的异常值剔

除可靠性[16–17]。 
1.6.2  数据分集 

本研究在剔除数据集中的异常值后, 获得 160 个有效

样本。基于随机抽样(random sampling, RS)算法, 将两类指

标的有效样本均按 3:1 的比例划分为校正集与预测集[18]。

校正集被用于模型的构建与参数校正, 预测集则作为独立

数据集, 用于检验所建模型的泛化能力与评估精度[19]。 
1.6.3  数据预处理 

预处理的核心目的在于进一步消除光谱数据中的噪

声、散射及基线漂移, 以此获取更有效的建模光谱信息并

提升模型的预测精度[20]。为验证不同预处理方法的实际效

能, 本研究选取 5 种预处理算法开展迭代性测试, 具体涵

盖滤波(savitzky-golay, SG)、归一化(Normalize)、基线校正
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(Baseline)、标准正态变量变换 (standard normal variate 
transformation, SNV)及多元散射校正(multiplicative scatter 
correction, MSC)。 
1.6.4  特征波长的选择 

高光谱数据普遍存在维度高、波段间相关性强的特点, 
若直接采用全谱段构建分析模型, 易引入大量冗余信息与

噪声干扰, 不仅会增加模型计算的复杂性, 还可能降低其

分析精度[21–22]。为此, 本研究综合运用多种变量选择与降

维方法对光谱数据进行处理, 以筛选出能表征全波段核心

特征的重要变量 , 具体包括竞争性自适应重加权采样法

(competitive adaptive reweighted sampling, CARS)、无信息

变量消除法(uninformative variable elimination, UVE)、变量

组合群体分析法(variable combination population analysis, 
VCPA), 旨在通过有效降维缩短计算时长, 提升模型的准

确性与稳定性[23]。 

1.7  建模方法 

1.7.1  机器学习 
选取单一算法类模型中的 PLSR 与 SVM 进行建模分

析。为保证模型训练与验证的客观性, 所有样本数据均通

过随机抽样方式按 3:1 的比例划分为校正集和预测集; 同
时, 为减少数据划分随机性可能带来的偏差并避免模型过

拟合, 建模过程中采用交叉验证策略以优化模型参数、提

升最终模型的稳定性与可靠性[24]。 
1.7.2  深度学习 

选用深度学习领域中的两种融合架构模型, 分别为

CNN-LSTM-Attention 与 CNN-GRU-Attention 进行建模分

析。其中, CNN 擅长捕获光谱数据中的局部空间特征与细

节模式, LSTM 和 GRU 则分别通过特殊的门控机制有效处

理时序依赖关系(LSTM 更侧重缓解长序列梯度消失问题, 
GRU 则以更简洁的结构实现高效时序建模), 而 Attention
的引入可进一步增强模型对关键特征的权重分配能力, 三
者融合能充分发挥各自优势以提升复杂光谱数据的建模效

能, 最终提升模型的稳定性与预测可靠性[25–28]。 

1.8  模型评价标准 

本研究通过多项性能指标对校准模型的准确性开展

系统评估, 具体包括校准决定系数(Rc
2)、校准均方根误差

(root mean square error of calibration, RMSEC)、预测决定系

数 (RP
2) 、预测均方根误差 (root mean square error of 

prediction, RMSEP) 及 预 测 偏 差 比 (residual prediction 
deviation, RPD)[29]。模型稳健性的判别标准明确为: 较高的

决定系数(Rc
2、RP

2)、较大的 RPD 值与较低的均方根误差

(RMSEC、RMSEP)。各指标的计算均参照公式(2)~(4)执行: 
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式中: yi、 ˆiy 、 y 和 yσ 分别代表响应变量的测量值、预测

值、均值和标准差值; n 代表样本数量。 

1.9  数据处理 

本研究中光谱数据预处理方法包括: SG、Normalize、
Baseline、SNV、MSC 等 5 种方法。定量方法包括 PLSR、

SVM、CNN-LSTM-Attention 及 CNN-GRU-Attention 等 4
种方法。模型效果评价主要由 RMSEC、RMSEP 和 RPD
等参数决定。上述数据处理均采用 MATLAB R2024b 软件。

数据预处理、质量评价模型构建与效果评价均在 The 
Unscrambler X 10.4 软件中进行 , 数据生成图片处理由

Origin Pro 2025 软件完成。 

2  结果与分析 

2.1  光谱分析结果 

由图 1 可见, 玉米样本集的平均光谱反射率曲线整体

趋势高度一致, 这一实验现象暗示各样本的化学组成未发

生根本性差异, 仅存在微量成分波动。在 900~1700 nm 的

目标光谱区间内, 玉米样本的反射率数值稳定在 0~0.8 范

围, 且所有样本均在 970、1200、1450 nm 附近出现特征吸

收峰, 其形成机制与玉米体内官能团的振动特性密切相关: 
970 nm附近的吸收峰源于 O-H伸缩振动的二级倍频, 这一

振动模式是淀粉分子中羟基(-OH)的典型光谱响应[30], 淀
粉分子通过-OH 形成分子间氢键, 构成稳定的结晶结构。

当玉米渣受到 FUMs 污染时, 产生 FUMs 的镰刀菌会分泌

淀粉酶, 分解淀粉分子中的糖苷键, 导致淀粉结晶结构破

坏, 游离-OH 数量增加; 同时, FUMs 分子自身含有的多个

-OH 会与淀粉游离-OH 形成氢键结合, 进一步增强该波段

的吸收强度。根据朗伯-比尔定律, 吸收强度与物质浓度正

相关, 因此随着 FUMs 污染浓度升高, 970 nm 波段的吸收

峰强度基本增强, 对应的光谱反射率呈现整体下降趋势; 
1200 nm 附近的吸收峰由 C-H 伸缩振动的一级或二级倍频

引发, 该峰既能反映玉米油脂成分的光谱特征, 也可通过

几丁质的 C-H 振动间接关联真菌污染信息[31], FUMs 污染

过程中, 镰刀菌在玉米渣中生长繁殖会消耗油脂等营养物

质, 导致油脂含量下降, 进而减弱 C-H 振动的吸收强度; 
但同时, FUMs 分子结构中的亚甲基(-CH2-)数量较多(分子

结构中含多个-CH2-链), 其 C-H 伸缩振动会在该波段产生

特征吸收, 且吸收强度随 FUMs 浓度升高而增强。二者协

同作用下, 1200 nm波段的吸收峰强度与 FUMs浓度呈现一

定相关性, 且该波段的光谱信号能同时反映真菌生长状态

与 FUMs 积累量, 成为区分污染样本与未污染样本的关键



114 食品安全质量检测学报 第 17 卷 
 
 
 
 
 

波段; 1450 nm 附近的吸收峰则是水分 (O-H)与蛋白质

(N-H)共同作用的结果 , 可综合指示玉米的水分含量与

蛋白分布 [32], FUMs 污染会显著改变玉米渣的水分与蛋

白质含量: 一方面 , 真菌生长繁殖过程中会消耗蛋白质

作为营养来源, 导致蛋白质分子中的 N-H 键数量减少 , 
减弱该波段的 N-H 振动吸收; 另一方面, 真菌代谢会产

生大量代谢水, 使玉米渣水分含量升高, 增强 O-H 振动

吸收。此外, FUMs 分子中的-OH 会与水分中的 O-H 形成

氢键, 进一步调节该波段的吸收强度。最终, 1450 nm 波

段的吸收峰强度随 FUMs 浓度变化呈现规律性波动, 且
与毒素浓度呈负相关, 可作为特征波段, 提升 FUMs 检

测的准确性。 
 

 
 

图 1  FUMs 的平均光谱曲线 
Fig.1  Average spectral curves of FUMs 

 
综上, FUMs 污染引发玉米渣光谱反射率下降的内在

逻辑的是: FUMs 自身分子官能团(-OH、-CH2-)的特征振动

与玉米渣基质成分(淀粉、蛋白质、水分)的官能团振动叠

加, 同时真菌生长导致基质成分发生结构性变化, 共同改

变了 970、1200、1450 nm 等关键波段的吸收强度, 进而表

现为光谱反射率随毒素浓度升高而规律性下降。这一构效

关系明确了上述特定波段作为 FUMs 检测特征波段的科学

依据, 也解释了本研究中 UVE 方法筛选的特征波长集中

于这些波段的合理性, 为后续模型简化与检测精度提升提

供了坚实的理论支撑。 
进一步观察发现, FUMs 的污染水平会显著影响样本

的光谱反射率: 随着毒素污染浓度的增加, 样本的光谱反

射率呈现规律性下降。利用不同样本原始光谱在吸收峰强

度、反射率绝对值上的差异特征, 可构建有效的区分依据, 
实现对各类污染样本的准确鉴别。 

2.2  光谱数据预处理结果 

光谱数据易受噪声、杂散光等无关信息干扰, 会降

低后续定量建模的准确性, 因此在构建模型前需对光谱

数据进行预处理, 以提升模型的预测精度。针对 FUMs
的研究中 , 均采用 SG、Normalize、SNV、Baseline 及

MSC 5种方法, 对 ROI内的光谱数据进行去噪预处理, 不
同预处理方法处理后的光谱平均反射率曲线如图 2 所示。 

为筛选最优预处理方法, 将原始光谱数据及经上述 5
种方法预处理后的光谱数据分别输入 PLSR、SVM、

CNN-LSTM-Attention及CNN-GRU-Attention 4种模型中进

行对比分析, 结果如表 1 所示。研究发现毒素在相同模型

下不同预处理方法的建模效果存在显著差异。其中, MSC
预 处 理 方 法 在 PLSR 、 CNN-LSTM-Attention 及

CNN-GRU-Attention 模型中均表现最优。具体表现为 : 
FUMs 经 CNN-GRU-Attention-MSC 建模的 RP

2 达 0.9467, 
RMSEP 为 0.3568; 上述指标均优于其他预处理方法(表 1)。
因此, 确定 MSC 为后续研究的最优光谱预处理方法。 

2.3  特征波长的选择结果 

高光谱数据具有高维度、相邻变量强相关性及显著共

线性特征, 其蕴含的部分低相关性成分会加剧模型训练的

复杂度与耗时, 同时降低建模效果与预测精度[33]。因此, 特
征波长提取为光谱数据分析的核心环节, 对简化模型结构、

提升计算效率与预测精度至关重要, 数据预处理后需通过

特征波长选择算法完成[4]。图 3 呈现毒素不同特征提取方法

的最优波长分布。结果显示, 对于 256 个光谱波长点, FUMs
通过 CARS、UVE、VCPA 方法分别提取 55、26、11 个关

键波长。这些光谱区主要对应色素、蛋白质、水分及脂肪等

物质。基于此, 将上述关键波段信息引入模型, 构建适用于深

度分析的简化模型, 以实现对掺假水平更快速、精准的预测。 
CARS 算法联合蒙特卡洛采样(设定采样次数为 50)与

PLSR, 借助自然选择原理筛选对模型贡献最优的波长变

量。针对 256 组光谱数据, 该算法通过运行 PLSR 模型, 以
交叉验证 RMSECV 为迭代优化目标, 将 RMSECV 达到最

小值时对应的波长确定为最终的最优变量组合。筛选得

到的特征波长多集中于 970、1200、1450 nm 附近, 与平

均光谱的吸收峰高度契合, 且多数特征波长与既往研究

已确定的相关波长存在关联性, 能够有效提升模型的预

测准确率。 
UVE 特征波长提取采用十折交叉验证策略, 对数据

进行中心化处理, 基于交叉验证 RMSECV 筛选最优潜变

量。该方法通过随机噪声矩阵评估光谱变量信息量, 结合

PLSR 筛选有效波长, 提取的特征波长在全波段分布更均

匀且多集中于波峰、波谷位置, 表明其特征提取更注重波

长间的综合作用。 
VCPA的特征波长提取基于相关性筛选强相关且非冗

余的变量组合, 借助主成分分析或因子分析实现数据降维, 
通过聚类算法划分同质群体, 并结合交叉验证评估群体区

分度选择少量特征波长。该算法运行时采用五折交叉验证



第 7 期 张译匀, 等: 基于高光谱成像的玉米渣中伏马菌素快速无损检测模型研究 115 
 
 
 
 
 

与数据中心化, 设定最大主成分得分 20、最佳子集采样数

1000、有效自由度迭代 50 次及最佳与最差子集比例 a=0.1; 
其选取的关键波长多位于波峰或波谷位置, 表明 VCPA 能

有效保留有效信息, 提升模型准确度。 
 

 
 

图 2  FUMs 的预处理光谱曲线 
Fig.2  Preprocessed spectral curve of FUMs 

 
表 1  样品光谱预处理数据建模结果 

Table 1  Modeling results based on spectral preprocessing of samples 

建模方法 预处理方法 
校正集 预测集 

Rc
2 RMSEC RP

2 RMSEP 

PLSR 

SG 0.8516 0.5261 0.8428 0.9562 

Normalize 0.8704 0.4736 0.8531 0.5534 

Baseline 0.8449 0.5027 0.8465 0.5851 

SNV 0.9071 0.4158 0.8412 0.6023 

MSC 0.9152 0.3919 0.8736 0.5311 

SVM 

SG 0.9072 0.2685 0.9125 0.2987 

Normalize 0.9651 0.1310 0.8954 0.3643 

Baseline 0.9122 0.2601 0.9136 0.2503 

SNV 0.9875 0.0790 0.8763 0.3979 

MSC 0.9832 0.0747 0.8765 0.3998 

CNN-LSTM-Attention 

SG 0.8904 0.4529 0.8777 0.5247 

Normalize 0.8496 0.5306 0.8729 0.5383 

Baseline 0.7991 0.6123 0.8121 0.6591 

SNV 0.9072 0.4154 0.8949 0.4877 

MSC 0.9168 0.3949 0.9083 0.4538 

CNN-GRU-Attention 

SG 0.9180 0.3857 0.8907 0.4821 
Normalize 0.9112 0.4126 0.9034 0.4614 
Baseline 0.9231 0.3789 0.8925 0.4825 

SNV 0.9316 0.3503 0.9200 0.4332 

MSC 0.9628 0.2665 0.9467 0.3568 
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图 3  FUMs 的特征波长提取结果 
Fig.3  Results of characteristic wavelength extraction for FUMs 

 
2.4  模型的建立结果 

有效波长筛选为精准回归模型的构建提供关键支撑。

挑选最优效能特征波长, 既能够达成数据维度压缩, 又能

最大程度削弱噪声冗余; 此外, 该操作还能增强模型可解

释性, 赋能潜在关联及内在规律的深度挖掘, 最终实现预

测精度优化与过拟合风险削减的作用[34–35]。分别使用全波

段和特征变量构建 PLSR、SVM、CNN-LSTM-Attention 和

CNN-GRU-Attention 4 种模型, 对玉米渣中 FUMs 进行定

量分析, 通过 R2、RMSEC、RMSEP 以及 RPD 对模型性能

进行评价, 各模型分析结果如表 2 所示。 
对于 FUMs 分析的机器学习模型, PLSR 的最优定量

分析模型为 CARS, 它的 RP
2、RMSEP、RPD 分别为

0.9119、0.4714、3.0872, SVM的最优定量分析模型为 UVE, 
它的 RP

2、RMSEP、RPD 分别为 0.9165、0.4347、3.5011, 
对于深度学习模型, CNN-LSTM-Attention 的最优定量分

析模型为 UVE, 它的 RP
2、RMSEP、RPD 分别为 0.9108、

0.4580、3.3624, CNN-GRU-Attention 的最优定量分析模型

为 UVE, 它的 RP
2、RMSEP、RPD 分别为 0.9328、0.3931、

3.8247。结果表明, 在 4 种定量分析模型中 UVE 的特征

提取方法具有明显的优势, 该算法提取 26 个特征变量, 
表现出良好的模型拟合性 , 在机器学习模型中 , 经过特

征提取的预测精度大体都有一定程度的提升, 但提升的

程度不高, 而对于深度学习模型, 只有 UVE 算法对全波

段的预测精度有了大幅度的提升, CARS 和 VCPA 的预测

精 度 并 未 得 到 改 善 。 在 4 种 建 模 方 法 中

CNN-GRU-Attention-MSC-UVE 成为最佳回归模型, 相较

于 PLSR、SVM、CNN-LSTM-Attention 模型准确率分别

提高了 0.0209%、0.0163%、0.0220%, RMSEP 分别降低

了 0.0783、0.0416、0.0649, RPD 分别提高了 0.7375、
0.3236、0.4623。 

综合分析表明 , CNN-GRU-Attention 模型在准确

性、特异性、灵敏度及精密度等评估指标上均取得最优

性能 , 其动态学习机制可实现对 FUMs 的精准检测与有

效评估。 
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表 2  基于有效波长预测毒素含量的回归模型性能 
Table 2  Performance of regression models based on effective wavelengths for toxin prediction 

建模方法 特征提取方法 
校正集 预测集 

Rc
2 RMSEC RP

2 RMSEP RPD 

PLSR 

RAW 0.9153 0.3958 0.8732 0.5337 2.8449 

CARS 0.9618 0.2656 0.9119 0.4714 3.0872 

UVE 0.9025 0.4667 0.9027 0.4662 3.1273 

VCPA 0.8736 0.4842 0.8959 0.4896 3.0001 

SVM 

RAW 0.9883 0.0711 0.8712 0.3985 3.1531 

CARS 0.9486 0.3085 0.8953 0.4833 3.1575 

UVE 0.8963 0.4403 0.9165 0.4347 3.5011 

VCPA 0.8651 0.5027 0.8468 0.5898 2.5792 

CNN-LSTM-Attention 

RAW 0.9160 0.3946 0.9075 0.4525 3.3265 

CARS 0.8773 0.4769 0.8686 0.5436 2.8146 

UVE 0.9001 0.4328 0.9108 0.4580 3.3624 

VCPA 0.8709 0.4902 0.8821 0.5147 2.9228 

CNN-GRU-Attention 

RAW 0.9343 0.3487 0.9201 0.4239 3.5491 

CARS 0.9441 0.3214 0.8713 0.5388 2.8238 

UVE 0.9498 0.3043 0.9328 0.3931 3.8247 

VCPA 0.9156 0.3977 0.8759 0.5293 2.8900 

 

3  结论与讨论 

本研究针对玉米渣中 FUMs (B1+B2)快速无损检测需

求, 构建了高光谱成像技术结合深度学习的同步检测技

术体系, 有效解决了传统检测方法周期长、破坏性检测

等关键问题, 为食品安全领域真菌毒素检测提供了新的

理论支撑与技术方案。 
研究通过系统的实验设计与数据分析, 明确了各环

节最优技术参数: 光谱预处理阶段, MSC 方法表现最优, 
可 有 效 消 除 噪 声 与 基 质 干 扰 , 使 FUMs 经

CNN-GRU-Attention-MSC 建模的 RP
2 达 0.9467, RMSEP 降

至 0.3568; 特征波长选择中, UVE 方法对 FUMs 通过深度

学习建模检测的特征提取效能突出, 筛选的特征波长均集

中于 970、1200、1450 nm 等与淀粉、水分、蛋白质相关

的特征波段, 为模型简化与精度提升奠定基础。建模性能

对比显示, CNN-GRU-Attention 融合模型展现出最优的定

量预测能力: 针对 FUMs, CNN-GRU-Attention-MSC-UVE
模型的 RP

2 达 0.9328, RMSEP 为 0.3931, RPD 为 3.8247; 其
融合架构可充分挖掘光谱数据的局部特征与时序依赖关系, 
优于 PLSR、SVM 及 CNN-LSTM-Attention 模型。 

在国内研究方面, 卢萍萍等[6]针对市售爆米花中真菌

毒素污染检测, 采用近红外光谱结合机器学习方法, 构建

的 FUMs 检测模型 RP
2 为 0.897, RMSEP 为 0.512, 模型精

度低于本研究(RP
2 0.9328、RMSEP 0.3931), 可能由于本

研究采用的 CNN-GRU-Attention 融合模型, 相比传统机

器学习算法 , 能更充分挖掘光谱数据的深层特征 , 同时

通过 UVE 特征波长选择进一步降低了基质干扰。此外, 
ZHANG 等[4]针对玉米中黄曲霉毒素 B1 的高光谱成像技术

检测 , 构建的多尺度特征注意力网络模型 RP
2 达 0.921, 

RPD 为 3.56, 与本研究模型性能接近, 但该研究检测对象

为完整玉米籽粒。 
国外 XING 等[7]针对华北平原玉米在自然干燥前后的

真菌及霉菌毒素分布开展研究, 采用高光谱成像技术结合

传统建模方法, FUMs 检测的 RP
2 为 0.883, RMSEP 为 0.557, 

其研究重点为毒素分布规律, 且未采用深度学习算法, 难
以充分挖掘光谱数据的时序与局部关联特征。KANDPAL
等[30]采用短波红外高光谱成像技术检测玉米籽粒中黄曲

霉毒素 B1, 模型 RP
2 为 0.905, RMSEP 为 0.428, 但检测对

象为完整籽粒, 本研究针对玉米渣中 FUMs 检测, 基质干

扰更强, 均匀性更差, 更能体现模型的抗干扰能力与实际

应用价值, 模型精度更优(RMSEP 0.3931)。TAO 等[31]采用

近红外高光谱成像技术评估玉米籽粒中黄曲霉毒素污染, 
构建的模型 RP

2 为 0.912, RPD 为 3.27, 低于本研究的 RPD
值(3.8247), 表明本研究模型的预测稳定性与泛化能力更

具优势, 这得益于 CNN-GRU-Attention 模型对光谱特征的

深度挖掘, 以及 UVE 与 MSC 的协同优化作用。此外, 
VENTURINI 等[23]采用荧光光谱结合机器学习开展多霉菌

毒素检测, 虽能同时检测多种毒素, 但检测速度与无损性

均不及本研究采用的高光谱成像技术, 且模型精度低于本

研究模型。 
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综合来看, 本研究的创新点主要体现在 3 个方面: (1)
聚焦玉米渣这类易被忽视的谷物加工制品, 相比同类研究

中针对完整谷物籽粒的检测, 更贴合实际生产加工中的质

量管控需求; (2)构建的 CNN-GRU-Attention 融合模型, 结
合 UVE 特征波长选择与 MSC 预处理, 在检测精度(RP

2 
0.9328)、稳定性(RPD 3.8247)上优于同类研究采用的传统

机器学习模型及单一深度学习模型; (3)明确了 970、1200、
1450 nm 等特征波段与玉米渣中淀粉、水分等基质组分及

FUMs 的关联, 为后续模型简化与便携式检测设备开发提

供了理论依据。同时, 本研究也发现, 与部分针对单一、

纯净基质的研究相比, 本研究模型在复杂基质下的精度仍

有提升空间, 这也是未来需要重点优化的方向。 
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