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深度学习与可解释人工智能驱动可见-近红外光谱

无损检测牛肉硫代巴比妥酸含量 

陈若欣, 宁  巍, 李明泽, 毕景然, 张公亮, 侯红漫* 

(大连工业大学食品学院, 大连  116034) 

摘  要: 目的  利用深度学习与可解释人工智能驱动的可见-近红外(visible near infrared, Vis-NIR)光谱技术

实现牛肉中硫代巴比妥酸反应物(thiobarbituric acid reactive substances, TBARS)快速无损检测。方法  通过

对 420 份牛肉样品进行 Vis-NIR 光谱采集和 TBARS 测定, 并比较不同的预处理方法、特征选择方法和建模

方法, 实现牛肉 TBARS 的无损快速检测。结果  标准正态变换-逐步投影算法-长短期记忆网络模型表现最优

[测试集决定系数 (R-square of prediction set, R2
P)=0.8378, 测试均方根误差 (root mean square error of 

prediction set, RMSEP)=0.0679 mg/kg, 相对预测偏差(residual prediction deviation, RPD)=2.4833], 优于偏

最小二乘回归(partial least squares regression, PLSR)和极端梯度提升(extreme gradient boosting, XGBoost)。进一

步通过沙普利可加性解释(Shapley additive explanations, SHAP)可解释性分析, 揭示了 1080 nm、956 nm 等关

键波长对 TBARS 预测的贡献机制。结论  本研究提出的方法为牛肉 TBARS 的快速、无损、精准且可解释检

测提供了创新策略。 
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Non-destructive detection of the content of thiobarbituric acid in beef by 
visible-near infrared spectroscopy driven by deep learning and explainable 

artificial intelligence 
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ABSTRACT: Objective  To achieve rapid and non-destructive detection of thiobarbituric acid reactive substances 

(TBARS) content in beef by leveraging deep learning and explainable artificial intelligence-driven visible-near 
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infrared (Vis-NIR) spectroscopy. Methods  Vis-NIR spectra were collected from 420 beef samples, and the TBARS 

values were determined experimentally. Different spectral pretreatment methods, feature selection methods and 

modeling algorithms were compared to realize the non-destructive and rapid detection of TBARS in beef. Results  It 

demonstrated that the standard normal variate preprocessing-successive projections algorithm for feature 

selection-long short-term memory network model achieved the best performance [R-square of prediction set 

(R2
P)=0.8378, root mean square error of prediction set (RMSEP)=0.0679 mg/kg, residual prediction deviation 

(RPD)=2.4833], outperforming partial least squares regression (PLSR) and extreme gradient boosting 

(XGBoost). Furthermore, through the interpretability analysis using Shapley additive explanations (SHAP) 

revealed the contribution mechanisms of critical wavelengths, such as 1080 nm and 956 nm, to TBARS prediction. 

Conclusion  The proposed method offers an innovative strategy for rapid, non-destructive, accurate and explainable 

detection of TBARS in beef. 
KEY WORDS: thiobarbituric acid reactive substances; deep learning; explainable artificial intelligence; long 

short-term memory; non-destructive detection; visible-near infrared spectroscopy 
 
 

0  引  言 

随着经济水平的提升与健康饮食理念的普及, 作为

优质蛋白质来源的牛肉需求持续增长, 但其易腐败特性

对贮藏、运输及销售环节提出了严峻挑战。在牛肉贮藏过

程中发生的一些化学反应中, 由多不饱和脂肪自氧化引

发的脂质氧化是导致牛肉风味变差、营养价值降低以及货

架期缩短的关键因素之一[1]。脂质氧化是肉类行业非常关

注的问题, 因为它不仅会导致不良异味和酸败的产生, 还
会伴随过渡金属离子(如 Fe2⁺、Fe3⁺)的释放以及脂质氢过氧

化物的形成, 这些物质可作为氧化反应的前体或催化剂, 
促进活性氧的生成, 导致肉类进一步的有害变化。脂质氧

化不仅会生成丙二醛(malondialdehyde, MDA)和胆固醇氧

化产物[2]等具有毒性和潜在健康风险的物质, 还会产生大

量挥发性羰基、醇和有机酸类化合物。这些挥发性氧化产

物是肉品风味的重要组成部分, 但其过度积累可能导致

异味和品质劣变。其中, MDA 含量通常通过硫代巴比妥酸

反应物(thiobarbituric acid reactive substances, TBARS)值
来衡量[3], 被广泛认为是评估牛肉脂质氧化程度和品质的

重要指标。 
然而, 传统的 TBARS 化学测定方法虽然准确可靠, 

但其需要对样品进行前处理, 操作过程复杂、耗时, 且具

有破坏性[4], 不适用于大规模的品质监控场景。可见近红

外(visible-near infrared, Vis-NIR)光谱技术[5]以其快速、无

损和可集成化等显著优势, 在农产品和食品品质检测中展

现出巨大潜力[6]。通过分析样品在可见和近红外波段的吸

收以及反射特征, 能够获取与样品内部化学成分(如水分、

脂肪、蛋白质、肌红蛋白等)密切相关的信息[7], 从而间接

预测其品质指标。高维光谱数据往往存在大量冗余信息、

变量间强共线性以及环境噪声和仪器漂移等干扰[8]。这些

问题不仅增加了模型训练的复杂性和计算负担, 也可能导

致模型过拟合和预测性能下降。因此, 对光谱数据进行有

效的数据预处理以消除无关噪声和散射效应, 以及在高维

数据中及逆行特征选择以筛选出最优的特征波长[9], 对于

构建稳定且精确的预测模型至关重要。 
近年来, 人工智能技术发展迅猛。在此背景下的深度

学习模型在光谱分析领域正受到越来越多的关注。ZHAO
等[10]利用 Vis-NIR 光谱技术, 将机器学习与深度学习相结

合建立了卷积神经网络-支持向量回归(convolutional neural 
network-support vector regression, CNN-SVR)的融合深度学

习模型, 实现了猪肉贮藏过程中总挥发性盐基氮含量(total 
volatile base nitrogen, TVB-N)和 pH 的高水准预测。在这些

深度学习模型中 , 长短期记忆 (long short-term memory, 
LSTM)网络[11], 在光谱分析领域正受到越来越多的关注。

LSTM 在处理序列数据和挖掘复杂非线性关系方面具有卓

越的能力, 能够有效应对复杂数据的非线性特征, 通过多

层网络结构实现对数据模式的深层次学习, 提升预测模型

的精度、泛化能力和训练效率, 正逐步成为光谱分析领域

的研究热点。 
然而, 深度学习模型固有的“黑箱”特性, 使得其预测

结果的依据和决策逻辑难以被人类理解, 这在对模型透明

度要求较高的食品安全和品质控制领域构成了一大障碍。

在 此 背 景 下 , 可 解 释 人 工 智 能 (explainable artificial 
intelligence, XAI)技术应运而生, 其中, 以沙普利可加性解

释(Shapley additive explanations, SHAP)[12]为代表的工具, 
为理解复杂深度学习模型如何做出决策提供了有效的途

径 [13], 有助于深入挖掘光谱特征与品质指标之间的内在

联系[14], 从而增加模型的透明度和可信度, 加速其在实际

应用中的落地。然而, 现有研究在利用深度学习模型进行

光谱分析时, 仍主要侧重于预测精度的提升, 而对模型内

部决策机制及其物理或化学意义的解释相对不足。尤其是
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在肉类脂质氧化及 TBARS 含量预测领域, 关于关键光谱

特征与脂质氧化反应之间内在联系的系统分析仍较为有

限。此外, 不同光谱预处理、特征波长选择方法以及深度

学习模型与传统机器学习模型在同一数据体系下的综合比

较研究仍然匮乏, 这在一定程度上限制了模型结果的可解

释性和实际应用价值。 
基于上述背景, 本研究旨在探索深度学习与可解释

人工智能(rtificial intelligence, AI)驱动 Vis-NIR 光谱无损预

测牛肉 TBARS 的可行性。通过系统比较不同光谱数据预

处理、特征波长选择和深度学习如 LSTM、传统机器学习

如偏最小二乘回归(partial least squares regression, PLSR)和
极端梯度提升(extreme gradient boosting, XGBoost)建模策

略, 筛选出最优的预测模型。同时, 本研究将运用 SHAP
方法, 深入揭示关键光谱特征对 TBARS 预测模型的影响

机制, 以期为牛肉品质的快速、无损、精准且可解释的监

控提供理论依据和技术支持。 

1  材料与方法 

1.1  材料与试剂 

牛通脊, 市购。 
三氯乙酸(分析纯, 国药集团化学试剂有限公司); 硫

代巴比妥酸(分析纯, 上海阿拉丁生化科技股份有限公司); 
乙二胺四乙酸(分析纯, 上海麦克林生化科技有限公司)。 

1.2  仪器与设备 

SpectraMax M2 多功能酶标仪[美谷分子仪器(上海)有
限公司 ]; Lambda 950 光谱仪 (美国珀金埃尔默公司 ); 
AX504 电子分析天平(精度 0.1 mg, 上海天平仪器厂); ST 
16R 高速台式冷冻离心机(上海浦东物理光学仪器厂)。 

1.3  方  法 

1.3.1  样品准备 
实验所用的样品是从当地屠宰场购买的当天宰杀的

牛通脊肉, 并在 30 min 内放入冰盒内被迅速运送到实验

室。在实验室中, 将牛通脊肉在无菌台上切成均匀的 6 cm× 
6 cm×2 cm 片, 共取 420 份样品, 并去除表面脂肪和筋膜, 
以保证样品表面均匀一致, 并且采用自封聚乙烯袋密封包

装。用于预测牛肉 TBARS 含量的数据集包含了牛肉样品

在不同贮藏条件的变化。240 个样品的贮藏条件为 4 ℃避

光贮藏, 分别在贮藏 0、1、3、5、7、8、9、10 d 取样, 每
次检测 30 个样品; 180 个样品的贮藏条件为室温 25 ℃避光

贮藏, 分别在贮藏 0、1、2、3 d 取样, 每次检测 45 个样

品。每次取样扫描 Vis-NIR 光谱, 测量 TBARS 含量。 
1.3.2  光谱采集 

牛肉样品的光谱数据采用 Lambda 950 光谱仪在反射

模式下采集。仪器的光源为氘和钨卤素光源, 光谱范围为

400~1800 nm, 分辨率为 4 nm, 共包含 351 个变量。牛肉样

品从环境培养箱中取出后, 在 25 ℃左右的实验室中缓和

30 min。在牛肉表面随机选取 3 个点进行扫描, 得到每个

样品的 Vis-NIR 光谱, 取平均光谱进行进一步分析。 
1.3.3  TBARS 含量测定 

TBARS 含量通过分光光度法测定。2 g 牛肉糜与

10 mL 含 0.1% (m/V)乙二胺四乙酸的 7.5% (m/V)三氯乙

酸溶液混合均质化后, 离心(8000 g, 10 min)分离上清液。取

5 mL 上清液与 5 mL 0.02 mol/L 硫代巴比妥酸溶液反应, 于
沸水浴中加热 40 min 并冷却。反应产物的吸光度在 532 nm
处测定, TBARS 随后依据公式(1)计算, 以单位质量的 MDA
当量毫克数(mg/kg)表示。每个样品 3 个重复, 取平均值。 

 TBARS/(mg/kg)= 532 nmA
m

×9.48   (1) 

式中: A532 nm 为样品在 532 nm 测得的吸光度; m 为被

测样品的质量, g; 9.48 为实验方法综合换算常数, 是由摩

尔吸光系数、MDA 摩尔质量、提取液定容体积、比色皿

光程及单位换算系数等共同推导得出的固定系数, 用于将

吸光度值直接换算为样品中丙二醛的含量(mg/kg), 该常数

仅适用于本实验所采用的 TBARS 测定方法体系。 
1.3.4  样本集划分 

本研究对 420 份牛肉样品的光谱特征数据进行建模。

采用基于联合 x–y 距离的样品集划分算法 (sample set 
partitioning based on joint X–Y distances, SPXY)将样本集

按 3:1 的比例划分为训练集和测试集, 分别为 315 个样本

和 105 个样本。 
1.3.5  数据预处理 

由于环境变化、电子噪声和样品散射的影响, 原始光

谱信号会受到干扰。因此, 为了还原光谱的真实性和准确

性, 对光谱进行预处理是非常必要的。本研究采用乘法散

射校正(multiplicative scattering correction, MSC)[15–16]、标

准正态变换(standard normal variation, SNV)[17]、卷积平滑

(savitzky-golay convolutional smoothing, SG)、卷积平滑一

阶导数(savitzky-golay first-order derivative, SG+1D)和卷积

平 滑 二 阶 导 数 (savitzky-golay second-order derivative, 
SG+2D)的预处理方法, 对原始光谱进行优化, 提高后续建

模的性能。其中, SG、SG+1D 以及 SG+2D 预处理过程中

窗口宽度均为 5, 多项式阶数均为 3。通过合理选择和实施

这些预处理方法, 可以更准确地从光谱中提取相关信息。 
1.3.6  特征选择 

Vis-NIR 光谱数据与样品成分或性质之间通常存在复

杂的非线性关系。若采用线性建模方法处理这些非线性信

息, 可能导致模型预测能力下降。此外, 光谱波长变量间

存在的高度线性相关性, 不仅造成光谱信息冗余, 增加了

模型的计算复杂度, 还可能因共线性问题而降低预测精度

和模型稳定性。鉴于此, 进行特征波长筛选显得尤为必要。
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本研究利用竞争性自适应加权抽样法(competitive adaptive 
reweighted sampling, CARS)[18] 、 无 信 息 变 量 消 除

(uninformative variable elimination, UVE)[19]和连续投影算

法(successive projections algorithm, SPA)[20]这 3 种特征波长

筛选算法建立模型。 
1.3.7  模型建立  

为实现牛肉 TBARS 含量的定量预测 , 分别采用

PLSR、XGBoost 以及 LSTM 对处理后的 Vis-NIR 光谱数据

进行建模。PLSR 作为经典的传统机器学习线性多变量回

归方法[21], 用于建立光谱数据与 TBARS 之间的基线预测

模型; XGBoost[22]和 LSTM[23–24]分别作为代表性的机器学

习模型和深度学习模型, 用于捕捉光谱数据与 TBARS 之

间的非线性关系。其中, PLSR 模型使用五折交叉验证确定

最佳潜变量数; XGBoost 模型中决策树数量为 500, 最大树

深为 3, 学习率为 0.01; LSTM 采用 2 层结构, 隐藏单元数

为 32, 模型训练轮数为 1000, 损失函数为均方误差(mean 
squared error, MSE), 优化器为自适应矩估计 (adaptive 
moment estimation, Adam), 学习率为 0.0005。各模型的关

键超参数通过经验调优确定, 未特别说明的参数均采用默

认设置。所有模型均基于相同的数据集和特征输入进行训

练与测试, 以保证不同建模方法之间的可比性。 
1.3.8  性能评估 

在本研究中 , 采用训练集的决定系数 (R-square of 
correction set, R2

C) 、测试集 的决定系数 (R-square of 
prediction set, R2

P)、训练均方根误差(root mean square error 
of correction set, RMSEC)和测试均方根误差(root mean 
square error of prediction set, RMSEP)以及相对预测偏差

(residual prediction deviation, RPD)来评价模型的性能。一

般来说, R2越接近于 1, RMSE 越小, RPD 越大, 说明模型预

测效果越好。 
1.3.9  模型的可解释分析 

SHAP 值根植于合作博弈论, 通过评估所有特征相互

作用并计算每个特征对预测的边际贡献, 为量化预测模型

中的特征重要性提供了一个严格的框架[25]。SHAP 通过特

征重要性图系统地对输入变量进行排序——给有影响力的

特征分配更高的权重, 同时淡化不那么重要的特征。与传

统指标不同, SHAP 的特点是结合了特征交互效应和方向

影响, 从而能够精确解释深度神经网络等复杂模型 [26]。

SHAP 的理论基础是沙普利(Shapley)值, 每个特征对预测

模型输出值的贡献度可通过对应的 Shapley 值来体现 , 
Shapley 值可通过公式(2)来计算:  

Φj(f, x)=∑ | | !(| | | | 1)!
| | !

S F S
F
− − [fx(S∪{j})–fx(S)]   (2)

式中: Φj(f, x)为特征 j对于给定样本 x的预测 f(x)的贡献值; 
f 为被解释的机器学习模型; F 为包含了模型中所有输入特

征的集合; S 为特征 j 的所有子集; !为阶乘运算符号。 

在本研究中, 使用基于 Python的 SHAP库(版本 0.50.0)
中的 Deep Explainer 工具计算每个特征的 Shapley 值, 并通

过蜂巢图和条形图进行可视化, 以显示在使用选定的特征

波长预测模型结果时每个特征的重要性。 

1.4  数据处理 

所有代码都是在 PyCharm 集成开发环境中使用

Python 编写和测试的。SPSS 26 软件进行方差分析, P<0.05
表示差异显著。使用 Origin 2024 软件绘图。TBARS 测量

每个样品 3 个重复, 取平均值。 

2  结果与分析 

2.1  贮藏期间牛肉样品 TBARS 含量变化分析 

由图 1 可知, 在 4 ℃和 25 ℃贮藏条件下, 牛肉样品的

TBARS 含量都随贮藏时间的延长而上升, 并且 25 ℃贮藏

的样品比 4 ℃样品的 TBARS 增加速率更快。这是由于在

贮藏过程中, 牛肉样品中的脂质被氧化, 发生酸败, 产生

醛、酮、呋喃和 MDA 等化合物。并且温度越高, 脂质氧

化速率越快。可以看出, 在 4 ℃冷藏条件下贮藏第 10 d
时牛肉样本的 TBARS 含量超过 0.7 mg/kg, 即将接近限值

1 mg/kg。结果表明肉质的氧化程度明显增加, 标志着牛肉的

品质进一步下降。牛肉样本的TBARS含量的测量值按照SPXY
方法3:1的比例划分为训练集和测试集的具体数据如表1所示, 
其中训练集的范围大概覆盖了测试集中参考测量值的范围, 
这意味着训练集和测试集中测量样本的参考数据的分布几

乎相等, 避免了两组分布的偏差, 数据分布合理。 
 

 
 

注: 同组数据标不同字母表示差异显著(P<0.05)。 
图 1  不同贮藏时间下牛肉样品 TBARS 含量的变化 

Fig.1  Changes in TBARS content of beef samples during  
different storage periods 

 
2.2  光谱分析 

图 2A 展示了样品的原始 Vis-NIR 光谱。可以看出, 所
有样品的光谱变化趋势基本一致, 尽管在反射强度上存在
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一定差异。这些强度差异归因于牛肉在贮藏过程中化学成

分的变化, 这会影响样品的反射率。这一观测结果进一步

证明, 光谱包含了样品的大量信息。415 nm 和 470 nm 处

的吸收波长主要与肌红蛋白相关联[27]。在 580 nm 附近的

可见光区域存在一个明显的吸收带, 主要对应于氧合肌红

蛋白、肌红蛋白以及脱氧肌红蛋白的吸收特性[28]。在近红

外区域, 750 nm 附近的吸收被认为与 NH3
⁺基团的 3 重态跃

迁和 O-H 的第 3 泛音有关; 而约 970 nm 处的吸收带则主

要归因于水分子的吸收特性, 对水分含量变化具有较高的

敏感性。这些结果表明, 脂质氧化和相关的生化变化显著

影响 Vis-NIR 光谱特征。 

2.3  预处理方法的建模评价与分析 

为了增强光谱数据的信息量, 同时减轻噪声和误差

对建模精度的不利影响[29], 使用几种初步方法对样品的光

谱数据进行预处理。它可以减少实验误差和无关信息, 从
而提高光谱数据建模过程的准确性和稳定性。不同方法处

理后的光谱数据曲线如图 2B~F 所示。利用 PLSR、XGBoost
和 LSTM 3 种模型在整个波长范围内进行建模。根据模型

结果确定最优预处理方法, 如图 3 所示。R2
C 和 R2

P 越高表

明模型拟合越好, RMSE 值越低意味着预测值与实际值差

异越小。采用 PLSR 和 LSTM 建模算法, 得到最优预处理

方法为 SNV。一般来说, SNV 改进了原始光谱的预测, 可
能是因为 SNV 消除了散射对不同样品粒度和不均匀分布

光谱的影响。利用 XGBoost 建模算法得到的最优预处理

方法为 SG。SG 平滑有效地消除了频谱中的随机噪声(如
仪器振动和环境干扰), 同时保留了频谱特征峰的形状和

位置 , 避免了过度平滑导致关键信息的丢失 , 从而达到

最佳性能。 
 

表 1  牛肉样品中 TBARS 含量的统计 
Table 1  TBARS content statistics in beef samples 

样本集 样本量 最大值/(mg/kg) 最小值/(mg/kg) 平均值/(mg/kg) 标准差/(mg/kg) 

总数据集 420 0.920 0.066 0.323 0.164 

训练集 315 0.920 0.066 0.327 0.167 

测试集 105 0.782 0.100 0.311 0.153 

 
 

 

 
注: A. 原始光谱; B. MSC; C. SNV; D. SG; E. SG+1D; F. SG+2D。 
图 2  牛肉样品的原始 Vis-NIR 光谱和经预处理的 Vis-NIR 光谱 

Fig.2  Raw and preprocessed Vis-NIR spectra of beef samples 
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在图 3A 中 , SNV-PLSR 模型的 R2
C、R2

P、RMSEC
和 RMSEP 分别为 0.7922、0.4827、0.0762 mg/kg 和

0.1097 mg/kg。在图 3B 中 , SNV-XGBoost 模型的 R2
C、

R2
P、RMSEC 和 RMSEP 分别为 0.6875、0.4652、0.0982

和 0.0841 mg/kg。图 3C 中 , SNV 预处理后的光谱 LSTM
模型的 R2

C、R2
P、RMSEC 和 RMSEP 分别为 0.7100、0.7389、

0.0872 和 0.0861 mg/kg。因此, 选择 SNV 作为后续分析的

最佳预处理方法。 

2.4  特征波长选择 

Vis-NIR 光谱数据的高维性和强相邻变量相关性[30]给 

模型训练带来了重大挑战, 包括复杂且耗时的过程。因此, 
进行有效的波长选择对光谱数据分析和模型简化至关重要。

预处理后, 采用 3 种不同的算法进行特征波长的选择, 提高

计算效率。图 4 显示了不同特征选择方法的最优波长分布。

结果表明, CARS、UVE 和 SPA 分别提取了 49 个、49 个和

50 个特征波长。在构建精确的回归模型的过程中, 特征波长

的选择起着至关重要的作用。合理选择最有效的特征波长不

仅可以减少数据维数, 还可以最大限度地减少噪声干扰。此

外, 它有助于提高模型的可解释性, 有助于发现潜在的相关

性和模式, 最终提高预测精度, 同时降低过拟合的风险。 

 

 

 
注: A. PLSR; B. XGBoost; C. LSTM; D. 基于不同预处理方法的建模评价。 

图 3  不同预处理方法建模比较 
Fig.3  Modeling comparison of different preprocessing methods 
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图 4  分布在整个平均光谱曲线上的特征波长提取结果 
Fig.4  Results of feature wavelengths extraction distributed  

across the entire mean spectral curve 

 
2.5  基于特征波长的模型分析 

图 5 为基于特征波长的 PLSR(图 5A)、XGBoost(图 5B)
和 LSTM(图 5C)定量预测模型的性能参数 (R2

C、R2
P、

1/RMSEC、1/RMSEP 和 RPD)的雷达图。对于传统机器学

习模型 , 最优 PLSR 模型为 SNV-CARS-PLSR (R2
C 为

0.7426, RMSEC 为 0.0848 mg/kg, R2
P 为 0.4897, RMSEP 为

0.1090 mg/kg, RPD 为 1.3998)。最优 XGBoost 模型为

SNV-SPA-XGBoost (R2
C为 0.8891, RMSEC为 0.0572 mg/kg, 

R2
P 为 0.6839, RMSEP 为 0.0552 mg/kg, RPD 为 1.7785)。对

于深度学习模型, 最优 LSTM 模型为 SNV-SPA-LSTM (R2
C

为 0.8344, RMSEC 为 0.0659 mg/kg, R2
P 为 0.8378, RMSEP

为 0.0679 mg/kg, RPD 为 2.4833), 表现出最优异的性能。

对于 LSTM 深度学习算法, 原始数据 SNV 预处理和 SPA
特征选择算法是最优算法。深度学习通过深度神经网络实

现多层特征选择和端到端优化, 具有较强的泛化能力和多

模态数据处理优势, 在复杂任务中得到广泛应用, 优势显

著。对于传统的机器学习, 尽管 CARS 和 SPA 均分别对

PLSR 和 XGBoost 建模结果有一定提升, 但它对手动特征

选择和线性假设的依赖限制了它的性能上限。相比之下, 深
度学习模型在自动特征选择、复杂模式建模和小样本适应性

方面明显优于传统机器学习。与 PLSR、XGBoost 模型相比, 
SNV-SPA-LSTM 模型的 R2

P 准确率分别提高了 34.81%和

15.39%。SNV-SPA-LSTM 模型是 3 种建模方法中最好的回

归模型, 在牛肉的 TBARS 含量定量检测中表现优异。 

2.6  最优模型的可解释 AI 分析 
尽管 SPA 已成功从高维原始光谱中筛选出最具信息

量的关键波长子集, 但 LSTM 深度学习模型内部复杂的

非线性映射关系仍需进一步阐明。为了深入理解最优 
SNV-SPA-LSTM 模型对牛肉 TBARS 含量的预测机制, 本
研究进一步利用可解释 AI 中的 SHAP 框架对模型进行解

释。SHAP 分析能够量化这些经优选后的特征波长对模型

最终预测结果的贡献度, 从而揭示模型如何利用这些精炼

信息做出决策, 并验证关键波长选择的有效性。 
如图 6 所示, 基于 SNV-SPA-LSTM 最优定量模型的

特征波长重要性分析的 SHAP 值通过蜂窝图和柱状图两种

可视化方法呈现了前 20 个特征波长的显著性分布。在条形

图中, 每个条形的长度代表了特征波长的重要性, 量化依

据是平均绝对 SHAP 值。蜂窝图将特征按重要性垂直排列, 
同时显示特征分布的密度和趋势特征。值得注意的是 , 
SHAP 值的数值范围与特征与模型输出的相关性呈正相

关。SHAP 值越大, 该特征对模型输出的影响越显著。 
1080、956、848、864、736 nm 处的特征对 TBARS

含量的预测影响最大。1080 nm 和 956 nm 这两个特征波长

靠近 980 nm 和 1180 nm 这两个吸收峰, 与脱氧肌红蛋白和

氧合肌红蛋白密切相关。956 nm 处的 SHAP 值表明, 该波 
 

 

 
 

 
注: A. PLSR; B. XGBoost; C. LSTM。 

图 5  基于特征波长预测牛肉 TBARS 含量的回归模型性能 
Fig.5  Performance of regression models for predicting TBARS content in beef based on feature wavelengths 



第 8 期 陈若欣, 等: 深度学习与可解释人工智能驱动可见-近红外光谱无损检测牛肉硫代巴比妥酸含量 83 
 
 
 
 
 

 
 

图 6  SNV-SPA-LSTM 模型中特征波长重要性 SHAP 分析 
Fig.6  SHAP analysis of feature wavelength importance in the SNV-SPA-LSTM model 

 
长对模型的预测呈现正向作用, 较高的反射率值与较高的

TBARS 水平的预测有关, 并且主要影响 TBARS 含量的是

该波长所处的 970 nm 附近的吸收带, 该吸收带主要与水

分子中的 O-H 键有关。O-H 键可以与脂质自由基或脂质

氧化过程中产生的活性氧相互作用, 影响整个氧化过程。

这些波长间的关联模式存在差异, 对 TBARS 含量预测的

影响方式也各不相同, 这一点可由 SHAP 分析结果证实。

848 nm 和 864 nm 位于 830~900 nm 之间, 对应脂肪中

CH2/CH3(甘油三酯、磷脂等), 也包含蛋白侧链的 C–H。这

些发现充分突出了预测模型中所选变量的重要性。 

3  结  论 

本研究利用 Vis-NIR 光谱系统在 400~1800 nm 波长范

围内对牛肉贮藏过程中的脂质氧化程度进行评价。与

PLSR 和 XGBoost 模型相比, LSTM 模型对牛肉中 TBARS
含量的预测精度更高。为了降低原始光谱矩阵的维数, 采
用 CARS、UVE 和 SPA 算法分别从 351 个光谱变量中提取

出 49、49 和 50 个关键变量。SPA 算法确定了能提供最高

预测精度的最佳波长。简化后的 SNV-SPA-LSTM 模型对牛

肉中 TBARS 含量的评估结果良好(R2
C 为 0.8344, RMSEC

为 0.0659 mg/Kg, R2
P 为 0.8378, RMSEP 为 0.0679 mg/Kg, 

RPD 为 2.4833)。尤为重要的是, 本研究进一步引入 SHAP
可解释人工智能框架, 对最优SNV-SPA-LSTM模型进行了

深入解读, 揭示了 1080、956、848、864 和 736 nm 等关键

波长对 TBARS 预测的贡献机制, 从而增强了模型的透明

度和可信度。综上所述, 本研究提出了一种深度学习与可

解释 AI 驱动的可见近红外光谱无损预测牛肉 TBARS 的高

效策略, 为牛肉品质的智能检测、货架期评估和食品安全

保障提供了一定的理论支撑和技术借鉴。 
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