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基于深度学习的湿法冶金全流程分层优化及
仿真算法分析研究
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摘要:研究提出了一种基于深度学习的湿法冶金全流程分层优化模型。模型采用分层设计,包括工序层优化

和过程层优化。在工序层创新引入Transformer模型,建立物耗与质量指标的非线性映射模型,以最小物耗

为目标优化各工序参数。在过程层创新引入DDPG算法调整操作变量,实现全流程经济效益最大化。此外,

引入生成对抗网络(GAN)生成优化样本,进一步提升优化模型的鲁棒性。基于Transformer的优化模型实时

调整氰化钠和锌粉添加量后,金产量明显提升,物料消耗成本显著降低;优化试验与基准试验相比,经济效益

提高15%~20%,浸出率和置换率分别提高2%~4%。该模型在经济效益、工艺稳定性及不确定性适应能力

方面均优于传统深度学习方法,可为湿法冶金行业的智能化生产提供一种新途径。
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  湿法冶金工艺广泛应用于从低品位矿石中提

取贵金属[1],但其生产过程复杂,包含多种变量,
耦合性强且存在不确定性,传统单一工序优化方

法已难以满足现代工业对高效、低耗、智能化生产

的要求。通过分层优化,能在工序层对关键工序

的质量指标进行局部优化,同时在过程层实现全

流程操作变量的全局优化,从而有效协调各工序

之间的耦合关系,提升全流程的资源利用率和经

济效益。
近些年,湿法冶金全流程优化控制的相关研

究虽已取得了一些成果,但仍面临诸多挑战。有

研究人员尝试实现全流程的优化控制,但却未能

有效解决控制参数不确定性带来的问题[2]。还有

一些研究虽实现了湿法冶金的分区间控制,但对

于流程复杂性带来的挑战仍显不足[3]。此外,还
有研究通过对历史数据进行关联规则挖掘,试图

找出各运行参数和操作变量优化设定值之间的规

则,但同样未能有效应对参数不确定性带来的优

化难题[4]。因此,进一步深入探究湿法冶金全流

程优化控制具有重要意义。
研究设计了一种全新的基于深度学习的湿法

冶金全流程分层优化模型,分为工序层优化和过

程层优化两部分。在工序层,基于湿法冶金各关

键工序的机制建模,创新引入了 Transformer模

型[5-6],建立物耗与质量指标的非线性映射模型,以
最小物耗为目标优化各工序参数;在过程层,通过

约束工序级目标,创新引入了深度强化学习算法

DDPG(DeepDeterministicPolicyGradient)[7-8]调整

操作变量。为应对矿浆浓度等不确定性问题,模型

创新 引 入 了 生 成 对 抗 网 络(GAN,Generative
AdversarialNetwork)[9-10]生成优化样本。

1 湿法冶金全流程的分层控制模型

针对湿法冶金生产流程的复杂性、不确定性

及多工序耦合问题,采用分层控制模型,将全流程

分为工序层和过程层两部分。本研究以金提取过

程[11]为例,对分层控制模型进行介绍。
在工序层,通过机制建模结合深度学习,建立
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质量指标(如浸出率、置换率)与物耗间的非线性

关系,以最小物耗和最大经济效益为目标优化关

键工序参数。在过程层,基于工序层的优化结果,
创新引入深度强化学习算法DDPG对全流程操

作变量(如氰化钠和锌粉添加量)进行动态调整,
实现全流程经济效益的最大化。为应对矿浆浓度

等不确定性,模型创新引入生成对抗网络 GAN
生成优化样本,通过对抗学习进一步提升优化模

型的鲁棒性。

2 基于 Transformer模型的工序层优化

控制

2.1 模型的建立

首先,在每个工序中,通过机制建模来描述物

料的流动、反应和能量传递过程。如在浸出工序

中,金的溶解过程可通过物料守恒方程建立模型:

rAu =k1·(wi-1,r-wi,r)·ρk
CN-。 (1)

式中:rAu—金溶解速率,kg/h;wi,r、wi-1,r—当前、
前一级的固相金品位,kg/t;ρCN-—氰根离子质量

浓度,mmol/L;k1、k—反应常数,h-1。
该方程可用于描述浸出工序中的物质转化,

但不能充分捕捉工序中复杂的非线性行为。因

此,结合深度学习模型,如多层感知机(MLP)或
Transformer,进一步进行建模和优化。

在深度学习建模中,将每个工序的输入和输

出关系表示为神经网络模型。输入变量包括矿浆

浓度x1、浸出剂添加量x2、矿石中金初始品位

x3、温度x4等,输出变量则是各工序的质量指标

(如浸出率η、置换率b、物料消耗)。建立模型的

目标是通过学习工序过程中的输入输出数据,挖
掘这些变量之间复杂的非线性关系。

假设浸出工序的评价指标(如浸出率η)与输

入变量之间的非线性关系为:

η=f(x1、x2、x3、x4)。

f为通过深度学习模型(如Transformer)学到的

非线性映射函数。通过大量历史数据训练网络模

型,能够捕捉到这些复杂变量之间的隐含关系,生
成精确的预测结果。

在建模基础上,进一步优化工序参数。假设

目标是最小化物耗并最大化经济效益,优化目标

可表示为:

min
xi

Ji =∑
n

k=1ckxk+Cfixed。 (2)

式中:xi—待优化的变量(如氰化钠添加量);ck—

物料消耗系数;Cfixed—固定成本。在优化过程中,
还需考虑以下约束条件,如物料守恒和设备能力

的限制:

g(xi)≤0,h(xi)=0, (3)
式中,g(xi)、h(xi)—不等式与等式约束(如氰化

钠和锌粉添加量不能超过设备的最大处理能力)。
为了优化经济效益,目标函数包括生产收益

和成本的平衡。金产量GAu计算公式为:

GAu =Qs·wr0·[1-(1-η1)·(1-η2)·(1-b)]。
(4)

式中:Qs—矿石流量,kg/h;wr0—矿石中金初始

品位,kg/t;η1、η2—一次、二次浸出率,%;b—置

换率,%。
金产量直接影响经济收益PAu·GAu,同时物

料和能耗成本(如氰化钠和锌粉消耗)对总成本

Cmaterial产生影响。优化的目标是最大化经济效益:

max
xi

Jtotal=PAu·GAu-Cmaterial。 (5)

2.2 基于Transformer的模型求解

1)数据预处理与输入准备。首先,需要从湿

法冶金生产过程中收集输入数据,包括矿石中金

初始品位、矿浆浓度、浸出剂添加量、温度等。这

些数据将作为Transformer模型的输入,用于预

测工序质量指标。

2)构建 Transformer模型。Transformer模

型通过自注意力机制(Self-Attention)处理输入

的多维数据,捕捉输入变量间的非线性关系。模

型的目标是学习从输入变量到工序质量指标(如
浸出率、置换率)的映射。Transformer的自注意

力机制[12]公式如下:

Attention(Q,K,V)=softmax(QK
T

 dk

)V。(6)

式中:Q—查询矩阵,由输入数据经过线性变换得

到;K—键矩阵,由输入数据经过线性变换得到;

V—值矩阵,由输入数据经过线性变换得到;dk—
键矩阵的维度。

通过式(6)计算可得出输入数据之间的相似

度(注意力权重),从而估计输入数据对最终输出

的影响。通过训练 Transformer网络,模型能够

学习到输入变量之间复杂的非线性关系。

3)模型训练与参数学习。使用历史数据对

Transformer模型进行训练,优化模型参数(权重

和偏置),以最小化预测值与真实工序质量指标之

间的 误 差。损 失 函 数 可 以 选 择 均 方 误 差
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(MSE)[13]作为指标得到预测与实际值的偏差:

L= 1N∑
N

i=1
(yi-ŷi)2。 (7)

式中:yi—第i个样本的真实值(如真实的浸出

率);ŷi—第i个样本的预测值(由 Transformer
模型预测的浸出率);N—样本数量。通过反向传

播算法和优化方法(如 Adam优化器[14])更新模

型参数,使得模型的预测误差最小化。

4)预测工序质量指标。训练完成后,使用训

练好的Transformer模型预测新的输入数据的工

序质量指标,如预测浸出率η̂:

η̂=fTransformer(x1,x2,x3,x4)。 (8)

式中:η̂—模型预测的浸出率,%;fTransformer—训

练后的Transformer模型,表示从输入变量到浸

出率的非线性映射。

5)优化目标函数定义。优化的目标是最小化

物耗并最大化经济效益。假设目标函数为物耗最

小化和金产量最大化的组合:

min
xi

Ji =∑
n

k=1ckxk+Cfixed。 (9)

式中:xi—待优化的变量(如氰化钠添加量TCN-

和锌粉添加量TZn);ck—物料消耗系数,反映各种

添加物的消耗量与成本;Cfixed—固定成本。该目

标函数考虑了物料成本与固定成本的加权和,通
过优化xi来实现物耗的最小化。

6)经济效益目标函数。金产量GAu与经济效

益目标相关,金的回收率和生产收益应为优化目

标的一部分。金产量计算公式如下:

GAu =Qs·wr0·[1-(1-η1)(1-η2)(1-b)]。
(10)

式中:Qs—矿石流量,kg/h;wr0—矿石中金初始

品位,kg/t;η1、η2—一次、二次浸出率,%;b—置

换率,%。通过模型预测浸出率η1、η2和置换率b
可计算出金产量,从而为经济效益目标函数提供

关键数据。

7)优化过程求解。通过使用 Adam优化器,
对Transformer模型预测的浸出率和置换率进行

调节,使得总经济效益最大化。优化过程可以通

过以下目标函数定义:

max
xi

Jtotal=PAu·GAu-Cmaterial。 (11)

式 中:PAu—金 的 市 场 价 格;GAu—金 产 量;

Cmaterial—物料成本。最终,通过优化操作变量xi

(如氰化钠添加量TCN- 和锌粉添加量TZn),最大

化经济效益,同时最小化物耗和生产成本。

Transformer模型的结构如图1所示。

图1 Transformer模型的结构

Fig.1 StructureofTransformermodel

3 基于过程层的优化控制

3.1 模型的建立

1)约束条件。为了确保过程层优化符合实际

生产条件,需对操作变量设定合理的约束条件。
约束条件一般包括工序级别的质量指标及物料消

耗的限制。具体的约束条件如下:
浸出率与置换率的约束:浸出率η1、η2和置换

率b必须在一定的物理和化学范围内,满足以下

条件:

ηmin1 ≤η1 ≤ηmax1 , (12)

ηmin2 ≤η2 ≤ηmax2 , (13)

bmin≤b≤bmax。 (14)
操作变量的约束:操作变量(如氰化钠和锌粉

添加量)也有一定的范围,受设备能力和生产要求

的限制:

Tmin
CN- ≤TCN- ≤Tmax

CN-, (15)

Tmin
Zn ≤TZn≤Tmax

Zn 。 (16)

2)不确定性处理。湿法冶金过程中,矿浆浓

度、反应速率等参数一般具有不确定性。为了在
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不确定性条件下进行优化,模型需要引入不确定

性约束和鲁棒优化策略。这些不确定性通过区间

分布表示,如矿浆浓度cslurry可表示为一个区间型

变量:

cslurry∈ [cmin,cmax]。 (17)
通过优化算法,可计算出使经济效益最大化

的操作变量。优化过程中的核心是反复调整操作

变量,更新模型的状态,并计算新的目标函数值,
直到达到最优解。

3.2 基于DDPG算法的模型求解

基于DDPG算法对湿法冶金过程层优化模

型的求解过程的分步描述如下:

1)环境定义和状态表示。首先,需要定义环

境的状态空间,环境中的每一个状态表示湿法冶

金过程的当前工况。状态空间通常包括工序的质

量指标、矿浆浓度及其他相关工艺参数。状态st

在时间步t的表示为:

st = {η1,η2,b,cslurry,TCN-,TZn,…}。 (18)
式中:η1、η2—一 次 和 二 次 浸 出 率,%;b—置 换

率,%;cslurry—矿浆浓度,%;TCN-、TZn—氰化钠、
锌粉添加量,kg/h。

2)动作空间定义。在DDPG中,动作空间表

示优化过程中需要调整的操作变量。在湿法冶金

过程层优化中,动作空间通常包含氰化钠、锌粉添

加量。假设在时间步t,操作变量at 为:

at = {TCN-,TZn}。 (19)
这2个操作变量需在一定物理范围内进行

调整。

3)奖励函数定义。在DDPG算法中,奖励函

数是优化的核心,可评估智能体在当前状态下采

取某个动作后的效果。对于湿法冶金过程层优

化,奖励函数定义为经济效益,即金的总收益与物

料消耗成本之间的差值。假设总经济效益rt 在

时间步t的计算公式为:

rt =PAu·GAu-Cmaterial, (20)
式中,奖励函数rt 指在最大化金产量并最小化物

料成本,从而优化经济效益。

4)策略和价值函数更新。DDPG使用两个神

经网络,一个是策略网络μ(st),另一个是Q 值网

络μ'(st)。策略网络用于生成动作,Q 值网络用

于评估动作的价值。在每个时间步,基于当前状

态st,策略网络生成动作at,并通过Q 值网络评估

该动作的长期回报。策略网络μ(st)更新的目标

是最大化长期奖励。Q 值函数更新的目标是最小

化以下误差:
 (θ)=EEst,at,rt,st+1

[(Q(st,at)-(rt+γ·max
at+1

Q(st+1,at+1)))2]。

(21)
式中:γ—折 扣 因 子,表 示 未 来 奖 励 的 权 重;

max
at+1

Q(st+1,at+1)—下一个状态的最大 Q 值。Q

值函数的更新旨在减少Q 值预测与实际回报之

间的差异,而策略网络的更新则通过优化策略来

最大化回报。

5)目标策略生成与最优动作选择。经过多个

回合的训练后,策略网络μ(st)能够根据当前的状

态st输出最优的操作变量at,即氰化钠和锌粉的最

佳添加量。根据Q 值网络的评估,选择能够带来

最大经济效益的动作:

at =μ'(st)。 (22)
通过这一过程,优化器逐步调整操作变量,最

终获得最大化经济效益的最优解。

6)经验回放与训练。在DDPG中,经验回放

池用于存储智能体的经验(状态、动作、奖励、下一

个状态)。这些经验将被用于训练过程中的Q 值

网络和策略网络。每次训练时,DDPG从经验回

放池中随机抽取批量样本,并根据上述的Q 值更

新公式来优化网络参数。该方法有助于打破数据

之间的相关性,提高训练效率和稳定性。

DDPG算法的原理如图2所示。

图2 DDPG算法的原理

Fig.2 PrincipleofDDPGalgorithm

3.3 基于GAN的模型鲁棒性优化

基于生成对抗网络(GAN)的样本生成方法

可以有效增强模型的鲁棒性,模拟不同的工况和

不确定性,并生成优化样本以提升优化过程的适

应性。GAN原理的描述如下:

1)GAN模型框架。生成对抗网络(GAN)由
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生成器(Generator)和判别器(Discriminator)两
部分组成。生成器的任务是从随机噪声中生成模

拟样本,而判别器的任务是区分真实样本和生成

的假样本。两者通过对抗学习共同优化,生成器

逐渐生成越来越逼近真实样本的优化样本。
在湿法冶金的场景中,生成器的输入是随机

噪声z,输出是一个与真实生产环境相似的优化

样本ŝt,表示在不同工况下的操作变量和工序质

量指标。

ŝt =G(z)。 (23)

式中:ŝt—生成器输出的模拟样本,包含不同的工

艺参数(如矿浆浓度、氰化钠和锌粉添加量);G—
生成器;z—输入的随机噪声。

2)判别器与对抗训练。判别器的任务是判断

生成的样本ŝt 是否与真实数据st 相符,即区分生

成的假样本和真实样本。判别器的输出是一个概

率值,表示输入样本为真实样本的概率。判别器

D 对样本st和ŝt 的评估公式为:

D(st)=σ( 1
1+e-f(st)

),D(ŝt)=σ( 1
1+e-f(ŝt)

)。

(24)
式中:D(st)—判别器对真实样本st的评估概率;

D(ŝt—判别器对生成样本ŝt 的评估概率;σ—Sigmoid
函数;f(st)和f(ŝt—判别器的评分函数。

判别器的目标是最大化真实样本的概率,并
最小化生成样本的概率。生成器的目标相反,即
最大化生成样本被判别器认为是真实的概率。

3)对抗训练过程。生成器和判别器通过对抗

训练相互博弈。在训练过程中,生成器希望生成

的样本尽可能真实,判别器则尽量区分真假样本。
训练目标是通过优化损失函数,使得生成器不断

改进,最终生成的样本能够覆盖实际生产中的不

同工况和不确定性。生成器和判别器的损失函数

分别为:

LG =-E[lg(D(G(z)))], (25)

LD =-E[lg(D([lg(1-D(G(z)))]。(26)
式中:LG—生成器的损失,表示生成样本的质量;

LD—判别器的损失,表示区分真实样本和生成样

本的难易程度;E—对样本的期望;D(G(z))—
生成样本被判别器判定为真实的概率。

4)样本生成与优化。经过对抗训练,生成器

能够生成多样化且与真实生产环境相似的优化样

本。这些样本涵盖了不同的工况参数和不确定性

情况,如矿浆浓度的波动、温度变化等。生成的样

本ŝt 被用于训练过程层优化模型,从而提升优化

过程的鲁棒性。生成的优化样本可以表示为:

ŝt = {η1,η2,b,cslurry,TCN-,TZn}。 (27)
通过这些优化样本,过程层的模型能更好地

应对实际生产中的不确定性,避免在单一工况下

过拟合,从而提升优化策略的适应性。

5)鲁棒性优化。通过引入GAN生成优化样

本,优化模型能够在面对不确定性时保持较强的

鲁棒性。具体而言,生成的优化样本覆盖了不同

的矿浆浓度、反应速率等可能的工况变化,使得优

化策略能够适应不同的生产环境。如矿浆浓度

cslurry的波动被表示为区间或分布:

cslurry∈ [cmin,cmax]。 (28)
通过在优化模型中使用这些多样化的样本优

化策略,能在不同工况下调整操作变量(如氰化钠

和锌粉添加量),最大化经济效益并减少资源

浪费。

GAN模型的原理如图3所示。

图3 GAN模型的原理

Fig.3 SchematicdiagramofGANmodel

4 数值仿真

4.1 仿真环境和参数设置

为了验证基于深度学 习 和 生 成 对 抗 网 络

(GAN)结合的湿法冶金过程层优化模型的有效

性,研究设计了一个数值仿真试验。仿真环境设

定如下:矿石流量Qs=2540kg/h,矿石中金初始

品位wr0=666.5mg/kg。氰化钠和锌粉的价格

分别为PCN- =12.8元/kg和PZn=22元/kg,其
添加 量 范 围 设 定 为 Tmin

CN- =0kg/h到Tmax
CN- =

0kg/h,以及Tmin
Zn=0kg/h到Tmax

Zn =10kg/h。矿

浆浓度cslurry的波动范围为[30%,45%],并以区

间形式表示,用于模拟不同的生产条件。浸出率
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η1、η2 设定在区间[85%,95%]、[80%,90%],置
换率b的范围设定为[75%,85%]。仿真时间步

长为Δt=1h,进行多轮训练和仿真验证。

4.2 数据集的采集

数据集来源于某金的氰化浸出工艺的生产过

程,主要包括不同工况下的参数和评价指标。数

据集的主要字段见表1。

表1 数据集的主要字段

Table1 MainfieldsofDataset

序号 参数 符号 单位

1 矿石流量 Qs kg/h

2 矿石中金初始品位 wr0 mg/kg

3 氰化钠添加量 TCN- kg/h

4 锌粉添加量 TZn kg/h

5 矿浆浓度 cslurry %

6 浸出率 η1、η2 %

7 置换率 b %

8 金产量 GAu kg

9 经济效益 Jtotal 元

4.3 试验结果与分析

首先,在不同矿浆浓度(30%~45%)、氰化钠

添加量(0.5~2.5kg/t)和锌粉添加量(0.5~
2.0kg/t)条件下,对比了基于深度学习的标准优

化模型DNN、与结合生成对抗网络(GAN)的优

化模型的经济效益。试验结果见表2。

表2 DNN模型与基于Transformer的优化模型的

经济效益评估结果对比

Table2 Comparisonofeconomicbenefitevaluationresults
betweenDNNandTransformerbasedoptimizationmodel

模型类型
平均金

产量/kg

平均物料消耗

成本/万元

总经济

效益/万元

DNN 380 5.2 31

基于Transformer
的优化模型

420 5.0 34

  从表2看出:基于深度学习和GAN结合的

优化模型在金产量和经济效益方面明显优于标准

深度学习优化模型DNN,说明结合GAN生成的

多样化样本能有效提升模型的鲁棒性。
然后,在矿浆浓度波动较大的工况下,研究

验证了基于 GAN样本生成的优化模型相较于

传统深度优化模型DNN的适应性,特别是在不

确定性参数(如矿浆浓度变化)的影响下,是否

能保持较高的经济效益和稳定性。试验结果见

表3。

表3 基于GAN样本生成的优化模型相较于传统优化

模型的适应性对比试验结果

Table3 Experimentalresultscomparingadaptabilityof
optimizationmodelgeneratedbasedonGANsamples

comparedtotraditionaloptimizationmodel

模型类型
测试工况矿浆

浓度波动范围

平均金

产量/kg

平均物料

消耗成本/
万元

总经济

效益/
万元

DNN [30%,45%] 375 5.3 30.2

基于Transformer
的优化模型

[30%,45%] 405 4.8 35.7

  从表3看出,基于Transformer的优化模型

的平均金产量为405kg,高于DNN的375kg,其
总经济效益为35.7万元,高于DNN的30.2万

元,可见基于GAN样本生成的优化模型在矿浆

浓度波动较大的工况下具有更强的适应性。相较

于传统的深度学习模型,GAN生成的样本提供

了更加多样化的输入,可帮助优化模型在面对不

确定性时保持较高的金产量和更低的物料消耗

成本。
最后,研究验证了引入GAN生成的优化样

本对工序层(如浸出、置换等)优化精度的提升效

果,特别是在不同工艺质量指标(如浸出率、置换

率)的调整情况下,GAN是否能够提升工序质量

指标的优化精度。试验结果见表4。

表4 引入GAN生成的优化样本对湿法冶金工序层优化

精度的提升效果

Table4 EffectofintroducingGAN-generatedoptimisation
samplesonimprovingoptimisationaccuracyof

hydrometallurgicalprocesslayers

模型类型
测试评价

指标范围

平均

浸出

率/%

平均

置换

率/%

平均

金产

量/kg

总经济

效益/
万元

DNN
η1=[85%,95%],

η2=[80%,90%],
b=[75%,85%]

89 81 400 31

基于

Transformer
的优化模型

η1=[85%,95%],

η2=[80%,90%],
b=[75%,85%]

92 84 425 36
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  从表4看出:基于Transformer的优化模型

的平均浸出率为92%,高于DNN的89%,其平

均置换率为84%,高于DNN的81%,因此,引入

GAN生成的样本显著提高了工序层的优化精

度。通过GAN生成的优化样本,模型能够在浸

出率、置换率等工艺质量指标的调整过程中实现

更高的回收率和更精确的操作控制,从而提高了

金产量和经济效益。

5 试验研究

5.1 试验环境与数据采集

为了进一步验证基于Transformer的湿法冶

金工序层优化模型的有效性,在某冶炼厂的金氰

化浸出生产线中进行。试验环境包括3个主要工

序:浸出、压滤洗涤和置换。具体工艺设备和工况

参数如下:

1)浸出工序:浸出槽体积10000L,矿浆浓度

范围30%~45%,搅拌速度范围50~80r/min,
温度控制在30~40℃之间。

2)压滤洗涤工序:配备板框压滤机,最大流量

为2500L/h,洗涤液浓度和流量可调,操作压力

为0.5~0.8MPa。

3)置换工序:锌粉的添加采用在线自动控制,
置换槽的运行温度为25~45℃,搅拌速度为40~
60r/min。

试验中,数据采集工作将覆盖生产过程中的

多维度工艺参数和质量指标,并通过生产线的在

线监测系统和试验记录相结合的方式实现。具体

采集内容包括:

1)操作参数:氰化钠添加量(TCN-)、锌粉添

加量(TZn)、矿浆浓度(cslurry)、温度、搅拌速度等。

2)工艺质量指标:浸出率(η1,η2)、置换率

(b)、洗涤率(rwash)。

3)经济效益指标:金产量(GAu)、物料消耗成

本(Cmaterial)、总经济效益(Jtotal)。
试验共分为2阶段:第1阶段为基准试验,即

在现有生产操作模式下运行,记录常规生产数据,
作为 对 照 组;第 2 阶 段 为 优 化 试 验,将 基 于

Transformer的优化模型嵌入DCS系统,实时指

导关键操作参 数 的 调 整。通 过 试 验 验 证 基 于

Transformer的优化模型在实际湿法冶金工序中

的适用性。

5.2 试验结果与分析

5.2.1 基准试验

首先,在未使用优化模型情况下,记录常规生

产模式下的金产量、物料消耗成本及总经济效益,
分析现有操作的经济效益基准水平。试验结果见

表5。

表5 常规生产模式下的经济效益评估结果

Table5 Economicbenefitevaluationresultsunder
conventionalproductionmode

矿浆

浓度/%
平均金

产量/kg

平均物料消耗

成本/万元

总经济

效益/万元

30 385 5.2 30.5

40 395 5.15 31.5

  从表5看出:现有生产模式下,经济效益受

矿浆浓度的影响较为显著,矿浆浓度较高时,
金产量和经济效益略有提升。但常规操作模

式对物料的消耗控制不够精准,氰化钠和锌粉

添加量未能精确匹配最佳工艺需求,导致物料

成本 偏 高,总 经 济 效 益 存 在 进 一 步 优 化 的

空间。
然后,在常规生产模式下,记录不同批次的浸

出率、置换率和洗涤率,评估现有工序评价指标的

稳定性。试验结果见表6。

表6 常规模式下的工序质量指标

Table6 Evaluationindexesofprocessesunder
conventionalmode

矿浆浓度/% η1/% η2/% b/% 洗涤率/%

30 89 83 78 85

40 90 84 79 86

  从表6看出:常规生产模式下,工序质量指

标出现一定波动,但整体工序质量的优化空间

有限。说明现有操作模式对不同矿浆浓度缺

乏动态调整能力,导致质量指标未能完全达到

理论上最佳水平。

5.2.2 优化试验

在第1个优化试验中,基于Transformer的

优化模型实时调整氰化钠和锌粉添加量,记录

金产量、物料消耗成本及总经济效益,与基准

试验 结 果 对 比 分 析 优 化 效 果。试 验 结 果 见

表7。
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表7 基于Transformer优化模型的经济效益评估结果

Table7 Economicbenefitevaluationresultsbasedon
Transformeroptimizationmodel

矿浆

浓度/%
平均金

产量/kg

平均物料消耗

成本/万元

总经济

效益/万元

30 405 4.80 35.7

40 420 4.75 37.5

  从表7看出:基于Transformer的优化模型

能够显著提升金产量并降低物料消耗成本,经济

效益相比基准试验提高15%~20%。模型通过

对氰化钠和锌粉添加量的动态调整,实现了更高

的工序效率和经济效益,尤其在矿浆浓度较高的

条件下表现尤为突出。
在第2个优化试验中,记录浸出率、置换率和

洗涤率的变化,评估基于Transformer的优化模

型对的提升效果。试验结果见表8。

表8 基于Transformer优化模型的工艺评价指标

Table8 ProcessevaluationindexesbasedonTransformer
optimizationmodel

矿浆浓度/% η1/% η2/% b/% 洗涤率/%

30 92 86 82 88

40 94 88 84 89

  从表8看出:基于Transformer的优化模型

能够有效提升工序质量指标,浸出率和置换率相

比基准试验分别可提高2%~4%,洗涤率可提高

约1%。这表明优化模型能够针对不同矿浆浓度

和工况条件,动态调整操作参数,可在提升工艺质

量的同时降低波动性,这进一步说明了该模型的

有效性和可靠性较好。

6 结论

针对某金氰化浸出工艺,提出了一种基于深

度学习的全流程分层优化模型。将流程分为工序

层和过程层两部分:在工序层,通过机制建模结合

深度学习,建立工序质量指标与物耗之间的非线

性关系;在过程层,基于工序层的优化结果,通过

DDPG算法对全流程操作变量进行动态调整,实
现全流程经济效益的最大化。此外,模型引入生

成对抗网络GAN生成优化样本,进一步提升优

化模型鲁棒性。该模型在经济效益、工艺稳定性

及不确定性适应能力上优于传统深度学习方法。
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DeepLearning-basedHierarchicalOptimisationandSimulationAlgorithmAnalysisof
WholeProcessofHydrometallurgy

HEDan,CHUXinjian,MAXiaoxiao,JIAYufeng
(CollegeofInformationScienceandEngineering,XinjiangUniversityofScienceandTechnology,

Korla 841000,China)

Abstract:Alayeredoptimizationmodelofhydrometallurgyprocessbasedondeeplearningisproposed.
The modeladopts hierarchicaldesign,including processleveloptimization and processlevel
optimization.Attheprocesslevel,Transformermodelisinnovativelyintroducedtoestablisha
nonlinearmapping modelofmaterialconsumptionandqualityindex,andoptimizeeachprocess
parameterwithminimummaterialconsumptionasthegoal.Intheprocesslayer,theinnovativeDDPG
algorithmisintroducedtoadjusttheoperatingvariablesandmaximizetheeconomicbenefitsofthe
wholeprocess.In addition,generativeadversarialnetwork (GAN)isintroducedto generate
optimizationsamplestofurtherimprovetherobustnessoftheoptimizationmodel.Afterthesodium
cyanideandzincpowderadditionsareadjustedinrealtimebytheTransformeroptimizationmodel,the
goldproductioncanbesignificantlyincreasedandthematerialconsumptioncostcanbesignificantly
reduced.Comparedwiththebenchmarktest,theeconomicbenefitincreasedby15%-20%,the
leachingrateandthereplacementrateincreasedby2%-4%respectively.Themodelissuperiorto
thetraditionaldeeplearningmethodintermsofeconomicbenefit,processstabilityanduncertainty
adaptability,andcanprovideanewwayforintelligentproductioninhydrometallurgicalindustry.
Keywords:hydrometallurgy;Transformermodel;GAN;DDPGalgorithm;numericalsimulation
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