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摘要:针对金浸出率预测准确率不高及噪声数据较大的问题,提出了一种高效的智能预测方法。将改进的

XGBoost和LightGBM模型相结合,并采用动态学习率、正则化优化和贝叶斯优化算法,设计了一个集成学习

模型对金浸出率进行预测。结果表明:相较于传统单一模型,集成学习模型预测精度明显提升,其均方误差

较XGBoost和LightGBM分别降低28.8%和22.9%左右,在真实生产环境中稳定性较高。该集成学习模型

能够有效提高金浸出率的预测精度,具有较强的实际应用价值。
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  浸出率是湿法冶金工艺中评估金属回收效果

和工艺优化的关键指标,其准确预测对于提高资

源利用效率、降低生产成本和减少环境污染具有

重要意义[1]。传统方法难以处理复杂多变的工艺

参数和非线性动态特性[2],而基于智能预测的研

究可以利用实时数据和机器学习算法,实现对浸

出过程的精准建模与优化控制,从而为湿法冶金

工业提供科学决策支持,提升工艺的智能化水平

和经济效益。目前虽已有一些关于智能预测在湿

法冶金浸出过程中的应用研究[3-5],但浸出过程受

多因素影响,使得数据采集与处理工作仍面临诸

多挑战。因此,如何有效地利用数据进行精准预

测,成为了研究的关键。
为提高浸出率预测精度,以金浸出率预测为

例,提出了一种基于集成学习的湿法冶金智能预

测模型。首先,针对金浸出率数据的复杂非线性

关系和噪声特性,改进XGBoost模型[6-7],引入动

态学习率和正则化优化,并结合贝叶斯优化调整

超参数,提升模型的鲁棒性与泛化能力;其次,优
化LightGBM基学习器[8-9],采用多尺度特征重要

性 评 估 策 略 和 SMOTE(Synthetic Minority

Over-samplingTechnique)算法[10]处理特征不均

衡与类别不平衡问题,同时改进预排序算法以增

强实时性和计算效率;最后,设计基于Boosting
的集成方法[11],将改进的XGBoost和LightGBM
模型相结合,充分发挥其互补优势,构建高效的集

成学习模型。

1 基于改进XGBoost的浸出率预测基学习器

  XGBoost(ExtremeGradientBoosting)是一

种高效的梯度提升树(GBDT)算法[12],广泛应

用于回归和分类任务中。为提升其在金浸出

率预测任务中的准确性和鲁棒性,提出了一种

基于改进XGBoost的浸出率预测基学习器,主
要通过引入动态学习率、正则化优化及贝叶斯

优化超参数调整等方法进行 XGBoost基学习

器的改进。

1)模型框架与损失函数改进。XGBoost的

基本框架通过逐步建立决策树的方式来进行集成

学习,其损失函数可表示为:

L(θ)=∑
n

i=1l(yi,y
︿
i)+∑

K

k=1Ω(fk)。

式中:l(yi,y
︿
i)—第i个样本的损失函数;y

︿
i—预
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测值;yi—实际值;Ω(fk)—对模型复杂度的正则

化项。正则化项用来控制模型的复杂度,防止过

拟合:

Ω(fk)=γTk+12λ∑
Tk

j=1w
2
kj。

式中:γ、λ—正则化参数;Tk—第k棵树的叶节点

数;wkj—第k棵树的叶节点的权重。

2)动态学习率调整。在传统的XGBoost模

型中,学习率η是一个固定值。为了增强模型的

适应性,提出采用动态学习率调整策略。具体地,
学习率根据模型在训练过程中的表现动态调整,
采用的策略如下:

ηt = η0
1+αt

。

式中:η0—初始学习率;α—学习率衰减因子;t—
训练迭代的次数。通过这种动态调整,模型能够

在训练初期快速收敛,在后期逐步减小步长,以避

免过拟合。

3)贝叶斯优化调整超参数。为进一步提升

模型的预测精度和泛化能力,通过贝叶斯优化

方法调整超参数。贝叶斯优化是通过建立代

理模型来搜索最优超参数组合。通过贝叶斯

优化,超参数(如树的最大深度、学习率、正则

化参数λ和γ)会在训练过程中自动调整,以最

小化损失函数。这种方法能有效减少人工调

参的工作量,并确保模型在复杂数据集上的优

异性能。

4)模型训练与迭代优化。模型训练采用梯度

下降法来优化目标函数。每次迭代时,XGBoost
通过最小化损失函数的泰勒展开来更新决策树的

结构:

 (f)=∑
n

i=1
l(yi,y

︿
i)+12w2

i  。
对于每一棵树,在每个节点分裂时,XGBoost

通过计算分裂增益来决定最优分裂点,增益计算

公式为:

Gain(t)= 1
2

(∑i∈Lgi)
2

∑i∈Lhi+λ
+
(∑i∈Rgi)

2

∑i∈Rhi+λ
-
(∑i∈Sgi)

2

∑i∈Shi+λ

􀭠

􀭡

􀪁
􀪁􀪁 􀭤

􀭥

􀪁
􀪁􀪁 。

式中:gi、hi—样本i的一阶、二阶梯度信息;L、

R—左、右子树;S—当前节点的样本集合。
基于改进XGBoost的金浸出率预测模型,通

过动态调整学习率、优化正则化项及结合贝叶斯

优化调整超参数[13],有效提高模型的鲁棒性和泛

化能力。通过上述方法,模型能够在处理复杂数

据集时更好地拟合目标变量,从而实现对金浸出

率更为准确的预测。
改进 的 XGBoost基 学 习 器 的 结 构 如 图1

所示。

图1 改进的XGBoost基学习器的结构

Fig.1 StructureofimprovedXGBoost-basedlearner

2 基于改进LightGBM 的浸出率预测基

学习器

  LightGBM(LightGradientBoosting Ma-
chine)是一种高效的梯度提升决策树(GBDT)
算法,广泛应用于大规模数据的回归与分类任

务。为在金浸出率预测中获得更高的精度与

效率,对LightGBM 模型进行了显著改进,具体

体现在多尺度特征重要性评估策略、SMOTE
算法的引入来处理特征不均衡与类别不平衡

问题,以及改进预排序算法以提高计算效率和

实时性。

1)LightGBM 模 型 基 本 框 架。LightGBM
的基本 框 架 与 XGBoost相 似,通 过 树 的 集 合

(Boosting)来 进 行 学 习。其 目 标 函 数 可 表

示为:

L(θ)=∑
n

i=1l(yi,y
︿
i)+∑

K

k=1Ω(fk)。

式中:l(yi,y
︿
i)—第i个样本的损失函数;y

︿
i—

预测值;yi—实际值;Ω(fk)—对模型复杂度的

正则化项,常采用L2正则化来控制模型的复

杂度。

LightGBM使用直方图算法对数据进行预排

序,以提高计算效率。

Ω(fk)=γTk+12λ∑
Tk

j=1w
2
kj。

式中:γ—叶节点数的惩罚参数;λ—正则化参数;
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Tk—树k 的 叶 节 点 数;wkj—树 k的 叶 节 点 的

权重。

2)多尺度特征重要性评估策略。为更好地

处理多尺度特征数据,提出了一种基于分层信

息的特征重要性评估策略。传统的LightGBM
使用单一尺度进行特征划分,而在改进模型中,
采用多尺度特征评估,通过在不同尺度上评估

特征的重要性,以增强模型对多尺度特征的适

应能力。具体来说,特征的重要性计算由以下

两部分组成:

Importancetotal(f)=∑
T

t=1Importancet(f)。

式中:Importancet(f)—在 第t层 次(或 子 空

间)上评估的 特 征f 的 重 要 性;T—尺 度 层 次

的 数 量。每 个 层 次 上,特 征 重 要 性 计 算 公

式为:

Importancet(f)= 1
Nt∑

nt
i=1

g2i
hi+λ

。

式中:gi、hi—样本i的一阶、二阶梯度信息;nt—
第t层次上的样本数量;Nt—该层次的总样本数;

hi—该样本的二阶梯度。
通过这种多尺度的特征评估方法,模型能

够更全面地捕捉到数据中不同特征层次上的

信息,从 而 增 强 模 型 对 复 杂 数 据 关 系 的 学 习

能力。

3)SMOTE算法处理特征不均衡与类别不平

衡。由于金浸出率预测任务中可能存在特征不均

衡和类别不平衡问题,传统的LightGBM 模型在

训练时容易受到影响,导致模型精度降低。为解

决这一问题,本研究引入了SMOTE算法,该算

法通过生成合成样本来平衡训练集中的样本类

别。SMOTE算法通过在特征空间内生成新的合

成样本来平衡数据集。具体地,给定一个样本点

xi 和其k个近邻,SMOTE会通过以下方式生成

合成样本:

xnew =xi+λ·(xj-xi)。
式中:xj—样本xi的一个随机近邻;λ—一个随

机选择的系数,λ∈ 0,1  ;xnew—生成的合成

样本。
通过SMOTE算法,数据集的类别分布得

到有效 平 衡,从 而 提 高 模 型 的 稳 定 性 和 预 测

精度。

  4)改进预排序算法。传统的LightGBM 使

用直方图算法来对数据进行预排序,但在大规

模数据处理时,仍然会存在较高的计算成本。
为提高计算效率和实时性,对预排序算法进行

了改进,采用基于分层抽样和即时学习[14]的预

排序方法。
在每次训练迭代中,首先对训练数据进行分

层抽样,确保每一层数据分布均衡,接着利用即时

学习算法对分 层 数 据 进 行 预 排 序。具 体 步 骤

如下:

1)对训练数据进行分层抽样,确保每一层中

的样本数量与目标变量分布一致。

2)使用即时学习算法对分层数据进行排序

和分 裂 评 估,每 次 只 对 当 前 数 据 子 集 进 行

排序。

3)使用动态更新机制对排序结果进行优化,
避免全局排序的计算瓶颈。

这种改进的预排序算法能够在保证模型准确

性的同时,提高训练效率,适应实时预测任务的

需求。

5)模型训练与迭代优化。LightGBM使用增

量学 习 的 方 式 通 过 梯 度 提 升(GradientBoos-
ting)[15]来训练模型。在每次迭代中,利用梯度信

息和二阶梯度信息来构建新的决策树,通过最小

化目标函数来更新模型:

 (f)=∑
n

i=1
[l(yi,y

︿
i)+12w2

i]。

树的分裂增益计算公式为:

Gain(t)=

1
2
(∑i∈Lgi)

2

∑i∈Lhi+λ
+
(∑i∈Rgi)

2

∑i∈Rhi+λ
-
(∑i∈Sgi)

2

∑i∈Shi+λ

􀭠

􀭡

􀪁
􀪁􀪁 􀭤

􀭥

􀪁
􀪁􀪁 。

式中:gi和hi—样本i的一阶和二阶梯度信息;L
和R —左右子树;S—当前节点的样本集合。

基于改进的LightGBM 模型,通过引入多尺

度特征重要性评估、SMOTE算法处理类别不平

衡问题,以及改进预排序算法,显著提升了模型的

精度和计算效率。这些改进使得LightGBM 能

够更好地适应金浸出率预测任务中的复杂数据结

构,为工业过程中的实时预测和优化提供了有效

支持。改进的LightGBM基学习器的结构如图2
所示。
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图2 改进的LightGBM基学习器的结构

Fig.2 StructureofimprovedLightGBM-basedlearner

3 基于Boosting集成学习的金浸出率智

能预测

  在金浸出率预测任务中,模型面临数据的

非线性、噪声及高维性等挑战。因此,研究设计

一种基于Boosting的集成学习方法,将改进的

XGBoost和LightGBM模型相结合,充分发挥其

互补优势,构建一个高效的集成学习模型,以提

升金浸出率预测的精度和鲁棒性。具体来说,
通过 集 成 多 个 基 学 习 器(改 进 的 XGBoost和

LightGBM),并通 过 Boosting算 法 优 化 模 型 的

性能。

1)Boosting集成学习方法基本框架。Boos-
ting是一种集成学习方法,它通过加权组合多个

弱分 类 器(或 回 归 器)来 形 成 一 个 强 学 习 器。

Boosting模型的核心思想是在每一轮迭代中训练

一个新的弱学习器,该学习器关注的是上一轮学

习器未能正确预测的样本。最终,所有弱学习器

的预测结果会加权汇总得到最终的预测结果。

Boosting模型的目标函数可以表示为:

 (θ)=∑
n

i=1l(yi,y
︿
i)+∑

K

k=1Ω(fk)。

式中:l(yi,y
︿
i)—第i个样本的损失函数;y

︿
i—

模型的预测值;yi—真实值,Ω(fk)—对模型复杂

度的正则化项;fk—第k个弱学习器。

2)改 进 的 XGBoost和 LightGBM 模 型 集

成。为提高金浸出率的预测精度,研究结合了

改 进 的 XGBoost和 LightGBM 模 型,利 用

Boosting方 法 进 行 集 成。XGBoost和 LightG-

BM 分别是基于梯度提升(GBDT)的模型,它
们通过多次迭代训练树模型并结合各树的结

果来提高预测精度。其基本结构可通过加权

组合表示为:

y
︿
i =∑

K

k=1αky
︿
ik。

式中:y
︿
ik —第k个基学习器对第i个样本的预测

值;αk—基学习器的权重系数;K—基学习器的

总数。

3)集成学习中的加权组合与优化。Boos-
ting方法的关键是如何选择合适的 加 权 系 数

αk ,以使得每个基学习器的贡献最大化。传统

的Boosting方法通过使用梯度信息来调整加

权系数。对于每一轮的迭代,基学习器的权重

可按下式更新:

αk = 12ln
1-εk

εk  。
式中,εk—第k个基学习器的错误率,表示为:

εk = 1n∑
n

i=1Ⅱ(yi≠y
︿
ik),

式中,Ⅱ—指示函数,当预测值与真实值不相等

时,为1,否则为0。
为进一步提高预测效果,本研究对基学习器

进行了改进。对于 XGBoost,改进了其正则化

项,使得模型更加适应复杂数据的训练,具体

如下:

Ω(fk)=γTk+12λ∑
Tk

j=1w
2
kj。

式中:γ—叶节点的惩罚参数;Tk—第k个基学习
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器的树的叶节点数;wkj—k个基学习器叶节点的

权重。
对于LightGBM,采用了多尺度特征重要性

评估策略,针对每一层的样本,通过计算其梯度信

息的平方和来调整权重,从而提升模型对不同特

征的敏感度。特征重要性评估公式为:

Importancet(f)= 1
Nt∑

nt
i=1

g2i
hi+λ

。

式中:gi、hi—样本i的一阶、二阶梯度;nt—第t
层次上的样本数量;hi—样本的二阶梯度;λ—正

则化参数。

4)集成模型的预测过程与优化。在集成学习

过程中,基学习器的预测结果会被加权组合,最终

得到金浸出率的预测值。假设第i个样本的真实

值为hi,预测值为y
︿
i,则集成学习模型的预测结

果为:

y
︿
i =∑

K

k=1αky
︿
ik。

此外,为 进 一 步 提 升 集 成 模 型 的 预 测 性

能,采用贝叶斯优化算法对超参数进行调优。
贝叶斯优化通过构建代理模型(如高斯过程)
来估计目标函数的分布,并利用这一信息来选

择最优超参数组合,从而有效提高模型的预测

精度。

5)模型训练与迭代优化。在每轮Boosting
训练中,基学习器会根据当前的误差对模型进行

调整。通过引入正则化项和梯度信息,改进的

XGBoost和LightGBM 模型能够更好地拟合金

浸出率预测任务中的复杂数据关系。

6)模 型 评 估。模 型 评 估 使 用 均 方 误 差

(MSE)作为评价指标:

MSE= 1n∑
n

i=1
(yi-y

︿
i)2。

通过与传统的单一模型进行比较,评估集成

学习方法在金浸出率预测中的优势。
基于Boosting集成学习方法,通过结合改

进的XGBoost和LightGBM 模型,充分利用两

者的互补优势,在金浸出率预测任务中实现了

更高的预测精度和更强的鲁棒性。通过加权

组合基学习器的预测结果,并对超参数进行优

化,最终构建了一个高效且精准的预测模型。
改进的 Boosting集 成 学 习 方 法 的 结 构 如 图3
所示。

图3 改进的Boosting集成学习方法的结构

Fig.3 StructureoftheimprovedBoostingintegrated
learningmethod

4 数值仿真

4.1 试验环境与数据来源

集成学习模型数值仿真试验在一个高性能计

算环境中进行。试验平台配备了16核的 AMD
Ryzen95900X处理器,64GB的 RAM 内存,以
及配备NVIDIARTX3090显卡的计算机。

数据采集自某金属冶炼厂的实际生产数据集,
数据集包含了不同金属原料在浸出过程中的多种

工艺参数,包括温度、酸度、浸出时间、氧气浓度、矿
浆浓度等多维特征。数据集共有约50000条样

本,其中每条样本对应一个金浸出率的真实值,作
为回归任务的目标变量。此外,数据集还存在特征

不均衡问题,部分特征在样本中分布较为集中,因
此采用SMOTE算法对数据进行过采样处理。

4.2 数值模拟结果及分析

1)集成学习模型与单一模型对比试验。首先,
分别训练基于XGBoost、LightGBM和集成学习模型

的3个不同模型;然后,使用相同的训练集和测试集

进行验证,通过均方误差(MSE)和决定系数(R2)作
为评价指标,验证集成学习模型在预测精度和泛化

能力方面的优势。本研究提出的基于Boosting的集

成学习模型与单一的XGBoost和LightGBM模型对

金浸出率的预测效果对比结果见表1。

表1 集成学习模型与单一模型的预测效果对比

Table1 Comparisonofpredictiveeffectivenessof
integratedlearningmodelandsinglemodel

模型 MSE R2

XGBoost 0.045 0.91

LightGBM 0.042 0.92

本研究模型 0.037 0.94
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  从表1看出:本研究提出的集成学习模型的

MSE和R2 均优于XGBoost和LightGBM 单一模

型;集成学习模型的 MSE为0.037,较 XGBoost
(0.045)和 LightGBM(0.042)分 别 降 低17.8%
左右。

2)集成学习模型在不同数据平衡策略下的性

能对比试验。通过两种数据平衡策略进行比较:
一种是原始数据集,另一种是采用SMOTE算法

对数据进行过采样处理。分别在这两种数据集上

训练集成学习模型,并对比其预测精度(MSE和

R2)和训练时间,分析数据不均衡对模型性能的

影响,结果见表2。

表2 集成学习模型在不同数据平衡策略下的性能对比

Table2 Performancecomparisonofintegratedlearning
modelsunderdifferentdatabalancingstrategies

数据平衡策略 MSE R2 训练时间/s

原始数据集 0.044 0.91 120

SMOTE过采样数据 0.037 0.94 150

  从表2看出:SMOTE过采样后的数据集在集

成学习模型上的表现明显优于原始数据集;经过采

样后的数据集,集成学习模型的 MSE为0.037,比
原始数据集的MSE(0.044)降低17.6%左右。

3)集成学习模型与贝叶斯优化超参数调优效

果对比试验。目的是通过贝叶斯优化算法对集成

学习模型的超参数进行调优,以提升模型的性能。
试验将对比使用默认超参数和经过贝叶斯优化后

的超参数两种情况,对比二者在金浸出率预测中

的差异。

表3 集成学习模型经贝叶斯优化超参数调优前后的

效果对比

Table3 Comparisonofeffectofensemblelearning
modelbeforeandafterhyperparametertuningby

Bayesianoptimization

超参数优化 MSE R2 训练时间/s

调优前 0.042 0.92 130

贝叶斯调优后 0.036 0.95 180

  从表3看出:经过贝叶斯优化超参数调优后的

集成学习模型的性能显著提升;优化后模型的 MSE
为0.036,相比于默认超参数的0.042,下降14.3%
左右。

5 验证试验

5.1 试验环境与数据采集预处理

试验环境:集成学习模型试验在某金冶炼厂

的实际生产环境中进行,试验硬件配置采用高性

能服务器集群。
数据采集:试验数据来源于该冶炼厂金浸出过

程的实时监控系统。数据采集设备有温度传感器、

pH传感器、氧气浓度探测器、矿浆浓度测量仪、浸
出时间记录器等。数据记录频率为每分钟一次,采
集的主要特征为反应温度、酸度、矿浆浓度、氧气浓

度、浸出时间等。总数据集包含约70000条样本。
数据预处理:在数据采集的基础上,首先对缺

失值进行处理,使用均值插补法填补缺失数据。为

保证数据质量,去除异常值和不符合实际生产条件

的数据样本。之后对特征进行标准化处理。

5.2 验证试验结果及分析

基于集成学习模型与传统的单一 XGBoost
和LightGBM模型在真实生产环境中的预测精

度对比结果见表4。试验使用冶炼厂提供的实时

数据集,包括温度、酸度、矿浆浓度、氧气浓度、浸
出时间等输入特征。每个模型分别在相同的数据

集上进行训练和测试,并以 MSE和R2 为评价指

标,对比各模型的预测效果,从而评估集成学习模

型在实际应用中的优势。

表4 不同模型在真实生产环境中的预测精度对比

Table4 Comparisonofpredictionaccuracyofdifferent
modelsinrealproductionenvironment

模型 MSE R2

XGBoost 0.052 0.89

LightGBM 0.048 0.90
本研究模型 0.037 0.94

  从表4看出:集成学习模型的MSE和R2 均优

于传统的XGBoost和LightGBM模型;集成模型的

MSE为0.037,较 XGBoost(0.052)和LightGBM
(0.048)分别降低约28.8%和22.9%左右;同时,
集成学习模型的R2 达0.94,表现出更强的拟合能

力。由此可知,集成学习模型能更好地处理采集所

得真实数据中的复杂非线性关系,从而提高金浸出

率预测精度,且稳定性较好。
为探讨集成学习模型在不同数据集规模下的

预测性能,使用冶炼厂采集的不同规模的数据集
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(10000、30000、70000条样本),分别训练集成

学习模型并进行验证。评价指标为 MSE、R2和训

练时间,分析集成学习模型在小规模和大规模数

据集上的适应性、精度和计算效率,试验结果见

表5。

表5 集成学习模型在不同数据集规模下的预测性能对比

Table5 Comparisonofpredictiveperformanceofensemble
learningmodelsunderdifferentdatasetsizes

数据集规模/条 MSE R2 训练时间/s

10000 0.046 0.91 85

30000 0.039 0.93 130

70000 0.037 0.94 180

  从表5看出:对于10000条样本的数据集,

MSE为0.046,而随数据集增至30000和70000
条,MSE分别降至0.039和0.037,R2 也从0.91
分别升至0.93和0.94,可见随数据集规模增大,
集成学习模型的 MSE逐渐降低,R2 逐渐升高,
说明金浸出率预测精度随数据集规模增大而

逐渐升高;训练时间从10000条样本的85s
延长至70000条样本180s,试验中发现,训练

时间虽随数据集规模增大而延长,但在大数据

集上的精度有所提升,说明集成学习模型能够

有效处理大规模数据,保持良好的预测能力和

稳定性。
为探讨集成学习模型与传统的单一XGBoost

和LightGBM模型在超参数优化下的预测精度差

异,从而评价超参数调优对模型精度的提升作用,
通过贝叶斯优化算法对每个模型的关键超参数进

行调优,对比不同优化方法下的模型性能,评价指

标为MSE、R2和训练时间,试验结果见表6。

表6 不同模型在超参数优化下的性能对比

Table6 Performancecomparisonofdifferentmodels
underhyperparameteroptimization

模型 MSE R2 训练时间/s

XGBoost(优化) 0.039 0.93 95

LightGBM(优化) 0.037 0.94 110

本研究模型 0.033 0.96 160

  从表6看出:经过贝叶斯优化后的集成学习

模型的 MSE为0.033,R2 为0.96,均优于单一的

XGBoost和LightGBM模型,说明集成学习模型

在超参数优化后表现出更高的准确性和稳定性;
集成学习模型经超参数调优后训练时间为160s,
比单一的XGBoost和LightGBM 模型的训练时

间长,但从精度提升的角度来看,优化后的集成模

型在实际应用中具有更高的价值,能够提供更精

确的金浸出率预测结果。

6 结论

研究提出了一种基于集成学习的金浸出率智

能预测模型,通过将改进的XGBoost和LightG-
BM模型相结合,充分发挥二者的互补优势,提升

了金浸出率的预测精度和稳定性。集成学习模型

在处理复杂非线性关系和噪声数据方面表现优

异,相比传统模型,具有更低的均方误差和更高的

决定系数。研究结果可为金浸出率的智能预测提

供一种高效、精确的解决方案。
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DesignofIntelligentPredictionModelforGoldLeachingRateBasedon
EnsembleLearningAlgorithms

ZHOUYifan1,2

(1.SchoolofInformationEngineering,ZhumadianVocationalandTechnicalCollege,

Zhumadian 463000,China;

2.KeyLaboratoryofHarmonyOSEcosystemDevelopment,Zhumadian 463000,China)

Abstract:Toaddresstheproblemoflowpredictionaccuracyandlargenoisedataingoldleachingrate
prediction,ahigh-efficiencyintelligentpredictionmethodwasproposed.Combiningtheimproved
XGBoostandLightGBM models,adynamiclearningrate,regularizationoptimization,andBayesian
optimizationalgorithm wereusedtodesignanensemblelearning modelforgoldleachingrate
prediction.Theresultsshowthattheensemblelearningmodelhasasignificantlyimprovedprediction
accuracycomparedtotraditionalsinglemodels,anditsMSEisabout28.8%and22.9%lowerthan
XGBoostandLightGBM,respectively.Themodelhashighstabilityinrealproductionenvironments.
Theensemblelearningmodelcaneffectivelyimprovethepredictionaccuracyofgoldleachingrateand
hasstrongpracticalapplicationvalue.
Keywords:goldleachingrate;prediction;ensemblelearning;XGBoostmodel;LightGBM model;

numericalsimulation
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