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摘要:
 

中长期径流模拟可为水资源合理配置提供科学依据,对流域高质量发展具有重要意义。基于改进的自

适应噪声完备集成经验模态分解算法(ICEEMDAN)和奇异谱分析(SSA)的两阶段分解策略,利用鲸鱼算法

(WOA)优化的长短期记忆网络模型(LSTM),构建了月径流模拟模型ICEEMDAN-SSA-WOA-LSTM。将其

应用于石头河水库月径流模拟,并与单次分解的ICEEMDAN-WOA-LSTM、SSA-WOA-LSTM 和未分解的

WOA-LSTM模型进行对比分析。结果表明,ICEEMDAN-SSA-WOA-LSTM模型模拟效果最佳,率定期和验

证期3项评价指标均优于其他模型,验证期均方根误差为1.278
 

m3/s、平均绝对误差为0.893
 

m3/s、纳什效

率系数为0.985。两阶段分解策略月径流模拟模型可显著提高月径流模拟精度,可用于全年入库径流模拟。
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1 引言

中长期径流模拟可为水资源合理配置提供有

力支撑,对水资源可持续利用具有重要意义[1]。
传统分布式水文模型依据流域产汇流理论和参数

化边界条件模拟径流,具有一定的局限性[2]。近

年来,以统计学和数据挖掘技术为基础的深度学

习模型,以其优秀的径流演变信息挖掘能力,通过

低成本的输入却能获得较高精度的模拟结果而得

到广泛应用[3]。其中长短期记忆网络(LSTM)凭
借特有的记忆属性,有效克服了模型训练过程中

的梯度消失、维度灾害等问题,是当前水文模拟领

域研究的热点[4]。然而径流序列具有随机性和非

线性特征,仅采用深度学习模型难以高效模拟整

个径流过程。近年来将数据分解技术与深度学习

模型相结合,提高了模型模拟精度[5]。但这些方

法分解产生的高频分量复杂程度较高,增大了模

型模拟难度,影响径流序列整体模拟精度。为进

一步挖掘高频分量中的有效信息,在改进自适应

噪声完备集成经验模态分解技术(ICEEMDAN)
的基础上,提出对高频分量进行再分解处理的两

阶段分解策略,将其应用于石头河流域,以期提高

中长期径流模拟精度。

2 研究思路与方法

2.1 研究思路

采用ICEEMDAN对月径流序列进行第一阶

段分解处理。ICEEMDAN将完全集合经验模式

分解(CEEMDAN)的模态整体均值计算方式改

进为局部均值计算,对于月径流序列中包含的不

同尺度特征成分具有更好的提取能力[6]。第一阶

段分解得到多个本征模态分量(IMF),各分量对

应频率不同,其中高频分量掺杂了较多噪声信息,
复杂程度较高,影响模型的整体模拟精度。因此

采用样本熵[7]衡量各IMF分量的复杂程度,判定

其中的高频分量,并提出对高频分量进行第二阶

段分解的策略,以期提高径流的整体模拟精度。
第二阶段选用奇异谱分析(SSA)分解高频分

量。SSA可从包含噪声的序列中提取较多可靠

信息,有效进行周期分量重建,且重建后的序列较

为平滑,这一特性可显著降低模型模拟难度[8]。
因此本文引入应用奇异谱分析的第二阶段分解策
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略分解高频分量,得到多个重构分量(RC)。
对于第一阶段分解得到的低频分量和第二阶

段对高频分量分解得到的重构分量,应用基于鲸

鱼优化算法(WOA)[9]的长短期记忆网络分别进

行模拟,得到模拟序列Mi、Ni(i=1,2,…,n),将
所有模拟序列线性叠加,得到最终月径流模拟结

果。具体研究思路见图1。
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图1 基于两阶段分解策略的月径流模拟研究流程图

Fig.1 Flow
 

chart
 

of
 

monthly
 

runoff
 

simulation
 

study
 

based
 

on
 

two-phase
 

decomposition
 

strategy

2.2 研究方法

2.2.1 改进的自适应噪声完备集成经验模态分解

改进的自适应噪声完备集成经验模态分解

(ICEEMDAN)基本原理如下。首先向原始月径

流序列中加入白噪声,构建新序列d1,并通过计

算新序列d1 的局部均值得到第1组残差r1,新
序列d1 与第1组残差r1 的差值即为第1个分量

IMF1;而后继续向第1组残差r1 添加白噪声得

到新序列d2,依然对d2 采用局部均值计算得到

第2组残差r2,r1 与r2 的差值即为第2个分量

IMF2;以此类推直到残差ri(i=1,2,…,n)不可

再分解或达到最高迭代次数,得到后续的IMFi(i=
1,2,…,n)。具体计算方法详见文献[6]。
2.2.2 样本熵

通过计算样本熵衡量各IMF分量的复杂程

度,区分高、低频分量。样本熵为条件概率的负自

然对数,其计算简洁高效,对分量长度依赖性低。
样本熵值越大,分量的复杂度越大,反之则越小。
具体计算方式为:

E(m,r,N)=lnBm(r)-lnBm+1(r) (1)
式中,E 为样本熵;m 为嵌入维度;r为相似容限;

N 为分量序列长度;B 为分量序列的自相似度概率。

2.2.3 奇异谱分析

奇异谱分析(SSA)是一种处理非线性时间序

列的分析技术,能较好地提取序列关键信息的同

时无需先验信息,具有稳定识别和强化周期信号

的优点。SSA 的基本思路是将原序列转换为

L×K 维的轨迹矩阵,并对轨迹矩阵进行奇异值

分解,得到多个不同周期的分量,并根据分量间相

关性将其组合,得到最终的重构分量RRCi
(i=1,

2,…,n)。具体原理详见文献[8]。
2.2.4 基于鲸鱼优化算法的长短期记忆网络

长短期记忆网络通过输入门、遗忘门和输出

门3个门结构有选择性地确定从当前单元状态删

除、添加或存储的信息,3个门结构在输入和反馈

间建立滞后连接,并强制在循环神经元内维持连

续流动误差,最终缓解导数乘法引起的梯度消失

问题。具体计算公式详见文献[4]。其网络神经

元结构见图2。
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图2 LSTM神经元结构

Fig.2 Structure
 

of
 

LSTM

LSTM模型参数大多依赖于经验选取,针对

不同序列往往难以达到最佳性能,通过引入智能

优化算法可有效解决这一问题。已有研究表明,
鲸鱼优化算法(WOA)比粒子群优化算法(PSO)
具有更好的寻优精度和全局搜索能力

 [10]。因此,
采用 WOA对LSTM 模型中隐藏层神经元数目

及学习率两个参数进行寻优确定。WOA具体原

理见文献[9]。
2.2.5 评价指标

采用均 方 根 误 差(RRMSE)、平 均 绝 对 误 差

(M MAE)及纳什效率系数(NNS)3个指标作为模型

模拟精度的评价标准。NNS 值越接近1、RRMSE、

MMAE 值越接近0,表示模拟精度越高。

3 模型应用

3.1 石头河流域概况

石头河水库位于秦岭北麓渭河一级支流石头

河干流上,控制流域面积673
 

km2,总库容1.47×
108m3,是一座集防洪、供水、发电、灌溉功能于一

体的综合利用水利工程。水库承担西安、咸阳、宝

·7·



鸡、杨凌等城市的供水任务,在保障流域社会经济

快速稳定发展方面发挥重要作用。石头河干流先

后设立斜峪关水文站(1950~1983年数据)和鹦

鸽水文站(1976年至今的数据),控制流域面积分

别为686、507
 

km2。将黄河流域水文年鉴中刊布

的两水文站逐月平均流量采用水文比拟法统一折

算至水库坝址断面,形成1950~2020年共71年

的石头河水库月径流序列。石头河流域示意图见

图3。

图3 石头河流域示意图
Fig.3 Schematic

 

diagram
 

of
 

the
 

Stone
 

River
 

3.2 序列分解

对石头河水库1950~2020年共71年月径流

序列进行ICEEMDAN分解,共得到9个频率不

同的本征模态分量IMF1~IMF9 和1个趋势分量

(Res)。各IMF分量频率由高到低排列,高、低频

分量间振幅差距明显,表明原始径流序列波动性

较强;趋势分量Res呈平缓—加速—平缓的下降

趋势,表明原始径流序列总体呈下降趋势且在各

时段下降速度不同。
利用样本熵进一步判断IMF1~IMF9 中的

高、低频分量,计算结果见图4。IMF1、IMF2、

IMF3 的样本熵值基本浮动在2.0,而IMF4 样本

熵值仅达到1.3,缩减了近1/3,因此将IMF1、

IMF2、IMF3划定为高频分量。需应用奇异谱分

!"

#
$

%
&

2.5

2.0

1.5

1.0

0.5

0
IMF1 IMF2 IMF3 IMF4 IMF5 IMF6 IMF7 IMF8 IMF9 Res

图4 各分量样本熵值

Fig.4 Entropy
 

of
 

each
 

subsequence

析(SSA)进一步挖掘其 中 的 有 效 信 息。结 合

ICEEMDAN的分解层数,最终设定SSA的分解

层数为10,将IMF1、IMF2、IMF3 各分解为10个

重构分量。
3.3 模型构建

径流的形成与自身不同时段的前期径流具有

相关性。针对两阶段分解得到的若干分量,采用

偏自相关函数(PACF)来确定输入因子。首先计

算时间序列的PACF值,然后找出前12个月中

通过95%置信检验的前期径流。由于不同分量

筛选得到的前期径流数目不同,最少为3个,最多

为10个,为保证后续模型输入维度一致,以各分

量同时满足的最多前期径流数目为标准,最终选

用PACF值最高的3个前期径流作为模型的输

入因子,结果见表1。
搭建LSTM模型需确定相应参数,根据输入

因子的选取结果,LSTM 模型的输入层数设置为

3。模型隐藏层神经元数目及学习率两个参数利

用 WOA优化确定,其中神经元数目设置的搜索

边界为[8,400],学习率设置的搜索边界为[0.01,

0.1]。训练过程采用Adam算法,训练次数设置

为100次。WOA算法优化过程采用均方误差作

为模型适应度,设置种群数量为10,最大迭代次

数为20次。利用前64年共计768个月径流数据

为率定期样本率定模型,后7年共计84个月径流

表1 各分量输入因子选取结果
Tab.1 Selection

 

results
 

of
 

input
 

factors
 

of
 

each
 

component

ICEEMDAN SSA ICEEMDAN-SSA-IMF1 ICEEMDAN-SSA-IMF2 ICEEMDAN-SSA-IMF3
分量 输入因子 分量 输入因子 分量 输入因子 分量 输入因子 分量 输入因子

IMF1 xt-1,xt-2,xt-6 RC1 xt-1,xt-2,xt-4 RC1 xt-1,xt-2,xt-3 RC1 xt-1,xt-2,xt-6 RC1 xt-1,xt-2,xt-4

IMF2 xt-1,xt-5,xt-6 RC2 xt-1,xt-2,xt-3 RC2 xt-1,xt-2,xt-3 RC2 xt-1,xt-2,xt-6 RC2 xt-1,xt-2,xt-3

IMF3 xt-1,xt-2,xt-7 RC3 xt-1,xt-2,xt-8 RC3 xt-1,xt-2,xt-4 RC3 xt-1,xt-2,xt-3 RC3 xt-1,xt-2,xt-3

IMF4 xt-1,xt-2,xt-3 RC4 xt-1,xt-2,xt-4 RC4 xt-2,xt-4,xt-6 RC4 xt-1,xt-2,xt-5 RC4 xt-1,xt-2,xt-11

IMF5 xt-1,xt-2,xt-3 RC5 xt-2,xt-4,xt-5 RC5 xt-2,xt-4,xt-6 RC5 xt-2,xt-3,xt-6 RC5 xt-1,xt-2,xt-3

IMF6 xt-1,xt-2,xt-3 RC6 xt-2,xt-3,xt-4 RC6 xt-2,xt-4,xt-6 RC6 xt-2,xt-4,xt-5 RC6 xt-2,xt-4,xt-7

IMF7 xt-1,xt-2,xt-3 RC7 xt-1,xt-2,xt-4 RC7 xt-1,xt-2,xt-4 RC7 xt-2,xt-4,xt-6 RC7 xt-2,xt-4,xt-6

IMF8 xt-1,xt-2,xt-3 RC8 xt-1,xt-2,xt-3 RC8 xt-1,xt-2,xt-3 RC8 xt-1,xt-2,xt-4 RC8 xt-2,xt-4,xt-6

IMF9 xt-1,xt-2,xt-3 RC9 xt-1,xt-2,xt-4 RC9 xt-1,xt-2,xt-3 RC9 xt-1,xt-2,xt-3 RC9 xt-1,xt-2,xt-4

Res xt-1,xt-2,xt-3 RC10 xt-2,xt-3,xt-4 RC10 xt-1,xt-2,xt-3 RC10 xt-1,xt-2,xt-3 RC10 xt-1,xt-2,xt-3

注:xt-1、xt-2、xt-6 分别为前1、2、6月的径流信息。如模拟7月的径流,需用到6、5、1月的径流信息。

·8· 水 电 能 源 科 学                 2023年
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数据作为验证期样本进行验证。
3.4 模型性能评价

为 进 一 步 检 验 ICEEMDAN-SSA-WOA-
LSTM模型的模拟性能,选用未经分解处理的

WOA-LSTM 模型及单一分解的ICEEMDAN-
WOA-LSTM、SSA-WOA-LSTM 模型分别模拟

月径流序列,具体模拟结果见图5、6。
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图5 4种模型率定期和验证期Q-Q图
Fig.5 Q-Q

 

chart
 

of
 

four
 

model
 

rates
 

in
 

periodic
 

and
 

validation
 

periods

对比4种模型在率定期和验证期的应用效

果,未经分解的 WOA-LSTM 模型表现较差,而
加入分解技术的耦合模型均能较好地模拟径流。
从 模 拟 效 果 来 看,ICEEMDAN-SSA-WOA-
LSTM模型>SSA-WOA-LSTM 模型>ICEEM-
DAN-WOA-LSTM 模 型 > WOA-LSTM 模 型

(“>”表示优于)。
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图6 4种模型验证期模拟过程线图

Fig.6 Simulation
 

process
 

line
 

diagram
 

for
 

4
 

model
 

validation
 

periods

在率定期,WOA-LSTM 模型的模拟能力并

不稳定,模拟值大多仅集中在0~40
 

m3/s,且实

测值大于25
 

m3/s以后的模拟结果明显偏离45°
线,模拟误差与实测值呈正相关关系。而加入分

解技术后的模型模拟效果均有较大改善,在单一

分解的模型中,ICEEMDAN-WOA-LSTM 模型

的模拟精度较 WOA-LSTM 模型显著提升,但结

果出现较多负值,这与ICEEMDAN分解过程中

加入了高斯白噪声有关,模型模拟过程低估了分

量中的负值,导致序列重构误差不断累积,最终得

到不合理的结果;SSA-WOA-LSTM 模型对径流

序列的模拟能力较强,但出现高流量模拟结果偏

低、低流量模拟结果偏高的均化现象。两阶段分

解的ICEEMDAN-SSA-WOA-LSTM 模型 则 在

保证高模拟精度的同时克服了此缺陷。
在验证期,

 

WOA-LSTM 模型的模拟结果出

现明显偏差。加入分解技术的耦合模型均准确模

拟了径流的丰枯情况,SSA-WOA-LSTM 模型对

于高峰现的捕捉能力较强,模拟结果更接近实测

值,但对于低值的拟合能力较差,结果偏高,均化

现象较率定期更明显;ICEEMDAN-WOA-LSTM
模型的结果相反,对于高峰现的捕捉能力弱于

SSA-WOA-LSTM模型,对于枯水流量则表现更

好,但 依 然 出 现 了 较 多 负 值;两 阶 段 分 解 的

ICEEMDAN-SSA-WOA-LSTM模型模拟结果中

绝大部分点据分布在45°线附近,模拟值与实测

值之间保持良好的一致性,无论在峰值捕捉还是

整体模拟精度方面均优于其他模型。
相 较 于 单 次 分 解 的 ICEEMDAN-WOA-

LSTM、SSA-WOA-LSTM 模 型 和 未 分 解 的

WOA-LSTM 模 型,ICEEMDAN-SSA-WOA-
LSTM模型通过对原始序列进行极大限度的分

解处理,有效挖掘其中的周期、趋势信息,削弱了

序列的波动范围,得到一系列规律明显的平滑分

量,显著降低了后续深度学习模型的模拟难度,提
升了序列的模拟精度。

4种模拟模型率定期及验证期的评价结果见

·9·



表2。结果表明,无论是率定期还是验证期,组合

模 型 ICEEMDAN-SSA-WOA-LSTM、SSA-
WOA-LSTM、ICEEMDAN-WOA-LSTM 的评价

指标 远 优 于 单 一 的 WOA-LSTM 模 型,其 中

ICEEMDAN-SSA-WOA-LSTM模型的模拟效果

最佳,验证期均方根误差为1.278
 

m3/s、平均绝

对误差为0.893
 

m3/s、纳什效率系数达到0.985。
对 比 单 一 分 解 的 ICEEMDAN-WOA-LSTM、

SSA-WOA-LSTM模型,两阶段分解的ICEEM-
DAN-SSA-WOA-LSTM模型将验证期纳什效率

系数分别提高了24.37%、4.5%,均方根误差和

平均绝对误差分别减少了73.20%、49.37%和

74.67%、56.82%,对于复杂的非线性径流数据具

有更好的模拟效果。
表2 4种模型对应的模拟精度指标

Tab.2 The
 

simulation
 

accuracy
 

index
 

corresponding
 

to
 

the
 

four
 

models

模型

率定期 验证期

RRMSEMMAE NNS RRMSEMMAE NNS

WOA-LSTM 8.451 4.922 0.455 8.950 5.8460.266
ICEEMDAN-WOA-LSTM 4.041 2.786 0.875 4.769 3.5260.792
SSA-WOA-LSTM 2.291 1.935 0.960 2.524 2.0680.942

ICEEMDAN-SSA-WOA-LSTM 0.882 0.657 0.994 1.278 0.8930.985

注:RRMSE、MMAE 单位均为 m3/s。

4 结论

a.
 

相较于单一的 WOA-LSTM模型,分解技

术能够有效提取序列中的特征信息,显著提升模

型对序列随机成分的捕捉能力。

b.
 

SSA对ICEEMDAN分解产生的高频分

量具有显著的平滑处理能力,明显改善了高频分

量模拟过程中出现的负值现象。

c.
 

两阶段分解策略能够对原始序列进行极

大限度的再处理,提出的耦合模型有效提高了径

流序列的模拟精度。
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Abstract:

 

The
 

medium
 

and
 

long-term
 

runoff
 

simulation
 

can
 

provide
 

a
 

scientific
 

basis
 

for
 

the
 

rational
 

allocation
 

of
 

wa-
ter

 

resources,
 

which
 

is
 

of
 

great
 

significance
 

to
 

the
 

high-quality
 

development
 

of
 

the
 

basin.
 

Based
 

on
 

the
 

improved
 

complete
 

ensemble
 

empirical
 

mode
 

decomposition
 

with
 

adaptive
 

noise
 

(ICEEMDAN)
 

and
 

singular
 

spectrum
 

analysis
 

(SSA)
 

two-
stage

 

decomposition
 

strategy,
 

the
 

monthly
 

runoff
 

simulation
 

model
 

ICEEMDAN-SSA-WOA-LSTM
 

was
 

constructed
 

by
 

using
 

the
 

long
 

short-term
 

memory
 

network
 

model
 

(LSTM)
 

optimized
 

by
 

the
 

whale
 

optimization
 

algorithm
 

(WOA).
 

It
 

was
 

applied
 

to
 

the
 

simulation
 

of
 

monthly
 

runoff
 

in
 

Stone
 

River
 

Reservoir
 

and
 

compared
 

with
 

the
 

single
 

decomposed
 

ICEEMDAN-WOA-LSTM,
 

SSA-WOA-LSTM
 

and
 

the
 

undecomposed
 

WOA-LSTM
 

models.
 

The
 

results
 

show
 

that
 

the
 

ICEEMDAN-SSA-WOA-LSTM
 

model
 

has
 

the
 

best
 

simulation
 

effect,
 

and
 

the
 

three
 

evaluation
 

indexes
 

in
 

the
 

calibration
 

period
 

and
 

validation
 

period
 

are
 

better
 

than
 

other
 

models,
 

with
 

the
 

root
 

mean
 

square
 

error
 

of
 

1.278
 

m3/s,
 

the
 

average
 

ab-
solute

 

error
 

of
 

0.893
 

m3/s,
 

and
 

the
 

Nash
 

efficiency
 

coefficient
 

of
 

0.985
 

in
 

the
 

validation
 

period.
 

The
 

two-stage
 

decompo-
sition

 

strategy
 

model
 

can
 

significantly
 

improve
 

the
 

accuracy
 

of
 

monthly
 

runoff
 

simulation
 

and
 

can
 

be
 

used
 

for
 

year-round
 

incoming
 

runoff
 

simulation.
Key

 

words:
 

runoff
 

simulation;secondary
 

decomposition;whale
 

optimization
 

algorithm;long
 

short-term
 

memory
 

neu-
ral

 

network;
 

Stone
 

River
 

Reservior
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