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摘要:
 

混凝土坝变形序列中存在的噪声和非线性特征严重影响了大坝变形预测的精度。为此,采用集合经验

模态分解(EEMD)对坝体水平位移信号进行分解,挖掘其中有效变形信息;并利用奇异谱分析(SSA)对分解

所得高频本征模态分量(IMF)进行特征提取,以减少有效信息的丢失。考虑到效应量与环境量之间复杂的随

机性和非线性映射关系,采用极限梯度提升(XGBoost)对降噪后的数据建模预测;考虑到XGBoost超参数对

模型预测性能的显著影响,引入全局搜索能力较好的北方苍鹰算法(NGO)对其参数寻优,构建了基于NGO-
XGBoost的大坝位移 预 测 模 型。计 算 结 果 表 明,EEMD-SSA能 有 效 地 去 除 大 坝 位 移 监 测 信 息 中 的 噪 声,

NGO-XGBoost模型显著提高了大坝位移预测模型的精度。
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1 引言

由于大坝变形结构的特殊性及作用荷载的随

机性,大 坝 变 形 数 据 中 常 常 表 现 出 非 线 性 特

征[1-2],这严重限制了统计回归模型的精度。随着

机器学习算法的不断发展,各种新兴算法被运用

到大坝变形监控领域,改善了统计模型的预测效

果。徐韧等[3]采用基于高斯过程的贝叶斯优化方

法对 XGBoost算法进行参数优化,构建了基于

GP-XGBoost的大坝变形预测模型,有效地提高

了模型的学习效率与预测精度;董泳等[4]采用了

EMD和EEMD对大坝位移序列进行降噪,并建

立了基于长短时记忆网络的大坝位移预测模型。
然而,大坝实测的位移监测数据中存在许多环境

因素导致的干扰,与真实位移混杂在一起,从而导

致了监测数据质量较差和模型精度不高的问题。
为此,本文采用EEMD对坝体水平位移信号分

解,并利用奇异谱分析(SSA)对分解所得高频

IMF进一步提取特征,引入具有良好全局搜索能

力的 NGO 对 XGBoost参数寻优,构建了基于

NGO-XGBoost的大坝变形预测模型,工程实例

应用结果表明,本文模型能有效地去除监测数据

中的噪声,显著提高了大坝位移预测模型的精度。

2 基于 EEMD-SSA 的多层次数据

处理方法

  针对EMD分解模态混叠的问题,EEMD[5]

通过逐次加入同等幅值的白噪声来改变序列的极

值点特性,对多次EMD分解得到的相应模态的

IMF平均处理来抵消加入的白噪声,从而有效抑

制模态混叠的产生。

SSA算法能根据时间序列数据构造出轨迹

矩阵,通过对该矩阵进行分解、重构,提取出原始

序列中的趋势、振荡分量和噪声等,从而分析时间

序列的结构。
直接采用EEMD对时序数据降噪时会将所

有高频IMF当作噪声去除,从而在保留原始信号

趋势特征的同时滤除其中大部分毛刺、尖锐部分

以达到降噪的目的。但高频IMF中通常包含大

量原始序列的细节特征信息,直接去除全部高频

IMF会损失很多有效信息,使降噪后的序列失去

原序列的特殊性。为充分挖掘高频分量中的有效



信息,本文使用SSA 对 EEMD 分解后的高频

IMF进行数据特征再处理,并重构得到有效去噪

分量,从而在去除噪声的同时保留高频特征信息,
提高降噪序列的准确性。

在将大坝变形监测信号进行EEMD分解后

采用连续均方差(CMSE)方法[6]对分解得到的

IMF信号属性进行判别,以对高频IMF做进一步

挖掘。CMSE是相应IMF分量在时域中各时间

点上振幅的平方和,相当于IMF分量的能量密

度。该算法通过计算相邻IMF分量误差,当误差

在第k个信号上出现突变时,就作为信号和噪声

的分离点。

CMSE的计算方法为:

δCMSE(􀭾xk,􀭾xk+1)=
1
n∑

n

i=1

[􀭾xk(ti)-􀭾xk+1(ti)]2=
1
n∑

n

i=1

[ck(ti)]2

(1)

􀭾xk(ti)=∑
n

j=k
cj(t)+rn(t) k=2,

 

3,
 

…,
 

N -1

(2)
式中,δCMSE(·)为连续均方差值;􀭾xk(t)为部分

重构后的信号;ck(·)为IMF分量;rn(·)为残

差项;n 为信号长度;N 为IMF的个数。
当利用式(1)、(2)求得所有连续重构信号之

间的均方误差后绘制连续均方差图,曲线斜率突

变点即为高频和低频IMF的分界点。
在区分IMF的频率属性后将所有高频IMF

叠加得到总体高频分量作为SSA的原始时间序

列输入,从而进一步挖掘其中残留的原始信号的

趋势特征信息并重构得到有效分量。之后再将经

SSA挖掘去噪后的总体高频分量与EEMD分解

得到的所有低频IMF重构,最终得到数据特征深

度再挖掘后重构的去噪数据。

3 NGO 优化 XGBoost 大坝变形预

测模型

3.1 XGBoost

XGBoost通过对损失函数二阶泰勒展开并

引入正则项,有效地缓解了过拟合和低效率等问

题。XGBoost的原理可用下式来表示:

ŷi=ϕ(xi)=∑
K

k=1
fk(xi) (3)

式中,̂yi 为预测值;ϕ(·)为y 与x 之间的映射

函数;fk 为第k棵树的权重函数。

其目标函数L(θ)由损失函数l(yi,̂yi)和正

则项Ω(fk)组成:

L(θ)=∑
N

i=1
l(yi,̂yi)+∑

K

k=1
Ω fk  (4)

Ω(fk)=γT+λ‖w‖2/2 (5)
式中,γ 为决策树叶节点复杂性;T

 

为决策树的

叶节点数量;λ为惩罚系数;w 为其权重。

XGBoost模型采用梯度提升方法对目标函

数进行优化。目标函数L 在第t次迭代下的二阶

泰勒展开式可表示为:

L(t)≃∑
N

i=1
lyi,̂yi

(t-1)  +gift(xi)+ 

hift
2(xi)/2 +Ω ft  +constant (6)

其中

gi=∂̂y
(t-1)l(yi,̂yi

(t-1));hi=∂2ŷ(t-1)l(yi,̂yi
(t-1))

式中,gi 为一阶导数;hi 为二阶导数;constant为

常数项。
将式(6)中 的 常 数 项 全 部 移 除 后 可 得 到

XGBoost的目标函数:

L(t)≃∑
N

i=1
gift(xi)+

1
2hift

2(xi)
􀭠
􀭡

􀪁􀪁 􀭤
􀭥

􀪁􀪁 +Ω ft  

(7)
3.2 北方苍鹰算法 NGO

NGO算法模拟了北方苍鹰捕猎过程,其过程

主要分为猎物识别和攻击及追击和逃亡两大阶段。
3.2.1 猎物识别和攻击阶段

在最初的狩猎阶段,苍鹰随机发现目标然后

迅速攻击。由于在搜索空间中随机选择猎物,这
一阶段提高了算法的搜索能力。该阶段包括搜索

空间的全局搜索以发现最佳区域,可表示为:

Pi=Xk

i=1,2,…,N;k=1,2,…,i-1,i+1,…,N
(8)

xnew,P1
i,j =

xi,j +r(Pi,j -Ixi,j) FPi <Fi

xi,j +r(xi,j -Pi,j) FPi ≥Fi (9)

Xi=
Xnew,P1

i Fnew,P1
i <Fi

Xi Fnew,P1
i ≥Fi (10)

式中,Pi 为第i只苍鹰对应的猎物位置;FPi
为

其目标函数值;k 为从 1,N  中随机选取的自

然数;Xnew,P1
i 为所提出解决方案的第i个更新状

态,其第j个维度为xnew,P1
i,j ;Fnew,P1

i 为算法初始

阶段的目标函数值;r、I 分别为搜索、更新时的

随机数,且r∈ [0,1],I=1或2。
3.2.2 追捕和逃亡阶段

苍鹰袭击猎物后,猎物会试图逃跑,而苍鹰会

继续沿猎物踪迹追击猎物。该阶段算法的表达式为:

·87· 水 电 能 源 科 学                 2023年
 



第41卷第11期 李晨阳等:基于多层次数据处理的NGO-XGBoost大坝变形预测模型及其应用

xnew,P2
i,j =xi,j +R(2r-1)xi,j (11)

R=0.02(1-t/T) (12)

Xi=
Xnew,P2

i Fnew,P2
i <Fi

Xi Fnew,P2
i ≥Fi (13)

式中,t 为当前迭代次数;T 为最大迭代次数;

xnew,P2
i,j 为第i只苍鹰在新位置的解在第j维度的

值;R 为攻击范围的半径;Fnew,P2
i 为该阶段的目

标函数值。
种群成员根据式(7)~(12)不断更新,直到完

成最后一次迭代。
3.3 模型构建流程

综上所述,构建基于EEMD-SSA 的数据降

噪方法的 NGO-XGBoost混凝土坝位移预测模

型,提高混凝土坝的变形预测精度,具体建模流程

如下。
步骤1 通过EEMD将混凝土坝位移监测

序列分解为不同频率的IMF信号,并利用CMSE
确定高低频IMF的分界点。

步骤2 采用SSA对EEMD分解后的高频

IMF进行数据特征深度再挖掘,并重构得到去噪

分量,再将各分量进行叠加得到处理后的混凝土

坝变形序列y*。
步骤3 定义模型输入与输出。输入为各环

境量因子,输出为位移序列,即x =[H1,H2,

H3,sin2πt365-sin
2πt0
365

,cos2πt365-cos
2πt0
365

,sin4πt365-

sin
4πt0
365

,cos4πt365-cos
4πt0
365

,θ-θ0,lnθ-lnθ0],

其中,H1、H2、H3 均为上游水位表征的水压因

子;sin2πt365-sin
2πt0
365

、cos2πt365-cos
2πt0
365

、

sin4πt365-sin
4πt0
365

,cos4πt365-cos
4πt0
365

为表征温

度效应的谐波因子;θ-θ0、lnθ-lnθ0分别为时效

因子、对数时效因子。
步骤4 通过NGO算法优化XGBoost的超

参数,采用最优超参数建模分析。
步骤5 通过与常用大坝位移预测模型对比

分析,验证本文所提模型的优越性。

4 工程实例应用

4.1 数据获取与处理

以某混凝土重力坝EX53测点监测数据为

例,来验证本文提出的大坝变形分析模型的有效

性和准确性,解释该模型在大坝变形建模方面的

优越性。
该混凝土坝位于福建省闽江干流上,其最大

坝高101
 

m,坝顶高程75
 

m,正常蓄水位65
 

m。
为了便于建模,需对连续监测序列进行分析。故

选取2017年10月~2021年12月的监测资料进

行建模分析,取2017年10月~2020年9月期间

的1
 

082组数据为训练集,2020年10月~2021
年6月期间的273组数据为测试集。EX53测点

位移曲线和水位变化曲线见图1。
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图1 EX53测点水位与位移曲线

Fig.1 Water
 

level
 

and
 

displacement
 

curves
 

of
 

EX53
 

point

4.2 基于 EEMD-SSA的多层次数据降噪处理

通过EEMD方法将大坝原始变形监测数据

分解为6个不同频率的IMF,分解结果见图2。

CMSE变化曲线呈“手肘”形状,肘部对应的IMF
即为高低频IMF分量的分界点。肘部位于IMF4
处,即IMF1~IMF4 为高频模态分量,IMF5~
IMF6 为低频模态分量。
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图2 EEMD分解结果

Fig.2 EEMD
 

decomposition
 

results

利用SSA对高频分量IMF1~IMF4 进行数

据再挖掘以提取高频分量中的有效信息,从而在
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尽可能去除噪声的同时保留数据有效特征信息,
避免失去序列中的部分特征信息。通过SSA将

高频IMF分解为不同子序列,取贡献率阈值ke
为90%,当前n 个子序列特征值的累计占比超过

ke 时,其余子序列可视为噪声部分,对前n 个子

序列进行重构,进而得到经SSA挖掘后的有效特

征信息。重构 EEMD 分解得到的低频分量和

SSA 挖 掘 得 到 的 有 效 特 征 信 息,从 而 获 得 经

EEMD-SSA的多层次降噪处理后的数据。图3
为EEMD-SSA多层次降噪与EEMD降噪(即直

接去除分解后得到的高频IMF)的对比。为了更

加清晰直观地对比两种降噪方法,分别计算两种

方法与原始序列之间的均方根误差(RRMSE)和皮

尔逊相关系数(r),结果见表1。
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图3 降噪效果对比

Fig.3 Comparison
 

of
 

noise
 

reduction
 

effect

表1 EEMD-SSA与EEMD降噪指标

Tab.1 EEMD-SSA
 

and
 

EEMD
 

noise
 

reduction
 

indexes

降噪方法 RRMSE r

EEMD 0.063 0.993

EEMD-SSA 0.019 0.999

由表1可看出,直接采用EEMD降噪后的位

移序列过程线较光滑,但其很大程度上丢失了原

始序列的特征信息,特别是水位的突变情况导致

的位移变化,这使序列的真实性大大降低。而

EEMD-SSA多层次挖掘降噪保留了大部分原始

序列的特征信息,同时也对原始序列中的毛刺、尖
锐问题做了平滑处理,不仅有效降低了噪声干扰,
也尽可能减少了细节的流失,能较好地反映真实

的大坝位移变化情况。此外,EEMD-SSA降噪方

法的RRMSE 显著小于EEMD降噪,且相关系数大

于 EEMD 降 噪。因 此,相 比 于 EEMD 降 噪,

EEMD-SSA降噪能更有效地去除大坝位移序列

中的噪声影响,并保留其中的特征信息,其降噪结

果能更准确地反映大坝位移真实变化情况。
4.3 NGO-XGBoost 模型构建

采用环境因子序列作为输入,将EX53测点

降噪后的位移数据作为输出,利用 NGO算法对

XGBoost的超参数分别进行优化,各参数的选取

范 围和优化结果见表2。其中NGO算法的最大

表2 XGBoost参数优化结果

Tab.2 XGBoost
 

parameter
 

optimization
 

results
优化参数 寻优范围 寻优结果

最大深度 [3,30] 15
学习率 [0.01,1] 0.782

子节点权重的最小总和 [0,1] 0.620
子样本占集合的比例 [0,1] 0.681

每棵随机采样的列数的占比 [0,1] 0.723

迭代次数设置为300次,种群大小设置为100。
将优化后参数代入XGBoost模型后对位移

序列进行建模分析。为了证明NGO算法的有效

性和NGO-XGBoost模型在大坝位移预测的准确

性,采用未优化的 XGBoost、LSTM 和统计回归

模型对相同输入输出数据进行建模分析,其位移

预测结果对比和残差箱型图分别见图4、图5。
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Fig.4 Comparison
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Fig.5 Residuals
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为了更好地定量对比分析不同模型的准确

性,引入RRMSE、平均绝对误差(M MAE)和决定系数

(R2)对预测结果进行量化分析。
不同模型的误差指标结果见表3。

表3 不同模型误差指标结果

Tab.3 Different
 

model
 

error
 

index
 

results

模型
训练阶段

RRMSE MMAE R2
预测阶段

RRMSE MMAE R2

逐步回归 0.052 0.040 0.991 0.340 0.312 0.408
线性回归 0.111 0.090 0.958 0.105 0.903 0.944
XGBoost 0.031 0.022 0.997 0.146 0.113 0.901
LSTM 0.026 0.190 0.998 0.097 0.080 0.952

NGO-XGBoost 0.054 0.039 0.991 0.074 0.060 0.972

由表3可知,在训练阶段各模型的R2 均大

于0.9,说明这些模型均能较好地对大坝位移进

行拟合。然而在预测阶段逐步回归模型的R2 仅

有0.408,其无法学习大坝位移数据中的非线性

特征,只能预测出大坝位移变化趋势,难以精准预

测大坝实际变形。而线性回归模型虽然在训练阶
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段R2 只有0.958,但在预测阶段精度较高,一定

程度上能预测大坝位移变化趋势。相比于逐步回

归模型,线性回归模型、LSTM 和XGBoost模型

在预测阶段的效果有显著提升,其 R2 均大于

0.9,能学习到大坝位移与环境因子之间的非线性

关系,较好地预测大坝位移的变化趋势,但在预测

位移的具体大小时存在一定的不足。特别是当大

坝变形达到局部最大值和最小值时,其预测结果

明显偏离实际位移,在实际应用过程中会产生诸

多问题。

NGO-XGBoost模型针对 XGBoost中参数

进行优化后 RRMSE、M MAE 分别降低了49.3%、

46.9%,R2 提高了8%,各指标也显著优于其他

模型,其预测效果得到了显著提高。由图4可知,

NGO-XGBoost模型的残差中位数最接近0,且分

布较为集中,绝大部分位于1.5倍四分位距内,表
明本模型较对照模型具有更好的预测精度和稳定

性。NGO-XGBoost模型不仅能准确预测大坝位

移的变化趋势,同时能有效地预测大坝位移变化

的极值,大大提高了大坝位移预测的准确性。

5 结论

a.基于EEMD-SSA的多层次数据降噪处理

方法能较好地区分噪声与特征信息,从而在保留

特征信息的基础上,去除大坝位移监测信息中的

噪声,其结果能较好地反映出大坝位移的真实变

化情况。

b.通过 NGO 算法对 XGBoost模型参数进

行优化能显著提高XGBoost模型预测的准确性,
在大坝变形预测上具有显著优势。
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Abstract:
 

The
 

noise
 

and
 

nonlinear
 

characteristics
 

in
 

the
 

deformation
 

sequence
 

of
 

concrete
 

dam
 

seriously
 

affect
 

the
 

ac-
curacy

 

of
 

dam
 

deformation
 

prediction.
 

In
 

this
 

paper,
 

ensemble
 

empirical
 

modal
 

decomposition
 

(EEMD)
 

was
 

used
 

to
 

de-
compose

 

the
 

horizontal
 

displacement
 

signal
 

of
 

the
 

dam
 

to
 

mine
 

the
 

effective
 

deformation
 

information.
 

The
 

singular
 

spec-
trum

 

analysis
 

(SSA)
 

was
 

used
 

to
 

extract
 

features
 

from
 

the
 

high-frequency
 

eigenmodal
 

components
 

(IMF)
 

obtained
 

from
 

the
 

decomposition
 

to
 

reduce
 

the
 

loss
 

of
 

effective
 

information.
 

Considering
 

the
 

complex
 

stochastic
 

and
 

non-linear
 

mapping
 

relationship
 

between
 

effector
 

and
 

environmental
 

variables,
 

extreme
 

gradient
 

boosting
 

(XGBoost)
 

was
 

used
 

to
 

model
 

the
 

prediction
 

of
 

the
 

noise-reduced
 

data.
 

Considering
 

the
 

significant
 

influence
 

of
 

XGBoost
 

hyperparameters
 

on
 

the
 

prediction
 

performance
 

of
 

the
 

model,
 

the
 

Northern
 

Goshawk
 

algorithm
 

(NGO)
 

with
 

better
 

global
 

search
 

capability
 

was
 

introduced
 

to
 

perform
 

parameter
 

search,
 

and
 

an
 

NGO-
 

XGBoost-based
 

dam
 

displacement
 

prediction
 

model
 

was
 

constructed.
 

The
 

cal-
culation

 

results
 

show
 

that
 

the
 

EEMD-SSA
 

can
 

effectively
 

remove
 

the
 

noise
 

from
 

the
 

dam
 

displacement
 

monitoring
 

infor-
mation,

 

and
 

the
 

dam
 

deformation
 

prediction
 

model
 

based
 

on
 

NGO-XGBoost
 

can
 

significantly
 

improve
 

the
 

prediction
 

accu-
racy.

Key
 

words:
 

dam
 

deformation
 

prediction;
 

EEMD;
 

SSA;
 

NGO;
 

XGBoost
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